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초록

본논문에서는제한된형태의볼츠만머신 (Restricted Boltzmann Machine; RBM)

을 효과적으로 학습 (training) 하는 알고리즘 (algorithm) 을 제안한다. 이 방식

을 0 또는 1로 구성된 이진 데이터 (binary data) 와 잡음이 많은 실제적인 실수

자료 (real valued data) 에 대한 분류 (classification) 문제에 활용하여 그 실용성

을 검증한다. 학습을 진행하기 위해서는 RBM에 의해 정의된 모델 (model) 입력

분포 (distribution)의기댓값을계산해야하는데,변수 (variable)의공간 (space)

이 너무 커 적절한 샘플 (sample) 들을 구하는 것이 어렵고 시간이 많이 걸린다.

이런문제의해결방법으로 Markov Chain Monte Carlo (MCMC)를활용해모델

입력 분포를 대표하는 비교적 작은 수의 샘플을 얻어 기댓값을 추정하는 방식이

많이 사용되고 있다. 하지만 이 방식은 모델 입력 분포의 모든 영역 (range) 에서

샘플을 추출하지 못하고, 분포에 따르지 않는 샘플도 추출하는 경향이 있어 정확

한 기댓값을 계산하지 못한다.

본 논문에서 제안한 학습 알고리즘은 모델 입력 분포에서 낮은 중요도 (impor-

tance) 를 갖는 샘플을 걸러내기 위해 파티클 필터 (Particle filter) 를 사용한다.

이는 Sampling importance resampling (SIR) 방식을 변형한 것으로 MCMC에서

추출된 샘플 중 모델 입력 분포에 적합한 샘플을 importance sampling하는 방식

이다. 구체적으로는 학습이 진행되는 매 반복과정 (iteration) 마다 정규화 되지

않은 확률 (unnormalized probability) 을 통해 각 샘플의 중요도를 계산하고, 이

를이용해누적분포함수 (cumulative distribution function)를구성한다. 그리고

0과 1사이에서 균등하게 분포 (uniformly distributed) 된 숫자 중에서 추출된 값

들을 누적 분포함수에 사상하여, 해당하는 샘플을 추출한다.

또한 Gibbs sampling의 특성 상 새롭게 추출된 샘플은 이전 샘플의 영향을 많
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이 받기에 샘플 형태의 변화가 작다. 따라서 이전 샘플이 있었던 영역에서 빠

르게 벗어나지 못해, 어떤 영역에서는 샘플이 추출되지 않는 경향이 있다. 이를

극복하기 위해 MCMC에 병렬 템퍼링 (Parallel tempering; PT) 기법을 적용하

여 서로 다른 온도를 MCMC에 적용해 Gibbs sampling을 수행한다. 온도가 낮은

MCMC에서 추출된 샘플은 이전 샘플에 근접한 영역에 머물게 하고, 온도가 높

은 MCMC에서 추출된 샘플은 다른 영역을 넘나들게 한다. PT 기법을 통해 더

넓은 영역에서 샘플을 추출한 뒤, importance sampling을 수행함으로써 모델 입

력분포를대표하는샘플을얻어더정확하게학습을진행하여 RBM의목적함수

값을 보다 크게하며 분류 성능을 향상시킨다.

마지막으로 Sparse Deep Bilief Network (SDBN)을활용하여잡음이많은실수

자료를분류하는데적합한학습방법을제안한다. SDBN은아래층의출력에 1이

나타날 기댓값을 작은 상수로 제한하여, 위층을 학습할 때는 분류에 도움이 되는

특징 (feature) 만으로 학습을 진행하여 만들어진다. 중요한 특징만 활용함으로

써, 위층의 RBM은 관련성이 높은 뉴런 사이의 가중치 (weight) 만 특정 값을 갖

게 된다. 본 논문에서는 SDBN의 학습 방식을 활용하여 Gaussian-Bernoulli Re-

stricted Boltzmann Machine (GBRBM) 에서 분류에 도움이 되는 특징을 출력할

수 있도록 학습한다. 이 출력값을 통해 Classification Restricted Boltzmann Ma-

chine (CRBM)을다양한학습알고리즘으로학습하여 Deep Boltzmann Machine

(DBM) 을 구성하고, 실수 데이터에 대한 분류 성능을 비교한다.

주요어 : 제한된 형태의 볼츠만 머신, 학습 알고리즘, 파티클 필터, 다층 볼츠만

머신

학번 : 2011-20835
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제 1 장 서론

최근 Restricted Boltzmann Machine (RBM) 을 기반으로 한 패턴 인식 (pattern

recognition) 기술이 널리 연구되고 있다. RBM은 데이터 (data) 에서 분류 (clas-

sification)에유용한특징 (feature)을얻을수있기에다양한응용이가능한모델

(model)이다. 따라서 RBM을효과적으로학습 (training)하기위해다양한알고

리즘 (algorithm) 이 제안되어 왔다. 하지만 이러한 노력에도 불구하고, RBM의

학습과정에서 나타나는 고차원 공간 (space) 상에서 RBM 가중치 (weight) 갱신

(update) 에 필요한 항의 기댓값을 적은 수의 샘플 (sample) 로 추정하는 방법의

한계와 이진 데이터 (binary data) 를 기반으로 제안된 모델이기에 실수 데이터

(real valued data)를처리하는데에있어서어려운점은여전히문제로남아있다.

본 논문에서는 이러한 어려움을 완화시키는 개선된 학습 방법을 제안한다.

본 논문은 크게 두 가지 주제로 구성되며, 첫 번째는 RBM 학습 알고리즘이다.

RBM의고차원확률공간상에서가중치갱신에필요한항의정확한기댓값계산

은 RBM의 log-likelihood나 분류 성능 향상을 위해 중요한 요소이다. 하지만 비

교적 정확한 기댓값을 얻기 위해서는 많은 연산량이 필요하기에, 모델 입력 분

포 (distribution) 에서 상대적으로 작은 수의 샘플을 추출하여 기댓값을 추정하

는 방법이 연구되어 왔다. Hinton [1]은 숨은 뉴런 (hidden neuron) 의 조건부 활

성화 확률 (conditional activate probability) 을 적은 수의 연산으로 계산할 수 있

는 RBM 모델을 제안하였다. 이를 통해 Gibbs sampling을 효율적으로 수행할 수

있고, 모델 입력 분포에 적합한 샘플을 빠르게 추출할 수 있다. 이러한 장점을

이용해 학습 데이터로부터 Gibbs sampling을 실행하여 모델 입력 분포를 대표하

는 샘플을 추출하고, 분포의 기댓값을 추정하는 Contrastive Divergence (CD) 알
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고리즘을 제안하였다. 하지만 이 방식은 학습 데이터에 편중된 샘플 형태만을

추출해 모델 입력 분포를 대표하기에 적절한 샘플을 얻는데는 한계가 있다. 이

에 Tieleman [2]은 Persistent Contrastive Divergence (PCD) 알고리즘을 제안하

여 CD 방식의 단점을 극복하려 하였다. 이 방식은 Gibbs sampling을 수행하기

위한 초기 샘플을 학습 데이터가 아닌 이전의 갱신 과정에서 Gibbs sampling에

의해 추출된 샘플을 사용하여 모델 입력 분포에 더 적합한 샘플을 얻는다. 하

지만 PCD의 결점은 모델 입력 분포의 모든 영역 (range) 에서 샘플을 추출하지

못한다는 점이다. 특정 영역으로부터 집중적으로 샘플이 추출되어 비슷한 형태

를 갖는 검사 (test) 데이터의 log-likelihood는 높이지만, 무작위로 추출된 노이

즈 (noisy) 샘플의 log-likelihood는 효과적으로 낮추지 못한다. 이러한 결점을 극

복하기 위해 Desjardins 등 [3] [4] [5]은 입력 공간의 다양한 영역에서 샘플을 추

출하기 위하여 Markov Chain Monte Carlo (MCMC) 에 다양한 온도를 적용하

여 Gibbs sampling을 수행하는 방식을 제안하였다. 여기서 온도는 가중치를 나

누는 상수로써 RBM 에너지 (energy) 의 높낮이를 조정하는 역할을 한다. 하지

만 높은 온도의 MCMC에서 추출되는 샘플은 모델 입력 분포에 무관한 형태가

나타나는 경우가 많아 정확한 기댓값을 얻는데 한계가 있다. 따라서 본 논문에

서는 Smith 등 [6]이 제안한 Sampling importance resampling (SIR) 방식을 활용

하여 기존 학습 알고리즘의 문제점을 보완하는 새로운 알고리즘 (Markov Chain

Monte Carlo based Particle filter; PMCMC) 을 제안한다. 구체적으로는 먼저 다

양한 온도가 적용된 MCMC를 통해 모델 입력 분포의 넓은 영역에서 다양한 형

태의샘플을추출한다. 이어학습알고리즘에의하여가중치를갱신하기전의모

델 입력 분포와 갱신한 후 모델 입력 분포에서 각 샘플의 정규화 되지 않은 확률

(unnormalized probability) 비를 통해 중요도 (importance) 를 구하고, 누적 분포

함수 (cumulative distribution function)를구성한다. 이어 0과 1사이에서균등하

게 분포 (uniformly distributed) 된 숫자들 중에서 무작위로 선정된 값들을 이 누
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적 분포함수에 사상하여 이에 해당하는 샘플을 다시 추출하는 방식으로 진행된

다. 이를 통해 모델 입력 분포의 다양한 영역에서 대표적인 샘플을 보다 잘 추출

할 수 있다.

본 논문의 두 번째 주제는 실수 자료의 분류 문제에 적합한 Deep Boltzmann

Machine (DBM)을학습하는방법이다. 먼저 Choi등 [7]이제시한 Input Variable

Selection (IVS) 방법을 통해 학습 자료의 중요한 특징을 선별한다. 이어 출력 값

의 각 특징이 분류에 도움이 되는 성질을 갖게 하기 위해 Lee 등 [8]이 제안한 숨

은 뉴런 (hidden neuron) 이 활성화 (activate) 될 기댓값을 특정 값으로 제한시키

는정형화 (regularization)항을도입하여아래층인 Gaussian-Bernoulli Restricted

Boltzmann Machine (GBRBM)을학습한다. 이를통해얻은출력결과와클래스

(class) 정보를 입력 데이터로 사용해 위층인 Classification Restricted Boltzmann

Machine (CRBM) 을 학습하고 분류 성능을 측정한다.

본 논문의 2장에서는 RBM의 다양한 학습 알고리즘, CRBM, GBRBM, Sparse

Deep Bilief Network (SDBN), log-likelihood 추정 방법 등 본 논문 주제와 관련된

기존연구에대해서알아본다. 이어 3장에서는파티클필터 (Particle filter)를사

용한 학습 알고리즘 및 실수 데이터를 보다 잘 분류하기 위한 DBM 학습 방법을

제안한다. 4장에서는 본 논문에서 PMCMC로 학습된 RBM과 CRBM이 검사 데

이터의 log-likelihood를보다크게하고, 노이즈데이터의 log-likelihood를보다작

게하며, 향상된 분류 성능을 보임을 실험 결과를 통해 보인다. 또한 PMCMC로

학습된 DBM과 기존 학습 알고리즘에 의해 학습된 DBM의 분류 정확도를 비교

하여 PMCMC의 우수성을 입증한다. 마지막으로 5장에서는 본 논문에 대한 결

론을 맺는다.
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제 2 장 배경 이론과 관련 연구

2.1 Restricted Boltzmann Machine (RBM)

먼저 RBM에대하여간단히소개한후이것을학습하는데발생하는문제점에대

하여 알아보고, 이 문제를 극복하기 위해 제안되었던 기존 학습 알고리즘을 분석

한다.

RBM은이진값을갖는뉴런으로구성된신경망이며, 학습데이터가입력되는

가시 뉴런 (visible neuron) 과 확률적으로 값이 결정되는 숨은 뉴런이 가중치를

통하여 연결되어 있는 형태이다. 가시 뉴런은 모든 숨은 뉴런과 연결되어 있으

며, 숨은 뉴런도 모든 가시 뉴런과 연결되어 있고, 그림 2.1에 RBM 기본 구조가

나타나 있다.

RBM의 상태 (state) (v,h)에 대한 에너지는 다음과 같이 정의된다.

E (v,h|Θ) = −
nv∑
i

nh∑
j

wijvihj −
nv∑
i

bivi −
nh∑
j

cjhj (2.1)

여기서 v는 각 가시 뉴런의 값으로 이루어진 벡터[v1, v2, . . . , vnv ]
T를 의미하며,

h는 각 숨은 뉴런의 값으로 이루어진 벡터[h1, h2, . . . , hnh
]T를 의미하고, Θ는 뉴

런과 뉴런 사이의 가중치 W행렬 (matrix) 과 각 뉴런의 편향 가중치 (bias) b,

c벡터 (vector) 로 이루어진 가중치의 집합이다. 또한 vi, hj는 각각 i번째 가시 뉴

런, j번째 숨은 뉴런의 값이고, nv와 nh는 각각 가시 뉴런의 개수와 숨은 뉴런의

개수이다. 마지막으로 wij는 i번째 가시 뉴런과 j번째 숨은 뉴런 사이를 연결하

는 가중치이며, bi, cj는 각각 i번째 가시 뉴런의 편향 가중치, j번째 숨은 뉴런의

편향 가중치이다. 이를 기반으로 RBM에서 상태 (v,h)에 대한 확률은 다음과 같
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그림 2.1 RBM의 기본 구조.

이 정의된다.

P (v,h|Θ) =
1

Z (Θ)
exp (−E (v,h|Θ)) (2.2)

여기서

Z (Θ) =
∑
v

∑
h

exp (−E (v,h|Θ)) (2.3)

는 뉴런의 모든 상태에 대한 확률의 합을 1로 만드는 정규화 (normalizing) 상수

를 의미한다. 또한 가시 뉴런의 상태가 정해졌을 때, 숨은 뉴런의 조건부 활성화

확률은 다음과 같이 정리된다.

p (hj = 1|v,Θ) =
1

1 + exp (−
∑

iwijvi − cj)
(2.4)

여기서 가시 뉴런의 상태는 학습 샘플에 의해 결정되며, 숨은 뉴런의 상태는

(2.4)에의해조건부활성화확률을 계산한뒤, 0과 1사이의균등한분포함수에서

추출된 값과 비교하여 그보다 크면 1로 작으면 0으로 할당된다. 이와 반대로 숨
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은 뉴런의 상태가 정해졌을 때, 가시 뉴런의 조건부 활성화 확률은 다음과 같다.

p (vi = 1|h,Θ) =
1

1 + exp
(
−
∑

j wijhj − bi

) (2.5)

또한 어떤 주어진 샘플에 대하여 숨은 뉴런의 모든 상태에 대한 확률로부터 주어

진 샘플이 나타날 확률을 다음과 같이 정리할 수 있다.

P (v|Θ) =
1

Z (Θ)
exp

(
nv∑
i

bivi

)
nh∏
j

(
1 + exp

(
cj +

nv∑
i

wijvi

))
(2.6)

RBM의 가중치는 학습 데이터의 log-likelihood를 최대화 하는 방식으로 갱신

된다. 먼저 N개의 학습 데이터 {v(1),v(2), . . . ,v(N)}가 주어졌을 때, 목적함수는

이들의 log-likelihood의 합으로 정한다.

L (Θ) =
N∑

m=1

logP
(
v(m)|Θ

)
(2.7)

가시 뉴런과 숨은 뉴런의 연결가중치 wij로 목적함수를 미분하여 기울기 (gradi-

ent) 를 구하면 다음과 같다 [9].

∂L
∂wij

= N (< vihj >data − < vihj >model)

여기서 < . >P (.)는 P(.) 확률 분포에 대한 기댓값이며, data는 학습 데이터에 의

해 가시 뉴런의 상태가 정해진 상황에서 숨은 뉴런의 확률 분포 p (h|v,Θ)를 의

미하고, model은 모든 뉴런의 값이 정해지지 않은 상태에서 현재 가중치에 의해

만들어진확률분포 P (v,h|Θ)를의미한다. Steepest gradient방법을 L (Θ)에적

용하여 가시 뉴런과 숨은 뉴런의 연결 가중치 wij , 가시 뉴런의 편향 가중치 bi,
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숨은 뉴런의 편향 가중치 cj에 대한 갱신 공식을 구하면 다음과 같다.

wij ← wij + η (< vihj >data − < vihj >model) (2.8)

bi ← bi + η (< vi >data − < vi >model) (2.9)

cj ← cj + η (< hj >data − < hj >model) (2.10)

여기서 η은 학습율 (learning rate) 을 의미하며, 각 갱신 공식의 괄호 안에 들어

있는 항의 부호를 기준으로 각각을 양수항 (positive phase) 과 음수항 (negative

phase) 으로 부른다. 이를 통해 구성되는 가중치는 학습 데이터에 존재하는 형태

의 샘플에 높은 확률을 할당하고, 존재하지 않는 형태의 샘플에 낮은 확률을 할

당하도록 조절한다.

이렇게 가중치 갱신 식은 구할 수 있지만, 이를 실행하는데 문제가 있다. 갱신

식의 음수항은 뉴런의 모든 상태에 대한 기댓값이므로 이를 구하기 위해서는 정

규화 상수 Z (Θ)를 알아야 한다. 하지만 뉴런의 모든 상태의 수는 총 뉴런 개수

의 지수 승으로 늘어나기 때문에 RBM의 정규화 상수를 구하는 것은 거의 불가

능하다. 그러나 Gibbs sampling을 통해 MCMC를 진행하면 모델 입력 분포를 어

느 정도 대표하는 샘플을 얻을 수 있으며, 이를 통해 다음과 같이 기댓값을 추정

할 수 있다.

< vihj >model=
∑
v

vip (hj = 1|v,Θ)P (v|Θ) ≈
M∑

m=1

v
(m)
i p

(
hj = 1|v(t),Θ

)

이 과정에서 볼 수 있듯이 모델 입력 분포 P (v|Θ)를 대표하는 샘플들을 추출하

면, 정규화 상수를 계산할 필요 없이 기울기를 추정할 수 있다. 또한 RBM의 구

조 특성 상 한 층의 뉴런 상태가 주어지면 다른 층의 뉴런은 서로 독립적으로 활
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성화 확률을 계산할 수 있다. 따라서 층 단위로 Gibbs sampling이 가능하며 컴

퓨터의 병렬 연산 처리 시스템을 활용하여 효율적으로 진행할 수 있는데, 다음에

표시한 Algorithm 1에 층 단위 Gibbs sampling 과정이 설명되어 있다.

Algorithm 1 Gibbs sampling steps for RBM

1: Draw v0 uniformly and set Θ.
2: while Repeat until Gibbs sampling to reach the equilibrium do
3: for j = 1 : nh do
4: Assign a binary value to hj using (2.4).
5: end for
6: for i = 1 : nv do
7: Assign a binary value to vi using (2.5).
8: end for
9: end while

하지만 RBM 학습을 위해 Gibbs sampling을 사용하는 데에는 다른 한계점들

이 있다. 가장 큰 문제는 뉴런이 자기와 다른 층의 뉴런에 전부 연결되어 있기 때

문에 각 뉴런의 활성화 확률은 다른 층의 뉴런 상태로부터 많은 영향을 받는다.

따라서 하나의 MCMC에서 연속적으로 추출된 샘플은 서로 매우 높은 상관 관계

를 갖기에 새로운 형태의 샘플을 추출하기 위해서는 많은 Gibbs sampling을 수

행해야 하며, 특히 복잡한 형태의 모델 입력 분포에서는 Gibbs sampling이 제대

로 동작하지 않는다는 점이다. Gibbs sampling에 의한 샘플의 형태 변화가 작기

때문에 어떤 영역에서는 샘플이 추출되지 않는 경향이 있기 때문이다. 이 밖에

도, RBM의 뉴런 개수가 증가할수록 모델 입력 분포의 기댓값을 구하기 위해 더

많은 샘플을 추출해야 한다는 문제점도 있다.

Gibbs sampling의 단점을 극복하기 위해 다양한 학습 알고리즘이 제안되었으

며, 처음 제안된 접근법은 Hinton [1]이 제안한 CD 이다. 이 방식은 P (v,h|Θ)를

학습 샘플로부터 n번 Gibbs sampling을 통해 추출된 샘플들의 집합으로 만들어

지는분포로대체하여가중치갱신식의음수항을추정하는방법이다. 학습샘플

로부터 n번 Gibbs sampling을실행하는과정은그림 2.2에나타나있다. CD학습
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그림 2.2 M개의 MCMC에서 Gibbs sampling으로 샘플을 추출하는 과정.
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그림 2.3 CD를통해MCMC에서추출되는샘플들의입력공간에서의상대위치.

의장점은학습샘플로부터 Gibbs sampling을수행함으로써,학습데이터의샘플

형태에 근접한 영역에서 샘플이 추출됨을 보장한다는 점이다. 하지만 학습 데이

터 주변에서만 집중적으로 샘플이 추출되기에 모든 영역에서의 모델 입력 분포

를 잘 나타내지 못하는 단점이 있으며, 이 상황은 그림 2.3에 묘사되어 있다. 따

라서 CD 방식은 복잡한 모델 입력 분포를 갖는 데이터인 경우에 학습 데이터와

거리가 먼 영역의 확률을 제대로 반영하는데 한계가 있다.

CD 방식의 단점을 극복하기 위해 Tieleman [2]은 Persistent Contrastive Di-

vergence (PCD) 를 제안하였다. CD 방법은 각각의 학습 샘플로부터 Gibbs sam-

pling을수행하여모델입력분포를대표하는샘플을추출하지만, PCD방법은모

든 갱신 과정마다 이전 갱신 과정에서 추출되었던 샘플로부터 Gibbs sampling을

실행하여 새로운 샘플을 얻는다. 더 나아가 Tieleman [10]은 Fast Persistent Con-

trastive Divergence (FPCD) 알고리즘을 제안하였다. Gibbs sampling을 수행할

때, 현재 가중치의 절대값을 조금 더 크게하여 확률이 높은 영역에서 더 많은 샘

플을 추출하는 방식이다. 하지만 이러한 방식도 여전히 모델 입력 분포의 모든

영역에서 대표가 되는 샘플을 추출하지 못하는 한계를 가지고 있다. 이는 Gibbs

sampling에 의해 얻어진 샘플이 이전 샘플과 높은 유사성을 지니고 있어 다양성
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그림 2.4 PT 기법을 통한 샘플들의 입력 공간에서의 상대 위치.

을 떨어트리기 때문이다.

PCD방식의문제점을해결하기위해더정교한 Gibbs sampling기법이필요한

데, Desjardins [3], [4], [5]와 Cho [11]는병렬템퍼링 (Parallel tempering; PT)기법

을 활용한 Tempered Markov Chain Monte Carlo (TMCMC) 학습 알고리즘을 제

안하였다. 이 방식은 여러가지 온도가 적용된 MCMC에서 Gibbs sampling을 실

행함으로써 샘플 형태의 변화를 증폭시켜 입력 공간의 다양한 영역에서 샘플을

추출하여 모델 입력 분포를 보다 충실하게 나타내게 하는 방식이다. 이론적으로

온도가무한대인경우각뉴런이 1의값을갖게되는조건부활성화확률은 1/2에

가까워져, 높은 온도의 MCMC에서 추출된 샘플은 다양한 공간에서 추출될 여지

가 크다. 이 알고리즘은 서로 다른 온도를 적용하여 샘플 형태의 변화를 증폭시

키는 PT기법을기반으로그림 2.4와같이넓은영역에서모델입력분포를더잘

나타내는 샘플을 추출한다. 여기서 움직임이 큰 샘플은 높은 온도의 MCMC에

서 추출된 샘플을 의미하며, 움직임이 작은 샘플은 낮은 온도의 MCMC에서 추

출된 샘플을 의미한다. 이처럼 다양한 온도의 MCMC에서 추출된 샘플 중 모델

입력 분포에 가장 적합한 샘플을 고르기 위해 교환 확률 (swap probability) 을

사용하며, 이는 다음과 같이 메트로폴리스 공식 (Metropolis rule) 에서 전이확률

11



(transition probability) 을 변형한 형태이다.

Pswap (vT1 ,vT2 |Θ) = min

(
1,

P1(vT2 |Θ)P2(vT1 |Θ)

P1(vT1 |Θ)P2(vT2 |Θ)

)
(2.11)

여기서 T1과 T2는 MCMC에 적용된 서로 다른 온도이고, vT1과 vT2는 해당 온도

가 적용된 MCMC에서 추출된 샘플이며, 온도 Tk가 적용된 모델 입력 분포에서

샘플 v가 나타날 확률은 다음과 같은 식으로 계산된다.

Pk (v|Θ) =
1

Zk (Θ)
exp

(
nv∑
i

bivi

)
nh∏
j

(
1 + exp

(
cj +

nv∑
i

wij

Tk
vi

))
, k = 1, 2,

(2.12)

가장 높은 온도에서 추출된 샘플부터 시작하여 인접한 온도에서 추출된 샘플과

교환 확률을 계산하고 0과 1사이에서 무작위로 숫자를 뽑아 이 값이 Pswap보다

크면 vT1과 vT2를 교환한다. 이러한 과정을 온도가 1인 경우까지 반복하여 모델

입력 분포에 가장 적합한 샘플을 선별한다. 이 과정을 통해 적은 개수의 샘플로

모델 입력 분포를 더 정확하게 추정한다. 하지만 Cho [11]가 제시한 PT 학습 알

고리즘은 모든 학습 샘플로부터 다양한 온도가 적용된 MCMC를 통해 많은 수의

샘플을 추출하고, 이들의 교환과정을 통해 모델 입력 분포를 대표하는 샘플을 선

별해야 하기에 CD 방식보다 매우 느리다. 또한 Desjardins [3], [4], [5]가 제안한

TMCMC는 하나의 MCMC에 PT 기법을 적용해 하나의 샘플을 추출하여 연산

부담은 덜었으나, 하나의 샘플로 모델 입력 분포의 기댓값을 추정하다보니 샘플

의 다양성이 부족한 단점이 있다.

그림 2.5(a)와 그림 2.5(b)는 숫자 데이터에 대해 무작위로 추출된 샘플로부터

PCD와 PT학습알고리즘을통해 500번째 epoch에서추출된 100개의샘플을나

타낸다. PCD로 학습을 진행할 경우 0 부터 9 중 몇몇 숫자 형태는 거의 나타나

지않아특정영역에서는샘플이추출되지않음을확인할수있다. 반면에 PT학
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(a) PCD를 통해 추출된 샘플. (b) PT 학습 알고리즘을 통해 추출된

샘플.

그림 2.5 PT 기법에 의한 샘플 변화.

습 알고리즘으로 샘플을 추출할 경우 다양한 숫자 형태가 추출됨을 볼 수 있었으

나, 학습 후반부이기에 숫자와 거의 흡사한 형태만 추출되어야 하는 상황임에도

불구하고 일그러진 형태가 나타난다.

이런 PT 기법의 단점을 극복하고자 Salakhutdinov [12]는 Coupled Adaptive

Simulated Tempering (CAST) 를 제안하였다. 이는 Gibbs sampling을 통해 진행

되는 MCMC와다양한온도가적용된입력분포에서 Gibbs sampling으로진행되

는 MCMC를 동시에 사용한다. Gibbs sampling을 통해 추출된 샘플은 기댓값을

추정하는데 사용되며, 다양한 온도가 적용된 입력 분포에서 추출된 샘플은 다양

한 영역을 돌아다니며 모델 입력 분포에 적합한 샘플을 찾아다닌다. 그러던 중

적합한 샘플을 찾으면 Gibbs sampling으로 진행되는 MCMC의 샘플과 교환하는

방식이다. 이를 통해 높은 온도에서 추출된 대표성이 없는 샘플이 학습에 미칠

영향을 줄이고, 동시에 모든 영역에서 샘플을 추출할 수 있는 여지가 있어 더 효

과적인 학습을 기대했다. 하지만 Gibbs sampling을 통해 추출된 샘플들로 갱신

공식의 음수항을 추정하기에, PCD기법에 비교하여 갱신식의 음수항을 계산하

는데 사용되는 샘플 개수가 줄어들어 성능 향상은 미미하다.
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그림 2.6 CRBM의 기본 구조.

2.2 다양한 형태의 RBM

RBM을 다양한 문제에 사용하기 위해 여러가지 형태의 모델이 제안되어 왔다.

이절에서는본논문의실험에서사용된 CRBM, GBRBM, SRBM모델을중점적

으로 설명하고자 한다.

2.2.1 Classification RBM (CRBM)

Hinton [13]은 학습 샘플 v과 해당 샘플의 라벨 (label) k = 1, 2, . . . , nl,을 입력으

로사용한 CRBM을제안하였다. 이모델의구조는그림 2.6와같으며, 에너지함

수는 다음과 같이 정의된다.

E (v, l,h|Θ) = −
nv∑
i

nh∑
j

wijvihj −
nv∑
i

bivi −
nh∑
j

cjhj −
nl∑
k

nh∑
j

ukjlkhj −
nl∑
k

dklk

(2.13)

여기서 가중치 Θ는 (W,b, c,U,d)로 구성되며, 라벨 뉴런과 숨은 뉴런 사이의

가중치 U 행렬과 라벨 뉴런의 편향 가중치 d 벡터를 포함한다. 또한 라벨 뉴런

벡터 l = (0, . . . , 0, 1, 0, . . . , 0)T ∈ Rnl은 해당 샘플의 라벨인 k번 째 뉴런만 1의

값을 갖는다. 마지막으로 ukj는 k번째 라벨 뉴런과 j번째 숨은 뉴런 사이 가중치
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이며, dk는 k번째 라벨 뉴런의 편향 가중치이다. 에너지 함수를 기반으로 상태

(v, l,h)의 확률을 다음과 같이 정의한다.

P (v, l,h|Θ) =
1

Z (Θ)
exp (−E (v, l,h|Θ)) (2.14)

이 모델에서도 Gibbs sampling을 통해 각 뉴런의 값을 결정하는 것이 가능하다.

먼저 가시 뉴런과 라벨 뉴런의 상태가 정해졌을 때, 숨은 뉴런의 조건부 활성화

확률은 다음과 같다.

p (hj = 1|v, l,Θ) =
1

1 + exp (−
∑

iwijvi − cj −
∑

k ukjlk)
(2.15)

이와 반대로 숨은 뉴런의 상태가 정해졌을 때, 가시 뉴런과 라벨 뉴런의 조건부

활성화 확률은 다음과 같다.

p (vi = 1|h,Θ) =
1

1 + exp
(
−
∑

j wijhj − bi

) (2.16)

p (lk = 1|h,Θ) =
exp

(∑
j ukjhj + dk

)
∑

m exp
(∑

j umjhj + dm

) (2.17)

이를 통해 가시 뉴런에 샘플이 입력되었을 때 숨은 뉴런의 활성화 확률을 계산하

여 값을 결정하고, 가시 뉴런과 라벨 뉴런의 상태도 동일한 방식으로 결정한다.

또한가시뉴런의상태가주어졌을때,라벨뉴런의조건부확률 p (lk = 1|v,Θ)을

계산하여 샘플을 분류할 수 있다. 이 식을 유도하기 위해서 (2.14)로 부터 먼저

샘플과 라벨의 상태 (v, l)의 확률을 다음과 같이 정리하자.

P (v, l|Θ) =
1

Z (Θ)
exp

(
nv∑
i

bivi +

nl∑
k

dklk

)
nh∏
j

(
1 + exp

(
nv∑
i

wijvi + cj +

nl∑
k

ukjlk

))
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이를 통해 가시 뉴런의 상태가 정해졌을 때, 각 라벨 뉴런의 조건부 확률을 다음

과 같이 정리할 수 있다.

p (lk = 1|v,Θ) =
exp (dk)

∏
j (1 + exp (

∑
iwijvi + cj + ukj))∑

m exp (dm)
∏

j (1 + exp (
∑

iwijvi + cj + umj))
(2.18)

여기서 cj +
∑

iwijvi를 미리 계산해 놓는다면 각 클래스에 대한 조건부 확률을

더 적은 연산으로 얻을 수 있으며, 검사 샘플에 대한 라벨을 빠르게 결정할 수 있

다.

CRBM을 학습하기 위해서는 학습 데이터에 대한 log-likelihood를 최대화 해야

한다. 모델 입력 분포 P (v, l|Θ)가 주어졌을 때, 목적함수는 다음과 같이 정의된

다.

L (Θ) =

N∑
m=1

logP
(
v(m), l(m)|Θ

)
(2.19)

각가중치에대해 (2.19)를미분하여갱신공식을구하면, wij , bi, cj는 (2.8), (2.9),

(2.10)와 같으며, ukj와 dk에 대한 갱신 공식은 다음과 같다.

ukj ← ukj + η (< lkhj >data − < lkhj >model) (2.20)

dk ← dk + η (< lk >data − < lk >model) (2.21)

2.2.2 Gaussian-Bernoulli RBM (GBRBM)

RBM의 각 뉴런은 0 또는 1의 값만 가질 수 있는 이진 변수이다. 따라서 실수 값

을 갖는 데이터에 대해서는 앞에서 기술한 방법을 그대로 적용할 수가 없다. 이

에 Hinton등 [14]은실수값을 0과 1사이로할당한뒤,이를이진데이터로변환하

여 RBM 의 가시 뉴런에 직접 입력하는 방식을 제안하였다. 하지만 데이터 마다

0 과 1 사이의 실수 값으로 할당하는 방식이 모호하고, 때때로 학습 데이터의 특

16



징을 많이 잃어버렸다. 이에 Salakhutdinov 등 [15]은 0 과 1 사이로 조정된 실수

데이터를 0과 1사이를여러구간으로나눈공간에사상하여한성분만 1의값을

갖는벡터로변형하고,이를 Replicated Softmax모델의가시뉴런에입력하는방

식을 제안하였다. 하지만 이 방법은 학습 데이터가 적은 차원의 이산 벡터로 표

현하기 어려우면 많은 정보를 잃기에 일반적인 데이터에 사용하기 어렵다. 따라

서 Krizhevsky [16]는 기존 방식의 한계를 극복하기 위해 가시 뉴런이 실수 값을

직접입력받을수있는 GBRBM을제안하였다. GBRBM은각가시뉴런의입력

을 가우시안 분포 (Gaussian distribution) 를 따르는 실수라고 가정하고, 각 뉴런

에 편향 가중치와 표준 편차 (variance) σ를 적용한다. 또한 숨은 뉴런은 RBM과

똑같이 0 또는 1의 값을 갖는 이진 뉴런으로 설정한다. 따라서 GBRBM의 상태

(v,h)에 대한 에너지는 다음과 같이 정의된다.

E (v,h|Θ) = −
nv∑
i

nh∑
j

wij
vi
σi
hj +

nv∑
i

(vi − bi)
2

2σ2
i

−
nh∑
j

cjhj (2.22)

또한 가시 뉴런과 숨은 뉴런의 조건부 활성화 확률은 다음과 같다.

p (hj = 1|v,Θ) =
1

1 + exp (−
∑

iwijvi − cj)
(2.23)

p (vi = v|h,Θ) = N

(
v|bi + σi

nv∑
i

wijhj , σ
2
i

)
(2.24)

여기서 N
(
·|µ, σ2

)
은 평균이 µ이고, 분산이 σ2인 가우시안 분포를 의미한다.

이 모델의 목적함수 또한 학습 데이터의 log-likelihood 합이며, 이를 각 가중치

에 의해 미분하면 다음과 같은 가중치 갱신 공식을 얻을 수 있다.

wij ← wij + η
1

σi
(< vihj >data − < vihj >model) (2.25)
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bi ← bi + η
1

σ2
i

(< vi >data − < vi >model) (2.26)

cj ← cj + η (< hj >data − < hj >model) (2.27)

σi ← σi+η
1

σ3
i

⟨(vi − bi)
2 − σi

nv∑
i

nh∑
j

wijvihj

⟩
data

−

⟨
(vi − bi)

2 − σi

nv∑
i

nh∑
j

wijvihj

⟩
model


(2.28)

2.2.3 Sparse Deep Belief Network (SDBN)

Hinton [13], [14]은 각 층을 독립적인 RBM으로 취급해 아래층부터 단계적으로

학습을 진행하여 DBM 을 구성하였다. 하지만 각 RBM의 출력 결과는 1과 0이

혼재되어 있는 경향이 있어, 분류에 효과적인 특징만을 추출하는데 한계가 있다.

이에 Lee 등 [8]은 입력 샘플의 값이 0에 비해서 1이 훨씬 적은 경우에 각 층의 숨

은 뉴런이 활성화될 기댓값을 작게하여 가중치를 갱신할 수 있는 학습 알고리즘

을 제안하여 Sparse Restriced Boltzmann Machine (SRBM) 을 구현했다. 이 학

습알고리즘을이용해 GBRBM과 RBM을학습하여두층의 Deep Belief Network

(DBN) 을 만들었으며, 숨은 뉴런의 활성화될 기댓값을 제한하는 상수를 0.02와

0.05로 설정하여 숨은 뉴런에 1이 적게 나타나는 특징을 얻었다. SRBM 학습 알

고리즘의목적함수는정형화 (regularization)항을추가하여,다음과같은목적함

수를 최대화하는 문제로 변형된다.

L (Θ) =

N∑
m=1

logP
(
v(m)|Θ

)
− λ

nh∑
j=1

∣∣∣r − E
[
hj |{v(m)}Nm=1

]∣∣∣2 (2.29)

여기서 λ는 정형화 상수이며, r는 숨은 뉴런의 활성화될 기댓값을 조절하는 상

수이다. 각 가중치는 log-likelihood 항과 정형화 항에 대한 기울기를 통해 갱신되

며, 여기서 정형화 항에 의한 기울기는 다음과 같고, SRBM을 학습하는 과정은

18



다음의 Algorithm 2에 설명되어 있다.

wij ← wij−η
(
r − E

[
hj |{v(m)}Nm=1

])
E
[
hj |{v(m)}Nm=1

]( 1

N

N∑
m=1

P
(
hj = 0|v(m)

)2
v
(m)
i

)
(2.30)

cj ← cj+η
(
r − E

[
hj |{v(m)}Nm=1

])
E
[
hj |{v(m)}Nm=1

]( 1

N

N∑
m=1

P
(
hj = 0|v(m)

)2)
(2.31)

Algorithm 2 learning algorithm for SRBM

1: while Repeat until the objective function converges. do
2: Update parameters on the log-likelihood:

wij ← wij + η (< vihj >data − < vihj >model)

bi ← bi + η (< vi >data − < vi >model)

cj ← cj + η (< hj >data − < hj >model) .

3: Update parameters on the regularization term:

wij ← wij−η
(
r − E

[
hj |{v(m)}Nm=1

])
E
[
hj |{v(m)}Nm=1

]( 1

N

N∑
m=1

P
(
hj = 0|v(m)

)2
v
(m)
i

)

cj ← cj+η
(
r − E

[
hj |{v(m)}Nm=1

])
E
[
hj |{v(m)}Nm=1

]( 1

N

N∑
m=1

P
(
hj = 0|v(m)

)2)
.

4: end while

본 논문의 3장에서는 SDBN 학습 방법을 활용하여 2층으로 구성된 DBM을 사

용하여 문제를 풀 것이다. 아래 층은 r을 적절히 설정하여 GBRBM으로부터 분

류에 도움이 되는 특징을 추출하고, 위 층은 라벨 데이터와 함께 CRBM을 학습

하여 분류 기능을 갖춘 DBM을 구성한다. 이를 UCI 데이터 [17]에 대해 학습하

여 분류 성능을 측정하고자 한다.
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2.3 RBM의 Log-likelihood 측정

RBM을 효과적으로 학습하기 위해 많은 알고리즘이 제안되어 왔었는데, 이들의

성능을비교하기위해서는 log-likelihood를구해야하지만이에필요한정규화상

수를 알아야 하기에 측정이 어려웠다. Salakhutninov 등 [18]은 Neal [19]이 제안

한 Annealed importance samping (AIS) 을 MCMC에 활용하여 RBM의 정규화

상수를 효율적으로 추정하는 방법을 제안하였다.

이방법은먼저온도 T를매개변수로하여인근입력분포끼리는흡사한형태를

갖는K+1개의입력분포 Pk (·|Θ) (k = 0, . . . ,K)를구성한다. 여기서 PK (·|Θ)는

RBM의 가시 뉴런과 숨은 뉴런을 연결하는 가중치를 온도 TK (= 1)로 나누어 만

들어지는모델입력분포를의미하며, P0 (·|Θ)는가중치를 T0 (=∞)로나누어만

들어진모델입력분포를의미한다. 또한온도 Tk에대하여 RBM의상태 (v,h)에

대한 확률은 (2.2)을 활용하여 다음과 같이 정의한다.

Pk (v,h|Θ) =
1

Zk (Θ)
exp

 nv∑
i

nh∑
j

wij

Tk
vihj +

nv∑
i

bivi +

nh∑
j

cjhj

 (2.32)

여기서 온도 T0, T1, . . . , TK (∞ = T0 > T1 > . . . > TK = 1)는 설계자가 임의로 결

정하며, AIS 를 실행하는 과정은 Algorithm 3에 기술 되어 있다. 여기서 주목해

야할점은 AIS방식을이용하면 ZK (Θ)를구하는과정에서어떤입력분포의정

규화 상수도 계산할 필요가 없다는 것이다. 하지만 이 접근법의 문제점은 각 입

력 분포 Pk (·|Θ)로부터 정확한 샘플을 추출하는 게 쉽지 않다는 점이다. MCMC

방식을 이용하여 입력 분포를 대표하는 샘플을 추출할 수 있지만, 샘플이 입력

분포을잘표현하는지판단할방법이없다. 이에 Neal [19]은 Pk−1 (·|Θ)를대표하

는 샘플들 {vk−1,1, vk−1,2, . . . , vk−1,M}로부터 Gibbs sampling을 수행하여 추출된

{vk,1, vk,2, . . . , vk,M}을이용하면 Pk (·|Θ)를더잘표현할수있음을보였다. 이를
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Algorithm 3 AIS steps

1: Set Tk. (∞ = T0 > T1 > . . . > TK = 1)
2: Sample {v0,1,v0,2, . . . ,v0,M} from P0 (·|Θ).
3: for k = 1 : K do
4: Sample {vk,1,vk,2, . . . ,vk,M} from Pk (·|Θ)

5: Obtain W
(k)
AIS :

W
(k)
AIS =

Zk (Θ)

Zk−1 (Θ)
≈ 1

M

M∑
m=1

P ∗
k

(
vk−1,m|Θ

)
P ∗
k−1 (v

k−1,m|Θ)
.

6: end for
7: Obtain WAIS :

WAIS =
ZK (Θ)

Z0 (Θ)
=

Z1 (Θ)

Z0 (Θ)

Z2 (Θ)

Z1 (Θ)
. . .

ZK (Θ)

ZK−1 (Θ)
≈

K∏
i=1

W
(i)
AIS .

8: Obtain ZK (Θ) :
ZK (Θ) = Z0 (Θ)WAIS .

실행하는 과정은 먼저 {vk−1,1, vk−1,2, . . . , vk−1,M}로 부터 숨은 뉴런의 활성화 확

률을계산하고,숨은뉴런값을결정한다. 그결과를바탕으로가시뉴런의활성화

확률을 계산하고 가시 뉴런의 값을 결정하여 새로운 샘플 {vk,1, vk,2, . . . , vk,M}을

얻는다. 이 때, 숨은 뉴런의 활성화 확률과 가시 뉴런의 활성화 확률은 다음과 같

다.

pk (hj = 1|v,Θ) =
1

1 + exp
(
−
∑

i
wij

Tk
vi − cj

) (2.33)

pk (vi = 1|h,Θ) =
1

1 + exp
(
−
∑

j
wij

Tk
hj − bi

) (2.34)

이 과정을 통해 추출된 샘플들의 정규화 되지 않은 확률을 계산하여 W
(k)
AIS를 얻

을 수 있다. 마지막으로 P0 (·|Θ)의 정규화 상수 Z0 (Θ)를 계산하여 TK = 1일 때

의 입력 분포 PK (·|Θ)의 정규화 상수를 계산한다. P0 (·|Θ)는W = 0,b, c,로 구

성된 RBM의입력분포이기에 (2.3)을통해정규화상수 Z0 (Θ)를계산하면결과
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는 다음과 같다.

Z0 (Θ) =

nv∏
i=1

(1 + exp (bi))

nh∏
j=1

(1 + exp (cj)) (2.35)

따라서 {W (k)
AIS}의 곱을 통해 얻은 WAIS와 Z0 (Θ)의 실제값을 곱하여 모델 입력

분포 PK (·|Θ)의 정규화 상수 ZK (Θ)를 얻을 수 있다. 본 논문의 실험에서는 각

학습 방식에 대한 성능 비교를 위해 검사 데이터에 대한 log-likelihood의 평균값

을 지표로 사용하며, 여기에 AIS 방식을 통해 구한 정규화 상수를 활용한다.
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제 3 장 RBM과 DBM의 새로운 학습 방법

3.1 파티클 필터(Particle filter)를 사용한 학습 알고리즘

이 절에서는 파티클 필터를 활용한 다른 학습 알고리즘을 분석하고, 본 논문에

서 제안하는 PMCMC를 설명한다. 먼저 파티클 필터란 확률 분포에서 오차가

존재하는 샘플들의 적합성을 종합하여 확률 분포를 추정하는 방법이다 [20]. 이

를 RBM 학습 알고리즘에 사용한 사례로는 Asuncion 등 [21]이 제안한 MCMC

maximum likelihood estimation (MCMC-MLE)이있으며,이는 Sequential Monte

Carlo (SMC) 에 Smith 등 [6]이 제안한 SIR 방식을 사용한다. 하지만 파티클 필

터의 기본 방식인 SMC는 매 갱신 과정마다 Gibbs sampling을 통해 샘플을 추출

하지 않기에 모델 입력 분포를 대표하는 샘플을 얻을 수 없어 정확한 기울기를

계산하는 데 한계가 있다. 따라서 입력 데이터의 크기가 작은 단순한 문제에서

는 잘 동작했으나, 큰 데이터에 대해서는 학습이 전혀 이루어지지 않았다. 이러

한 SMC의 한계를 극복하기 위해 PCD 방식에 SIR을 사용하여 일반적인 데이터

에서도잘동작하는 PMCMC알고리즘을제안한다. 이방식은다양한온도가적

용된 MCMC에서 Gibbs sampling을 수행하여 모델 입력 분포의 넓은 영역에서

샘플을 추출하고, 이들의 중요도를 통해 importance sampling을 수행한다. 이 과

정으로 모델 입력 분포에 더 적합한 샘플을 선별하여 (2.8), (2.9), (2.10)의 음수

항을 더 정확하게 계산한다. 하지만 이 방식의 단점은 특정 샘플의 중요도가 매

우 클 경우, 해당 샘플만 다시 추출되는 경향이 있어 다양성이 줄어드는 단점이

있다. 복잡한 형태의 입력 분포에서는 넓은 영역에서 샘플이 추출되어야 더 정

확한 기댓값을 얻을 수 있으므로 개선 방안이 필요하다.
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이를 설명하기 앞서 SIR의 기본 실행 과정을 설명한다. 먼저 크기가 작은 임

의의 실수로 초기화된 가중치로 결정되는 모델 입력 분포에서 Gibbs sampling을

충분히 수행하여 초기 샘플들을 얻고 각 샘플의 중요도를 1로 초기화한다. 이어

모델 입력 분포 P
(
v|Θt

)
에서 importance sampling을 수행하고, 각 샘플의 중요

도를 갱신하는 과정을 반복한다. 여기서 P
(
v|Θt

)
는 t번째 갱신 과정에서 형성

된 모델 입력 분포를 의미하며, m번 째 MCMC에서 생성되는 샘플 v(m)의 중요

도 rtm는 다음과 같이 갱신된다.

rtm ← rt−1
m

P
(
v(m)|Θt

)
P
(
v(m)|Θt−1

) (3.1)

이렇게 구한 샘플의 중요도는
∑

m rtm = 1을 만족하기 위해 매 과정마다 정규화

과정을 거친다.

Kong 등 [22]은 각 샘플의 중요도를 활용하여 입력 분포를 추정하는 데 필요한

샘플 개수를 구하는 방법을 제안하였다. 유효 샘플 사이즈 (effective sample size;

ESS) 는 몇 개의 샘플 개수가 필요한지를 나타내는데, 이는 {rm}을 이용하여 다

음과 같이 계산된다.

ESS (rm) =
(
∑

m rm)2∑
m (rm)2

(3.2)

만약 ESS가 특정 한계값 (threshold) 보다 작으면 rm의 다양성이 줄어들었다고

판단한다. 본 논문에서는 그 중의 대표적인 방법들이 다양성 문제를 효과적으로

해결할 수 있는지 UCI data base 에서 제공하는 Optical Digits [17]를 가지고 실

험하여 보았다.

먼저 Kitagawa [23]는 기존 샘플 {v(m)}과 {rm}에서 importance sampling을 실

행한 뒤, 새로 추출된 샘플의 중요도 {rm}를 1로 초기화하는 stratified sampling

방식을 제안하였다. 본 논문의 실험 결과에 의하면 몇 개의 샘플에 중요도가 집

중되어있는경우새로추출된샘플의다양성이더줄어들위험이있었다. 따라서
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모델 입력 분포는 특정 입력 형태에 확률이 집중되어 있기에 stratified sampling

방식으로 다양성 문제를 해결하는 것은 적절하지 못했다.

또한 Gilks 등 [24]과 Ridgeway 등 [25]은 기존 샘플로부터 충분한 횟수만큼

MCMC를 진행시켜 모델 입력 분포에 적합한 다양한 형태의 샘플들을 얻는 방식

을 제안했다. 본 논문의 실험 결과에 의하면 이 방법은 샘플의 다양성을 증가시

켰지만, MCMC 수행 횟수와 변수 공간 크기에 비례하여 많은 계산량이 필요했

다. RBM학습과정에이방식을적용하기위해서는각갱신과정마다 MCMC를

충분한 횟수로 수행해야 했으나, 가중치 갱신 과정에서 Gibbs sampling 연산이

대부분의 시간을 차지하기에 MCMC 수행 횟수에 비례해서 학습 속도가 느려졌

다. 또한 Gibbs sampling의 특성상 이전 샘플과 이를 통해 얻어진 새로운 샘플의

차이가 크지 않기에 이 방식으로 다양성 문제를 해결하는 데는 한계가 있었다.

마지막으로 Zhou 등 [26]은 importance sampling을 통해 선별된 샘플로부터

Gibbs sampling을실행하여새로운형태의샘플을추출하고,이전샘플과새롭게

추출된샘플중모델입력분포에더적합한샘플을선택하는 Simulated Annealing

(SA) 방식을 제안하였다. 하지만 이 방식은 그들의 논문에서 다루는 확률 함수

에서는 새로운 형태의 샘플을 추출할 수 있지만, 본 논문의 실험 결과를 통해보

면 RBM에서는 Gibbs sampling에 의한 샘플 형태의 변화가 작기 때문에 다양성

문제를 해결하지 못한다.

이와 같이 기존 방식들은 다양성 문제를 효과적으로 해결하지 못하였기에, 본

논문에서는 importance sampling을 통해 선별된 샘플과 MCMC 진행을 분리하

는 방식을 도입한다. 즉 새로운 샘플을 얻기 위해 Gibbs sampling을 수행할 때,

importance sampling으로 걸러진 샘플이 아닌 기존 MCMC의 샘플로부터 Gibbs

sampling을 수행하여 다음 갱신과정에 사용될 새로운 샘플을 추출한다. 이를

통해 importance sampling으로 샘플 형태의 다양성이 줄어든 상황에서도 기존

MCMC의 다양한 형태의 샘플을 그대로 이용할 수 있기에 모델 입력 분포의 넓
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은 영역에서 샘플을 추출할 수 있다. 결국 importance sampling은 매 갱신 과정

마다 모델 입력 분포에 더 적합한 샘플을 다시 추출하는 과정에만 사용된다. 이

를 통해 기존 알고리즘보다 더 적합한 샘플로 목적함수의 기울기를 계산하여 학

습 성능을 향상시킨다. 본 논문에서 제안한 PMCMC 학습 알고리즘 진행 절차

는 Algorithm 4에 기술되어 있다. 여기서 vt,m
− 은 t번 째 갱신 과정에서 사용되는

m번 째 샘플을 의미하며, 초기 샘플
{
v0,1
− , . . . ,v0,M

−

}
은 초기 가중치에서 burn

in 과정을 통해 얻어진다. v+는 갱신 식의 양수항을 계산하는데 사용되는 학습

샘플을 의미하고, v−는 음수항을 계산하기 위해 추출된 샘플을 의미한다. 또한

ϕ(v,Θ)는 각 가중치마다 식이 다르며 wij을 갱신할 때는 vip (hj = 1|v,Θ)을 의

미하고, P ∗(·|Θ)는 정규화되기 이전의 확률을 의미한다.

Algorithm 4 Learning algorithm using MCMC-based Particle filter

1: Randomly initialize Θ1 =
(
W1,b1, c1

)
and obtain M samples{

v0,1
− , . . . ,v0,M

−

}
.

2: Create temperatures βm such that 1 = β1 < β2 < · · · < βM = 10
9 .

3: for t = 1 : T (number of iterations) do
4: for m = 1 : M (number of MCMCs) do
5: Sample vt,m

− given vt−1,m
− using Gibbs sampling with Θt/βm.

6: end for
7: Update the weights :

Θt+1 = Θt + ηt

(
1

N

N∑
m=1

ϕ(vt−1,m
+ ,Θt)− 1

M

M∑
m=1

ϕ(ṽt−1,m
− ,Θt)

)

8: Evaluate and normalize the importance weights :

rtm =
P ∗
(
vt,m
− |Θt+1

)
/P ∗

(
vt,m
− |Θt

)
∑M

k=1 P
∗
(
vt,k
− |Θt+1

)
/P ∗

(
vt,k
− |Θt

)
9: Draw samples

{
ṽt,1
− , . . . , ṽt,M

−

}
from the current sample set{

vt,1
− , . . . ,vt,M

−

}
with probabilities proportional to their weights rtm.

10: end for
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Algorithm 4에서의 특징은 Gibbs sampling을 수행하는데 있어 사용되는 샘플

은
{
vt,1
− , . . . ,vt,M

−

}
이고,

{
ṽt,1
− , . . . , ṽt,M

−

}
이 아니라는 점이다. 따라서 모델의 분

포에적합한샘플들을추출하는과정에서다양성을잘유지함으로써샘플의다양

성이줄어드는문제를극복한다. Algorithm 4에서사용된샘플의중요도 rtm의유

도 과정은 다음과 같다. 각 갱신 과정마다 현재 가중치에 의해 구성되는 모델 입

력분포 P
(
·|Θt

)
와갱신전가중치에의해구성되는모델입력분포 P

(
·|Θt−1

)
에

서 추출된 샘플{vt,1
− ,vt,2

− , . . . ,vt,M
− }을 사용하므로 < vihj >는 다음과 같이 쓸 수

있다.

< vihj > =
∑
v

ϕij(v,Θ
t)P (v|Θt)

=
∑
v

ϕij(v,Θ
t)

P (v|Θt)

P (v|Θt−1)
P (v|Θt−1)

=
Z
(
Θt−1

)
Z (Θt)

∑
v

ϕij(v,Θ
t)

P ∗(v|Θt)

P ∗(v|Θt−1)
P (v|Θt−1)

≈ 1

M

Z
(
Θt−1

)
Z (Θt)

M∑
m=1

P ∗(vt,m|Θt)

P ∗(vt,m|Θt−1)
ϕij(v

t,m,Θt)

현재가중치에의해구성된모델입력분포의정규화상수 Z
(
Θt
)
는이전가중치

에의해구성된모델입력분포의정규화상수 Z
(
Θt−1

)
을이용하여다음과같이

표현된다.

Z
(
Θt
)
=
∑
v

P ∗(v|Θt)

= Z
(
Θt−1

)∑
v

P ∗(v|Θt)

P ∗(v|Θt−1)
P (v|Θt−1)

≈ Z
(
Θt−1

) 1

M

M∑
k=1

P ∗(vt,k|Θt)

P ∗(vt,k|Θt−1)
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위 결과를 바탕으로 < vihj >는 다음과 같이 정리된다.

< vihj > ≈
∑M

m=1
P ∗(vt,m|Θt)

P ∗(vt,m|Θt−1)
ϕij(v

t,m,Θt)∑M
k=1

P ∗(vt,k|Θt)
P ∗(vt,k|Θt−1)

≈
M∑

m=1

rtmϕij(v
t,m,Θt)

rtm =
P ∗
(
vt,m
− |Θt+1

)
/P ∗

(
vt,m
− |Θt

)
∑M

k=1 P
∗
(
vt,k
− |Θt+1

)
/P ∗

(
vt,k
− |Θt

)
따라서각샘플의중요도 rm를통해 importance sampling을진행하면 < vihj >를

계산하는데 더 적합한 샘플을 얻을 수 있다.

또한 제안하는 학습 알고리즘은 각 MCMC에 다양한 온도를 적용하여 Gibbs

sampling을 진행한다. PMCMC가 기반한 PCD는 모델 입력 분포의 넓은 영역에

서 샘플을 추출하지 못한다는 한계가 있으며, 이를 통해 얻은 샘플을 importance

sampling 하더라도 정확한 기댓값을 계산하기는 어렵다. 이를 극복하기 위하여

PMCMC는 각 MCMC에 다양한 온도를 적용하여 샘플의 변화를 증폭시켜 넓은

영역에서샘플을추출하고, importance sampling을수행함으로써모델입력분포

를 대표하는 샘플을 얻을 수 있다. 여기서는 모델 입력 분포를 대표하는데 적합

한 샘플을 고르기 위해 importance sampling을 수행함으로 PT 기법과 같이 서로

다른 온도의 MCMC에서 추출된 샘플간의 교환 과정은 없다. 그림 3.1(a)에서 보

는 바와 같이 다양한 온도의 MCMC에서 추출된 샘플은 다양한 숫자 형태를 포

함하지만, Gibbs sampling의 자유도가 너무 커 숫자가 아닌 이상한 형태가 나타

난다. 하지만 여기에 importance sampling을 실행하니 숫자와 흡사한 형태의 샘

플만 다시 추출됨을 그림 3.1(b)에서 확인할 수 있다.
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(a) 다양한 온도의 MCMC에서 추출된

샘플.
(b) importance sampling을 통해 다시

추출된 샘플.

그림 3.1 importance sampling에 의한 샘플 변화.

3.2 실수 데이터 분류 문제를 위한 학습 방법

이절에서는실수데이터의분류문제에적합한 DBM을학습하는방법을제안한

다. SDBN은 입력 샘플에 1의 값이 적게 들어있는 이진 데이터에 사용하면 기존

모델보다 더 효과적인 특징을 추출한다 [8]. 특히 MNIST [27]와 같은 숫자 데이

터는 대략 10% 가량의 픽셀(pixel)만 1의 값을 갖는 데이터이기에 SDBN의 학습

목적에 부합한다. 하지만 이 모델은 실수값을 갖는 UCI 데이터에 사용하면 잘

동작하지 못하기 때문에, 본 논문에서는 정형화 항 (regularization) 을 이용하여

이러한 데이터에 더 적합한 DBM을 만드는 새로운 학습 방법을 제안한다.

Hinton 등 [13]이 제안한 것처럼 본 논문에서도 GBRBM과 CRBM으로 이루어

진 DBM을 활용한다. 먼저 학습 데이터의 각 특징값들이 이루는 분포를 유사하

게 만들어 주기 위해 평균을 빼고 분산으로 나눠주며, 이 과정은 다음과 같은 식
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으로 계산된다.

ṽ
(m)
i :=

v
(m)
i − µi

si
(3.3)

µi =
1

N

N∑
m=1

v
(m)
i (3.4)

si =

√√√√ 1

N

N∑
m=1

(
v
(m)
i − µi

)2
(3.5)

여기서 v
(m)
i 는 m번 째 학습 샘플의 i번 째 특징 값이며, µi와 si는 학습 데이터

에서 i번 째 특징의 평균과 표준편차이고, ṽ
(m)
i 는 v

(m)
i 에서 평균을 빼고 표준편

차로 나누어서 만들어진 특징 값이다. 이를 입력 데이터로 이용하여 아래층인

GBRBM을 학습하며, 위층은 GBRBM의 숨은 뉴런을 통해 출력된 특징과 각 샘

플의 클래스 정보를 기반으로 CRBM을 학습한다.

그림 3.2는 DBM 의 전체적인 구조를 보여주는데, 여기서 각 층의 뉴런 개수는

검증 데이터에 대한 분류 성능을 토대로 조율한다. 4장의 실험을 통하여 보면 숨

은 뉴런의 개수는 가시 뉴런의 개수와 클래스 개수의 곱으로 설정할 때 가장 좋

은 성능을 얻었다.
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그림 3.2 제안하는 DBM의 기본 구조.
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제 4 장 실험 결과

4.1 이진 데이터

이 장에서는 이진 데이터(Optical Digit, 20Newsgroups, USPS, MNIST)에 대해

다양한 학습 알고리즘(PMCMC, CD, PCD, FPCD, TMCMC, CAST)으로 학습

된 RBM과 CRBM의 성능을 비교한다. 참고로 Cho 등 [11]이 제안한 PT 학습 알

고리즘과 Salakhutdinov [28]가 제안한 Trans-SAP는 본 실험에서 사용된 대부분

의 데이터에 대해서 CD 방식보다 40배 이상 느리다. 특히 Trans-SAP는 학습 후

반부에 적은 횟수의 갱신 과정에만 활용하여 RBM의 가중치를 정밀하게 조율하

기 위해 제안된 알고리즘이기에 기존 학습 알고리즘의 목적과 맞지 않는다. 따

라서 이 두 알고리즘을 제외한 다른 학습 알고리즘에 대해서만 비교 실험을 진행

한다.

첫 번째 이진 데이터는 UCI data base에서 제공하는 Optical Digit(숫자 데이

터)이다. 그림 크기는 8× 8이며, 약 3,800장의 학습 데이터와 약 1,800장의 검사

데이터로 구성된다. 입력 픽셀값은 0과 17 사이의 값으로 구성되어 있지만, 이진

데이터로 만들기 위해 8을 기준으로 각 픽셀 값을 0 또는 1 로 할당한다.

두 번째 이진 데이터는 Sam Roweis [29]가 제공하는 20 News groups이며, 이는

4 종류의 주제에 관한 뉴스에 100가지의 단어가 각각 사용됐는지 여부가 0 또는

1 로 기재되어 있다. 본 논문에서는 총 16,242개의 뉴스를 10,000개의 학습 데이

터와 6,242개의 검사 데이터로 나누어 실험을 진행한다.

세 번째 이진 데이터는 Sam Roweis [30]가 제공하는 USPS(숫자 데이터)이며,

그림 크기는 16× 16이고, 10,000장의 학습 데이터와 1,000장의 검사 데이터로 구

성한다. 각 픽셀의 0과 255사이의 값을 이진 데이터로 변형하기 위해, Hinton
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데이터 명 가시 뉴런 개수 숨은 뉴런 개수

Optical Digit 64 100

20 Newsgroups 100 200

USPS 256 500

MNIST 784 500

표 4.1 이진 데이터에 대한 RBM의 뉴런 개수.

등 [9]이 제안한 것처럼 픽셀 값을 0과 1사이 값으로 할당하고 이를 확률로 간주

하여 0 과 1 사이의 균등한 분포함수에서 추출한 값과 비교하여 그보다 크면 1로

작으면 0으로 결정한다.

마지막이진데이터는 LeCun등 [27]이제공하는MNIST(숫자데이터)이다. 그

림 크기는 28 × 28이며, 60,000장의 학습 데이터와 10,000장의 검사 데이터로 구

성한다. 이진 데이터로 변형하는 과정은 USPS와 동일하다.

여기서 숫자 데이터인 Optical Digit, USPS, MNIST의 샘플은 그림 4.1에 주어

졌다.

각 데이터마다 실험에 사용된 가시 뉴런과 숨은 뉴런 개수는 표 4.1에 정리되

어 있다. Optical Digit는 Jo [11]등이 사용한 100개의 숨은 뉴런을 사용하며, 20

News groups는 각 뉴스에 포함되는 단어가 다양하지 않아 각 샘플에 1이 드물

게 나타나기에 200개의 숨은 뉴런만을 사용한다. 또한 USPS는 각 샘플에 숫자

형상이 크게 들어가 있어 대부분의 픽셀이 0 또는 1의 값을 갖기에 숨은 뉴런을

500개를 사용하며, MNIST는 가시 뉴런이 784개지만 각 샘플마다 1의 값을 갖

는 픽셀이 10% 내외이기에 숨은 뉴런을 500개만 사용한다. 학습율은 학습이 진

행될수록 점점 작은 값을 사용해야 더 좋은 성능을 얻을 수 있다. 따라서 실험

에서 사용된 학습율은 상수가 아닌 변수로 설정하고, 그 값은 각 데이터를 활용

한 논문에 개제된 값을 사용한다. Optical Digit, 20 Newsgroups와 USPS에는 Jo

등 [11]이 사용했던 15/(300+t)이 사용하고, MNIST는 Salakhutdinov [12]가 사용
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(a) Optical Digit 학습 샘플.

(b) USPS 학습 샘플.

(c) MNIST 학습 샘플.

그림 4.1 숫자 데이터의 학습 샘플.
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한 10/(2000+t)를 사용한다. 학습은 학습 데이터를 mini-batch로 나누어 수행하

며, 각 갱신 과정마다 100개의 학습 샘플을 사용하여 갱신 식의 양수항을 계산한

다. 또한, 갱신 과정마다 각 학습 알고리즘의 MCMC를 통해 모델 입력 분포를

대표하는 샘플들을 추출하여 갱신 식의 음수항을 추정한다.

먼저 RBM모델을이진데이터에대해다양한학습알고리즘으로학습하여검

사 데이터와 무작위로 추출한 노이즈 데이터에 대한 log-likelihood를 비교한다.

RBM의 성능은 검사 데이터의 log-likelihood 평균 Lt (Θ)가 얼마나 높은 값을 갖

는지 그리고 노이즈 데이터의 log-likelihood 평균 Ln (Θ)가 얼마나 낮은 값을 갖

는지 이 두 값의 차이 Ld (Θ)가 얼마나 큰 지를 통해 비교한다. 이는 검사 데이터{
v
(1)
t ,v

(2)
t , . . . ,v

(Nt)
t ,

}
와 노이즈 데이터

{
v
(1)
n ,v

(2)
n , . . . ,v

(Nn)
n ,

}
가 있을 때, 다음

과 같은 식으로 측정된다.

Lt (Θ) =
1

Nt

Nt∑
m=1

logP
(
v
(m)
t |Θ

)
(4.1)

Ln (Θ) =
1

Nn

Nn∑
m=1

logP
(
v(m)
n |Θ

)
(4.2)

Ld (Θ) = Lt (Θ)− Ln (Θ) (4.3)

여기서 log-likelihood는 확률의 natural log 값으로 계산한다. 이를 얻기 위해

Salakhutdinov 등 [18]이 제안한 AIS 방식을 통해 정규화 상수 Z (Θ)를 추정하여

각 샘플의 log-likelihood를 계산한다. 이 방식은 뉴런의 개수가 많은 큰 모델에

서도 정규화 상수를 비교적 잘 추정하지만, AIS를 실행할 때마다 추정된 정규화

상수값의 차이가 있어 신뢰성이 떨어진다. 따라서 본 논문에서는 정규화 상수를

30번씩계산하여이들의평균값을사용하여더정확한 log-likelihood를계산한다.

또한 CRBM 모델을 사용하여 이진데이터에 대해 다양한 알고리즘으로 학습

을 실행하고 분류 성능을 비교한다. RBM의 가시 뉴런 층에 클래스 개수만큼의
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알고리즘 Lt (Θ) Ln (Θ) Ld (Θ) 분류 정확도(%)

PMCMC -14.3 -133.75 119.45 97.8

CD -14.63 -129.76 115.13 97.44

PCD -14.39 -106.41 92.02 97.56

FPCD -17.07 -122.74 105.67 97.5

TMCMC -14.8 -110.96 96.16 97.22

CAST -14.5 -98.69 84.19 97.44

표 4.2 Optical Digit 데이터에 대해 학습 알고리즘으로 만들어진 모델의 성능.

뉴런을 추가하여 학습 데이터의 각 샘플과 해당 라벨 정보를 함께 학습한다. 검

사하는 과정은 학습된 CRBM과 검사 데이터가 주어졌을 때, 각 검사 샘플에 대

해 조건부 확률이 가장 높은 라벨을 선택하여 클래스를 결정한다. 이를 실제 검

사 데이터의 라벨과 비교하여 분류 성능을 측정한다.

4.1.1 Optical Digit

그림 4.2는 Optical Digit 데이터에 대해 학습을 진행하며 각 성능 지표에 변화

추이를 보여준다. PMCMC를 통해 학습된 RBM은 검사 데이터에 대한 log-

likelihood를 높은 값으로 최대화하며, 노이즈 데이터의 log-likelihood를 효과적

으로 낮추어 그 차이가 다른 것에 비하여 제일 크다. 이는 숫자 형태에 대해서

높은 확률을 갖게 하는 목적함수를 잘 이행했음을 보여준다. 또한 PMCMC를

통해 학습된 CRBM은 다른 알고리즘에 비해 높은 분류 성능을 얻었다. 이에

반해 FPCD를 통해 학습된 RBM은 검사 데이터와 노이즈 데이터에 대한 log-

likelihood값의 차이를 최대화하지 못했으며, CRBM의 분류 정확도도 떨어졌다.

각 알고리즘으로 학습된 RBM의 log-likelihood와 CRBM의 분류 성능은 표 4.2에

정리되어 있다. 마지막으로 각 알고리즘의 학습 시간을 비교하기 위해 갱신을

1000번 실행하는데 소요되는 시간의 평균을 조사하여 표 4.3와 같은 결과를 얻

었다. 그 결과 PMCMC 방식은 importance sampling 연산 때문에 CD 에 비해
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(a) 검사 데이터의 log-likelihood 평균.
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(b) 노이즈 데이터의 log-likelihood 평균.
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(c) 분류 정확도.

그림 4.2 Optical Digit 데이터에 대한 학습 알고리즘 성능 비교.
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알고리즘 PMCMC CD PCD FPCD TMCMC CAST

소요 시간(sec) 3.37 1.75 2.45 2.63 6.5 3.94

표 4.3 Optical Digit 데이터에 대한 학습 알고리즘의 평균 소요 시간.

알고리즘 Lt (Θ) Ln (Θ) Ld (Θ) 분류 정확도(%)

PMCMC -15.7 -151.18 135.48 82.56

CD -15.89 -148.14 132.25 78.9

PCD -15.71 -148.32 132.61 80.9

FPCD -15.71 -147.48 131.77 80.59

TMCMC -15.7 -136.18 120.48 81.35

CAST -15.71 -148.27 132.56 79.73

표 4.4 20 Newsgroups 데이터에 대해 학습 알고리즘으로 만들어진 모델의 성능.

약 1.9배 그리고 PCD 에 비해 약 1.3배 정도 학습이 느리다. 하지만 더 정교한

Gibbs sampling 기법을 사용한 TMCMC 에 비해 약 1.9배 그리고 CAST 에 비해

약 1.2배 빠르게 학습을 수행한다.

4.1.2 20 Newsgroups

그림 4.3는 20 Newsgroups 데이터에 대해 각 학습 알고리즘으로 학습을 진행할

때,성능의변화과정을보여준다. 이데이터에서는 CD방법를제외한나머지알

고리즘을 통해 학습된 RBM들은 검사 데이터에 대한 log-likelihood이 비슷한 값

을 갖었다. 하지만 PMCMC를 통해 학습된 RBM은 역시 노이즈 데이터의 log-

likelihood를 효과적으로 낮춤을 확인할 수 있다. 20 Newsgroups는 각 클래스마

다공통적으로사용되는단어를찾기힘들기에분류성능이높지않았다. 하지만

Larochelle 등 [31]이 제안한 CRBM 보다 더 높은 분류 정확도를 얻을 수 있었으

며, 각 알고리즘에 의해 학습된 RBM의 log-likelihood와 CRBM의 분류 정확도는

표 4.4에 정리되어 있다. 또한 20 Newsgroups 데이터에 대한 각 학습 알고리즘

이 가중치를 1000번 갱신하는 시간의 평균을 조사하여 표 4.5와 같은 결과를 얻
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(a) 검사 데이터의 log-likelihood 평균.
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(b) 노이즈 데이터의 log-likelihood 평균.
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(c) 분류 정확도.

그림 4.3 20 Newsgroups 데이터에 대한 학습 알고리즘 성능 비교.
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알고리즘 PMCMC CD PCD FPCD TMCMC CAST

소요 시간(sec) 12.3 5.9 8.57 8.79 19.78 13.69

표 4.5 20 Newsgroups 데이터에 대한 학습 알고리즘의 평균 소요 시간.

알고리즘 Lt (Θ) Ln (Θ) Ld (Θ) 분류 정확도(%)

PMCMC -58.01 -292.6 234.59 96.4

CD -115.49 -370.03 254.54 94.4

PCD -59.45 -272.46 213.01 95.5

FPCD -72.48 -237.16 164.68 96

TMCMC -64.99 -238.66 173.67 96

CAST -60.03 -273.57 213.54 95.6

표 4.6 USPS 데이터에 대해 학습 알고리즘으로 만들어진 모델의 성능.

었다. 그 결과 PMCMC 방식은 CD 에 비해 약 2배 그리고 PCD 에 비해 약 1.4배

정도학습이느리지만, TMCMC에비해약 1.6배그리고 CAST에비해약 1.1배

빠르게 학습한다.

4.1.3 USPS

그림 4.4는 USPS 데이터에 대해 각 학습 알고리즘으로 학습을 진행하며 얻은 성

능 변화 추이를 보여준다. 우선 PMCMC를 통해 학습된 RBM은 검사 데이터에

대한 log-likelihood 평균값과 분류 성능을 가장 높은 값으로 만들며, 노이즈 데이

터에 대한 log-likelihood도 효과적으로 낮췄다. 반면에 FPCD는 목적 함수를 효

과적으로 사용하지 못해 다른 알고리즘에 비해 상대적으로 성능이 떨어졌다. 또

한 CD 에 의해 학습을 진행하면 검사 데이터에 대한 log-likelihood가 계속 떨어

지고 노이즈 데이터에 대한 log-likelihood가 최소화 되지 못해 결과 그림에 추가

하지 않았다. 이 실험을 통해 얻은 각 알고리즘으로 학습된 RBM과 CRBM의 성

능은 표 4.6에 정리되어 있다. 마지막으로 USPS 데이터에 대해 각 학습 알고리

즘으로 가중치를 1000번 갱신하는데 걸리는 시간의 평균을 조사하여 표 4.7와 같
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(a) 검사 데이터의 log-likelihood 평균.
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(b) 노이즈 데이터의 log-likelihood 평균.
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(c) 분류 정확도.

그림 4.4 USPS 데이터에 대한 학습 알고리즘 성능 비교.
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알고리즘 PMCMC CD PCD FPCD TMCMC CAST

소요 시간(sec) 19.38 11.09 15.44 16.85 50.17 19.74

표 4.7 USPS 데이터에 대한 학습 알고리즘의 평균 소요 시간.

알고리즘 Lt (Θ) Ln (Θ) Ld (Θ) 분류 정확도(%)

PMCMC -81.25 -1184 1102.75 98.47

CD -147.82 -1058 910.18 97.34

PCD -94.63 -1161 1066.37 97.98

FPCD -81.28 -1115 1033.72 98.43

TMCMC -87.62 -807 719.38 98.3

CAST -90.61 -1167 1076.39 97.56

표 4.8 MNIST 데데이터에 대해 학습 알고리즘으로 만들어진 모델의 성능.

은 결과를 얻었다. 그 결과 PMCMC 방식은 CD 에 비해 약 1.7배 그리고 PCD

에비해약 1.2배정도학습이느리지만, TMCMC에비해약 2.6배그리고 CAST

에 비해 약 1.1배 빠르게 학습한다.

4.1.4 MNIST

그림 4.5는 MNIST 데이터에 대해 각 알고리즘으로 학습을 진행할 때의 성능

변화 추이를 보여준다. 본 논문에서 제안한 PMCMC 를 통해 학습된 RBM과

CRBM의 성능이 높은 값을 주는 것을 확인할 수 있다. 먼저 검사 데이터에

대한 log-likelihood의 평균값과 분류 성능은 PMCMC 와 FPCD에 의해 학습된

RBM이 가장 높은 값을 갖었다. 또한 PMCMC 방식은 노이즈 데이터에 대한

log-likelihood를 효과적으로 낮췄다. 각 학습 알고리즘에 의해 만들어진 RBM과

CRBM의 성능은 표 4.8에 정리되어 있다. 마지막으로 MNIST 데이터에 대해 각

학습 알고리즘이 가중치를 1000번 갱신하는데 걸리는 시간의 평균을 조사하여

표 4.9와 같은 결과를 얻었다. 그 결과 PMCMC 방식은 CD 에 비해 약 1.5배 그

리고 PCD 에 비해 약 1.1배 정도 학습이 느리지만, TMCMC 에 비해 약 3.1배 그
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(a) 검사 데이터의 log-likelihood 평균.
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(b) 노이즈 데이터의 log-likelihood 평균.
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(c) 분류 정확도.

그림 4.5 MNIST 데이터에 대한 학습 알고리즘 성능 비교.
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알고리즘 PMCMC CD PCD FPCD TMCMC CAST

소요 시간 (sec) 31 20.39 28.05 31.95 96.73 33.19

표 4.9 MNIST 데이터에 대한 학습 알고리즘의 평균 소요 시간.

데이터 명 클래스 개수 데이터 크기 샘플 개수

Liver Disorder 2 6 345

Glass 6 9 214

Pima 2 8 768

Sonar 2 60 208

Heart disease 2 13 297

Ionosphere 2 33 351

Breast cancer 2 9 683

표 4.10 UCI 데이터의 기본 설명.

리고 CAST 에 비해 약 1.1배 빠르게 학습한다.

4.2 실수 데이터

이장에서는 UCI data base [17]에서제공하는실수데이터 (Liver Disorder, Glass,

Pima, Sonar, Heart disease, Ionosphere, Breast cancer) 에 대해 GBRBM과 다양

한학습알고리즘으로학습된 CRBM으로구성된 DBM의분류성능을비교한다.

각 데이터는 실수 데이터와 해당 클래스 정보가 들어있으며, 관련된 사항은 표

4.10에 정리되어 있다. 이들은 학습 데이터와 검사 데이터로 분류되어 있지 않기

때문에, 데이터를 10개로나누어그중 8개는학습데이터 (training data) , 1개는

검증 데이터 (validation data) , 나머지 1개는 검사 데이터 (test data) 로 사용하

였다. 검사 데이터를 바꿔가며 실험을 진행하며, 각 실험 결과의 평균값을 분류

성능으로 하였다.

참고로 Glass데이터는몇몇클래스에샘플개수가집중되어있어원래의데이

터로 학습을 진행하면 샘플이 많은 클래스로 분류될 확률이 높아지는 현상이 발
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생하기 때문에, 검사 데이터에 대하여 높은 log-likelihood 값을 가지거나 높은 분

류 성능을 기대하기 어렵다. 따라서 샘플 개수가 적은 클래스의 샘플을 여러번

사용하여 각 클래스에 속한 샘플의 비를 동일하게 맞춰 학습을 진행하였다. 이

를 통해 각 클래스에 속한 샘플의 확률을 동일하게 높여주면 성능을 많이 높일

수 있었다.

첫 번째 층인 GBRBM은 log-likelihood 항과 정형화 항을 통해 갱신 과정을 진

행하였고, 이 과정은 CD 알고리즘으로 동일하게 학습하였다. 이 모델을 통해 얻

은 숨은 뉴런의 출력을 입력 데이터로 하여 두 번째 층인 CRBM을 다양한 학습

알고리즘으로 학습하였다. 이를 통해 만들어진 DBM의 분류 정확도를 통해 각

학습 알고리즘의 성능을 비교하였다. 학습은 학습 데이터를 mini-batch로 나누

어 수행하였다. 각 갱신 과정마다 10개로 나눠진 학습 데이터 중 하나를 사용하

여 양수항을 계산하였다. UCI 데이터는 학습율을 상수로 설정해도 충분히 학습

이잘이루어지기에, 목점함수의변화를고려하여학습율을결정하였다. 그결과

Sonar는 0.003을 Sonar를제외한나머지데이터는 0.01을사용할때, 성능이가장

높은 값을 갖었다.

숨은뉴런의활성화될기댓값을제한하는상수 r은 Lee등 [8]이사용한 0.02또

는 0.05를 사용하여 UCI 데이터에 대해 학습해보니 거의 모든 숨은 뉴런이 0의

값을 출력하여 분류할 수 있는 특징을 찾을 수 없었다. 따라서 각 데이터마다 여

러개의 상수값을 가지고 검증 (validation) 데이터에 대한 분류 성능을 비교하여,

가장 높은 정확도를 얻을 수 있는 상수 값을 택하였다. 그 결과 클래스가 2개인

데이터에서는 샘플 사이즈가 작은 클래스의 샘플 개수의 비를 사용할 경우 가장

높은 분류 성공률을 얻을 수 있었다. 또한, Glass 데이터와 같이 클래스가 6개인

경우에는 각 클래스마다 샘플 개수의 비를 동일하게 맞추었기 때문에 0.5를 사용

할 경우 가장 높은 분류 정확도를 얻을 수 있었다. 본 논문에서 사용한 UCI 데이

터에 대한 r은 표 4.11에 정리되어 있다.
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데이터 명 숨은 뉴런의 활성화될 기댓값을 제한하는 상수(r)

Liver Disorder 0.4286

Glass 0.5

Pima 0.3506

Sonar 0.4545

Heart disease 0.4666

Ionosphere 0.3611

Breast cancer 0.3478

표 4.11 UCI 데이터에 대한 숨은 뉴런의 활성화될 기댓값을 제한하는 상수.

본 논문에서 제안하는 DBM 을 UCI 데이터 [17]에 적용하여 분류 정확도를 측

정하였다. 비교 실험은 크게 두 가지로 나눠볼 수 있으며, 먼저 PMCMC로 학습

된 DBM 과 다른 분류 방법들과의 분류 성능 비교다. Choi 등 [7]은 원형 데이

터에 Input Variable Selection (IVS) 를 통해 분류에 효과적인 특징을 선별한 뒤,

1-nearest-neighbor rule (1-NN rule) 를 사용하여 분류 성능을 얻는다. 또한 Kim

등 [32]은복합벡터 (composite vector)로변형된데이터를통해분산 (covariance)

행렬을 만들어, 선형 분류 분석 (Linear Discriminant Analysis; LDA) 을 통해 복

합 특징 (Composite feature) 을 추출하고 1-NN rule를 사용하여 분류하였다. 특

히, Choi 등 [7]은 LDA를 통한 복합 특징 추출 방법 (C-LDA) 에 IVS를 활용하여

IVS-C 방식을 제안하였다. 원래 데이터에서 만들어진 복합 벡터 중 분류에 효과

적인 벡터를 선별하여 이들로써 분산 행렬을 구성하여 여기에 LDA를 통해 복합

특징을 추출하고, 1-NN rule를 사용하여 분류를 하였다. 표 4.12는 각 방식의 분

류 성능과 사용한 특징 개수를 보여준다. 여기서 각 방식마다 특징 개수를 결정

하는 과정은 다음과 같다. 먼저 DBM 의 경우 원래 데이터에 IVS 방식을 적용하

여 각 특징의 중요도를 구한 뒤, 가장 분류 효과가 높은 특징부터 하나씩 늘려가

며 검증 데이터에 대한 분류 성능을 측정하였다. 이를 통해 가장 좋은 성능을 주

는 개수로 특징 개수를 결정한다. 또한 C-LDA 는 Kim [32]등이 사용했던 입력
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데이터 명 \ 분류 방법 DBM (PMCMC) C-LDA IVS IVS-C

Liver Disorder 67.6(6) 57.8(3) 59.9(6) 64.4(1)

Glass 72.6(8) 71.7(4) 71.3(5) 72.1(3)

Pima 76.4(4) 68.8(6) 69.1(1) 70(4)

Sonar 76.5(16) 86.5(39) 74.3(25) 86.9(8)

Heart disease 87.3(7) 73.6(3) 77.1(10) 75.5(2)

Ionosphere 91.4(15) 90(30) 83.2(10) 91.4(6)

Breast cancer 96.7(9) 96.6(4) 96(8) 96.7(2)

분류 성능 평균 81.2 77.9 75.8 79.6

표 4.12 UCI 데이터에 대한 분류 성능.(특징 개수)

변수들의 그룹 길이를 사용하여 복합 벡터를 만들었다. 따라서 사용한 특징 개

수는 원래 데이터의 크기에서 입력 변수들의 그룹 길이를 빼고 1을 더한 값과 같

다. 이어 IVS는 원래 데이터에 LDA를 적용하여 각 특징의 중요도를 구한 뒤, 분

류 성능을 좋게하는 특징부터 하나씩 늘려가며 1-NN rule를 사용할 때 분류 결과

가 가장 좋은 개수를 사용한다. 마지막으로 IVS-C는 분류 성능이 가장 높은 분

산(covariance)행렬을 구성하는 복합 벡터의 개수를 사용한다.

두 번째 실험은 DBM 의 두 번째 층인 CRBM을 다양한 학습 알고리즘으로 학

습하여 분류 성능을 비교한다. 아래 층인 GBRBM에 의해 추출된 특징을 동일

하게 사용하여 실험을 진행하며, 각 학습 알고리즘이 주어진 특징을 통해 얼마나

정확한 분류를 수행하는지 비교했다. 그 분류 성능 결과는 표 4.13와 같으며, 이

실험에서 사용한 특징 개수는 표 4.12의 DBM 이 사용한 특징 개수와 일치한다.

UCI 데이터에서는 가시 뉴런의 개수가 적어 모델 입력 분포의 형태가 비교적 단

순하여 기존 MCMC를 이용한 학습 방법들 (PCD, FPCD) 과 MCMC에 온도를

적용한 학습 방법들 (TMCMC, CAST) 의 성능 차이가 작다. TMCMC, CAST를

통해 학습된 CRBM의 분류 성능은 PCD 에 의해 학습된 CRBM 보다 약간 높은

수준이다. 하지만 본 논문에서 제안한 PMCMC를 통해 학습된 CRBM은 PT 기

법으로 추출된 샘플 중 적합한 샘플을 다시 추출해줌으로써 가장 높은 성능을 얻
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데이터 명 \ 알고리즘 PMCMC CD PCD FPCD TMCMC CAST

Liver Disorder 67.6 63.7 66.9 62 66.3 66.9

Glass 72.6 70.4 70.9 70 72.2 69.1

Pima 76.4 75 74.7 75.3 75.3 75.5

Sonar 76.5 74.1 74 73.2 74.4 75.3

Heart disease 87.3 85 85 83.7 86.3 85.3

Ionosphere 91.4 89.2 89.1 89.7 88.3 88.6

Breast cancer 96.7 96.2 95.9 96.7 95.4 95.5

분류 성능 평균 81.2 79.1 79.5 78.7 79.7 79.5

표 4.13 UCI 데이터에 대한 각 알고리즘으로 학습된 DBM의 분류 성능.

는다. 이밖에도 TMCMC는 갱신 과정마다 PT 기법을 통해 하나의 샘플을 얻어

모델 입력 분포의 기댓값을 추정했기에 갱신 횟수에 따라 분류 성능의 변화가 심

하다는 단점이 있다.
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제 5 장 결론

본논문에서는다양한데이터에대해 RBM을만드는데학습데이터의 log-likelihood를

최대화 하는 학습 알고리즘과 이를 통하여 분류 성능을 높이는 것에 대하여 연구

하였다. MCMC를사용하여 RBM의성능을높이는다양한방법들이제안되었지

만, 입력 데이터가 복잡한 형태의 모델 입력 분포를 가질 때 학습에 사용하는 항

의 기댓값을 구하는 데는 제한된 개수의 샘플로 추정하는 기댓값의 정확도에 한

계가 있다. 본 논문에서 제안한 PMCMC 방식은 바로 이 점을 개선하고자 하는

방법으로 분류 문제에 있어서 다양한 데이터에 대해 상대적으로 좋은 성능을 얻

을 수 있었다. 이 방법은 각 샘플의 중요도를 추가적으로 계산해야 하기에 속도

가 CD 방식에 비해 1.5∼2배 가량 느렸지만, 기존에 제안된 TMCMC와 CAST에

비해서는 빠르다.

샘플을통해기댓값을추정하는과정에서각샘플의중요도에따라 importance

sampling을 수행함으로써 좀 더 정확한 기댓값 계산을 가능하게 한다. 데이터에

따라 필터링 과정의 효과가 떨어지는 경우도 있지만, 대부분의 데이터에서 학습

성능이 향상됨을 확인했다. 또한 다양한 온도의 MCMC를 통해 추출된 샘플에

서 importance sampling을 수행함으로써, 샘플의 단순화 현상을 방지하고 다양

한 영역에서 샘플을 추출할 수 있다.

또한 일반적인 실수 데이터에서 각 샘플이 어떤 클래스에 속하는지를 알아내

기 위해 DBM 모델을 사용한다. 첫 번째 층은 실수 데이터를 입력 받아 분류에

도움이 되는 특징을 얻기 위해 GBRBM을 사용하며, 두 번째 층은 각 입력마다

클래스 정보를 함께 학습하기 위해 CRBM을 사용한다. 이 모델을 다양한 실수

데이터에 활용하여 분류 실험을 수행했는데, 기존의 IVS나 복합 특징을 사용한
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분류 성능보다 더 높은 정확도를 얻었다.

어떤 실수 데이터에 대해서는 제안한 방법이 복합 특징을 이용한 방식보다 성

능이 떨어지는 경우도 있는데, 이는 RBM의 구조적 특성상 인접 픽셀과의 관계

를 전혀 고려할 수 없어 GBRBM을 통해 분류에 도움이 되는 특징을 잘 추출하

지 못했기 때문이다. 이는 앞으로 더 연구되어야 할 문제인데, 인접 픽셀을 그룹

화하여 가시 뉴런에 입력하는 기존 논문을 활용함으로써 이를 해결할 수 있으리

라 생각한다.
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ABSTRACT

In this paper, we propose a novel training algorithm called PMCMC using both

Markov Chain Monte-Carlo (MCMC) and Particle filter (PF) for Restricted Boltz-

mann machine (RBM). Empirical results on binary data and real valued data show

that PMCMC outperforms other training algorithms and it is faster than other

algorithms using temperature technique, such as Tempered MCMC (TMCMC)

and Coupled Adaptive Simulated Tempering (CAST). Since maximum likelihood

training in RBMs is hard due to the intractability of their normalizing constant,

various training algorithms have been developed. In this paper we analyze a class

of training algorithms that use MCMC to draw relatively small number of sam-

ples to approximate the expectation of the model distribution. However, when

modeling complex high-dimensional data, the existing sampling algorithms do not

provide samples that well represent the input space and sometimes draw samples

not according to the model distribution.

The objective function, which is based on the maximum likelihood for training

RBM, requires samples that well represent the model distribution, and we propose

to use Particle filter to draw such samples to address this issue. It is modified from

Sampling importance resampling (SIR) and draws samples from the sample set

with probabilities proportional to their importance. Specifically, in each iteration

it obtains the importance of each sample using an unnormalized probability den-

sity and forms a cumulative distribution based on the importance. Then, uniform

random numbers are generated to draw samples from this cumulative distribution.

In addition, the commonly used Gibbs sampler tends to get trapped in one lo-
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cal mode, which often leads to poor expectation estimates. It is well known that

newly collected samples have difficulties in escaping a local mode where the pre-

vious samples were drawn. To alleviate this problem, sampling by MCMC under

various temperatures is a common practice to better explore a highly multimodal

distribution. We apply the Particle filter to filter samples drawn from MCMCs

under various temperatures. Through performing importance sampling after col-

lecting samples from wide range of the model distribution, we demonstrate that

PMCMC results in better log-likelihood scores and improves classification perfor-

mance.

Finally, we propose a training method for classifying real valued data by using

Deep Boltzmann machine (DBM). To obtain meaningful binary data from real

valued data, we use Gaussian-Bernoulli RBM (GBRBM) in the first layer. Then,

we use Classification RBM (CRBM) at the second layer. By training the sec-

ond layer using various algorithms including PMCMC, we show that PMCMC

outperforms the others in various experiments.

Keywords: Restricted Boltzmann Machine, training algorithm, Particle filter,

Deep Boltzmann Machine
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