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국문초록

본 논문에서는 부분적인 순서 제약 조건하에서 등위회귀함수를 추정하는 문제를 푸는

알고리즘을 다룬다. 손실함수가 오차제곱함수일 경우, 이 문제는 이차계획법 문제가 되고

재귀적분할법을이용한효율적인알고리즘이알려져있다.손실함수가미분가능한임의의

볼록함수인경우에대한일반화도제안되어있으나,실제적용해본결과,후버손실함수에서

오류가발생하였고,절대오차손실함수나힌지손실함수와같이부분적으로미분이불가한

함수에대해서는적용하지못하는한계가있었다.이논문에서는먼저일반화된재귀적분할

알고리즘이 후버 손실함수에서 발생하는 문제와 원인을 제시하고, 실제로 적용가능한 함

수의 범위를 제시하였다. 다음으로, 상계최소화법의 일종인 근위 거리 알고리즘을 통하여,

기존의 풀리지 않던 손실함수들에 대해서도 적용 가능한 알고리즘을 제안하였다. 더불어,

근위 거리 알고리즘 구현 과정에서 대리함수의 최적해를 순서 제약이 있는 집합으로 사영

시킬때사용될 2개알고리즘의이론상속도를비교하였고,시뮬레이션을통해실제성능을

제시하였다.마지막으로,절대오차손실함수와후버손실함수하에서근위거리알고리즘을

사용해 등위회귀함수를 추정하는 예를 제시하였다.

주요어: 등위회귀함수, GIRP 알고리즘, 파라메트릭 탐색 알고리즘, 상계최소화법, 근위

거리 알고리즘

학번: 2017-26998
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Chapter 1

서론

1.1 등위회귀함수 추정

등위회귀함수는순서제약에대해단조증가하는성질을갖는회귀함수이다.자료 (xi, yi),

xi ∈ Rp, yi ∈ R, (i = 1, ..., n)으로부터 등위회귀함수를 추정하는 것은 다음과 같은 제약

조건을 만족하는 ŷ1, ..., ŷn을 추정하는 것을 의미한다.

min{l(ŷ, y) subject to ŷi ≤ ŷj ,∀(i, j) ∈ C} (1.1)

where C = {(i, j) : xi � xj}

여기서 ŷ = (ŷ1, .., ŷn), y = (y1, ..., yn)이며, l(ŷ, y)는 적합을 위한 손실함수를 의미하고,

오차제곱함수를 사용하는 경우 l(ŷ, y) = ∑n
i=1 (ŷi − yi)2이 된다. 부분 순서 xi � xj는 xik ≤

xjk, ∀k = 1, ..p를 의미한다. 이때, 순서 제약 조건이 담긴 집합 C에는 순서 제약이 모든

(xi, xj)쌍에 대해 정의되는 경우와, 자료 일부에 대해 정의되는 경우로 크게 2가지 유형이

있는데, 이후 소개되는 방법은 2가지 유형 모두에 적용되는 방법이다. 순서 제약이 없는

경우에는 오차제곱 손실함수를 최소화하는 추정량은 ŷ = y로, 회귀함수가 과적합된다. 해

가 순서 제약을 만족해야 하는 경우, 최종 해는 n차원 벡터공간에서 순서제약을 만족하는

공간으로의 사영이 된다.

그림 1.1은, p = 1이고, 완전순서제약 하에서 손실함수로 오차제곱함수를 적용하였을

때, 최적의 추정량(실선)을 실제 자료(점선)와 함께 그린 그림이다. 실선은 등위회귀함수를

의미하는데, 계단형으로 단조증가하는 형태로 나타난다.
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Figure 1.1: 오차제곱 손실함수 하 등위회귀함수 추정 예시

등위회귀분석은 여러 분야에서 사용되는데, 그 중에 다차원척도법과 이상점의 영향을

배제하는회귀선추정에서사용되는사례가있다.다차원척도법에서는원래고차원에있던

자료들을 저차원 형태로 만드는 과정에서 저차원에서 대응된 값들이 원래 고차원에서의

순서제약조건을만족시켜야할경우가있는데,고차원에서저차원으로의사상에해당하는

등위회귀함수를 추정하여 순서 제약을 유지하는 저차원 값들을 계산해 낼 수 있다. 또한

이상점이 존재하는 경우, 보통의 회귀선은 이상점에 영향을 받아 왜곡된 회귀선이 추정될

수있는데,이상점의값을제약하는순서제약을추가해줌으로써이상점에영향을받지않는

등위회귀함수를 추정할 수 있다.

1.2 이전 업적들

지금까지 등위회귀함수를 추정하는 여러 알고리즘이 제안되었는데, 기본적으로 미분

가능한 함수나 볼록함수를 손실함수로 갖는 경우에 적용할 수 있는 방법들이다. 본 논문에

서는 이 중에서 파라메트릭 탐색 알고리즘과 일반화 등위 재귀적 분할(generalized isotonic

recursive partitioning algorithm, 이하 GIRP) 알고리즘만을 다루었다.

먼저, Hochbaum and Queyranne (2003)는 블록 손실함수하에서 함수값으로 정수만을
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갖고, 각각의 함수값마다 하한값과 상한값의 제약이 있는 상황에서 등위회귀함수를 추정

하는 파라메트릭 탐색 알고리즘을 제안하였다. 이 문제는 아래 수식처럼 표현되는데, 볼록

손실함수 클로저(convex cost closure)문제라고 불린다. 이후 논의에서, li(ŷi) = l(ŷi, yi)를

의미한다.

min{l(ŷ, y) : ŷi ≤ ŷj ,∀(i, j) ∈ C and lk ≤ ŷk ≤ uk for k = 1, ..., n} (1.2)

subject to C = {(i, j) : xi � xj}, l(ŷ, y) =
n∑
i=1

li(ŷi), li는 볼록함수

여기서 (lk, uk)는 k번째 자료의 하한과 상한의 조합이다. 이는 알고리즘을 실행하기 전에

정해준다. 이 방법은 dynamic-tree push-relabel 최소절단 알고리즘에 기반을 두고 있다.

이 알고리즘은 등위회귀함수의 함수값을 추정하는데 사용되는 중단점들을 분할 탐색 및

재귀방식을 통하여 찾아낸다. 특정 추정값을 가정한 상태에서 결과물로 소스 집합과 여집

합인 타겟 집합이 만들어지는데, 추정값이 커질 때마다 소스 집합은 같거나 커지고, 타겟

집합은 같거나 작아진다. 이때, 소스 집합이 커지는 경우에 가정된 추정값이 중단점에 해당

하고,이를저장하여,모든작업이종료되었을때,추정값을계산하는데사용한다.이방법은

볼록함수에 대해 사용할 수 있지만, 기본적으로 정수해만 구할 수 있는 한계가 있다.

비교적최근의방식은 Luss and Rosset (2014)가제안하였는데, Karush-Kuhn-Tucker(이

하 KKT)조건 (Boyd and Vandenberghe, 2004)에기반하여도출된 GIRP알고리즘이다.이

알고리즘은앞선파라메트릭탐색알고리즘보다더제한된조건인미분가능한볼록함수에

대해서 사용가능하다고 알려져 있다.

min{l(ŷ, y) subject to ŷi ≤ ŷj ,∀(i, j) ∈ C} (1.3)

where C = {(i, j) : xi � xj}, l(ŷ, y) =
n∑
i=1

li(ŷi), li는 미분가능한 볼록함수

이알고리즘의주요아이디어는기존의집합을각각의집합내원소들의미분계수값들의

부분합 차가 가장 작도록 하는 2개의 서로 배반된 집합으로 분할하는 방식이다. 이 문제는

선형 계획법을 이용하여 풀 수 있다. 이러한 분할을 더이상 분할되지 않을 때까지 진행하는

데, 분할 과정에서 도출되는 해들이 순서제약 조건을 만족한다는 점이 큰 특징이다. 또한,

앞선 파라메트릭 탐색 알고리즘과 다르게, 실수해를 도출할 수 있다는 장점이 있다.

두 알고리즘은 적용 가능한 함수의 범위와 최적해의 형태 측면뿐만 아니라 속도 측면에

서도차이가있다.이론상으로는,파라메트릭탐색알고리즘이시간복잡도측면에서 GIRP
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알고리즘보다 효율적인 것으로 나온다. 후술하겠지만, 실제로 적용해본 결과 파라메트릭

탐색방식은실용적인문제가있었고,속도와안정성측면에서 GIRP알고리즘에뒤쳐졌다.

1.3 기여

위에서소개된 2개의알고리즘은각자한계를가지고있다.파라메트릭탐색알고리즘은

볼록함수에 적용가능하나, 기본적으로 해가 정수여야 한다는 제약이 있고, GIRP 알고리

즘은 미분가능한 볼록함수에만 적용 가능하다. 또한, 원 논문의 주장과는 다르게 GIRP

알고리즘은 후버 손실함수(Huber et al., 1964)에 대해 순서제약을 만족하는 해를 도출하지

못할 수가 있다. 그렇기에, 실수해를 가지면서 미분 불가능한 절대오차 손실함수나, 힌지

(hinge) 손실함수(Wahba, 1999), 또는 후버 손실함수를 적용하는 경우에는 GIRP 알고리

즘을 바로 적용하기 힘들고, 파라메트릭 탐색 알고리즘도 정확한 해를 구하는데 사용되기

힘들다. 결론적으로, 실수해를 구하면서, 일반적인 형태의 볼록한 손실함수에 대해 적용

가능한 방법을 제시하고자 하는 것이 이 논문의 목표이며, 이에 대한 방안으로 근위 거리

알고리즘을 도입하였다.

본 논문에서는 상계최소화법(majorization-minimization algorithm, 이하 MM 알고리

즘)의 일종인 근위 거리 알고리즘을 도입하여, 기존의 알고리즘을 적용하기는 힘들지만

근위사상을적용할수있는손실함수하에서등위회귀함수를추정하는방법을제시하였다.

이를 통해 기존 논문의 알고리즘으로 해결이 불가능했던, 절댓값 손실함수, 후버 손실함수,

힌지 손실함수 하에서의 등위회귀함수 추정이 가능해졌다. MM 알고리즘은 목적 함수의

최솟값이 되는 해를 찾을 때, 그 함수의 상계가 되는 대리함수를 찾은 뒤, 그 대리함수를 반

복적으로최소화하는방식으로해를찾는알고리즘이다.근위거리알고리즘은해와주어진

제약집합사이의거리함수에대한대리함수를이용하는MM알고리즘이다.구체적으로는,

이전 작업의 최적해를 바탕으로 만들어진 새로운 대리함수의 근위사상을 구하고, 근위사

상의 결과물을 제약 집합으로 사영시키는 작업을 반복한다. 등위함수 추정을 위해서는,

대리함수의 근위사상으로 도출된 값을 순서 제약의 집합으로 사영시키는 과정에서 오차

제곱함수에 대한 기존의 알고리즘을 사용하였다.

이논문은다음과같은순서로구성되어있다. 2장에서는앞서소개한두알고리즘의구

체적인 작동 방식에 대해서 자세히 설명하겠다. 이어 3장에서는 후버 손실함수에서 GIRP
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알고리즘이 작동하지 않는 반례를 제시하고, Luss and Rosset (2014)의 Theorem 1 증명의

잘못된 부분을 지적한 뒤, GIRP 알고리즘이 순볼록 함수(strictly convex function)이면서

강압적 함수(coercive function)에서만 오류없이 작동함을 보이겠다. 4장에서는 근위 거리

알고리즘을 소개하고, 이를 이용해 등위회귀함수 추정 문제를 푸는 과정을 제시하겠다. 이

어서, 5장에는시뮬레이션을통해근위거리알고리즘이잘작동함을보이고,실제데이터에

근위 거리 알고리즘을 적용한 결과물을 제시하겠다. 마지막으로 6장에서는 앞선 내용들을

정리하고, 제언을 하도록 하겠다. 이 논문에서 사용된 코드는 줄리아(Julia) 언어(Bezanson

et al., 2012)로 작성되었으며, 논문에 사용된 모든 코드를 깃허브1에 올려두었다. 또한, 본

논문에서 사용된 여러 손실함수의 근위사상 도출 과정을 부록에 담아두었다.

1https://github.com/Jihan-Jung/JH Isotonic regression
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Chapter 2

기존 알고리즘 소개

이장에서는앞에서제안된 2가지알고리즘의구체적인작동방법을다루고,각알고리즘

별로 시간복잡도를 제시한다.

2.1 파라메트릭 탐색 알고리즘

파라메트릭 탐색 알고리즘(Algorithm 1)은 재귀방식으로 특정한 추정값 λ가 주어졌을

때, 다음과 같은 서브작업을 시행한다. 서브작업은 각 자료들을 노드(V 집합)로 하고, 추

가적으로 소스노드(s)와 타겟노드(t)를 만든 뒤, 근사된 미분계수와 순서 제약을 이용해

노드 간에 엣지(연결선)를 갖는 그래프를 만들고, 최소절단(mincut)이 되는 2개의 집합으

로 나누는 작업을 말한다. 최소절단 집합이란, 두 개의 집합으로 쪼갰을 때, 집합 간의 용량

차이가 가장 작은 집합을 의미한다. 집합 간의 용량 차이란, 두 집합 중 한 집합에 들어오는

방향의엣지들의용량합과다른집합으로나가는방향의엣지들의용량합의차이를의미한

다. 이때, 두 집합은 각각 소스노드와 타겟노드를 포함하는데, 소스노드를 포함하는 집합을

소스집합이라고 한다.

서로 다른 λ에서 진행되는 서브작업에서 바뀌는 것은 엣지의 연결 방식과 용량들인데,

이것을 결정하는 것은 특정한 추정값이 λ로 주어졌을 때의 각 자료별로 계산된 미분계수의

근사값들이다. j번째 노드에서의 미분계수의 근사값은 l′j(λ) = lj(λ) − lj(λ − 1)으로 정의

된다. 각 노드별로 이 근사된 미분계수가 양수인 경우에는 소스노드와 노드를 연결하고,

소스로부터 노드까지의 엣지를 만들어준 뒤, 엣지의 용량을 미분계수값으로 한다. 반대로,
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음수인 경우에는 자료노드와 타겟노드를 연결하고, 엣지의 용량을 미분계수값의 절댓값

으로 한다. 크기 순서는 용량이 무제한인 엣지를 크기가 큰 노드에서 크기가 작은 노드

방향으로 연결시키는 방식으로 구현한다. λ가 커질수록 최솟값이 λ보다 작은 노드들이 많

아지고,이는근사된미분계수값이양수가됨을의미한다.그렇기에최소절단을진행하기에

앞서 소스집합은 점점 커지는 경향을 보이게 된다.

최대흐름(maxflow)은그래프에서정의된엣지들의용량하에서소스노드에서타겟노드

로보낼수있는가장큰흐름을의미한다.한편,최대흐름을구하는것이최소절단을구하는

것과 동치임이 알려져 있다(Cormen et al., 2009).최대흐름이 소스노드에서 타겟노드로 진

행하는 과정에서 중간에 용량이 작은 부분에 의해서 그 양이 한정되기 때문에, 최대흐름을

구현하고,남아있는용량을나타내는그래프에서연결부분이끊긴곳들이용량차이가작은

부분을 의미한다. 그렇기에 최대흐름을 구현한 뒤, 각각의 노드와 연결된 엣지의 남아있는

용량을기반으로소스노드와타겟노드중어디에연결되어있는지를파악하면,최소절단을

구할 수 있게 된다. 특정 λ에서 최소절단으로 구한 소스집합을 Sλ라고 정의하면, 앞서 언

급한 성질에 의하여, Sλ ⊆ Sλ+1이 되며, 이를 귀납적으로 적용하면 일렬의 소스집합 간의

크기관계가 도출된다. 이때, Sλ1 = {s}인 λ1 이후에 최초로 어떤 λ2에서 집합 간의 종속

관계가 생긴다면, 즉 Sλ1 ⊂ Sλ2가 최초로 성립한다면, 이 값을 중단점이라고 한다. 이런

방식으로 다시 λ2보다 큰 값에서 최초로 어떤 값 λ3에서 다시 종속관계가 생긴다면 이 값

역시 중단점이 된다. 이렇게 Sλl
= {s} ∪ V가 될 때까지 나온 λ1,...,λl과 그에 상응하는

소스집합들은 다음과 같은 성질을 만족한다.

{s} = Sλ1 ⊂ Sλ2 ⊂ · · · ⊂ Sλl
= {s} ∪ V (2.1)

where λ1 < · · · < λl

파라메트릭 탐색 알고리즘은 결국 이런 중단점들을 효과적으로 찾는 방법을 의미하고,

중단점들과 소스집합이 커졌을 때 새로 추가된 노드들을 저장한다.

Algorithm 1을 보면, 파라메트릭 탐색 알고리즘은 특정 λ에 대해 최소절단을 구하는

작업과 이때, λ가 중단점이 되는지 여부를 판단하는 부분으로 나뉜다. 이때, λ 값을 하나씩

늘려나가는 방식이 아닌, λ가 속하는 구간을 입력값으로 받아, 그 구간의 중앙값에 해당

하는 값에 대해 최소절단을 수행함으로써, 최대한 λ의 탐색구간을 줄이고자 한다. 그리고

중앙값을기준으로나뉘어진두개의구간에대해각각파라메트릭탐색알고리즘을적용하
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여, 재귀적으로 작동하도록 한다. 결국 이 알고리즘은 우선적으로 최소절단을 효과적으로

할 수 있는 방법이 필요하고, 이를 위해 최대흐름을 구현하는 dynamic push-relabel 알고

리즘(Algorithm 2)을 활용하였다. push-relabel 알고리즘은 우선 각각의 노드에서 연결된

엣지의용량만큼최대한다른노드로보내고,노드에잉여의용량들을한단계낮은 label의

노드로 계속해서 보내준다(push). 만약 주변의 연결된 노드가 label이 서로 같다면 높이를

하나 높인 뒤(relabel) 다시 잉여의 용량들을 주변의 높이가 1 낮은 노드로 보내는 작업을

수행한다. 그리고, 이런 노드간의 라벨차이를 반영한 트리구조를 만들어 저장하고, 이를 이

용해위의잉여용량을보내고,해당노드의높이를 1높이는작업을쉽고빠르게수행한다.

그 다음 중단점을 저장할지에 관한 판단을 하는 부분이 있는데, Gallo et al. (1989)에서 이

부분에 대한 설명이 잘 되어있지 않고 모호하게 표현되어 있어 중단점의 정의에 따라 현재

λ보다 1 작은 값에 대한 소스집합을 구하고, 현재의 소스집합과 비교해서 중단점 여부를

판단하였다.

재귀적인 방식으로 모든 λ를 탐색하지 않고, 효과적으로 중단점을 찾는 것이 이 알고리

즘이 달성하고자 하는 목표이다. 또한 λ가 작은 서브작업에서 계산된 결과 중 노드별 높이

정보와 엣지별 보내지는 용량에 관한 정보를 이보다 큰 λ값을 갖는 상황에서 활용될 수

있기에 점점 서브작업에 소요되는 시간이 적어진다. 이렇게 저장된 중단점들을 바탕으로

중단점 λk에서새로이추가된원소들을담은 S(k) = Sλk
−Sλk−1의원소들에대해추정값을

λk−1 + 1로 한다.

이론상으로,이알고리즘은이전의분석결과를저장해서추후에지속적으로활용한다는

점에서 효율적이고, 최소절단 집합을 구하는 dynamic push-relabel 알고리즘이 작동 속도

가 빠르다고 알려져있다. 실제 이 알고리즘의 이론상 시간 복잡도는 O(mn log n2/m)으로

알려져있다.
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Algorithm 1 파라메트릭 탐색 알고리즘
Require: 자료가 (x1, y1), ..., (xn, yn), Y = (y1, y2, ...) 주어지고, 부분적으로 순서 제약

공간(C)이 주어진 경우

Require: 중단점후보구간 (λ1,λ2)과 λ1,λ2 각각의소스집합(타겟집합) Sλ1(S̄λ2),Sλ2(S̄λ2)

Require: 소스노드는 s, 타겟노드는 t

1: s = {s} ∪ Sλ1 , t = {t} ∪ S̄λ2로 합치고, 남은 노드들을 V의 원소라고 한다.

2: if V = {s, t} or λ2 − λ1 ≤ 1 then

3: 중단점 없기 때문에 종료

4: end if

5: λ∗ = bλ1+λ2
2 c

6: λ∗에서 그래프를 만들고, 최소절단을 수행하여 Sλ∗를 도출

7: if λ∗가 중단점 then

8: λ∗와 Sλ∗를 저장

9: end if

10: 재귀적으로 (λ1,λ∗) 와 Sλ1 ,Sλ∗ 에 대해 알고리즘 적용

11: 재귀적으로 (λ∗,λ2) 와 Sλ∗ ,Sλ2 에 대해 알고리즘 적용
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Algorithm 2 Dynamic Tree Push Relabel 알고리즘
Require: 노드 간의 연결 상태를 저장한 treePath, 엣지의 남은 용량을 반영한 resid-

ual graph

Require: 용량이 초과한 노드들을 담은 Q, 현재의 pushrelabel이 적용될 노드 v

1: v에서 플로우를 보낼 수 있는 주변 노드들을 찾는다.

2: for i번째 주변노드 do

3: 노드 v의 용량이 초과되지 않았다면 반복문을 종료한다

4: if 노드 v의 높이가 i번째 주변노드 높이보다 1 클 때 then

5: 보낼 수 있는 만큼 노드 v의 초과된 용량을 i번째 노드로 보냄, treePath에 변화된

정보 저장

6: else

7: if 마지막 주변 노드가 아닐 때 then

8: 2행으로 다시 가서 (i+1) 주변노드에 대해 작업 수행

9: else

10: 현재 노드를 relabel(높이 1 증가시키기)하고, treePath에 변화된 정보 저장

11: end if

12: end if

13: end for
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2.2 GIRP 알고리즘

GIRP 알고리즘은 전체 자료가 담긴 집합에서, 순서 제약을 만족하면서 전체 손실함수

값을 최소로 하기 위해 추정값이 더 커져야할 원소들을 담은 집합과 작아져야할 원소들을

담은 집합으로 분할하는 작업을 수행한다. 그리고, 분할된 모든 집합에 대해 같은 방식의

분할 작업을 반복하여 어떤 집합도 더 이상 분할되지 않을 때까지 알고리즘이 수행된다.

자료 (xi, yi), xi ∈ Rp, yi ∈ R (i = 1, ..., n)가 주어졌을 때, 전체 손실함수 l이 l(ŷ, y) =∑n
i=1 li(ŷi)처럼 자료 각각에 대한 손실함수인 li들의 합으로 표현되고, li가 모든 i에서 미분

가능한 볼록함수일 때 GIRP 알고리즘을 통해 (2.2)를 만족하는 최적해를 구할 수 있다고

알려져있다. li(ŷi) = l(ŷi, yi), ŷ = (ŷ1, .., ŷn), y = (y1, ..., yn)을 의미한다.

min{
n∑
i=1

li(ŷi) subject to ŷi ≤ ŷj ,∀(i, j) ∈ C} (2.2)

where C = {(i, j) : xi � xj}

GIRP 알고리즘의 분할 방식은 순서 제약에 대한 벌점을 추가한 손실함수를 최소로

하는 최적해들이 만족해야하는 KKT 조건들을 만족하게 만든다. 목적함수가 미분가능한

볼록함수이고, 부등식 제약함수가 선형이면, KKT 조건은 (2.2)식을 만족하는 최적해가 될

필요충분조건이 되므로, GIRP 알고리즘은 (2.2)식을 만족하는 최적해를 도출할 수 있다

(Lange, 2016). 우선 (2.2)를 라그랑지안 식으로 나타내면 다음과 같다.

min{
n∑
i=1

li(ŷi) +
∑

(i,j)∈C
λij(ŷi − ŷj)} (2.3)

이때, KKT 조건에 의하여, 최적해가 만족해야할 조건은 다음의 4개이다. 여기서 V는 전체

자료의인덱스를담은집합이고, ŷ∗i는 (2.3)을만족하는최적해이고, λ∗ij는 (2.3)을만족하는

최적의 듀얼변수(dual variable)값이다.

(a) ∂li
∂ŷi

(ŷ∗i ) =
∑

j:(j,i)∈C
λ∗ji −

∑
j:(i,j)∈C

λ∗ij, ∀i ∈ V (2.4)

(b)ŷ∗i ≤ ŷ∗j , ∀(i, j) ∈ C

(c)λ∗ij ≥ 0, ∀(i, j) ∈ C

(d)λ∗ij(ŷ∗i − ŷ∗j ) = 0, ∀(i, j) ∈ C
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먼저 조건 (a)를 보면 ∑
i∈V

∂li
∂ŷi

(ŷ∗i ) = 0이 성립함을 알 수 있다. 또한 조건 (d)를 보면 λ∗ij가

양수일 경우, 등식이 성립하기 위해서는 ŷi
∗ = ŷj

∗를 만족해야 함을 알 수 있다. 또한 조건

(b)를 보면, 최적해가 순서 제약 조건을 만족해야한다.

이러한 조건들을 GIRP 알고리즘은 다음과 같은 방식으로 달성한다. 분할이 될 가능성

이 있는 자료점들의 집합 V에 대해
∑
i∈V

∂li
∂ŷi

(z) = 0을 만족하는 해 z를 구하고, 이를 wV

라고 정의하자. 이때 V의 임의의 원소 i에 대해서 ∂li
∂ŷi

(wV )는, 0보다 작거나 같은 경우나 0

보다 큰 경우가 있다. 이때 미분이 0보다 작은 경우는 아직 li가 감소하고 있으며, wV보다

더 큰 값에서 손실함수의 값이 더 작아짐을 의미하고, 0보다 큰 경우는 반대로 wV보다 더

작은값에서손실함수의값이더작아짐을의미한다.이를통해, V의원소중전자의경우에

해당하는 원소들을 집합 V +에 모으고, 후자의 경우를 집합 V −에 모은다면, 아래와 같은

식이 도출된다. 집합 X에 대해 wX = argmin
z

∑
i∈X li(z, yi)을 의미한다.

∑
i∈V +

∂li
∂ŷi

(wV )−
∑
i∈V −

∂li
∂ŷi

(wV ) < 0 (2.5)

결국, 위 식의 왼쪽항이 최소가 되도록, V를 분할하면 전체 손실함수를 최소로 만들 수

있다. 이때, 순서 제약 조건을 추가하면 아래의 정수계획법 문제가 된다.

min {ztx : xi ≤ xj ∀(i, j) ∈ C, xi ∈ {−1, 1}, ∀i ∈ V } where zi = ∂li
∂ŷi

(wV ) (2.6)

식 (2.6)의 정수제약 조건 xi ∈ {−1, 1}을 −1 ≤ xi ≤ 1 조건으로 완화하면, 아래의 선형계

획법 문제를 얻는다

min {ztx : xi ≤ xj ∀(i, j) ∈ C, −1 ≤ xi ≤ 1, ∀i ∈ V } where zi = ∂li
∂ŷi

(wV ) (2.7)

이때,이문제의해가정수계획법문제 (2.6)의해와일치함이잘알려져있다 (Murty, 1983).

선형계획법 (2.7)로부터 도출된 2개의 집합은 따로 저장되었다가 이후에 분할될 집합의 후

보가 된다. 만약 어떤 집합이 분할이 안되는 경우에, 이 집합을 따로 저장해 두고 이후에는

분할하지 않는다. 최종적으로 모든 집합이 분할이 될 수 없을 때까지 작업을 반복한다.

정리하면, 최종적으로 분할된 집합들은 집합의 분할 방식에 의해 조건 (b)의 순서 제약을

만족하고, 최종적으로 분할된 각각의 집합들에서의 추정값은 미분계수가 0이 되는 해가

되기 때문에, ∑
i∈V

∂li
∂ŷi

(ŷ∗i ) = 0이 만족되고, 조건 (c),(d)가 성립하게 된다. 이를 통해 KKT

조건을 충족하는 최적해를 찾을 수 있게 된다. 위의 서술된 내용을 바탕으로 Algorithm 3
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에 GIRP 알고리즘의 의사 코드를 표시하였다.

GIRP 알고리즘의 장점은 한 번 분할된 집합은 항상 최적의 분할로 가는 과정이기에

이후과정에서분할방식이바뀔가능성이전혀없고,매분할이이루어진시점마다그시점

까지 분할된 집합들은 항상 순서 제약조건을 충족시키고 있다는 점이다. Luss and Rosset

(2014)에서는이러한성질을활용하여,모든집합이분할이안되는마지막시점까지집합을

분할함으로써 생기게 되는 과적합을 방지하고자, 매 분할마다 검증자료에 대해 평균제곱

오차와 같은 추정량의 오차를 계산하여, 그 값이 최소가 되도록 분할하는 방법도 제안하고

있다. 이 알고리즘의 경우, 파라메트릭 탐색 알고리즘과 달리 이전 분석결과를 활용하여 속

도를 개선할 방법이 없고, 매 분할마다 선형 계획법 문제를 풀어야하며, 집합 내 원소들을

모두 살펴봐야 하는 작업이 수반되어 시간 복잡도가 O(n3)으로 알려져있다. 하지만 실제

구현 결과, 시뮬레이션 자료에서는 파라메트릭 탐색 알고리즘보다 더 빠르게 작동하였다.
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Algorithm 3 GIRP 알고리즘
Require: 자료가 (x1, y1), ..., (xn, yn)으로 주어지고, 순서 제약 집합(C)이 주어진 경우

Require: A = {(1, 2, ..., n)}, B = ∅, S = {(0, {1, 2, ..., n}, {})}. 어떤 집합 X에 대해

wX = argmin
ŷ

∑
i∈X li(ŷ)로 정의하면, 집합을 원소로 가지는 집합 Q = {Q1, ..., Qm}

이라고 할 때, YQ = (wQ1 , ..., wQm)으로 정의한다.

1: k = 0

2: while A 6= ∅ do

3: S의 원소쌍들 중에서 첫번째 값이 가장 큰 쌍을 (val, w−, w+)로 표현하고, 이를 선

택한다.

4: A = (A \ (w− ∪ w+)) ∪ {w−, w+}, S = S \ (val, w−, w+)로 갱신한다.

5: k번째 스텝에서 M [k] = (A, YA)

6: for v ∈ {w−, w+} do

7: if v 6= ∅ then

8: 6번 행으로 다시 간다.

9: end if

10: v에 대해 (2.5)식을 적용하여, 집합 v에 대하여 최적의 x를 구한다.

11: if x의 부호가 다 같다 then

12: A = A \ w, B = B ∪ w

13: else

14: v+ = {i : xi = 1}, v− = {i : xi = −1}, S = S ∪ (ztx, v−, v+). ztx값이 클수록

더 쪼개질 가능성이 큰 집합에 해당한다.

15: end if

16: end for

17: k = k + 1

18: end while
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Chapter 3

GIRP 알고리즘의 문제점

1장에서 언급한 대로, 후버 손실함수 하에서 GIRP 알고리즘을 통해 구한 해가 순서 제

약 조건을 만족하지 않을 수 있다. 후버 손실함수는 미분가능한 볼록함수이고, 다음과 같이

정의된다. 여기서

li(ŷi) =


(ŷi−yi)2

2 |ŷi − yi| < δ

δ(|ŷi − yi| − δ
2) |ŷi − yi| ≥ δ

표 3.1에 제시된 63개의 자료값과 표 3.2에 제시된 97개의 순서 제약 조건을 생각하자. 표

3.2의 순서쌍 (i, j)는 ŷi ≤ ŷj인 제약조건을 의미한다.

Table 3.1: 반례 자료

인덱스 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20

자료값 5 6 5 5 6 5 7 6 7 8 4 5 5 7 7 2 5 5 2 8

인덱스 21 22 23 24 25 26 27 28 29 30 31 32 33 34 35 36 37 38 39 40

자료값 2 1 5 4 7 4 6 3 6 6 2 8 6 4 5 9 3 4 6 5

인덱스 41 42 43 44 45 46 47 48 49 50 51 52 53 54 55 56 57 58 59 60

자료값 3 6 2 4 2 5 5 5 5 5 6 7 1 3 5 6 4 5 3 3

인덱스 61 62 63

자료값 5 4 3
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Table 3.2: 반례 자료의 순서 제약 조건

순서 제약조건

(3,8) (7,9) (2,11) (3,11) (4,11) (12,13) (11,14)

(2,15) (4,15) (7,15) (4,16) (5,16) (8,16) (14,17)

(13,18) (2,19) (9,19) (13,20) (17,21) (8,22) (21,22)

(6,23) (7,23) (10,23) (9,24) (15,24) (21,24) (8,26)

(9,26) (15,26) (21,26) (4,28) (6,28) (19,28) (22,30)

(24,30) (26,30) (6,31) (10,31) (18,32) (13,33) (25,33)

(6,34) (15,34) (19,34) (6,35) (19,35) (24,35) (5,37)

(30,37) (1,38) (18,38) (20,38) (18,39) (20,39) (25,40)

(27,40) (32,41) (33,41) (36,43) (29,44) (20,45) (27,45)

(41,45) (27,46) (20,48) (41,48) (29,49) (36,49) (42,51)

(46,51) (40,53) (45,53) (42,54) (47,56) (40,57) (51,57)

(40,58) (41,58) (6,59) (10,59) (55,59) (56,59) (6,60)

(10,60) (55,60) (56,60) (6,61) (10,61) (55,61) (56,61)

(39,62) (46,62) (48,62) (53,62) (58,62) (52,63)

이 자료에 GIRP 알고리즘을 적용하여 분할된 집합들을 노드들로 설정하여, 그림 3.1에

나무구조로 표현했다. 이 때, 나무의 각 노드에 담긴 값들은 원자료의 인덱스를 의미하며,

괄호 안에 있는 값은 분할된 집합에서 최적해를 의미한다. 후버 손실함수에서의 δ값은 0.9

로 하였다. 그림 3.1에서 점선 테두리를 가지는 노드가 문제가 되는 노드이다.
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Figure 3.1: GIRP 알고리즘의 문제 상황

먼저 29번째 자료값인 6과 44번째 자료인 4를 가지는 노드는 4.9에서 5.1 사이의 모든

해가 최적해가 될 수 있다. 이 때, 해를 5.1이라고 하면 순서제약 조건을 위배하게 된다.

30번째 자료값인 6과 37번째 자료값인 3을 가지는 노드는 3.9에서 5.1 사이의 모든 해가

최적해가 될 수 있는데, 해가 3.9라고 하면 역시 순서제약 조건을 위배하게 된다. 즉, 이들

노드가 속한 서브트리(subtree)의 조상노드를 거슬로 올라가지 않으면 순서 제약을 만족

하는지 확신할 수 없으며, 이는 GIRP의 재귀적 분할 방법이 손실함수가 볼록함수일 때

최적해를 준다는 주장에 위배된다.

이는 Luss and Rosset (2014)의 Theorem 1 증명에 오류가 있기 때문이다. 해당 정리의

주장과 그 증명을 먼저 아래에 제시한다. 블록은 적합치가 같은 자료점들의 집합이다. 최적

블록은 문제 (2.2)의 최적해(ŷ∗)로 구성한 블록을 의미한다. 즉, 최적해 ŷ∗ = (ŷ∗1, ..., ŷ∗n)

중에 같은 값을 갖는 원소들이 하나의 블록으로 묶인다.
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Theorem 1. V가 최적 블록들의 집합 일때, 선형계획법 문제 (2.7)식을 풀어서 얻어지는

절단(이하 알고리즘 절단)으로는 V에 속하는 임의의 최적 블록을 분할할 수 없다.

Proof. Ṽ를 V의 원소들의 합집합이라고 정의할 때, 집합 L,U ,M을 아래와 같이 정의한다.

(1) L : Ṽ의 원소 중 알고리즘 절단 아래에 있는 원소들의 집합

(2) U : Ṽ의 원소 중 알고리즘 절단 위에 있는 원소들의 집합

(3) M : V의 원소 중에서 알고리즘 절단에 의해 쪼개지는 블록들의 집합

여기서 알고리즘 절단 위에 있는 원소는 문제 (2.7)을 푼 결과 xi = 1이 나오는 원소를 의미

하고, 절단 아래에 있는 원소는 xi = −1이 나오는 원소를 의미한다. 임의의 블록 X에 대해

wX = argmin
z

∑
i∈X li(z)로 정의한다. V안에 S개의 최적 블록이 있다고 할 때, 각각의 최적

블록을 Vi(i = 1, ..., S)으로 표현하면, wV = argmin
z

∑S
j=1

∑
i∈Vj

li(z)로 정의한다. 두 블록

A,B에 대해 A � B는 wA ≤ wB를 의미하고, A ≺ B는 wA < wB를 의미한다. 증명은 분

할되는 블록이 존재한다고 가정할 때, 모순이 발생함을 보이는 방식으로 진행된다. 가정상

분할되는 블록이 존재하므로, M의 원소 중 적어도 하나는 분할된다. 분할되는 블록들이 K

개있다고할때, M1 �M2 � ... �MK를만족하도록,블록Mi ∈M에순서를정한다.이제,

블록 Mi(i = 1, ..., K)에서 MU
i 는 Mi에서 알고리즘 절단 위에 있는 원소들을 모은 집합이

고, ML
i 은 Mi에서 알고리즘 절단 아래에 있는 원소들을 모은 집합이다. 즉 MU

i = Mi ∩ U

이고, ML
i = Mi ∩ L이다. 더 나아가, U에서 가장 작은 최적 적합치를 갖는 공집합이 아닌

블록을 AU1로정의하고, L에서가장큰최적해를갖는공집합이아닌부분집합을 ALK이라고

정의하자. Mi의 정의에 의해 다음이 성립한다.

wM1 ≤ wMK
(3.1)

먼저, M1과 MK는 최적 블록이므로, 다음 두 식이 성립한다.

wML
1
> wMU

1
(3.2)

wML
K
> wMU

K
(3.3)

그 이유는 다음과 같다. 만약, wML
1
< wMU

1
이 성립한다면, ML

1과 MU
1 가 각각 최적 블록이

되어 M1이 최적 블록이라는 가정을 위배하게 된다. wML
1

= wMU
1
인 경우에는 분할을 해도

(2.2)에서 손실함수값이 감소하지 않기 때문에, 분할을 하지 않는다. MK에 대해서도 같은

논리를 적용하면 wML
K
≤ wMU

K
가 성립할 수 없다.
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한편, li는 볼록함수여서
∑
i∈AU

1
li(z)도 볼록함수이고, 볼록함수의 초평면 부등식에 의

하여 아래의 식이 성립한다.

∑
i∈AU

1

li(wAU
1

) ≥
∑
i∈AU

1

li(wV ) + (wAU
1
− wV )

∑
i∈AU

1

∂li
∂ŷi

(wV ) (3.4)

이때, wAU
1
의 정의에 의해, ∑

i∈AU
1
li(wAU

1
) ≤ ∑

i∈AU
1
li(wV )이 성립하므로, 다음의 부등식을

얻는다.

(wAU
1
− wV )

∑
i∈AU

1

∂li
∂ŷi

(wV ) ≤ 0 (3.5)

또한, AU1에 대해 다음의 부등식이 성립한다.

∑
i∈AU

1

∂li
∂ŷi

(wV ) ≤ 0 (3.6)

그 이유는 다음과 같다. 만일 ∑
i∈AU

1
∂li
∂ŷi

(wV ) > 0이면, 문제 (2.7)에서 ztx를 최소로

하려면 AU1의 모든 원소 i에 대해 xi = −1이고, AU1 ⊂ L이어야 한다. 왜냐하면, AU1가 U

에서 가장 작은 최적해를 갖는 블록이기에, 이 집합이 L에 가도 문제 (2.7)의 순서제약을

위배하지 않기 때문이다. 이때, L ∩ U 6= ∅이 되어, 모순이 발생한다. 식 (3.5)와 식(3.6)

으로부터, wAU
1
≥ wV가도출된다.정의에의해, wMU

1
≥ wAU

1
이성립하고,식 (3.2)를이용하

면, wM1 > wV가 성립한다. 마찬가지 논리로 wMK
< wV가 도출되고, 따라서, wM1 > wMK

가 성립한다. 그러나 이는 부등식(3.1)과 모순된다. 그러므로 분할되는 블록이 존재하지

않는다.

이 증명에서 오류는 식(3.5)에서 식(3.6)을 이용하여 wAU
1
≥ wV를 도출하는 부분에 있

다. 만약 ∑
i∈AU

1
∂li
∂ŷi

(wV ) = 0이 될 때, wAU
1

= argmin
z

∑
i∈AU

1
li(z)가 유일하지 않다면, wAU

1

와 wV사이의 대소관계에 대해 어떠한 결론도 도출할 수 없다. 후버 함수에서 이런 이유로

인해 반례가 발생하고, 일반적인 볼록함수에 대해서 위 정리가 성립하지 않게 된다. 또한

최종 분할까지 가는 과정에서 나오는 중간 분할 결과물들이 순서 제약을 만족한다는 해당

논문의 Theorem 2도 Theorem 1을 바탕으로 하고 있으므로 오류이다.

이를 해결하기 위해서는 임의의 집합 X에 대해 wX가 유일해야 한다. 이는 함수 li가

모든 i에서 순볼록 함수이면서 강압적 함수, 즉 lim
|x|→∞

li(x) = ∞일 때 가능한 조건이다. 순

볼록 함수의 합도 순볼록 함수가 되고, 강압적 함수의 합도 강압적 함수가 된다. 그렇기에
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li가 순볼록이고 강압적 함수이면, 임의의 집합 X에 대해
∑
i∈X li(x)도 순볼록이고 강압

적 함수가 된다. 강압적 함수이고 연속함수이면 함수값이 최솟값이 되는 해가 정의역에

존재한다는 것이 알려져 있고(Lange, 2016), 볼록함수는 연속함수라는 사실을 추가적으로

이용하면, ∑
i∈X li(x)는 최솟값이 되는 해가 정의역에 존재하고, 순볼록 함수라는 사실에

의해 이 최솟값은 유일하다.

결론적으로, li가 순볼록 함수이고, 강압적 함수가 되면, 첫번째 정리의 증명에서 발생

하는 오류를 방지할 수 있고, GIRP 알고리즘을 사용하여 최적해를 구할 수 있다. 후버

손실함수는 강압적이나 순볼록함수가 아니기에 GIRP 알고리즘에서 현재 분할 시점에서

이전의 분할을 고려할 필요가 없다는 Theorem 1의 결과를 사용할 수 없고, 최적해를 도출

하려면 조상 노드의 분할을 고려해야 하는 상황이 발생할 수 있다.
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Chapter 4

근위 거리 알고리즘

이 장에서는 근위 거리 알고리즘을 소개하고, 이를 이용해 등위회귀함수 추정 문제를

푸는 과정을 제시하였다.

근위 거리 알고리즘은 유클리드 공간에서 해가 볼록이고 닫힌 제약집합 C에 속해 있는

경우에, 이 제약 하에 손실함수를 최소화하는 해를 구하는 알고리즘이다. 이 때, 해가 C에

속하는 상황은 유클리드 거리함수를 사용해서 나타낼 수 있는데, dist(ŷ, C) = min
y∈C
||ŷ − y||

가 0이 되면 벡터 ŷ가 C에 속하는 것과 동치가 된다. 이런 성질과, 0에서의 미분가능성을

확보하기 위해 거리함수를 오차제곱함수를 사용한다.

min
ŷ
{l(ŷ) + λ

2 dist2(ŷ, C)} = min
ŷ
{l(ŷ) + λ

2 ||ŷ − PC(ŷ)||2}, λ > 0 (4.1)

여기서 l(ŷ) = l(ŷ, y), PC(ŷ) = argmin
u∈C

||u − ŷ||는 ŷ의 C공간으로 사영을 의미하며, λ는

적당히 큰 값으로 정한다. C가 닫혀있고, 볼록집합일때, PC(x)는 C에 속하며 유일하다는

것이 알려져 있다. 임의의 벡터 x에 대하여 ||ŷ − PC(ŷ)|| ≤ ||ŷ − PC(x))||가 성립하므로,

MM 알고리즘에서 f(ŷ)의 대리함수 g(ŷ|x)를 다음과 같이 정의할 수 있다.

g(ŷ|x) = l(ŷ) + λ

2 ||ŷ − PC(x)||2 (4.2)

이때, f(ŷ) = l(ŷ) + λ
2 dist2(ŷ, C) ≤ g(ŷ|x) ∀ŷ이 되며, ŷ = x가 되면 등호가 성립한다.

이를 이용하여, x = xm일때, xm+1를 g(ŷ|xm)값을 최소로 하는 해라고 하면, 아래와 같은

부등식이 성립한다.

f(xm+1) ≤ g(xm+1|xm) ≤ g(xm|xm) = f(xm) (4.3)
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즉, g(ŷ|xm)을 최소로 하는 해를 반복적으로 구함으로써, f(ŷ)값을 점차 작게 할 수 있다.

근위거리알고리즘의핵심은 2가지이다.하나는 m번째작업에서 g(ŷ|xm)을최소로하는

해 xm+1를 구하는 작업이고, 다른 하나는 최소화한 해를 C공간으로 사영한 값을 바탕으로

다시대리함수 g(ŷ|xm+1)을정의하는것이다.그리고,이런작업을반복적으로하여식 (4.1)

의 우변을 주어진 λ에 대해 최소화한다. 이제 λ → ∞으로 두고, 이 최소화 작업을 계속하

면, 최종적으로 C에서 l(ŷ)를 최소화하는 해를 구할 수 있게 된다. 만약 l이 볼록함수이면,

그 해는 전역 최소해가 된다. 최소화해야하는 함수를 살펴보면, λ가 작으면 손실함수 l을

최소화하는데 더 초점이 맞춰지고, λ가 무한대로 갈수록 해가 C안에 있도록 하는데 초점

이 더 맞춰진다. 그렇기에 초기에 λ를 너무 크게 잡으면 손실함수를 최소화하지 못하면서

C안에만 속하는 해를 구하게 된다. 그렇기에, 실제 알고리즘을 수행시 매번 반복시에 λ

값을 키워가면서 초기에는 해가 손실함수를 최소화하는 값이 되도록 하면서 점차 C안에

속하도록 만들어주는 방법을 사용해야 한다.

위의 과정에서 첫번째 작업인 xm+1을 구하는 작업은 근위사상(proximal map)으로 표

현할 수 있다.

proxl(y) = argmin
x
{l(x) + 1

2 ||y − x||
2} (4.4)

이때,

proxλ−1l(y) = argmin
x
{λ−1l(x) + 1

2 ||y − x||
2} = argmin

x
{l(x) + λ

2 ||y − x||
2} (4.5)

와 같고, 이를 이용해 xm+1 = proxλ−1l(y)로 표현할 수 있다. 즉 첫번째 작업은 함수 λ−1l의

근위 사상을 찾는 문제가 된다.

두번째 작업은 xm+1을 C공간으로 사영하는 작업인데, 이는 결국 아래의 문제를 푸는

것과 같다.

PC(xm+1) = argmin
y∈C

||y − xm+1||2 (4.6)

C가 순서제약집합일 때, 이 문제는 오차제곱 손실함수 하에서의 등위회귀함수 추정과 동

등하므로, 2장의 방법론을 적용할 수 있다.

근위거리 알고리즘은 근위사상과 관련된 방대한 결과들을 사용할 수 있고, l이 미분

불가능한 함수여도 적용가능하며, C가 볼록집합이 아니여도 되는 등 다양한 장점이 있다.
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Algorithm 4에는 위의 내용을 종합하여, 근위 거리 알고리즘을 이용하여 등위회귀함수를

추정하는 의사 코드를 작성하였다.

Algorithm 4 근위 거리 알고리즘을 이용한 등위회귀함수 추정
Require: 자료가 (x1, y1), ..., (xn, yn), y = (y1, y2, ..., yn) 주어지고, 부분적으로 순서 제약

공간(C)이 주어진 경우

Require: f(ŷ) = l(ŷ) + λ
2dist

2(ŷ, C) 대한 대리함수 g(ŷ|x) = l(ŷ) + λ
2 ||ŷ − PC(x)||2 를

구하고, 근위사상(proximal map)를 구한다. proxl(y) = argmin
x

(l(x) + λ
2 ||x − y||

2) =

proxλ−1l(y), PC(x)는 x를 C공간으로 사영한 값.

초기 해 ŷ0를 y로 한다. L은 순서 제약 조건이 담긴 행렬이다. ŷprev에 ŷ0를 저장한다.ε

은 작은 값으로 설정한다.

1: while 수렴 do

2: λ의 값을 증가시킨다.

3: xnew = proxλ−1l(ŷprev)

4: 제곱 손실함수하에서 ŷnew = GIRP (xnew, L)를 구한다.

5: if mean(|ŷnew − ŷprev|) ≤ ε then

6: 반복문을 종료한다.

7: else

8: ŷprev = ŷnew로 업데이트 하고, 다시 반복문을 시작한다.

9: end if

10: end while
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Chapter 5

실험결과

본 논문의 실험은 줄리아 0.6.0 버전을 사용하였으며, GIRP에서의 선형 계획법 문제

(2.7)은 Cbc v0.3.2 패키지를 이용해서 계산하였다. 실험의 계산은 1개의 Intel(R) Xeon(R)

CPU E5-2650 v4 @ 2.20GHz CPU에서의단일코어를사용하였고, 252GB메모리를가지는

서버 환경에서 수행하였다.

우선, 2장에서 소개된 2가지 알고리즘의 이론상의 시간 복잡도를 실제 알고리즘에 적

용하여 확인해보았다. 복잡도 계산을 위해서 Luss and Rosset (2014)에서 사용한 포아송

분포에서 추출된 표본들을 이용해 시뮬레이션을 하였다. 다음으로는, 절대오차 손실함수

와 후버 손실함수에 대하여 근위거리 알고리즘을 적용하였다. 실제 구현 과정에서는 파라

메트릭 탐색 알고리즘의 속도가 느려서 GIRP 알고리즘만 적용하였고, 근위사상의 경우

결과물만 제시하고, 결과물의 구체적인 도출과정은 부록에 담았다.

5.1 기존 알고리즘 비교

파라메트릭 탐색 알고리즘의 경우, 이론상으로 O(mn log n2/m)의 시간 복잡도를 가지

는데,자료의크기가커질수록,속도가많이저하되는현상이보였다.이밖에도,기본적으로

이알고리즘은추정값이정수라는제약조건하에,특정범위안에있다는제약을설정하는데

이역시실제추정값의많은차이를발생시켰다.우선,이알고리즘의속도향상은추정값이

될 수 있는 모든 후보값을 다 탐색하는 것이 아니라, 현재 탐색하는 두 값의 중간값을 탐

색하는 방식으로 탐색하는 후보값들의 수를 줄임으로써 달성된다. 하지만, 현재 탐색하는

30



값이 앞에서 언급된 중단점이 되는지 여부를 판단하는 부분에 대해 Gallo et al. (1989)에서

자세히 다뤄지지 않고 있다. 중단점의 특성상 주위 점들의 값들을 살펴봐야할 필요성이

있어보이나, 이렇게 하면 이 알고리즘의 속도가 느려진다. 또한, 이 알고리즘은 추정값이

특정 범위 안에 있음을 전제함을 입력값으로 주어진 상태에서 최적해를 구하는데, 범위가

바뀔 때마다 결과물이 크게 달라지는 경향성을 보인다. 마지막으로, 이 알고리즘은 구현에

있어서 최근에 나온 GIRP 방법에 비해 복잡한 편이다.

GIRP 알고리즘의 경우, 이론상으로 O(n3)의 시간 복잡도를 가지는데, 실제 포아송 분

포에서 추출된 표본들을 이용해 시뮬레이션 해본 결과,전체 자료를 다 탐색하지 않고, 매

단계별로 시행되는 선형 계획법 솔버 작동에 걸리는 시간이 단축되는 데에서 계산 시간이

크게 감소한 것으로 보인다. 이후 시뮬레이션 자료와 실제 자료에 적용에는 GIRP 알고리

즘만 사용하였으며, λ값은 1.1에서 1.2 사이의 값을 주로 사용하였고 포아송 손실함수의

경우에는 20을 사용하였다.

Table 5.1: 두 알고리즘의 구현 속도 비교(단위 : 초)

자료크기 파라메트릭 탐색 GIRP

100 1.769 0.031

200 6.286 0.073

300 59.91 0.082

5.2 근위거리 알고리즘 구현

Luss and Rosset (2014)에 제시된 2 종의 시뮬레이션 예제에 대하여 GIRP를 적용한 결

과물과 GIRP를 사용한 근위거리 알고리즘으로 얻은 결과물이 유사함을 보임으로써 실제

근위거리 알고리즘이 잘 작동함을 보이고자 한다. 각각의 시뮬레이션에서 학습에는 3000

개의 자료를 사용하고, 테스트에는 1000개의 자료를 사용하였다. 그리고 10번의 서로 다른

시뮬레이션을 통하여, 나온 테스트 자료의 예측 에러값들의 평균과 표준편차를 계산한 결

과물을 제시하였다.
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먼저 표 5.3은 균등분포에서 생성된 자료를 바탕으로 순서제약 조건을 만들고, 포아송분포

에서 생성된 자료를 이용하여 얻은 결과물이다. 0에서 10 사이의 값을 갖는 균등분포에서

차원의 크기 d 만큼의 자료 xi = (xi1, ..., xid)를 뽑은 후, Πj
√
xij를 포아송분포의 평균으로

하는 분포에서 자료 1개를 뽑아 yi라고 한다. 그리고 xi를 통해 순서 제약 조건을 만든다.

표 5.5는 균등분포에서 생성된 자료를 바탕으로 순서제약 조건을 만들고, 정규분포에서 생

성된 자료를 이용하여 얻은 결과물이다. 0에서 3 사이의 값을 갖는 균등분포에서 차원의

크기 d만큼의자료 xi = (xi1, ..., xid)를뽑은후, Πjxij를평균으로하고, d2을분산으로하는

정규분포에서 자료 1개를 뽑아 yi라고 한다. 그리고 xi를 통해 순서 제약 조건을 만든다.

GIRP 알고리즘의 경우, 학습오차를 가장 최소로 하는 마지막 모델을 이용하여, 테스트

자료의 예측값을 도출하였다. 결과물을 살펴보면, 포아송 손실함수에 대해 GIRP 알고리

즘을 적용한 결과물과 근위거리 알고리즘을 적용한 결과물이 같고, 오차제곱 손실함수의

경우에서도 같다. 절대오차 손실함수는 GIRP 알고리즘으로 구현이 불가하지만, 근위거

리 알고리즘으로 계산이 되기에 추가했다. 3장에서 살펴봤듯이, 후버 손실함수는 GIRP

알고리즘으로 항상 최적해를 구할 수 없지만, 근위거리 알고리즘으로 계산이 가능하다. 후

버 손실함수의 경우 δ 값을 0.9로 설정하였다. 이를 통하여 본 논문에서 구현한 근위거리

알고리즘이 정상적으로 작동하고 있음을 확인할 수 있다.

Table 5.2: 손실함수 정리

손실함수 종류 식

포아송 손실함수 li(ŷi) = ŷi − yi ln ŷi
오차제곱 손실함수 li(ŷi) = (ŷi − yi)2

절대오차 손실함수 li(ŷi) = |ŷi − yi|

후버 손실함수 li(ŷi) =


(ŷi−yi)2

2 |ŷi − yi| < δ

δ(|ŷi − yi| − δ
2) |ŷi − yi| ≥ δ
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Table 5.3: 포아송 분포 시뮬레이션 자료에 적용한 사례 : 평균(표준편차)

Model 1 : yi ∼ Poisson(Πj
√
xij) with xij ∼ U [0, 10]

차원

손실함수 방법 2 3 4 5 6

포아송
GIRP 2057.58 (39.79) 2474.03 (35.53) 3134.40 (58.00) 6495.45 (404.37) 28765.13 (1286.10)

근위거리 2057.58 (39.79) 2474.03 (35.53) 3134.40 (58.00) 6495.45 (404.37) 28765.13 (1286.10)

오차제곱
GIRP 4.529 (0.266) 10.75 (0.78) 39.03 (3.42) 430.37 (71.15) 6659.08 (625.50)

근위거리 4.529 (0.266) 10.75 (0.78) 39.03 (3.42) 430.37 (71.15) 6659.08 (625.50)

절대오차 근위거리 1.621 (0.06) 2.44 (0.08) 4.35 (0.15) 13.50 (0.617) 57.60 (1.68)

후버 근위거리 1.108 (0.05) 1.83 (0.07) 3.54 (0.14) 11.76 (0.55) 51.43 (1.51)

Table 5.4: 정규분포 시뮬레이션 자료에 적용한 사례 : 평균(표준편차)

Model 2 : yi = (Πjxij) +N(0, d2) with xij ∼ U [0, 3]
차원

손실함수 방법 2 3 4 5 6

오차제곱
GIRP 15.98 (0.62) 83.72 (2.81) 285.67 (9.26) 773.14 (23.71) 1666.77 (68.84)

근위거리 15.98 (0.62) 83.72 (2.81) 285.67 (9.26) 773.14 (23.71) 1666.77 (68.84)

절대오차 근위거리 3.19 (0.05) 7.28 (0.13) 13.50 (0.21) 22.19 (0.27) 32.50 (0.75)

후버 근위거리 2.49 (0.05) 6.16 (0.12) 11.75 (0.19) 19.57 (0.24) 28.84 (0.68)

5.3 실제 자료 적용 사례

5.3.1 이상점 보정하기

Luss and Rosset (2014)에서 사용한 2010년 자동차 연비 자료(Frank and Asuncion,

2010)는 392개의 자료와 7개의 독립변수가 사용되며, 종속변수는 연비(mpg)이다. 이때, 7

개의 변수를 다 사용하여 다중회귀분석을 실시하고, 그때 도출된 각각의 변수별 계수값의

절댓값이 큰 순서대로 변수를 다시 나열한다. 계수값이 음수인 경우에는 해당 독립변수가
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감소할 때 연비가 증가하는 관계가 됨으로, 이를 본 논문에서처럼 독립변수가 증가할 때,

종속변수가 증가하는 제약 형태로 바꾸기 위해, 해당 독립변수의 값에 -1을 곱한 값을 사용

하여 순서제약을 준다. 이러한 전처리 작업 후, 변수를 차례대로 하나씩 증가시켜 가면서

검증자료에 대한 평균제곱오차(mean squared error, 이하 MSE) 값을 정리하였다. 검증자

료는 10-fold cross-validation방법으로추출하였다.그다음학습자료에서임의의값을하나

뽑아서 77으로 이상점을 만들어주고, 새로 생긴 이상점의 회귀함수 추정값이 주변의 5개

값보다 작다는 제약조건을 추가한다.

아래 테이블 결과물을 살펴보면, 변수가 1개에서 점차 증가하면서 선형회귀분석 방법

보다 등위회귀함수에서의 MSE가 더 작아짐을 알 수 있다. 하지만 변수가 더 많아질수록,

모든 차원의 값이 다 커야 순서 제약이 성립하므로, 순서 제약 조건이 적어지고, 이로 인해

학습자료에서의 과적합 현상이 일어난다. 왜냐하면 아무런 제약이 없을 때, 가장 손실함

수를 작게 해주는 값은 자료값 그 자체를 추정값으로 하는 것이기 때문이다. 이로 인해

선형회귀분석 방식은 변수가 늘어날수록 MSE가 계속 감소하지만, 등위회귀분석 방식은

변수가 많아질수록 MSE 값이 다시 커지는 현상을 보인다. 여기서 후버 손실함수의 δ값은

1.65로 하였다.

Table 5.5: 자동차 자료 이상점 추가시 검증자료 MSE

변수개수 선형회귀 Isotonic L2 Isotonic huber Isotonic L1

1 41.64 44.28 44.16 44.07

2 27.28 25.00 24.89 24.87

3 16.26 14.08 13.90 14.03

4 16.58 14.27 14.11 14.21

5 15.99 16.85 16.44 16.91

6 15.82 17.49 16.44 16.67

7 12.89 33.45 33.10 33.04

등위회귀함수에서는후버손실함수를사용했을때,오차제곱이나절대오차손실함수의

경우보다 MSE가 상대적으로 낮았다. 그리고 등위회귀함수에서는 변수 3개를 쓰고, 후버
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(a) 변수 7개의 중회귀함수

x축은 추정값, y축은 실제값

(b) 변수 4개 등위회귀함수(후버 손실함수)

x축은 추정값, y축은 실제값

Figure 5.1: 이상점 있을 때의 학습자료 예측결과

손실함수를 사용한 경우 MSE가 가장 낮게 나왔다. 한편, 7개 변수를 다 쓴 회귀분석에서의

MSE값이 전체적으로 낮았는데, 실제 그림을 그려보면 추정값들이 이상점에 의해 영향을

받아 전체적으로 값들이 과대평가되는 문제점이 있는 것으로 나온다. 아래 그림은 실제

mpg값이 25.5인값을 77로만들었을때,중회귀분석과 4개변수하의등위회귀분석(후버손

실함수)의 학습자료 추정값과 실제값을 산점도로 나타낸 그림이다. 중회귀분석 결과물을

보면이상점을제외한값들이대체로기울기가 1인선아래쪽에위치해있다.이는추정값이

실제값보다큼을의미하고,과대평가되는문제를보여준다.반면에등위회귀분석결과물은

대체로추정값이기울기가 1인선주변으로분포되어있어,추정값과실제값을잘반영하고

있으며, 이상점의 영향을 받지 않는다.
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Chapter 6

결론

근위거리알고리즘을이용한방법은근위사상과오차제곱손실함수하에서등위회귀함

수를추정하는기존알고리즘을결합하여,등위회귀함수에사용가능한손실함수의범위를

확장시켰다. 특히, 부분적으로 순서 제약 조건이 주어진 상황에서, 기존에 적용하기 어려웠

던 절댓값 손실함수나 힌지 손실함수를 사용할 수 있게 되었고, 자료 각각에 대한 최적해를

구하는 방식으로 구현이 되기 때문에, 후버 손실함수에 GIRP 알고리즘을 적용했을 때 생

기는 문제점도 해결할 수 있다. 즉, 다양한 손실함수 하에서 실수해를 구할 수 있게 되었다.

이를 통해, 변수가 적을 때, 순서제약이 있는 회귀선을 추정하는데 기존의 선형회귀분석

방식보다 MSE값이 작았으며, 이상점이 존재할 때에도 회귀함수가 이상점의 영향을 받지

않는 점을 확인할 수 있었다.

본 논문에서는 근위사상을 적용한 방법론과 일부 예제를 소개했는데, 소개하지 않은

손실함수에 대해서도 근위사상이 쉽게 계산 가능하면 적용 가능하다. 또한, 등위회귀함수

의 손실함수 범위를 확장시킬 수 있는 다른 방법이 제안된다면, 속도와 안정성 측면에서

어떤 방법이 더 효율적인지를 검증해볼 필요가 있다. 한편, 이 알고리즘은 병렬처리 방식을

이용하여, 큰 자료를 적용할 때 빠른 속도로 작동하도록 개선될 여지가 있다.
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부록

Example 1 (포아송 손실함수). f(ŷ) = ∑n
i=1(ŷi − yi ln(ŷi))일때, yi에서의 근위사상은

(λyi − 1) +
√

(λyi − 1)2 + 4λbi/(2λ)이 되고, bi 는 i번째 자료 값을 의미한다.

Proof. ŷ = (ŷ1, ŷ2, ..., ŷn)에서, 벡터의 미분은 각각의 원소로 미분하기에, 임의의 원소에

대한 결과물만 살피면 된다. 이 때, 최적해인 ŷi
∗는 0 = 1

λ
(1 − bi

ŷi
) + (ŷi − yi)을 만족해야

한다. 이를 정리하면 λŷ2 + (1 − λyi)ŷi − bi = 0이 되고, 근의 공식에 의해 이차방정식의

해가 2개가나오는데,그중하나는음수이고,하나는양수인데,포아송분포는양수의값만

가능하므로, 둘 중에 양수만을 택한다.

Example 2 (오차제곱 손실함수). f(ŷi) = ∑n
i=1(ŷi − bi)2일때, yi에서의 근위사상은

ŷi = (2bi + λyi)/(2 + λ)이 되고, bi 는 i번째 자료 값을 의미한다.

Proof. ŷ = (ŷ1, ŷ2, ..., ŷn)에서, 벡터의 미분은 각각의 원소로 미분하기에, 임의의 원소에

대한 결과물만 살피면 된다. 이 때, ŷi의 최적해인 ŷi
∗는 0 ∈ 1

λ
2(ŷ − bi) + (ŷi − yi)이라는

조건식을 만족해야하는데, 이를 정리하면, 위의 결과물이 도출된다.

Example 3 (절대오차 손실함수). f(ŷ) = ∑n
i=1 |ŷi − bi| 일때, yi에서의 근위탐색은 ŷ∗i =

sgn(yi − bi) max(0, |yi − bi| − 1
λ
) + bi이고, 여기서 ŷ = (ŷ1, ŷ2, ..., ŷn)이고, bi 는 i번째 자료

값을 의미한다.

Proof. ŷ = (ŷ1, ŷ2, ..., ŷn)에서, 벡터의 미분은 각각의 원소로 미분하기에, 임의의 원소에

대한 결과물만 살피면 된다. 그래서 ŷi의 최적값을 구하는 과정만 증명하면 충분하다. ŷi
의 최적해인 ŷi

∗는 0 ∈ 1
λ
∂f(ŷi) + (ŷi − yi)이라는 조건식을 만족해야하는데, 이때 ∂f(ŷi)는

f(ŷi)의보조미분(subdifferential)을의미한다.이때, ŷi∗가 bi와다를때와같을때,조건식은

다르게 표현되기 때문에, 이 2가지 경우를 각각 살펴보고자 한다.
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먼저, 첫번째 경우로 ŷi
∗ 6= bi인 경우, ∂f(ŷi∗) = sgn(ŷi∗ − bi)로 표현되고,그러므로

0 = 1
λ

sgn(ŷi∗− bi) + (ŷi∗− yi)가 되어, ŷi∗ = yi− 1
λ

sgn(ŷi∗− bi)가 된다. 이때, 아래와 같은

이유로 sgn(ŷi∗− bi)는 sgn(yi− bi)와같아져서이경우에는 ŷi
∗ = yi− 1

λ
sgn(yi− bi)가된다.

(|ŷi∗ − bi| > 0⇔ |yi − bi| >
1
λ

)⇔


ŷi
∗ > bi ⇔ ŷi

∗ = yi − 1
λ
> bi ⇔ yi − bi > 1

λ

ŷi
∗ < bi ⇔ ŷi

∗ = yi + 1
λ
< bi ⇔ yi − bi < − 1

λ

두번째 경우는 ŷi
∗ = bi인 경우인데, 이때, 0 ∈ 1

λ
[−1, 1] + ŷi

∗ − yi가 성립하고, 여기서

[−1, 1]은 -1에서 1사이의 값을 의미한다. 그러므로 0 ∈ 1
λ
[−1, 1] + bi − yi가 되고, 이는

yi − bi ∈ 1
λ
[−1, 1]와 동치가 되고 이는 다시 |yi − bi| ≤ 1

λ
과 동치가 된다.

위의 결과를 종합하면, 다음의 결과물이 나온다.

ŷi
∗ =


bi |yi − bi| ≤ 1

λ

yi − 1
λ

sgn(yi − bi) |yi − bi| > 1
λ

이를 한줄로 정리하면 y∗i = sgn(yi − bi) max(0, |yi − bi| − 1
λ
) + bi가 된다.

Example 4 (후버 손실함수).

f(ŷi) =


(ŷi−bi)2

2 |ŷi − yi| < δ

δ(|ŷi − | − δ
2) |ŷi − yi| ≥ δ

yi에서의 근위사상은

ŷ∗i =



(yiλ+ bi)/(λ+ 1) bi − (1 + 1
λ
)δ ≤ yi ≤ bi + (1 + 1

λ
)δ

(yi − 1
λ
δ) yi ≥ bi + (1 + 1

λ
)δ

(yi + 1
λ
δ) yi ≤ bi − (1 + 1

λ
)δ

이 되고, bi 는 i번째 자료 값을 의미한다.

Proof. 여기서도 i번째 최적해인 ŷ∗i는 0 ∈ 1
λ
∂f(ŷ∗i ) + ŷ∗i − yi를 만족해야한다.

먼저, |ŷ∗i − bi| < δ 인 경우 0 = 1
λ
(ŷ∗i − bi) + ŷ∗i − yi이 성립하고, 이를 정리하면 첫번째

경우가 나온다. 이때, 이를 대입해 다시 |ŷ∗i − bi| < δ를 yi에 대한 부등식으로 정리하면,

bi − (1 + 1
λ
)δ ≤ yi ≤ bi + (1 + 1

λ
)δ가 나온다.
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두번째로, ŷ∗i − bi ≥ δ인 경우, 0 = 1
λ
δ+ ŷ∗i − yi가 성립하고, 이를 정리하면, ŷ∗i = yi− 1

λ
δ가

되고, 이를 다시 두번째 경우에 적용하면, yi ≥ bi + (1 + 1
λ
)δ가 나온다.

마찬가지로, 세번째 경우는 두번째 경우와 마찬가지 방식으로 적용하면 도출된다.

Example 5 (힌지 손실함수). f(ŷi) = max(0, 1− biŷi)일때, yi에서의 근위사상은

ŷ∗i =



yi |yi| > 1

1 1− 1
λ
≤ yi ≤ 1

−1 −1 + 1
λ
≤ yi ≤ −1

yi + bi

λ
−1 + 1

λ
≤ yi ≤ 1− 1

λ

이 되고, bi 는 i번째 자료 값을 의미한다.

Proof. 여기서도, 일변수에 대한 결과물만 도출하면, 다변수에 대해 일반화를 할 수 있기

때문에, 일변수인 경우만 증명한다. ŷ의 최적값을 구하는 과정만 증명하면 충분하다. ŷ의

최적해인 ŷ∗는 0 ∈ 1
λ
∂f(ŷ) + ŷ − y를 만족해야 하는데, 이때 ŷ는 다음의 3가지 경우 중

하나에 속한다. b는 자료 값을 의미하며 1이거나 -1의 값을 갖는다.

먼저, 1 − bŷ∗ < 0인 경우, f(ŷ∗) = 0이 되고, 그 결과 0 = ŷ∗ − y가 되어 ŷ∗ = y가

된다. 이 때, b = 1인 경우, 1 < ŷ∗가 성립하고, b = −1인 경우 ŷ∗ < −1이 성립하기 때문에

1− bŷ∗ < 0은 |ŷ∗| > 1과 동치가 되고, 이는 다시 |y| > 1과 동치가 된다.

두번째로, 1 − bŷ∗ = 0인 경우,ŷ∗는 0 ∈ 1
λ
[−b, 0] + ŷ − y를 만족해야 하는데, 다음과 같은

경우로 살펴볼 수 있다.
b = 1⇔ ŷi

∗ = 1⇔ y ∈ 1 + 1
λ
[−1, 0]⇔ 1− 1

λ
≤ y ≤ 1

b = −1⇔ ŷi
∗ = −1⇔ y ∈ −1 + 1

λ
[0, 1]⇔ −1 ≤ y ≤ −1 + 1

λ

마지막으로, 1− bŷ∗ > 0인 경우, ŷ∗는 0 = − b
λ

+ ŷ− y를 만족해야 하는데 두번째 경우와

유사한 방식으로 다음과 같이 정리할 수 있다.
b = 1⇔ ŷi

∗ < 1⇔ y + 1
λ
< 1

b = −1⇔ ŷi
∗ > −1⇔ y − 1

λ
> −1

결론적으로 1− bŷ∗ > 0인 경우는 −1 + 1
λ
< y < 1

λ
와 동치가 된다.
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This paper deals with algorithms for solving the problem of estimating isotonic re-

gression functions under partial order constraints. When the cost function is an error

square function, this problem becomes a quadratic programming problem, and an effi-

cient algorithm using a recursive division method is known. Although generalization has

been proposed for the case where the cost function is an arbitrary differentiable con-

vex function, there is an error in applying huber loss function, and it cannot applied to

cost functions that can not be partially differentiated, such as an absolute loss function

and a hinge loss function. In this paper, I show the problems of the generalized-isotonic-

recursive-partitioning(GIRP) algorithm under the huber loss function, explain the cause

of the problem, and present a range of applicable function space.Then, I propose an al-

gorithm that can be applied to the loss functions that can not be solved by previous

algorithms, through the proximity distance algorithm, which is a kind of the MM algo-

rithm. In addition, the theoretical speeds of the two algorithms to be used in projecting

the optimal solution of the upper bound function into a sequence constrained set in the

implementation of the proximal distance algorithm are compared and the actual perfor-

mance is presented through simulation. Finally, I demonstrate the results for estimating

isotonic regression function on real data, under an absolute loss function and a huber loss

function by using the proximal distance algorithm.

Keywords: Isotonic regression,GIRP algorithm,parametric search mincut algorithm,proximal

distance algorithm,MM algorithm
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