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초    록 
 

작은 객체 검출기란 이미지 내 작은 객체에 대한 성능 향상을 목표로 

작은 객체에 특화된 객체 검출기를 의미한다. 이러한 작은 객체 

검출기는 자율주행, 패션, 군사, 보안, 의료와 같은 다양한 산업분야에서 

필요로 하는 중요한 연구 분야로 자리잡아 가고 있다. 

객체 검출기가 작은 객체를 검출하는 성능이 다른 크기의 객체보다 

상대적으로 낮은 성능을 보이는 이유로는 입력 이미지의 크기, 추출된 

이미지 특질의 표현 한계라는 복합적인 원인에 의해 발생된다. 이를 

해결하기 위해 최근 다양한 방법이 연구되어 좋은 성능을 보였지만, 

이로 인해 매우 많은 연산 자원이 필요해지고 End-to-end 학습이 

불가능해지는 등의 문제가 생겼다. 

본 연구에서는 좋은 성능을 유지하면서 매우 많은 연산 자원이나 여러 

단계로 나누어진 학습 과정을 해결하기 위해 초해상도 생산적 적대 

신경망 기반 작은 객체 검출기를 제안한다. 최종적으로 객체 검출기의 

전체 성능 𝑚𝐴𝑃!"" 이 비슷한 수준에서 중간, 작은 객체 성능의 향상이 

됐음을 확인하였다. 

 
주요어 : 작은 객체 검출기, 초해상도 생산적 적대 신경망, 

객체 검출기, 사물 인식, 작은 객체, 관심 영역 

학   번 : 2018-26161 
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제 1 장 서    론 
	

제 1 절 연구의 배경 
 
 
컴퓨터 비전 관련 연구는 Convolution Neural Network (CNN) 

(Krizhevsky et al. 2012)가 발표가 되면서 이미지 특질 추출의 핵심 

요소로 딥 러닝 컴퓨터 비전에 많은 발전을 이루어 냈다. 이는 오랫동안 

정체 되어있던 이미지 분류 문제 (Deng et al. 2009)에 대한 해법으로 수 

많은 연구가 진행되었다. 2015년에는 레이어간 스킵 (skip) 연결을 통해 

성능을 향상시킨 ResNet (He et al. 2016)이 발표되었다. 이 모델은 

사람이 이미지를 분류할 때 생기는 오류율보다 더 적은 오류율을 가지는 

이미지 분류 모델로 처음으로 사람의 이미지 분석 능력을 넘어서는 

모델이 되었다. 

이러한 연구 덕택에 이미지 분류 문제에 대한 문제는 점점 큰 성과를 

거두게 되면서, 연구자들의 연구 방향은 이미지 내 다수의 객체 위치와 

클래스를 분류하는 연구 (Lin et al. 2014)로 자연스럽게 변하기 

시작하였다. 이러한 연구들은 이미지 분류 문제를 해결한 뛰어난 특질 

추출 모델 (backbone)을 기반으로 추가적인 네트워크를 구성하는 

형태로 연구가 되기 시작하였다. 

앞서 언급했던 이미지 내 다수의 객체 위치와 클래스 분류 문제를 

해결하는 모델을 일반적으로 객체 검출기 (object detection)라고 부른다. 

그 동안 이런 객체 검출기 연구는 두 가지 모델에 기반하여 연구되어 
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왔다. 우선, RCNN (Girshick et al. 2014)은 객체 검출기에 기본 틀을 

만들고 선택적 검색 (selective search - Uijlings et al. 2013)을 통해 

제안된 관심 영역 (Region of Interest)의 특질을 추출하는 방법으로 

객체를 성공적으로 검출하였다. 이후 후속 논문인 Fast RCNN (Girshick 

2015), Faster RCNN (Ren et al. 2016)에서는 특질 추출 순서를 

변경하고 모델 속도를 개선하였다. 그리고 관심 영역 제안 방법을 

선택적 검색 방법에서 다른 비율과 스케일을 가지는 앵커박스 (anchor 

box)를 기반으로 하는 네트워크로 대체하면서 속도와 성능 모두를 끌어 

올렸다. 이러한 RCNN 계열 모델들은 크게 다섯 단계의 구성요소로 

이루어져 있다. 이미지의 특질 추출을 위한 특질 추출 모델, 이미지 내 

객체가 있을 것이라 예상이 되는 관심 영역을 제안하는 영역 제안 

네트워크 (region proposal network), 추출된 이미지 특질에서 관심 

영역을 잘라내는 관심 영역 정렬 (RoI Align) 모듈, 관심 영역 

특질로부터 클래스와 바운딩 박스 (bounding box)를 추론하는 예측 

네트워크 (Predict head), 그리고 검출된 중복 객체를 합치는 NMS 

(Non-maximum suppression) 단계로 이루어져 있다. 이와 같은 형태로 

이루어진 모델들을 Two stage 방법 (two stage Method) 모델이라 

부른다.  

한편, Two stage 방법과는 다르게 특질에서 관심 영역을 자르는 

단계를 따로 두지 않고 바로 예측하는 형태의 모델 연구도 활발하게 

진행되었다. Overfeat (Sermanet et al. 2013)는 1x1 컨볼루션 
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(Convolution)을 적극 활용한 슬라이딩 윈도우를 효과적으로 사용하는 

관심 영역 제안 방식을 사용했다. 그러던 중 YOLO (Redmon et al. 

2016)는 객체 검출 방법을 회귀 문제로 재구성하고 End-to-end의 

방식을 사용하여 기존 Two-stage 방법과는 다른 새로운 모델을 

제안하였다. SSD (W. Liu et al. 2015)는 각각 다른 층에서 나온 특질을 

앵커 박스로 추출하는 방식을 새롭게 제안하였다. 지금까지 설명한 모델 

처럼 추출된 특질에서 제안된 관심 영역을 잘라내는 과정없이 바로 특질 

내 앵커박스를 이용하여 객체를 검출하는 모델을 One stage 방법 (one 

stage Method) 모델이라 한다. 

객체 검출기 연구 분야에서 이상과 같은 서로 다른 두 방법들은 

각각의 장단점이 명확하다. One stage 방법의 경우, 관심 영역 제안 

네트워크가 따로 존재하지 않고 특질로부터 바로 추론하는 방식이다. 즉, 

모델의 크기가 작고 연상량이 적기 때문에 상대적으로 Two stage 

방법보다 추론 속도가 빠르지만 저조한 성능을 보이는 특성을 가진다. 

이러한 특성으로 실시간 시스템에 적합하고 모바일 환경에 많이 

사용된다. 반면 Two stage 방법의 경우, 관심 영역 제안 

네트워크로부터 제안 받아 추출된 특질을 자르는 단계로 나누어져 있어 

더 정확한 바운딩 박스 예측과 클래스 분류가 가능하지만 추론 속도가 

느리다는 단점이 있다. 이러한 이유로 Two stage 방법은 추론 속도보다 

정확도가 중요한 시스템 환경에서 많이 사용된다. 

객체 검출기 연구 분야에서 One stage 방법과 Two stage 방법은 
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서로가 추구하는 목표를 가지고 마치 경쟁하듯 현재까지도 지배적인 

연구방법론으로 자리 잡고 있다. 하지만 이처럼 서로 다른 두 방법은 

명확한 목적을 가지고 각각의 형태로 연구되고 있음에도 불구하고, 두 

방법의 모델들은 이미지 내 작은 객체에 대한 성능은 다른 크기의 

객체들에 비해 현저히 낮다는 공통적인 한계점을 가지고 있다. 최근 

MS-COCO (Lin et al. 2014) 데이터셋에 대해 최고 성능을 보이는 

CBNet (Y. Liu et al. 2019)의 경우에도 작은 객체에 대한 mAP가 

35.5이지만 다른 크기 객체(큰 객체, 중간 객체)의 성능은 각각 66.7, 

55.8로 20 이상의 차이를 보이고 있다. 이러한 이유 때문에 작은 

객체가 상대적으로 현저히 낮게 나오는 문제를 해결 하기 위한 연구들이 

보다 심층적으로 진행이 되고 있는데 이러한 연구 분야가 작은 객체 

검출기 (small object detection)라는 분야이다. 

본 연구는 작은 객체 검출기 분야에서 작은 객체에 대한 성능을 낮게 

하는 원인과 개선 문제를 연구 배경으로 삼는다. 그동안 작은 객체에 

대한 성능이 낮은 원인으로 다음과 같은 세 가지 요인이 주로 지적되어 

왔다. 첫번째 원인으로는 입력 이미지 크기와 관련된 것이다. 특질 추출 

모델은 네트워크에서 학습 해야할 매개 변수 수를 줄여 계산 효율을 

높여주고 강건한 (robustness) 특질을 추출 목표로 한다. 이는 특질 

추출 네트워크가 강건한 (robustness) 특질을 추출하기 위해 네트워크를 

깊게 만들게 되고 상대적으로 수용 영역 (receptive field)은 더 넓어져 

작은 객체에 대한 성능이 하락하게 되는 원인이 된다. 이러한 문제를 
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해결하기 위해 특질 추출 네트워크의 깊이는 유지하면서 작은 객체에 

대한 특질 정보를 살릴 수 있는 피라미드 방식의 접근방법들이 많이 

연구되기 시작했다. 피라미드 방식의 접근 방법은 여러가지 형태로 제시 

될 수 있는데, 대표적으로 특질 피라미드와 이미지 피라미드 방법을 

예로 들 수 있다. 특질 피라미드 방법의 대표적인 연구 결과로는 FPN 

(Lin, Dollar, et al. 2017)이 있다. FPN은 작은 객체 정보가 살아있는 

얕은 (shallow) 특질 층을 깊은 (deeper) 특질 층과 합치는 네트워크를 

추가하여 깊은 특질 층에서도 얕은 특질 층에서의 작은 객체 정보를 

유지하는 방법을 제안하였다. 이는 작은 객체 성능을 비약적으로 

향상시킴과 동시에 다른 크기 객체 성능도 소량 개선할 수 있는 

방법으로 수 많은 객체 검출기 모델의 특질 추출기에 기본적인 

구성요소가 되었다. 하지만 입력 이미지의 특질을 단순 업-샘플링 (up-

sampling) 하는 과정에서 특질 정보가 왜곡되거나 소실 된 상태로 

전달되는 문제를 가지고 있다. 이러한 특질 피라미드 방법과는 다른 

형태로 제안되고 있는 연구가 이미지 피라미드 방법에 대한 연구이다. 

대표적으로 SNIP (Singh & Davis 2018)은 입력 이미지를 크기에 따라 

모델을 분리하여 객체 크기 별로 학습하는 방법을 제안하면서 작은 객체 

성능 향상에 큰 기여를 하였다. 후속 논문으로 SNIPER (Singh et al. 

2018)에서 칩이라는 개념을 도입하여 기존 SNIP (Singh & Davis 

2018)의 연산량을 줄이고 성능을 향상시켰다. 하지만 이미지 피라미드 

방법은 입력 이미지를 서로 다른 크기의 이미지를 중복적으로 사용하기 



 

6 
 

때문에 연산량이 많아서 많은 연산 자원과 학습 시간이 필요하다는 

문제가 있다. 

두 번째 원인으로는 데이터셋 문제와 관련된 것이다. 객체 검출 성능 

평가를 위해 사용되는 데이터셋이 작은 객체 성능을 측정하는데 알맞지 

않은 데이터 분포를 가지고 있다. Kisantal et al. 2019은 데이터셋의 

객체 크기 별 분포가 작은 객체를 제외한 다른 크기의 객체를 

학습하는데 더 용이한 점이 있음을 분석하며 이를 보완하기 위한 데이터 

어그멘테이션 (data augmentation) 방법을 제안하기도 했다. 하지만 

객체 검출기 특성상 데이터 어그멘테이션 방법은 다른 연구 분야에 비해 

제한적인 부분이 많다. 데이터 어그멘테이션 방법 중 이미지의 크기로 

예를 들면, 이미지 크기를 무작위로 변화시켜 잘라낼 경우 학습할 

바운딩 박스가 이미지 밖으로 나가거나 잘릴 수 있기 때문에 매우 

제한적이다. 

세 번째 원인으로는 객체 검출기의 앵커 박스로 인한 긍정/부정 샘플 

문제와 관련되어 있다. 객체 검출기는 기본적으로 관심 영역을 제안 

받기 위한 중요 요소로 앵커 박스를 사용한다. 앵커 박스는 수많은 관심 

영역을 균등하게 제안 받고 적당한 양의 관심 영역 제안을 제한하기 

위해 사용하는 필수적인 구성요소로 사용된다 (Ren et al. 2016). 하지만 

앵커 박스로 제안된 관심 영역들을 긍정/부정 샘플로 나누어 학습하는 

과정에서 학습 불균형 발생된다. 이는 긍정/부정 샘플을 나누는 기준을 

IoU (intersection of union)을 사용하기 때문인데, 큰 객체에 비해 작은 
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객체는 바운딩 박스가 작기 때문에 작은 오차에도 IoU 임계값 

(threshold)을 넘지 못해 부정 샘플로 학습될 확률이 높다. Focal Loss 

(Lin, Goyal, et al. 2017)는 이러한 학습 불균형을 해결하고자 쉬운 학습 

대상일 수록 덜 학습하고 어려운 학습 대상일 수록 더 잘 학습할 수 

있도록 하는 손실 함수를 제안하였다. 또한, 최근에는 학습 불균형을 

야기하는 앵커 박스 방식 자체를 벗어나는 방향으로 연구가 활발히 

진행되고 있다. 대표적으로 FCOS (Tian et al. 2019)는 앵커 박스를 

사용하지 않으면서 객체의 중간 지점을 이용한 바운딩 박스 방식을 

사용함으로써 앵커 박스를 사용하지 않고도  좋은 성능을 가지는 모델을 

제안했다. 

 
 
제 2 절 연구의 범위와 내용 

	
	

제 1 절 연구의 배경에서 분석한 바와 같이 작은 객체 검출기에 대한 

연구가 여러 문제와 한계점을 가지고 있음에도 불구하고 여전히 

활발하다. 왜냐하면 이미지 내 작은 객체 검출 하는 문제가 다양한 

산업에서 필수적인 요소로서 그 수요가 확대되고 있기 때문이다. 즉, 

현재 작은 객체 검출기는 패션, 자율 주행과 같은 일상 생활에서부터 

의료, 군사, 보안 등 넓은 영역에 이르기까지 시장성을 넓히고 있다. 

예컨대 패션의 경우, 최근 사진 촬영을 통해 이미지 내 패션 아이템의 

유사한 상품을 검색하기 위해 시장성이 더욱 커지고 있다. 이러한 

흐름에 맞추어 이미지 내 패션 아이템의 유사 상품 검색을 위해 객체 
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검출기는 필수적인 요소이다. 최근에는 상의, 하의와 같은 클래스 뿐만 

아니라 장신구, 신발, 가방과 같은 작은 객체의 유사 상품 검색을 

확장하기 위해 작은 객체 검출기에 대한 수요가 급증하고 있다. 자율 

주행의 경우에도 객체 검출기는 자율 주행 안전성 확보 측면에서 중요한 

구성축을 차지하고 있다. 자율 주행 시, 차량의 교통 표지판과 보행자 

인식은 운전자 또는 보행자의 안전과 직결 되는 매우 중요한 요소이다. 

하지만, 교통표지판과 보행자는 다른 객체에 비해 매우 작은 객체이기 

때문에 객체 검출기의 작은 객체에 대한 성능은 자율 주행 차량의 

안정성을 확보하는 능력과 직결된다. 또한 의료 분야에서는 CT 촬영 

사진을 통해 데이터적으로 미처 진단되지 못한 암세포를 검출하기 위한 

연구에도 도입이 진행되고 있다. CT 촬영 사진 내 암에 대한 형상은 

매우 작은 일부분에서 나타나는 경우가 많기 때문에 작은 객체 검출 

성능이 고도로 필요하다. 마지막으로 국방 분야에서는 정보 탐색을 

목적으로 하는 위성 사진 내 특정 객체를 판별해 내기 위해서, 치안 

분야에서는 CCTV에 수많은 사람들의 얼굴을 정확하게 인식하여 빠르게 

범죄자를 찾을 수 있는 시스템을 구축하는데 작은 객체 검출기가 

필수적인 구성 요소가 되고 있다. 지금까지 예시로 든 대표 분야 외에도 

작은 객체 검출기는 여러 분야에서 수 많은 연구로 확대되고 있는 만큼 

향후의 수요와 시장성에 대응할 뿐만 아니라 기술적 경쟁력 확보를 위해 

매우 중요한 연구 분야임이 틀림없다. 

이번 제 2 절에서는 앞서 제기한 작은 객체 검출 문제를 보다 
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효과적으로 해결하는데 도움이 될 수 있는 방법으로 작은 객체 검출기 

모델을 제안하고자 한다. 작은 객체 검출기는 제 1 절에서 설명한 바와 

같이 여러 문제가 복합적으로 작용하고 있다. 작은 객체 검출 성능이 

저조한 문제에 대한 해결 방법으로 많이 사용되고 있는 방법 중 하나는 

특질 표현 방법을 변화시켜 작은 객체가 잘 표현되도록 하는 방법이다. 

앞서 제 1 절에서 얕은 특질 층과 깊은 특질 층을 효율적으로 표현할 

수 있도록 모델 구조를 연구하여 잘 융합하거나, 이미지 피라미드 

방법을 이용하여 이미지를 크기 별로 특질을 표현하는 방법이 이에 

해당한다. 하지만, 얕은 특질 층과 깊은 특질 층을 융합하는 모델 

구조는 최종적으로 특질을 풍부하게 만들어 주지만 실제 고해상도 

특질과는 왜곡이 존재한다. 즉, 얕은 특질 층과 깊은 특질 층을 

융합하는 과정에서 얕은 특질 층과 깊은 특질 층과 융합하기 위해 

요소별 합 (element-wise sum)을 사용한다. 하지만 요소별 합을 위해 

다른 층의 두 특질의 차원을 맞추기 위해 업-샘플링이 일어나면서 

생기는 보간 (interpolate) 때문에 특질의 왜곡이 일어난다. 또한 이미지 

피라미드 방법의 경우, 이미지를 여러 크기로 업-샘플링하는 과정에서 

앞서 설명한 이유가 같은 이유로 왜곡이 일어나는 것은 물론이며 이미지 

피라미드로 입력하는 이미지 수 만큼 많은 추가적인 연산량이 

필요하다는 한계가 있다. 이는 학습을 하기 위한 하드웨어 리소스를 

증가시킴과 동시에 추론 시간을 증가를 의미한다. 

따라서 본 연구에서는 위와 같은 문제점을 일으키지 않고 작은 크기의 
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이미지의 관심 영역 특질을 큰 크기의 이미지의 관심 영역 특질로 

모사하는 초해상도 (super-resolved) 관심 영역 특질 생성자 이용하여 

작은 객체 검출 성능을 끌어 올리는 모델을 제안하는데 초점을 둔다. 

기본 비교 모델인 Mask RCNN (He et al. 2017)에 비해서 본 연구에서 

제안하는 작은 객체 검출기 모델이 작은 객체에 대한 성능이 비교 

모델보다 좋은 성능을 보이고 앞서 설명한 기존 문제점을 보완하고 적은 

비용으로 성능을 끌어 올릴 수 있는 모델을 실험적으로 증명한다. 

 
 
제 3 절 논문의 구성 
 
 
본 논문의 구성은 다음과 같다. 제 2장에서는 본 논문에서 제안하는 

초해상도 생성자 모델의 기반이 되는 생산적 적대 신경망 (generative 

adversarial network – GAN)에 대한 연구 현황을 살펴보고, 이를 활용한 

작은 객체 검출기 모델과 특질 표현을 개선하는 모델에 대하여 기존 

진행되고 있는 연구를 고찰한다. 이를 통해 특히 특질 추출 네트워크가 

작은 객체에 대한 정보를 어떻게 표현하는지에 따라 작은 객체에 대한 

성능이 좌우됨을 분명히 한다. 제 3 장에서는 기존 연구의 문제점이 두 

단계로 나누어진 학습 과정과 객체 검출 추론 시간의 증가에 있음을 

분석하고 이런 문제점을 보완하고 성능을 향상 시키는 새로운 방법으로 

초해상도 생성자 모델 기반 객체 검출기 모델을 제안한다. 본 연구가 

제안하는 모델은 초해상도 생산적 적대 신경망을 이용하여 작은 객체의 

저해상도 특질을 마치 큰 객체의 고해상도 특질로 초해상도 특질을 
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생성하는 모델이다. 그리고 모델을 학습하기 위해 최적화하는 손실 함수 

특히, 엔드 투 엔드 학습 손실 함수에 대해 체계적으로 분석한다. 제 4 

장에서는 작은 객체 검출기 실험에 사용된 데이터셋을 MS-COCO 

데이터셋을 중심으로 검증하고, 학습 방법에 대한 자세한 설명을 

서술한다. 또한 본 논문에서 제안된 모델의 성능을 측정하고 제안된 

모델을 단계적 실험을 통한 효과를 검증한다. 이런 검증을 통해 본 

연구가 제안하는 모델이 큰 객체를 제외한 작은 객체에 대한 성능이 

향상되었음을 논증하는데 초점을 맞춘다. 마지막으로 제 5 장에서는 본 

연구의 실험 결과에 대한 결론적 함의를 요약하고 향후 연구 방향과 

과제를 네 가지 차원에서 제안한다. 
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제 2 장 관련 연구 
 
 
제 1 절 생산적 적대 신경망 

	
	

생산적 적대 신경망 (GAN, Goodfellow et al. 2014)은 생성자와 

구분자 네트워크 구조를 갖는 모델이다. 생성자는 수학적으로 실제 

데이터 분포와 근사한 특질을 생성할 수 있도록 학습되며, 구분자는 

입력 값이 실제 특질 인지, 생성자를 통해 만들어진 가짜 특질인지 

구분할 수 있도록 학습된다. 

‘적대’라는 이름에서 알 수 있듯 생성자와 구분자 네트워크가 서로 

경쟁하며 학습하는 특이한 방식을 사용한다. 생산적 적대 신경망을 

설명할 때 주로 위조지폐범과 경찰을 예로 들면 이해하기 쉽다. 

생성자는 위조지폐범으로 구분자는 경찰로 비유하면, 위조지폐범은 

경찰에게 들키지 않기 위해 위조지폐를 진짜처럼 보이도록 만들려고 

노력한다. 반면, 경찰은 위조지폐를 보면서 진짜 화폐인지 위조지폐인지 

감별할 수 있는 기술을 정교해지도록 노력한다. 이러한 경쟁 관계를 

이용하여 학습하는 방식을 생산적 적대 신경망이라 한다. 

생산적 적대 신경망은 데이터 분포를 모사할 수 있다는 성질 때문에 

많은 분야에서 발전 되어 왔다. 그 중에서 본 연구에서는 초해상도 

생산적 적대 신경망 분야에 초점을 맞춘다. 초해상도 생산적 적대 

신경망은 주로 저해상도 이미지를 고해상도 이미지로 복원하는 문제를 

해결하는 분야이다. 일반적으로 저해상도 이미지를 고해상도 이미지로 
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복원하는데 있어 정답은 유일하지 않고 다양한 이미지가 정답이 될 수 

있다. 그렇기 때문에 단순하게 저해상도로부터 고해상도를 생성할 때 

목표 고해상도 이미지를 학습하게 될 경우, 저해상도 이미지로 모두 

표현 가능한 고해상도 이미지를 학습하는 현상이 일어난다. 이로 인해 

고해상도 이미지를 희미하게 표현하거나 노이즈 있는 이미지가 

생성되도록 잘못 학습이 될 수 있다. 이러한 문제를 제시하고 

해결하고자 했던  SRGAN (Ledig et al. 2017)은 생산적 적대 신경망을 

이용하여 저해상도 이미지를 고해상도 이미지로 정교하게 복원하는 

모델을 제안했다. SRGAN은 기존 초해상도 생산적 적대 신경망 

모델들이 평균 제곱 오차 (mean square error - MSE) 만 이용하여 

학습하기 때문에 상세한 질감을 표현하지 못하는 문제를 지적하며 

적대적 손실 (adversarial loss)과 콘텐츠 손실 (contents loss)을 

포함하는 지각 손실 (perceptual loss)을 제안하였다. 콘텐츠 손실의 

경우 이미지 픽셀 공간에서의 유사도 대신에 특질 공간에서의 유사도를 

학습하는 방법을 이용한다는 점에서 차이를 갖는다. 이를 통해 기존 

평균 제곱 오차는 특정 고해상도 이미지로 복원되도록 학습 되기 때문에 

희미한 고해상도 이미지가 나오게 반면, 새로운 손실 함수를 통해 

고해상도 이미지를 모사하는 데이터 분포로 생성되도록 학습하면서 

문제를 해결하였다. 
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제 2 절 초해상도 기반 객체 검출기 
	
	

작은 객체 검출기에서 작은 객체가 다른 크기 객체보다 성능이 현저히 

낮은 이유로 이미지 크기 차이로 인해 특질 내에 수용 영역이 넓어 작은 

객체에 대한 특질 정보가 온전히 담지 못하기 때문이라 설명한 바 있다. 

이런 문제를 해결하기 위해서 작은 객체에 대한 정보를 손실되지 않고 

표현될 수 있도록 초해상도 생산적 적대 신경망을 이용하는 객체 검출기 

연구가 활발하다. 

J. Li et al. (2017)은 객체 검출기의 특질 추출 모델의 얕은 특질 층 

정보를 이용하여 초해상도를 생성하는 방법을 제안하였다. 즉, 얕은 

특질 층 정보를 이용하여 작은 객체의 특질이 큰 객체의 특질을 

모사하도록 생성자를 이용한다. 반대로 구분자는 생성자의 생성 여부를 

판별하는 동시에 객체 검출기의 예측 네트워크를 함께 학습하는 형태를 

가진다. 이러한 형태는 객체 검출기 예측 네트워크를 따로 학습하지 

않고 구분자 네트워크 자체로 객체 검출기의 역할을 할 수 있는 점과 

생성자가 다양한 특질을 표현할 수 있도록 돕는다. 

SOD-MTGAN (Bai et al. 2018)은 객체 검출기로 나온 결과들을 다시 

초해상도 생산적 적대 신경망을 이용하여 재정의하는 방법으로 작은 

객체에 대한 성능을 끌어 올렸다. SOD-MTGAN은 기존 객체 검출기를 

아무런 변경없이 사용하여 나온 결과를 사용한다. 추론 결과를 이용하여 

입력 이미지로부터 잘라낸 후, 다운-샘플링 (down-sampling)을 통해 

고해상도 이미지와 저해상도 이미지의 학습 데이터를 만들어 학습하는 
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방식이다. SOD-MTGAN도 구분자가 생성자 생성 여부를 판단하고 

동시에 객체 검출기의 예측 네트워크를 함께 하는 학습하는 방법을 

사용한다. 

Noh et al. 2019는 객체 검출기 중간 과정 중 관심 영역을 작은 

객체의 특질 표현이 큰 객체의 특질 표현을 모사할 수 있도록 학습하는 

방법을 사용한다. 학습을 위해 필요한 저해상도 특질과 고해상도 특질 

학습 세트를 만들기 위해 같은 수용 영역을 바라볼 수 있도록 초해상도 

표적 특질 추출기 (Super-resolved target extractor)를 이용하면서 

저해상도 특질이 모사하고자 하는 고해상도 특질을 같은 수용 영역을 

바라볼 수 있도록 네트워크를 제안했다. 

	
	

제 3 절 작은 객체에 특화된 특질 추출 네트워크 
	
	

특질 추출 네트워크는 객체 검출기에서 매우 중요한 요소이다. 특히 

특질 추출 네트워크가 작은 객체에 대한 정보를 어떻게 표현 하는지에 

따라 작은 객체에 대한 성능이 크게 좌우된다. 

FPN (Lin, Dollar, et al. 2017)은 특질 추출 네트워크에 얕은 특질 층을 

깊은 특질 층과 단계적으로 융합하여 작은 객체에 대한 정보를 유지할 

수 있도록 도와주는 역할을 한다. 이 방법은 어떤 특질 추출 

네트워크에도 쉽게 추가하는 것만으로 성능을 끌어올릴 수 있기 때문에 

객체 검출기에 기본적으로 많이 사용하는 요소로 사용된다. 

CBNet (Y. Liu et al. 2019)은 특질 추출 네트워크 중 ResNet (He et 
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al. 2016)을 복합 연결 (composite connection) 모듈을 이용하여 병렬로 

네트워크를 구성하는 모델을 제안했다. 이 모델은 이전 네트워크의 한 

단계 아래 레이어로부터 특질을 융합할 수 있도록 복합 연결 모듈을 

추가함으로써 얕은 특질 층의 특질 정보가 깊은 특질 층의 특질 정보로 

쌓일 수 있는 모델을 제안했다. 

TridentNet (Y. Li et al. 2019)은 확장 컨볼루션 네트워크 (dilated 

convolution, Chen et al. 2016)을 이용하여 객체의 크기별로 네트워크를 

삼지창 모양 형태로 구성하는 모델을 제안했다. 확장 컨볼루션 

네트워크는 출력 특질 맵 크기를 유지하면서 조금 더 넓은 수용 

영역에서 특질 추출하는데 많이 사용된다. 이를 이용하여 객체 크기 

별로 확장 컨볼루션 네트워크의 수용 영역을 나누어 학습하는 방식으로 

성능을 끌어 올렸다. 
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제 3 장 모델 설명 
 
 
제 1 절 기존 연구의 문제점 
 
 
SOD-MTGAN (Bai et al. 2018)은 기존 객체 검출기 모델로 입력 

이미지의 관심 영역을 잘라낸 이미지를 이용하여 생산적 적대 신경망을 

학습한다. 

	
	
	

	
그림 1 SOD-MTGAN 의 모델 구조 

 
 
 
[그림 1]은 SOD-MTGAN 모델의 구조를 나타내고 있다. 그림을 

보면 해당 모델을 학습 하기 위해 두 단계로 나누어진 모델임을 알 수 
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있다. 첫 번째 단계에서는 기반이 되는 객체 검출기에 대한 학습이 

선행되어야 하며 기존 객체 검출기 진행 단계를 따른다. 두 번째 

단계에서는 생산적 적대 신경망 학습을 위해 학습된 객체 검출기가 

검출한 관심 영역 정보를 받아 입력 이미지를 잘라 두 번째 단계에서 

제안된 모델의 학습 데이터셋을 만들어야 한다. 이는 잘라낸 이미지를 

다운-샘플링을 통해 생산적 적대 신경망의 학습을 위한 큰 이미지와 

작은 이미지 셋을 만드는 과정이다. 이렇게 만들어진 데이터셋으로 

생성자와 구분자를 학습을 진행하는데, 이 때 구분자는 생성자의 특질을 

구분하는 역할 뿐만 아니라 객체의 클래스와 바운딩 박스를 추론할 수 

있도록 함께 학습된다. 이 모델은 객체 검출기로부터 추론한 클래스와 

바운딩 박스 정보를 기반으로 다시 클래스와 바운딩 박스를 재정의하는 

초해상도 생산적 적대 신경망을 이용하였다. 그러나 두 단계로 나누어진 

모델의 구조는 두 번의 학습 과정과 객체 검출을 위한 추론 시간의 

증가를 의미한다. 또한, 분리된 단계로 인하여 불필요한 이미지 특질 

추출 과정이 두 번 일어나는 한계가 있다. 

Noh et al. (2019)에서는 SOD-MTGAN 모델과는 다르게 이미지가 

아닌 특질을 생성하는 모델이다. 이 때 서로 다른 크기의 특질 층이 

수용 영역이 다르기 때문에 다른 특질 추출기 사용함으로써 저화질의 

특질과 고화질의 특질이 같은 수용 영역을 바라보고 생산적 적대 

신경망이 학습할 수 있도록 보정하는 방식을 사용한다. [그림 2]는 Noh 

et al. (2019)의 모델 구조를 나타내고 있다. 서로 다른 이미지로부터 
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추출한 특질이 같은 수용 영역의 특질을 바라보도록 맞추기 위해서 같은 

가중치 매개 변수를 공유하는 폭 넓은 (dilated) 초해상도 표적 특질 

추출기를 이용한다. 이 모델에서는 우선 큰 이미지를 폭 넓은 초해상도 

표적 특질 추출기에서 추출한 특질과, 작은 이미지를 특질 추출기에서 

뽑은 특질이 같은 수용 영역을 바라보고 있게 만든다. 이렇게 만든 

특질은 저해상도 특질로 고해상도 특질을 생성할 수 있도록 생성자, 

구분자를 학습하는데 사용된다. 해당 모델 역시 기반이 되는 객체 

검출기를 우선 학습 한 뒤, 생성자, 구분자와 작은 객체 예측 

네트워크를 함께 학습한다. 이러한 구조를 가지고 있기 때문에 해당 

모델 역시 두 단계의 학습 과정으로 나누어져 있는 한계가 있다. 해당 

모델은 폭 넓은 초해상도 표적 특질 추출기를 이용함으로써 학습을 위한 

특질 셋의 수용 영역을 보정하여 작은 객체 성능이 증가하는 이점을 

가지고 있다. 하지만 이로 인해 학습 과정이 복잡해지고 객체 크기 별로 

예측 네트워크가 중복적으로 존재하게 되면서 모델의 복잡도가 높아진다. 
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그림 2 Noh et al. (2019)의 모델 구조 

 
 
앞서 언급된 문제점들은 학습 과정을 복잡하게 만들고 모델 매개 변수 

수를 증가시켜 불필요한 학습 시간 증가를 야기한다. 본 논문에서는 두 

단계로 나누어진 학습 과정을 단일 단계로 줄이고 간단한 구조의 생산적 

적대 신경망이 적용된 모델을 제안하고자 한다. 

	
	

제 2 절 아키텍처 
	
	

본 절에서는 작은 객체 검출 성능을 높이기 위한 새로운 방법을 

제시함과 동시에 앞서 설명한 기존 연구의 문제점을 보완하는 모델의 

아키텍처를 설명한다. 

제 1 장에서 작은 객체가 비교적 성능이 낮은 이유에 대해 세 가지 

문제에 대하여 설명한 바 있다. 제시한 문제 중 1) 이미지 크기로 인한 

문제와 2) 데이터셋에 대한 문제를 해결하기 위해 본 연구에서는 

초해상도 생산적 적대 신경망을 이용하여 작은 객체의 저해상도 특질을 
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마치 큰 객체의 고해상도 특질로 초해상도 특질을 생성하는 모델을 

제안한다. 

본 연구의 모델 아키텍처 제안에 앞서 간단한 용어 정리가 선행될 

필요가 있다. 우선 ‘저해상도 특질’은 이미지 내 작은 객체의 특질을, 

‘고해상도 특질’은 이미지 내 큰 객체의 특질을 의미하며 ‘초해상도 

특질’은 저해상도 특질로부터 생산자가 생성한 특질을 의미한다. 여기서 

특질을 저해상도, 고해상도로 나뉠 수 있는 이유는 이미지 특질 

추출기로부터 추출한 특질은 이미지 내 작은 객체 일수록 특질이 

표현하는 수용 영역이 넓어 큰 객체에 비해 작은 객체에 특질 정보가 

온전히 담아 있지 않기 때문이다. 이로 인해 예측 네트워크가 객체에 

대한 클래스와 바운딩 박스를 예측하는 과정에서 작은 객체에 대한 

정보가 손실되거나 없기 때문에 작은 객체 성능이 떨어지는 것이다. 

이를 해결하기 위해 손실된 특질인 저해상도 특질을 손실되지 않은 

특질인 고해상도 특질로 복원을 할 수 있는 초해상도 생산적 적대 

신경망을 사용한다. 

본 연구에서 제안하는 모델은 Mask RCNN (He et al. 2017) 모델을 

기반으로 하고있으며 이외에 관심 영역을 제안 받고 예측 네트워크를 

통해 객체 검출하는 모든 객체 검출기 모델에 적용이 가능하다. 본 

논문에서 제안하는 모델은 [그림 3]에서 관심 영역의 저해상도 특질을 

고해상도 특질로 생성하는 생성자와 진짜/가짜를 분류하는 구분자 

네트워크로 구성되어 있다. 생성자의 경우 일반적인 ResNet (He et al. 
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2016)에서 제안한 Residual block을 이용하여 7개의 블럭으로 

네트워크를 구성하고 구분자의 경우 기존 Mask RCNN의 예측 

네트워크에 진짜/가짜 네트워크를 추가하여 구성한다. 

 

	
	

	
그림 3 본 논문에서 제안하는 모델 구조 (SR RCNN) 

 
 
 
본 모델은 저해상도 특질로부터 고해상도 특질을 모사하는 초해상도 

특질을 생성하기 위해서는 저해상도 특질과 고해상도 특질 셋이 

필요하다. 이를 위해 원본 이미지 𝐼#$%&%'!"와 원본이미지를 50% 크기로 

다운-샘플링한 이미지 𝐼(.*를 만든다. 이후 서로 다른 크기의 이미지를 

동일한 특질 추출 네트워크로부터 특질을 추출 한다. 추출된 특질 중 

𝐼#$%&%'!" 의 특질은 영역 제안 네트워크로 관심 영역을 제안 받는다. 

𝐼#$%&%'!"로 제안 받은 관심 영역 위치 정보에서 𝐼#$%&%'!"와 𝐼(.*의 특질을 

관심 영역 정렬을 수행하여 각각 고해상도 특질 𝑅𝑜𝐼+,과 저해상도 특질 

𝑅𝑜𝐼-, 을 생성한다. 이렇게 만들어진 관심 영역 특질 𝑅𝑜𝐼+, 과 𝑅𝑜𝐼-, 은 
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똑같은 객체에 대하여 고해상도 특질과 저해상도 특질을 나타내고 있게 

된다. 즉, 객체의 저해상도 특질로 생성자를 통해 생성하고자하는 

고해상도 목표 특질이 된다. 이렇게 만들어진 관심 영역 특질 세트로 

생성자와 구분자를 학습한다. 특히 다른 생산적 적대 신경망과는 다르게 

구분자가 진짜/가짜만 예측하는 형태에서 클래스를 구분하고 바운딩 

박스 정보를 예측하는 역할도 함께 수행 한다. 이러한 모델 구조는 학습 

이후에 구분자가 예측 네트워크 역할을 수행 할 수 있다는 장점이 

있으며, 생성자가 학습할 때 클래스와 바운딩 박스 정보를 함께 학습할 

수 있는 핵심적인 역할을 한다. 

 
 
제 3 절 생성자의 구조 
 
 

본 절에서는 본 논문에서 제안하는 모델의 핵심적인 생성자의 구조에 

대한 설명한다. 일반적인 초해상도 생산적 적대 신경망 구조의 경우, 

생성자의 구조로 [그림 4]와 같은 다수의 Residual block의 형태를 

가진다. 특히 마지막 레이어에서 활성화 함수를 적용하여 특질을 

생성하는 형태가 일반적이다. 하지만 본 논문에서 제안하는 End-to-

end 모델로 구현하기 위해서는 이러한 구조는 사용할 수 없다. 특질 

추출 네트워크에 FPN (Lin, Dollar, et al. 2017)을 적용할 경우, 특질 

추출 네트워크의 중간 레이어를 융합하는 과정에서 나오게 되는 특질은 

마지막으로 Batch normalization (Ioffe & Szegedy 2015)이 적용된 
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특질이라는 것에 주목해야 한다. 이렇게 추출된 특질은 영역 제안 

네트워크의 입력으로 사용되고, 제안 받은 영역을 관심 영역 정렬을 

통해 관심 영역 특질을 생성한다. 이러한 과정에서 일반적인 생성자 

구조를 가질 경우에 두 가지 문제점이 발생한다. 첫 번째로, 생성자가 

생성하고자 하는 목표가 마지막으로 Batch normalization이 적용된 

특질인 반면에 생성자의 출력은 활성화 함수이기 때문에 분포가 맞지 

않는 문제가 발생한다. 두 번째로, 활성화 함수를 제거하고 같은 Batch 

normalization을 마지막 레이어로 사용한다 하더라도 특질 추출 

네트워크는 이미지 배치 크기에 정규화되는 반면에 생성자의 경우 관심 

영역의 배치 크기에 정규화되기 때문에 원활한 학습이 이루어 지지 

않는다. 본 논문에서는 이를 해결하기 위해 기존 생성자 구조를 

변경하여 적용하였다. 

 
 
 

 

그림 4 Residual Block 의 구조 

 
 
 

기존 생성자가 Residual block를 7개를 쌓아 구성하고 활성화 함수를 

추가하는 형태를 가지고 있지만 이를 변형하여 마지막 레이어의 활성화 

함수와 Batch normalization을 제거하고 컨볼루션 네트워크로 적용하여 
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목표 특질과 같은 선형 분포를 가지도록 유도하였다. 이를 통해 활성화 

함수 사용할 때 생기는 분포 문제와 Batch normalization으로 인한 

정규화 문제를 해결함으로써 저해상도 특질을 고해상도 특질을 모사하는 

초해상도 특질을 생성이 가능하도록 설계 하였다. 

 
 

제 4 절 손실 함수 
	
	

초해상도 생산적 적대 신경망 학습과 객체 검출기를 함께 학습하기 

위해서는 많은 손실함수를 최적화해야 한다. 본 절에서는 엔드 투 엔드 

(end-to-end)로 학습을 위한 손실 함수에 대해 설명한다. 본 논문에서 

제안하는 모델은 Mask RCNN을 기반하고 있기 때문에 기존 손실 

함수를 모두 그대로 사용하고 추가적으로 생산적 적대 신경망 손실 

함수를 추가하여 최적화 한다. 

영역 제안 네트워크 손실 함수. 기본적으로 영역 제안 네트워크를 

학습하기 위해 객체 여부 (objectness)와 바운딩 박스를 학습하기 위한 

손실 함수를 사용한다. 이 손실 함수는 다음과 같이 정의할 수 있다. 

(Girshick 2015) 
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𝑅𝑃𝑁!"## =
1
𝑁$!# 	 ' −(𝑔𝑡%

"&'($)*(##	𝑙𝑜𝑔(𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠%)
+!"#$%&

%,-
+ (1 − 𝑔𝑡%

"&'($)*(##)𝑙𝑜𝑔	(1 − 𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠%))

+ 𝜆
1

𝑁.(/ 	 ' 𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠% ×	𝑆0-(𝑔𝑡%&&"1 − 𝑏𝑏𝑜𝑥%)
+!"#$%&

%,-

 

	
	

𝑆0-(𝑥) =

⎩
⎪
⎨

⎪
⎧ ' 0.5𝑥!"$2

!"$	∈{1-,7-,12,72}

, 𝑖𝑓	|𝑥| < 1

' |𝑥!"$| − 0.5
!"$	∈{1-,7-,12,72}

, 𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒
 

	
	
	

영역 제안 네트워크는 객체 여부를 나타내는 𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠 와 바운딩 

박스를 나타내는 𝑏𝑏𝑜𝑥를 두 가지 손실 함수로 최적화 한다. 영역 제안 

네트워크는 미리 정의된 앵커 박스 수에 비례하여 영역을 제안하게 

되는데, 제안 받은 관심 영역과 정답 간에 손실 함수를 정의하여 영역 

제안 네트워크를 최적화 한다. 수식 첫번째 줄에서 앵커 박스와 객체 

여부 간에 이진 교차 엔트로피 (binary cross entropy) 손실 함수를 

사용한다. 이 때 객체에 대한 클래스를 학습하는 것이 아닌 객체와 배경 

두 가지 클래스로 학습한다. 클래스에 대한 분류는 예측 네트워크에서 

담당하며 영역 제안 네트워크는 객체가 있을 법한 영역을 제안하는 

것이다. 두번째 줄에서 제안 받은 관심 영역의 바운딩 박스 좌표 (x1, 

y1, x2, y2) 각각에 대하여 Smooth L1 손실 함수를 사용한다. 바운딩 

박스 좌표는 관심 영역 박스의 좌상단 좌표(x1, y1)와 우하단 (x2, y2)로 
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나타낸다. 여기서 손실 함수 앞에 𝜆  상수는 일반적으로 10을 사용하며 

클래스 수 𝑁."/ 와 위치 정보 수 𝑁$0& 의 차이로 발생하는 불균형을 

맞추기 위해 사용한다. 

콘텐츠 손실 함수. 초해상도 생산적 절대 신경망으로 저해상도 특질을 

고해상도 특질을 모사하는 초해상도 특질을 만들기 위해서 특질 간에 

차이 학습이 필요하다. 이 손실 함수는 다음과 같이 정의할 수 있다. 

	
	
	

𝐶𝑜𝑛𝑡𝑒𝑛𝑡!"## =
1

𝑁."% ' JK𝐺9(𝑅𝑜𝐼%0:) − 𝑅𝑜𝐼%;:KJ
2

+&%'

%,-

 

	
	
	

위 수식은 저해상도 특질로 생성한 초해상도 특질과 고해상도 특질 간 

평균 제곱 오차 손실 함수를 사용한다. 콘텐츠 손실 함수는 생성자가 

저해상도 특질을 통해 만들어낸 초해상도 특질이 목표로하는 고해상도 

특질을 생성할 수 있도록 직접적인 역할을 한다. 

적대 손실 함수. 초해상도 특질을 생성하기 위해 콘텐츠 손실 

함수만을 이용하여 학습할 경우, 생성자는 진짜와 같은 초해상도 특질을 

생성하는 것보다 학습된 특질과 똑같도록 학습하기 때문에 초해상도 

특질이 품질 좋은 고해상도 특질을 제대로 표현하지 못하게 된다. 이 때 

생산적 적대 신경망의 원리를 이용하면 초해상도 특질을 생성할 때 품질 

좋은 특질을 생성할 수 있게 하는 역할을 한다. 이 손실 함수를 다음과 
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같이 정의한다. 

	
	
	

𝐴𝑑𝑣𝑒𝑟𝑠𝑎𝑟𝑖𝑎𝑙!"## =
1

𝑁."% ' 𝑙𝑜𝑔(1 − 𝐷<(𝐺9(𝑅𝑜𝐼%0:)))
+&%'

%,-

 

	
	
	

즉, 적대 손실 함수는 생성자가 구분자를 속일 수 있도록 학습할 수 

있도록하여 단순하게 콘텐츠 손실을 줄이도록만 학습하지 않고 다양하고 

품질 좋은 특질을 만드는데 도움을 주는 역할을 한다. 

클래스 분류 손실 함수. 본 논문에서 제안하는 모델은 기존 생산적 

적대 신경망과는 다르게 클래스 분류와 바운딩 박스 정보를 함께 학습 

한다. 이는 기존 객체 검출기 구조를 변형시키지 않고 간단한 네트워크 

추가만으로 구분자 자체로 예측 네트워크의 역할을 수행할 수 있게 한다. 

클래스 분류 손실 함수는 다음과 같이 정의한다. 

	
	
	

𝐶𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑐𝑎𝑡𝑖𝑜𝑛!"##

=
1

𝑁."% 'S𝐶𝐸 S𝐷<$!# S𝐺9(𝑅𝑜𝐼%0:)U , 𝑔𝑡%$!#U
+&%'

%,-

+ 𝐶𝐸(𝐷<$!#(𝑅𝑜𝐼%;:), 𝑔𝑡%$!#)U 

	
	
	

특히 클래스 분류 네트워크를 학습할 때, 𝑅𝑜𝐼1,과 𝑅𝑜𝐼+,에 상관 없이 
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클래스에 대한 정답을 학습한다. 즉, 해당 특질이 생성자로부터 나온 

가짜 또는 생성자를 사용하지 않은 진짜와 상관없이 학습한다. 이러한 

손실 함수는 구분자가 초해상도 특질이나 고해상도 특질에 상관없이 

분류를 할 수 있기 위함이다. 이 때 𝑅𝑜𝐼1, 과 𝑅𝑜𝐼1, 로부터 예측한 

클래스와 정답 간에 교차 엔트로피 (cross entropy) 손실 함수를 

사용한다. 

회귀 손실 함수. 바운딩 박스 정보는 회귀 문제로 최적화하며 손실 

함수는 다음과 같이 정의한다. 

	
	
	

𝑅𝑒𝑔𝑟𝑒𝑠𝑠𝑖𝑜𝑛!"##

=
1

𝑁."% 'V𝑆0- W𝑔𝑡%&&"1 − 𝐷<&&"1 S𝐺9(𝑅𝑜𝐼%0:)UX
+&%'

%,-

+ 𝑆0- S𝑔𝑡%&&"1 − 𝐷<&&"1(𝑅𝑜𝐼%;:)UY 

	 	
	

𝑆0-(𝑥) =

⎩
⎪
⎨

⎪
⎧ ' 0.5𝑥!"$2

!"$	∈{1-,7-,12,72}

, 𝑖𝑓	|𝑥| < 1

' |𝑥!"$| − 0.5
!"$	∈{1-,7-,12,72}

, 𝑜𝑡ℎ𝑒𝑟𝑤𝑖𝑠𝑒
 

	
	
	

바운딩 박스 예측도 𝑅𝑜𝐼1,과 𝑅𝑜𝐼+,에 상관 없이 바운딩 박스 정보에 

대한 정답을 학습한다. 각각 Smooth L1 손실 함수를 사용한다. 바운딩 

박스 정보 역시 클래스 분류 손실함수에서 설명한 이유와 같은 이유로 
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진짜/가짜와 상관없이 학습이 이루어진다. 

앞서 설명한 손실 함수를 사용하여 생산적 적대 신경망을 최적화하기 

위한 손실 함수는 다음과 같이 정의할 수 있다. 

	
	
	

𝐺!"## = 𝑚𝑖𝑛
9

	0.001 ×
1

𝑁."% ' 𝑙𝑜𝑔	(1 − 𝐷<=>? S𝐺9(𝑅𝑜𝐼%0:)U)
+&%'

%,-

+
1

𝑁."% '𝐶𝐸 S𝐷<$!# S𝐺9(𝑅𝑜𝐼%0:)U , 𝑔𝑡%$!#U
+&%'

%,-

	

+
1

𝑁."% '𝑆0-(𝑔𝑡% − 𝐷<&&"1 S𝐺9(𝑅𝑜𝐼%0:)U)
+&%'

%,-

+
1

𝑁."% ' JK𝐺9(𝑅𝑜𝐼%0:) − 𝑅𝑜𝐼%;:KJ
2

+&%'

%,-
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𝐷!"## = 𝑚𝑖𝑛
<
	0.001

×	
1

𝑁."% '−S𝑙𝑜𝑔(1 − 𝐷<=>? S𝐺9(𝑅𝑜𝐼%0:)U)
+&%'

%,-

+ 𝑙𝑜𝑔𝐷<=>?(𝑅𝑜𝐼%;:)U

+ 0.5 ×
1

𝑁."% 'S𝐶𝐸 S𝐷<$!# S𝐺9(𝑅𝑜𝐼%0:)U , 𝑔𝑡%$!#U
+&%'

%,-

+ 𝐶𝐸(𝐷<$!#(𝑅𝑜𝐼%;:), 𝑔𝑡%$!#)U

+ 0.5 ×
1

𝑁."% '𝑆0- W𝑔𝑡% − 𝐷<&&"1 S𝐺9(𝑅𝑜𝐼%0:)UX
+&%'

%,-

+ 𝑆0- S𝑔𝑡% − 𝐷<&&"1(𝑅𝑜𝐼%;:)U

+	
1
𝑁$!# 	 ' −(𝑔𝑡%

"&'($)*(##	𝑙𝑜𝑔(𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠%)
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%,-
+ (1 − 𝑔𝑡%

"&'($)*(##)𝑙𝑜𝑔	(1 − 𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠%))

+ 𝜆
1

𝑁.(/ 	 ' 𝑜𝑏𝑗𝑒𝑐𝑡𝑛𝑒𝑠𝑠% ×	𝑆0-(𝑔𝑡%&&"1 − 𝑏𝑏𝑜𝑥%)
+!"#$%&

%,-

 

 

S@-(x) =

⎩
⎪
⎨

⎪
⎧ ' 0.5xABC2

ABC	∈{D-,E-,D2,E2}

, if	|x| < 1

' |xABC| − 0.5
ABC	∈{D-,E-,D2,E2}

, otherwise
 

 
 
 
여기서 w 는 생성자의 매개 변수를, 𝜃 는 구분자의 매개 변수를 

나타내며 손실 함수를 최소화하는 매개 변수를 찾기 위해 최적화 한다. 

적대 손실 함수에서 0.001의 가중치는 SR-GAN (Ledig et al. 2017)에서 

제안한 가중치를 사용하며 이는 특질을 생성할 때 고해상도 특질을 
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최대한 모사하도록 적대 손실 함수의 영향을 줄이기 위해 사용된다. 

또한, 생성자에서는 클래스 분류와 바운딩 박스 정보 예측에 대한 

최적화 횟수가 한 번이지만 구분자는 진짜/가짜에 대하여 두 번의 

최적화가 있기 때문에 이에 대한 불균형이 발생된다. 이에 대하여 

생성자와 구분자가 균형 있게 학습할 수 있도록 구분자에 0.5의 

가중치를 둠으로써 안정적인 최적화가 가능하도록 하였다. 

  



 

33 
 

제 4 장 실    험 
 
 
제 1 절 데이터셋 
 
 
본 논문에서 제안하는 연구 모델에서 성능 검증에 사용된 데이터셋은 

MS-COCO (Lin et al. 2014) 데이터셋으로 검증하였다. 

MS-COCO는 Microsoft에서 객체 검출, 객체 세그멘테이션, 객체 

키포인트와 같은 이미지 객체 인식에 대한 성능을 측정하기 위해 공개한 

데이터셋이다. MS-COCO 데이터셋은 학습 셋 11만 8천개, 검증 셋 

5천개, 테스트 셋 4만 6백개로 이루어져있다. 모든 이미지에 대해 

객체의 위치, 클래스, 세그멘테이션, 넓이와 같은 정보를 포함하고 있다. 

클래스는 총 80개로 일반적으로 많이 보게 되는 클래스 종류로 

이루어져 있다. 또한, 넓이는 객체의 크기를 큰 객체 (large), 중간 객체 

(medium), 작은 개체 (small)을 나누는 기준으로 사용된다. 작은 객체는 

32x32 미만, 중간 객체는 32x32 이상 96x96 미만, 큰 객체는 96x96 

이상으로 구분한다. 



 

34 
 

 

본 논문에서는 성능 측정을 위해 일반적인 객체 검출기 성능 지표인 

𝐴𝑃  (Average Precision)를 사용하며 MS-COCO 성능 측정 방법으로 

측정한다. MS-COCO에서는 크게 IoU에 따른 전체적인 성능 지표 𝐴𝑃!"", 

𝐴𝑃*( , 𝐴𝑃2* 와 객체 크기에 따른 성능 지표 𝐴𝑃1 , 𝐴𝑃3 , 𝐴𝑃- 를 성능 

지표로 삼는다. 𝐴𝑃!""  은 0.5 부터 0.95 까지 0.05 씩 증가하는 값이 

IoU 값보다 이상인 결과에 대해서 측정한 성능의 평균을 의미한다. 

𝐴𝑃*(, 𝐴𝑃2*은 차례대로 IoU가 0.5 이상, 0.75 이상을 의미한다. 특히 본 

논문에서 제안하는 모델 성능 측정에서 주요한 지표인 𝐴𝑃1 , 𝐴𝑃3 , 𝐴𝑃-은 

앞서 설명한 객체의 크기에 따른 성능을 나누어 평가하는 지표이다. 

 
  

그림 5 MS-COCO 데이터셋 예시 
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제 2 절 학습 방법 
 
 
본 논문에서 제안하는 모델은 전체적인 구조는 기본 비교 대상이 되는 

Mask RCNN과 비슷하지만 영역 제안 네트워크 단계 이후 생성자와 

구분자를 나누어 학습하는 구조를 가지고 있다. 생성자의 매개 변수는 

AdamW (Loshchilov & Hutter 2017)를, 구분자는 생성자를 제외한 특질 

추출 네트워크, 영역 제안 네트워크, 예측 네트워크를 SGD를 이용하여 

최적화를 진행한다. 

구조상 구분자가 객체 검출 모델 이기 때문에 학습 단계에서 

기본적으로 Mask RCNN 모델에서 제안하는 하이퍼 매개 변수를 그대로 

사용하여, 학습율 (learning rate)은 GPU 코어 수 ×  0.025으로 

정의한다. 또한 16세대, 22세대에 구분자의 학습율을 현재 학습율의 

10%로 바꾸는 학습율 스텝 (step)을 사용한다. 생성자는 Adam에서 

사용하는 기본 학습율 0.001을 사용하지 않고, 0.0001을 사용한다. 이는 

구분자의 학습이 생성자의 학습 속도보다 현저히 빨라 생성자의 학습 

속도를 보정하기 위함이다. 배치 사이즈는 GPU 코어수 당 2개의 입력 

이미지를 사용한다. 이에 따라 관심 영역은 한 이미지당 각각 512개의 

고해상도 특질과 저해상도 특질 세트가 나오게 된다. 최종적으로 

생성자가 학습하는 관심 영역 특질의 배치 사이즈는 1024개가 된다. 

본 실험에서는 Tesla V100 GPU 코어 3개 환경에서 PyTorch로 

구현한 코드에서 진행하였으며, 동등한 비교가 가능하도록 Mask RCNN 

학습시 마스크 손실 함수를 그대로 사용하여 함께 학습하였다. 
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제 3 절 실험 결과 
 
 
본 논문에서는 제안하고 있는 모델의 손실 함수 가중치에 따른 성능 

변화를 분석하고, 초해상도 생산적 적대 신경망의 사용 유무에 따라 

어떠한 성능 변화가 있는지 분석한다. 

기본적으로 Mask RCNN 모델을 비교 모델을 사용하였고 해당 

논문에서 제시한 결과값이 아닌 직접 재현한 모델의 성능을 기반으로 

비교하였다. 객체 검출기의 특질 추출 네트워크에 따른 성능 변화도 

확인하기 위해 ResNet50, ResNet101으로 실험을 진행하였다. 

 

 

표 1 비교 모델 및 재현 성능 

MS-COCO	 𝒎𝑨𝑷𝒂𝒍𝒍	 𝒎𝑨𝑷𝟓𝟎 𝒎𝑨𝑷𝟕𝟓	 𝒎𝑨𝑷𝑺	 𝒎𝑨𝑷𝑴	 𝒎𝑨𝑷𝑳	

Mask	RCNN	
(ResNet101)	 35.7	 58.0	 37.8	 15.5	 38.1	 52.4	

Mask	RCNN	
(ResNet50)	
재현	

37.8	 58.9	 41.0	 21.4	 41.4	 49.9	

Mask	RCNN	
(ResNet101)	
재현	

40.0	 61.3	 43.3	 22.2	 44.0	 53.1	
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[표 1]을 보면 논문에서 제시한 성능보다 재현한 성능이 더 높은 

것을 볼 수 있는데, 모델에 대한 성능 평가 이후 Mask RCNN 모델에 

대한 최적화 매개변수에 영향을 받은 것으로 보인다. 모델의 정확한 

비교를 위해 이후 비교하는 성능 기준은 재현한 성능을 기준으로 한다. 

실험을 위해 본 연구에서는 MS COCO 데이터셋을 임의로 10%, 

20%로 샘플링하여 실험을 진행하였는데, 본 논문에서 제안하는 모델을 

적용하였을 때 큰 객체를 제외한 중간, 작은 객체에 대한 성능이 

향상되었음을 확인할 수 있었다. 

 

 

표 2 MS-COCO 10% 데이터셋 성능 비교 

MS-COCO	
10%	 𝒎𝑨𝑷𝒂𝒍𝒍	 𝒎𝑨𝑷𝟓𝟎 𝒎𝑨𝑷𝟕𝟓	 𝒎𝑨𝑷𝑺	 𝒎𝑨𝑷𝑴	 𝒎𝑨𝑷𝑳	

Mask	RCNN	
(ResNet	50)	 23.5	 42.4	 23.3	 11.3	 25.4	 31.2	

SR	RCNN	
(ResNet	50)	 23.8	 41.7	 24.5	 13.5	 27.8	 28.6	
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표 3 MS-COCO 20% 데이터셋 성능 비교 

MS-COCO	
20%	 𝒎𝑨𝑷𝒂𝒍𝒍	 𝒎𝑨𝑷𝟓𝟎 𝒎𝑨𝑷𝟕𝟓	 𝒎𝑨𝑷𝑺	 𝒎𝑨𝑷𝑴	 𝒎𝑨𝑷𝑳	

Mask	RCNN	
(ResNet	50)	 27.3	 47.2	 28.2	 12.8	 29.6	 36.2	

SR	RCNN	
(ResNet	50)	 27.0	 45.8	 28.6	 15.3	 32.0	 33.0	

 
 
 
[표2]와 [표3]을 보면 10%, 20% 데이터셋에서 공통적으로 𝑚𝐴𝑃!""의 

성능은 유지되면서 𝑚𝐴𝑃1과 𝑚𝐴𝑃3 의 성능이 2% 가량 증가한 것을 볼 

수 있다. 이는 생성자가 저해상도 특질로 생성한 초해상도 특질이 작은 

객체의 성능을 향상시킬 수 있다는 것을 확인할 수 있다. 중간, 작은 

객체가 함께 성능이 오른 것은 MS-COCO 데이터셋에서 정의하는 중간, 

작은 객체의 기준이 각각 96x96 미만 32x32 이상, 32x32 미만으로 

이미지에 있어 96x96 미만의 영역은 충분히 작은 객체이기 때문이라 

분석된다. 반면, 큰 객체의 경우 약 2.5% 성능이 하락 된 것을 볼 수 

있는데 이는 생성자가 생성하는 초해상도 특질이 큰 객체 있어서는 

노이즈로 작용하는 것으로 보인다. 이러한 현상에 대한 이유로 큰 

객체의 관심 영역 특질은 이미 고해상도 특질이기 때문이라 확인 된다. 

즉, 고해상도 특질을 초해상도 특질로 생성할 경우, 노이즈가 생기게 

되고 이는 곧 특질의 품질이 전혀 다른 분포가 됨을 의미한다. 또한, 

학습 과정에서 큰 객체에 대한 성능이 향상될 때 중간, 작은 객체에 

대한 성능은 떨어지고, 반대로 중간, 작은 객체가 성능이 향상될 때 큰 
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객체에 대한 성능이 떨어지는 것을 확인했다. 이 현상을 정확하게 

확인하기 위해 같은 학습 된 모델을 생성자 사용여부에 따른 성능을 

비교한 [표4]에서 확인 하였다. 

 
 
 

표 4 생성자 사용 여부에 따른 성능 변화 

MS-COCO	
10%	 𝒎𝑨𝑷𝒂𝒍𝒍	 𝒎𝑨𝑷𝟓𝟎 𝒎𝑨𝑷𝟕𝟓	 𝒎𝑨𝑷𝑺	 𝒎𝑨𝑷𝑴	 𝒎𝑨𝑷𝑳	

Mask	RCNN	
(ResNet	50)	 23.5	 42.4	 23.3	 11.3	 25.4	 31.2	

SR	RCNN	
(ResNet	50)	

-	
생성자	
미포함	

22.9	 41.7	 22.6	 12.41	 25.04	 29.86	

SR	RCNN	
(ResNet	50)	

-	
생성자	
포함	

23.8	 41.7	 24.5	 13.5	 27.8	 28.6	

 
 
 
생성자를 사용하지 않았을 때에도 작은 객체 성능 𝒎𝑨𝑷𝑺  의 성능이 

향상된 것을 볼 수 있는데 이는 구분자를 학습할 때 생성자가 생성한 

초해상도 특질의 기울기가 함께 학습된 영향으로 보인다. 하지만 작은 

객체 성능 𝒎𝑨𝑷𝑺을 제외한 다른 성능 지표는 성능이 떨어진 것을 볼 수 

있다. [표4]에서 생성자의 포함 유무에 따른 성능 변화를 봤을 때, 큰 

객체 성능 𝒎𝑨𝑷𝑳가 오히려 생성자를 사용하지 않을 때 향상되는 것을 

알 수 있다. 이 결과를 통해 앞서 설명한 큰 객체에 대한 특질이 
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고해상도 특질이기 때문에 노이즈로 인한 성능 하락이라 결론 지을 수 

있다. 

이에 따라 생성자 유무에 따라 큰 객체 성능이 달라지기 때문에 모델 

추론 과정에서 객체의 크기에 따라 생성자 사용 여부를 선택할 수 

있다면 중간, 작은 객체 뿐만 아니라 큰 객체에 대한 성능의 하락 폭을 

줄일 수 있는 방법에 대한 연구도 진행하였다. 하지만 Two stage 

방법론을 따르는 객체 검출기는 영역 제안 네트워크로부터 제안 받은 

관심 영역에서 다시 한번 객체의 위치를 재조정하는 구조이기 때문에 

생성자가 초해상도 특질을 생성하는 시점에서 생성자 사용 여부를 

결정하기에는 객체 크기에 대한 정보가 불명확하다는 문제가 있다. 

실제로 단순하게 영역 제안 네트워크로부터 제안 받은 영역의 크기를 

기반으로 생성자 사용 여부를 선택하도록 성능을 측정하였을 때 

전체적인 성능이 떨어짐을 확인하였다. 이러한 결과는 예측 

네트워크에서 바운딩 박스 정보에 대한 재조정 정보가 영역 제안 

네트워크가 제안하는 바운딩 박스 정보보다 더 정교하게 조정한다는 

것을 확인할 수 있었다. 향후 모델 개선 방안으로 객체 크기에 따른 

생성자 선택이 가능할 것으로 보인다. 

최종적으로 MS-COCO 전체 데이터셋에 대한 성능은 [표5]에서 

확인할 수 있다. 기존 10%, 20%의 데이터셋 결과보다 IoU에 따른 

성능이 떨어지는 이유는 작은 객체 성능과 큰 객체의 성능이 반비례 

관계에 있기 때문으로 분석된다. 즉, 작은 객체 성능 향상으로 인한 
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전체 성능 향상량보다 큰 객체 성능 하락으로 인한 성능 하락량이 

현저히 크기 때문이라 분석 된다. SOD-MTGAN (Bai et al. 2018)과 비교 

했을 때, 큰 객체의 성능을 제외한 객체의 성능은 비슷한 성능 향상을 

보였지만 큰 객체에 대한 성능은 앞서 설명한 이유로 상대적으로 낮은 

성능을 보임을 확인하였다. 

 

표 5 MS-COCO 데이터셋에 대한 성능 비교 

MS-COCO	
(test-dev)	 𝒎𝑨𝑷𝒂𝒍𝒍	 𝒎𝑨𝑷𝟓𝟎 𝒎𝑨𝑷𝟕𝟓	 𝒎𝑨𝑷𝑺	 𝒎𝑨𝑷𝑴	 𝒎𝑨𝑷𝑳	

Mask	RCNN	
(ResNet	50)	 38.3	 59.8	 41.5	 21.4	 41.1	 48.2	

SR	RCNN	
(ResNet	50)	 35.8	 56.5	 38.7	 23.0	 41.1	 40.1	

Mask	RCNN	
(ResNet	101)	 40.4	 61.8	 44.0	 22.6	 43.5	 51.6	

SOD-MTGAN	 41.4	 63.2	 45.4	 24.7	 44.2	 52.6	

SR	RCNN	
(ResNet	101)	 38.8	 59.7	 42.5	 24.3	 44.6	 47.9	

 
 
 
일반적으로 생산적 적대 신경망에서 생성자와 구분자의 적대 손실이 

어느 한 곳에 치우지지 않게 학습시키는 과정이 중요하다. 본 논문에서 

제안하는 모델은 생산적 적대 신경망과 객체 검출기 구조를 동시 만족할 

수 있도록 학습이 필요하다. 일반적인 생산적 적대 신경망에서 생성자는 

구분자의 진짜/가짜에 따라서 영향을 받아 학습이 이루어진다. 하지만 
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SR RCNN의 경우, 구분자는 생성자에게 진짜/가짜만 영향을 주는 것이 

아니라 생성자의 입력 특질 즉, 특질 추출기와 영역 제안 네트워크의 

학습까지 함께 이루어진다. 이는 구분자는 생성자가 구분자를 속이기 

입력 정보까지 조정할 수 있기 때문에 일반적으로 생성자보다 구분자가 

우위에 있다. 이로 인해 구분자가 어느정도 학습에 대해 수렴하고 난 

이후 부터는 생성자가 사용하는 입력 즉, 특질 추출 네트워크가 많이 

변하게 되고 생성자의 콘텐츠 손실이 크게 발산하다가 무한대가 되느 

증상이 있었다. 이를 해결하기 위해 구분자로 인한 특질 추출기와 영역 

제안 네트워크에 대한 매개 변수 변화의 강도를 줄이기 위해 구분자의 

클래스 분류 손실 함수와 회귀 손실 함수에 0.5의 가중치를 둠으로써 

콘텐츠 손실이 무한대로 발산하는 문제를 해결할 수 있었다. 
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제 5 장 결    론 
 
 
제 1 절 결론 및 고찰 
 
 
객체 검출기 분야는 일반적인 객체의 검출 성능 향상을 위해 작은 

객체에 대한 성능보다 큰 객체에 대한 성능 향상이 우선시 되어 

연구되어 왔다. 하지만 얼굴 인식, 교통 표지판 검출, 위성 사진 객체 

검출과 같은 작은 객체 검출 문제들은 이미지 내 큰 객체가 이미지 내 

존재하지 않거나 검출하고자 하는 관심 객체가 아닌 경우가 대부분이다. 

즉, 큰 객체에 대한 검출 성능보다 작은 객체 검출 성능이 매우 중요한 

요소라는 것이다. 이러한 문제 해결에 기여하기 위해 본 논문에서는 

초해상도 생산적 적대 신경망을 이용하여 작은 객체 성능을 향상시킬 수 

있는 새로운 초해상도 생산적 적대 신경망 기반 작은 객체 검출기를 

제시하였다. 본 논문에서 제안한 모델은 기존에 전체 성능 𝑚𝐴𝑃!"" 

향상에 초점을 둔 것이 아니라, 이미지 내 작은 객체에 대한 성능 

향상에 초점을 두어 전체 성능 𝑚𝐴𝑃!""  성능을 대체적으로 유지한 

상태에서 큰 객체 성능보다 중간, 작은 객체 성능 향상 시키는 것을 

확인하였다. 나아가 기존 연구의 경우에 기반이 되는 새로운 객체 

검출기가 나올 경우, 쉽게 적용을 하지 못하는 구조를 가졌거나 학습을 

두 단계로 나누어 진행하는 과정이 있어 쉽게 적용하지 못한다. 본 

논문에서 제안하는 모델은 End-to-end로 학습할 수 있고, 쉽게 다른 

기반 객체 검출기에 붙일 수 있는 형태로 작은 객체 성능 향상에 기여할 
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수 있다. 

본 논문에서는 작은 객체 성능을 향상시키기 위해 기존 저해상도 

이미지를 고해상도 이미지로 생성하는 초해상도 생산적 적대 신경망 

모델 방식을 이미지가 아닌 관심 영역 특질에서 적용할 수 있도록 객체 

검출기 구조를 제안하였다. 이러한 접근은 작은 객체일수록 관심 영역 

특질에서 정보가 손실되게 되는데, 손실된 저해상도 특질을 큰 객체의 

고해상도 특질로 복원을 하게 된다면 성능이 올라가게 될 것이라는 

가설에서 시작됐다. 실험을 통한 검증 결과로서 초해상도 생산적 적대 

신경망을 이용한 특질 복원으로 약 2%의 성능 향상을 보여 작은 객체 

성능 향상에 도움이 되는 것을 확인하였다. 또한 이러한 과정 속에서 

생성자, 구분자 간 학습 불균형을 해결하기 위해 생성자의 네트워크 

구조를 관심 영역 특질의 분포와 일치 시키고 구분자 손실 함수에 

가중치를 적용을 통해 학습하는 구조로 작은 객체 성능 향상에 기여할 

수 있음을 확인 하였다. 본 논문에서 비교하고 있는 SOD-MTGAN (Bai 

et al. 2018)과 Noh et al. (2019)에서는 작은 객체 검출 향상을 위해 

End-to-end가 아닌 두 단계로 나누어진 학습 방법을 제안하였다. 

이러한 두 단계로 나누어진 학습 과정은 학습 과정을 복잡하게 하고 

학습 시간을 증가 시키는 요인이 된다. SOD-MTGAN과 본 논문에서 

제안하는 모델을 비교하였을 때, 작은 객체 성능으로 각각 24.7과 24.3, 

중간 객체에 대해서 각각 44.2와 44.6으로 비슷한 성능을 보였다. 

그러면서 두 단계로 나누어진 학습 단계를 End-to-end로 학습 가능한 



 

45 
 

구조를 성공적으로 제안하였다. Noh et al. (2019)와 비교했을 때, 

논문에서 제시하는 성능 계산 방법이 달라 직접적인 비교는 어려우나 본 

논문에서는 구조적으로 두 단계로 나누어진 학습 과정과 객체 크기별 

예측 네트워크를 따로 학습해야하는 구조가 아닌 단일 구조를 제안한 바 

있다. 하지만 End-to-end로 구조를 결합하는 과정에서 특질 추출 

네트워크의 특질의 분포와 생성자의 생성 특질의 분포가 다르다는 

문제가 있음을 확인 하였다. 이를 해결하기 위해 기존 Residual block을 

쌓아 설계하는 생성자의 구조에서 Batch normalization의 제거하는 

구조를 제안하여 초해상도 특질과 고해상도 특질이 같은 분포로 학습 할 

수 있는 생성자의 구조를 제안하였다. 

 

제 2 절 향후 연구 
 
 
본 논문에서 제안하는 모델은 제 4 장에서 실험을 통해 여러 시행 

착오가 있었고 개선의 방향들이 존재함을 보여주었다. 

첫 번째로 큰 객체에 대한 성능에 영향을 줄일 수 있는 연구가 더 

필요하다. 이는 곧 객체 크기에 따른 생성자 선택이 가능한 모델로의 

개선을 의미한다. 실험을 통해 생성자를 사용할 때보다 사용하지 않을 

때 큰 객체의 성능이 더 높은 것을 확인할 수 있었다. 이는 생성자가 큰 

객체에 대해서는 노이즈로 작용한다는 것을 의미한다. 이를 해결하기 

위해 객체의 크기에 따라서 생성자의 사용여부를 결정할 수 있도록 

개선할 수 있다면 큰 객체에 대한 성능을 개선할 수 있을 것으로 보인다. 
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하지만 중간 제안된 관심 영역 시점에서 객체의 크기를 판별하는 것은 

매우 제한적이고 부정확하다. 이는 추가적인 네트워크로 이른 시점에 

객체의 크기를 판별할 수 있도록 학습하거나 객체의 크기를 판별할 수 

있는 모델 구조를 개선하는 방향으로 기대할 연구가 진행될 수 있을 

것으로 보인다. 

두 번째로 생산적 적대 신경망 적용에 따른 학습 불안정을 안정화하는 

방향이 있을 것이다. 일반적인 생산적 적대 신경망은 학습할 때 

생성자와 구분자가 균형 있게 학습하는 것이 중요하다. 하지만 본 

논문에서 제안하는 모델은 생성자에 비해 구분자가 학습에 더 유리한 

구조이기 때문에 생성자와 구분자의 학습 균형을 잡는 것을 어렵게 

만든다. 이로 인해 데이터셋에 따른 학습 매개 변수를 찾는 과정이 매우 

오래 걸리며 작은 변화에도 민감하다. 이를 위해 학습을 안정화할 수 

있는 추가적인 연구가 필요하며 안정적인 학습이 이루어질 경우 성능 

향상에도 도움이 될 것으로 기대된다. 

세 번째로 초해상도 생산적 적대 신경망의 특질을 선별하여 학습할 수 

있도록 개선하는 연구 방향이 있다. 본 논문에서 제안하는 모델은 

전체적인 객체 검출기 내에서 영역 제안 네트워크 이후 단계부터 

생성자와 구분자가 번갈아 학습하는 과정으로 구성이 되어있다. 하지만 

영역 제안 네트워크는 정답이 될 수 있는 영역을 제안하는 것으로 

정답이 아닌 특질도 포함되어 있다. 이 과정에서 저해상도 특질에서 

고해상도 특질에 대한 정보는 학습할 수 있지만 해당 특질 내에는 
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클래스와 바운딩 박스 정보는 존재하지 않기 때문에 생성자가 필요 없는 

특질을 학습할 수 있는 가능성이 있다. 관심 영역 특질 내에서 

선별적으로 생성자를 학습할 수 있다면 추가적인 성능 향상에 도움을 줄 

수 있을 것이라 예측된다. 

마지막으로 모델 검증을 위한 다양한 데이터셋을 통한 실험 결과 

도출이 있다. 앞서 작은 객체 검출기는 다양한 응용 분야가 있음을 

설명하였다. 다양한 응용 분야에 맞는 Tshinghua-Tencent 100k (Zhu 

et al. 2016), ModaNet (Zheng et al. 2018)과 같은 데이터셋이 존재한다. 

이러한 데이터셋은 각각 교통 표지판과 패션 아이템 인식 분야에 검증이 

가능한 데이터셋이다. 본 논문에서 제안하는 작은 객체 검출 향상의 

정도를 위와 같은 데이터셋을 활용하여 검증해봄으로서 다양한 

분야에서의 활용도를 증가시킬 수 있을 것이다. 
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Super-resolved Feature based 
Object Detection for Small Things 

- Super-resolved RCNN (SR RCNN) - 
 
 

Jeeseung Han 

Department of Computer Science and Engineering 

The Graduate School 

Seoul National University 
 

The small object detector refers to an object detector that is 

specialized to detect small objects in an image. These small object 

detectors are becoming an important research area since they are 

used in various industries such as self-driving, fashion, military, 

security and health care. 

The reason why object detectors show relatively low performance 

for smaller objects than different size objects is due to a size of input 

image and the limits of expression of the extracted image 

characteristics.  

To solve this problem, various methods have recently been studied 

and shown good performance, however, these have caused problems 

such as the need for a lot of computational resources and the inability 
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to end-to-end learning. 

This study proposes small object detection based on generative 

adversarial neural network to overcome the problem that needs many 

computational resources or multiple-step learning processes while 

maintaining good performance.  

Finally, detecting medium and small object was improved while 

maintaining overall performance 𝑚𝐴𝑃!"" in similar level. 

 
Keywords : Small object detector, Super-resolved generative 

adversarial network, Object detector, Object recognition, Small 

object, Region of interest 
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