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국문초록

실내 공간에서는 작업의 효율과 안전을 위해 적정 수준의 조도 환경을 

확보해야 한다. 채광창을 통해 자연채광이 유입될 경우, 부족한 만큼만 전

기조명을 통해 공급함으로 조명 에너지를 절감할 수 있다. 자연채광은 시간

별 태양의 위치 및 기상환경에 따라 동적으로 변한다. 즉, 전기조명 시스템

의 제어변수(디밍 제어의 경우: 0~1)를 결정하기 위해서는, 제어 시점마다 

자연채광으로 인한 작업면 조도의 동적 거동을 독립적으로 파악할 수 있어

야 한다. 또한, 각 지점에 부족한 만큼의 전기조명 조도를 공급하기 위해서

는 제어변수에 따라 여러 조명기구에서 도달하는 광속을 알아야 한다. 조명

기구별 출력과 작업면 조도의 관계를 시스템 모델로 작성하면, 자연채광 현

황에 따라 권장 조도 환경을 만족하는 동시에 전력사용량을 최소화하는 전

기조명 시스템의 제어변수를 결정할 수 있다.

작업면의 조도는, 센서를 설치하거나 시뮬레이션 모델로 예측하여 알 수 

있다. 조도 센서를 이용하는 방법은 권장 조도 수준의 만족 여부에 대한 정

확도가 높고, 직관적이다. 하지만, 센서의 측정값은 자연채광과 여러 전기 

조명기구의 조도가 합해진 것으로, 이를 분리하는 것이 어렵다. 또한, 조도 

센서는 작업면에 설치해야 하지만, 간섭으로 인해 주변의 벽이나 천장에 설

치하게 되며, 이로 인해 정확도가 떨어진다. 조도 시뮬레이션을 이용하면 

이와 같은 센서의 물리적인 한계를 극복할 수 있다. 본 연구에서는 인천의 

한 공장 건물을 대상으로 빛 환경 시뮬레이션 도구인 Radiance 기반의 빛 

환경 시뮬레이션 도구인 DIVA for Grasshopper를 이용하여 자연채광과 전

기조명 조도를 예측하는 물리법칙 기반의 모델을 각각 개발하였다.

제작된 모델을 제어에 이용하기 위해서는 실시간으로 예측 결과를 도출

할 수 있어야 한다. 자연채광 모델은 기상청의 수평면 총일사량을 입력으로 

이용하는데, 이를 실시간으로 이용하기 어렵고, 이용할지라도 기상대와 대상

건물의 지역적 차이로 인한 오차가 있다. 모델의 연산시간 또한 해결해야 

한다. Radiance에서는 Backward ray-tracing 방법으로 측정지점으로 유입
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되는 다중 반사광(interreflection)을 계산한다. 빛을 광선으로 가정하고, 추

적 방향을 샘플링하여 확률적으로 계산하기에 샘플 개수와 반사 횟수가 많

을수록 정확도가 높아지고 연산시간이 길어진다. 자연채광 모델의 연산시간

을 단축하고, 지역적 특징을 반영하는 참조 조도를 모델의 입력변수로 활용

하기 위해 기계학습 대리모델을 개발하였다. 전기조명 모델의 경우, 조명기

구 그룹별 시뮬레이션을 수행한 결과로 디밍 제어변수에 대한 선형시스템 

모델을 제작하였다. 각 모델은 작업면에 임시로 조도 센서를 설치하여 수집

한 데이터로 보정 및 검증하였다.

제어 최적화는 강화학습으로 구현하였다. 강화학습은 인공지능의 한 분야

로, 주어진 환경에서 제어변수를 결정하고, 그 결과에 따라 보상을 받으며 

최적제어 방법을 탐색한다. 본 연구에서 적용한 심층 확정적 정책 그래디언

트(DDPG) 알고리즘은 디밍 제어와 같은 연속 제어변수를 결정할 수 있다. 

또한, 제어변수가 많을 경우, 확률적 알고리즘보다 우수하다. 훈련 기간을 

통해 도출한 최적 정책 신경망(Optimal Policy Network)으로 제어를 수행

한 결과, 평균조도와 균제도를 권장수준으로 확보할 수 있었다. 전력 사용

량의 경우, 기존의 스케줄 기반 제어 대비 38%를 절감할 수 있었다.

강화학습으로 결정된 제어 시점별 변수 패턴은 선형계획법 최적화 알고

리즘의 패턴과 유사하다. 자연채광이 부족한 지점에 집중하여 전기조명을 

공급하였으며, 시간 및 날짜별 자연채광 수준에 따라 제어를 수행하였다. 

하지만, 선형계획법은 실내 자연채광이 부족한 아침과 저녁 시간의 경우, 

제어 패턴에 불안정성을 보였으며, 각 지점의 조도를 최대한 확보하기 위해 

보수적으로 제어가 수행된다. 해당 시점에서는 어떤 방법의 조명 시스템 제

어로도 선형계획법의 제약조건을 만족할 수 없었기 때문이다. 한편, 강화학

습은 이와 같은 환경에서도 일관적인 제어를 수행하였으며, 전력사용량과 

조도 환경의 균형이 유지되었다. 결과로 선형계획법보다 17% 더 많은 전기

에너지를 절감할 수 있었다.

본 연구는 실제 건물을 대상으로 조도예측모델을 제작하여 실시간 전기

조명 제어를 수행하였다. 모델을 통해 작업면의 조도 센서를 대체할 수 있

었으며, DDPG 강화학습 제어의 최적화 성능 및 안정성을 확인하였다. 이
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를 통해 조도예측모델에 기반한 실내 조명 시스템 제어가 유용함과 동적 자

연채광 환경 및 연속 제어변수에 대한 DDPG 강화학습의 가능성을 전달하

고자 한다.

주요어 : 조도 예측 모델, Radience 시뮬레이션, 실시간 조명 제어, 강화학

습, 심층 확정적 정책 그래디언트(DDPG)

학  번 : 2019-21516
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제 1 장  서 론

1.1 연구의 배경 및 목적

인간의 무분별한 개발 행위 및 석유 에너지 이용으로 인해 지구 환경이 

파괴되고 있다. 기후 변화로 인한 자연재해와 식량자원 감소 등 그 피해는 

인간에게 돌아오고 있다. 이에 전 세계 국가들은 기후변화협약을 통해 온실

가스 농도를 지구 환경이 지속 가능한 수준으로 유지하는 데에 합의하였다. 

2019 국가 온실가스 인벤토리 보고서에 따르면 온실가스의 86.8%가 에너

지 분야에서 발생하며, 건물은 산업, 수송과 함께 국가 에너지 사용량의 가

장 큰 부분을 차지하고 있다. 사람은 86.9%의 시간을 건물 안에서 지내며

(그림 1-1), 활동에 필요한 환경(온도, 습도, 조도 CO2 농도 등)을 쾌적한 

수준으로 확보하는 데에 에너지를 사용한다.

그림 1-1. 하루 동안 실내·외에 머무는 시간 비율 (Klepeis et al., 2001)
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조도 환경은 작업 효율 및 안전을 위해 확보되어야 한다. 공간의 용도 

및 작업 유형에 따라 필요한 조도 환경이 다르며, 수평, 수직면 조도 및 균

제도로 이를 평가할 수 있다. 조도는 평가 지점 주변의 물리적 형태, 재질

의 물성값(반사율, 투과율)으로 인해 같은 실에서도 측정지점마다 모두 다르

다. 즉, 실질적인 작업이 이루어지는 지점의 조도 환경을 확보하는 것이 중

요하다. 실내 공간의 조도 환경은 창을 통해 유입되는 자연채광과 전기조명

의 조도로 구성된다. 자연채광 조도는 태양과 측정지점의 위치 관계 및 천

구의 운량에 따라 지속해서 변한다. 이에 비해, 전기조명 조도는 조명기기

의 배치 및 배광곡선, 보수율에 따라 결정되며, 시간에 따른 변화가 작다.

건물 실내 각 지점의 조도를 광원에 따라 예측할 수 있으면, 여러 가지 

제어 방법(디밍 제어, 온·오프 제어, 격등 제어 등)을 적용하여 조명 에너지

를 절감할 수 있다. 자연채광으로 필요한 조도 환경을 만족하지 못할 경우, 

부족만 만큼을 전기조명 시스템을 통해 제공하는 것이다. 이때, 주간 자연

채광 조도는 시간에 따라 지속적으로 변하기 때문에 실시간으로 파악해야 

한다. 또한, 전기조명 시스템의 제어 방법 역시 실시간으로 결정할 수 있어

야 한다.

작업면의 조도를 파악하기 위해, 조도 센서를 설치하는 방법과 시뮬레이

션 모델을 이용하는 방법이 있다. 조도 센서를 이용하는 방법은 간편하고 

정확하다. 하지만, 측정된 값은 자연채광과 전기조명 조도가 합해진 것으로 

이를 분리하는 것이 어렵다. 또한, 센서의 설치 지점에 주의해야 한다. 조도 

센서를 작업면에 설치하는 것이 가장 좋지만, 사람의 행동으로 인한 간섭으

로 인해 주변의 벽이나 천장에 설치한 다음 보정하여 이용한다. 한편, 조도 

시뮬레이션을 수행하기 위해서는 물리법칙 기반의 3D 모델을 제작해야 한

다. 모델을 이용하면, 자연채광 및 인공조명 등의 광원에 따른 조도를 분리

할 수 있다. 또한, 원하는 모든 지점의 조도를 작업 활동의 간섭 없이 구할 

수 있다.

자연채광 조도 현황에 따라 제어변수를 결정하는 방법으로는 최적제어와 

강화학습 등이 있다. 최적제어는 작업면의 조도 환경을 제약조건으로 하여 

에너지 사용량을 최소화하는 알고리즘을 적용하는 것이다. 한 번에 제어변
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수를 결정할 수 없고, 수렴 조건에 도달할 때까지 반복하여 제어변수를 탐

색한다. 반면, 강화학습은 제약조건과 목적함수 대신, 제어 결과를 바탕으로 

변수의 성능을 평가하는 보상함수를 이용한다. 학습하는 동안, 일정 주기를 

반복하면서 다양한 환경에 대해 정책에 기반하여 제어를 수행하고, 그에 따

른 보상을 얻으며 궤적 데이터를 수집한다. 이를 이용하여, 주기(에피소드)

의 총 보상을 가장 크게 만드는 최적 정책을 구하는 것이 강화학습의 목표

이다. 실제 제어를 수행할 때는 최종 정책을 이용하여 실시간으로 제어변수

를 도출할 수 있다.

본 연구에서는 작업면에 조도 센서를 설치하지 않고, 시뮬레이션 모델을 

이용하여 자연채광 및 전기조명 조도를 실시간으로 구하는 방법을 제안한

다. 또한, 제작된 모델을 기반으로 강화학습을 이용하여 조명 시스템을 최

적으로 제어하는 방법을 제시하고자 한다.
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1.2 연구의 범위 및 방법

대상 건물은 인천광역시 동구에 위치한 중장비 엔진 공장이며, 내부는 작

업 유형에 따라 가벽으로 구획되어 있다. 본 연구에서는 검사 및 운송 작업

이 수행되는 구역을 대상으로 한다. 3D 모델은 Rhinoceros로 제작하였으

며, Grasshopper 플랫폼에서 DIVA를 이용하여 조도 시뮬레이션을 수행하

였다. 자연채광 조도 예측 모델은 기상청의 수평면 총 일사량(Global 

Horrizontal Irradiance, GHI) 데이터를 입력으로 받아 작업면의 조도를 예

측한다. 하지만, 기상청의 일사량 데이터는 실시간으로 받기 어렵고, 건물이 

위치한 지역적 특징을 반영하지 못한다. 실시간 제어를 수행하기 위해 실내

에 설치된 자연채광 조도 센서의 측정값을 입력으로 이용하는 기계학습 대

리모델을 개발하였다. 기계학습 알고리즘은 인공신경망(ANN)을 이용하였

다. 전기조명의 경우, 조명기구 제조사에서 제작한 배광파일(ies 파일)을 이

용하였다. 조명 기기 그룹별로 수행한 DIVA　시뮬레이션의 결과를 바탕으

로 디밍 수준에 따른 선형 모델을 제작하였다. 모델 제작 방법은 4장에서 

상술되며, 각 모델은 실측 및 제작, 측정 데이터 기반 보정 및 검증, 모델 

확장 순서로 개발되었다.

제작된 모델과 강화학습 알고리즘을 연계하기 위해 파이썬 환경을 이용

하였다. 연속 변수인 디밍 제어를 수행하기 위해 정책 그래디언트 강화학습

을 검토하였으며, 고차원 제어변수 결정에 효과적인 심층 확정적 정책 그래

디언트(Deep Deterministic Policy Gradient, DDPG) 알고리즘을 선정하였

다. 훈련 및 검증을 위해 자연채광 모델과 전기조명 모델을 결합하여 강화

학습 환경을 제작하였다. OpenAI의 Gym을 참고하였으며, 현재 시점의 제

어변수(행동, action)를 입력하면 제어 결과를 평가한 보상(Reward)과 다음 

시점의 시스템 상태(state)를 돌려준다. 강화학습 제어에 따른 작업면의 조

도 및 균제도를 권장 조도 및 균제도와 비교하여 본 연구에서 제안한 제어 

방법의 유용성을 제시하였다. 결과로 기존의 제어 방법과 비교하여, 에너지 

절감량을 산출하였다. 그림 1-2는 본 논문의 전체 흐름을 보여준다.
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* Bold : Key processes and works

그림 1-2. 연구의 절차 및 구성
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제 2 장  조명 시스템 제어

본 장에서는 문헌조사를 통해 자연채광이 도입된 실내 조도 환경에서 기

존에 사용된 전기조명 시스템의 제어 방법을 고찰한다. 대부분 조도 센서를 

기반으로 제어변수를 결정하는 방법이며, 센서의 설치 위치를 선정하는 데

에 한계점을 지닌다.

2.1 조도 센서 기반 조명 시스템 제어

조도 센서를 이용하여 자연채광 조도에 따라 전기조명을 제어하는 알고

리즘은 open-loop 제어와 closed-loop 제어로 구분된다. open-loop 제어

의 경우, 조도 센서는 자연채광이 잘 드는 동시에 전기조명의 영향이 미치

지 않는 지점에 설치된다(그림 2-1의 (a)). 센서의 위치와 작업면에 도달하

는 자연채광 사이의 관계를 보정하여 이를 기반으로 제어 방법을 결정해야 

한다. 대부분의 경우, 거리에 따른 선형 관계를 가정하는데, 이는 천구 상태

를 반영하지 못한다. 실내 공간의 형태로 인해, 태양의 위치 및 운량에 따

라 각 지점에서의 자연채광 변화율은 모두 다르다. 즉 단순한 선형 가정으

로는 작업면의 자연채광을 정확히 알 수 없으며, 이로 인해 제어 결과에 오

차가 생긴다. 이 문제를 해결하기 위해서는 작업면과 동일한 자연채광 특성

을 가진 지점에 센서를 설치해야 한다. 하지만 그 위치를 찾는 것이 어렵

고, 찾았다고 할지라도 해당 작업면에만 한정되어, 다른 자연채광 특성을 

가진 작업면에 대해 범용적으로 이용될 수 없다.

closed-loop 제어는 작업면에 조도 센서를 설치하여 측정한 조도(자연채

광 조도와 전기조명 조도의 합)를 피드백으로 조명기기의 광속을 조절하는 

방법이다 (그림 2-1의 (b)). 조명기구마다 대응하는 조도 센서를 이용하여 

대상 지점의 조도를 측정한다. 측정값과 목표 조도의 차이만큼 해당 조명기

구의 광속을 조절하여 정확도를 확보할 수 있다. closed-loop 제어에서 조
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도 센서는 작업면에 설치하는 것이 가장 효과적이다(Di Louie, 2008; Haq 

et al., 2014). 하지만, 이는 작업자의 활동에 방해가 될 수 있으며, 반대로 

사람이 센서를 가릴 수도 있다. 이와 같은 이유로 작업면에 센서를 설치하

는 대신, 벽 또는 천장에 설치하고 센서를 보정해야 한다 (Caicedo, 

Pandharipande, & Willems, 2014). open-loop 제어의 경우와 같이, 센서

의 측정 정확도 확보를 위해 설치 지점을 적절하게 선정해야 한다. 또한 

closed-loop 제어를 위해서는 조명기구 간의 조도 간섭을 해결해야 한다. 

각 조명기구는 여러 작업면에 동시에 영향을 준다. 한 지점의 조도를 맞추

기 위해 대응하는 조명기구의 광속을 변경하는 순간 다른 지점에 설치된 조

도 센서의 측정값이 함께 달라진다.

(a) open-loop 제어

(b) closed-loop 제어

그림 2-1. 조도센서 기반 전기조명 제어 방법
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Mahdavi et al(1995)는 실내 조명시스템 설계단계에서 작업면을 여러 구

역으로 나누고, 각 구역을 담당하는 조명기구를 그룹으로 묶어서 한 번에 

제어하는 방법을 제시하였다. 결과로 조도 센서 설치 개수를 줄일 수 있었

으며, 해당 구역의 전기조명 조도를 평균화하여 간섭을 해결하는 효과가 있

었다. 하지만, 구역과 구역 사이의 전기조명 간섭 문제는 여전히 존재하였

으며, 구역이 많은 대형 공간일수록 전체 조명 시스템의 제어변수를 찾는 

것이 어려워진다.

Koroglu, & Passino(2014)는 제어 단위별 조명기구를 번갈아 조절하면

서 모든 지점의 조도 환경을 확보하는 알고리즘(illumination balancing 

algorithm)을 제안하였다. 이 방법은 알고리즘에 대한 수학적 해석이 필요

하고, 센서 보정(calibration)도 수행해야 한다. 또한, 모든 조도 환경이 정상

상태에 도달할 때까지 반복해야 하고, 자연채광 조도가 변할 때마다 다시 

수행해야 한다. 

이처럼, 작업면과 조명기기 사이에 교호작용이 있는 경우, 조도를 확보하

기 위해 각 조명 기구의 디밍 수준을 개별로 결정하는 방법(Single Input 

Single Output, SISO)(그림 2-2의 (a))으로는 전체 조명 시스템의 최적 제

어변수를 찾는 것이 어렵다. 각 작업면에 도달하는 광속이 어떤 조명기구에

서 출력된 것인지 추적할 수 있어야 각 조명기구의 제어 방법을 결정할 수 

있다(그림 2-2의 (b)).

(a) 조명과 작업면 사이 간섭 無 (b) 조명과 작업면 사이 간섭 有
그림 2-2. 다수의 조명기기 및 작업면 사이의 관계
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2.2 모델 기반 조명 시스템 제어 및 최적화

2.2.1 조도 예측 모델

각 조명기구의 제어변수를 한 번에 결정하여 전기조명 조도를 공급하는 

방법(Mulitple Input Multiple Output, MIMO)은 조명기구 사이에 발생하

는 간섭 문제를 해결할 수 있다. 이를 위해서는 각 광원에 따라 작업면의 

조도를 출력하는 실내 조명 시스템 모델이 필요하다. 물리법칙 혹은 이를 

기반으로 한 시뮬레이션 프로그램을 이용하거나 작업면에서 측정된 조도 데

이터를 수집하여 광원에 따른 조도 예측 모델을 제작할 수 있다.

시뮬레이션 모델은 물리법칙에 기반한 White-box 모델과 데이터에 근거

한 Black-box 모델로 나뉘며, 이 둘을 결합한 Gray-box 모델도 있다. 조

도 예측을 위한 White-box 모델(혹은 Physics based 모델) 제작을 위해서

는 건물의 형상 및 재료의 물성치 정보와 광원에 대한 해석(Sky model, 조

명기구 배광정보)이 필요하다. 미지변수의 경우 가정해야 하고 광속을 계산

하는 물리법칙을 선정해야 하는 등 시뮬레이션 수행자의 주관적인 판단이 

개입된다. 이로 인해 시뮬레이션 결과가 달라질 수 있으며, 모델의 재연성

과 반복성 및 신뢰성을 확보하기 어렵다 (박철수, 2006). 모델의 결과와 실

재 환경의 차이를 최대한 줄이기 위해, 측정값에 기반하여 모델을 보정하고 

검증하는 과정이 필요하다 (Kim and park, 2016).

조도 예측 모델은 광원에 따라 자연채광 모델과 전기조명 모델로 구분된

다. 두 모델은 3d 형상과 재료의 물성치를 공유하되, 빛을 설명하는 변수에 

차이가 있다. 자연채광은 태양에서 바로 도달하는 직달일사와 천구에 반사

되어 유입되는 확산일사로 구성되며, 태양의 방위각과 고도각, 일사량, 운량

에 따라 지속적으로 변한다. 이를 묘사하기 위해 sky-model을 이용하여 천

구를 패치로 나누고 각각의 패치에 광량을 분배한다. 한편, 전기조명의 경

우, 배광곡선과 조명보수율(Light Loss Factor, LLF)을 이용하여 작업면에 

도달하는 조도를 구할 수 있다. 조명기구마다 광속이 출력되는 방향과 세기

가 다르다. 제조사에서는 이를 측정하여 배광곡선(Candela Distribution 
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Curve, CDC)을 제작하고, 사용전력, 광도 등의 스펙 정보와 함께 ies파일 

포맷으로 제공한다. 조명보수율은 설치 환경 및 유지보수로 인한 효율 손실

을 반영하는 요소이며, 최적 상태일 때의 광도 대비 실제 광도의 비율을 의

미한다.

광원에서 대상 지점에 도달하는 조도를 계산하는 대표적인 알고리즘으로 

Radiosity 방법과 Ray-tracing 방법이 있다. Radiosity 방법은 장면(Scene)

에 따라 빛을 계산하는 방법으로 복사 열전달에서 개발되었다. 한 장면에 

포함된 표면의 형상 계수(Form factor)에 기반하여 각 면 사이의 반사광을 

계산한다. 실제 건물 환경에서는 형상 계수를 구하는 계산이 복잡하고, 정

확도가 떨어진다. Ray-tracing 방법은 관점(View)에 따라 빛을 계산하는 방

법이다. 추적 계산을 시작하는 지점에 따라 광원에서 시작하는 Forward 

ray-tracing, 측정 위치에서 시작하는 Backward ray-tracing으로 구분된다. 

한 지점에 도달하는 광선은 모든 방향에서 유입된다. 태양이나 조명기기와 

같이 비중이 크고, 중요한 광원에서 도달하는 빛은 확정적으로 추적하여 계

산할 수 있다. 하지만, 천구나 다른 표면에 반사되어 유입되는 빛의 경우, 

모든 방향을 추적하는 것은 불가능하기에 확률적 샘플링 방법을 이용한다. 

샘플링 방향 수와 반사 횟수가 많을수록 정확한 시뮬레이션이 가능하지만, 

이에 따라 연산시간도 함께 늘어난다.

(a) ray-tracing (b) radiosity (c) photon map

그림 2-3. 빛 환경 시뮬레이션 알고리즘

(Ochoa, Aries, & Hensen, 2010)
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여러 가지 시뮬레이션 프로그램은 목적에 따라 다음 두 방법을 취사선택

하거나 융합하여(그림 2-3.) 조도 계산을 수행한다. 현재까지 Backward 

ray-tracing 기반의 Radiance가 가장 많이 이용되고 있으며, 수많은 연구를 

통해 그 성능이 검증되었다 (Ochoa et al. 2010). Radiance는 사용자 인터

페이스가 없기에 3d 모델링 프로그램에 엔진으로 탑재되어 활용된다. 본 연

구에서 자연채광 및 전기조명 모델 제작에 이용한 DIVA는 Rhinoceros & 

Grasshopper 3d 모델링 프로그램 환경에서 제작된 빛 환경 시뮬레이션 도

구로서 Radiance를 엔진으로 이용한다 (Solemma LLC, 2020).

Black-box 모델(혹은 Data-driven 모델)은 물리법칙을 이용하지 않고, 

입·출력 데이터의 관계를 확률적, 통계적으로 묘사한다. 모델 제작을 위해 

전문적인 지식이 필요하지 않으며, 매우 빠른 시뮬레이션이 가능하다. 기계

학습(Machine learning) 모델은 대표적인 Data-driven 모델로서 데이터의 

구조 및 패턴을 발견하는 방법이다. 이를 위해서는 데이터의 양이 충분해야 

하며, 질적으로도 다양성을 확보해야 한다. 즉, 모델의 인과성(causality)을 

고려하여 입력변수와 출력변수를 적절히 선정해야 하며, 노이즈 및 이상치

를 검출하는 등의 데이터 전처리가 필요하다. 결과로 완성된 데이터 세트의 

양이 기계학습 알고리즘을 훈련 및 검증하기에 충분해야 한다 (박성호, 

2019).

Data-driven 방법으로 조도 시뮬레이션 모델을 제작하기 위해서는 광원

에 따라 입·출력 변수를 선정하고, 이를 수집해야 한다. White-box 모델의 

변수를 그대로 사용하는 것이 모델의 인과성(causality)을 확보하는 측면에

서 가장 좋지만, 목적에 따라 그 외의 변수를 사용할 수도 있다. 한편, 조도 

시뮬레이션의 출력변수는 목표 지점의 조도이다. 정확한 측정값을 얻기 위

해서는 목표 지점에 조도 센서를 설치하고 주변 환경의 간섭을 통제해야 한

다. 그 후, 입력변수(자연채광: 시간에 따른 태양의 위치, 직달일사량, 산란

일사량, 운량 등, 전기조명: 조명 제어 값(ON·OFF, 디밍 등))를 다양하게 

변경하면서 측정된 값을 수집해야 한다. 

여러 기계학습 알고리즘은 모델 구조와 예측 방법이 서로 다르며, 데이터

의 형태에 따라 성능에 차이가 있다. 하지만, 모든 기계학습 알고리즘은 매
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개변수(parameter)를 이용하여 입·출력 데이터 사이의 관계를 설명하고, 최

적화 과정을 통해 실측값과 모델의 예측값의 차이를 줄이는 방향으로 매개

변수를 조절하는 것은 같다 (안기언 2019). 건물 에너지 시뮬레이션 분야에

서는 비선형 시스템에 대한 높은 수준의 정확성을 구현해 낼 수 있는 인공

신경망(Artificial Neural Network, ANN)이 많이 이용되고 있다 (Afram et 

al., 2017). 

본 연구에서는 DIVA로 작성 및 보정된 자연채광 조도 예측 모델(White 

box model)을 모사하는 대리모델을 인공신경망(ANN)으로 제작하였다. 기

계학습 모델을 제작하는 과정에서 모델의 인과성을 고려하여 입력변수를 변

경하였다. 자연채광 조도에 대한 실시간 시뮬레이션 수행을 위해 기상청에

서 제공하는 수평면 총 일사량(GHI) 대신, 실내에서 측정된 자연채광 조도

()를 사용하였다. 

2.2.2 시스템 제어 및 최적화

조명시스템 제어에 필요한 전기조명 모델은, 디밍 제어변수에 따라 작업

면의 조도를 출력할 수 있어야 한다. 또한, 목적함수에 해당하는 전력사용

량도 계산할 수 있어야 최적화 알고리즘을 적용할 수 있다. 조명기기의 출

력과 작업면 조도 수준 그리고 전력사용량과 조명기기의 출력 사이의 관계

는 선형으로 근사할 수 있으며, 이에 따라 선형 모델을 제작할 수 있다. 조

명기기의 출력이 최대일 때를 기준으로 1법칙 기반의 전기조명 조도예측모

델을 제작하고 시뮬레이션을 수행하여 각 조명기기와 각 작업 지점의 조도 

관계를 알 수 있다. 

시뮬레이션 결과를 매트릭스 형태로 정리하여 식 (2-1)과 같이 표현할 

수 있다. 여기에 조명 기기별 디밍 수준을 벡터 형태로 곱하면 디밍 제어변

수에 따른 작업 지점별 조도를 구할 수 있다(식 (2-2)). 한편, 조명기기의 

출력이 최대일 때의 전력량과 디밍 제어변수를 곱하여 전체 시스템의 전력

량을 구할 수 있다(식 (2-3)). 
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



 


  ⋯  ⋱ ⋮ ⋮   ⋯ 

(2-1)

여기서, : 번째 조명기구에 따른 지점의 조도

  : 작업 지점의 수  : 조명 기구의 수

 × (2-2)

여기서,

     ⋯    : 지점(node)의 전기조명 조도

     ⋯    : 번째 조명기구의 디밍 수준

× (2-3)

여기서, : 전체 시스템의 전력량

     ⋯    : 번째 조명기구의 전력량

     ⋯    : 번째 조명기구의 디밍 수준
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기존의 모델 기반 조명 제어 연구에서는 이와 같은 시스템 모델을 제작

하고, 최적화 알고리즘을 적용하여 에너지 절감량을 도출하였다. Wen & 

Agogino(2008)는 물리법칙 기반의 시뮬레이션 도구인 Radiance를 이용하

여, 각 전기 조명기구에 대한 작업면 조도 분포를 구한 다음, 디밍 수준에 

따라 선형결합으로 시스템 모델을 제작하였다. 최적화는 선형계획법으로 수

행되었으며, 작업면 목표 조도를 만족하는 동시에 에너지 사용량을 최소화

하도록 적용되었다. Tran & Tan(2014)은 작업면에 임시로 조도 센서를 배

치하고, 개별 등에 대한 제어를 수행하여 조도 데이터를 수집하였다. 수집

한 데이터를 기반으로 기계학습 모델을 제작하여 최적화에 이용하였다. 상

술한 두 연구는 자연채광의 영향이 없거나 적은 실내환경을 대상으로 수행

되었으며, 전기 조명기구의 조도만 고려한다. 시스템 모델을 이용하면 각 

제어변수 조합에 따른 작업 지점의 조도를 예측할 수 있으므로, 권장 조도 

환경을 만족하면서 에너지 사용량을 가장 적게 사용하는 제어변수를 최적화 

알고리즘으로 탐색한 것이다.

Pandharipande, & Caicedo(2010)와 Seyedolhosseini et al(2020)의 연구

에서는 자연채광을 함께 고려하기 위해 조도 센서를 이용하였다. 먼저 전기

조명 시스템을 설명하는 모델을 제작하여 전기조명 조도를 예측하였다. 이

를 센서의 측정값과 비교하여 그 차이만큼을 자연채광 조도로 추정하였다. 

건물 내에서 측정된 조도는 자연채광 조도와 전기조명 조도의 합이므로, 센

서의 측정값에서 모델로 구한 전기조명 조도를 제하여 자연채광 조도를 구

한 것이다. 권장 조도수준에서 자연채광 조도로 확보되는 만큼을 뺀 것을 

제약조건으로, 선형계획법을 적용하여 전력사용량을 최소화하였다.

전기조명 모델과 같이 자연채광 조도를 예측하는 모델을 제작하면, 자연

채광이 유입되는 공간에서도 조도 센서 없이 전기조명 제어를 수행할 수 있

다. 김영섭 외(2019)의 연구에서는 자연채광 조도 예측 모델과 전기조명 조

도 예측 모델을 각각 제작하였다. 자연채광의 동적 거동을 baseline으로 하

여 전기조명 시스템의 제약조건을 설정하고, 메타 휴리스틱스 전역 최적화 

방법인 유전알고리즘을 적용하여 제어변수를 탐색하였다.

본 연구의 대상 구역은 매우 넓고, 내벽이 거의 없는 열린 공간(open 
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space)이다. 북측 삼각 천장 3열의 채광창을 통해 산란 일사가 많이 유입되

며, 작업 지점마다 자연채광 조도의 수준이 달랐다. 이와 같은 이유로 고정

된 조도센서의 설치 지점을 찾는 데에 한계가 있으므로, 광원별로 조도 예

측 모델을 제작하여 이를 대체하였다. 모델 제작 방법 및 과정은 4장에서 

상술된다.

한편, 현재까지 조명 제어에 적용된 최적화 알고리즘은 대부분 선형계획

법에 기반한 경사하강법 혹은 메타-휴리스틱스 방법을 적용한 것이다. 경사

하강법의 경우, 빠른 속도로 변수를 탐색할수 있다. 하지만, 설정 파라미터

(초기값, 제약조건 등)에 따라 국지 최적해에 빠질 수 있으며. 이로 인해 최

적화 성능에 편차가 생긴다. 유전알고리즘과 같은 메타-휴리스틱스 방법은 

비선형인 해공간에서 전역 최적해를 찾는 문제에 효과적이다. 하지만, 많은 

변수 조합을 샘플링하여 해공간을 탐색하는 방법으로, 최적해를 찾기 위해 

많은 연산시간이 필요하다. 

실시간 조명 시스템 제어를 위해서는 각각의 제어 시점마다 빠른 속도로 

최적 제어변수를 도출할 수 있어야 한다. 본 연구에서는 심층 확정적 정책 

그래디언트 강화학습을 이용하여 실시간 조명 시스템 제어를 수행하였다. 3

장에서 강화학습에 대해 간략히 살펴보고, 5장에서 조도 예측 모델과 강화

학습을 연계한 방법 및 제어 결과를 소개한다.
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제 3 장  강화학습 방법

3.1 강화학습 개요

강화학습은 정해진 기간 안에 목표를 최적으로 달성하기 위한 순차적인 

의사결정 문제를 푸는 방법이다. 최근 다양한 제어 분야에서 많이 활용되고 

있으며, 기존의 최적제어(optimal control)와 같이 행동에 대한 보상(최적제

어에서는 비용)에 기반한다. 강화학습에서는 의사결정 주체를 에이전트

(agent)라 하며, 시스템을 환경(environment)이라고 한다. 에이전트는 환경

의 상태(state)를 측정하거나 관측하고, 행동(action)을 선택하여 환경에 전

달한다. 환경은 에이전트의 행동에 따라 변화하고, 이를 평가하여 보상

(reward)을 돌려준다. 에이전트의 의사결정(행동)은 일정한 정책(policy)에 

근거하여 이루어지는데, 학습 기간에 다양한 행동을 선택하고 획득한 보상

을 이용하여 이를 구축한다. 지정된 기간(episode)이 끝날 때까지 누적된 보

상을 최대화하는 정책을 구하는 것이 강화학습의 목표이다.

3.1.1 마르코프 결정 과정(MDP)

강화학습에서의 시간은 이산적(discrete-time)이다. 즉, 기간을 일정 간격

으로 나누고, 시점마다 독립적으로 에이전트와 환경이 상호작용하게 된다. 

이와 같은 흐름을 수학적으로 표현한 것이 마르코프 결정 과정(Markov 

Decision Process, MDP)이며, 그 효율이 과거 모든 정보에 기반한 의사결

정만큼 우수함이 확인되고 있다 (Sutton and Barto, 1998). MDP에서는 상

태, 행동 및 보상 등 각 요소의 관계를 확률적으로 표현한다. 어떤 상태( )
에서 행동()을 취했을 때, 다음 상태( )의 확률밀도함수를 상태전이함

수,  ∣ 라 한다. 여기서 행동()은 정책, ∣에 의해 결정되
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며, ∣는 상태( )에 따라 선택할 수 있는 행동의 확률을 나타내는 조

건부 확률밀도함수, ∣이다. 정책으로 결정된 행동을 상태전이함수에 

입력하여 다음 상태로 이동하면, 환경으로부터 보상,  이 주어진다(그

림 3-1). 

그림 3-1. 마르코프 결정 과정(Markov Decision Process, MDP)

제어 시점마다 얻은 보상의 총합을 반환(return)이라고 하며 식 (3-1)로 

나타낸다. 여기서 ∈는 현재 시점의 즉각적인 보상과 미래에 얻게 될 

보상의 가중치를 결정하는 역할을 하는 감가율(discount rate)이다. 또한, 제

어 기간을 지정하지 않은 무한 에피소드에서 반환이 발산하지 않도록 하는 

수학적인 역할을 한다.

(3-1)

       ⋯   
  

     
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3.1.2 가치함수

강화학습의 목표는 반환(return)을 최대화하는 것으로 이를 확률적으로 

추정하기 위해 가치함수(value function)를 도입한다. 어떤 상태에서 정책에 

따라 행동을 결정했을 때, 반환의 기댓값을 상태 가치(state-value)라고 한

다 (식 (3-2)). 여기서 는 어떤 상태 에서 시작하여 정책 에 따라 발생

하는 궤적(       ⋯)이다. 한편, 어떤 상태에서 행동을 

선택한 이후, 정책에 따라 생성되는 반환의 기댓값을 행동 가치

(action-value)라고 한다. 이때, 가치함수의 궤적 는 

(      ⋯)이다 (식 (3-3)). 상태변수( )에서 선택할 수 

있는 모든 행동( )에 대한 행동 가치(  )의 평균값이 상태 가치

( )이며, 식 (3-4)의 관계를 갖는다.

  ∼∣    
     ∣ (3-2)

  ∼∣     
      ∣  (3-3)

  ∼∣      (3-4)

현재 시점의 상태 가치 및 행동 가치와 다음 시점의 상태 가치 및 행동 가

치는 각각 식 (3-5) 및 식 (3-6)의 관계를 따르며, 이를 벨만 방정식이라 

부른다. 

  ∼∣    ∼ ∣      (3-5)

    ∼ ∣   ∼∣       (3-6)
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상태 가치를 최대화하는 정책을 최적 정책이라고 하며, 이를 적용했을 때

의 가치함수를 최적 가치함수라 한다. 최적 상태 가치함수와 최적 행동 가

치함수의 벨만 방정식은 각각 식 (3-7) 및 식 (3-8)로 정리되며, 벨만 최적 

방정식이라고 한다. 벨만 방정식과 같이, 현재 시점의 최적 가치와 다음 시

점의 최적 가치의 관계를 나타낸다. 최적 상태 가치함수(식 (3-7))와 최적 

행동 가치함수(식 (3-8)) 사이에는 식 (3-9)의 관계가 있다. 한편, 최적 정

책은 식 (3-10)과 같이 쓸 수 있다. 

  max  ∼ ∣     (3-7)

    ∼ ∣     
max    (3-8)

  max  (3-9)

식 (3-8)과 식 (3-9)를 식 (3-10)에 대입하여 식 (3-11)로 표현할 수 

있다. 즉, 최적 정책은 어떤 상태에서 행동 가치가 가장 큰 행동을 취하는 

것이다. 벨만 최적성 원리에 따라, 최적 정책으로 생성된 궤적은 반환을 최

대화하는 최적 시퀀스가 된다.

∣ argmax   ∼ ∣     (3-10)

∣ argmax  (3-11)
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3.2 정책 그래디언트 강화학습

3.2.1 Reinforce 알고리즘

강화학습은 문제 해결을 위해, ① 다양한 행동을 수행하면서 데이터를 수

집하고, ② 이를 기반으로 가치함수를 추정한 다음, ③ 정책을 업데이트한

다. 이 과정을 반복하여 일정 수준의 반환에 수렴하였을 때의 정책을 최적 

정책으로 간주한다. 가치함수를 기댓값의 형태로 추정하는 이유는 반환이 

현재 상태에서는 알 수 없는 미래의 보상을 포함하기 때문이다. 학습 기간

을 통해 다양한 행동을 수행하고 이에 따른 반환을 많이 관측할수록 더욱 

정확한 가치함수 추정이 가능하다. 가치함수를 추정하여 최적 정책을 구하

는 방법을 가치기반 강화학습이라고 한다. 각 상태에서 행동 가치가 가장 

큰 행동을 선택하는 방법으로 DQN(Deep Q Network)이 대표적이다(안기

언, 2018).

한편, 정책 함수를 파라미터화하고, 목적함수의 그래디언트를 이용하여 

이를 추정하는 방법을 정책 그래디언트(Policy Gradient)라고 한다(Sutton 

et al., 1999). 파라미터가 인 정책을 라고 하며, 이에 따라 생성되는 궤

적의 확률밀도함수를 라고 한다. 로 얻는 반환의 기댓값을 식 

(3-12)와 같이 기술하며, 를 가장 크게 만드는 를 구하는 것이 정책 

그래디언트의 목표이다. 정책은 인공신경망(Artificial Neural Network, 

ANN)의 형태로 구축되고, 그 파라미터(가중치, 편향)가 이다. 이를 정책 

신경망(policy-network)이라고 한다. 학습을 통해 정책 신경망의 파라미터

를 변경하면서 최적 정책을 탐색한다.

 ∼   
   

   
  

(3-12)



- 21 -

정책 그래디언트의 목적함수인 의 최대값을 탐색하기 위해, 를 
로 미분하고, 이를 목적함수의 그래디언트 식이라 한다 (식 (3-13)). 그래디

언트 식에서 반환과 관련된 항()은 모든 시점에 대한 것으로, 현

재 시점 t에서의 반환만을 고려해야 한다. 또한, 실용적인 목적에서 예정된 

보상에만 감가율을 적용하기 위해 식 (3-14)와 같이 그래디언트 식을 변경

하여 이용한다. 식 (3-15)와 같이 목적함수의 그래디언트에 따라 경사하강

법으로 정책 파라미터 를 업데이트하여 최적 정책을 탐색할 수 있다.

∇∼   
 ∇log∣  

 
 ∼   

 ∇log∣  
   

(3-13)

∇∼   
 ∇log∣  

      (3-14)

←∇  (3-15)

하지만, ∼의 값은 수학적으로 계산할 수 없으므로 샘플링하여 이들

의 평균으로 근사한다. 정책을 이용하여 궤적을 생성함으로 샘플을 얻을 수 

있으며, 이를 Reinforce 알고리즘이라 한다(Williams, 1992). 에피소드가 끝

날 때까지 업데이트가 불가능하며, 반환의 분산이 크다는 문제가 있지만, 

여타 정책 그래디언트 알고리즘의 기초가 된다는 점에서 의의가 있다.
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3.2.2 Actor-Critic 구조

현재 이용되고 있는 대부분의 정책 그래디언트 알고리즘은 Actor-Critic 

구조를 가진다. 에피소드가 진행되면서 정책 신경망을 업데이트함과 동시에 

가치함수도 함께 학습하는데, 이를 이용하여 정책 신경망을 평가한다. 

Actor-Critic 구조의 목적함수 그래디언트 식을 살펴보면, 기존의 반환 관

련 항을 가치함수에 대한 항으로 정리하여 이용한다 (식 (3-16)).

∇  
  ∼  ∼∣  ∇log∣    (3-16)

즉, 목적함수의 그래디언트 식의 반환값을 구하기 위해 에피소드 끝날 때

까지 기다리지 않고, 현재 시점의 가치함수를 이용하면 된다. 식 (3-16)에 

따르면, 가치함수를 잘 추정할수록 목적함수의 그래디언트가 정확해지며, 결

과적으로 Actor-Critic 알고리즘의 성능이 좋아진다. 가치함수 역시 인공신

경망(ANN)으로 파라미터화하며, 이를 크리틱 신경망(critic-network)이라고 

한다. 한편, 정책 신경망은 행동을 결정하는 역할을 하기에 액터 신경망

(actor-network)이라고도 부른다.
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3.3 심층 확정적 정책 그래디언트(DDPG)

행동 변수의 형태에 따라 정책 신경망의 출력층이 결정된다. n개의 행동 

변수가 이산적일 경우, 선택 가능한 m개의 행동에 따라 출력 노드의 수는 

n×m개가 된다. 하지만 행동 변수가 연속일 경우 필요한 출력 노드의 개수

는 무한대이다. 이 경우, 액터 신경망은 행동의 확률을 출력하는 대신 확률

밀도함수(∣)를 특정 분포로 고정한 다음, 그 파라미터를 출력한다. 

보편적으로 가우시안 분포를 이용하며, 각 변수의 평균과 분산을 출력한다 

(출력 노드는 2n개). 확정적 정책 그래디언트(Deterministic Policy 

Gradient)은 행동의 확률밀도함수, ∣ 대신 행동,  을 직접 

출력하는 방법이다(Silver et al., 2014). 정책이 특정 확률분포의 형태를 따

르지 않기 때문에 자유도가 높고, 액터 신경망의 출력 노드 수는 변수의 개

수인 n개로 줄어든다. 액터 및 크리틱 신경망을 심층 신경망으로 파라미터

화한 것이 심층 확정적 정책 그래디언트(Deep Deterministic Policy 

Gradient, DDPG)이다.  

확정정 정책 그래디언트의 목적함수는 상태 가치함수를 이용하여 기술한

다 (식 (3-17)). 이를 미분한 목적함수의 그래디언트는 식 (3-18)과 같다. 

확정적 정책을 가정하면, 식 (3-4)에 따라 상태가치 함수와 행동가치 함수

가 같아진다. 이를 이용하여      ⋯에서의 가치함수 그래디언트 구

한 다음, 식 (3-18)에 대입하면 식 (3-19)를 얻을 수 있다.

     ∼     (3-17)

∇∇    (3-18)

∇  
∞ ∼ ∇∇  (3-19)
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여기서 궤적   ⋯는 과거의 정책으로 생성되었다 할지라도 

상태전이함수  ∣의 결과에 차이가 없다. 또한 감가율 은 에피

소드 후반에 수집된 데이터의 이용을 방해하게 되는 단점이 있기에 DDPG 

에서는 로 가정한다. 즉, 식 (3-19)를 다시 변형하여 식 (3-20)의 형태

로 만들 수 있다. 는 이전 정책에 따라 생성된 궤적을 이용하여 현

재 정책을 개선할 수 있다는 것을 의미한다. 즉 DDPG는 오프-폴리시 방법

으로, 효율적인 학습이 가능하다.

∇  
∞ ∼ ∇∇  (3-20)

DDPG의 목적함수 그래디언트를 구하기 위해서는 행동가치를 알아야 한

다. 즉, 를 파라미터로 하는 크리틱 신경망  으로 행동 가치 함수 

 를 추정한다. 크리틱 신경망은 행동가치에 대한 벨만 방정식(식 

(3-6))을 이용하여 크리틱 신경망의 시간차 타깃을 계산할 수 있다 (식 

(3-21)). 학습 목표는 행동 가치를 정확하게 추정하는 것으로 와  
의 차이가 작을수록 우수하다. 이에 따라 식 (3-22)를 손실함수로 크리틱 

신경망을 학습한다. 여기서 N은 리플레이 버퍼(replay-buffer)에서 샘플링

된 데이터 개수이다.

       (3-21)

    
     (3-22)

DDPG를 이용하기 위해서는 리플레이 버퍼(replay-buffer)가 필요하다. 

정책에 따라 생성된 궤적 데이터    는 시간에 따른 상관관계가 

있다. 딥러닝에 사용되는 확률적 경사하강법(Stochastic Gradient Descent, 
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SGD)은 모든 데이터가 독립이어야 하므로 데이터 간의 시간 상관성을 제

거해야 한다. DDPG에서는 생성된 데이터를 일단 리플레이 버퍼에 저장한 

다음, 충분한 데이터가 수집된 후에 샘플링하여 학습 데이터로 이용한다. 

한편, 에이전트를 훈련할 때는, 환경을 효과적으로 탐색할 수 있어야 한

다. 즉, 학습 데이터는 다양한 행동을 선택하여 환경을 탐색한 결과 이어야 

한다. 확정적 정책 신경망은 확률분포함수와 달리 임의성이 없으므로 초기 

행동 변수를 지속적으로 선택하게 된다. DDPG는 액터 신경망의 결과인 행

동에 노이즈를 추가하여 이를 해결한다. 임의의 노이즈를 더함으로 초기값

에서 벗어나 다양한 행동을 수행하면서 환경을 탐색할 수 있게 된다.

그림 3-2. Deep Deterministic Policy Gradient 학습 흐름도
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DDPG 알고리즘의 구조는 그림 3-2와 같다. ① 현재 정책에 따라 현재 

상태에 대한 행동을 도출하여 환경에 입력한다. ② 환경은 행동을 적용하여 

보상과 다음 상태를 측정한다. ③ 생성된 궤적 데이터    를 리플

레이 버퍼에 저장한다. ④ 일정 수준의 샘플이 쌓이면 N개씩 샘플링하여 

학습을 시작한다. ⑤ 시간차 타깃을 계산하고 손실함수를 이용하여 크리틱 

신경망을 훈련시킨 다음 파라미터 를 업데이트한다(update1)). ⑥ 목적함수

의 그래디언트 식으로 액터 신경망을 학습하고, 파라미터 를 업데이트 한

다(update2)). ⑦ 점진적인 학습을 위해 분리했던 타겟 신경망을 각각의 파

라미터로 업데이트 한다(update3))(Lillicrap et al., 2015).
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3.4 소결

DDPG 강화학습 알고리즘은 행동 변수의 차원이 높은 경우, 확률적 정

책 그래디언트 방법보다 우수함을 보여주었다(Silver et al., 2014). 건물 제

어 분야에서도 최근 적극적으로 강화학습 관련 연구가 이어지고 있다. 하지

만 대부분 가치기반 알고리즘을 이용한 연구이며, 제어변수가 연속인 일부 

경우에 한정적으로 정책 그래디언트 알고리즘이 도입되었다(Wang & 

Hong, 2020)). 한 예로, Gao et al. (2019)는 설정 온도와 설정 습도를 연

속 행동 변수로 선정하여 HVAC 제어를 수행하였으며, 여타 가치기반 알고

리즘보다 높은 열 쾌적을 달성할 수 있었다.

본 연구에서는 실내 조명 시스템 디밍 제어에 DDPG 강화학습을 적용하

여 목표 조도 환경을 만족하는 동시에 전기조명 에너지를 최소화하고자 한

다. 다른 건물 제어와 달리, 조명 시스템 제어는 자연채광의 변화에 따라 

실시간으로 수행되어야 한다. 최적제어 알고리즘은 제어 시점마다 현재 상

태에 대한 최적화 과정을 매번 수행하여 제어변수를 탐색한다. 제어변수와 

작업면이 많을수록 탐색에 많은 연산이 필요하다. 이에 비해 강화학습은 학

습 기간을 통해 제어(행동) 변수를 탐색하고, 최적 정책을 도출한다. 실제로 

제어를 수행할 때는 학습된 에이전트를 통해, 상태 변수에 따른 조명 시스

템의 제어(행동) 변수를 즉시 결정할 수 있다. 조명 시스템의 디밍 제어변

수는 연속된 값이다. 편의를 위해 단계별로 디밍 수준을 나누어 이산화하기

도 하지만, 연속 공간에서 디밍 제어변수를 결정하면, 더욱 적극적인 에너

지 절감이 가능하다. 본 연구에서는 작업 지점과 조명기구가 많은 경우(제

어변수의 차원이 높은 경우)에 우수함이 증명된 정책 그래디언트 알고리즘

인 DDPG를 도입하여 강화학습 제어를 구현한다.
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제 4 장  조도 예측 모델 개발

4.1 대상 건물 및 조명 시스템

대상 건물은 인천광역시 동구에 있는 건물로, 중장비 기기의 엔진을 생산

한다. 공장의 평면은 생산 공정에 따라 여러 구역으로 구분되어 있다. 본 

연구에서는 공장 내, 일부 구역을 대상으로 하되, 인접 공간을 포함하여 모

델을 제작하였다. 대상 구역은 가로 80m, 세로 22.5m의 개방된 공간이며, 

가장 낮은 부분의 층고 (조명기기가 설치된 높이)는 7m이다 (그림 4-1. 

(b), 그림 4-2). 자연채광은 북측 천장에 설치된 채광창(skylight)을 통해 실

내로 유입된다(그림 4-1. (a, b)).

(a) 공장 외부
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(b) 공장 내부

그림 4-1. 대상 건물

그림 4-2. 조명기기 그룹(#1-#10) 및 평면도



- 31 -

대상 구역에 설치된 조명기기의 수는 표 4-1과 같다. 조명기기 대부분은 

형광등 조명기기(80W 형광램프 2개 매립)이며, 일부는 수명이 다하여 소등

된 상태이다. 소등된 조명기기 중 일부는 70W LED 램프로 교체되었으며, 

소등되지 않은 형광등과 함께 운용되고 있다. 각 조명기기는 5열로 설치되

어 있으며, 동·서로 나누어 총 10개 그룹으로 구성된다(그림 4-2). 각 그룹

은 원격 제어 시스템으로 연결되어 동시에 제어된다.

Lighting 
group #

Number of 
LED lamp 

(70W)

Number of 
flourescent 

fixtures 
(80W×2 lamps, 

167W)

Number of 
burned-out 
flourescent 

fixtures

Total
wattage

(W)

1 1 7 5 1,239

2 0 10 1 1,670

3 0 12 1 2,004

4 0 9 0 1,503

5 0 10 2 1,670

6 0 9 1 1,503

7 0 10 3 1,670

8 0 8 2 1,336

9 1 10 2 1,740

10 2 4 4  808

Total 4 89 21 15,143

표 4-1. 그룹별 조명기기 개수 및 전력 사용량
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4.2 자연채광 조도 예측 모델 개발

4.2.1 자연채광 모델 작성

자연채광 모델과 전기조명 모델에 공통으로 필요한 3D 형상 정보는 

Rhinoceros를 이용하여 작성하였다. 조도 시뮬레이션은 플러그인 소프트웨

어인 DIVA(Solemma LLC, 2020; Jakubiec, & Reinhart, 2011)로 수행하

였다. DIVA는 ray tracing 방법을 이용하는 Radiance(Ward, & 

Shakespeare, 1998)를 엔진으로 빛 환경 시뮬레이션을 수행할 수 있도록 사

용자 인터페이스를 제공한다. DIVA의 조도 시뮬레이션은 1년, 8760시간 

중 한 시점을 선택하여 그 순간의 조도를 예측한다.

제작된 모델의 신뢰성을 확보하기 위해서는 측정값에 기반하여 모델을 

보정하고 검증하는 과정이 필요하다. 즉, 입력변수를 변경해가면서 반복 시

뮬레이션을 수행할 수 있어야 한다. 이를 위해 Rhinoceros의 파라메트릭 프

로그래밍 플랫폼인 Grasshopper를 이용하였다. 상술한 환경에서의 모델을 

DIVA for Grasshopper 조도 예측 모델(그림 4-3, (b))이라 하며, 아래와 

같은 절차로 제작하였다.

먼저 건축 도면을 바탕으로 실내 공간을 실측하여 Rhinoceros 3D 모델을 

제작하였다(그림 4-3, (a)). 형상을 단순화하여 두께가 없는 면(surface)으로 

제작하고 부위, 재질에 따라 레이어로 구분하였다. 조명기구의 위치는 점

(point)으로 표기하였다. Brep 컴포넌트를 이용하면 Rhinoceros에서 제작된 

요소(점, 선, 면, 입체)의 3차원 좌표 정보를 Grasshopper로 읽어올 수 있

다. 하나의 brep 컴포넌트는 복수의 형상 요소를 포함할 수 있으므로, 내부 

형상 요소(벽, 바닥, 천장, 유리창) 레이어마다 한 개씩 지정하면 된다. 다음

으로, 각 brep 컴포넌트에 물성값을 지정해야 한다. 각 면의 반사율과 유리

의 투과율은 가정하였고, 추후 측정 데이터를 이용하여 보정하였다 (4.2.2절 

후술). 조도를 측정할 지점(작업면)을 지정하기 위해, 바닥에서 1m 높이에 

가상의 수평면을 작성하였다. 센서의 간격을 3.75m로 지정하여 총 126개

(21X6) 정사각형 그리드를 제작하였다.



(a) Rhinoceros 형상 모델



(b) DIVA for Grasshopper 시뮬레이션 모델

그림 4-3. DIVA 조도 예측 모델
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DIVA는 일시, 시간에 따른 태양의 위치(방위각, 고도각)와 천공 상태에 

따라 자연채광 조도를 계산한다. 이는 천공 모델의 형태로 DIVA에 입력되

며, 본 연구에서는 Perez all weather 천공 모델(Perez, Seals, & Michalsky, 

1993)을 선정하였다. 이 모델은 천구의 밝기계수와 청명계수를 토대로 sky 

patch의 분포를 계산하는데, 두 계수는 법선면 직달일사(DNI: direct 

normal irradiance)와 수평면 산란일사(DHI: diffuse horizontal irradiance)

의 비율로 산정된다. 먼저 기상청의 수평면 총 일사량(GHI)를 수집하고 

(KMA, 2020), Watanabe 모델(Watanabe el al. 1983)을 적용하여 법선면 

직달일사(DNI)와 수평면 산란일사(DHI)를 계산하였다. 정리하면, 자연채광

을 설명하는 천공 모델의 입력변수로 일시, 시간, DNI, DHI가 있으며, 

sky-patch 별로 계산된 광량 분포를 DIVA에 입력하는 것이다. DIVA는 측

정 지점 마다 역 방향 ray-tracing 방법으로 광선을 추적하여, 전체 126개 

지점의 자연채광 조도를 예측한다 (그림 4-6의 Phase I).

4.2.2 자연채광 모델 보정 및 검증

4.2.1절의 모델 제작 과정에서 가정한 미지(味知) 변수(벽, 천장, 바닥의 

반사율 및 유리의 투과율)를 보정하기 위해, 작업면의 자연채광 조도를 측

정하였다. 측정 장비는 “TES1339R” 조도 센서로 1분마다 측정값을 저장한

다. 작업자의 과업 위치가 수시로 변화하는 특성에 따라 현장 관리자와 상

의하여, 작업을 방해하지 않도록 센서 위치를 선정하였다(그림 4-4). 1월 9

일-10일 동안 1시간 간격으로 총 16 시점에 대해 5개 지점에서 측정된 자

연채광 조도를 보정 작업에 이용하였다 (80개 관측점 = 5개×16시간).

미지 변수 보정은 측정 데이터와 시뮬레이션 예측값의 차이가 가장 작은 

변수 조합을 구하는 과정이다 (식 (4-1)). 미지 변수 조합의 개수는 무한대

이며, 이를 모두 검토하는 것은 불가능하다. 본 연구에서는 몬테카를로 방

법의 하나인 라틴 하이퍼큐브 샘플링(Latin Hypercube Sampling, LHS)으

로 300개의 미지변수 조합을 생성하여, 가장 우수한 조합을 구하였다.
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그림 4-4. 모델 보정 및 검증용 조도 센서 설치 위치

argmin   
   

          (4-1)

여기서,

: 예측된 자연채광 조도 [lx]

: 측정된 자연채광 조도 [lx]

: LHS를 통해 구한 번째 변수 조합

 : 자연채광 및 전기조명 조도 측정점   
: 측정 시간

300회의 DIVA 시뮬레이션을 위해, 그래스호퍼에서 파이썬 코드를 실행

하는 컴포넌트인 GhPython을 이용하였다. 파라메트릭하게 변경된 DIVA 

미지변수에 대한 시뮬레이션이 수행되면, TT Toolbox를 통해 Excel 파일

로 그 결과를 저장하고, 다음 미지변수 조합으로 변경하는 자동화 루프를 

작성하였다. 변수별 탐색 범위는 대상 구역의 부위별 재질 및 유지관리 현

황을 기반으로 설정하였다(그림 4-5).
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(a) 벽체 (b) 바닥

(c) 유리창

그림 4-5. 대상 구역 부위별 재질 및 유리관리 현황

일반적인 경우, 벽체와 바닥, 천장의 반사율은 각각 0.5, 0.2, 0.7로 가정

하므로, 이를 중간값으로 하여 탐색공간을 설정하였다 (Di Laura et al. 

2011). 유리창의 투과율은 천장에 위치하여 유지관리가 어렵고, 부착된 기

구(장애물)의 영향이 큰 점을 반영하여 일반적인 수준보다 낮은 0.5로 중간

값을 설정하였다. 보정 결과로 모델링 결과와 실측값의 차이를 최소화하는 

미지변수를 표 4-2와 같이 추정하였다.
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표 4-2. 미지변수 추정 범위 및 보정값

Unknown Variable Min Median Max
Calibrated 

value

Wall reflectance 0.3 0.5 0.7 0.54

Floor reflectance 0.1 0.2 0.4 0.21

Ceiling reflectance 0.5 0.7 0.9 0.61

Windows 
Visible Transmittance

0.3 0.5 0.7 0.34

표 4-2에서 추정된 파라미터 값을 시뮬레이션 모델에 대입한 결과, 측정

값과 시뮬레이션 값 간의 RMSE(Root Mean Square Error)는 34.9 lux로, 

시뮬레이션 모델이 충분히 정확함을 알 수 있다(그림 4-6의 Phase II). 또

한, ASHRAE Guideline 14 (2002)에서 시간별 측정일 경우, 평균편향오차

(Mean Bias Error, MBE)는 10% 미만, 변동계수(Coefficient of Variation 

of the Root Mean Square Error, CVRMSE)는 30% 미만을 권장한다(식 

(4-2), (4-3)). 측정값과 시뮬레이션 값의 MBE는 4.9%, CVRMSE는 24%

이다.

  
 

  
  × (4-2)

 

  
 

× (4-3)

여기서,  : 실체 측정값

 : 실체 측정값

n : 데이터의 수 : 의 평균값
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그림 4-6. 자연채광 조도 예측 모델 제작 방법

(이상적인 접근 vs. 제안하는 접근)
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4.2.3 자연채광 대리모델 작성

조도 예측 모델을 이용하여 조명 시스템을 제어하기 위해서는 제어 시점

마다 입력변수를 받고, 작업면의 조도를 실시간으로 예측할 수 있어야 한

다. DIVA는 물리법칙 기반(ray tracing)의 몬테카를로 시뮬레이션 방법을 

적용하므로, 많은 연산시간을 요구하여, 실시간 제어에 적용하기 어렵다. 따

라서, 본 연구에서는 DIVA를 모사하는 대리모델(surrogate model)을 ANN 

(Artificial Neural Network)으로 개발하였다(김재민 외, 2019).

ANN은 입력층과 출력층 사이에 여러 노드 및 은닉층을 가진 퍼셉트론 

구조이다 (Bishop, 2006). 각각의 노드별로 가중치(weight)와 편향(bias)을 

조절하며 입력과 출력 사이의 관계를 학습한다(그림 4-7). 그림 4-6의 

Phase III에서, 이상적인 접근(ideal approach)의 대리모델 제작은 일시와 

시간 및 대상 건물의 위치, 그곳에서 측정된 수평면 총 일사량(GHI) 등의 

변수를 입력하여, 자연채광 조도를 예측하는 것이다. 하지만, 인천 기상청에

서 제공하는 GHI 정보는 실시간으로 제공되지 않으며, 대상 건물이 위치한 

지역적인 특징을 반영하지 못한다. 대상 건물이 위치한 지점에 일사계를 설

치하여 관련정보를 실시간으로 확보하는 것이 최선이지만, 현장 여건상, 센

서를 설치할 수 없었다.

그림 4-7. ANN 모델의 구조(박성호, 2019)
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대안으로, 실내 천장 부근 (채광창 근처)에 수평면 조도계를 설치하였다. 

GHI 값이 클수록 천장 근처의 실내 수평면 자연채광 조도 또한 커질 것으

로 가정하였다. 센서는 조명기구보다 높은 위치에 설치되어 자연채광 조도

만을 측정한다. 측정값은 실시간으로 무선 네트워크를 통해 원격 조명 제어 

시스템으로 전송된다(지영민, 옥기수, 권동우, 2019) (그림 4-8).

  sensor

(a)  센서 설치 위치

(b)   센서

그림 4-8. 자연채광 조도 센서()
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본 연구에서는 이상적인 접근(ideal approach)의 GHI를 센서에서 측정된 로 대체하여 ANN 모델을 제작하였다 (그림 4-6, 제안된 접근(Proposed 

approach)). 먼저 시간별로 기상청에서 수집된 GHI와 태양의 위치 정보(방

위각, 고도각)를 입력변수로 한 DIVA 모델로 시뮬레이션을 수행하여 작업

면 조도 데이터(출력변수)를 구하였다. 모델의 입력변수 데이터에 출력변수

를 병합하여 입/출력 데이터 세트를 작성한 다음, GHI를 동일한 시간에 측

정된 로 대체한 것이다. 최종 제작된 ANN 모델은 입력층 노드 3개(방위

각, 고도각, ), 출력층 126개(4.2.1절의 그리드, )로 구성된다. 

모델 학습 및 검증을 통해 GHI 값을 대체할 수 있는지 확인하였다. 

ANN 모델 학습에는 1월 17일 ~ 2월 23일 동안의 시간 단위 데이터를 사

용하였으며, 검증은 2월 24일 - 3월 2일의 데이터로 수행하였다(그림 

4-9). 대리모델의 MBE는 1.4%이고, CVRMSE는 25.6%이다 (그림 4-6의 

Phase III, Validation에 해당).

Sky cover = 0 : 청천공(Clear sky)

Sky cover = 10 : 담천공(Overcast sky)

그림 4-9. DIVA 시뮬레이션 vs ANN 대리 모델 비교
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4.3 전기조명 조도 예측 모델 개발

전기조명 모델을 DIVA에서 구현하기 위해 조명기구 제조사에서 제공하

는 배광파일 (ies 파일)이 필요하다. 배광파일은 조명기구의 광도 분포 곡선

(Candlepower Distribution Curve, CDC) 및 조명 기구의 스펙 정보를 포

함한다. 본 연구에서는 해당 조명기구 제조사 (그림 (4-2)의 LED 조명기

구, 형광등 조명기구 제조사) 홈페이지에서 배광파일을 다운받아 사용하였

다 (그림 4-10).

(a) fluorescent lamp 

(b) LED lamp 

그림 4-10. 조명기구별 배광 곡선(Candlepower Distribution Curve, CDC)
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전기조명 예측을 위해서는 미지변수인 감광보상률(Light Loss Factor, 

LLF)을 결정해야 한다. LLF는 세부적으로 회복 가능한 LLF와 그렇지 못한 

LLF로 구성된다. 회복이 불가능한 LLF는 조명 기기 자체적인 요인과 설치 

환경적 요인으로 인해 일반적인 유지보수로는 회복할 수 없는 감광을 반영

하는 계수이다. 반면, 회복 가능한 LLF의 경우, 내부 청결도, 유지관리 주

기, 조명기기 연식 등에 따라 경험에 기반하여 제작된 식에 의해 계산할 수 

있다 (Di Laura et al., 2011). 하지만, 이렇게 계산된 LLF라 할지라도 실제

와 차이가 발생하므로, 편의성을 위해 미지변수로 가정하게 된다. 본 연구

에서는 자연채광 모델의 미지변수를 모델 보정에 이용한 것과 같이, LED 

및 형광등 조명기구 각각의 LLF를 모델 보정을 위한 추정 변수로 이용하였

다. 먼저 라틴 하이퍼큐브 샘플링(LHS) 방법으로 300개의 LLF 후보 조합

(LED LLF, 형광등 LLF)을 생성하였다. 다음으로 전기조명 시뮬레이션 모

델의 예측값과 실측값의 차이를 최소화하는 미지변수 조합을 식 (4-3)으로 

탐색하였다. 사용한 실측 데이터는 야간 시간 (저녁 8시), 모든 조명기구를 

점등한 상태로 5개 지점에서 작업면 조도를 측정한 것이다.

argmin   
   

          (4-3)

여기서,: 예측된 전기조명 조도 [lx]

: 측정된 전기조명 조도 [lx]

: LHS를 통해 구한 번째 변수 조합: 자연채광 및 전기조명 조도 측정점   
LLF는 배광파일의 CDC 비율을 조정하는 방법으로 적용하였다. 보정 결

과, LED LLF는 0.58, 형광등 LLF는 0.69이다. 보정 변수를 적용한 전기조

명 모델의 시뮬레이션 결과값과 측정값의 RMSE는 41.7 lux, MBE는 

3.7%, CVRMSE는 7.7%로, 모델의 정확성이 적절함을 판단하였다.
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DIVA 조도예측모델은 전기 조명기기의 제어변수가 이산적인 경우

(ON·OFF 제어)는 별도의 데이터 가공 없이 곧바로 시뮬레이션할 수 있다. 

하지만, 디밍과 같이 연속적인 제어변수에 대한 시뮬레이션을 위해서는 제

조사에서 제공한 배광파일을 가공하여 디밍 수준에 따라 모두 생성해야 한

다. 한편, 제어변수와 작업면의 조도, 제어변수와 전력량의 관계를 각각 선

형으로 근사할 수 있다. 따라서 본 연구에서는 조명기기 그룹별로 100% 디

밍 수준일 때의 작업면 조도를 DIVA 모델로 구한 다음, 선형 근사를 적용

하여 전기조명 시스템 모델을 작성하였다. 식 (4-4)는 제어변수와 작업면 

조도 사이의 상관관계를 설명하는 매트릭스이다. 

 











         
         
         
         
         
         

⋮
         
         
         
         
         
         

⋮
         
         
         
         
         
         








⋮
 
 
 
 
 
 

⋮
 
 
 
 
 
 

(4-4)

여기서,

: 그룹별 제어변수가 100%일 때와 작업면 조도의 관계 매트릭스

 : ‘’ 조명기기 그룹에 의한 ‘’ 지점의 조도[lx]
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각 그룹의 디밍 제어는 [0~100]의 연속 변수로 수행되며, 식 (4-5)의 형

태로 시스템 모델에 입력된다. 마지막으로 디밍 제어변수 조합에 따른 작업

면의 조도는 식 (4-6)과 같이 계산된다. 

            
 (4-5)

 

여기서,

: 조명 시스템 모델의 입력 변수 벡터

: ‘’그룹의 디밍 수준[%]

 ×   

















⋮






(4-6)

 

여기서,

: 선형시스템 모델로 예측된 작업면 전기조명 조도 벡터

: ‘’지점의 전기조명 조도 [lx]
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4.4 모델 통합 및 검증

4.3장까지 개발한 자연채광 대리모델 및 전기조명 모델의 예측값을 합하

면 작업면 총 조도(: total of daylit and electric lighting illuminances)

를 예측할 수 있다. 통합 모델을 검증하기 위해 3월 9일~12일의 기간 동안 

작업면의 5개 지점(그림 4-4)에서 조도를 측정하였다. 측정된 조도는 1분 

간격으로 저장하였다 (관측점: 25,500개(60분×85시간×5지점)).

통합 모델의 시뮬레이션 값()과 측정값의 차이는 그림 4-11과 같다. 3

월 9일, 10일, 12일의 모델 예측 정확도는 비교적 높지만, 11일은 모델의 

오차가 크다 (표 4-3의 CVRMSE 참조). 전기조명 조도의 경우, 시간에 따

른 변화가 거의 없고, 모델 예측값과 실측값의 오차가 크지 않다. 따라서, 3

월 11일 오차를 설명하기 위해, 자연채광 대리모델의 출력값과 자연채광 실

측값을 비교하였다 (그림 4-12). 여기서 자연채광 실측값은 수평면 총 조도 

측정값에서 전기조명 모델의 예측값을 뺀 것이다.

 3월 11일의 경우, 평균 전운량이 0/10이고, 누적 일사량이 20.37MJ/m2

인 청천공이었다 (표 4-3). 청천공인 날은 수평면 총 일사량(GHI) 및 법선

면 직달 일사량(DNI) 값이 매우 크다. 하지만, 대상 건물의 채광창이 북향

이라서, GHI 및 DNI가 실내 자연채광 조도에 미치는 영향은 청천공이 아

닌 날에 비해 상대적으로 낮다. 기계학습 모델 제작 시, 청천공 상태에서의 

데이터 부족으로 인해 예측 성능이 떨어진 것으로 판단하였고, 추후 보완이 

필요하다.

Mar 9 Mar 10 Mar 11 Mar 12

Total cloud cover 
(1/10) 7.3 7.5 0 5.6

Total solar 
radiation quantity

(MJ/m2)
12.74 2.68 20.37 14.86

CVRMSE (%) 20 22 34 17

표 4-3. 모델 검증 기간, 천공 상태 및 모델 정확도 (Mar 9-12, 2020)
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(a) Sensor #1 

(b) Sensor #2

(c) Sensor #3 
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(d) Sensor #4 

(e) Sensor #5

그림 4-11. 총 조도의 실측값( ) vs 예측값() 비교 

(Mar. 9-12, 2020)
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(a) Sensor #1

(b) Sensor #2 

(c) Sensor #3 
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(d) Sensor #4 

(e) Sensor #5 

그림 4-12. 자연채광 조도 실측값( ) vs 예측값() 비교

(Mar. 9-12, 2020)
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제 5 장  DDPG 강화학습 조명 제어

5.1 강화학습 환경(environment) 제작

5.1.1 에피소드

강화학습 에이전트를 훈련하기 위해서는 시스템 환경이 필요하다. 훈련을 

위한 시스템 환경 제작을 위해서는 시작 지점과 종료 조건 및 두 지점 사

이를 일정 간격으로 나누어 제어를 수행할 시점을 지정해야 한다. 또한, 각 

제어 시점에서는 현재 상태와 제어변수(행동)를 입력받은 후, 다음 상태와 

보상을 출력해야 한다. 시작 지점부터 순차적으로 제어를 수행하다가 종료 

조건에 도달하는 것을 하나의 에피소드(episode)라고 한다. 본 연구에서는 3

월 9일~12일, 9시~19시를 15분 단위로 나누어 제어를 수행하는 것을 하나

의 에피소드(총 160회)로 제작하였다. 시작 지점은 3월 9일 9시, 모든 조명

기기가 꺼진 상태이며, 종료 조건은 3월 12일 18시에 도달하는 것이다. 

상태는 작업면 그리드(126개 지점)의 작업면 총 조도, 이고, 행동은 

조명기기 그룹별 디밍 제어변수, 이다. 각 제어 시점에 환경이 다음 상태

( )로 출력하는 값은 다음 시점의 자연채광 조도 예측 모델 결과인 

  와,  를 전기조명 모델에 입력하여 얻은 전기조명 조도인 

 의 합이 되어야 한다. 하지만, 조명 제어의 경우, 현재의 제어변수가 

15분 뒤인 다음 시점의 조도 환경 변화에 미치는 시간 지연(time delay)이 

거의 없다. 또한, 제어에 대한 보상 함수 계산도 미래 상태가 아니라 현재 

상태에 대해 수행되어야 한다. 이와 같은 실시간 조명 제어의 특성을 반영

하기 위해, 본 연구에서는 원래의 상태,   대신,   로 대체

하였다. 환경이 출력하는 다음 상태 역시 다음 시점의 자연채광 조도인   가 된다. 또한, 실시간 조명 제어에서는 미래에 받게 될 보상은 고
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려하지 않아도 된다. 이에 따라 식 (3-1)에서 감가율(discount rate), 를 0

으로 설정하였다.

한편, 전기조명 모델은 보상 함수를 계산하는 데 이용된다. 먼저 현재 상

태,  (이전 제어 시점의 다음 상태,  )에 따라 정책으로 결정된 

행동,  를 전기조명 모델에 입력하여 전기조명 조도,  을 구한다. 

다음으로,    를 대상으로 보상 함수를 적용하여 를 계

산한다. 정리하면, 제어 시점마다 환경은 행동,  을 이용하여 다음 상

태   와 보상, 을 출력한다. 다음 제어 시점에서 정책은 

이전 시점의 상태(   )를 현재 상태( )로 받아 행동

( )을 환경에 전달한다 (그림 5-1).

그림 5-1. 환경과 에이전트의 상호작용
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5.1.2 보상함수

보상 함수는 최적화 알고리즘의 목적함수와 제약조건을 포괄하도록 작성

하였다. 먼저, 표 (4-1)의 조명기기 그룹별 전력량()을 식 (2-3)에 대입하

여 전력사용량을 평가하였으며, 이는 목적함수에 해당한다(식 (5-1)). 전력

사용량은 낮을수록 유리하므로, 음수를 취한 다음, [0, 1] 사이의 값으로 정

규화하였다(식 (5-2)의 소괄호).

 × (5-1)

여기서, : 제어 시점 의 전체 조명시스템 전력량.

            .

      ⋯    : 제어 시점 의 조명기기 그룹별 디밍 수준.

     
 
 × (5-2)

또한, 를 이용하여 작업면 조도와 균제도를 평가하였으며, 이는 제약조

건에 해당한다. 실제 작업면에 한하여 보상을 계산하기 위해, 작업면 그리

드(6˟21)에 따라 를 재배열하고, 복도 영역을 배제하였다. 즉, 가장자리

의 1열을 배제한 76개 지점(4˟19)에 대해 계산하였다. 작업면 조도는 식 
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(5-3)과 같이 계산된다. 각 노드마다 450-550lx인 경우 100점을, 450lx 미

만 혹은 550lx 이상인 경우는 0~100점을 획득하며, 획득한 점수의 총합을 

[0, 1] 사이의 값으로 정규화하였다(그림 5-2). 균제도는, 작업면 그리드에

서 가장 밝은 지점과 가장 어두운 지점의 비율을 의미한다. 두 지점의 조도

가 같을 경우, 균제도는 최대값 ‘1’을 가지며, 모든 지점의 조도가 동일함을 

의미한다(식 (5-4)).

그림 5-2. 각 지점 조도에 따른 획득 점수

  ×
  
   

   ×  (5-3)

여기서,   번째 노드의 조도

  max  
min   ×  (5-4)
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식 (5-2), (5-3), (5-4)의 상수곱은 전체 보상에서 각 항목의 가중치를 

의미한다. 이 상수는 제어 목적에 따라 변경할 수 있으며, 본 연구에서는 

제약조건에 해당하는 항목에 더 높은 가중치를 부여하였다. 균제도 항목의 

가중치(2)가 비교적 낮은 이유는 작업면 조도의 목표가 500lx로 모두 같기 

때문이다. 즉, 작업면 조도 점수에 균제도가 일정부분 포함되었다고 할 수 

있다. 각 항목을 모두 더하면, 제어 시점 의 보상()이 된다. 각 시점, 보

상의 최대값은 16, 최소값은 0이다. 이를 에피소드 1회(160개 제어 시점)에 

대입하면, 보상의 총합인 반환은 [0, 2560] 사이의 값을 갖는다.
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5.2 DDPG 훈련 및 검증

에피소드를 300회 반복하는 동안 DDPG 에이전트를 학습하였으며, 각 

에피소드에서 받은 반환은 그림 5-3과 같다. 여기서 초기 5개 에피소드 까

지는 리플레이 버퍼(Replay buffer)에 데이터를 수집하기 위한 것이다. 이때

의 행동은 액터 네트워크를 이용하지 않고, 랜덤 변수 조합을 생성하여 행

동으로 적용하였다. 리플레이 버퍼에 800개의 데이터 항목이 수집된 후. 제

어 시점마다 256개 데이터 항목을 추출하여 액터 네트워크와 크리틱 네트

워크에 대한 훈련을 수행하였다. 리플레이 버퍼에 수집된 데이터가 20,000 

항을 초과할 경우, 오래된 데이터 순으로 삭제하여 리플레이 버퍼 크기와 

데이터의 질적 수준을 관리하였다. 에피소드를 140회 수행한 시점부터는 정

책 네트워크의 성능이 개선되지 않고 반환값, 1,870 수준에 수렴하였다.

그림 5-3. DDPG 학습 곡선(에피소드별 반환)
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안정적인 학습을 위해, 분리하였던 타겟 신경망이 충분히 업데이트될 수 

있도록 에피소드는 수렴 지점을 초과하여 300회까지 모두 수행하였다. 학습

된 정책 신경망을 에피소드에 적용하였을 때의 반환은 1,945이었다. 이때의 

작업면 조도 환경은 평균 조도 478lx, 평균 균제도 1:1.66을 확보했으며, 

평균 전력 사용량은 8,893W이다. 이는 전체 전력량 15,143W 대비, 약 

59% 수준이다. 학습 기간에 포함되지 않은 3월 13일~16일을 검증 기간으

로 설정한 다음, 정책 신경망으로 제어를 수행하였다. 이때의 반환은 1,993

이었으며, 평균 조도 474lx 평균 균제도 1:1.60를 확보하였다. 평균 조명 

전력량의 경우 7,931이며, 이는 전체 전력량 대비 52% 수준이다. 실제 제

어를 수행하였을 때의 반환이 수렴 수준보다 높은 이유는 훈련과정에서 행

동 변수에 더해지는 노이즈 때문이다. 훈련과정을 마치고 제어를 수행할 때

는 더이상 환경을 탐색할 필요가 없다. 즉, 검증과정에서는 노이즈가 제거

된 최적 정책에 따라 행동을 결정하므로, 훈련과정과 같은 에피소드라 할지

라도 반환이 높아지는 것이다.
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5.3 DDPG를 이용한 조명 시스템 제어 결과

5.3.1 DDPG 제어 결과

그림 5-4는 검증 기간 중 한 시점인 3월 13일 12시의 제어 결과를 보여

준다. 이 시점의 작업면 자연채광은 240~470lx까지 분포한다. 건물의 형상

(북측 천창, 3열)으로 인해, 북측의 조도가 낮고, 남측으로 갈수록 점차 높

아진다(그림 5-4, (a)). 최적 정책으로 결정된 제어변수를 적용하여 확보된 

전기조명 조도는 그림 5-4의 (b)와 같다. (제어변수는 그림 5-5의 (b)에서 

확인할 수 있음) 자연채광 조도가 낮은 지점에 집중적으로 전기조명 조도가 

공급된 것을 볼 수 있다. 자연채광과 전기조명 조도를 더한 작업면 총 조도

(그림 5-4의 (c))를 살펴보면, 작업 지점 대부분이 권장 조도(500lx)를 확보

하였으며 평균 조도는 495lx, 평균 균제도는 1:1.47이다. 전력사용량은 

4,468W이다. 이를 근거로 정책 네트워크가 해당 시점에 실내 자연채광 상

태에 따라 조명 시스템 제어를 합리적으로 수행하였다고 판단하였다. 

그림 5-5 및 표 5-2~5를 통해, 제어변수의 시간별, 날짜별 변화를 살펴

볼 수 있다. 조명기기 그룹 3의 경우, 모든 제어 시점에서 100%로 제어가 

수행되었으며, 그룹 4 역시 모든 제어 시점에서 높은 디밍 수준으로 제어가 

수행되었다. 그룹 3, 4는, 그림 5-4의 (a)에서 살펴본 바와 같이, 자연채광

이 낮은 작업 지점을 담당한다. 다른 시점에서도 이러한 자연채광 특징은 

유사하므로, 그룹 3의 ‘모든 시점, 100% 디밍’이라는 제어 결과는 타당하다

고 판단하였다. 그룹 5~8의 구역은 자연채광이 비교적 풍부한 편이며, 시간

에 따른 변화가 크다. 이 조명 그룹은 시간별 제어변수가 모두 다르며, 자

연채광 변화에 따라 유동적으로 디밍 수준을 변경하였다. 한편, 그룹 1과 2 

및 그룹 9와 10은 복도 구역과 작업 구역을 모두 담당하며, 많은 시점에서 

낮은 수준으로 제어가 수행되었다. 그룹 1, 2는 그룹 3, 4를 보조한다는 점

에서 같은 역할을 하지만, 그룹 1이 그룹 2보다 높은 수준으로 제어가 수행

되었다. 이는 그룹 1에 소등된 전등이 많이 포함되어서 조도 확보를 위해 

높은 수준의 디밍 제어가 필요하기 때문으로 판단된다 (표 5-2).
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(a) 자연채광 조도

(b) 전기조명 조도

(c) 작업면 총 조도

그림 5-4. 3월 13일 12시 광원별 작업면 조도



(a) 09시

(b) 12시



(c) 15시

(d) 18시

그림 5-5. 3월 13일, DDPG 최적 정책의 조명기기 그룹별 디밍 제어변수 및 작업면 조도
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최적 정책이 일몰 이후(오후 6시 30분 이후), 자연채광이 없는 시점의 환

경을 기반으로 결정한 제어변수 조합은 모든 조명 그룹을 100%로 제어하

는 것이다. 전기조명 시스템만으로 확보된 환경의 평균 조도는 405lx, 균제

도는 1.2.6이다. 즉, 자연채광 없이 대상 구역의 조명 시스템 출력만으로는 

권장 조도 환경을 확보할 수 없었으며, 최대한 쾌적한 조도 환경 확보를 위

해 제어변수를 결정하였음을 확인할 수 있다.

한편, 표 5-2~5를 서로 비교하면, 날짜별로 디밍 제어 패턴에 차이가 있

다. 13일과 15일은 실내 자연채광이 비교적 풍부하여 낮은 수준의 디밍 제

어가 수행되었다. 반대로 14일과 16일은 구름양이 적은 청천공인 날로, 합

계 일사량은 많았지만, 북측 하늘의 일사량은 적어서 대상 건물의 실내 자

연채광 조도가 낮았다(표 5-1). 이로 인해 표 5-3, 5-5와 같이 비교적 높

은 수준의 디밍 제어가 필요했다.

표 5-1. 3월 13일-16일, 천공 상태

Mar 13 Mar 14 Mar 15 Mar 16

Total cloud cover 
(1/10) 6.6 0.1 3.9 1

Total solar 
radiation quantity

(MJ/m2)
18.02 19.20 18.94 20.83
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표 5-2. 3월 13일, 각 제어 시점별 강화학습 제어변수
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표 5-3. 3월 14일, 각 제어 시점별 강화학습 제어변수
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표 5-4. 3월 15일, 각 제어 시점별 강화학습 제어변수
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표 5-5. 3월 16일, 각 제어 시점별 강화학습 제어변수
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5.3.2 기존 제어 방법 및 DDPG 제어 성능 비교

DDPG 강화학습 알고리즘의 에너지 절감 성능을 평가하기 위해 현재 대

상 건물에서 수행되고 있는 스케줄 기반 제어 및 센서의 피드백(closed 

loop)을 기반으로 한 선형계획법 최적화와 비교하였다(표 5-5). 평균 작업

면 조도, 평균 균제도 및 전력사용량으로 비교하였으며, 에너지 절감률의 

경우, 모든 제어 시점에 모든 조명기기 그룹을 100%로 제어하는 것을 기준

으로 산정하였다.

먼저, 스케줄 제어는 점심시간(12시~1시, 1시간) 모든 전등을 소등하고 

다른 작업 시간(09시~12시 & 13시~19시, 9시간)에는 모두 켜는 방법이다. 

10시간 중 1시간 동안 전체 조명을 소등하였기에 에너지 절감률은 10%이

다. 평균 균제도는 1:1.73으로 권장 수준(1:3)을 만족하였지만, 평균 조도는 

656lx로 다소 높다.

표 5-6. 3월 13일-16일, 여러 가지 제어 방법의 성능 비교 

Schedule
Linear 

Programming
RL(DDPG)

Mean Illuminance 
(lx) 646 533 474

Mean Uniformity
(min:max) 1:1.73 1:1.62 1:1.60

Mean electric energy 

(W)
13,629 10,488 7,931

Energy saving rate 

(%)
10% 31% 48%
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자연채광을 고려한 전기조명 시스템 최적화를 수행하기 위해서는, 

Pandharipande, & Caicedo(2010)의 연구와 같이, 현재 시점의 제어변수를 

적용한 전기조명 모델의 예측 결과와 작업 지점에 설치된 센서의 측정값이 

차이를 이용하여 자연채광 조도를 파악해야 한다. 하지만, 대상 건물에는 

작업면의 조도를 측정하는 센서가 설치되어 있지 않기 때문에, 4장에서 개

발한 자연채광 모델의 시뮬레이션 결과를 자연채광 조도로 가정하였다. 이

를 기반으로 선형계획법을 적용하여 최적화를 수행하였다. 적용한 제약조건

은 작업 지점 (76지점 = 4˟19, 복도 제외)에 한해, 450lx 이상을 확보하는 

것이며 (제약조건의 기준 조도를 500lx로 할 경우, 이를 만족하는 해를 찾

을 수 없었음), 목적함수는 전체 시스템의 전력사용량을 최소화하는 것이다. 

제어 결과, 스케줄 제어와 비교하여, 균제도가 1:1.62로 개선되었으며, 평균 

조도가 533lx로 권장 수준(500lx)에 가깝게 제어가 수행되었음을 알 수 있

다. 전력사용량은 10,488W로 에너지 절감률은 31%이다. 

강화학습(DDPG)의 제어 결과를 살펴보면, 균제도는 1.60이며 평균 조도

는 474lx로 선형계획법과 비슷한 수준으로 제어가 수행되었다. 반면, 전력

사용량은 세 가지 제어 방법 중 가장 낮았으며(7,931W), 선형계획법보다 

17% 더 많은 에너지를 절감할 수 있었다.

그림 5-6은 그림 5-5와 같은 시점에 선형계획법으로 결정된 제어변수 

및 작업면 조도이다. 두 그림을 비교하여 선형계획법과 강화학습 제어의 차

이를 직관적으로 살펴볼 수 있다. 결정된 제어변수의 패턴은 두 방법이 비

슷하다. 모든 제어 시점에서 그룹 3, 4를 높은 수준으로 디밍 제어하는 동

시에, 기타 그룹은 실내 자연채광 상태에 따라 유동적으로 제어가 수행되었

다. 하지만, 강화학습이 모든 제어 시점에서 그룹 3을 100%로 제어했던 것

과 달리, 선형계획법은 이를 유동적으로 제어하는 동시에 그룹 1과 그룹 5

를 더 높은 수준으로 제어하였다. 이를 통해 대부분의 제어 시점에서 제약

조건(450lx 이상)을 모두 만족할 수 있었다(5-6의 (a)~(c)). 3월 13일 12시

의 제어 결과를 DDPG 제어와 비교하면, 균제도는 1:1.44로 DDPG의 

1:1.47보다 우수하며, 평균 조도 역시 528lx로 DDPG의 495lx보다 높다. 

반변, 전력사용량은 6,025W로 DDPG의 4,468W보다 34% 많다. 
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두 방법의 제어 방법에 큰 차이가 있는 부분은 자연채광이 충분하지 않

은 아침과 저녁 시간이다. 선형계획법의 제약조건이 각 작업 지점의 조도를 

450lx 이상 확보하는 것이지만, 모든 제어 시점에서 이를 만족할 수는 없었

다(그림 5-6의 (d)). 이는 최적 가능해가 존재하지 않거나, 탐색 실패로 인

해 근사해를 도출하였기 때문이다. 근사해로 도출한 제어변수 조합 중에는, 

제어변수 상한선인 ‘1’보다 큰 수가 포함되어 있었다. 각 제어변수가 1보다 

클 경우, 1로 적용하였으며, 이를 전기조명 모델에 입력하여 작업면 총 조

도를 구하였다. 표 5-7의 16:45분 이후 및 표 5-8의 10시 이전, 16시 30

분 이후 등의 제어 시점이 여기에 해당하며, 다수의 조명 그룹이 100%로 

제어가 수행되었다. 과도한 제어로 인해, 전력사용량 상승을 초래하였으며, 

최적제어라고 판단하기 어렵다. 또한, 3월 13일, 16시 45분과 17시의 그룹 

9, 10의 제어변수 변화를 살펴보면, 근사해로 결정된 제어변수의 경우, 일관

성이 떨어지는 것도 확인할 수 있다. 제약조건을 500lx 이상으로 설정할 경

우, 대부분의 제어 시점에서 가능해를 구할 수 없었으며, 이로 인해 적절한 

제어변수를 결정할 수 없었다.

한편, 강화학습(DDPG)의 최적 정책 신경망은 모든 제어 시점에서 안정

적으로 제어변수를 결정하였다. 또한, 시간의 흐름에 따라 연속적인 제어 

패턴을 보인다(표 5-1~표 5-4). 앞서 비교한 바와 같이, 평균 조도 및 균

제도는 선형계획법과 비교해 약간 낮은 수준이지만, 권장 조도 환경과 매우 

유사하게 제어가 수행되었다. 전력사용량의 경우, 개별 제어 시점의 전력사

용량과 평균 전력사용량 모두에서 강화학습의 성능이 여타 제어 방법보다 

우수하다.



(a) 09시

(b) 12시



(c) 15시

(d) 18시

그림 5-6. 3월 13일, 선형계획법의 조명기기 그룹별 디밍 제어변수 및 작업면 조도
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표 5-7. 3월 13일, 각 제어 시점별 선형계획법 제어변수
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표 5-8. 3월 14일, 각 제어 시점별 선형계획법 제어변수
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표 5-9. 3월 15일, 각 제어 시점별 선형계획법 제어변수
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표 5-10. 3월 16일, 각 제어 시점별 선형계획법 제어변수
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제 6 장  결  론

실내 자연채광 현황에 맞추어 전기조명을 제어하는 방법을 제시한 많은 

연구는 조도 센서의 피드백을 기반으로 한다. 조도 센서 기반의 조명 제어 

방법은 물리적 한계로 인해, 사람의 행동과 센서 사이의 간섭, 다수의 조명

기기가 다수의 센서에 동시에 영향을 미치는 간섭 문제를 피할 수 없다. 이

에 따라 ‘조도 센서의 설치 수량을 줄이고 최적 설치 위치를 찾는 방법’, 

‘작업면과 조도 센서의 설치 위치를 보정하는 방법’, 및 ‘전체 작업 지점이 

안정화 될 때까지 조명기기를 순차적으로 조절하여 최적화하는 방법’ 등에 

관한 연구를 수행해 왔다. 하지만, 조도 센서는 기본적으로 설치 및 지속적

인 유지보수 비용을 유발한다. 정확한 작업 지점이 아닌 대체 지점에 설치

된 조도 센서는 물리적인 한계를 완전히 극복할 수 없으며, 측정값의 정확

도 하락으로 인해, 적절한 제어를 보장할 수 없다. 또한, 순차적 제어를 통

해 조명 기기 사이의 간섭을 해결하는 최적화 과정은 실시간으로 변하는 자

연채광 현황에 대응하기 어렵다.

한편, 자연채광 영향이 적거나 없는 실내 공간에서는 선형시스템 모델을 

이용하여 전체 조명기구의 제어변수를 한 번에 결정하는 방법을 통해 센서 

없는 조명 제어(Sensor free lighting control) 연구가 수행되었다. 모델을 통

해 최적화 알고리즘을 적용하여 제어변수를 결정할 수 있게 된 것이다. 모

델은 물리법칙에 따른 White box 모델 및 작업 지점에서 측정된 데이터를 

수집하여 작성한 Black box 모델 등 다양한 형태로 제작되었다. 하지만, 조

명기기 제어에 적용된 최적화 알고리즘은 대부분 선형계획법에 한정되어 있

다. 선형계획법은 제약조건에 의해 해를 찾지 못할 경우, 안정성이 떨어지

고, 성능이 보장되지 않는다. 제어 시점마다 최적화를 수행해야 하며, 실시

간으로 제어변수를 결정하지 못할 수 있다.

전기조명 모델을 이용한 제어 최적화 방법을 자연채광이 풍부한 실내환

경에 적용할 때는, 다시 작업면에 조도 센서를 설치하였다. 측정값과 전기

조명 모델의 결과를 비교하여 그 차이만큼을 자연채광 조도로 간주한 것이
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다. 자연채광으로 인한 작업면 조도를 실시간으로 예측하는 모델을 활용하

여 전기조명 제어를 수행한 연구는 많지 않다. 대부분의 기상 데이터 기반 

자연채광 모델링(Climate Based Daylight Modelling, CBDM) 연구는 연간 

실내 자연채광의 수준을 평가하는 방법 및 이를 적용하여 에너지 절감량을 

산출하기 위해 수행되었다(Brembilla, & Mardaljevic, 2019). 자연채광 조

도 시뮬레이션을 위해서는 해당 시점의 법선면 직달 일사량(Direct Normal 

Irradiance, DNI)과 수평면 산란 일사량(Diffused Horrizontal Irradiance, 

DHI)이 필요하다. 기상청에서는 DNI와 DHI의 합인 수평면 총 일사량

(Global Horrizontal Irradiance, GHI)만 제공하며 그마저도 실시간으로 이

용하는 데 한계가 있다.

본 연구에서는 자연채광과 전기조명 조도를 예측하는 White box 모델을 

각각 개발하고, 이를 실시간으로 이용할 수 있도록 확장하였다. 또한, 제작

된 실시간 조도예측모델을 강화학습에 적용하여 조명 시스템을 제어하는 방

법을 제안하였다. 대상 건물은 인천에 있는 공장 건물로, 북측 천장에 채광

창이 설치되어 있다. 전기조명은 형광등 조명기구와 LED등이 함께 설치되

어 있으며, 10개 그룹 나누어 제어된다.

자연채광 모델의 경우, 먼저 기상청에서 수집된 일사량을 입력으로 받는 

물리법칙 기반의 모델을 제작했다. 모델은 Radiance 기반의 빛 환경 시뮬레

이션 도구인 DIVA for Grasshopper로 제작되었다. 다음으로, 실시간성 확

보를 위해 자연채광 조도만을 측정하는 센서를 설치하여 데이터를 수집했

다. 앞서 제작한 모델에, 센서의 측정값과 같은 시점의 기상청 일사량으로 

시뮬레이션을 수행하고, 입력변수(GHI)를 센서의 측정값으로 변경하여 기계

학습 대리모델(Black box)로 확장하였다. 한편, 전기조명의 경우, 자연채광 

모델과 같은 도구를 이용하여 조명기구 그룹별 시뮬레이션을 수행하였다. 

그 결과로 디밍 제어변수에 대한 선형시스템 모델을 제작하였다. 작업면에 

임시로 조도 센서를 설치하여 측정한 데이터로 모델의 미지변수를 보정하

고, 모델의 정확도를 검증했다.

제작된 모델을 기반으로 강화학습을 적용하였다. 강화학습은 인공지능의 

한 분야로 사람의 학습 방법과 흡사하다. 주어진 환경에서 제어변수를 결정
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하고, 그 결과에 따라 보상을 받는다. 훈련 기간, 다양한 환경 조건에 대해, 

다양한 제어변수를 적용하여 학습 데이터를 생성한다. 이를 이용하여 가장 

많은 보상을 받을 수 있는 제어변수를 탐색하고, 결과로는 가장 높은 보상

을 결정하는 방법인 최적 정책을 도출한다.

본 연구에서 적용한 심층 확정적 정책 그래디언트(DDPG) 강화학습 알

고리즘은 제어변수를 확정적으로 결정하는 정책을 인공신경망(ANN)으로 

표현하고, 그 파라미터를 변경하면서 최적 정책을 탐색하는 알고리즘이다. 

DDPG는 탐색의 자유도가 높고, 디밍 제어와 같은 연속 제어변수를 결정할 

수 있다. 제어변수의 수가 많을수록 그 성능이 다른 정책 그래디언트 기반 

알고리즘보다 우수함이 알려져있다. 훈련된 최적 정책 네트워크(Optimal 

Policy Network)로 제어를 수행한 결과, 평균 조도는 474lx, 균제도는 

1:1.6으로 확보하였으며 이는 대상 건물의 권장수준을 만족하는 수준이다. 

제어 기간에 사용한 전기에너지는 7,931W로 기존의 스케줄 제어보다 38%

더 많이 절감할 수 있었다.

강화학습의 제어 성능을 검증하고자 대상 건물에 선형계획법 최적화를 

구현하였다. 두 방법 모두 자연채광이 부족한 부분에 집중하여 전기조명 제

어가 수행되었으며, 권장 조도 환경을 만족하였다. 하지만 에너지 절감량의 

경우, 강화학습이 선형계획법보다 17% 더 많이 절감할 수 있었다. 선형계

획법은, 실내 자연채광이 부족하여 조명 시스템 제어를 통해 제약조건을 만

족할 수 없는 경우, 제어변수 결정에 불안정성을 보였으며, 각 지점의 조도

를 최대한 확보하기 위해 보수적으로 제어가 수행되었다. 한편, 강화학습은 

시간에 따른 자연채광 변화에 따라 유연하고 안정적인 제어를 수행하였으

며, 최적화 성능이 유지되었다.

본 연구는 작업면에 센서를 설치하지 않고도 실시간 전기조명 제어가 가

능함을 보였으며, 강화학습의 제어 성능 및 안정성을 확인하였다. 추후 연

구에서는 자연채광 모델 개선 및 확장된 대리모델의 보완이 필요하다. 제작

된 모델은 1월~3월 데이터를 기반으로 보정 및 검증되었기에 다른 계절의 

정확도는 하락할 수 있다. 또한, 대리모델 제작 과정에서 다양한 자연채광 

및 천공 상태 데이터가 부족하여 예측 정확도가 하락하였으며, 데이터 추가 
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수집이 필요하다.

한편, 강화학습 제작 과정에서는, 연구자의 경험에 의존해야 하는 한계가 

있다. 강화학습 파라미터 설정 및 보상함수 제작은 성능에 학습 및 제어 성

능에 큰 영향을 미치는 요소이다. 하지만, 이를 정량적으로 결정할 방법이

나 지침이 없다. 본 연구에서는 수많은 시도와 오류수정(Try and Error)을 

통해 연구자의 직관으로 판단하였으며 이에 관한 후속 연구가 필요하다. 또

한, 강화학습 제어 결과를 분석할 때, 결정된 제어변수와 작업면의 자연채

광 현황을 비교하여 인과성을 검토하였다. 추후, 각 제어 시점별로 획득한 

보상을 항목별로 구분하면, 강화학습이 결정한 디밍 수준에 대한 세부적인 

분석이 가능할 것이다.
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Abstract

Optimal Control of Lighting System 

based on Illuminance Prediction

Model with Deep Deterministic 

Policy Gradient(DDPG)

Youngsub Kim

Department of Architecture and Architectural Engineering

The Graduate School

Seoul National University

In indoor space, an appropriate level of illumination should be 

secured for the efficiency and safety of the human activity. If daylight is 

introduced through the skylights, lighting energy can be saved by 

supplying only as much illuminance as needed with electric lighting. 

Daylight varies dynamically over time depending on the position of the 

sun and sky conditions. In order to determine the dimming control 

variables, the dynamic behavior of workplane illuminance by daylighting 

should be independently identified at each point of control. In addition, 

to meet a specific amount of electric lighting illuminance, the luminous 

flux from different lighting fixtures should be known, depending on the 
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control variable. With a system model, the control optimization can be 

conducted that satisfy the recommended lighting environment while 

minimizing electric power.

The conventional closed-loop lighting control demands illuminance 

sensors mounted on a horizontal workplane. However, if the control 

target space is large as well as shaded by complex indoor surroundings, 

the corresponding number of photo sensors would increase. In addition, 

workplane illuminance at a certain point is contributed by multiple 

neighboring lighting fixtures and daylighting from multiple skylights. So 

that, the accurate dimming control for each lighting fixture is difficult. 

Simulation model prediction can replace the mounted illuminance 

sensors. In this study, the author developed daylighting and electric 

simulation models that predict the illuminance level at any points of 

interest. Radiance, one of the most sophisticated lighting simulation 

tools, was employed for this purpose. Then, a surrogate model was 

developed for fast computation and optimal control of a target building.

For optimal dimming control, Deep Deterministic Policy Gradient 

(DDPG) is used. The DDPG makes an optimal policy network and gets 

feedback from the model, and finds continuous dimming optimal 

control variables as the output. In the paper, the development process 

of the lighting simulation model and the DDPG, as well as an 

application of the both to a real-life case would be addressed.

keywords : Illuminance prediction model, Radience simulation, Real 

time lighting control, Reinforcement learning, Deep Deterministic Policy 

Gradient(DDPG) 

Student Number : 2019-21516
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