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요약

현대에 자주 사용되는 딥 러닝 학습 프레임워크들은 GPU를 탑재한 

이종 시스템을 활용하여 단기간에 높은 학습 성능을 달성하고 있다. 

하지만 새롭게 개발되는 DNN들의 크기가 점점 커짐에 따라 GPU의 

작은 메모리 용량이 학습에 문제가 되고 있다. 배치 크기는 학습의 

성능에도 직접적인 영향을 미치기 때문에 GPU 메모리의 한계는 

DNN의 학습 성능에 영향을 미친다.

사용자들은 기존의 딥 러닝 학습 프레임워크에서도 CPU 메모리를 

GPU 메모리의 스왑 메모리로써 사용하여 GPU 메모리 문제를 극복할 

수 있다. 하지만 사용자가 명시적으로 CPU와 GPU간 메모리 전송을 

스케줄링하는 것은 사용자에게 큰 전문성을 요구한다. 본 논문에서는 

사용자의 개입 없이 자동으로 CPU 메모리를 GPU 메모리의 스왑 

메모리로 활용할 수 있도록 메모리를 관리하는 기법을 제안한다.

제시한 기법의 실효성을 확인하기 위해, 딥 러닝 라이브러리인 

SnuDNN에서 제시한 기법을 구현하고 실험을 통해 이를 검증하였다.

주요어 : GPU, 딥 러닝, ILP, 메모리 관리

학번 : 2019-22827
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제1장 서론

PyTorch[1]와 같은 딥 러닝 프레임워크들은 딥 러닝 주요 연산들의 

높은 병렬성과 GPU의 높은 연산 성능을 활용해 이종 시스템에서의 짧

은 학습 시간을 달성한다. 최근 등장하는 네트워크 모델들의 파라미터 

개수가 많아지고 네트워크의 깊이가 깊어짐에 따라, 프레임워크들이 요

구하는 GPU 메모리 크기가 늘어나게 되었다. 이어 기존 프레임워크의 

사용자들이 선택할 수 있는 방안에는 학습에 사용하는 배치의 크기를 줄

이는 것, 많은 메모리를 탑재하고 있는 GPU를 구매하거나 GPU 클러스

터를 활용하는 것이 있다. 하지만 SGD 알고리즘에서 사용되는 배치의 

크기는 학습의 정확성에도 영향을 미치기 때문에, 배치 크기를 GPU 메

모리에 맞춰 줄이는 방식은 높은 학습 성능을 기대하기 어렵다. 그리고 

GPU의 가격은 메모리의 양에 정비례하지 않아, 메모리가 2배 더 많은 

GPU를 구매하기 위해서 보다 높은 가격을 지불해야 하는 경우가 생길 

수 있으며, GPU 클러스터를 활용하는 방안도 개인에게 접근성이 좋은 

방안이 아니다.

GPU가 탑재된 이종 시스템의 경우 GPU 메모리 이외에도 CPU 메모

리가 별도로 존재한다. CPU 메모리의 경우 가격 대비 용량이 GPU보다 

매우 높다는 장점이 있지만, GPU에서 CPU 메모리의 내용을 연산에 사

용하기 위해선 명시적인 메모리 전송이나 큰 오버헤드가 필요하다는 단

점이 있다. 기존의 프레임워크들에서도 CPU 메모리를 학습에 활용할 수 

있지만, 프레임워크들의 추상화가 많이 되어있기 때문에, 사용자가 명시

적으로 메모리 전송을 스케줄링하는 것은 접근성이 좋지않다.

본 논문이 기여하는 바는 다음과 같다.

l 기존 프레임워크들의 GPU 메모리 사용 방식을 분석한다.
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l 사용자가 기존의 학습 코드를 그대로 사용하면서 적은 오버헤

드로 CPU 메모리를 활용할 수 있는 기법을 제시한다.

l 해당 기법을 DL 라이브러리인 SnuDNN에 구현하여 그 실효

성을 확인한다.

이어지는 2장에서는 기존 프레임워크들의 한계점에 관해서 설명한다. 

3장은 본 논문과 비슷한 문제를 해결하려는 관련 연구들을 소개하고, 4

장에서는 본 논문에서 제시하는 기법에 관해 설명한다. 5장에서는 해당 

기법의 SnuDNN내 구현방식을 설명하며, 6장에서 그 성능을 측정한다. 

7장에서 논문을 결론짓는다.
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제2장 기존 프레임워크의 GPU 메모리 활용

 이 장에서는 딥 러닝 학습을 위해 사용되는 프레임워크들 중 대표적

인 PyTorch에 대해 간단히 소개하고, GPU 메모리를 어떤 방식으로 활

용하는지를 분석한다. PyTorch 이외에 다른 프레임워크들도 같은 방식

으로 GPU 메모리를 활용한다.

2.1 PyTorch

PyTorch는 파이썬 환경에서 딥 러닝 네트워크를 학습할 수 있도록 

제작된 프레임워크다. PyTorch는 추상화되어있는 텐서 클래스와 텐서 

클래스에 대한 연산들을 제공하며, 사용자는 제공된 API들을 사용하여 

네트워크를 구성 및 학습시킬 수 있다 [1]. 그 과정에서 사용자는 또 다

른 PyTorch API를 통해 네트워크의 전체 학습이 GPU 내부에서 동작

하도록 할 수 있다. 학습의 중간에 CPU를 사용하도록 명시할 수 있지

만, 어떤 연산에 CPU를 활용할지는 전적으로 사용자의 몫이다.

2.2 PyTorch의 GPU 메모리 활용

사용자가 그림 1-(a)에 해당하는 네트워크를 PyTorch를 통해 추론

하는 경우를 살펴보자. 그림 1-(a)의 각각의 네모는 텐서를 나타내고, 

두 개의 원은 딥 러닝 연산에 해당한다. 해당 네트워크를 PyTorch를 

통해 GPU를 활용한 추론을 수행하려는 경우, GPU 메모리가 충분하다

면 그림 1-(b)와 같이 각각의 텐서들이 GPU 메모리의 버퍼 1개씩을 

할당받아 추론을 진행할 수 있다.

GPU 메모리가 부족하여 동일한 크기인 4개의 버퍼들 중 3개만을 저

장할 수 있다고 하자. 이전과는 달리, 사용자의 코드 수정 없이는 추론
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을 끝마칠 수 없게 되는데, PyTorch가 네트워크를 추론하는 과정이 다

음과 같기 때문이다.

 1. CONV 연산을 위해 T1, T2, T3에게 GPU 버퍼 1개씩을 할당

 2. CONV 연산을 수행

 3. ADD 연산을 위해 GPU 버퍼 1개를 할당

 4. ADD 연산을 수행

3번 과정에서 4번째 버퍼를 할당할 수 없으므로 PyTorch는 에러를 

출력하고 끝마치게 된다.

하지만 추론 과정에서 CONV 연산에 3개의 텐서가 사용되고 ADD 연

산에 3개의 텐서가 사용되기 때문에, 4개의 텐서가 항상 동시에 GPU에 

존재해야 할 필요가 없다. 따라서 다음과 같은 과정을 통해 추론을 끝마

칠 수 있다.

 1. CONV 연산을 위해 T1, T2, T3에게 GPU 버퍼 1개씩을 할당

 2. CONV 연산을 수행

그림 2 네트워크(a)의 추론을 위한 GPU 메모리 사용(b)
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 3. T2에 할당한 버퍼를 CPU로 이동

 4. ADD 연산을 위해 GPU 버퍼 1개를 할당

 5. ADD 연산을 수행

이 과정은 메모리 이동을 추가로 스케줄링하여 GPU 메모리에는 최대 

3개의 버퍼만 존재하게 한다. PyTorch를 사용하는 경우 사용자가 위와

같은 메모리 이동을 스케줄링해야 한다. 추론뿐만 아니라 학습 과정에서

도 같은 문제가 발생한다. 더욱이 학습 알고리즘의 역전파 과정은 대부

분의 프레임워크에서 사용자에게 노출돼있지 않아, 역전파 과정에서의 

메모리 이동을 스케줄링하려는 경우, 사용자는 해당 프레임워크에 높은 

전문성을 가져야 한다.
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제3장 관련 연구

이 장에서는 딥 러닝 학습에 있어서 제한된 GPU 메모리 문제를 해결

하기 위해 CPU 메모리를 활용했던 선행 연구들을 소개한다.

선행 연구들은 정적으로 네트워크를 분석하고 미리 메모리 이동을 스

케줄링하는 정적인 기법들과 런타임에 얻은 정보들을 바탕으로 런타임에 

스케줄링하는 기법들로 나뉜다.

SuperNeurons[2]는 사용자가 딥 러닝 네트워크를 정의하고 학습할 

수 있는 라이브러리를 구현하였다. 해당 라이브러리들은 학습의 전체 과

정에서 사용되는 GPU의 피크 메모리 사용량을 줄이는 것을 목표로 한

다. 네트워크 학습시 생성될 텐서들의 liveness analysis를 진행해, 텐

서들을 언제 할당 해제할지 스케줄링하고, CPU 메모리를 GPU 메모리

의 캐쉬 메모리처럼 사용하는 등의 최적화를 수행한다. 그뿐만 아니라, 

합성곱 레이어(Convolutional layer)의 역전파 과정에서, 역전파를 위한 

연산을 수행하는 동시에 다음에 실행될 연산에 필요한 텐서들의 메모리 

이동을 스케줄링한다. 두가지를 동시에 실행함으로써 GPU의 연산과 

CPU에서  GPU로의 메모리 이동이 겹쳐지는 효과를 얻는다. 

SuperNeurons는 입력받은 네트워크를 바탕으로 정적인 최적화를 수행

한다. SuperNeurons에서 사용되는 휴리스틱 알고리즘들은 레이어의 종

류에 크게 의존하고 있으므로, 새로운 종류의 레이어가 나올 때마다 알

고리즘을 수정해야 한다는 단점이 있다. 그리고 네트워크를 학습 전에 

입력받아 최적화를 진행하기 때문에, 그렇지 않은 기존 프레임워크에는 

적용할 수 없다는 한계점이 존재한다. 

Capuchin[3]은 CPU를 GPU의 스왑 메모리로 활용하여 제한된 GPU 

메모리 문제를 해결하는 기법을 제시한다. SuperNeuros와는 달리 네트
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워크를 입력으로 받지 않으며, 학습 과정에서 텐서들이 어느 시간에 접

근되는지를, 즉 텐서들의 footprint를 수집한다. 수집한 footprint를 바탕

으로 특정 텐서가 어떤 시점에서 필요로 할지를 예측하고, 해당 텐서가 

어느 시점에 swap-in 되어야 하는지, 혹은 재연산 되어야 하는지를 결

정한다. Tensorflow 프레임워크를 수정해 해당 기법을 구현했다. 

Capuchin은 매 학습 iteration 마다 동일하게 사용되는 텐서가 실제 

Tensorflow 내부에서도 동일한 텐서 객체를 사용한다는 사실에 의존하

고 있다.

본 논문에서 제시할 기법과 앞서 소개한 두 관련 연구와의 차별점은 

다음과 같은 것들이 존재한다. 첫째로, 네트워크의 정보를 입력받지 않

고 학습 과정에서 얻어지는 정보를 바탕으로 최적화를 수행한다. 따라서 

기존의 프레임워크들에도 본 기법이 적용 가능하며, 이는 사용자가 기존

에 작성했던 학습 스크립트를 수정할 필요 없이 계속 사용할 수 있도록 

해준다. 두 번째로, 프레임워크가 매 학습 iteration마다 텐서를 어떻게 

GPU 버퍼에 매핑하는지에 대해 의존하지 않는다. Capuchin과는 달리, 

프레임워크가 매 학습 iteration 마다 의미적으로 동일한 텐서에 다른 

GPU 버퍼를 사용하더라도 최적화가 가능하다. 실제로 앞서 소개한 

PyTorch 프레임워크는 매 학습 iteration마다 입력 텐서의 GPU 버퍼

가 바뀌는 경우가 존재한다. 마지막으로, 본 논문에서는 앞선 연구[4]를 

참고하여 Integer Linear Programming(ILP)을 사용한다. 마찬가지로 

앞선 연구[4]의 문제점인, 패턴 검출에 있어서 프레임워크의 텐서 할당

방식에 의존한다는 점을 해결한다.
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제4장 메모리 스케줄링 기법

이 장에서는 먼저 본 논문에서 소개할 기법이 바탕으로 하는 관찰을 

소개하고, 이어서 메모리 스케줄링 기법을 소개한다.

4.1 딥 러닝 어플리케이션의 특징

딥 러닝 학습 어플리케이션의 목표는 딥 러닝 네트워크의 파라미터를 

조절하여 네트워크가 높은 정확성을 갖도록 하는 것이다. 이를 위해 네

트워크의 파라미터를 조절하는 알고리즘으로 경사 하강법(Gradient 

Descent)이 주로 사용된다. 대다수의 어플리케이션들은 경사 하강법뿐

만 아니라 경사 하강법에서 세부적으로 나뉘는 Batch Gradient 

Descent, Stochastic Gradient Descent 등의 각기 다른 알고리즘들을 

사용하지만, 경사 하강법이 내재하고 있는 반복성은 동일하게 지니고 있

다. 네트워크를 구성하는 연산들의 실행 순서 역시 대부분의 경우 매 

iteration 별로 동일하게 유지된다. 따라서 딥 러닝 학습 어플리케이션은 

대부분의 실행시간 동안 동일하게 반복되는 연산들을 수행하게 된다.

그림 2는 대표적인 Convolutional Neural Network(CNN)인 

ResNet50을 구성하는 연산들이 요구하는 메모리 크기의 분포이다. 한 

iteration을 수행하는 데 필요로 하는 메모리 크기와 비교하면, 각 연산

이 요구하는 메모리 크기는 매우 작은 것을 알 수 있다. 근래에 등장하

고 있는 DNN들은 점점 더 레이어들의 개수가 많아지고 있어, 전체 필

요 메모리 대비 각 연산이 요구하는 메모리 크기는 더욱 작아지고 있다. 

딥 러닝 학습 어플리케이션 뿐만 아니라 딥 러닝 추론 어플리케이션도 

비슷한 특징을 갖는다.
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그림 2 ResNet에서 사용하는 메모리 분석 
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4.2 딥 러닝 어플리케이션의 패턴 검출

소개할 기법은 런타임에 딥 러닝 어플리케이션의 패턴을 검출하고 해

당 패턴을 바탕으로 메모리를 스케줄링한다. 입력으로 네트워크의 정보

를 받지 않기 때문에, 실행되는 연산들의 패턴을 찾는 것이 필수적이다. 

기존의 프레임워크를 사용하면서, 연산들의 패턴을 찾는 방법은 크게 두

가지가 존재한다. 첫 번째 방법은 프레임워크를 수정하여 GPU에서 연산

을 실행하기 전에, 어떤 연산이 어떤 텐서들을 사용해 실행되는지를 기

록하는 것이다. 프레임워크의 소스코드가 공개된 경우에만 사용하 수 있

다. 두 번째 방법은 기존 프레임워크들이 GPU상의 딥 러닝 연산이 구현

된 별도의 cuDNN, miOpen과 같은 라이브러리를 사용하거나, 직접 작

성한 GPU 커널을 CUDA, OpenCL과 같은 런타임 라이브러리를 통해 

GPU에서 실행시키는 점을 이용하는 것이다. Linux 운영체제에서 위의 

라이브러리들은 공유 라이브러리 (Shared Library) 형태로 제공되는 

경우가 대다수이고, LD_PRELOAD 환경변수를 통해 해당 공유 라이브

러리로 호출되는 API들을 가로채 기록할 수 있다. 그리고 세 번째로는 

위와 같은 cuDNN, CUDA와 같은 라이브러리들을 수정하는 것이다. 라

이브러리의 소스코드가 공개된 경우에만 적용 가능한 방법이다. 본 논문

에서는 SnuDNN 딥 러닝 라이브러리를 수정하는 것이 용이하여, 세 번

째 방법을 선택하여 진행하였다.

어떤 연산들이 실행됐는지를 기록해 나가면서, 동시에 기록들 속에서 

패턴을 검출하여야 한다. i번째 연산 실행 기록 를 다음과 같이 정의

할 수 있다.

      ⋯    ⋯ 
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는 i번째로 실행한 연산의 종류, 는 해당 연산의 실행시간, 는 해

당 연산의 j번째 인자로 사용된 텐서의 고유 번호이다. 텐서의 고유 번

호로는 프레임워크에서 갖고 있는 텐서 객체의 주소값이나 GPU 버퍼의 

주소가 사용될 수 있다. 는 j번째 인자가 해당 연산의 파라미터 인지

를 나타내는 Boolean 값이다.

기록된 연산들의 패턴을 정의하는 두 가지 방식은 다음과 같다. 첫 번

째 방식으로는 를 제외한 나머지 요소들이 동일한 나열들이 연속해서 

반복되는 것을 찾는 것이다. (1)

∃   ∀≧  ≃ …
하지만, 해당 방식은 위에서 동작하는 프레임워크의 텐서 할당 방식에 

의존적이라는 문제점을 갖는다. 만약 프레임워크가 매 학습 iteration의 

똑같은 연산에 똑같은 텐서를 사용한다면, 위 방식을 문제없이 사용할 

수 있다. 그러나 사용자 스크립트의 한 iteration을 끝마치고 다음 

iteration을 시작하는 과정에서, 사용했던 텐서가 소멸 되고 재생성 된다

면 위 방식을 사용할 수 없다. 이전 iteration에서 사용됐던 텐서와 다음 

iteration의 같은 레이어에서 사용되는 텐서가 다른 고유 번호를 갖는 

경우가 생길 수 있기 때문이다. 실제로 PyTorch 프레임워크와 이후 소

개할 SnuDL 프레임워크도 필요할 경우 텐서를 매 iteration마다 새롭게 

생성한다.

두 번째 방식은 먼저 주어진  들의 나열을 변환한다. 나열 안에서 

등장하는 의 값들을 두 서로소 집합으로 분류하는데, 한 집합은 한번

이라도 가 1로 등장한 적 있는 값들로 구성된 집합이고, 나머지 집

합은 해당 집합의 여집합이다. 이러한 과정은 연산에 등장하는 텐서들을 

파라미터에 해당하는 텐서와 그렇지 않은 텐서로 분류하게 된다. 그리고 
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파라미터에 해당하지 않는 텐서들의 고유 번호를 다시 0부터 부여하며, 

해당 고유번호가 등장한 중 가장 작은 (i, j)의 값들이 증가하는 순서

대로 값을 부여한다. ((2)의 T 과정) 해당 방식을 통해 변환된  를 

′ 라 두었을 때, 연산들의 기록에서 동일하게 연속해서 반복되는 ′ 
을 찾아 패턴으로 선정한다. (2) 

  ⋯
∃   ∀≧      … 
하지만, (2) 방식만을 사용해 패턴을 검출한다면, 앞서 말한 프레임워

크의 텐서 재생성문제를 완벽히 해결하지 못한다. 그림 3와 같이 6개의 

연산이 기록되었다고 하자. 앞서 말한 고유 번호를 다시 매기는 방식을 

사용하는 경우, 그림에 표시된 녹색 상자와 파란 상자 전부 패턴으로 검

출될 수 있다. 하지만, 녹색 상자를 패턴으로 사용하는 경우, Write와 

Read가 접근하는 버퍼를 서로 다른 버퍼로 인식하게 돼 본래의 의미가 

달라질 수 있다. 이러한 문제를 해결하기 위해, 패턴 내에 존재하는 파

라미터가 아닌 텐서들의 경우, 패턴 내에 write-access 접근이 가장 먼

저 나오는지를 확인하고, 텐서의 해제가 다음 패턴에서 이루어지는지를 

확인한다.
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그림 3 방식 (2)의 문제점
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4.3 프로파일링 단계와 메모리 스케줄링 단계

본 기법은 3장에서 소개했던 선행 연구들과 같이, CPU 메모리를 

GPU 메모리의 스왑 메모리로 활용한다. CPU 메모리를 스왑 메모리로 

활용할 때 드는 추가적인 비용은, GPU 메모리에서 연산에 필요한 해당 

버퍼가 존재하지 않아, CPU로부터 swap-in을 할 때 발생하게 된다. 그

리고 이러한 비용을 prefetching를 통해 감소시키기 위해, 실행 중인 딥 

러닝 어플리케이션을 우선 두 단계로 나눈다. 그 두 단계는 프로파일링 

단계와 메모리 스케줄링 단계이며, 프로파일링 단계에서는 4.2절에서 설

명한 어플리케이션의 패턴과 연산들의 실행시간을 수집한다. 그리고 메

모리 스케줄링 단계에서는 프로파일링 단계에서 구한 정보를 바탕으로 

최적의 메모리 스케줄링을 탐색하고, 메모리 스케줄링을 진행하면서 딥 

러닝 어플리케이션을 진행한다.

패턴이 검출되지 않은 프로파일링 단계에서는 CPU 메모리를 

prefetch할 근거가 존재하지 않기 때문에, 운영체제의 virtual memory 

management에서 수행하는 demand paging 기법과 똑같이 동작한다. 

Demand paging을 수행할 시, GPU 메모리에서 swap-out 할 버퍼를 

선정하는 정책을 고려하여야 한다. 하지만 본 기법의 특성상 프로파일링 

단계에서는 오래 머물러 있지 않기 때문에, 정책의 성능에 크게 영향을 

받지는 않는다. 딥 러닝 어플리케이션이 iteration을 돌며 네트워크를 진

행하는 방식을 생각하면, 가장 단순하게는 LRU와 같은 기법이 적합할 

것이다.

패턴이 검출된 경우, Integer Linear Programming (ILP)을 통해 최

적의 메모리 스케줄링을 계산한다. (4.4절에서 계산 방식을 상세히 설명

한다) ILP는 문제 크기에 따라 해를 찾는 시간이 크게 필요할 수 있다. 
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그러나 보통 수일에 걸쳐서까지도 학습을 진행하기 때문에, 어플리케이

션 실행 시 단 한 번만 수행되는 ILP가 수 시간에 걸쳐 수행되어도 해

당 시간은 크게 문제 되지 않는다. 그리고 별도의 thread에서 ILP를 풀

어, ILP를 푸는 도중에 휴리스틱 알고리즘을 통해 구한 메모리 스케줄링

을 사용해 어플리케이션을 진행하는 방식도 가능하다. 특정 시간마다 

ILP가 계산한 최적의 해가 기존 해보다 성능이 좋은 경우, 새로운 메모

리 스케줄링을 기존 메모리 스케줄링으로 교체하는 방식도 사용할 수 있

다.
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4.4 ILP를 통한 메모리 스케줄링

이 절에서는 Integer Linear Programming (ILP)를 통해 메모리 스

케줄링을 진행하는 과정을 설명한다. 표 1은 ILP에서 사용하는 변수들

중 일부를 보여준다. 사용되는 메모리 연산 중 swap-out과 clean은 

GPU에서 CPU로의 메모리 이동이 일어난다는 공통점이 존재하고 차이

점에는 swap-out은 이동 후에 즉시 메모리를 할당 해제하지만, clean

은 메모리 이동만 진행하고 할당 해제를 하지 않는다는 점이 있다. (즉, 

GPU의 메모리가 clean 한 상태가 됨) swap-out에서 발생하는 메모리 

복사와 할당 해제를 분리하여 clean과 out 연산 두 개로 분리한 셈이다.

정의한 변수들을 사용하여 제약 조건들과 목적 함수(objective 

function)를 정의함으로써 최적의 메모리 스케줄링을 찾는 문제를 ILP 

로 치환할 수 있게 된다. 본 기법이 사용하는 제약 조건들은 다음과 같

다.

모든 텐서는 반드시 한가지 상태를 갖는다. (1)

∀ 
   … 

GPU 메모리에 존재하는 텐서들 크기의 합이 M을 초과할 수 없다. (2)

∀ 
 



×

≤ … 



- 17 -

 패턴에 등장하는 텐서들의 개수

 패턴의 길이

 GPU 메모리 크기 (bytes)

  패턴의 i번째 연산을 수행하는데 걸리는 시간

  텐서 t를 swap-in 하는데 걸리는 시간

  텐서 t를 swap-out 하는데 걸리는 시간

 텐서 t의 크기 (bytes)

 i번째 연산에서 텐서 t에 대해 read-only 접근이 있는지

 i번째 연산에서 텐서 t에 대해 read-write 접근이 있는지

 i번째 연산에서 텐서 t의 swap-in을 스케줄링

 i번째 연산에서 텐서 t의 swap-out을 스케줄링

 i번째 연산에서 텐서 t에 대해 clean을 스케줄링

 i번째 연산에서 텐서 t를 GPU 내에 유지하고 상태는 clean 

 i번째 연산에서 텐서 t를 GPU 내에 유지하고 상태는 dirty

 i번째 연산에서 텐서 t의 GPU 메모리를 할당 해제

표 1 ILP에 사용되는 변수
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i번째 연산에서 read-only 접근을 하는 텐서들은 GPU 내에 clean 혹

은 dirty 상태로 존재하여야 하며 (3), read-write 접근을 하는 텐서들

은 GPU 내에 dirty 상태로 존재하여야만 한다. (4)

 ≤  … 

 ≤  … 

정의하고 있는 메모리 연산들 중 한 개가 i번째에 실행됐을 때, i-1번째

에 실행될 수 있는 메모리 연산들이 제한적이다. 예를 들어, 어떤 텐서 t

를 대상으로 i번째에 BC 연산이 수행된 경우 (  ), i-1번째에 

ST 연산을 수행할 수 없으며, STD 연산만이 수행됐을 수 있다. 

(     ) 이러한 관계는 하나의 부등식으로 표

현 가능하며 ( ≤), 이를 각각의 연산들에 대해 나열

하면 다음과 같다. (5), (6), (7), (8), (9), (10)

 ≤  … 

 ≤  …   

 ≤  … 

 ≤ 
 … 

 ≤ 
 … 

 ≤ 
 … 

검출한 패턴은 반복되기 때문에, i가 0인 경우에는, i-1번째는 곧 패

턴의 마지막 번째를 가리키게 된다.

위 10개의 제약 조건들은 변수의 정의를 만족하기 위해 세운 제약 조

건들이다. 해당 제약조건들 이외에도 추가적인 제약 조건들을 정의할 수 
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있다.

본 기법은 ILP 문제를 단순화하기 위해, i번째 연산이 끝난 뒤에도 종

료되지 않은 메모리 연산이 있다면, i+1번째 연산을 시작하지 않고 기

다린다. 따라서 최적의 스케줄링이란 연산이 끝난 뒤, 스케줄링 된 메모

리 연산들의 종료를 기다리는데 소요되는 시간의 합을 최소화해주는 스

케줄링이다. 이를 반영하기 위해, 우선 메모리 이동이 발생하는 3개의 

메모리 연산(  ) 들을 두 버전으로 나눈다. 

hidden 버전과 exceed 버전이다. (    ) hidden 

버전이 1이라는 것은 i번째에 실행한 모든 메모리 연산이 계산 연산의 

종료 전에 끝난다는 것을 의미한다. 즉, i번째에 연산의 시작과 함께 각

기 다른 텐서에 대해 수행하는 swap-in과 swap-out 연산을 스케줄링

했다면,  와  ′가 전부 1이거나,  과  ′ 가 전

부 1이어야 한다. 따라서 i번째에 한가지 버전만의 연산들이 사용되는 

것을 강제하고, 어떤 버전의 변수들을 사용했는지를 확인할 수 있도록, 

와  를 정의하고 다음과 같은 제약 조건들을 설

정한다. (11), (12), (13)

∀ 
 



  

  
 



   

 ≤   ≤∙… 

 ≤   ≤∙… 

 ≤ … 

그리고 실제로 hidden 버전의 메모리 연산들을 사용했을 때, 계산 연
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산보다 메모리 연산이 일찍 끝남을, exceed 버전의 연산들을 사용했다

면 그렇지 않음을 나타내기 위한 제약 조건을 추가한다. (14), (15)

∀ 
 ∙ ∙ ∙ ≤  … 

∀ 
  ∙  ∙  ∙ ≥∙  … 

그리고 목적함수는 다음과 같이 정의할 수 있다. (16)

  
 



 ∙ ∙

 ∙






  … 

해당 목적함수를 최소화하도록 ILP를 풀어 메모리 스케줄링을 얻는다.
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4.5 휴리스틱 알고리즘을 통한 메모리 스케줄링

4.4절에서 설명한 ILP의 해를 구하는 것이 오래 걸리므로, 해를 구하

는 동안 별도의 휴리스틱 알고리즘을 통한 메모리 스케줄링을 사용한다. 

휴리스틱 알고리즘은 우선 매 GPU 연산 직전에 필요한 텐서들을 전부 

swap-in 하며, 이전 연산에서 사용했던 텐서들을 swap-out 한다. 그

리고 다음과 같은 단계들을 차례로 진행해 최적화를 진행한다.

1. 텐서가 수행될 GPU 연산에서 write-only 접근이 수행된다면, 

swap-in에서의 메모리 카피를 수행하지 않는다. 

2. 텐서가 직전 GPU 연산에서 read-only 접근을 수행하였고, 그 이전

에 swap-out을 진행한 적이 있다면, swap-out 연산을 out 연산으로 

치환한다.

3. 크기가 큰 텐서부터, 스케줄링 된 swap-out과 swap-in 연산 사이

에 GPU 메모리에 상주할 수 있다면 swap-out과 swap-in 연산을 삭

제한다. 크기가 큰 텐서의 메모리 연산이 커널 연산과 overlap 할 기회

가 적기 때문이다.

4. 크기가 큰 텐서부터, swap-out 연산을 미뤄서 overlap 되는 시간이 

많게 하고, swap-in 연산을 미리 수행해 overlap 되는 시간이 많게 

한다. 
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제5장 구현

본 장에서는 4장에서 설명한 기법의 구현을 설명한다. 메모리 스케줄

링 기법은 SnuDNN 라이브러리를 수정하여 구현되었다.

5.1 SnuDNN

SnuDNN은 멀티노드 클러스터 환경에서 cuDNN과 같이 딥 러닝용 

연산들을 제공하는 라이브러리이다. SnuDNN은 SnuDNN-Runtime과 

SnuDNN-Worker로 구성된다. SnuDNN-Runtime은 클러스터의 서비

스 노드에서 동작하며, 사용자가 딥 러닝 연산에 해당하는 API를 호출

하는 경우 나머지 계산 노드들에게 일을 분배한다. SnuDNN-Worker는 

SnuDNN-Runtime으로부터 일을 분배받아 실질적인 연산들을 수행한

다. 현재까지의 SnuDNN은 AMD GPU로만 구성된 클러스터를 지원하

고 있기 때문에, SnuDNN-Worker는 OpenCL과 MIOpen 라이브러리

를 사용하여 GPU를 활용한다. 노드마다 한 개씩 동작하는 

SnuDNN-Worker 서버는 노드 내에 장착된 GPU 개수만큼의 연산 스

레드와 SnuDNN-Runtime으로 부터 메시지를 전달받아 이를 연산 스레

드들에게 전달하는 쓰레드들로 구성된다. 연산 스레드는 루프를 돌며 받

은 연산들을 처리한다. 본 논문에서는 연산 스레드를 수정해 메모리 스

케줄링 기법을 구현하였고, GPU 1개를 사용할 때를 상정하고 있다.

5.2 OpenCL

OpenCL은 다양한 프로세서로 구성된 이종 플랫폼에서 사용할 수 있

는 프로그래밍 모델이다 [5]. 컨텍스트(Context)내에 추상화된 디바이

스 객체를 생성할 수 있고, 한 개의 디바이스 객체에 1개 이상의 커맨드 
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큐(Command queue)를 생성할 수 있다. 사용자는 생성한 커맨드 큐에 

원하는 커맨드를 삽입하거나 직접 작성한 커널의 실행을 삽입하여 디바

이스를 사용하게 된다. 이렇게 큐를 사용해 비동기적으로 디바이스를 활

용하는 방식은 다른 프레임워크들과 크게 다르지 않다. 하지만 OpenCL

의 메모리 오브젝트는 다른점들을 갖고 있는데, 메모리 오브젝트를 명시

적으로 디바이스 메모리 위에 위치할 수 있는 프레임워크들과는 달리, 

OpenCL 사용자는 특정 메모리 오브젝트가 현재 어떤 장치에 있는지를 

알 수 없다.

5.3 메모리 객체 관리 및 프로파일링 단계

텐서들은 표 2에 정리된 세 가지 상태를 갖는다. INVALID 상태를 

제외하고는 GPU 버퍼에 해당하는 OpenCL의 cl_mem 객체를 갖고 있

다. 사용되는 cl_mem 객체를 일반적인 clCreateBuffer API를 사용해 

생성할 경우, 어떤 디바이스에 위치하게 되는지를 알 수 없을뿐더러 어

플리케이션이 요구하는 버퍼의 양이 GPU 메모리를 초과하는 경우를 해

결할 수 없다. 이러한 문제를 해결하기 위해 우선 먼저 GPU 메모리 크

기에 해당하는 cl_mem 객체를 잡은 뒤, GPU 버퍼를 할당해야 하는 경

우, clCreateSubBuffer API를 사용해 sub cl_mem을 생성하였다. 이러

한 방식을 사용하는 경우, 생성할 sub cl_mem 객체가 cl_mem 객체의 

어디에 위치할지(offset)를 결정하는 단계가 필요하다. 따라서 간단한 

알고리즘을 사용하는 할당자(Allocator)를 작성하였다. 할당자는 할당하

려는 버퍼의 크기를 입력받아 offset을 출력하고, 사용이 끝난 버퍼의 

offset을 입력받아 이를 관리한다. 엄밀하게 작성하지 않은 할당자를 사

용할 경우, 내부 단편화 (Internal fragmentation)가 크게 발생할 문제

가 있다. 하지만, 그림 3에서 볼 수 있는 딥 러닝 어플리케이션의 특성 
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때문에 이는 큰 문제가 되지 않는다.

프로파일링 단계에서는 정해진 메모리 스케줄링이 없으므로, 필요할 

경우 swap-out 할 버퍼를 선정할 정책이 필요하다. 본 논문에서는 프

로파일링 단계에서 Least Recently Used(LRU) 정책을 사용하였다. 딥 

러닝 학습 어플리케이션의 전파 과정(Forward propagation)과 역전파 

과정(Backward propagation)에서 버퍼들에 접근하는 순서를 고려하여 

LRU 정책을 선정하였다. 생성하려는 버퍼의 크기보다 크거나 같은 버퍼 

중 LRU 버퍼를 swap-out 한다. 만약 그러한 버퍼가 없는 경우에는 전

체 메모리의 앞에서부터, 총 크기가 생성하려는 버퍼 크기보다 큰 연속

한 버퍼들을 찾아 할당 해제한다.

상태 GPU 버퍼 존재 CPU 버퍼 존재

INVALID X O

CLEAN O O

DIRTY O O

표 2 프로파일링 단계에서 사용되는 상태
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5.4 패턴 검출

먼저, SnuDNN-Worker의 연산 스레드가 연산을 시작하기 전과 후에 

훅(Hook)을 추가하였다. 그림 5는 수정된 연산 스레드의 동작 방식을 

나타낸다. 연산을 시작하기 전에 호출되는 함수인 HookBefore()는 아

직 프로파일링 단계인 경우, 어떤 연산이 수행되고 어떤 텐서들이 인자

로 호출되는지를 기록한다. 사용된 텐서 목록 뿐만 아니라, 해당 연산이 

텐서들을 어떻게 접근하는지와 텐서가 연산의 파라미터로 동작하는지 여

부까지도 기록 한다. 그리고 만약 필요한 버퍼가 INVALID 상태인 경

우라면 swap-out을 실시한다. 메모리 스케줄링이 구해진 단계라면, 완

료되지 않은 메모리 연산을 기다리고, 필요한 메모리 연산들을 스케줄링

한다. 연산을 시작한 뒤 호출되는 함수인 HookAfter()는 앞서 기록한 

연산 정보에 실행시간을 추가하고, 패턴 검출 스레드와 통신하는 큐

(Queue)에 연산 정보를 전달한다. 그림 6은 HookBefore()와 

HookAfter()의 동작 방식을 나타낸다.

패턴 검출 스레드는 SnuDNN-Worker의 연산 스레드가 생성될 때 

생성된다. 연산 정보가 들어오는 큐를 계속 보며 들어오는 연산 정보를 

저장하고 패턴을 찾는다. 연산 정보 1개를 큐로부터 받아왔을 때, 해당 

연산이 패턴의 마지막 연산이라고 가정한 뒤, 지금까지 들어왔던 연산들

을 확인하며, 4.2절에서 설명한 방식으로 패턴의 시작점을 찾는다. 이때, 

딥 러닝 어플리케이션들의 특징을 활용하여, SnuDNN의 사용자가 CPU

에 저장된 입력 데이터를 GPU로 이동하는 경우에 사용하는 

WriteBuffer 연산을 패턴의 시작점으로 둔다. 사용자의 학습 스크립트

에서 데이터셋으로부터 구성한 입력을 GPU로 이동하기 전에는 파라미

터 이외에 조작할 수 있는 텐서가 없으므로, WriteBuffer를 패턴의 시
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작점으로 전제하여도 아무 문제가 발생하지 않는다.

패턴 검출 스레드는 큐에서 꺼낸 연산의 종류가 WriteBuffer일 때, 

해당 WriteBuffer를 패턴의 새로운 시작이라고 간주한다. 따라서, 이전

에 들어왔었던 WriteBuffer들을 훑어보며, 패턴을 구성할 수 있는 

WriteBuffer가 존재하는지 탐색한다.

SnuDNN에는 WriteBuffer, Convolution Forward와 같은 GPU에서 

계산이 발생하는 연산들 이외에도, 텐서들을 할당(AllocateBuffer) 하고 

해제(DeallocateBuffer)하는 두 개의 연산이 존재한다. 4.2절의 (2)에

서 설명한 연산 나열의 변환 방식을 사용하기 위해, AllocateBuffer와 

DeallocateBuffer도 특별한 연산으로써 기록한다.

패턴을 찾은 경우에는 4.4절에서 설명한 ILP를 연산 기록들을 바탕으

로 정의하고, 별도의 스레드를 생성해 ILP의 해를 찾도록 한다. (ILP의 

해는 Gurobi[6]를 사용하여 찾는다) 스레드를 생성한 후에도 계속해서 

큐로부터 연산 기록들을 받아가며, 찾은 패턴대로 입력이 들어오고 있는

지를 확인한다. 만약, 패턴에 어긋나는 입력이 들어온다면 생성했던 ILP 

스레드를 종료시키고, 연산 스레드에 패턴을 찾지 못했음을 알린다. 그

리고 ILP 스레드로부터 정해진 시간마다 최적의 해를 업데이트 받아, 메

모리 스케줄링을 업데이트한다. 패턴 검출 스레드는 연산 기록들이 임계

점 이상 쌓였을 경우 전부 삭제하여, 오랜 기간의 동작에도 메모리 문제

는 발생하지 않는다. 그림 7은 패턴 검출 스레드의 동작 방식을 나타낸

다.
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그림 4 수정된 SnuDNN-Worker의 연산 스레드

그림 5 HookBefore과 HookAfter의 구현
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그림 6 패턴 검출 스레드의 동작 방식
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제6장 실험 결과 및 분석

본 장에서는 실험 환경을 소개하고 ResNet 34 벤치마크를 사용한 실

험 결과를 분석한다.

6.1 실험 환경

실험은 표 3과 같은 환경에서 수행되었다. 이외에도 OpenCL을 위한 

ROCm은 3.9.0 버전을 사용하였다. 벤치마크는 PyTorch 프레임워크를 

대상으로 작성된 ResNet 34 네트워크의 학습 스크립트를 사용하였다. 

해당 스크립트는 SnuDL 플랫폼을 통해 실행되어 SnuDNN 라이브러리

가 연산에 사용되게 된다.

CPU Intel Xeon Gold 6130 @ 2.10GHz x 2

Memory 377 GB

GPU AMD Radeon 5700 XT 8GB

OS Ubuntu 20.04

ROCm 3.9.0

표 3 실험 환경
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6.2 실험 결과

6.2.1 프로파일링 단계에서의 성능

그림 7은 5.3절에서 설명한 프로파일링 단계에서의 성능을 나타낸다. 

배치 크기를 바꿔가며 학습의 한 iteration이 수행되는 시간을 측정하였

다. 별도의 메모리 관리 기법이 없는 경우에는 배치 크기가 256을 넘어

가면, GPU 메모리가 부족하여 정상적으로 동작하지 않는다. 반면에 제

시된 기법의 프로파일링 단계에서는 GPU 메모리가 부족하여도 문제없

이 동작하는 것을 확인할 수 있다. 실행시간을 제외하고 swap-in, 

swap-out에 사용되는 비용(stall)도 확인할 수 있다.

6.2.2 메모리 스케줄링 단계에서의 성능

그림 8은 메모리 스케줄링 단계에서 프로파일링 단계 대비 수행시간

을 측정하였다. 프로파일링 단계에서 네 번째 iteration이 끝날 때 어플

리케이션의 패턴이 검출되고 계속해서 패턴대로 동작하는 것을 확인할 

수 있었다. 4.5절에서 설명한 휴리스틱 알고리즘을 사용한 경우, 프로파

일링 단계 대비 256 배치 크기에서는 0.62배의 수행시간으로, 512 배

치 크기에서는 0.60배의 수행시간으로 iteration을 수행할 수 있었다. 

ILP의 해를 사용한 경우, 256 배치 크기에서는 0.64배의 수행시간으로, 

512 배치 크기에서는 0.57배의 수행시간으로 iteration을 수행할 수 있

었다.
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그림 7 프로파일링 단계에서의 수행시간

그림 9 프로파일링 단계 대비 스케줄링 단계 수행시간
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제7장 결론

본 논문은 SnuDNN 라이브러리를 수정해, CPU 메모리를 스왑 메모

리로 활용하는 메모리 관리 기법을 제시하였다. 해당 기법은 딥 러닝 학

습 과정에서의 패턴을 검출하고 이에 대한 최적의 메모리 스케줄링을 계

한다.

실험 결과 실제 딥 러닝 연산들이 수행되는 정보를 수집해, 매 

iteration마다 달라지는 텐서 정보에도 패턴을 검출할 수 있음을 보여주

었다. 그리고 검출한 패턴을 사용해 메모리 연산들을 미리 스케줄링해, 

딥 러닝 학습이 단축될 수 있음을 확인하였으며, 휴리스틱 알고리즘을 

사용하는 경우 평균적으로 0.63배의 수행시간, ILP의 해를 사용하는 경

우 0.59배의 수행시간이 달성 가능함을 확인하였다. 그리고 

write-access가 연속해서 존재하는 경우, 텐서가 DIRTY 상태여도, 단

순히 out 할 수 있는 기회가 존재한다. 이렇게 고려되지 못한 점들을 

ILP에 추가할 경우, 더욱 높은 성능의 스케줄링이 가능할 것으로 예측된

다.

본 연구는 또한 멀티 GPU를 사용하는 경우와 매번 텐서의 크기가 변

하는 네트워크를 고려하여 확장될 수 있다. 먼저, 딥 러닝 학습에 멀티 

GPU를 사용하는 경우, GPU와 GPU 간 그리고 GPU와 CPU 사이에 데

이터 이동이 발생하고 이 또한 높은 성능을 위해 GPU 연산과 겹쳐져야 

한다. 따라서 제시된 기법이 확장되어 이를 고려한 스케줄링을 계산해야 

할 필요가 있다. 또한, 본 기법에서는 매 iteration마다 사용되는 메모리 

사용량이 같다고 가정하고 있으나, 최근 자연어 처리에 사용되는 네트워

크들을 반영해 확장되어야 한다.
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Abstract

Memory management technique for Deep 

learning training with GPU

Jeesoo Lee

Department of Computer Science & Engineering

The Graduate School

Seoul National University

  Widely used deep learning frameworks utilize heterogeneous 

systems with GPUs to achieve high learning performance in a 

short period of time. However, as the recent DNNs become 

larger and deeper, the limitation of the GPU memory size is 

becoming an issue.

  Users can overcome the limitation by using the CPU memory 

as the swap memory of the GPU memory even in the existing 

deep learning frameworks. However, it requires great expertise 

for users to explicitly schedule memory transfers between CPU 

and GPU. This paper proposes a memory management technique  

so that CPU memory can automatically be utilized as swap 

memory of GPU memory without user intervention.
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  The proposed technique is implemented by modifying the 

SnuDNN and verified through experiment.

Keywords : GPU, Deep learning, ILP, Memory management
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