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초록

인공지능은데이터에편향이없다면,인과관계가아닌데이터내의

패턴에있어서가장높은확률을보여준다.왜냐하면대부분의기계학습

알고리즘은 데이터에 의존하고 있기 때문이다. 이 논문은 복잡성과 신뢰

성사이의균형을기반으로인간의해석가능성을다루는것을목표로한

다. 그러기 위해서, IML 또는 XAI 기술들 중에서 몇 가지 이론적 관점을

소개하고,그접근방식의이해를바탕으로실제데이터샘플을사용하여

모델을 구현하고, 그 시각화 결과는 기계 학습 모델의 해석에서 일반화

오류에대한더나은이해를제공함을확인했다.결과적으로모델의해석

은데이터에잘못된답이나질문이있는지분석가의편견을명확히하고,

전이학습에기반한미세조정의근거를제시한다.

주요어 : IML, XAI,시각화,전이학습,해석가능성

학번 : 2019-22523
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제 1장

서론

2014년 개봉한 트랜센던스(transcendence)는 조니 뎁(Johnny Depp,

1963)주연의공상과학(SF, Science Fiction)영화로,트랜센던스는초월이

라는 뜻이다. 이 영화에서, 수억 년에 걸쳐 이루어낸 인류의 지적능력을

초월하고목적의식과같은자각능력까지갖춘슈퍼컴퓨터 ‘트랜센던스’

의 완성을 목전에 둔 채, 천재 과학자인 윌은 반 과학단체에 의해 살해

당한다.이후,그의아내는그의두뇌를컴퓨터에성공적으로업로드하게

되고,슈퍼컴퓨터가된윌은온라인을장악하고,세상을지배한다는것이

대략적인내용이다 [8].이러한영화들을접하면서많은사람들은인공지

능(AI, Artificial Intelligence)이욕망을가질수있다여기고막연히두려워

하는것인지도모른다.또한그러한두려움속에서,연구자들은인공지능

의판단기준또는그근거를오랫동안알고싶어했고그연구가이제매우

현실적으로다가오고있다.

1.1 연구동기

과연, 인공지능은 지혜를 가질 수 있는가? 괴델(Kurt Gödel, 1906-

1978)은 인간의 지혜조차 한계가 있음을 증명했다 [9]. 그렇다면, 인간은

인공지능이 추론하는 지혜의 불완전성이 두려운 것일까, 아니면 단순히

그 통찰력의 메커니즘을 알고싶은 것일까. 매슬로우의 욕구단계 [10]에

서알수있듯이,지혜는고통에서욕망으로가는매개체로서인공지능의

1



지혜또한고통과욕망이전제되어야할것이다.

XAI(Explainable Artificial Intelligence)는 이러한 대중적인 호기심

과,특히상업적관심을유도하는 “설명가능(Explainability)”이라는표현

으로 인해, 최근 몇 년간 많은 관심을 끌어왔다 [11]. 그러나, 학계에서는

XAI 보다는 IML(Interpretable Machine Learning)이라는 용어를 더 선호

한다 [12]. 왜냐하면, 인공지능 모델의 ”해석 가능(Interpretability)” 에 대

한 수학적 정의가 현재까지는 없으므로, 여기서의 ”설명 가능”은 인간에

의해수행되는이해를바탕으로한 ”해석가능”을의미한다 [13].따라서,

해석과 설명에 대한 요구가 광범위하게 연구되었지만, 일반화의 오류는

여전히문제로남아있고,많은특징(Features)을찾아내고더많은데이터

를준비해야한다 [14].

1.2 연구범위

IML이란, Interpretable Machine Learning 의 약자로서, 예측 결과를

들여다보고,사람이직접해석할수있는형태의추가적인정보를제공할

수 있는 머신 러닝(ML, Machine Learning) 알고리즘을 연구하는 분야이

다 [13].이는보다설명가능한모델을만들기위해어려운선택과결정이

필요한도전적인영역이다.앞서서술했듯이,아직까지 IML,즉 XAI는사

람의 의사결정에 부가적인 해석을 보완해주는 분야로서, 해당 모델이 판

단을내리는데긍정적인요소와부정적인요소를세그멘테이션(Segmen-

tation)으로 부각시켜 시각적 설명을 제공하게 된다 [14]. 본 논문에서는

긍정적인요소(True Category)와부정적인요소(False Category)사이의특

징을추출하고,그결과를해석하여일반화오류를줄이기위한방법으로

전이학습(Transfer Learning)을 수행하고, 데이터 주변의 희소 선형 결합
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해석(LIME, Locally Interpretable Model-agnostic Explanations)과클래스

활성화맵(CAM, Class Activation Mapping),그리고 Grad-CAM(Gradient-

weighted CAM)을 사용하여 특징 맵(Feature Map)의 중요한 부분을 시

각화하여 해석함으로써 합성곱 신경망(CNN, Convolutional Neural Net)

기반의 이미지 분류 모델의 성능 개선 효과를 확인한다. 또한 전이 학습

기반의미세조정(Fine Tuning)을위해,계층(Layer)별특징을 Grad-CAM

의히트맵(Heat Map)으로확인하고그결과를검증한다.

1.3 논문의구성

본연구보고서는전체 5개의장으로구성되어있으며,각장은다음

의내용을포함한다.제 1장에서는이연구를수행하게된배경과목적을

설명하고,그범위에대해간략히소개하였다.제 2장에서는이보고서를

이해하는데필요한몇개의설명가능한인공지능기술을소개하고,이미

지분류모델링네트워크및최적화기술경향과관련연구를살펴본다.제

3장에서는본연구에서실제적용하고자하는문제의정의및데이터예

측모델링과최적화수행방법,그리고그평가방안에대한이론적기반을

설명한다.제 4장에서는실험데이터와환경구성및다양한실험을통해

연구진행내역과실험결과에대한비교분석을수행한다.마지막으로,제

5장에서는이연구보고서의결과및성과에대해요약하고,부가적으로

필요한 사항을 제시함으로써 향후 연구의 방향성을 고민하고 마무리할

것이다.
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제 2장

관련연구

이 챕터는 본 연구의 배경 지식에 관한 사전 연구로써, 머신 러닝 모

델의 설명 또는 해석 가능성에 관련된 연구들에 대한 기본적인 개요를

제공한다. 먼저 제 1 절에서 설명가능한 인공지능에 대해 전반적으로 개

괄한다. 이어서, 제 2 절에서는 데이터 주변의 희소 선형 결합을 활용한

모델해석방법인 LIME에대해서살펴본후, CNN모델의특징추출시각

화기술인 CAM과 Grad-CAM에대해제 3절에서들여다볼것이다.제 4

절에서이연구의모델링개발에적용된이미지데이터분류방법인 CNN

에대하여설명하고,제 5절에서는데이터부족문제를해결하기위해이

실험에적용된전이학습과제 6절에서전이학습기반의미세조정기법에

대해확인하고,마지막제 7절에서최상의정확도(Accuracy)를내기위한

최적화방법과관련된연구경향을소개할것이다.

2.1 해석가능한인공지능 (IML)

인공지능은이제,현대정보기술의최첨단(state-of-the-art)을넘어서

여러분야에서매우중요한핵심요소가되었다 [15].그중에서도DNN(Deep

Neural Net)과같은딥러닝(DL, Deep Learning)모델은최근매우활발하

게연구및활용되고있지만,그거대한파라미터(매개변수, Parameter)집

체적인성질로인해대표적인블랙박스(Black-Box)모델로불리운다 [16].

이러한 블랙박스 모델이 작동하는 메커니즘(Mechanism)에 대한 이해를
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찾고,현재의인공지능모델의효과성의한계를피하기위해,학습성능을

유지하면서도 설명이 가능한 모델을 생성할 필요성이 대두되었다 [17].

따라서, 설명가능한 인공지능이란, 인공지능을 이해하고 적절하게 신뢰

하여 효과적으로 관리할 수 있도록, 모델 메커니즘과 예측에 대한 이해,

모델의 규칙을 시각화하거나 그에 대한 힌트를 제공하는 일련의 기술들

을말한다 [18].여기서한가지,앞서서론에서밝힌바와같이,설명가능한

인공지능은 이제 더이상 낯선 기술이 아님에도, 아직 많은 커뮤니티에서

XAI와 IML이 혼용되고 있고, 특히 학계에서 IML이라는 용어를 선호하

는이유가무엇인지설명가능성과해석가능성이라는용어의정리가먼저

필요하다 [12]. 해석 가능성은 주어진 모델이 인간에게 의미있는 수준의

설명을 제공하는 모델의 수동적 특성을 나타낸다 [13]. 대조적으로, 설명

가능성은모델의능동적특성으로볼수있으며,인간과의사결정모델사

이의 인터페이스로서의 설명이라는 개념으로 인간이 이해할 수 있는 의

사결정모델의적절한조치나절차에가깝다 [19].

그렇다면,우리는왜높은성능을보여주는모델을신뢰하지못하고,

해석하고자 하는 것일까. 문제는 분류 정확도와 같은 성능지표는 대부분

의 실제 작업에 대한 설명으로는 불완전하기 때문이다. 실생활과 밀접한

분야에 대해 점차적으로 인공지능 기술이 적용되면서, 공정성, 정확성,

인과성에 기반한 신뢰할만한 머신 러닝은 필수적이다. 알고리즘이 특정

결정을 내리는 근거를 이해할 수 있다면, 정의에 대한 실질적인 합의가

없더라도 IML은 모델의 타당성을 높이고 규제 요구 사항(예: GDPR 및

CNIL,프랑스행정규제기관)을충족하며인간에게결정을설명하고기

존모델을개선할수있다 [20].
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2.1.1 IML기술분류 (Taxonomy)

IML기술을나누는몇가지분류방법이있으나,널리받아들여지는

분류는크게투명한(transparent)모델과외부 XAI기술로설명할수있는

사후설명가능성(post-hoc explainability)으로나누는방법이다 [19].

투명한모델은설계부터자체적으로어느정도의해석가능성을전달

한다.즉,그자체로이해할수있는경우투명한것으로간주된다.이범주

에 속하는 모델은 해석 가능한 영역, 즉 알고리즘의 투명성, 분해 가능성

및시뮬레이션가능성측면에서도접근할수있는데,이러한측면을고려

해서 1) 입력에서 출력으로의 매핑이 사용자에게 보이지 않는 불투명한

(opaque)시스템, 2)사용자가매핑을수학적으로분석할수있는해석가

능한(interpretable) 시스템, 3) 모델이 매핑의 근거를 이해하는 데 도움이

되도록 특정 기호나 규칙을 출력하는 이해 가능한(comprehensible) 시스

템과같은더넓은구분도있다.선형회귀분석(Linear Regression),의사결

정나무(Decision Trees), K근접이웃(K-Nearest Neighbors), 규칙기반학습

(Rule-based Learners), 일반가법모델(Generalized Additive Models)과 베

이지안모델(Bayesian Models)과같은통계학적기반의알고리즘들이그

예이다 [21].

사후설명가능성은텍스트설명,시각적설명,지역적설명,예에의

한 설명, 단순화에 의한 설명 및 특징 관련 설명 기술과 같은 해석 가능

성을 높이기 위해 다양한 수단을 사용하여 설계상 쉽게 해석할 수 없는

모델을 대상으로 한다. 즉 이미 개발된 모델의 주어진 입력에 대해 예측

을 생성하는 방법에 대한 이해 가능한 정보를 전달하는 것이 사후 설명

가능성 또는 모델링 후 설명 가능성 기술의 목적이다. 이 기술은 다시 모

델 불가지론적(Model-agnostic) 기술과 특정 모델지향적(Model-specific)
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그림 1:해석가능성기반 IML분류도.

기술로나뉜다.모델불가지론적기술은설명하고자하는모델의내부처

리 또는 내부 표현을 무시하고 모든 머신 러닝 모델에 원활하게 적용할

수 있는 기술로서, 예측 절차에서 일부 정보를 추출 할 목적으로 모든 모

델에 연결되도록 설계되었으며, 다루기 쉽고 단순화 기술을 사용하여 복

잡성을줄인다.대표적으로 LIME이있으며,다음절에서살펴볼것이다.

특정 모델지향적 기술은 다시 얕은(shallow) 머신 러닝 모델의 사후 설명

성 기술과 깊은(deep) 딥러닝 모델의 사후 설명성 기술로 나뉘는데, 랜덤

포레스트(Random Forests)나그래디언트부스팅(Gradient Boosting)같은

트리앙상블(Tree Ensembles)이나서포트벡터머신(SVM, Support Vector

Machines)을 활용할 때, 어떤 입력 변수가 실제로 관련 출력 데이터와 관

련이 있는지 변수 중요도를 보여주는 머신 러닝 모델의 사후 설명적인
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방식은 이미 일반적으로 활용되고 있다. 사후 설명 및 특징 관련 기술은

점차적으로 DNN, CNN과 RNN(순환신경망, Recurrent Neural Network)

과같은딥러닝네트워크를설명하는데많이채택되고있다.특히,인간은

시각적 데이터에 대한 이해를 선호하기 때문에 CNN의 설명가능성 기술

은 다른 유형보다 매우 활발히 연구가 이루어지고 있다. CNN이 학습한

내용을 이해하는 기술은 크게 입력 공간에서 출력을 다시 매핑하여, 입

력의어떤부분이출력에대해차별적인지확인하는기술(예. Deconvnet)

과 CNN의 네트워크가 중간 계층에서 어떻게 외부 세계를 내다보는지를

해석하는기술(예. Grad-CAM)로나뉠수있다 [22].

이논문에서는이미지데이터를활용한결함분류모델을구축하여,

그분류성능지표인정확도를개선하고자 IML기술을활용한다.따라서,

모델의 정확도를 유지하면서 모델의 예측을 들여다보기 위해 사후 설명

가능성기술에서두가지기법을선택한다.바로,모델불가지론적기술에

서시각적설명에있어서가장간단한접근법인 LIME과,특정모델지향적

기술에서네트워크의중간계층에대한시각적설명으로해석하는 Grad-

CAM이다.

2.2 데이터주변의희소선형결합해석

LIME은 머신 러닝 모델의 예측을 해석하기 위해 활용된다고 널리

알려진 IML의사후설명가능성중모델불가지론적알고리즘중에하나

이다. 1 이 알고리즘은 해석하고자 하는 모델을 전체가 아닌 지역적으로

근사함으로써 분류(Classification)나 회귀(Regression) 모델의 예측을 설

명해주는기술이다.또한,의사결정트리(Decision Trees),신경망(Neural

1저자는제목조차도 “Explaining the Predictions of ‘Any Classifier’”라고했다.
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Network), 로지스틱 회귀분석(Logistic Regression), 랜덤 포레스트(Ran-

dom Forest)나 SVM등어떠한예측모델에서도활용가능하고,일반적인

정형데이터외에도,이미지또는텍스트와같은다양한비정형데이터에

도적용할수있다는장점이있다 [1].

해당 논문은 모델의 개별 예측 값을 설명하기 위한 LIME 알고리즘

과모델자체의신뢰문제를풀기위해서브모듈(Sub-module)을선택하는

SP(Submodular Pick)-LIME알고리즘으로나뉘는데,여기서는이미지분

류 모델의 결과에 대한 시각적 설명을 표현하기 위한 LIME 알고리즘과

관련한논문의내용을요약해보기로한다.

그림 2: LIME의지역적설명을보여주는예시 [1].

저자는 LIME은 추출된 데이터 주변의 인스턴스(Instance)를 샘플링

(Sampling)하고그샘플데이터와의근접성에따라가중치를부여한다고
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설명한다. 위 그림의 점선은 지역적이고 선형적으로 학습된 예측 결과에

대한설명그자체를나타낸다고볼수있는데, LIME을한마디로이해하

기위한키워드는지역성(Locality)과선형성(Linearity)이라고한다.우선,

LIME은지역적으로즉국지적인탐색을하기위해샘플데이터주변의인

스턴스를 샘플링 한다. 이 때, 알고리즘의 설명을 특정 모델에 구애 받지

않도록 샘플 데이터의 함수에 대해 어떤 가정도 하지 않고 그 손실(Loss)

을 최소화하면서 그 함수의 지역적인 패턴을 학습하기 위해 인스턴스에

가중치를적용하여근사(Assumption)한다.그리고, Lasso2로 K개의특징

을 선택하여 최소 제곱을 통해 인스턴스와의 근접성에 따라 적용된 가중

치를 학습하여 대략적으로 계산한다. 3 따라서, 샘플과의 거리가 가까운

인스턴스는 가중치가 높고, 거리가 먼 인스턴스는 가중치가 낮아지게 된

다.이로써원래모델이복잡해서전체적인설명을할수없더라도, LIME

은샘플데이터에의해포착된인스턴스의주변영역에충실한설명을제

공할수있게된다 [1].

Algorithm 1 Sparse Linear Explanations using LIME [1]
Require: Classifier f , Number of samples N
Require: Instance x, and its interpretable version x′

Require: Similarity kernel πz, Length of explanation K
Z← { }
for i ∈ {1,2,3, ..., N} do

z′i← sample around(x′)
Z← Z ∪ (z′i, f (zi), πz(zi)) sample around(x′)

end for
w←K-Lasso(Z, K)▷ with z′i as features, f (z) as target
return w

2통계및머신러닝으로생성된통계모델의예측정확도및해석성을향상시키기위해

변수선택및정규화를모두수행하는회귀분석방법이다 [23][24].
3잠재적으로, K는 사용자가 처리 할 수 있는 크기로 조정되거나 인스턴스마다 다른

값을가질수있다.최적의 K값에대한논의는해당논문에서별도로논의하지않는다.
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물론, LIME의 치명적인 단점을 지적하는 연구들도 찾아볼 수 있다.

이미지데이터를활용한모델의설명은특정클래스에대해양(Plus)의가

중치를 가진 슈퍼 픽셀(Super-pixel)을 강조함으로써 픽셀 단위로 표시하

게된다.결과적으로이미지분류모델의예측결과를설명할때, LIME의

출력은이미지데이터샘플의예측결과에대한픽셀단위의기여도(True

or False)를 보여준다. 4 일반적으로, LIME은 인스턴스 구성 요소 간의

관계에 대한 양적 이해(Quantity understanding)가 아닌 질적 이해(Quali-

tative understanding)를제공하기위해그에관한해석을앞서설명한바와

같이, 시각적인 결과물로 표시하기 때문에 직관적인 설명이 확인 가능한

장점이있지만,학습된모델에대한 LIME의설명자(Explainer)는로컬에

서(locally) 모델 예측 결과의 좋은 근사치(Approximation)를 보여줄 뿐,

글로벌(globally)근사치는아니라는한계가있다 [25][13].

2.3 CNN모델의특징추출시각화

IML의 모델지향적 기술에서 네트워크의 중간 계층에 대한 시각적

설명으로 해석하는 Grad-CAM은 CAM의 일반화 기술로서, 이미지 분류

모델의 해석을 위해 CNN의 관심 영역을 확인하는 방법인 특징 추출 시

각화(Feature extraction visualization) 분야에서 최근에 많이 사용되는 방

법이다. CAM은 CNN의해석을위해 GAP(Global Average Pooling) Layer

를 사용하여 시각적인 설명을 제공하고, 이후에 나온 Grad-CAM은 그래

디언트(Gradient)를이용하여 GAP Layer에의존하지않는방법을제안한

다 [26] [27].여기서는두가지솔루션의구현방법과활용방안을비교해

본다.

4이미지의해석가능한표현은이진(Binary)형태로 1이원래슈퍼픽셀을나타내고 0
은회색(Grayed out)으로표시된다.
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2.3.1 클래스활성화맵 (CAM)

CAM은 CNN을해석하고자하는생각에서비롯되었다.특정범주에

대한 CAM은해당범주를식별하기위해 CNN에서GAP을사용하여추출

된이미지영역을나타낸다.이러한특징맵을생성하는절차는간단하다.

일반적인 CNN네트워크의대부분은컨볼루션(Convolution,합성곱)계층

으로 구성되어 있으며 최종 출력 계층(Output Layer)이나 분류의 경우엔

소프트맥스(Soft-max) 바로 전에 완전 연결(FC, Fully Connected) 계층에

서 이미지의 공간적인 정보가 사라진다. 이 문제를 해결하기 위해 CAM

은완전연결계층대신에 GAP Layer를사용한다 [26].

그림 3: GAP을사용한 CAM절차

우리는 전통적으로 머신 러닝 모델에서 정확도와 해석 가능성 사이

에는트레이드오프(Trade-off)가존재한다는것을알고있다. CAM의위와

같은네트워크아키텍처의변화는정확도의감소를필연적으로가져온다.

해당논문에서는 GAP Layer의전단에컨볼루션계층을추가하여성능의

보전했다.

2.3.2 Gradient-weighted CAM

CAM은시각적설명을통해 CNN을더투명하게(transparently)만들

어 주지만, 해석하고자 하는 모델의 아키텍처를 변경해야 하고, 변경된
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그림 4: CAM Architecture

네트워크로재학습(Re-training)하게되면필연적으로성능저하를유발

한다.이러한문제점을해결하기위한방안이 Grad-CAM이다.이기술은

네트워크의 모든 계층에서의 활성화를 설명하는 데 활용할 수 있다는 점

에서 CAM에비해일반적이다.왜냐하면, Grad-CAM에의한시각화는머

신러닝모델개발자가이해하기힘든모델의예측이어느정도합리적인

설명력을가지고있음을보여주고,데이터세트(Data set)의편향(Bias)을

식별하여모델의일반화를달성하는데도움이될수있기때문이다 [27].

그림 5: Grad-CAM Architecture

CNN의 컨볼루션 레이어는 네트워크의 층이 깊어질수록 더 높은 수

준의시각적표현이가능하고,또한자연스럽게그이미지의차원정보를

유지할수있지만완전연결계층에서는손실되므로,마지막컨볼루션레

이어가 높은 수준의 의미와 세부 공간 정보 사이에서 최상의 절충안을
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가질 것으로 기대된다. 이러한 계층의 뉴런은 각 이미지 부분에서 의미

를가지는클래스의유용한정보를찾아낼수있다. Grad-CAM은이러한

CNN의 마지막 컨볼루션 레이어로 흐르는 그래디언트 정보를 사용하여

특정클래스의관심유무를결정할수있게된다.

2.3.3 CAM vs. Grad-CAM

CAM은 완전 연결 계층을 GAP Layer으로 바꾸어야 하며, 가중치

(Weight)를구하기위해재학습시켜소프트맥스에넣음으로써성능의감

소를유발하는단점이있다.그에비해, Grad-CAM은모델의아키텍처를

변경할 필요가 없고, 모델을 다시 훈련할 필요가 없기 때문에 모델의 성

능에영향을미치지않는다.왜냐하면, Grad-CAM은이미학습한모델의

소프트맥스입력이전특징맵의그래디언트값을통해구하기때문에재

학습이필요없다 [27].

그림 6: CAM vs. Grad-CAM Architecture
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2.4 합성곱신경망 (CNN)

지금부터, 이제까지 소개한 설명가능한 인공지능을 활용하여 사후

설명을 해석하게될 모델과 관련한 연구들을 알아보자. CNN은 딥러닝에

서 시각적 영상을 분석하는 데 사용되는 여러 개의 계층을 가지는 인공

신경망의 한 종류로서 대량의 이미지 또는 비디오 인식 분야에서 많이

응용된다 [28].

CNN을살펴보기전에먼저,이미지를인식하는분야인컴퓨터비전

의일반적인작업을알아보면다음과같다.

1.이미지분류(Image Classification):주어진이미지안에서클래스(Class)

또는 레이블(Label) 이라고 불리는 컨텍스트(Context)의 패턴(Pattern)을

인식(Recognition)하는것이다 [29].

2.객체인식(Object Recognition):컴퓨터비전분야에서이미지나비디오

시퀀스내의사전에지정되거나학습된객체를인식하는기술을일컬으며

보통객체검출과같은의미로쓰인다.종종객체검출이객체인식보다더

작은의미로해석되는경우도있다 [30].

3. 객체 검출(Object Detection): 관심 대상이 이미지 내에 있는지 여부를

판단하는 분류 뿐만 아니라, 모든 인스턴스의 위치를 찾는 객체 위치인

식이동시에수행된다.모델의학습목적에따라서특정객체만검출하는

경우도있고,여러개의객체를검출하기도한다 [31].

4. 객체 위치인식(Object Localization): 모델이 주어진 이미지 내에 목표

객체가 이미지에서 어느 위치에 있는지를 위치 정보로서 출력해 주는 것

으로, 주로 바운딩 박스(Bounding box)를 많이 사용하며 바운딩 박스의

네개의 꼭지점 좌표를 출력하는 것이 아니라 주로 좌상(Left-Top), 우하

(Right-Bottom)의픽셀좌표를출력하는것이일반적이다 [32].
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5.객체세그멘테이션(Object Segmentation):객체검출을통해검출된인

스턴스의 형상을 따라서 그 영역을 표시하는 것이다. 보통 이미지의 각

픽셀을 분류해서 결과 값을 도출한다 [2]. 아래에 추가로 나열된 세그멘

테이션 기술은 그 종류와 활용이 다양하여 흥미로운 분야이지만, 이 논

문에서는 다루지 않으므로, cs231n 강의에서 간략히 설명된 내용으로만

다음과같이정리한다.

6. 이미지 세그멘테이션(Image Segmentation): 이미지 세그멘테이션이란

이미지를 영역으로 분할, 즉 나누어 준다. 이런 분할된 영역들을 적당한

알고리즘을사용해합쳐서객체세그멘테이션을수행한다 [2].

7.시멘틱세그멘테이션(Semantic Segmentation):시멘틱세그멘테이션은

객체 세그멘테이션을 하되 같은 클래스인 인스턴스들은 같은 영역 혹은

색으로분할하는것이다 [2].

8. 인스턴스 세그멘테이션(Instance Segmentation): 시멘틱 세그멘테이션

에서한발더나아가서,같은클래스이더라도서로다른인스턴스들을구

분해주는것이다 [2].

본논문에서는두가지작업을수행하게되는데,실제산업현장에서

수집된 이미지 데이터의 결함을 CNN으로 분류5하는 작업과 그 분류 모

델의 사후 설명가능성 기술을 활용하여 모델의 특징을 추출하여 이미지

세그멘테이션으로시각화하는작업이다.

합성곱신경망이라는이름은네트워크가합성곱이라는수학적연산

을 사용함을 나타낸다. 즉, 합성곱은 특수한 종류의 선형 연산으로, CNN

내의 합성곱 계층은 일반 행렬 곱셈 대신 합성곱 연산을 사용한다. CNN

은입력(Input)및출력(Output)계층과여러개의또는깊은(deep)숨겨진

(hidden) 은닉 계층으로 구성되는데, 은닉 계층은 일반적으로 곱셈 또는

5이미지분류를말한다.
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다른 내적(Inner Product)과 합성곱을 하는 일련의 합성곱 계층으로 구성

된다. 활성화 함수는 일반적으로 ReLU Layer이며 그 뒤에는 풀링 계층

(Pooling Layer),완전연결계층및정규화계층과같은추가계층이따른

다 [4].

그림 7: LeNet vs. VGGNet Architecture [2].
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이 연구에서는다양한 CNN알고리즘중에서도 구성이 간단하여 응

용에 용이한 VGGNet을 활용한다 [32]. 옥스포드 대학의 연구팀 VGG

에 의해 개발된 모델인 VGGNet은 2014년에 ILSVRC로 불리는 이미지

넷 데이터를 활용한 이미지 인식 경진대회(ImageNet Large-Scale Visual

Recognition Challenge)의검출(Localization)부문에서우승,분류(Classi-

fication) 부문에서 준우승한 모델이다. 객체 분류 부문에서 7.4%의 오류

비율을 달성하며 준우승한 모델이긴 하지만, 앞서 언급한 활용하기 쉬운

그간단한구성과성능(속도)때문에,우승한모델인구글의GoogLeNet보

다 많은 머신 러닝 모델 개발자들에게 인기를 얻어왔다. VGG-16, VGG-

19와 같은 모델명으로 불리는 VGGNet은 각각 16개 또는 19개의 층으로

구성된다. VGG는 합성곱 계층과 풀링 계층, 그리고 완전 연결 계층으로

구성되는 CNN 모델이다 [33]. 특히, VGG 연구팀이 초록에서 밝히는 바

와같이,그들이연구한핵심은바로네트워크를깊게만드는것이모델의

성능을어떻게변화시킬수있는지를확인하고자하는것이었다.따라서,

VGGNet부터네트워크의깊이가확연하게깊어지기시작했다.

VGGNet의 구성을 간단히 살펴보자. 깊이의 영향만을 최대한 확인

하고자 컨볼루션 필터 커널(Filter Kernel)의 사이즈는 가장 작은 3 x 3으

로 고정하고, 풀링 계층을 두어 크기를 절반으로 줄여주도록 처리했다.

하지만,이러한 VGGNet모델도단점이있다.바로파라미터의개수가너

무 많다는 것이다. 그 이유는 위의 그림에서 볼 수 있듯이, VGGNet 또한

AlexNet과마찬가지로최종출력계층전에 3개의완전연결계층을두는

데,이부분에서파라미터의개수가엄청나게많아진다.반대로우승모델

인 GoogLeNet은 이러한 완전 연결 계층이 없으므로 파라미터의 개수를

확연하게줄일수있었다 [34].
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2.5 전이학습 (Transfer Learning)

전이 학습이란, 사전에 학습된 모델(Pre-trained model) 즉, 내가 학

습할 문제와 유사하면서도 대용량의 데이터로 기존에 학습이 되어 있는

모델을 활용하는 것을 말한다. 이러한 대량의 데이터로 모델을 학습시키

는것은긴시간과고사양의하드웨어가필요하지만,다행스럽게도이제

대부분의 머신 러닝 모델 개발자들은 이미지 넷 이미지 인식 대회 등에

서공개되어있는모델(VGGNet, GoogLeNet등)들을이용할수있다 [35].

아래그림은전통적인학습과전이학습기법의차이점을보여주는데,전

통적인 머신 러닝은 처음부터 학습을 시작하는 반면, 전이 학습 기술은

이전작업의지식(Knowledge)을대상작업에전달(Transfer)하는것을볼

수있다 [3].

그림 8:전이학습이란 [3].

CNN네트워크를어플리케이션도메인(Application Domain)에적용

하려면 아래 그림에 표시된 두 가지 다른 CNN 기반 방법으로 수행할 수

있다. 첫 번째 방법은 연구된 데이터 세트에 적합한 CNN 네트워크가 생

성되고, 해당 데이터 세트에 대해 완전히 훈련될 때, ”밑바닥부터 학습

(Learning from Scratch)”이라는 용어를 사용한다. 두 번째 방법은 다른
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데이터 세트에 의해 훈련된 일부 사전 훈련된 아키텍처에서 가중치 및

편향값 이라는 지식을 이전하는 것이다. 사전 훈련된 아키텍처의 이러한

지식이작업특화데이터세트으로이어지는것이바로전이학습의핵심

키워드이다 [36].

그림 9:전이학습분류 [4].

지식의 전이 학습은 또한 고정 특징 추출기(Fixed Feature Extractor)

와미세조정(Fine-Tuning)의두가지방식으로적용될수있다.고정특징

추출기는 네트워크를 유지할 필요없이 특정 작업에 전달된 사전 훈련된

가중치및편향을직접사용한다.사전훈련된가중치및편향을전송하여

초기화된 가중치 및 편향이 있는 작업 별 데이터 세트을 사용하여 네트

워크의 일부 부분에서 네트워크를 재 훈련해야 한다. 즉, 기존 가중치 및

편향은 그대로 놔둔 뒤, 새로운 레이어를 추가해서 이를 학습하고 최종

결과를내게끔학습할수있다 [4].그외에새로운데이터를추가하여처

음부터다시시작하는조인트훈련(Joint Training)과새로운데이터로가

중치를세밀하게조정하되,기존데이터분류결과또한개선가능하다고

주장하는학습방법(Learning without Forgetting) [37]도있지만,여기서는

앞으로사용할미세조정의방법과전략및목표에대해서만알아본다.
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2.6 미세조정 (Fine Tuning)

전이 학습으로 신경망을 미세 조정하는 것은 좀 더 복잡한 지도 도

메인 적용(Supervised domain adaptation) 기법으로, 분류 또는 회귀의 최

종 레이어를 대체할 뿐만 아니라 이전 레이어 중 일부를 선택적으로 다

시 훈련시킨다. 새로운 데이터로 다시 한번 가중치를 세밀하게 조정하도

록 학습하고 기존 데이터는 기존대로 분류한다. 이로 인해 네트워크에서

레이어를 고정하여 특징 추출기로 사용해야 하는지, 아니면 어떤 절차로

레이어를 미세 조정해야 하는지 의문이 생긴다. 딥 러닝 모델에서 첫번

째계층은 ”일반적인(general)”특징이추출되도록학습하게되는반면에,

모델의 마지막 계층에 도달하면서 특정 데이터 세트 또는 특정한 문제

에서만 나타날 수 있는 ”구체적인(specific)” 특징을 추출해 내도록 하는

고도화된 훈련이 이루어진다. 따라서 첫번째 계층을 포함하여 전반부의

계층들은 다른 데이터 세트의 이미지들을 학습할 때에 재사용될 수 있지

만,뒤로갈수록후반부의계층들은새로운문제를만날때마다그에맞는

훈련을 해야한다. 이러한 딥 러닝의 모델의 훈련 특성을 요약해보면, 첫

번째 계층에서 추출된 특징이 일반적이고 마지막 층에서 추출된 특징이

구체적이라면, 네트워크 내의 어딘가에 일반적인 수준에서 구체적인 수

준으로 넘어가는 전환점이 분명히 존재할 것이고, 그 레이어를 기준으로

가중치를 고정하고 업데이트(Update) 한다면 더 나은 성능을 확보할 수

있을것이다.또한이러한성질이바로전이학습으로신경망을미세조정

하는기술의핵심이다[37].

전이 학습에서 컨볼루션 레이어와 풀링 레이어의 스택을 컨볼루션

베이스(Convolution base)라고하고출력클래스를예측하는완전연결계

층을분류기(Classifier)라고하는데,사전훈련된 CNN에서컨볼루션기반
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그림 10:전이학습방법 [5].

의처음몇계층은입력이미지에서일반기능을학습할가능성이더높기

때문에이러한계층을우리는다른문제에재사용할수있다.그러나컨볼

루션베이스의마지막몇계층과분류기는특정기능을학습한다.문제에

대해 사전 훈련된 CNN을 사용자 기준으로 정의하려면 분류기를 적절히

새것으로교체하고마지막몇개를미세조정해야한다.요약하면다음과

같다.

1.사전훈련된 CNN모델을선택

2.사전훈련된분류기를새분류기로교체

3.컨볼루션베이스를고정하고추가된분류자를훈련

4.컨볼루션베이스의마지막몇개레이어를고정해제

5.고정되지않은레이어와추가된분류기모두미세조정

미세 조정 전에 추가된 분류기를 한 번, 미세 조정 중에 작은 학습률

(Learning Rate)로 한 번 훈련한다. 이렇게 하면 이러한 계층을 통한 오
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류 신호의 역전파로 인해 컨볼루션 계층이 학습한 특징의 현저한 왜곡을

방지할 수 있다. [38] 특히 데이터의 양이 적은 문제를 해결할 때, 데이

터세트의크기와학습된데이터세트과사전학습된모델간의유사성을

고려하여 컨볼루션 베이스의 일부 계층을 고정하거나 재 학습할 계층을

적절히조정할수있는몇가지전략을취할수있다.

그림 11:전이학습전략및목표 [5].

데이터 세트의 크기는 작지만 데이터 유사성은 매우 높은 경우, 데

이터 유사성이 매우 높으므로 모델을 유지할 필요가 없다. 미리 학습 된

모델을 특징 추출기로 사용하여 출력 레이어를 문제에 다라 정의하고 수

정한다.데이터의크기가작고데이터유사성이매우낮은경우,사전학습

된모델의초기레이어를고정해야한다.또한동결(freezing)이완료되면

나머지 레이어를 다시 훈련한다. 그러나 최상위 레이어는 새 데이터 세

트에 맞게 사용자 정의하고, 초기 레이어는 더 작은 크기로 사전 훈련 된

상태로유지된다.데이터세트의크기는크지만데이터유사성은매우낮
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은경우,데이터가크기때문에신경망훈련이더효과적이다.또한중요한

것은우리가사용하는데이터가다르므로데이터에따라신경망을처음부

터훈련시키는것이가장좋다.마지막으로,데이터의크기가크고데이터

유사성이높은최종적이고이상적인상황일경우,사전훈련된모델이더

효과적이다. 또한 이 모델을 아주 좋은 방식으로 사용할 수 있다. 우리는

모델의아키텍처와모델의초기가중치를유지하기위해모델을사용해야

한다.또한사전훈련된모델에서초기화된가중치를사용하여이모델을

재훈련할수있다 [4].

2.7 최적화 (Optimization)

딥러닝과관련된문제중에서가장어려운것이신경망훈련이다.신

경망훈련문제를해결하기위해수백대의기계를사용하여며칠에서몇

달의 시간을 투자하는 것은 매우 일반적이다. 이 문제는 매우 중요하고

비용이많이들기때문에이를해결하기위해전문화된일련의최적화기

술들이 개발되었다 [4]. 이 장에서는 신경망 훈련을 위한 이러한 최적화

기술에대해알아본다.

가장 먼저 알아볼 최적화는 모든 기술의 기본이 되는 경사 하강법

(GD, Gradient Descent)이다. 경사 하강법 함수의 기울기를 구하여 기울

기가 낮은 쪽으로 계속 이동시켜서 최적값에 도달할 때까지 반복시키는

최적화(Optimization) 알고리즘이다 [39]. 다음은 경사 하강법의 확률적

근사치로 목적 함수를 최적화하기 위한 반복적 방법인 확률적 경사 하강

법(SGD, Stochastic Gradient Descent)이다. SGD는손실함수의기울기를

계산하여이기울기에학습률을계산하여기존의가중치를업데이트하는

최적화기술이다 [40].
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그림 12:모멘텀방식과어댑티브방식의최적화

손실함수의기울기에가속도(모멘텀)의개념을추가하여속도가커

질수록 기울기를 크게 업데이트하는 방법으로 모멘텀(Momentum)이 있

다. 함수의 경사 방향으로 운동량을 증가시키고, 기울기가 변경하는 차

원에 대한 업데이트는 줄이게 된다. 결과적으로 수렴이 빨라지고 진동이

감소한다 [41] [42].네스테로프(NAG, Nesterov Accelrated Gradient)는파

라미터의 다음 위치에 대한 근사치를 제공한다 [43]. 파라미터의 위치를

대략적으로 알 수 있으므로, 불필요한 이동을 줄일 수 있는 최적화 기술

이다. 모멘텀이 먼저 현재 기울기를 계산한 다음, 업데이트된 누적의 경

사 방향으로 이동하는 동안, NAG는 먼저 이전에 누적된 경사 방향으로

이동한다. 기울기를 측정한 다음, 수정을 수행하여 완전한 NAG를 업데

이트한다. 이는 업데이트가 너무 빨리 진행되는 것을 방지하고 응답성을

증가시켜성능을크게향상시킬수있다 [44].

학습률을 파라미터에 맞게 조정함으로써 더 작은 업데이트를 수행

하는 Adagrad(Adaptive Gradient)는 자주 등장하거나 변화를 많이 한 변

25



수들의경우작은크기로이동하면서세밀한값을조정하고,적게변화한

변수들은 더 크게 이동한면서 파라미터를 업데이트한다. 이러한 이유로

희소데이터를처리하는데적합하다. Adagrad의주요이점중하나는학

습률을 수동으로 조정할 필요가 없다는 것이다. 대부분의 구현은 기본값

0.01을사용하고그대로둔다. Adagrad의주요약점은분모에제곱된기울

기가누적된다는것이다.추가된모든항이양수이므로누적합계는훈련

중에계속증가한다.이로인해학습속도가줄어들고결국에는알고리즘

이 더 이상 추가 지식을 획득 할 수 없는 극히 작아지게 된다 [45]. 이러

한 Adagrad의학습속도가급격히감소하는문제를해결해야하기때문에

RMSprop와Adadelta는거의동시에독립적으로개발되었다. RMSprop은

제프리 힌톤이 코세라(Coursera) 수업의 6e번째 강의에서 제안한 미공개

적응 형 학습률 방법이다 [46]. RMSprop는 학습률을 지수적으로 감소하

는 평균 제곱 기울기로 나눈다. Hinton은 0.9로 설정할 것을 제안하지만

일반적으로학습률에대한좋은기본값은 0.001로알려져있다 [47].

Adam(Adaptive Moment Estimation)은 심층 신경망 훈련을 위해 특

별히 설계된 적응형 학습률 최적화 알고리즘이다. Adam은 확실히 딥 러

닝을 위한 최고의 최적화 알고리즘 중 하나이며 그 인기는 매우 빠르게

증가하고 있다. Adam이 각 반복에서 취한 실제 단계 크기는 대략 단계

크기하이퍼매개변수에제한된다.이속성은이전의직관적이지않은학

습률하이퍼파라미터에직관적인이해를추가한다. Adam업데이트규칙

의 단계 크기는 기울기의 크기에 따라 달라지지 않으므로 작은 기울기가

있는영역 (예:안장지점6 또는협곡7)을통과할때많은도움이된다.이

러한 영역에서 SGD는 빠르게 탐색하는 데 어려움을 겪고 있다. Adam은

6Saddle Point
7Narrow Long Valley
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희소그라디언트와잘작동하는 Adagrad와온라인설정에서잘작동하는

RMSprop의장점을결합하도록설계되었다.이두가지를모두가지고있

으면더넓은범위의작업에Adam을사용할수있다. Adam은 RMSprop에

SGD와모멘텀의조합으로볼수도있다 [48].마지막으로, NAG에서사용

했던 방식대로 현재 위치에서 다음 위치로 이동할 그래디언트와 모멘텀

값을구하는것이아닌모멘텀값으로이동한뒤에그래디언트값을구해

보자는 기술인 NAdam(Nesterov-accelerated Adaptive Memoment Adam)

이있다 [49].

Adam 최적화 알고리즘은 좋은 결과를 빠르게 얻을 수 있기 때문에

딥러닝분야에서널리사용되는알고리즘이다.지금까지는 Adam이전체

적으로가장좋은선택일수있다 [50]. Adam은매우훌륭한최적화기술

이며, SGD보다훨씬빠르고,기본적으로하이퍼파라미터(Hyper Param-

eters)의 업데이트는 일반적으로 잘 작동하지만 자체적인 함정도 있음을

간과할 수 없다. 바로 Adam의 수렴 문제인데, 이로 인해, 많은 연구들이

SGD와 모멘텀을 융합한 최적화 기법이 훈련 시간이 길어질수록 더 잘

수렴될수있음을밝히면서,여전히 SGD는애용되고있다 [51][52][53].
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제 3장

연구방법

본섹션은이연구에서구현하고자하는모델의문제를정의하고,그

문제를해결하기위한연구범위와실험계획을간략히개관한다.따라서,

CNN기반의이미지데이터를활용한결함분류모델을생성함에있어,데

이터 부족 문제를 해결하고 최적의 모델을 설계하여 분류 정확도를 향상

시킬수있는방법을설계한다.

3.1 이미지분류모델링개발

철강공장에서생산되는대부분의제품들의결함은크게표면결함과

내부결함으로나눌수있다.표면결함은압력을가하거나롤링(Rolling)

작업 과정에서, 롤과 제품 사이에 발생하는 결함을 말하고, 내부 결함은

금속 자체적인 응고 과정에서 여러가지 원인으로 인한 비금속 물질의 균

일하지않은내부분포로인해검출된다.표면결함에대해서는많은검출

기나인식장치가존재하고,그화상이미지를활용하여머신러닝기반의

실시간자동표면결함검사를위한 CNN기법연구도여러산업현장에서

활발히진행되고있다.이에반해,내부결함검출을위한대표적인비파괴

검사에는방사선투과검사또는초음파탐지검사가있다.초음파검사는

제품 내부의 불연속을 초음파를 이용하여 검출하는 것으로, 결함의 위치

와 크기 등을 측정할 수 있고, 두꺼운 대상의 내부 균열이나 결함 검출에

많이 활용된다 [54][55]. 특히, 초음파 검사로 검출되는 결함의 이미지를
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활용할때,불량발생원인의체계적분석을위한결함이미지의패턴에대

한분류가필요하고,그분류를위해결함이발생하는패턴별로이미지를

자동으로분류함으로써근본원인을규명하고결함의발생비율을낮추어

개선이가능하다.수작업으로분류할때는작업자별로다른기준을가지

고판단하므로,원인인자를도출하는데어려움이있고,불량률을개선하

는데한계가있다.그러나,자동으로판정된이미지를후속으로검증하게

된다면결함분류에소요되는시간을줄여생산성의향상에기여하고,인

적 편차를 해소하여 조업에 영향을 미치는 요소를 정량적으로 분석하고

관리할수있다.

3.2 성능개선문제의해결방안

이렇게 초음파 검사로 검출되는 결함의 이미지를 수집하고 수집된

이미지를 활용하여 결함 분류 모델을 개발함에 있어 가장 적합한 학습

방법은 합성곱 신경망 모델을 사용하는 것이다. 합성곱 신경망은 이미지

와관련된문제를해결하기위한표준형태의신경망아키텍처이다.우선

특별한 기법을 사용하지 않고, 가장 기본적인 네트워크를 활용하여 처음

부터 학습시켜 수집된 이미지의 분류 문제를 해결해 볼 것이다. 소규모

네트워크라 할지라도 검증된 기법을 활용하기 위해 1990년대에 CNN을

처음 고안한 Yann LeCun이 제시하고, 이후 Behnke에 의해 일반화 되고,

Simard에의해단순화된 CNN의가장기본적인아키텍처인 LeNet-5를써

서 간단하게 학습의 흐름을 파악하고 정확도를 확인한다 [7][56][57]. 일

반적으로, 이미지 데이터 세트에 딥러닝을 적용하는 효과적인 방법은 대

규모데이터세트에이미학습된기존네트워크를활용하는것이다.사전

훈련된네트워크는이미지를파악하기에유용한특징을추출하는법을이
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미배워두었기때문에,앞선사전연구들에서소개한전이학습이나미세

조정으로좋은성능의모델을만들어볼것이다.

그림 13: VGG를활용한이미지분류모델설계

서론에서밝힌바와같이,이프로젝트의목적은모델성능의극대화

가아니라,모델의성능을개선하기위해어떻게모델의내부를들여다보

고그결과를활용하는미세조정의과정에있기때문에,구성이간단하여

활용성이 뛰어나고, 학습 속도와 성능이 탁월한 VGG 모델을 기반으로

여러가지 방법을 적용해 볼 것이다. VGG-16 네트워크를 활용한 결과를

Grad-CAM을 통해 들여다봄으로써, 일부 블록을 조정하여 최적의 레이

어를찾아본다.
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3.3 성능평가지표

정확도는분류모델을평가하기위한측정지표중하나로,모델의예

측이얼마나정확한지를나타낸다 [6].그정의는다음과같다.

표 1:분류성능평가 -혼동행렬 [6].

True Condition

Pr
ed

ic
te

d True positive False positive
(TP) (FP)

False negative True negative
(FN) (TN)

Accuracy =
T P+T N

T P+FP+FN +T N
(3.1)

그러나,데이터의클래스간불균형으로인해정확도지표하나만으

로모델을평가하기엔한계가있다.클래스불균형문제를가지는모델을

평가하는 데 활용되는 지표로는 정밀도와 재현율이 있다. 정밀도는 바르

게 확인된 양성의 결과에 바르게 확인되지 않은 결과를 더해 모든 양성

결과로나눈값이고,재현율은바르게확인된양성결과를나눈값이다.

Precision =
T P

T P+FP
(3.2)

Recall =
T P

T P+FN
(3.3)

이진분류의통계분석에서 F1점수는테스트정확도의척도로정밀

도와재현율의조화평균으로계산할수있다 [58][59]. F1점수의가능한

가장 높은 값은 완벽한 정밀도와 재현율을 나타내는 1이고 정밀도 또는

재현율이 0인경우가능한가장낮은값은 0이다.
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F1Score = 2∗ Precision∗Recall
Precision+Recall

(3.4)

특히, F1 점수는 세 개 이상의 클래스 (다중 클래스 분류)로 분류 문

제를평가하는데사용된다.이설정에서최종점수는마이크로(Micro)평

균화1또는매크로(Macro)평균화2로얻을수있다 [60].이번실험의분류

문제는정상제품과불량제품을분류하는문제와같은중요도와빈도의차

이가현저히발생하는문제와는달리,이미결함이있는제품으로분류된

데이터에서결함의종류를분류하는것이다.그러나각클래스단위로빈

도차이는존재하기때문에,모든클래스를똑같이중요한것으로간주하

되약간의가중치를부여하는가중화된평균화 F1점수(Weighted-average

F1-score)를정확도외에추가적인성능지표로포함하기로한다.

1클래스빈도에따라편향될수있다.
2모든클래스를똑같이중요한것으로간주한다.
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제 4장

실험및결과

이번장에서는제 3장의설계와방법론으로구성한아키텍처로모델

을 생성하고 그 결과를 비교, 검증한다. 제 1 절은 본 연구의 실험 내용을

간략하게요약하고,제 2절에서실제실험을수행한환경을설명한다.제

3 절은 수집된 이미지 데이터를 입력으로 한 비정형 데이터의 결함 패턴

분류모델링을처음부터학습하는스크래치방법론부터전이학습방법론

까지실험한결과를살펴본다.제 3절에서학습한모델이어떻게예측하

는지제 4절은수퍼픽셀로표현한모델링결과분석으로제 5절은 CAM

과 Grad-CAM 두가지 기술의 특징 데이터 시각화를 활용한 모델링 결과

분석을통해알아볼것이다.제 6절은 5절의분석을기반으로미세조정

을시행한성능개선을확인하고,마지막제 7절과제 8절은모델의검증

및평가그리고모델간성능비교를통해실험결과를분석하고정리한다.

4.1 실험개요

본실험에서사용한이미지데이터는철강공장에서생산되는제품의

내부품질검사에활용되는초음파탐상장치로검출된결함이미지데이

터세트를활용하였고,제품결함을분류하기위해 11개의범주로나누어

분석하였다. 2019년에발생한결함중에서총 6708개의샘플을수집하여

90%의 학습 데이터와 10%의 검증 데이터로 분리했다. 최종적으로 2020

년도 1월에발생한 84개의샘플로모델의정확도를평가했다.
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표 2:실험데이터

데이터 학습 검증 평가

수량 5819 589 84

본 연구는 2014년 ILSVRC에서 준우승을 한 CNN 기반의 VGG-16

네트워크를사용하여결함분류모델을설계했다. VGG-16은 3x3컨볼루

션 필터(Convolution Filters)를 사용하고, 13개의 컨볼루션 계층과 3개의

완전 연결 계층에 마지막 출력 계층은 분류를 위한 소프트맥스 함수를

사용한다 [33]. 여기서는 클래스의 수를 11로 바꾸고, 사전 훈련된 파라

미터를 활용하여, VGG-16 모델을 훈련시켰다. 그리고, 앞서 설계한 모

델로 학습을 진행한 후, LIME과 CAM, 그리고, Grad-CAM을 적용하여

특징 맵을 시각화하였다. LIME은 모형 자체가 어떠한 방식으로 작동하

는지이해하는대신,해석하고자하는예측값의근방에서모형이어떻게

작동하는지를 설명한다 [1]. CAM은 마지막 출력 계층에 앞서, CNN 특

징 맵에 완전 연결 계층 대신에 GAP Layer를 적용하여 모델링한다 [26].

마지막으로, Grad-CAM은 CAM의일반화모델로써,각컨볼루션계층의

그래디언트를사용해서중요한영역을표현한다 [27].

전처리는 비즈니스 요건에 의해 사전에 처리된 것으로 이 연구에서

다루지 않는다. 대략적인 실험 사이즈를 파악하기 위해 토이 프로젝트로

간단한 컨볼루션 레이어를 몇개만 얹어서 실험해 보기로 했다. 네트워크

설계의 객관성을 확보하기 위해 최초의 CNN 모델인 LeNet-5를 가지고

우선학습을시킨후,일반적으로성능향상에도움이된다고알려져있는

활성화 함수나 최적화 기술을 적용하여 성능을 개선해 보았다. 그런 다

음, 이미지넷으로 사전 훈련된 모델을 전이학습으로 훈련시켜서 결함 이

미지의 시각적 특징을 앞서 2장에서 논의한 사전 연구된 세 가지 기술을
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그림 14:연구흐름도

활용항추출해보고동결시킬계층과훈련시킬계층을나누어학습시켜보

았다.시각화기술에서해석한모델의설명력을통해최적의계층조정을

찾아낸 후, 최적화 및 초모수들에 대한 미세조정으로 최종적인 정확도를

확인했다. F1 점수를 보조지표로 포함한 정확도 향상을 위한 이 논문의

연구흐름도는위와같다.

4.2 실험환경

모델의학습및성능의평가를위해 HOST운영체제로 Linux RHEL

7.2를 기반으로 한 NVIDIA GPU Computing Server 환경에서 진행하고,

NVIDIA TESLA M40 24G Driver의 안정적 할당 및 환경의 분리를 위해

Nvidia-Docker Engine 2.0을활용했다.컨테이너가상화기술로구축된개

별분석환경의운영체제는 CentOS 7이고,병렬연산모델은각각 CUDA

9.0, cuDNN v7.1이다. 개발 언어는 Python 3.6.5를 기반으로 하여, Ana-

conda 5.2.0 기준의 파이썬 라이브러리 배포판을 적용했다. 따라서, 기본

적인데이터의처리를위해 numpy 1.14.3, pandas 0.23.0라이브러리를사
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용하고, 데이터 정규화 및 학습 데이터와 평가 데이터 분리는 scikit-learn

0.19.1 라이브러리를 사용하게 된다. 시각화를 위해 각각 opencv-python

3.4.4.19와 matplotlib 2.2.2가사용되었다. LeNet-5와 VGGNet의학습을

검증하기 위하여 tensorflow-gpu 1.8.0과 tensorflow를 백엔드(Back-end)

로하는Keras 2.2.4를프레임워크로사용하였다.나열한실험환경정보를

요약하면다음과같다.

표 3:실험환경정보

세부사양

딥러닝 F/W tensorflow-gpu 1.8.0 (Keras 2.2.4)
개발언어 Python 3.6.5
가상환경 Nvidia-Docker 2.0

병렬연산모델 CUDA 9.0, cuDNN v7.1
GPU Driver NVIDIA TESLA M40 24G Driver
운영체제 Linux RHEL 7.2 (CentOS 7)

4.3 비정형데이터의결함패턴분류모델링

수집된 이미지 데이터는 0-255의 RGB 계수로 구성되는데, 이 값은

모델을효과적으로학습시키기에너무크다.그래서이를 1/255로스케일

링하여 0-1 범위로 변환시켰다. 이는 다른 전처리 과정에 앞서 가장 먼저

적용되고,적은데이터세트에서최대한많은정보를뽑아내서학습할수

있도록이미지데이터의경우데이터증량(Augmentation)의사례는매우

일반적이다. 이미지를 사용할 때마다 임의로 변형을 가함으로써 마치 훨

씬 더 많은 이미지를 보고 공부하는 것과 같은 학습 효과를 낼 수 있기

때문이다.그러나,증량에도한계가있고,단순기하학적인변형으로이미

지의특성이크게달라지진않을뿐더러비즈니스적으로제한되는경우도

36



많기때문에,다른기술들을활용하여학습하도록한다.

4.3.1 스크래치

우선,컨볼루션레이어 3개를쌓아놓은간단한형태의 LeNet-5를사

용하여이미지분류모델을생성하였다.분류대상은총 11개클래스이고,

전체이미지는 6천여장의데이터가수집되었지만,클래스밸런스가균일

하지않고결코큰규모의데이터라고보기어렵기때문에과적합문제가

예상된다. 이러한 문제의 해결을 위해 이번 연구에서는 소규모의 네트워

크인 LeNet-5를적용했다.

그림 15:이미지데이터클래스빈도

LeNet-5는 7개의층으로구성되며,그구성은 3개의컨벌루션레이

어, 2개의서브샘플링레이어(Subsampling Layer)및 1개의완전연결레

이어로구성되어있다.참고로서브샘플링은평균풀링(Average Pooling)

을활성화함수로는하이퍼볼릭탄젠트(tanh, Hyperbolic Tangent)를사용
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한다 [7]. LeNet-5의상세한레이아웃은다음표에서확인할수있다.

표 4: LeNet-5레이아웃 [7].

Layer Type Output(Shape) Param #

INPUT (Data) (None, 224, 403, 3) 0
C1 (Conv2D) (None, 220, 399, 6) 456
S2 (AveragePooling2D) (None, 219, 398, 6) 0
C3 (Conv2D) (None, 215, 394, 16) 2416
S4 (AveragePooling2D) (None, 107, 197, 16) 0
C5 (Conv2D) (None, 103, 193 , 120) 48120
flatten (Flatten) (None, 2385480) 0
F6 (Dense) (None, 84) 200380404
OUTPUT (Dense) (None, 11) 935
Total params: 200,432,331
Trainable params: 200,432,331
Non-trainable params: 0

위와같은내용으로가장기본적인 CNN모델을활용한학습한결과,

각에폭(Epoch)1 당약 200초정도학습한결과, 50에폭이내로 0.75-0.83

의검증정확도(Validation Accuracy)를달성했다.

(a) (b)

그림 16: LeNet-5학습결과 (a) tanh-SGD (b) ReLU-Adam

1한 번의 에폭은 인공 신경망에서 전체 데이터 세트에 대해 forward/backward pass의
과정을거친즉,전체데이터세트에대해한번학습을완료한상태를말한다.
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4.3.2 전이학습

앞 절의 LeNet-5를 활용했을 때, ReLU와 Adam과 같은 몇가지 기법

을 추가하여 실험한 결과, 5%의 향상으로 0.83의 검증 정확도를 보였다.

일반적으로여기서성능을향상하려면신경망을더깊게쌓게되는데,효

과적인 학습을 위해 대규모 데이터 세트로 이미 학습되어 검증된 기존의

네트워크를 활용한다. 이를 위해, 3장에서 계획한 데로, 대규모 이미지넷

데이터 세트로 미리 학습된 VGG-16 네트워크를 사용하였고, 약 20회 정

도의 학습만에 NAG 최적화 업데이트로 0.90의 검증 정확도에 도달했지

만, 평가 정확도가 0.60 이하로 성능 차이가 나는 것으로 보아, 소규모 데

이터에과적합이확인된다.따라서,좀더정교한학습을위해 VGG-16의

가중치로 초기화하여 학습하고, 0.91의 검증 정확도에 0.70의 평가 정확

도를 확보했다. 이제 기존 네트워크만 활용하는 것 뿐만 아니라, VGG가

학습한내용까지활용하는전이학습의과정으로진행한다.

표 5: VGG-16학습결과

Architecture Loss Val. Accuracy Test Accuracy

randomize weight 0.544 0.908 0.569
feature extraction 0.554 0.813 0.625

우선, VGG-16의 전체 컨볼루션 베이스를 동결시키고, 완전 연결 계

층만학습하여성능을평가하는특징추출모델을학습시켰고, LeNet-5와

유사한 결과를 얻었다. 이미지넷의 데이터와 실험 데이터의 특징이 확연

히다르기때문에,과연 VGG가이미지넷에서학습한내용을새로운문제

상황으로옮겨올수있을지,그것이가능하다면기존네트워크의어느정

도까지 활용하여 학습하고자 하는 데이터를 훈련시킬지 몇가지 IML의

기법으로확인해보았다.다음두절에서 VGG가학습한내용으로새로운
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문제를어떻게해결할지살펴보자.

4.4 수퍼픽셀로표현한모델링결과분석

이제앞절에서학습된모델들중에서가장좋은성능을특징추출모

델로하여이미지데이터의특성을파악하기위해,우선 LIME을활용하여

이미지특징을추출해보았다.

그림 17: LIME을활용한이미지특징추출

위 그림을 보면, LIME의 특징 맵은 긍정과 부정의 특징을 각각 볼

수있고다른클래스들의긍정특징의비율까지확인할수있다는장점은

있지만,최종출력계층의특징만을추출하고그고유의지역성과선형성

으로인해 [13], LIME이보여주는각예측의긍정과부정의특징은현장의

작업자가바라보는관점과는다소차이를보였다.
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4.5 특징시각화를활용한모델링결과분석

이번절에서는 CAM과 Grad-CAM의특징추출맵을확인해보았다.

4.5.1 CAM

CAM의특징추출결과는모델이가장핵심적으로보는픽셀을중심

으로한히트맵방식으로현업의관점과유사점을발견할수는있었다.

그림 18: CAM을활용한이미지특징추출

위그림은아일랜드형결함의특징을잘잡아낸예시이다.최종결과

판단 유무의 예측에 대한 설명력을 얻는 데는 도움이 될 수 있었다. 추후

주기별로 수집되는 데이터를 추가하여 재학습시에 이미지의 증량 등에

활용할수있을것이다.그럼에도불구하고,역시 LIME과마찬가지로출

력 계층의 특징만을 보기에 추후 재 학습을 할 때 각 클래스 별로 부족한

부분들을보완하는등의활용성은있겠지만,즉시모델의성능개선을위

해서는한계를보였다.
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4.5.2 Grad-CAM

CNN의 앞쪽 레이어에서 이러한 특징을 추출하고, 뒤쪽 레이어에서

그특징들을가지고이미지를분류한다.

(a)

(b)

(c)

그림 19: Grad-CAM결과 (a) Block3 (b) Block4 (b) Block5
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여기까지의 학습은 앞쪽 레이어를 통과시켜 높은 성능의 모델을 만

들었고,그결과로추출된층별특징을위의그림과같이 Grad-CAM으로

확인했다. VGG 모델이 학습한 이미지넷의 데이터 세트는 이 실험의 데

이터 세트와는 여러가지 측면에서 매우 다른 형태로 컨볼루션 레이어의

많은부분을활용할수없을것으로생각할수있지만, Block3정도까지의

특징이 각 결함의 형상을 잘 포착하는 것으로 보였고, Block4 이후로는

과적합이 의심된다. 따라서 이후의 실험은 Block3 까지의 특징을 최대한

활용할수있도록진행하였다.

4.6 미세조정에따른모델링결과

기존의 학습 방식으로는 전이학습을 활용한다 하더라도, 다른 이미

지에서 학습한 내용을 확인하기 어렵기 때문에, 모든 레이어의 trainable

세팅을조절해가면서,최적의레이어를찾아야했을것이다.이는하이퍼

파라미터튜닝보다도더고통스러운작업이될수있다.하지만,이논문에

서는 Grad-CAM을 통해, 각 레이어별 특징을 히트맵으로 확인함으로써,

고민없이새로운데이터에적합한레이어를찾을수있었다.

표 6: VGG-16 Block1-3 freezing모델의학습결과

Optimizer Loss 검증정확도 평가정확도 F1 score

SGD 0.361 0.920 0.694 0.676
Momentum 0.327 0.922 0.764 0.742
NAG 0.347 0.917 0.792 0.778

모델이새데이터에수렴되면기본모델의전체또는일부를고정해

제하고 매우 낮은 학습률로 전체 모델을 다시 훈련할 수 있다. 이것은 잠

재적으로 점진적 개선을 제공할 수 있는 선택적 마지막 단계이지만 또한
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빠른과적합으로이어질수있다.기본모델을고정해제하고낮은학습률

로 전체 모델을 종단 간 학습하는 미세조정을 진행했다. 10 에폭의 학습

후 미세 조정을 통해 개선 효과를 얻을 수 있었다. 미세조정으로 학습한

결과는다음과같다.

표 7:최종모델의미세조정결과

성능지표 Loss 검증정확도 평가정확도 F1 score

결과 0.347 0.917 0.792 0.778

VGG-16 네트워크의 Block3까지 동결하여 가장 좋은 성능을 찾은

다음,기존네트워크의가중치로동결된 Block1-Block3의네트워크에미

세한 가중치 업데이트를 시킴으로써 이 실험의 데이터에 좀 더 최적화시

키는미세조정을수행하여,최종적으로 0.79와 0.78의평가정확도와 F1

점수를확인했다.

4.7 성능평가

각각의기법은앞에서설명한바와같이각논문에서설명된방식으

로 적용하여 특징 맵을 시각화하였다. 그 결과에 대한 해석을 기반으로,

trainable Layer를조정함으로써, VGG-16네트워크의성능을유지하면서

특징맵의변화를확인할수있었다.이실험에서는 Grad-CAM의결과를

해석하여, 레이어 튜닝(Layer Tuning)의 수준을 결정한 후, 해당 모델을

미세조정하여최적의성능에도달했다.

또한, 뒤에서 자세히 논하겠지만, 각 블럭 단위로 추가적인 학습을

통해, Grad-CAM의 결과에 대한 해석이 적중했음을 성능지표를 통해 검

증했다. 물론, 다양한 성능 개선의 방법이 있기 때문에, 예를 들어, 드롭
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아웃[61]같은 간단한 앙상블 기법을 추가해서, 좀 더 나은 성능의 확보가

가능할수도있을것이다.하지만,여기서는이전의데이터에서확보한학

습 정보를 최대한 활용하면서, 또한 그 최대한의 지점을 찾는데 있어서

절차적편의성을찾는데목적이있다.

표 8:실험결과(정확도)

Architecture 학습 검증 평가

Fine Tuning 0.998 0.917 0.792
Transfer Learning (Block3) 0.999 0.919 0.778
fixed Feature Extraction 0.850 0.814 0.653
Randomize weight 0.996 0.908 0.569
LeNet-5 0.995 0.816 0.625

따라서,단순 CNN네트워크인 LeNet-5를활용한모델링으로 80%의

검증 정확도에 60%의 평가 정확도의 성능에 머물렀다면, 대량의 데이터

를 학습한 VGG 네트워크로 90%의 검증 정확도와 0.7의 평가 정확도에

서,설명가능한인공지능기술을활용하여그결과를해석했고,그해석을

기반으로한최적의특징레이어를찾고, 80%(0.79)의평가정확도를달성

했다.또한,나머지구역별로전이학습을실시하는추가적인실험을통해

그수준을찾는데있어서해석의효과성을적절히검증했다.검증에대한

자세한논의는다음절에서확인해볼것이다.

4.8 결과분석

전반적인 시각화의 성능 개선에 대한 효용성을 확인하기 위해 다른

Block의레이어튜닝도함께실험하였다. Grad-CAM의해석력을확인하

기위해각 Block을기준으로앞부분을동결하고뒷부분을학습했다.
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그림 20:실험결과(전체모델의훈련추이)

위그림에서좌측하단의짧은에폭에서끝나는정확도의변화가없

는모델들의경우,모두 Adam, RMSProp등어댑티브방식의최적화기법

이다. 세밀한 손실 업데이트가 필요한 미세조정이 아닌 네트워크를 처음

부터학습시키는경우에도,위와같이,어댑티브방식의최적화기법으로

수렴이잘되지않았다.앞서관련연구에서밝힌바와같이모멘텀방식의

최적화기법들로학습하여,좋은결과를얻어낼수있었다.특별한고민없

이 Adam 최적화를 자주 써왔지만, 데이터와 모델에 따라 지금도 여전히

SGD와모멘텀방식은여전히훌륭한방식임을확인하였다.

또한,위그래프의중간에위치한추이들은대부분특징추출모델들

로오랜학습시간이필요하고,낮은성능에머물수밖에없었고,상단의

Block3까지 동결한 모델은 40 에폭 내에서 안정적으로 수렴하고 최적의

성능을 보였지만, 상단의 짧은 경향성들은 나머지 구간의 동결 모델들로
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20에서 30에폭내에서빠르게수렴했으나,상대적으로낮은성능을보였

다.레이어튜닝의과정으로동결구간별로나누어학습한결과는다음과

같다.

표 9:동결구간에따른성능비교

VGG-16 Layer Updated SGD Momentum NAG

Block1-5 0.639 0.653 0.625
Block1-4 0.639 0.722 0.653
Block1-3 0.736 0.778 0.778
Block1-2 0.764 0.708 0.764
Block1 0.694 0.736 0.764

미세조정과전이학습을기반으로하여최초모델링에서평가정확도

의 경우, 20% 가량의 성능 향상을 확보할 수 있었다. IML 기술을 활용함

으로써, 모델의 관심 영역을 추적하고 레이어의 재사용 수준을 결정하여

성능향상까지확인할수있었다.

자연이미지에대해훈련된많은심층신경망은공통적으로,첫번째

레이어에서가버(Gabor)필터및색상부분과유사한기능을학습한다.이

러한첫번째계층기능은특정데이터세트에한정되지않고많은데이터

세트와 작업에 적용할 수 있다. 대량 데이터로 미리 학습된 네트워크로

초기화하면 대상 데이터 세트에 대한 미세 조정 후에도 지속되는 일반화

를향상시킬수있다 [62].앞절에서보여준 Grad-CAM의층별시각화를

확인하여, 이미지넷의 데이터 그룹과 실험 데이터의 그룹은 이미지의 여

러가지 특성이 매우 다름에도 불구하고, 이러한 전이학습 기술을 기반으

로한 Block3까지의특징추출은매우유효함을추출된특징으로모델의

설명력을확인해볼수있었다.

결론적으로, 특징을 활용한 반복적인 학습의 효율성을 개선하기 위

47



해,데이터의가공이나투입없이,기존모델의일부계층을재사용하는전

이 학습의 계층 재사용(Layer Reuse) 방법을 적용하였다. 전이 학습은 특

징학습(Feature Learning)과학습파라미터(Training Parameter)는유지하

고,미세조정을통한분류학습(Classifier Learning)을수행한다 [63][64].

Grad-CAM의특징맵을해석한결과를미세조정설계에활용하여 freez-

ing Layer의 범위를 결정하여 최적의 성능에 도달했고, 그 검증을 위해

다른범위의동결구간을실험함으로써적합성을확인하였다.

물론,이연구의실험결과를볼때,개별블럭단위의정확도차이가

크지 않기 때문에, 다른 레벨에서 아마도 부가적으로 정밀한 미세 조정2

기술을 활용하여 정확도를 더 개선할 수 있을 것이다. 또한, VGG-16의

계층을 더 늘리거나 또는 줄이는 방법3도 모델의 성능을 향상시키는 것

이 충분히 가능할 것이다. 그러나, 제조 현장은 여러가지 요인이 제품의

품질에영향을크게끼치게되므로,정교하게설계한모델이얼마나오래

활용이 될 지는 미지수다. 한두달 이후에 투입된 새로운 평가 데이터는

더이상 기대 이상의 성능을 유지하기 어려운게 현실이다. 추가로 수집된

데이터들을 학습시킬 때, 기존에 학습된 모델의 계층별 특징맵을 확인하

여,재학습의수준을빠르게결정하고부가적인미세조정의여러기법들

을적절하게활용할수있다면,모델개발의생산성을높이는데기여할수

있다고생각한다.

2최적화,학습률,배치사이즈,가중치감소,정규화및드롭아웃등
3VGG-19, VGG-12등
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제 5장

결론

많은 연구들이 ILSVRC에서 주어진 대규모 시각적 데이터베이스인

이미지넷을 활용하여 딥러닝의 효과성을 증명하고, 모델의 손실을 감소

시켜 정확도를 향상시키기 위해 최적의 모델 학습 기술들에 집중해왔다.

또한,캐글(Kaggle)과여러블로그에서조차 ILSVRC의우승모델을활용

하여 개와 고양이의 신규 이미지를 분류하는 모델의 성능을 향상시키고

자하는과제들을쉽게찾을수있고,실제로그결과들은매우훌륭하다.

그러나, 제조 현장에서 수집되는 시각적 데이터들은 이미지넷의 그것과

는 매우 다른 성격을 가진다. 따라서, 현장의 과제들은 기존의 성공적인

모델들을활용하나그일반화과정에서많은어려움을겪고있다.이연구

는 실제 현장에서 수집된 이미지 데이터를 효율적으로 분류해내기 위해

합성곱신경망과특히, ILSVRC에서좋은성능을보여준 VGG모델을활

용하여,조금더간결한절차로정확도를개선할수있는방법을알아보고,

그러한기술들을활용한실험을실시한후,그에대한성과를확인했다.

5.1 고찰

이논문에서는실제데이터샘플을입력하고,간단한 CNN네트워크

인 LeNet-5를학습하는것으로실험을시작했다.그리고,더나은정확도

에 도달하기 위해, 대용량 데이터로 사전에 잘 훈련된 모델인 VGG-16의

네트워크와모델을활용하여,밑바닥학습부터가중치초기화를적용하는
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방법을 통해 모델의 성능을 일정 정도 개선했다. 그런 다음, 더욱 정교한

정확도의개선을위해전이학습기반의특징모델을학습시켰고, 2장에서

소개한 세가지 IML 기법들을 활용하여 실험 대상 모델의 예측을 들여다

보았다. LIME은 앞선 연구들에서 지역적인 해석을 위해 샘플링 과정의

반복으로인한,설명의불안정성이우려되었듯이 [25][13],현장의비즈니

스적 시각과는 해석력에서 큰 차이를 보였다. CAM은 마지막 계층의 결

과만을들여다보는한계가있었지만, Grad-CAM을통해각컨볼루션계

층의특징을시각화함으로써전이학습의수준을확인할수있었고,이를

통하여평가성능지표또한훌륭히개선할수있었다.더불어, Grad-CAM

의 해석력을 평가하기 위해 각 Block의 컨볼루션 계층을 동결과 훈련을

나누어 학습하여 실제 가장 좋은 성능의 기준을 Grad-CAM을 통해 찾아

냈음을검증할수있었다.이로써 IML의슈퍼벡터표현또는오탐지간의

해석을 통해 품질을 향상시키는 정도를 확인하고, 이러한 특징의 해석을

통한 모델의 구현이 새로운 데이터의 정확성을 높인다는 것을 확인했다.

즉, IML의장점은해석의품질을개선하고과도하게적합된모델로인해

고통받는분석가의작업부하를줄이는데충분한도움이될수있다는것

이다. 따라서, 이 연구는 해석 가능한 머신 러닝에서 얻은 이점이 고단한

분석가의작업들에서미세조정의품질을해결할수있음을보여준다.결

과적으로 이 접근법이 데이터에 과적합할 수 있는 모델을 일반화하는 데

효과적인것을알수있었다.

5.2 연구제한

그럼에도불구하고,몇가지한계는남아있다.이연구를통해 IML의

효과성은 어느 정도 확인했지만, 기본적인 데이터 보강과 적절한 매개변
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수 파악 등의 반복적인 절차는 여전했다. 또한, 현장의 실제 문제에 대한

기술적인 안목과 비즈니스적인 전문성이 필요하기 때문에, 인적 편차에

대한우려도남아있는것이현실이다.서론에서강조했듯이,아직까지설

명가능한인공지능기술들은모델의관점에서설명을제공하는것이아니

라 인간의 관점에서 해석이 가능한 특징을 시각적으로 나타내는 것으로,

그 해석에 기반하여 자동적으로 데이터를 수집한다거나 재학습을 하는

부분에있어작업자의개입은필수적이다.

5.3 향후계획

본논문은 IML을활용하여실제제조현장에서발생한결함이미지

의패턴을분류하고그특징을추출하여, VGG-16의정확도를유지하면서

모델이의사결정을하는데있어서주요하게바라보는관점이현업의그것

과유사하게해석가능함을확인하였다.특히, Grad-CAM의특징맵을해

석하여, 전이 학습을 통한 미세 조정 과정에서 Freezing Layer와 Training

Layer를 설계하는 데에 도움을 줌으로써, 성능 향상의 가능성도 충분히

확인하였다. 따라서, 요즘 분석 솔루션의 핵심 기술이 된 자동화된 머신

러닝(AutoML, Automated Machine Learning)을적용할때,자동학습으로

제시된초모수들의최적화된결과에대하여전이학습과미세조정의근거

와 검증으로 활용성이 매우 높다. 그러나, 해석 이후에 수퍼 카테고리의

데이터를 (+)보강하여 모델의 정확도를 높이고, 오탐 카테고리의 데이터

를 (-)보강하여 데이터의 편향성을 제거하는 반복적인 절차는 여전히 분

석가들에게 과제로 남아있다. 향후 연구에서는 이러한 분석가들의 작업

부하를 줄이면서 모델의 일반화 오류를 줄일 수 있는 해석의 질(Quality)

을양(Quantity)적으로평가하기위한기법에대해탐구할계획이다.
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Abstract

The improving accuracy of classifying an image
using interpretable machine learning (IML)

Seonghyeon Kim

Graduate School of Practical Engineering

Seoul National University

Artificial Intelligence illustrate not the causality, but the highest probability

of the pattern in data unless the data has a bias because many algorithms de-

pend on the data. This paper aims to tackle human interpretability focused

on the trade-off between model complexity and reliability. This study first

emphasized several theoretical perspectives among IML methods taxonomy.

Based on the comprehension of IML approaches, it highlighted the imple-

mentation of modeling using real data sample. The research results give

better understanding of generalization error in the interpretation of Machine

Learning. Consequently, the interpretation of a model is to clarify the bias

of the analysts whether data has a wrong answer or question.
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