
 

 

저 시-비 리- 경 지 2.0 한민  

는 아래  조건  르는 경 에 한하여 게 

l  저 물  복제, 포, 전송, 전시, 공연  송할 수 습니다.  

다 과 같  조건  라야 합니다: 

l 하는,  저 물  나 포  경 ,  저 물에 적 된 허락조건
 명확하게 나타내어야 합니다.  

l 저 터  허가를 면 러한 조건들  적 되지 않습니다.  

저 에 른  리는  내 에 하여 향  지 않습니다. 

것  허락규약(Legal Code)  해하  쉽게 약한 것 니다.  

Disclaimer  

  

  

저 시. 하는 원저 를 시하여야 합니다. 

비 리. 하는  저 물  리 목적  할 수 없습니다. 

경 지. 하는  저 물  개 , 형 또는 가공할 수 없습니다. 

http://creativecommons.org/licenses/by-nc-nd/2.0/kr/legalcode
http://creativecommons.org/licenses/by-nc-nd/2.0/kr/


공학박사학위논문

자기지도 기반 심층강화학습을 이용한 납기

제약 하에서의 셋업 스케줄링

Setup Change Scheduling Under Due-date Constraints Using

Deep Reinforcement Learning with Self-supervision

2021 년 8 월

서울대학교 대학원

산업공학과

팽 보 형





초록

납기 제약 하에서 셋업 스케줄을 수립하는 것은 현실의 여러 제조 산업에서 쉽게

찾아 볼 수 있으며 학계의 많은 관심을 끌고 있는 중대한 문제이다. 그러나 납기와

셋업 제약이 동시에 존재함에 따라 문제의 복잡도가 증가하게 되며, 시시각각 새로운

생산 계획이 주어지고 초기 설비 상태가 변화되는 환경에서 고품질의 스케줄 수립은

더 어려워진다. 본 논문에서는 학습된 심층신경망이 상기한 변화가 발생한 스케줄링

문제도 재학습 없이 해결할 수 있도록, 자기지도 기반 심층강화학습 기법을 제안한다.

구체적으로, 상태와 행동 표현을 생산 계획과 설비 상태에 무관한 차원을 갖도록 설계

한다. 동시에 주어진 상태로부터 효율적으로 신경망을 학습하기 위해 파라미터 공유

구조를 도입한다. 이에 더하여, 스케줄링 문제에 적합한 자기지도를 고안하여 설비와

잡의 수, 생산 계획의 분포가 상이한 평가 환경으로도 일반화 가능한 심층신경망을 학

습한다. 제안 기법의 유효성을 검증하기 위해 현실의 병렬설비 및 잡샵 공정을 모사한

대규모 데이터셋에서 집약적인 실험을 수행하였다. 제안 기법을 메타휴리스틱 기법과

다른 강화학습 기반 기법, 규칙 기반 기법과 비교함으로써 납기 준수 성능과 연산 시간

관점에서 우수성을 입증하였다. 더불어 상태 표현, 파라미터 공유, 자기지도 각각으로

인한 효과를 조사한 결과, 개별적으로 성능 개선에 기여함을 밝혀냈다.

주요어: 강화학습을 이용한 제조 라인 스케줄링, 자기지도 기반 심층강화학습, 순서

의존적 셋업, 납기 제약 하의 병렬설비 스케줄링, 셋업 제약이 있는 잡샵 스케줄링

학번: 2013-21087
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제 1 장 서론

1.1 연구 동기 및 배경

제조기업 간의 경쟁이 심화됨에 따라, 생산 스케줄링(production scheduling)은 현

대의 대규모 제조 시스템에서 중요한 의사결정 문제로 대두되었다. 특히 기업 경쟁력과

함께 고객의 만족도를 높이기 위해서는, 현장의 셋업 제약을 고려하면서도 주어진 생산

주문량을 달성할 수 있는 스케줄을 수립해야 한다 [2]. 순서 의존적 셋업은 반도체 제조

라인의 전 공정 [3, 4]과 후 공정 [5], 제약 산업 [6], 식품 산업 [7]에서 흔히 발견되는 제

약으로앞선제품과다른종류의제품을생산하기위해서는셋업시간이작업시간만큼

소요된다 [8]. 일반적으로 셋업은 설비의 가동률을 떨어뜨리고 숙련된 작업자의 작업과

같은 높은 비용을 야기하지만, 주어진 생산 계획을 달성하기 위해서는 적시에 필요한

만큼의 셋업이 이루어져야 한다 [9].

더군다나 고객의 수요는 빈번하고 예측 불가능하게 변화하므로 [10], 제품의 생산

요구량과 납기에 연관된 가변성(variability)이 발생한다. 게다가 스케줄링 시점마다 설

비의남은작업시간과셋업상태가달라지므로초기설비상태에도가변성이존재할수

있다. 점차 제조업계는 주문생산 방식, 다품종 소량생산 방식으로 이행하고 있어 위와

같은 가변성을 고려한 스케줄링이 더욱 중요해지고 있다. 따라서 본 논문에서 다루는

스케줄링 문제는 셋업 및 납기 제약이 동시에 존재함에 따라 난이도가 증가하였으며,

실제 현장의 가변성에 대응하여 스케줄 성능 하락을 최소화하는 기법을 요구한다.

본 논문에서는 연구 대상으로 두 개의 스케줄링 문제를 선정하여, 여러 생산 라인에

적용을 도모하였다. 첫째는 오랫동안 많은 연구자들의 관심을 끌어온 이종 병렬설비
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스케줄링 문제(UPMSP, unrelated parallel machine scheduling problem)로, 각각의

잡을 작업 시간이 서로 다른 설비 중 하나에 배치하는 것이 목적이다 [11]. 이 때, 지연

시간 최소화 목적함수의 UPMSP는 NP-난해(NP-hard)한 문제로, 다항시간 안에 풀기

어려운것으로알려져있다 [12].둘째는잡의재진입(re-entrance)이존재하는잡샵(job

shop) 스케줄링 문제이다 [13]. 제안 기법을 두 가지 스케줄링 문제에서 풀이함으로써

기초적인 수준의 범용성을 달성하고자 하였다.

납기 제약 하에서 셋업 스케줄링을 수행하기 위하여 메타휴리스틱(metaheuristics)

접근법이 성공적으로 활용되어 왔다 [11, 14, 15]. 하지만 메타휴리스틱 접근법은 특정

한 시간제한 안에 대규모 스케줄링 문제에서 고품질의 스케줄을 찾는 것을 보장하지

못한다. 대안으로, 연산 시간이 짧고 구현이 용이하다는 장점이 있는 규칙 기반 기법이

활발하게 채택되고 있다 [16]. 그러나 규칙 기반 기법은 근시안적으로 스케줄을 수립하

는 측면이 있어, 스케줄 품질이 만족스럽지 않을 수 있다 [17].

이러한 규칙 기반 기법의 한계점을 극복하기 위해서, 수십 년 전부터 강화학습 접근

법이탐구되어왔다 [18, 19].강화학습의목표는앞으로의기대보상총합을최대화하는

적응적인 정책(policy)을 학습하는 것으로, 강화학습 기반 스케줄링 기법은 시시각각

변화하는 제조 라인의 현 상황에 알맞은 유동적인 의사결정을 수립할 수 있다. 최근

에는 심층강화학습(DRL, Deep Reinforcement Learning)의 놀라운 성공에 힘입어,

강화학습으로 모델링하기 적합한 여러 순차적 의사결정 문제에 도입되고 있다. DRL은

심층신경망(DNN, Deep Neural Network)을 정책 학습에 활용함으로써 현재 상황과

미래 보상값 간의 복잡한 연관관계를 학습할 수 있다. 제조 라인 스케줄링에서도 시뮬

레이터를 외부 환경으로 구축하여 스마트 제조 시스템에 쉽게 융합할 수 있으며 [20],

목적함수에 대한 전역 최적화를 추구한다는 장점으로 활발하게 연구가 진행되고 있다.

그러나 대부분이 최대완료시간(makespan) 최소화를 목적함수로 다루었으며, 납기
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관련 목적함수에 DRL을 적용하는 연구에 대한 관심은 상대적으로 적다. 특히 순서

의존적 셋업과 함께 생산 요구량과 납기의 가변성을 고려한 연구는 아직 이루어지고

있지 않다. 기존의 DRL 기법을 그대로 적용하기에는 크게 두가지 어려움이 존재한다.

첫 번째는 상태(state) 표현에 납기와 셋업을 모두 반영함에 따라 상태 공간의 크기가

커질 수 있고, 함수 근사와 DNN의 일반화가 어려워진다 [21]. 두 번째는 잡과 설비의

수가 늘어남에 따라 학습 복잡도가 빠르게 증가하기 때문에, 대규모 제조시스템에서는

앞서 언급한 가변성이 발생할 때마다 재학습(re-training)을 수행하기 어렵다.

또 다른 관점으로, 상태와 행동(action) 표현에서의 추상화로 정보가 소실된다는

한계점을 들 수 있다. DNN을 도입하는 장점은 고차원의 넓은 상태 벡터로부터 복잡한

비선형적 연관관계를 학습한다는 것인데, 저차원으로 압축된 상태를 활용하게 되면 정

확한 연관관계를 파악하기 어렵다. 반대로, 모든 잡과 설비에 대한 세세한 정보를 상태

및 행동에 표현하는 경우에는 가변성에 대응하는 것이 어려워진다. 만약 잡과 설비의

수가 변할 때마다 상태 및 행동 벡터의 차원이 달라진다면, 반드시 재학습이 요구된

다. 또한 네트워크의 크기가 지나치게 커지는 경우, 다양한 상태 공간을 탐색하기가

어려워져 학습 효율이 떨어지는 문제가 있다.
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1.2 연구 목적 및 공헌

본 논문에서는 납기를 준수하며 셋업 스케줄을 수립하는 자기지도 기반 DRL 기

법을 제안하고자 한다. 무엇보다도 생산 요구량과 납기, 초기 설비 상태의 변화에도

강건한 DNN 파라미터를 학습하는 것이 연구의 주 목적이다. 목표를 달성하려면 먼저

납기 제약과 순서 의존적 셋업을 고려한 DRL 모델링을 통해 제약에 의한 성능 저하를

최소화해야 한다. 이에 더하여 생산 계획과 초기 설비 상태에 가변성이 존재하더라도

상태 및 행동의 차원이 유지되고, 현실적인 시간 안에 평가 스케줄링 문제를 풀 수 있는

기법을 고안해야 한다.

첫 번째 연구 목적은 병렬설비 스케줄링 문제를 대상으로 DRL을 이용한 셋업 스케

줄링 기법을 제시하는 것이다. 보다 구체적으로, DNN에 적합한 고차원 벡터로 상태를

표현하면서도 납기와 셋업 제약을 반영하는 행동 및 상태 표현을 고안한다. 또한 파라

미터공유네트워크구조를도입하여빠른학습시간안에더좋은스케줄을수립하고자

한다.그리고 생산 요구량과 납기에 가변성이있는 데이터셋에서 제안 기법의유효성을

검증한다.

두 번째 연구 목적은 제안 기법이 다른 스케줄링 문제에도 도입될 수 있도록, 잡샵

스케줄링 문제에 적용하는 것이다.새로운 공정이 추가되어도대응할 수 있는 스케줄링

프레임워크를 소개하고, 일부 변경된 DRL 모델링 방식을 제시한다. 결과적으로 초기

설비 상태와 생산 계획이 함께 변화하는 데이터셋에서 제안 기법의 성능을 평가한다.

세 번째 연구 목적은 자기지도를 동반한 DRL을 통한 일반화 성능 개선이다. 대

상 스케줄링 문제에 적합한 자기지도와 학습 기법을 제안하여, DNN이 정책 학습에

더불어 제조 시스템의 일반적인 특징을 파악할 수 있도록 한다. 최종적으로, 학습한

데이터셋의 스케줄링 문제와 편차가 큰 새로운 평가 데이터셋의 환경에서도 우수한

성능의 스케줄을 수립할 수 있음을 입증한다.
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연구의 공헌을 요약하면 다음과 같다.

(a) 납기 제약 하에서의 셋업 스케줄링 문제를 풀기 위한 DRL 기법을 제안하여 생

산 요구량과 납기, 초기 설비 상태가 학습 때와 다른 평가 스케줄링 문제에서도

재학습 없이 스케줄을 수립할 수 있다.

(b) 학습 효율을 높이고 일반화 성능을 확보하기 위한 파라미터 공유 구조와 자기지

도 손실을 도입하므로써, 현실적인 시간 안에 학습한 DNN으로 우수한 품질의

스케줄을 수립할 수 있다.

(c) 제안기법의효과를입증하기위해병렬설비스케줄링과잡샵스케줄링문제를포

함한대규모데이터셋에서실험을진행하였고,기존의메타휴리스틱및강화학습

기반 기법 대비 경쟁력 있는 결과를 확보하였다.
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1.3 논문구성

본 논문은 7장으로 구성된다. 제 2장에서는 선행 연구와 함께 기법적 배경을 살

펴본다. 제 3장은 대상 스케줄링 문제를 정의한다. 제 4장에서는 자기지도 기반 심층

강화학습을 활용하여 병렬설비 스케줄링 문제를 해결하는 기법을 제안한다. 제 5장은

심층강화학습을잡샵스케줄링에적용하는기법을제시한다.뒤이어제 6장에서는제안

기법의 유효성을 검증하기 위해 대규모의 병렬설비 및 잡샵 스케줄링 문제에서 수행한

실험과 결과를 살펴본다. 마지막으로 제 7장에서는 결론과 향후 연구방향을 제시한다.
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제 2 장 배경

2.1 순서 의존적 셋업이 있는 납기 제약 하에서의 스케줄링 문제

2.1.1 납기 제약 하에서의 스케줄링 문제

운용연구(operation research)에서 납기 제약 하에서의 스케줄링 문제는 반 세기 동

안광범위하게연구되어온주요한스케줄링문제이다 [22].스케줄이론에서는 earliness-

tardiness 스케줄링 문제로도 칭하며, 잡이 주어진 납기보다 일찍 또는 늦게 완료될 때

패널티가 부과된다. 납기 관련 목적함수는 납기를 준수하지 못한 패널티를 최소화하는

것을목표하고,지연시간총합(total tardiness),지연개수(number of tardy jobs),산출

량(throughput), 최대 지연시간(maximum lateness), 납기 편차(due-date deviation),

납기 발생 비용 등이 속한다.

기존 연구에서 다루어진 스케줄링 문제들은 제조 라인의 특성에 따라 몇몇 추가

적인 특징을 가지는데, 이를 Graham 등이 제안한 표기법 [23]으로 요약할 수 있다.

구체적으로 α|β|γ의 세 가지 특징으로 문제를 표현하며, α는 설비 특성, β는 문제의

제약, γ는 목적함수를 뜻한다. 예를 들어, 단순하지만 대표적인 NP-난해 문제로 알려

진 단일설비에서의 가중 지연시간 총합 최소화문제는 1||
∑
wjTj와 같이 표시된다. β

에 해당하는 여러 제약 중에서 본 논문에서는 앞선 설비의 상태에 따라 작업 이전에

발생하는 비용으로 정의되는 순서 의존적 셋업에 집중하며, 흔히 sij로 표현한다 [8].
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2.1.2 패밀리 셋업을 고려한 병렬설비 스케줄링

납기 관련 목적함수를 지닌 이종 병렬설비 스케줄링 문제 중에서도, 여러 연구들이

순서 의존적 패밀리 셋업을 주요한 제약으로 다루어 왔다 [24, 25, 26, 27]. 두 제약이

공존할 때 부각되는 문제의 복잡도 때문에, 동종 병렬설비 스케줄링 문제에 대해서도

꾸준히 연구가 진행되었다 [28, 29]. 최근에도, 현실적인 가정 하에 리소스 제약이 있는

제조 라인을 대상으로 한 연구를 찾아볼 수 있다 [30]

수립한 스케줄의 셋업 횟수를 감소하기 위해, 셋업 없이 하나의 설비에서 연속적으

로 작업되는 잡들의 배치를 형성하는 배치 스케줄링 휴리스틱이 흔히 도입되었다 [31].

가중 지연시간을 최소화하는 문제에서, 2단계 배치 휴리스틱이 납기가 동일하다는 가

정과 [9], 모든 잡들이 동일하다는 가정 [32] 하에 제안되었다. 또한 작업 시간과 슬랙

시간, 그리고 패밀리 셋업 시간을 혼합한 BATCS (batch apparent tardiness cost with

setup) 휴리스틱이 제시된 바 있다 [33]. 여기서 슬랙 시간이란 작업 시간과 납기까지의

남은 시간의 차를 의미한다. 지연시간 총합 목적함수에서는 배치 기반 repair 방법론을

통합함으로써 개선된 simulated annealing 휴리스틱이 개발되었다 [11].

한 편 지연시간 총합을 최소화하기 위한 패밀리 셋업이 있는 병렬설비 스케줄링 문

제에서 메타휴리스틱 기법들이 주도적으로 활용되어 왔다. 메타휴리스틱 기법은 배치

형성 기술을 사용하여 셋업 횟수가 적은 스케줄만으로 해 공간을 제한한다는 특징을

갖는다. Iterated greedy (IG)알고리듬 [14]은반복적인이웃선택과철저한근접탐색으

로 초기 해를 개선시키는 방법론이며,성공적으로 고객 우선순위 제약이있는 스케줄링

문제를 풀어냈다. 보다 최근에는 batch swap 및 job insertion과 같은 여섯 가지 근접

탐색 연산을 고안하여 더욱 개선된 IG가 개발되었다 [15]. 해당 연구에서는 설비 수 6

대에잡수 50개인문제에서경쟁력있는결과를보여주었다.잡시퀀스를교환하는교차

연산 등을 적용한 artifical bee colony (ABC) 알고리듬이 동일한 문제에서 제안되기도
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하였다 [34].

타부 탐색(TS, tabu search) 알고리듬은 완료시간과 지연시간의 합계 [24, 25] 및

가중 지연시간 [26] 등의 여타 납기 관련 목적함수에서 우세한 기법 중 하나이다. 또

한, 반복된 하이브리드 메타 휴리스틱(IHM)이 동일한 목적함수에서 활용된 바 있다

[27]. 마지막으로 언급할 만한 사항으로, 패밀리 셋업을 다룬 연구를 찾아보긴 어려우

나 스케줄링 문제에 기계학습(machine learning)을 활용하는 기법이 꾸준히 연구되어

왔다 [35]. 병렬설비로 구성된 플로우샵에서 지지 벡터 머신(support vector machine)

[36], 가우시안 프로세스(gaussian process) [37]가 활용되었고, 셋업이 있는 병렬설비

문제에서 인공신경망이 적용된 바 있다 [38].

요약하여,표 2.1은패밀리셋업제약을다룬기존연구목록을 Graham의표기법을

응용하여 제시한다. Rm, Pm, Sm은 각각 이종 병렬설비, 동종 병렬설비, 단일설비를

의미한다. 제약으로 패밀리 셋업 sfg을 반영한 연구와 달리 sij로 표기된 연구는 패밀리

셋업을고려하지않았다.가령타부탐색을도입하여순서의존적셋업이있는스케줄링

문제를 푼 연구 [39]는 패밀리 셋업을 명시적으로 고려하지 않았기 때문에 본 연구에

적용되기 어렵다. 목적함수를 의미하는 γ에서 Tj , wjTj , cj는 각각 지연시간 총합, 가중

지연시간, 완료시간을 의미한다.

2.1.3 셋업 제약이 있는 잡샵 스케줄링

하나의 잡이 복수 개의 공정을 거쳐야 작업 완료되는 스케줄링 문제는, 공정 시퀀스

순서대로 병렬설비에 잡을 할당하는 잡샵 스케줄링 문제로 풀 수 있다. 그 중에서도

셋업제약이있는잡샵스케줄링문제는많은연구자들의관심을끌어온전통적인문제

이다 [46].예를들어,반도체제조라인은웨이퍼준비라인 [47]부터웨이퍼를식각하는

전공정팹(FAB)과후공정까지복잡한여러개의공정으로이루어져있으며잡패밀리

간의 셋업이 발생한다 [5].
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Figure 2.1: 연구 대상 스케줄링 문제의 범위

여러 연구들이 잡샵 스케줄링 문제를 풀기 위해 휴리스틱 기법을 제안하였다. 납기

관련 목적함수를 위해 잡의 생산 요구량을 결정하는 디스패치 규칙이 연구되었고 [48],

산출량을 최대화하기 위해 2단계 휴리스틱이 연구되었다 [49]. 셋업 제약을 고려하면서

도 설비 가동률과 산출량을 최대화하기 위해 디스패치 규칙을 제안한 연구도 존재한다

[50].배치단위로셋업이이루어지는단일설비,병렬설비,잡샵에대해다양한휴리스틱

규칙을 적용한 논문으로 [51]를 참조할 수 있다.

한편, 메타휴리스틱 접근법을 사용한 연구에서는 병렬적 GA와 추천 모듈을 통해

동시 셋업 작업자 수와 초기 셋업 상태 제약을 고려하였다 [52]. 또 다른 대안 접근방법

으로, 교사학습(supervised learning) [13], 사례 기반 추론(case based reasoning) [17]

과 같은 기계학습 기법이 반도체 패키징 라인 스케줄링 문제를 대상으로 연구되기도

하였다.

끝으로 본 논문에서 다루는 순서 의존적 셋업이 있는 납기 제약 하의 스케줄링 문

제의 영역은 그림 2.1과 같이 요약된다.
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2.2 강화학습 기반 스케줄링

2.2.1 이론적 배경

마르코프 프로세스(Markov process)는 시스템 역학(system dynamics)의 갑작스

러운 변화가 있는 상황에서 제어 문제(control problem)를 해결하기 위해 널리 도입

되어왔다 [53]. 일례로 퍼지 시스템(fuzzy system)인 마르코프 점프 비선형 시스템을

모델링할 수 있다는 이점으로, 마르코프 랜덤 프로세스가 활용될 수 있다 [54]. 반면

Markov decision process (MDP)는 시스템 역학이 알려져 있지 않은 의사결정 문제를

풀이하는 데에 유리하다 [1].

Figure 2.2: MDP에서의 상태 전이 도식[1]

MDP는현재시점(time-step) k에서상태(state) s,행동(action)인 a,보상(reward)

r과 다음 상태 s′, 다음 상태로의 전이 확률 함수 p로 구성된다. MDP에서는 a가 실행

됨에 따라 s에서 s′으로의 상태 전이가 이루어지며, 그 결과 보상 r이 관찰된다. 이

때 s로부터 s′까지의 시간 간격을 기간(period)이라 정의한다. p를 수식으로 나타내면

다음과 같다.

p(s′, r|s, a) = Pr{sk+1 = s′, rk = r|sk = s, ak = a} (2.1)
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마르코프 성질을 만족한다는 것은 수식 2.1에 드러나 있듯 r과 s′가 현재의 상태 및

행동인 sk, ak에만 의존적이고, 과거 상태에는 영향을 받지 않음을 뜻한다. 전이 확률

함수 p는MDP모델또는시스템역학으로불리며,모델을명시적인수식으로나타내는

접근법은 현실 제약을 반영하기 어렵고 난이도가 높다 [55].

명시적으로 모델을 알지 못해도 MDP 정책을 학습할 수 있다는 장점으로, MDP로

모델링되는 여러 의사결정 문제에 강화학습을 활용할 수 있다. 강화학습은 에이전트

(agent)가 외부에 놓인 모든 것을 아우르는 환경(environment) 간의 상호작용을 통해

학습하는 것을 목표로 한다. 그 중에서도 큐 러닝(Q-learning)은 대표적인 model-free

강화학습 접근법으로 널리 채택되고 있다 [56].

2.2.2 강화학습을 이용한 제조 라인 스케줄링

스케줄링 문제를 해결하기 위해 제조 시스템을 MDP로 공식화(formulation)한 후,

강화학습이 정책을 학습하는 데에 도입되었다. 제조 시스템에 상응하는 외부 환경으로

부터 관찰된 상태가 주어지면, 에이전트는 각 행동의 추정되는 가치인 Q 값을 예측함

으로써 스케줄링 의사결정을 수립한다. 제조 라인 스케줄링에서 행동은 휴리스틱 기법

또는 후보 잡의 목록으로 정의된 스케줄링 의사결정을 뜻한다.

많은 기존 연구들이 우선순위 지수(priority index) 기반 휴리스틱 기법을 행동으

로 정의하는 방식을 채택하였다 [19]. 이러한 정의 방식을 응용하여 earliest due date

(EDD), shortest processing time (SPT)와 같은 여러 디스패치 규칙들을 혼합한 행동

정의가 잡샵 스케줄링 문제에 활용되기도 하였다 [57]. 학습된 강화학습 기반 규칙을

특정기간동안유지되도록함으로써,역동적인환경에도성공적으로대응할수있었다.

보다최근에는,납기와생산요구량의가변성이고려되기도하였다 [10].또다른부류의

행동은 현 상황에 적합한 후보 잡의 목록으로 정의된다 [2]. 또는 상위 K개의 EDD 잡

이거나 [58] 잡의 속성 [19], 잡의 제품 타입 [59, 60]이 될 수도 있다. 일부 연구들에서는
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행동이 다른 기법에 의해 만들어진 스케줄을 다시 변경하는 정책을 의미하기도 한다.

예를 들어, 에이전트는 simulated annealing 기법 [18], VNS [61], cuckoo search [20]에

활용될 하이퍼파라미터를 선택하는 방법을 배운다.

병렬설비 스케줄링 문제를 대상으로 한 일련의 연구들에서 [62, 63], 비중 지연시간

최소화목적의 UPMSP를풀기위하여큐러닝기법이도입되었다.저자들은선형기저

함수(linear basis function)를 활용해 Q 값을 근사하였고, 상태 피쳐(features)에 모든

잡과 설비들의 상태(status)를 표현하였다. 여섯 가지 휴리스틱을 행동으로 설계하고,

강화학습 기법이 유동적으로 규칙을 선택함으로써 개별 휴리스틱을 능가할 수 있었다.

비록 앞선 연구[62]는 순서 의존적인 셋업을 다루었으나, 에이전트는 학습 시와 동일

한 스케줄링 문제에서만 평가되었다. 반면, 후속 연구 [63]에서는 셋업을 고려하지는

않았으나 학습 문제와 다른 여러 문제에서 평가가 이루어졌다.

Yuan 등 [64, 65]은 각각 지연시간 총합과 지연 잡 수 최소화 목적함수로 준비 시

간 제약 및 설비 고장(breakdown)을 고려하는 데에 초점을 맞추었다. Q 값 근사에는

탐색한 상태-행동 쌍의 Q 값을 표에 저장하는 기법이 활용되었다. 이러한 기법에서는

제한된 크기의 표에 상태를 표현하기 위해 연속적인 값을 갖는 속성을 몇 개 그룹으로

분리할 필요성이 있다. 예를 들어, 잡의 평균 lateness 값이 0을 기준으로 크거나 작은

두 종류로 구분되어 상태 표현되었다 [65]. 대안 기법으로, self-organizing map [57],

k-means nearest neighbor [61, 66]와 같은 비교사 학습(unsupervised learning) 기법이

스케줄링 문제에 활용된 바 있다.

잡샵 스케줄링 문제 또한 그 복잡도와 산업에서의 유용성 덕분에 오래 전부터 강

화학습을 도입한 연구가 시도되었다 [67]. Bouazza 등 [68]은 납기 제약 하의 유연잡샵

(flexible job-shop) 스케줄링 문제에서 테이블 기반 큐 러닝 기법을 활용하였다. 셋업

이 있는 잡샵 스케줄링 문제인 반도체 테스트 공정에서도 추가적인 리소스 제약까지
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Table 2.2: 납기 준수를 목적으로 한 강화학습 연구

주요 제약 단일설비 병렬설비 플로우샵 잡샵

순서 의존적 셋업
Rummukainen
등 [59]

Zhang 등 [62] Hong 등 [67]
Zhang 등

[69]

준비 시간 Wang 등 [72]
Zhang 등 [63],
Yuan 등 [64]

Wang 등 [66]

설비 관련 제약

Yuan 등 [65],
Terekhov 등

[71]
Shiue 등 [57]

Bouazza 등
[68]

고려하여 강화학습을 적용한 연구가 이루어졌다 [69]. 반도체 팹에서 설비 가동률을 최

대화하기 위해 디스패치 규칙을 상황에 따라 적용시키는 강화학습 연구도 찾아볼 수

있다 [70]. 주목할 만한 연구로, 강화학습 기반 스케줄링 연구에 대기열 이론(queuing

theory)을 접목하여 스케줄링 문제와 대기열 문제를 함께 다룬 바 있다 [71]. 표 2.2는

언급된 강화학습을 이용한 선행 연구들 중에서 납기 준수를 목적으로 한 연구를, 주요

제약과 설비 환경을 기준으로 정리하여 나타낸다.

2.2.3 스케줄링 문제에서의 심층강화학습

전통적인 강화학습 기법과 달리, DRL은 DNN을 도입하여 고차원 상태 벡터로부터

Q 값을 근사화하는 것을 목표로 한다 [73]. 또한 학습 안정성을 높이기 위해 타겟 네트

워크를,상태-행동쌍간의상관관계를줄이기위해경험재현을제안하였다는차이점을

갖는다. 이를 통해 에이전트가 크고 연속적인 상태 공간에서 비선형 정책을 학습할 수

있다는 이점을 갖는다. DRL이 에너지 공급 조절 [74, 75], 경로 설정 [76], 위험 영역

식별 [77], 전력 시장가 결정 [78] 등 다양한 의사결정 문제에 광범위하게 연구됨에 따라

스케줄링 분야에서도 점차 두각을 나타내고 있다.
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최근까지, 여러 연구가 DRL의 적용 범위를 컴퓨터 리소스 관리 [79, 80]와 분산

형 시스템 [81, 82] 분야로 확장해 나가고 있다. 언급한 연구들은 모두 상태를 리소스

와 다가오는 time-step을 두 축으로하는 이차원 행렬로 인코딩하였다. 상태를 표현한

행렬은 일차원 벡터로 평탄화(flatten) 함으로써, 완전연결(fully-connected) 레이어로

구성된 DNN 입력으로 활용되었다. 대부분 DNN의 입력으로 평탄한 벡터를 사용하

였지만, 일부 상태 벡터는 이미지로 취급되어 컨볼루션 신경망(CNN, convolutional

neural network) [83]에 삽입되었다.

이에 더하여, DRL 기법은 제조 시스템의 스케줄링 문제를 푸는 데에도 적용되었

다. 혼합 플로우샵 스케줄링 문제에서, 에이전트는 각 설비들이 유휴 상태인지, 작업

중인지, 종료되었는지를 나타낸 상태에 근거하여 잡을 할당한다 [84]. 연속적인 흐름

을 조절해야 하는 화학 공정에서도 복합적인 목적함수를 최적화하기 위하여 DRL이

적용되었다 [85]. 여러 스케줄링 문제 중에서도, 최대완료시간을 최소화하기 위한 잡샵

스케줄링 문제가 활발하게 연구되어왔다. Lin 등 [86]은 설비 상태와 작업 시간의 통계

값들을 상태에 표현하여 각 설비 별로 디스패치 규칙을 추론하였다. 또 다른 연구는

상태에 모든 설비의 셋업 상태와 셋업 기록을 아울러서 셋업 시간을 고려하였다 [60].

최근까지도 여러 가지 디스패칙 규칙을 행동으로 정의한 연구가 지속되고 있다 [87].

[88, 89]은 CNN을도입하여잡,공정,그리고설비간의관계를나타내는이차원행렬로

표현된 상태를 다루기도 하였다.

반면 납기 관련 목적함수를 가진 스케줄링 문제는 상대적으로 덜 연구되었다. 산

출량을 최대화하는 문제에 적용된 DRL 연구에서는 모든 대기 중인 잡의 납기 정보를

상태 표현에 활용하였다 [90]. 단일설비 스케줄링 문제에서 지연시간 총합을 최소화하

는 문제에서는 슬랙 시간이 활용된 바 있다 [91]. 납기 편차를 최소화하기 위한 반도체

생산 스케줄링 문제에서 셋업 제약이 수용되기도 하였다 [58]. 해당 연구에서는 모든
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설비의셋업상태와잡의납기를상태표현에활용했기때문에,학습된네트워크는잡의

수가 바뀐 새로운 문제를 풀기위해서는 재학습이 필요하다. Luo 등 [21]은 유연 잡샵

스케줄링 문제에서 새로운 잡이 삽입되는 상황에 초점을 맞추었고, 지연시간 총합 목

적함수로 준비 시간 제약도 고려하였다. 일곱 종류의 피쳐를 추출하여 벡터로 구성한

상태를 활용하였고, 행동은 여러 휴리스틱 중 하나를 선택하는 방식으로 정의되었다.

그러나 셋업을 고려하지 않았다는 한계점을 갖는다.

끝으로 표 2.3은 본 연구와 관련이 깊은 DRL 기반 스케줄링 연구의 목록과 그 특징

을 요약한다. 연구 대상 스케줄링 환경에 더하여 상태 표현 방식의 차이와 잡 및 설비

수 변화에의 의존성을 정리하였다.
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2.3 자기지도 기반 심층강화학습

상태 표현 학습(state representation learning)은 피쳐 학습 기법의 한 종류로 강화

학습과 같이 피쳐가 시간에 따라 변화하고 행동 또는 상호작용에 영향을 받는 특수한

경우에 해당한다 [92]. 십 수 년 전부터 로보틱스 분야의 연구는 적은 양의 데이터에서

빠르게 정책을 학습하기 위하여,고차원의이미지 입력 데이터를 저차원의은닉 피쳐로

전환해주는 auto-encoder를사전학습하는전략을취하였다 [93]. DRL에서는역동적인

환경에서도 수렴 속도를 앞당기기 위하여, 상태 벡터로부터 보상 값이나 다음 상태를

추론하는 모델을 학습하는 전략으로 지속적으로 발전해왔다. 모델 학습 과제는 표 2.4

와 같이 크게 네 종류로 분류할 수 있다 [92, 94].

Table 2.4: 강화학습에서의 모델 학습 과제

명칭 모델 함수 설명

관찰 재구축 ot = f−1 ◦ f(st)
상태 st와 인코딩 함수 f , 디코딩 함수
f−1을 거쳐 재구축한 관찰 ot 간의

오차 최소화

정방향 모델 st+1 = f(st, at)
환경에 대한 모델인 상태전이 함수

학습

역방향 모델 at = f(st, st+1)
상태전이 함수의 결과로부터 행동을

추론하는 함수 학습

사전 지식 활용 Π = f(s1:n)
일련의 상태 집합으로부터 사전 지식

정보 Π를 추론

사전 지식의 예시로, 로봇 및 무인 자동차 제어에서는 물리적인 법칙에 기반을 두

어 미래의 상황을 예측한다. 무인 자동차 연구 [95]에서는 더욱 안정적인 상태 표현을

위하여 일반적인 가치 함수(GVF, general value function) 추론과 함께 도로가 휘어

있는 각도를 예측하도록 하였다. 자기지도(self-supervision)는 교사 학습(supervised

learning)을 위한 표현 학습에도 흔히 등장하는 개념으로, 데이터 쌍 내부에서 획득할

19



수있는레이블을출력값으로활용하여추가적인학습을수행하는기법을포함한다.따

라서 광의로 해석하면 강화학습에서 벨만 방정식에 근거해 계산한 타겟 값을 활용하는

것도 자기지도의 일종으로 볼 수 있다. 그러나 본 논문에서는 협의의 의미로, 강화학습

에서일반화를촉진시키기위해부여하는추가적인타겟값으로자기지도를정의하고자

한다.

강화학습 기법은 기본적으로 외부 환경으로부터 받은 보상 값으로부터 학습한다.

이러한 외재적 보상(extrinsic reward)과 구분하기 위해 강화학습 모델 내적으로 얻을

수 있는 보상을 내재적 보상(intrinsic reward)이라고 칭한다. 내재적 보상에는 정방향

모델, 역방향 모두가 포함되며 미로게임에서의 탐색 능력을 향상시키기 위해 이러한

자기지도가 활용된 바 있다 [96]. 학습 시에 추가 정보를 활용한다는 점에서, 내재적

보상과 상태 표현 학습 기법 둘 다 자기지도에 해당된다고 볼 수 있다.

게임과 로봇 영역에서의 여러 연구들은 기존 손실 함수 외에 복수 개의 손실 함수를

동시에 업데이트하는 구조를 통하여, 학습하지 않은 새로운 환경에서 성능을 개선하였

으며더빠른수렴속도를보여준다.협동및경쟁을수행하는환경에서다른에이전트의

정책을 학습하는 보조 과제가 도입되었다 [97]. 전체 에이전트의 행동 결과로부터 손

실을 부여함으로써 성능을 향상시켰으나, 보조 손실의 비중을 유동적으로 변화시키는

기법은효과를보지못하였으며에이전트끼리파라미터를공유하는방식보다는성능이

뒤떨어졌다.

Jaderberg 등 [98]이 제안한 UNREAL 모델은 에이전트에 보조 과업을 할당하여

비지도 방식으로 실시간 학습을 견인한다. 에이전트는 다음 프레임까지 변이하는 픽셀

양, 상태 가치와 다음 보상값을 예측하는 세 가지 보조 과업을 수행한다. 멀티 플레

이어 게임에 적용된 연구 [99]에 따르면, 화면 내 상대방의 존재 여부를 판가름하는

주요 피쳐를 추가적인 타겟 값으로 활용하는 경우에, 상태 값으로 활용할 때에 비해 더
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좋은 성능을 도출하였다. 두 개의 나무토막을 쌓는 로봇 팔 작업에서는, 보상 희소성

(sparsity) 문제를 완화하기 위한 중간 보상이 자기지도로 주어졌다 [100]. 유사한 기술

이 여러 뒤따르는 연구들에서 채택되었으며 공통적으로 학습 안정성 및 학습 속도가

개선되었다고보고하였다 [94, 101]. Bellemare등 [102]은기하학적인특징공간분석을

통해 자기지도가 과적합(over-fitting) [103]을 줄이는 데에 기여한다고 주장하였다.
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제 3 장 문제 정의

3.1 병렬설비 스케줄링 문제

3.1.1 지연시간 최소화를 위한 병렬설비 스케줄링 문제

제안 기법을 소개하기에 앞서, 순서 의존적 패밀리 셋업이 존재하는 병렬설비 스

케줄링 문제를 정의한다. 먼저 NJ 개의 잡 Jj가 존재하며, 이 때 j는 잡의 인덱스를

가리킨다. 각 잡 Jj의 패밀리 Fj는 F = {1, 2, ..., NF } 와 같이 정의되는 패밀리 집합의

한 원소이다. 각 잡은 i 번째 설비가 Mi로 표시되는 NM 개의 설비 중 하나에서 작업될

수 있다. 잡 Jj가 Mi에서 작업될 때 소요되는 작업 시간은 잡의 패밀리 Fj와 설비 i에

의존적으로 결정된다. 특정 설비에서 한 번 작업이 종료되면 잡은 작업 완료되고 완료

시간이 결정된다. 한편, 패밀리 f에 속하는 잡의 개수를 P (f)로 정의함으로써 패밀리

f에 대한 생산 요구량을 표현한다. 이 때 다음 수식이 만족된다.

NF∑
f=1

P (f) = NJ (3.1)

스케줄링의 시작 시점에, dj로 표기되는 Jj의 납기가 주어진다. Mi의 현재 셋업

상태를 Gi ∈ F 라 정의하고, 여기서 셋업 상태가 g와 동일하다는 의미는 패밀리가 g

인 잡이 셋업 변경 없이 해당 설비에서 작업될 수 있음을 뜻한다. 반면 f 6= g인 패밀리

f의 잡이 셋업 상태가 g인 설비 Mi에 할당된다면, σf,g로 표시되는 셋업 시간이 작업

시작 이전에 발생한다.

스케줄링의 목적은 각 잡들을 설비들 중 하나에 배치함으로써, 다음과 같이 정의되
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는 지연시간 총합 TT를 최소화하는 것이다.

TT =

NJ∑
j=1

max(0, cj − dj) (3.2)

여기서 cj는 Jj의 완료시간을 의미한다. 납기가 모두 0인 본 문제의 특별한 경우는

완료시간 총합 목적함수를 가진 병렬설비 스케줄링 문제와 동일해지고, 이는 강한 NP-

난해(strongly NP-hard) 문제임이 증명되어 있다 [22]. 제 2장의 α, β, γ를 활용하여 3.1

절에서 다루고 있는 UPMSP를 표현하면 다음과 같다.

Rm|s− batch, sf,g|TT (3.3)

마지막으로 본 연구에서 가정한 내용은 다음과 같다.

• 스케줄링 시작 시점부터 모든 잡이 준비되어 있으며 모든 설비가 셋업되었다.

• 작업 시간과 셋업 시간은 미리 결정되어 있다.

• 설비 고장은 고려하지 않는다.

• 셋업은 분리할 수 없다. 즉, 설비의 셋업 변경이 완료된 후 즉시 작업이 시작된다.

• 설비가 작업을 시작한 후 유휴 시간을 스케줄에 포함할 수 없다.

• 설비는 한 번에 하나의 잡만 처리할 수 있다.

• preemption이 허용되지 않는다.

• 각 잡의 이동 시간은 0이다.
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3.1.2 혼합정수계획 모형

Minimize TT (3.4)

Subject to

xjkm ≤
∑Nj

i=0,i 6=j,i6=k xijm;

∀j, k = 1, 2, ..., NJ , j 6= k, ∀m = 1, 2, ..., NM

(3.5)

cj + V · (1− xijm) ≥ ci + σFi,Fj + pi,Fj ;

∀i = 0, 1, ..., NJ , ∀j = 1, 2, ..., NJ , i 6= j,∀m = 1, 2, ..., NM

(3.6)

∑NJ
j=1,j 6=i xijm ≤ 1, ∀i = 0, 1, ..., NJ , ∀m = 1, 2, ..., NM (3.7)

Tj ≥ cj − dj , ∀i = 1, 2, ., , , NJ (3.8)

cj ≥ 0, Tj ≥ 0, ∀i = 1, 2, ., , , NJ (3.9)

xijm ∈ {0, 1};

∀i = 0, 1, ..., NJ , ∀j = 1, 2, ..., NJ , i 6= j,∀m = 1, 2, ..., NM

(3.10)

이상의 수식 3.4–3.10은 Kim 등 [30]에서 splitting 특성이 없도록 변형된 혼합정수계획

법모형을표현한다.참고로 i, j, k는잡의인덱스로, m은설비의인덱스로사용되었다.

잡의 인덱스가 0이란 것은 dummy 잡을 뜻하며 스케줄링 시작 시점 이전에 설비에서

작업되는 잡이다. 결정변수 ci, Ti, xijm은 각각 잡의 완료시간, 지연시간, 그리고 설비

m에서 잡 i가 잡 j에 선행하는 지의 여부를 의미한다.

목적 함수 3.4는 전체 잡의 지연시간 총합 최소화이다. 제약 3.5는 잡들이 알맞게

24



한 설비 내에서 이어지도록 보장한다. 즉, 어떤 잡이 특정 설비에서 작업되려면 선행

잡이 동일한 설비에 존재해야 한다. 제약 3.6은 각 설비에서의 잡 종료 시간이 이전

잡의 종료시간과 두 잡 간의 셋업 시간과 잡의 작업 시간의 합보다 크거나 같아야 함을

의미한다. 제약 3.7은 어떠한 잡에 이어서 작업되는 잡의 개수가 둘 이상일 수 없도록

한다. 제약 3.8과 3.9는 잡의 종료 시간과 지연을 계산한다. 제약 3.10은 결정 변수의

정의역을 제한한다.

3.1.3 예시 공정

Polysilicon
Stocker

Ingot
Warehouse∞

∞

∞

𝐽1

𝐽2

𝐽3

𝑀5

Ingot Growing

Ingot
Wafering

𝑀4

𝑀3

𝑀2

𝑀1

Figure 3.1: 병렬설비로 구성된 잉곳형성 공정

그림 3.1이 나타내고 있는 잉곳형성 공정은 웨이퍼 준비 라인 [47]의 투입 단계로,

지연시간이 최소화되어야 하며 원자재인 poly-silicon의 공급이 무한하다는 특징을 갖

는다.
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3.2 잡샵 스케줄링 문제

3.2.1 투입량 최대화를 위한 유연잡샵 스케줄링

본장에서는병렬설비로이루어진복수개의공정을포함하는잡샵스케줄링문제를

정의한다. 본 논문에서 주로 다루는 제약인 순서 의존적 셋업에 더하여, 재진입 특성을

고려한다.

먼저 J = {Jj |j = 1, ..., NJ}로 정의되는 일련의 잡이 주어지며, 잡 Jj는 Fj로

표기되는 잡 패밀리를 갖는다. 하나의 잡은 미리 정해진 순서를 따르는 공정 시퀀스

(sequence)로 이루어져 있으며, Jj의 k 번째 공정을 Oj,k로 표기한다. 임의의 두 잡의

공정 순서는 잡 패밀리가 같다면 동일하다. 또한 공정 종류가 Oj,k인 모든 공정의 작업

시간은 pj,k로 동일하다. 전체 설비의 집합M = {Mi|i = 1, ..., NM}이 존재하며, 공정

Oj,k는 공정 Oj,k을 작업할 수 있는 설비 집합 A(Oj,k) ∈ M 중 하나에서 작업될 수

있다. 그러나 공정을 작업하기에 앞서, 설비의 셋업 교체(setup change) 시간이 요구

된다. Gi를 Mi의 셋업 상태(setup status)로 정의하고, 최근에 작업한 공정을 Oj′,k′라

한다면 Gi = Oj′,k′이다. 이 때 필요한 셋업 시간은 σj,k,j′,k′로 정의된다. 이때 j = j′

이고 k = k′이라면 셋업 시간은 0이며 나머지 경우에는 그 이상의 양수 값을 갖는다.

셋업 패밀리 f = 1, ..., NF에 대하여 투입요구량 In(f)가 주어지며, 다음 수식이

만족된다.
NF∑
f=1

In(f) = NJ (3.11)

다음으로 각 잡 Jj에 대하여 투입납기(in-time) d̃j가 주어질 때, 목적함수인 투입량

INT는 다음과 같이 계산된다.

INT =

NJ∑
j=1

I(tj < d̃j) (3.12)
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여기서 I(·)은입력문이참일때 1을출력하고그렇지않으면 0을출력하는지시함수를

의미하고, tj는 Jj가 첫 번째 공정의 설비로 투입된 시점을 뜻한다. 또한 패밀리 f의

우선 비중을 wf라 정의할 때, 가중투입량 WINT는 다음과 같이 계산된다.

WINT =

NJ∑
j=1

wFj · I(tj < d̃j) (3.13)

마지막으로 본 연구에서 가정한 내용은 다음과 같다.

• 작업 및 셋업 시간은 미리 알려져 있으며 변화하지 않는다.

• 매거진 스토커의 용량은 무한하다고 가정한다.

• 각 공정은 이전 공정이 종료된 후 수행될 수 있다.

• 각 공정은 시작된 이후 중단되지 않으며, 한 번에 하나의 설비에서만 작업이 수

행된다.

• 잡 스토커와 설비 사이에는 일정한 이동 시간이 존재한다.

요약하여 수학 기호를 정리하면 표 3.1과 같다.

3.2.2 예시 공정

반도체산업은스마트폰,웨어러블,사물인터넷(IoT, Internet of Things)기기등에

탑재할소형메모리에대한수요를충당하기위해,고수준의집적도를지닌다중칩제품

(MCP, Multi-Chip Product) 생산에 주력하고 있다. MCP 조립 라인은 메모리 제품의

소형성(compactness)과 함께 대용량(high-capacity)을 달성할 수 있다는 장점이 있으

나, 서로 얽혀있는 복잡한 조립 단계로 구성된다 [52]. 보다 구체적으로, 반도체 팹의

전 공정을 거친 후 후 공정의 패키징 라인에서는 back lap, wafer sawing, die attach
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Table 3.1: 잡샵 스케줄링 문제 구성 요소

표기 설명

NM 설비 대수

NJ 잡 개수

NF 잡 패밀리 개수

NO 공정 종류의 수

Mi i번째 설비

Gi Mi의 셋업 상태

Jj j번째 잡

Oj,k j번째 잡의 k번째 공정

A(Oj,k) 공정 Oj,k을 작업 가능한 설비 집합

pj,k 공정 Oj,k의 작업 시간

σj′,k′,j,k
Oj,k을 Oj′,k′로 셋업된 설비에서 작업하기 위해 필요한 셋업

시간

Fj j번째 잡의 잡 패밀리

In(f) 잡 패밀리 f의 투입 요구량

d̃j j번째 잡의 투입납기

tj j번째 잡의 투입 시점

INT 투입량

WINT 가중투입량
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Figure 3.2: 패키징 라인의 DA 및 WB 공정 흐름도

(DA), wire bonding (WB), molding (MD)을 거쳐 제품을 생산하게 된다. 특히 DA 및

WB 단계(stage)에서는 웨이퍼가 로트(lot)로 그룹화 되어 처리되며, 여러 번 재진입이

이루어진다 [13].

그림 3.2는 예시 공정인 반도체 패키징 라인에서 DA 및 WB 단계에서의 로트 흐

름을 보여준다. 각각의 로트는 WB 공정 진입 이전에 DA 공정에서 작업되어야 하며,

최종적으로 WB 공정을 작업한 후 MD 공정을 거쳐 factory out된다. 초록색으로 표현

된 파선은 재진입 흐름을 나타내며, WB 공정을 완료한 후 다시 DA 공정을 시작하는

로트의 흐름을 보여준다. 각 단계의 중간에는 로트가 일시적으로 머무는 두 가지 유

형의 스토커(stocker)가 존재한다. 먼저 카세트 스토커(casette stocker)는 새로 준비된

로트가 첫 번째 DA 공정으로 투입되기를 기다리는 위치를 제공한다. 반면 매거진 스토
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커(magazine stocker)는 이미 투입된 로트가 기다리는 위치로, WB 공정을 완료한 후

다음 DA 공정으로 재진입을 기다리는 로트와 DA 공정을 완료한 후 WB 공정으로의

진입을 기다리는 로트가 속한다. 즉, 새로 도착한 로트와 재진입 로트가 함께 위치하여

복잡한 흐름이 발생한다.

이러한 재진입 특성으로 인해 초래되는 어려움으로WIP(work-in-process) 수준 제

어와 함께 산출량(throughput)의 감소를 들 수 있다. 이미 투입되어 한 번 이상 DA

또는 WB 공정을 작업한 로트는 매거진 스토커에서 대기하므로, 지속적으로 WIP이

증가하게 된다. 이는 결과적으로 패키징 라인의 병목 구간인 DA와 WB에서 작업 시간

이 길어짐에 따라, 전체 산출량의 감소로 이어진다 [49]. 구체적으로 DA 공정 설비가

재진입 로트를 고려하지 않고 새로 준비된 로트의 투입을 우선시 한다면, WIP이 과도

하게 올라간다. 반대로 재진입 로트에 높은 우선순위를 부여하면 WB 설비 가동률이

저하되어 산출량이 감소할 수 있다.

이러한 어려움을 극복하여 납기를 준수하기 위해, 현장에서는 산출량(out-target)

대신에 투입량(in-target)을 최대화하는 방식을 취하고 있다 [48]. 이 때 투입량은 각 제

품 종류별로 투입납기(in-time) 안에 투입되어야하는 할당량을 뜻한다. 따라서 투입이

이루어지는 DA공정에서주어진투입납기에알맞게로트를배치하고, WB공정에서는

재진입하는 로트의 수를 조절하는 스케줄링 의사결정이 요구된다. 해당 패키징 라인의

스케줄링 문제는 재진입이 있는 유연잡샵 스케줄링 문제로 간주할 수 있으며, 주어진

투입량을 최대화하며 로트를 투입하는 것이 목적이다.
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제 4 장 자기지도 기반 심층강화학습을 이용한 병렬설비
스케줄링

4.1 MDP 모형

DRL을 도입하려면 고려 대상인 스케줄링 문제가 MDP로 공식화되어야 한다. 따

라서 본 장에서는 행동, 상태, 보상, 상태 전이에 대하여 상세하게 정의할 것이다. 본

연구에서는 k 번째 단계(time-step)에서의 상태, 행동, 보상을 각각 sk, ak, rk로 표시하

며, 각 기간에서 머무는 시간이 T로 일정하다고 모델링하였다.

4.1.1 행동 정의

행동이 임의의 잡과 설비의 쌍들 각각에 대해 정의되면, 행동 공간의 크기는 NF
NM

으로 급격히 늘어나게 된다 [82]. 본 연구에서는 잡과 설비의 수가 늘어나도 행동 공간

의 크기를 유지하기 위하여, 잡의 패밀리와 설비의 셋업 상태의 튜플(tuple)로 행동을

정의하였다. 그 다음 임의의 기간에서 에이전트는 특정한 설비에서의 셋업 변경을 1회

결정할 수 있다고 가정하였다. 먼저 가능한 모든 행동의 집합 A는 다음과 같이 정의

된다.

A = {(f, g)|f = 1, ..., NF , g = 1, ..., NF } (4.1)

그리고 나서 sk일 때의 가능한 행동 집합을 Ak ⊂ A으로 표시한다. 이 때 행동 ak =

(fk, gk)는 기간 k 동안에 패밀리 fk의 어떤 잡이 셋업 상태가 gk인 한 설비에 배치될

것이란의미를지닌다.단, ak ∈ Ak 이다.다시말하여 ak는오직패밀리 fk인대기잡이

존재하고 gk로 셋업된 유휴 설비가 기간 k 동안에 존재할 때에만 가용하다고 간주된다.
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Table 4.1: 상태를 구성하는 6개 행렬과 1개 벡터

기호 명칭 차원

Sw 대기 잡 상태 NF × 2Hw

Sp 작업 중인 잡 상태 NF ×Hp

Sc 작업 중인 잡의 특징 NF × 4Hc

Ss 설비 셋업 시간 NF ×NF

Su 가동률 히스토리 NF × 3

Sa 행동 히스토리 NF × 2

~Sf 패밀리 독립적인 히스토리 3

4.1.2 상태 표현

강화학습 기반 기법을 스케줄링 문제에 적용할 때, 현재 설비 및 잡의 상태 그리

고 그들 사이의 관련성이 상태 표현에 활용되는 주요한 정보로 기능한다. 만약 표현한

상태의 차원이 잡과 설비의 수가 변화함에 따라 달라진다면, DNN이 재학습되어야 할

것이다. 상기한 변화가 일어나는 상황에서도 재학습 없이 스케줄링 문제를 풀기 위하

여, 본 연구에서는 생산 요구량과 납기 및 설비 수에 독립적인 차원을 갖는 패밀리 기반

상태 표현(FBS, Family-Based State)을 제안한다.

제안한 상태는 표 4.1에 정리된 기호, 명칭, 차원을 갖는 여섯 개의 이차원 행렬과

하나의 벡터로 이루어져 있다. sk에 대한 이해를 돕기 위해, 패밀리 수가 3인 스케줄링

문제에서의 예시를 그림 4.1에 표현 하였다. 빨강, 초록, 파랑은 각각 패밀리 1, 2, 3을

나타내며 행렬 내부의 숫자는 sk의 상태값과 상응한다. 이제부터 sk의 각 구성성분들

을 정의할 것이다. 이 때 표기의 간결성을 위해 각각의 구성성분의 기호에 인덱스 k를

생략하였다.

• Sw:대기중인잡의납기를반영하기위해, f 번째행의값은납기가하나의기간에

32



Figure 4.1: 이차원 행렬로 표현된 sk의 예시

속하는패밀리 f에대한대기잡개수를의미한다.각대기잡 Jj를 δj = dj−kT로

표시되는 납기까지의 남은 시간에 따라 개별적으로 셈하기 위하여, 다음과 같이

행렬 Sw(f, n)을 정의한다.

Sw(f, n) =



|{Jj ∈ Wk(f) | δj ≤ (1−Hw)T}| n = 1

|{Jj ∈ Wk(f) | δj > (Hw − 1)T}| n = 2Hw

|{Jj ∈ Wk(f) |
⌈
δj
T

⌉
= n−Hw}| otherwise

(4.2)

이 때 Wk(f), d·e, Hw는 각각 시점 sk에서 패밀리가 f인 대기 잡의 집합, 올림

함수(ceiling function), maxj dj/T 보다 작은 값을 갖는 양의 정수를 의미한다.

수식 4.2에 표시되어 있듯이, Sw(f, 1)와 Sw(f, 2Hw)는 각각 δj 값이 (1−Hw)T

보다 작고 (Hw − 1)T 보다 큰 패밀리 f인 대기 잡의 개수를 의미한다. 이는 모든
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대기 잡의 납기를 파악하면서도 Sw의 열 개수를 제한하기 위한 표현 방식이다.

실용적인 관점에서, 에이전트는 현재 시점과 거리가 먼 납기를 가진 잡을 더 이상

구분할 필요가 없다. 반면 납기일이 비교적 근접한 다른 잡들은 해당하는 기간⌈
δj
T

⌉
에 따라 별도로 집계하는 편이 효율적이다. Sw를 통해, 에이전트는 얼마나

많은 잡이 앞으로 배치되어야 하며 얼마나 그들의 납기가 임박했는 지에 대해

파악할 수 있다. 그림 4.1(a)의 예시에서, Sw(1, Hw)는 패밀리가 1이고
⌈
δj
T

⌉
= 0

인 대기 잡이 여섯 개 있음을 나타낸다.

• Sp: 이 행렬은 남은 작업 시간이 하나의 기간에 포함되는 패밀리 별 작업 중인

잡의 수를 포함한다. 여기서 작업 중인 잡이란 현 시점에서 어떠한 설비에서 작업

이 진행 중인 잡을 의미한다. 작업 중이거나 작업 완료된 잡의 지연시간은 이미

결정된까닭에,작업중인잡의납기는지연시간최소화와관련이없다.반면남은

작업 시간은 작업 중인 잡이 완료된 이후에 같은 설비에 배치될 대기 잡의 완료시

간에 영향을 미친다. 따라서 sk 시점에서 패밀리 f인 작업 중인 잡의 집합 Pk(f)

에 속하는 각 잡 Jj이 남은 작업 시간에 따라 분류되도록 설계하였다. Sp(f, n)의

정의는 다음과 같다.

Sp(f, n) =


|{Jj ∈ Pk(f) | (n− 1)T < ρj ≤ nT}| n < Hp

|{Jj ∈ Pk(f) | (n− 1)T < ρj}| n = Hp

(4.3)

여기서 Hp는 maxj ρj/T 보다 작은 양의 정수를 뜻한다. 수식 4.2와 유사한 방

식으로 행렬 Sp의 행 차원이 제한되었음에 주목하라. 그림 4.1(b)를 예로 들면,

Sp(2, 1)의 값이 1이므로 다음의 두 가지 조건을 충족하는 잡이 한 개 존재함을 알

수 있다. 즉, 잡이 Pk(2)에 속하면서도, 잡의 남은 작업 시간이 T보다 짧은 잡이

한 개 존재한다.
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Figure 4.2: 이차원 행렬로 표현된 Sc의 예시

• Ss: sk 이후발생할지연시간을예측할수있도록셋업시간을파악하기위하여패

밀리 g에서 f로셋업변경하는데에소요되는셋업시간을 Ss(f, g)에나타내었다.

구체적으로, Ss(f, g)은 다음과 같이 정의된다.

Ss(f, g) =


σf,g if (f, g) ∈ Ak

σmax otherwise.

(4.4)

σmax는최대셋업시간을의미한다.만약 (f, g) /∈ Ak이라면, Ss(f, g)값은최악의

경우를 고려하기 위하여 σmax으로 설정된다.

• Sc:이행렬은패밀리별로 Sp를표현하는과정에서손실된정보를보완하기위해

설계되었다. 특징 정보로는 작업 시간, 셋업 시간, 납기, 남은 작업 시간을 표현

하였는데, 네 가지 특징을 선정한 이유는 상태 차원을 작게 제한하면서도 동일한

패밀리의 서로 다른 두 잡을 구별하기 위함이다. 또한 행렬의 차원을 NJ와 독립

적으로 유지하기 위하여, 각 패밀리 별로 납기가 가장 짧은 Hc 개 잡에 대한 정보

만을 포함한다. 이 때, Hc는 NM보다 작거나 같은 양의 정수로 설정된다. Pk(f)

에 속한 잡들 중 l번째로 납기가 작은 잡을 Jj로 표시하고 Mi에서 작업중이라

가정할 때, Sc(f, n)은 다음과 같이 정의된다. 단, ∀l = 1, ...,Hc,∀n = 1, ..., 4Hc
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이다.

Sc(f, n) =



pi,f n = 4l − 3

σf,g′ n = 4l − 2

dj n = 4l − 1

cj − kT n = 4l

(4.5)

여기서 g′은 Jj를 작업하기 이전에 Mi의 셋업 종류를 의미한다. 그림 4.2를 예로

들면, 패밀리 1의 첫 번째 잡의 특징 값 Sc(1, l = 1)은 (4, 0, 6, 3)이다. 한편 패밀

리 3의 Hc 번째 잡의 특징 Sc(3, Hc)는 모두 0인데, 이는 |P(3)|이 Hc보다 작아

해당하는 잡이 존재하지 않기 때문이다.

• Su, Sa, ~Sf : DRL에기반을둔스케줄링문제풀이에효과적이라알려져있는 sk까

지의잡과설비,에이전트의히스토리정보를통합하기위해고안되었다. Su(f, 1)

와 Su(f, 2)는 각각 패밀리 f인 잡들을 작업하기 위해 sk 시점까지 소요된 작업

시간과 셋업 시간의 비율을 나타낸다. 그리고 Su(f, 3)는 패밀리가 f인 작업 완료

된 잡의 개수를 의미한다. 다음으로, Sa는 최근 행동인 ak−1을 표현한다. Sa(·, 1)

와 Sa(·, 2)은 각각 잡의 패밀리와 설비의 셋업 종류를 의미하며, One-hot 부호화

[104]를 통해 NF -차원의 벡터로 표현되었다. 마지막으로, ~Sf는 특정한 패밀리로

그룹화할 수 없는 세 개의 히스토리 특징으로 구성된다. ~Sf (1), ~Sf (2), ~Sf (3)은

각각 rk−1, k와 sk가 마지막 상태일 때에는 1이고 나머지 경우엔 0인 이진 변수를

뜻한다. 그림 4.1(e)와 (f)를 보면, k = 5이고 r4 = −1.7이며 a4 = (1, 2)이고 s5

는 마지막 상태가 아니라는 네 가지 정보를 알아낼 수 있다.

요약하자면, 제안 상태의 차원 총합은 NF × (2Hw +Hp + 4Hc +NF + 3 + 2) + 3으로

차원성이 생산 요구량 및 납기와 설비 대수에 독립적이다.

36



DNN의입력값크기로인한왜곡을최소화하기위하여 [105],실제학습시에는 sk의

각 값들을 0에서 1사이로 정규화하였다. Sw와 Sp의 각 원소들을 비롯하여 잡의 개수를

셈한 값들은 모두 NJ로 나누어서 1 이하의 값이 되도록 보장하였다. Su의 첫 번째, 두

번째 열의 값들은 시점 kT까지 발생한 설비의 셋업 및 작업 기록을 의미하므로 kTNM

으로 나누어주었다. Ss의 셋업 시간과 Sc의 셋업 시간, 작업 시간, 남은 작업 시간은

모두 max(σf,g + pi,j)로 나누었다. 납기를 나타내는 값들은 kT로 나누었다.

4.1.3 보상 정의

본 연구의 보상은 Zhang 등 [62]에서 정의된 수식을 기반으로 하며, 각 기간에서 소

요되는 시간이 T로 일정하다는 가정에 맞게 다음의 클립 함수를 활용하여 수정되었다.

λk(t) = max(kT,min((k + 1)T, t)) (4.6)

그리고 rk를 다음과 같이 정의한다.

rk =

NJ∑
j=1

−max(0, λk(cj)− λk(dj)) (4.7)

수식 4.7은 본 연구의 보상 값이 개별 잡들의 지연시간을 수식 4.6으로 클립한 값들의

음수 총합과 일치함을 의미한다. 각각의 cj와 dj가 기간 k의 시작 시점 kT와 종료 시점

(k + 1)T로 클립됨에 따라 오직 기간 k 동안에 발생한 지연만이 rk 에 포함된다. 보상

계산 시에, sk+1 시점까지 대기 중인 잡으로 남아있는 Jj의 cj 값은 무한대라 가정하였

고, (k+1)T로클립된다.최종적으로모든기간에대한보상총합은 TT와같으며,이는

[62]에증명되어있다.따라서 Q값을정확하게추론하는것이 TT 최소화와상응한다고

기대할 수 있다.
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Algorithm 1 행동에 의한 상태 전이

Input: ak = (fk, gk), Wk =
NF⋃
f ′=1

Wk(f
′)

Output: State sk+1, reward rk, Wk+1

1: M← {Mi|Gi = gk}, i = 1, ..., NM

2: M∗ ← arg min
Mi∈M

pi,fk

3: while Wk 6= ∅ and mini′ Ei′ < (k + 1)T do

4: Mi ← arg mini′ Ei′

5: g ← Gi
6: if M∗ = Mi then

7: f ← fk
8: else

9: f ← arg min
f ′

σf ′,g, where |Wk(f
′)| > 0

10: end if

11: Jj ← arg min
Jj′∈Wk(f)

dj′

12: Assign Jj on Mi

13: Ei ← Ei + pi,f + σf,g
14: Wk ←Wk \ {Jj}
15: end while

16: Obtain transited state sk+1

17: Calculate rk from Eq. (4.7)

4.1.4 상태 전이

ak를 실행한 후 sk에서 sk+1로 상태 전이가 이루어진다. 이러한 상태 전이 절차

를 알고리듬 1에 설명하였다. 여기서 Ei는 설비 Mi에서 현재 작업 중인 잡이 완료될

시점으로 정의된다.

먼저 첫 번째 줄에서 셋업 상태가 gk인 설비로 구성된 집합 M을 얻는다. 두 번째

줄에서는M 중에서 패밀리 fk인 잡에 대한 작업 시간이 가장 짧은 설비 M∗를 선택한

다. 세 번째에서 15번째 줄 까지는 하나 이상의 대기 작업이 있고 모든 설비 중 최소

Ei는 현재 기간의 종료 시간 k를 초과하지 않는다는 두 가지 조건을 충족할 때까지
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반복된다. 네 번째 줄에서는 Ei가 모든 머신 중 가장 작은 머신 Mi가 선택된다. 그런

다음, g라고 하는 설비의 셋업 상태를 구한다(다섯 번째 줄). 6번째에서 10번째 줄까지

는 F로 표시된 Mi에서 수행할 다음 작업의 패밀리를 결정한다. M∗가 Mi와 같으면 f

는 ak에 따라 fk로 설정된다(7번째 줄). 그렇지 않으면 Mi에서 발생하는 설정 시간을

최소화하기 위해 f를 선택한다(9번째 줄). 패밀리가 f인 대기 중인 작업 중 가장 빠른

납기를 가진 작업 Jj이 선택된다(11번째 줄). 12번째 줄에서 Jj가 Mi에 할당된 후, Ei

와 Wk가 업데이트된다(13번째 및 14번째 줄). 마지막으로 sk+1, Ak+1 및 rk를 구한다

(16번째 및 17번째 줄).

4.1.5 예시

그림 4.3은 k 에서 k + 1 기간 동안 수립된 스케줄을 보여준다. 여기서 빨강, 초록,

파랑은 각각 패밀리 1, 2, 3을 나타낸다. sk에서 M1과 M2는 각각 J1과 J2를 수행하고

있으며, J3에서 J7까지의 잡이 할당되기를 기다리고 있다. ak는 (2, 1)이므로 셋업 상태

Figure 4.3: 상태 전이로부터 획득한 스케줄의 예시
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가 1인 설비에 패밀리 2인 잡이 할당되어야 한다. 알고리듬 1의 두 번째와 11번째 줄을

따름으로써 J5는 M2에 할당되며, 잡을 작업하기 전에 σ2,1가 발생한다. 한편, 패밀리 1

에 속하는 J3과 J4는 G1이 1인 M1에 연속적으로 할당된다. 기간 종료 시 k, sk+1 및

rk는 상태 전환의 결과로 구해진다. ak+1 = (1, 3)를 실행한 후, M2가 동일한 패밀리의

J6을 계속 작업하는 동안 패밀리 3의 잡 J7이 M1에 할당된다. 요약하면 J3, J4, J5는

ak에 의해 할당되고 ak+1에 따라 J6 및 J7이 할당된다.
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4.2 신경망 학습

4.2.1 심층신경망 구조

Figure 4.4: 제안하는 파라미터 공유 기반 DNN 구조도

주어진상태에대한 Q-값을추정하기위해 [73]에서제안된심층 Q-네트워크(DQN,

Deep Q Network)를 사용했다. DQN은 상태 s를 입력으로 사용하고 Qθ(s, a)라고 하는

가능한 모든 작업에 대해 Q-값을 출력한다. 여기서 θ는 신경망의 파라미터이고 a ∈ A

이다. 그림 4.4는 파라미터 공유에 기반을 둔 완전연결 신경망의 구조(architecture)를

보여준다. 빨강, 초록, 파랑과 갈색은 각기 다른 패밀리를 나타내며, 하늘색은 은닉층과

출력층을 가리킨다. 파라미터 공유 구조는 단일 로트 크기 조정 [59] 및 컴퓨팅 플랫폼

리소스 스케줄링 [106] 문제를 해결하기 위해 채택된 바 있다.

DQN의 입력은 여섯 개의 행렬 Sw, Sp, Sc, Ss, Su 및 Sa를 연결하여 합친 행렬과

같다. 입력의 각 행 벡터는 여러 개의 은닉층으로 구성된 블록(block)에 연결된다. 네

트워크 파라미터 크기를 줄이고 학습 효율을 높이기 위해 각 블록에 대한 파라미터가

동일하도록공유된다.마지막은닉층은 NF 개블록의마지막층의노드값과상태벡터

~Sf를 연결하여 구성된다. 마지막으로, 출력층의 노드 수는 가능한 모든 행동의 개수인
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NF
2와 같다. 음수 Q-값을 나타내기 위한 출력층을 제외하고는 ReLU 함수 [107]를

활성화 함수로 채택하였다.

4.2.2 손실 함수

DQN은 예측값 Qθ(s, a)과 target Q-값 [73]에 의해 계산되는 TD 오차(temporal

difference error)로부터학습된다.주어진 (su, au, ru, su+1)로부터의 TD오차는다음과

같이 공식화된다.

ηu = ru + γ max
a′∈Au+1

Qθ̂(su+1, a
′)−Qθ(su, au) (4.8)

여기서 γ와 θ̂는 각각 할인율(discount factor)과 학습 중인 DQN과 동일한 네트워크

구조를 가진 target DQN의 파라미터를 나타낸다.

트랜지션(transition)은 상태, 행동, 보상 및 다음 상태의 quadruple로 정의한다.

이 때 DQN의 손실 LQ(θ)는 추출(sample)된 트랜지션으로부터 TD 오차를 계산하여

얻어지는 값이며 다음과 같이 정의된다.

LQ(θ) =
1

NTR

NTR∑
u=1

h(ηu) (4.9)

여기서 NTR는 추출된 트랜지션의 개수이다. 또한 h는 다음과 같이 정의된 손실 함수

이다.

h(η) =


1
2η

2 if η ≤ 1
2 ,

1
2(|η| − (12)2) otherwise.

(4.10)

DQN학습의안정성을더욱높이기위해,식 4.10과같이 Huber손실 [108]을평균제곱

오차 대신에 채택했다.
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Algorithm 2 DQN 학습 절차

Input: Scheduling problem

Output: Q-network

1: Initialization : Set network Qθ with random weight θ, target network Qθ̂ with

θ̂ = θ, and replay buffer B to size NB.

2: for e = 1, 2, ... , NE do

3: k ← 0

4: Initialize Fj , dj of NJ jobs, and status of NM machines.

5: Observe sk, and Wk

6: while Wk 6= ∅ do
7: With probability ε select ak randomly from Ak
8: otherwise ak ← arg max

a∈Ak

Q(sk, a)

9: Get sk+1, Ak+1, rk,Wk+1 from Algorithm 1

10: Store transition (sk, ak, rk, sk+1) in B

11: Sample NTR transitions (su, au, ru, su+1) ∈ B
12: Calculate loss L from (4.8)-(4.10)

13: Perform a gradient descent step on L w.r.t. θ

14: k ← k + 1

15: end while

16: Synchronize θ̂ to θ at every NU episodes

17: end for

18: return Q-network

4.2.3 DQN 학습 절차

알고리듬 2는 제안된 DQN의 학습 절차를 설명한다. DQN 학습을 위한 스케줄링

문제가 주어질 때, 대기 중인 잡이 없는 한 스케줄링 프로세스는 계속 반복된다 (세

번째에서 16번째 줄). 이 때 하나의 스케줄링 프로세스의 시작부터 끝까지를 에피소드

(episode)라 명명하며, e는 현재 수행 중인 에피소드의 인덱스를 나타낸다. 스케줄링

프로세스는 e가 NE로 표시된 학습 에피소드 수에 도달할 때까지 계속된다.

에피소드가 시작될 때 k는 0으로 설정되고 NJ 작업과 NM 설비는 초기화된다(세

번째와 네 번째 줄). 다섯 번째 줄에서 에이전트는 처음에 Wk와 함께 sk를 관찰한다.
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각 시점 k에 대해 에이전트는 7번째 및 8번째 줄에 제시된 ε-greedy 정책 [56]으로 부터

ak를 선택한다. 여기서 ε ∈ [0, 1]은 무작위로 행동을 선택할 수 있는 확률이다. 상태

전이가 sk에서 sk+1로 일어난 후 (9번째 줄), 상태, 행동, 보상 및 다음 상태로 구성된

한 개의 트랜지션이 재현 버퍼(replay buffer)에 저장된다 (10번째 줄). 이 때, 재현 버

퍼와 그 크기는 각각 B와 NB로 표시된다. 또한 만약 B에 저장된 트랜지션 수가 NB

를 초과하면 가장 오래된 트랜지션이 제거된다. NTR을 추출하는 트랜지션의 개수로

정의하면, 11번째 줄은 NTR 개의 트랜지션이 DQN을 학습시키기 위해 추출된다는 것

을 나타낸다. 앞서 4.2.2 절에서 설명한 대로 L(θ)로 표시된 TD 손실을 계산함으로써

네트워크 파라미터 θ가 업데이트된다(12번째 및 13번째 줄). 17번째 줄은 타겟 네트워

크 파라미터 θ̂가 θ [73]로 주기적으로 교체된다는 것을 보여준다. 마지막으로, NE번째

에피소드에 도달하며 학습이 완료된 DQN을 획득한다(18번째 줄).

4.2.4 DQN 평가 절차

DQN학습을마친후,평가절차(test procedure)를수행하여,학습문제로부터생산

요구량과 납기가 변화한 평가 스케줄링 문제를 풀이한다. 평가 절차 중에는 알고리듬

2의 8번째 줄의 무작위 탐색 과정은 더 이상 실행되지 않는다. DQN을 학습하는 데

필요한 10-13 및 16번째 줄을 제외한 나머지 절차는 알고리듬 2와 동일하다.

그림 4.5는 학습 및 평가 절차를 포함한 제안 기법의 전체 흐름도를 나타낸다. DQN

학습시에는스케줄횟수가 NE에도달할때까지절차가반복된다.학습된 DQN과평가

문제가 주어졌을 때 제안 기법은 알고리듬 1과 2를 반복하여, 스케줄링 문제 수만큼의

스케줄을 얻을 수 있다. 평가 시엔 하나의 스케줄링 문제를 거의 즉각적인 시간 안에 여

러 번 풀이할 수 있다. 따라서 예측할 수 없는 가변성에 대비하기 위해 복수 개의 DQN

을 저장한 후, 이 중에서 가장 성능이 좋은 스케줄을 적용하는 방식을 취할 수 있다.
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4.3 스케줄링 문제에서의 자기지도

본 장에서는 먼저 기존의 자기지도 기반 DRL 연구에서 공통적으로 활용되는 내재

적 보상을 소개한다. 이에 더하여, 스케줄링 문제에 특화된 자기지도를 제안한다. 이 후

[98]의 보조 손실(auxiliary loss)을 참고하여 자기지도 손실 함수를 제시한다.

4.3.1 내재적 보상 설계

내재적 보상에는 강화학습의 환경 모델에 대한 추론, 이미지로 표현된 상태를 대

상으로 한 선행 연구들에서 다음 상태값 [101]이나 현재 프레임과의 차이점에 관련한

정보[98]가 공통적으로 활용되었다. 첫째로 다음 상태값을 자기지도로 활용하였다. 제

안한 FBS를입력으로다음상태에대한추론을수행하기위한모형으로는신경망기반

auto-encoder를 채택하였다.

두 번째 내재적 보상은 다음 보상값에 대한 예측으로, 모델 기반 강화학습에서 보상

추론모델을학습하는것과동일하게설정하였다.기존연구 [98, 94]는보상값을그대로

활용하는대신에클래스로구분한후분류과제로자기지도를수행하였다.그러나본연

구에서는 직접적으로 보상값을 정확하게 추론하는 것을 목표로 하였다. 이는 할인율이

0으로 설정한 강화학습을 동시에 수행하는 걸로도 해석가능하다.

세 번째로 여러 연구들에서 활용된 GVF [102, 95]에서 영감을 얻어 현재 상태의 가

치값을자기지도로설계하였다. DQN학습시에입력값 sk에대하여, sk+1, rk, V (sk)이

타겟값으로 활용함으로써, 내재적 보상이 자기지도로 역할 한다. sk+1, rk는 트랜지션

에 포함되어 별도의 계산 없이 자기지도로 활용할 수 있다. 반면, V (sk)는 에피소드가

종료될 때마다 저장된 트랜지션을 통해 다음 수식과 같이 계산한다.
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V (sk) =


rk sk+1 is terminal.

rk + γV (sk+1) otherwise.

(4.11)

4.3.2 셋업 스케줄링을 위한 선호도 점수 설계

일반적으로, 자기지도는 도메인 지식에 의해 설계된 예측 과업으로 표현 학습 과정

을촉진하고정규화하는것을목표로한다 [102].납기제약이있는스케줄링문제에서는

앞으로 남은 생산 요구량에 대한 파악이 중요하다. 따라서 규칙 기반 휴리스틱 연구들

[109, 51] 은 적절한 셋업 계획 및 잡 할당을 목적으로 우선순위 지수를 제안하였다.

보조 손실로 활용하기 위해, 패밀리 별 셋업 변경이 필요한 정도와 연관된 선호도

점수를 설계한다. 구체적으로 Π(f, k)로 표시된 sk에서 패밀리 f의 선호 벡터는 다음과

같이 정의되는 세 가지 선호 점수 Π1, Π2, Π3로 구성된다.

Π1(f, k) =

−
NM∑
i=1

σf,Gi
/NM

s̄
(4.12)

Π2(f, k) =

−max( min
Jj∈Wk,Fj=f

dj −
NM∑
i=1

pi,f/NM − kT, 0)

p̄
(4.13)

Π3(f, k) =

∑
j∈Wk

I(Fj = f)

NM∑
i=1

I(Gi) = f)

(4.14)

여기서 σ̄와 p̄는 각각 평균 셋업 및 작업 시간이다. Π1와 Π2는 각각 BATCS [33]에서

제안된셋업시간과슬랙시간항을가리킨다.단, BATCS에서배치단위로셋업시간과

작업 시간을 대입하는 대신에, 제안 기법에서는 패밀리 단위로 전체 설비에 대한 셋업

시간과 작업 시간의 기대값을 산출하도록 변경하였다. Π3은 설비용량 지수(machine
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capacity index)를 나타내며, Fj = f인 대기 중 잡의 수를 셋업 상태가 f인 설비 수로

나누어 계산한다.

수식 4.12와 4.13을 설계한 이유는 본 논문에서 다루는 주요 제약인 셋업과 납기를

반영하기 위함이다. 특히 패밀리 셋업이 있는 문제에서 효과가 입증되었으며, 상태 관

찰과 함께 쉽게 계산할 수 있다는 장점을 가져 채택하였다. 수식 4.14는 각 패밀리의

우선순위로 해석가능하다. 설비용량 지수가 높으면 해당 패밀리로의 셋업 변경이 필요

한 정도가 높다는 의미고, 지수가 낮으면 해당 패밀리로 더 이상 셋업할 필요가 없음을

의미한다.
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4.4 자기지도 기반 DQN 학습

4.4.1 자기지도 손실 함수

소개한 타겟값 Π(f, k), rk, sk+1, V (sk) 각각에 대해 다음 수식과 같이 네 가지

자기지도 손실값이 계산된다.

L(θ) =



1
NTR

∑NTR
u=1

∑NF
f=1 |Π(f, u)−Πθ(f, u)|

1
NTR

∑NTR
u=1 |ru − rθ(u)|

1
NTR

∑NTR
u=1 |su+1 − sθ(u)|

1
NTR

∑NTR
u=1

ν
2 (V (sk)− Vθ(u))2

(4.15)

여기서 Πθ, rθ, sθ, Vθ 각각은 네트워크가 θ로 예측한 선호 벡터, 보상, 다음 상태, 상태

가치 값을 가리킨다. 자기지도 손실을 LSS(θ)로 표기하며, 수식 4.15에 나열된 손실의

합으로 정의된다. [98]의 보조 손실 함수에 채택된 대로 상태 가치값에 대해서는 L2-손

실이 활용된 반면, 나머지 세 가지 자기지도에 대해서는 L1-손실이 활용되었다. 따라서

V (sk)에 대한 손실에만 별도로 ν의 비중을 곱하였고, 나머지 자기지도 성분은 동일한

비중으로 합산하였다.

최종적으로, 자기지도를 동반한 학습에 활용되는 손실 함수 L(θ)는 두 손실 함수

LQ(θ)와 LSS(θ)의 가중 합으로 정의된다.

L(θ) = w · LQ(θ) + (1− w) · LSS(θ) (0 < w ≤ 1) (4.16)

여기서 w는 LSS에 대한 LQ의 가중치를 나타낸다. w = 0일 경우 작업이 랜덤하게

실행되기 때문에 w가 0보다 크다는 점에 유의하라.
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4.4.2 학습 절차

상태 가치함수 V (sk)에 대한 타겟값은 한 에피소드가 종료된 후에역산하는 방식으

로만알아낼수가있다.따라서재현버퍼를거치지않고최근의경험에서학습데이터를

추출하도록 하였다. 이는 재현 버퍼에서 off-policy 방식으로 NTR 개의 트랜지션을 무

작위 추출하는 것에 반해, 최근 에피소드에서 생성된 가변적인 개수의 트랜지션 만을

활용하는 on-policy 방식으로 이해할 수 있다.

Algorithm 3 자기지도 기반 심층강화학습의 학습 절차

Input: Scheduling problem
Output: Q-network
1: Initialization : Set network Qθ with random weight θ, target network Qθ̂ with

θ̂ = θ, and replay buffer B to size NB.
2: for e = 1, 2, ... , NE do
3: k ← 0
4: Initialize Fj , dj of NJ jobs, and status of NM machines.
5: Observe sk, and Wk

6: while Wk 6= ∅ do
7: With probability ε select ak randomly from Ak
8: otherwise ak ← arg max

a∈Ak

Q(sk, a)

9: Get sk+1, Ak+1, rk,Wk+1 from Algorithm 1
10: Store transition (sk, ak, rk, sk+1) in B
11: Sample NTR transitions (su, au, ru, su+1) ∈ B
12: if sk+1 is terminal then
13: Sample transitions of the current episode e
14: Get self-supervision V (su) from (4.11)
15: end if
16: Calculate self-supervision Π(·, u) from (4.12)-(4.14)
17: Calculate loss LQ from (4.8)-(4.10)
18: Calculate loss L from (4.15)-(4.16)
19: Perform a gradient descent step on L w.r.t. θ
20: k ← k + 1
21: end while
22: Synchronize θ̂ to θ at every NU episodes
23: end for
24: return Q-network

50



알고리듬 3은 자기지도가 포함된 손실 함수로 DQN을 학습하는 절차를 보여주고

있다. 우선 첫 번째 줄에서 11번째 줄, 19번째 줄에서 마지막 줄까지는 4.2.3 절의 알

고리듬 2와 동일한 절차이다. 그러나 17번째 줄로 간단하였던 손실 L(θ)을 계산하는

과정이 세분화되어 제시되어 있다(12–18번째 줄). 구체적으로 12번째 줄부터 15번째

줄까지는 sk+1이최종상태인경우에한하여상태가치에관련된자기지도를구한다.그

다음에는 패밀리 별 셋업 선호도 Π를 계산하고(16번째 줄), 벨만 손실을 계산한다(17

번째 줄). 이어서 18번째 줄에서 자기지도를 포함한 손실 함수를 획득한다. 마지막으로

그림 4.6은 네 가지 종류의 자기지도를 함께 표현한 DQN 구조를 나타낸다.
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제 5 장 자기지도 기반 심층강화학습을 이용한 잡샵
스케줄링

5.1 스케줄링 프레임워크

제 4장의 제안 기법을 잡샵 스케줄링 문제에 적용하기 위해서, 공정의 수가 여러

개일 때에도 DQN을 학습하는 프레임워크를 고안한다. 먼저 스케줄러로써 DQN이 의

사결정하는 범위를 제한하기 위한 병목 공정을 정의하고, 나머지 스케줄링 의사결정을

수행하는 디스패치 규칙을 소개한다. 다음으로 학습 데이터를 생성하고 제조 시스템을

모사하기위한시뮬레이터를설명한다.마지막으로 DQN기반스케줄러의학습절차를

제시한다.

5.1.1 병목 공정 정의

Yepes 등 [110]에 따르면 대부분의 multi-stage 제조 시스템 내에 병목 공정이 존재

하며,해당공정을병렬설비스케줄링문제로풀이할수있다.위사실에착안하여,병목

공정에 대해서만 DQN을 이용하여 스케줄링 함으로써 제안 기법을 적용할 수 있다.

그림 5.1과 5.2는 반도체 패키징 라인에서 각각 DA와 WB가 병목 공정인 예시 스

케줄을 보여주고 있다. 현장에서는 DA 공정과 WB 공정 설비 수의 비율에 따라 병목

공정은 달라질 수 있다. 대상 문제의 목적함수가 투입 목표량 최대화임을 감안할 때,

투입이 이루어지는 DA 공정이 스케줄의 성능을 좌지우지하는 핵심 공정으로 볼 수

있다. 만약 그림 5.2와 같이 WB 공정이 병목인 경우에는, DA 공정의 스케줄링 의사결

정과 상관없이 투입량이 결정될 수 있다. 따라서 본 장에서는 DA 공정이 병목이라는

합리적인 가정 하에서, DA 공정에서의 셋업 스케줄을 수립하는 제안 기법을 소개한다.
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Figure 5.1: DA 공정이 병목인 스케줄 예시

Figure 5.2: WB 공정이 병목인 스케줄 예시

5.1.2 디스패치 규칙

각 공정 단계에서 디스패치 규칙의 역할은, 스케줄러가 결정한 셋업 계획에 상응하

는 잡을 설비에 할당하는 것이다. 이를 위하여 특정 패밀리의 여러 잡들 중에서 하나를

선택하기 위한 휴리스틱 규칙이 필요로 한다. 먼저 투입 공정인 DA 공정 휴리스틱에서

는 DA 설비에 할당할 수 있는 잡들을 후보로 선정한다. 후보 잡은 카세트 스토커 또는

매거진 스토커에 위치하거나, WB 설비에서 작업 중일 수도 있다. 만약 WB 설비에서

작업 중인 후보 잡이 선택되는 경우, 매거진 스토커에 도달하고 DA 설비로 이동하

기까지의 시간 동안 의도적인 유휴(intentional delay)가 발생할 수 있다. 본 장에서

54



다루는 스케줄링 문제의 목적함수는 투입량의 최대화이므로, 남은 차수가가장 큰 잡을

선택하도록 하는 MOR (most operation remaining) 휴리스틱을 적용하였다.

비병목공정인 WB 공정의 목표는 막힘없이 DA 공정으로의 재진입을 유도하는 것

으로, TAT(total around time)를 최소화할 수 있어야 한다. 따라서 설비가 빌 때마다

가용한 잡들 중에서 셋업 시간과 대기시간을 최소화하는 잡을 선택하도록 구현하였다.

이 때 가용한 잡에는 매거진 스토커에 있는 잡 뿐만 아니라, DA 설비에서 작업 중인

잡까지를 포함함으로써 불필요한 셋업을 방지하고자 하였다. 즉, 미래의 특정 시점 안

에 WB 스토커에 진입하게 될 잡 또한 목록에 포함시켰다. 먼저 SST 휴리스틱을 통해

셋업 시간을 최소화하는 잡의 목록을 추려낸 후, 셋업 시간이 동일한 잡 사이에서는

LOR (least operation remaining) 휴리스틱을 적용하였다.

제안한 스케줄링 프레임워크에서, 디스패치 규칙으로 활용하는 휴리스틱의 성능이

최종 스케줄 성능에 중요한 역할을 한다. 만약 동일한 DQN이 DA 공정의 스케줄러로

주어진다면, 디스패치 규칙과 무관하게 동일한 셋업 계획이 생성된다. 그러나 잡을 할

당하는 데에 있어서 일반적인 MOR 휴리스틱을 사용하는지, DA 공정에 맞게 개량한

휴리스틱 규칙을 활용하는지가 투입량에 직접적인 영향을 미칠 수 있다. 예를 들어,

일반적인 MOR로는 매거진 스토커에 위치한 잡을 선택하는 상황에서 제안한 DA 휴

리스틱 규칙은 카세트 스토커의 잡을 투입할 수 있다. 또는, 제안 규칙은 MOR과 달리

의도적인 유휴를 발생시키면서 아직 매거진 스토커에 위치하지 않은 잡을 할당할 수

있어 성능이 개선될 수 있다.

5.1.3 이산 사건 시뮬레이터

사건(event)이란시뮬레이터에변화를일으키는순간적인발생으로정의된다 [111].

예를들어,대기중인잡의작업시작과같은사건은잡또는설비상태의변화를수반한

다. 뿐만 아니라 완료된 잡의 개수를 집계하는 등 시뮬레이터의 내적 변화를 일으키는
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사건도 포함된다.

본 연구에서는 사건을 순차적으로 처리하기 위하여 이산 사건 시뮬레이터(discrete

event simulator)를 구현하였다. 새로운 에피소드가 시작할때마다 시뮬레이터가 초기

화되고, 시뮬레이션 시점 0부터 시간 순서대로 사건을 처리해나간다. 구체적으로는

에이전트에서 시뮬레이터를 호출하는 구조 [112]를 차용하여 step 함수를 구현하였고,

step 함수 내에서 시뮬레이션을 구동한다. 이를 통해 시뮬레이션 속도를 빠르게 하고,

타 방법론과의 비교를 수월하도록 하였다.

5.1.4 스케줄러 학습

그림 5.3은 제 5장에서 스케줄러를 학습하는 과정을 도식화하고 있다. DRL 에이전

트는 제조 시스템으로부터 상태 벡터를 입력받아 행동 벡터를 출력하는 역할을 담당한

다. 환경의 역할을 하는 제조 시스템은 디스패처와 시뮬레이터로 구성되며, 에이전트가

결정한 행동 벡터에 따른 결과인 보상과 다음 상태를 반환한다.

에이전트는 시뮬레이터에서 제공받은 현 시점의 상태 벡터를 DQN에 입력하여,

행동 벡터를 출력한다. 그 다음으로 행동 벡터가 셋업 계획의 형태로 디스패처에게

전달된다. 디스패처는 시뮬레이터와 연속적으로 상호작용하며 DA 및 WB 공정 휴리

스틱에 기반을 둔 의사결정을 반환한다. 매 의사결정마다 시뮬레이터는 상태 전이가

발생하는지의 여부를 평가한 후, 상태 전이가 발생할 때까지 디스패처의 의사결정 결

과에 따라 시뮬레이션을 진행한다. 상태 전이가 발생하면 시뮬레이터는 상태 및 보상

생성자를 통해 보상과 다음 상태를 계산하고, 결과적으로 (상태, 행동, 보상, 다음 상태)

의 쌍이 재현 버퍼에 저장된다. 마지막으로 학습 알고리듬은 정해진 주기마다 DQN의

그라디언트를 업데이트하고, 타겟 네트워크를 동기화한다. 위에 서술한 일련의 과정이

반복되며 DQN 학습이 이루어진다. 이는 알고리듬 1로 간소화된 상태 전이가 디스패처

와 시뮬레이터의 상호작용으로 보다 복잡해졌다는 차이를 제외하고는, 4.2.3 절의 학습
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절차와 동일하다.

5.2 투입 정책과 자기지도

잡샵 스케줄링 문제를 위한 자기지도를 제안하기 앞서, DA 공정에 특화된 투입 정

책을 소개한다. 투입 정책은 현재 시점의 설비 셋업 상태와 남은 투입량에 기반을 두어,

셋업변경을수행할설비의셋업상태 fR과셋업변경이필요한잡의패밀리 fJ를찾는

규칙으로정의할수있다.먼저 NDA와 NWB는각각 DA공정을수행할수있는설비의

수와 WB 공정을 수행할 수 있는 설비의 수를 의미한다. 즉, NM = NDA + NWB 이

다. 투입 정책은 다음과 같이 정의되는 패밀리 별 우선순위 지수 Π(f)를 계산함으로써

동작한다.

Π(f) =
In(f)− INTf∑NDA
i=1 I(Gi = f)

(5.1)

여기서 INTf는현재시점에서패밀리 f인잡이충족시킨투입량을지시하며,수식 3.12

에서 잡 인덱스 j를 Fj = f로 한정시켜 계산한 값이다. 따라서 수식 5.1의 분자는 투

입 요구량에서 현재까지의 투입량을 뺀 값이고, 분모는 셋업 상태가 f인 설비의 수를

의미한다. 그리고 fR과 fJ는 다음과 같이 얻어진다.

fR, fJ = arg min
f

Π(f), arg max
f

Π(f) (5.2)

따라서 Π(f)가 가장 낮은 패밀리에서 가장 높은 패밀리로 투입 대상을 변경하는 정책

으로 이해할 수 있다.

본 논문의 잡샵 스케줄링 문제에서 자기지도로 앞서 정의한 Π(f)를 활용하였다.

이러한 자기지도는 4.4.1 절의 설비용량지수 Π3이 3.2 절의 투입량 목적함수에 맞게

변경된 결과로, 대상 문제에 적합한 사전 지식으로 볼 수 있다.
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5.3 MDP 모형 수정

앞장의스케줄링프레임워크에맞게 DRL기반기법을적용하기위해서는,잡샵스

케줄링문제에알맞은상태,행동,보상에대한정의가필요하다.행동정의방식에따라

DQN이 출력한 행동 벡터가 셋업 계획의 형태로 디스패처에게 전달된다. 그리고 상태

및 보상 정의에 맞게 시뮬레이터가 벡터를 생성한다. 4.1 절과 동일하게 sk로부터 sk+1

까지의 시간 간격을 기간 k라 정의하고, 각 기간에서 머무는 시간이 T로 일정하다고

모델링하였다.

5.3.1 행동 정의

투입 정책을 활용하지 않아도 ak를 (fR, fJ)의 쌍으로 정의될 수 있다. 이는 4.1.1

절과 마찬가지로 기간 k 동안에 패밀리 fJ의 어떤 잡이 셋업 상태가 fR인 한 설비에

배치될 것이란 의미를 지닌다. 여기에 더하여, 투입 정책에 기반을 둔 두 가지 방식의

행동 정의를 제안한다. 첫 번째로 binary 행동 정의 방식에서 ak는 기간 k에서 셋업을

수행할 지, 하지 않을 지만을 결정한다. 그리고 셋업 계획은 투입 정책에 따라 fR과

fJ를 얻어냄으로써 디스패처에게 전달한다. 두 번째로 family 행동 정의 방식에서 ak

는 fJ만을 결정하고, fR은 투입 정책에 의해 결정된다. 투입 정책 기반 행동 정의는

행동의차원을줄여네트워크의크기를줄이는장점이있으며,특히 binary행동정의는

패밀리 수가 변화해도 재학습이 필요 없다.

5.3.2 상태 표현

4.1.2 절의 상태 표현 기법에 기반을 두어 패키징 라인의 DA 공정에 맞는 상태

벡터를 설계하였다. 주요한 차이점을 정리하면 다음과 같다.

• 이차원행렬과파라미터공유구조를그대로사용하지않고,일차원으로이어붙힌
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상태 벡터 FBS-1D를 활용하였다.

• Sw: 납기 dj 대신에 본 문제에서 주어진 투입납기 d̃j를 기준으로 생성한다. Sw와

동일한 방식으로 2Hw ·NF 차원 벡터로 정의된다.

• Sp, Ss: 앞 장과 동일한 방식으로 각각 Hp ·NF , NF ·NF 차원 벡터로 정의된다.

• Sc, Su는 활용하지 않는다.

• Sa, ~Sinv: 동일한 방식으로 2NF + 3 차원의 벡터를 생성한다.

Stocker

Stocker 진입 이전

진입 시점이 0~𝑇 만큼 남은 잡 카운트

…

𝐻𝑟𝑇 (𝐻𝑟 − 1)𝑇 𝑇
DA 공정

Figure 5.4: 준비 중인 잡 상태 Sr

• Sr: 추가적으로 패키징 라인에서 재진입 되는 잡을 표현하기 위하여, 준비 중인

잡 상태 벡터 Sr을 정의한다. 그림 5.4는 준비 중인 잡의 개수를 셈하는 방식을 묘

사하고 있다. 예시 그림에서 T는 기간 간격이자 관찰 간격을 의미한다. 실제로는

관찰 간격 Tr에 맞게, 스토커로의 진입시점이 [0, Tr]에서 [(Hr − 1)T,HrTr] 구간

사이에 속한 잡들을 잡 패밀리 별로 셈하여 Hr 차원의 벡터에 표현한다. 이러한

벡터가 총 NF개 있으므로, 결과적으로 Sr의 차원은 Hr ·NF가 된다.

상태의차원총합은 NF ×(2Hw+Hp+Hr+NF +2)+3으로차원성이생산요구량

및 납기와 설비 대수에 독립적이다.
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5.3.3 보상 정의

rk는기간 k에서투입된잡의개수를셈하여부여된다.단,이미투입요구량을모두

달성한 후에 투입이 이루어진 경우에는 개수를 셈하지 않는다. INT가 아닌 WINT

를 목적함수로 하는 경우에는 투입된 잡의 개수가 아닌 가중치 wf를 곱한 가중투입량

값을 보상으로 부여한다.

61



제 6 장 실험 및 결과

6.1 병렬설비 스케줄링 문제

먼저 첫 번째 연구 목적으로 생산 요구량과 납기에 가변성이 있는 병렬설비 스케

줄링 문제에서 제안 기법의 유효성을 검증하기 위해, 제 4장에서 자기지도를 포함하지

않은 제안 기법으로 실험을 수행하였다.

6.1.1 데이터셋

현실에서 찾아볼 수 있는 병렬설비 스케줄링 문제를 대상으로 성능을 검증하기 위

하여, 본 연구에서는 한국의 잉곳형성(ingot growing) 공정을 모사한 8가지 데이터셋을

준비하였다. 표 6.1은 각 데이터셋의 스케줄링 문제에 대해 NM , NJ , NF 및 τ로 표시

된 납기 tightness를 제시한다. τ를 제외하고, 데이터셋 1과 3은 각각 데이터셋 2와 4와

동일하다. 또한 데이터셋 5-8의 NM과 NJ는 각각 데이터셋 1-4의 NM보다 2.5배 크다.

각데이터셋은 330개의서로다른스케줄링문제로구성된다.이중 300개의문제는

제안된 DQN을 학습시키기 위해 활용되며, 나머지 문제들은 학습된 DQN을 검증하는

성능 평가 과정에서 활용된다. 그림 6.1은 각 패밀리에 대한 생산 요구량의 분포를 보여

주며, 패밀리 중에서 P (f)가 가장 큰 값과 작은 값 사이의 격차가 크다는 특징이 있다.

전체 데이터셋에서, 변동 범위가 가장 적은 패밀리도 최소 37% 이상 생산 요구량에

변동을 주었다. 스케줄링 문제마다 NJ 개 작업의 납기 dj는 L(0.5 − τ)와 L(1.5 − τ)

사이에균일하게분포되도록설정되었다.여기서 L은여러연구 [32, 11, 15]에서채택된

최대완료시간의 예상 값을 의미한다. 실제 시나리오를 시뮬레이션하기 위해, 스케줄링

시작 시점에서 모든 설비에 한 개씩의 잡이 할당되었고 남은 처리 시간은 균일 분포를
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Table 6.1: 데이터셋 특징

번호 NM NJ NF τ

1 20 420 10 0.4

2 20 420 10 0.5

3 20 420 7 0.4

4 20 420 7 0.5

5 50 1050 10 0.4

6 50 1050 10 0.5

7 50 1050 7 0.4

8 50 1050 7 0.5

Dataset 1, 2 Dataset 3, 4 Dataset 5, 6 Dataset 7, 8
0

100

200

300

400

500

P
(f

)

Figure 6.1: 8가지 데이터셋에서의 생산 요구량의 변동 범위

따르도록 생성하였다.
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6.1.2 실험 세팅

실험에는 126GB 메모리를 가진 Xeon E5 2.2 GHz PC가 사용되었다. DRL 기반

기법을 도입할 때, 적절한 하이퍼파라미터 값을 선택하는 것이 DNN 성능에 중요한 역

할을 한다.하지만 하이퍼파라미터의 검색 공간이 넓어서 최적 값을 결정하기가 어려운

까닭에, 무작위 탐색(random search) [113]을 통해 최고 성능을 달성한 값을 찾아내

었다.

그라디언트 하강법 단계(gradient descent step)를 수행하는 데에는 학습률이 2.5×

10−3로 설정된 RMSProp 옵티마이저(optimizer) [114]를 채택했다. ε-greedy 정책에서

ε의 초기 값은 0.2로 설정된다. 이 후 e가 0.9×NE에 도달할 때까지 선형적으로 감소하

여값이 0이된다.또한 NB, NU , NTR 및 γ는각각 105, 50, 64및 1로설정된다.제안된

DQN은 생산 요구량, 설비 수 및 납기가 학습 문제와 다른 새로운 스케줄링 문제를

풀 수 있지만, 보통 실제 제조 시스템에서 발생할 수 있는 극단적인 변화에 대처하기

위해 24시간마다 재교육한다. 이를 달성하기 위하여, 데이터셋 1–4에서는 NE = 105,

데이터셋 5–8에서는 NE = 1.5 × 104으로 각각 설정하였다. 각 공유 블록은 첫 번째,

두 번째, 세 번째 계층의 노드 수가 각각 64, 32, 16인 3개의 은닉층으로 구성된다. 각

데이터셋에 대해, e가 각각 0.91 × NE , 0.92 × NE , ..., 0.99 × NE 및 NE와 같을 때

학습된 DQN이 저장된 후, 성능 비교에 사용되었다.

그림 6.2(a)–(c)는각각 Hw, Hp, Hc를변경하였을때의데이터셋 1의평균지연시간

(mean tardiness)을 보여준다. 여기서 평균 지연시간은 TT를 NJ로 나누어 계산한 값

이다. Hw와 Hp 값은 각각 수식 4.2와 4.3에 설명된 범위 안에서 선택하였다. 또한 4.1.2

절에 설명된 정의를 기반으로 Hc의 경우 1–20의 범위에서 무작위 탐색을 수행하였다.

그림 6.2에서 TT는 각각 Hw, Hp, Hc가 6, 5, 4에 도달할 때까지 점차 감소하는 경

향이 있다. 구체적으로, Hw = 0, Hp = 0, Hc = 1의 결과와 비교하여 TT는 각각 38%,
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Figure 6.2: Hw, Hp, Hc의 변화에 따른 데이터셋 1에서의 평균 지연시간 결과

10%, 10% 감소하였다. 위의 관찰에 따르면, 제안된 상태 설계는 지연시간을 최소화하

는 데 효과적인 것으로 보인다. 반면에, 최대한으로 감소한 이후로는 더 이상의 개선이

관찰되지 않았다.이는 세부 정보가 제공되었음에도 불구하고 상태 차원의 증가에 따른

학습 복잡성 증가에 기인하는 걸로 보인다. 특히, 납기가 현재 시점과 먼 대기 잡은

에이전트 학습을 위해 구분할 필요가 없음으로 파악된다. 그림 6.2(b), (c)에서와 같이,
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Hp 및 Hc를 변화시킴으로써 달성한 성능 향상은 다양한 Hw의 변화에 비해 상대적으

로 유의성이 적었다. 대부분의 기간에서 대기 중인 잡이 작업 중인 잡보다 많으므로

Sw에 Sp 및 Sc보다 많은 관측치가 포함되어 이러한 차이가 발생하였다고 추정된다.

결과적으로, 이후 모든 실험은 Hw, Hp, Hc의 최적 값인 각각 6, 5, 4로 수행하였다.
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Figure 6.3: 기간 간격에 따른 데이터셋 1, 5에서의 스케줄링 성능 비교

다음으로는 상태 전이가 이루어지는 시간 간격인 하이퍼파라미터 T를 결정하기

위해 grid search 실험을 수행하였다. 제안 기법은 매 기간마다 한 번 셋업 의사결정을

수행할 수 있으므로, 설비의 수가 늘어날수록 이웃한 셋업 간의 시간 간격이 더 짧아

질 필요가 있다. 따라서 데이터셋 1과 5를 대표로 선정하여, 스케줄링 문제 규모별로

적절한 T를 찾았다.

그림 6.3은 데이터셋 1과 5에서 평균 지연시간 결과(시간)를 나타낸다. 가로축은
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평균 작업 시간 p̄에 대비한 T의 비율을 나타낸다. 두 데이터셋에서 모두 T가 가장 짧은

1
4 p̄일때에 TT가가장길었다.이는의사결정의횟수가늘어나는만큼해공간의크기가

넓어져 좋은 스케줄을 탐색하기가 어렵기 때문으로 추정된다. 반면 T가 길어짐에 따라

성능은 점점 개선되어 데이터셋 1에서는 비율이 1
2일 때, 데이터셋 5에서는 비율이 3

4

일 때 TT는 최적 값을 기록하였다. 이후 T가 5
4 p̄로 계속 증가함에 따라 성능 하락이

관찰되었다. 이는 가능한 셋업의 수가 지나치게 제한됨에 따라 해 공간에 좋은 스케줄

이 사라지기 때문으로 보인다. 따라서 데이터셋 1–4에서는 T = 3
4 p̄으로, 데이터셋 5–8

에서는 T = 1
2 p̄로 설정하여 이후 실험을 진행하였다.

6.1.3 지연시간 총합 성능 비교

제안기법의유효성을검증하기위해두가지 RL기반기법인 two-phase DQN기법

(TPDQN) [58]과선형기저함수를활용한 QL기법(LBF-Q) [62]과함께메타휴리스틱

IG 기법 [15]과 성능을 비교하였다. LBF-Q 및 TPDQN의 경우 6.1.2 절에 설명된 대로

10개의 모델을 저장한 후 그들 중 가장 좋은 성능을 비교하였다. 나머지 하이퍼파라미

터는 각각 [58] 및 [62]의 하이퍼파라미터와 동일하다. IG를 시뮬레이션할 때에, 초기

해와 매개 변수는 [15]와 동일하게 설정하였다. 즉 잡을 납기 순으로 정렬한 후, 설비가

빌 때마다 잡의 지연시간 증가량이 최소화되는 잡을 할당하여 설비 별 잡의 시퀀스로

초기 해를 생성하였다. 이후 한 번의 회차(iteration)에서 근접 탐색을 수행하는 횟수

kmax와 이웃한 해의 가짓수와 변경할 잡의 비율 매개 변수 α는 각각 500, 6, 0.15로

동일하게 활용하였다. 그러나 종료 조건은 스케줄링이 현장의 제조시스템에서 보통 매

시간 단위로 수행되는 관계로 [17], 구동 1시간 후에 종료되도록 설정하였다.

추가로 제안 기법을 네 가지 규칙 기반 기법, 즉 BATCS [33], shortest setup with

earliest due date (SSTEDD), least slack remaining (LSR) [16], COVERT [109]과

비교했다. LSR과 COVERT는 납기 관련 목적함수를 최적화하는 데에 널리 채택되는
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반면 BATCS는패밀리셋업이있는스케줄링문제를풀때효과적이다. SSTEDD는먼

저 설정 시간이 가장 짧은 작업을 선택하고 그들 중 납기가 가장 빠른 작업을 결정하는

기법으로 고안되었다.

표 6.2는 각 방법론들의 평균 지연시간 결과(시간)를 제시하고 있다. 데이터셋 별

로 가장 퍼포먼스가 좋은 방법론은 굵은 글씨로 표기하였다. 규칙 기반 기법 중에서는

SSTEDD가 모든 데이터셋에서 타 기법들을 능가하였다. 한편 LSR과 COVERT는 다

른 규칙 기반 기법들과 대비하여 최상의 경우 3.2배, 최악의 경우 11.3배 더 긴 TT를

산출했다. 따라서 고려된 스케줄링 문제에서 지연시간 최소화를 위해서는 순서 의존적

패밀리 셋업을 다루는 게 특히 중요하다고 해석할 수 있다. 반면 LBF-Q 및 TPDQN

은 모든 데이터셋에 대해 SSTEDD보다도 TT가 긴 것이 관찰되었다. 이는 두 가지 RL

기법의상태및행동표현과정에서패밀리셋업을수용하지못했기때문일수있다. IG

의성능은모든데이터셋에서규칙기반및다른 RL기반기법의성능보다우수했지만,

IG가달성한 TT는제안기법의성능보다 13% – 55%더길었다.이러한결과를바탕으

로 제안 기법은 학습 때와 생산 요구량 및 납기가 변화해도 스케줄링 문제를 풀이하는

데 효과적인 것으로 보인다.

제안 기법의 우수성은 IG를 비롯한 메타휴리스틱 기법과 마찬가지로 배치형성을

유도함으로써 패밀리 셋업을 반영한 덕분으로 보인다. 주기적인 셋업으로 행동을 설

계하고, 그에 상응하는 상태 전이 과정을 통해 학습 과정에서 탐색되는 스케줄을 셋업

횟수가 적도록 제한하였다. 또한 기간 간격을 일정하게 함으로써 시간적으로 이웃한

두 상태의 연관성을 파악하기 용이했을 수 있다. 추가적인 장점으로, [52]의 동시 셋업

작업자 수와 같은 현실적인 제약을 지키는 데에도 유리할 것으로 예상된다.

표 6.3은 제안 기법, TPDQN, LBF-Q, IG 및 SSTEDD에 의해 소요된 평균 연산

시간을 제시한다. 규칙 기반 기법 중에는 평균 연산 시간이 가장 짧은 SSTEDD의 결과
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Table 6.3: SSTEDD, IG, LBF-Q, TPDQN 및 제안 기법의 연산 시간 결과(초)

번호 SSTEDD IG LBF-Q TPDQN Ours

1 0.366 3600 12.428 37.845 4.331

2 0.370 3600 12.930 40.360 4.450

3 0.369 3600 12.270 30.870 3.260

4 0.354 3600 13.010 32.160 3.420

5 2.238 3600 65.417 238.633 17.603

6 2.347 3600 73.210 248.780 15.640

7 2.189 3600 70.000 198.620 14.570

8 2.069 3600 73.020 194.020 13.780

만 제시하였다. 모든 데이터셋에서 제안 기법보다 LBF-Q 및 TPDQN의 연산 시간이

더 오래 소요되었다. 이는 스케줄 수립을 위한 Q-값 계산 횟수가 제안 기법에서는 총

기간의수이고, LBF-Q및 TPDQN에서는총잡의수 NJ이기때문이다.또한데이터셋

1–4에 대한 데이터셋 5–8의 평균 연산 시간 비율은 LBF-Q의 경우 5.56, TPDQN의

경우 6.23, 제안 기법의 경우 3.98이었다. 위의 관찰은 제안 기법의 DQN 파라미터의

수가 LBF-Q 및 TPDQN와는 다르게 NM과 NJ에 독립적이기 때문이라고 할 수 있다.

가장 빠른 규칙 기반 기법과 비교하여 제안 기법의 연산 시간은 데이터셋 1–4의

경우 8.8배에서 12배, 데이터셋 5–8의 경우 6.7배에서 7.9배 증가했다. 그럼에도 불구하

고, 제안 기법은 모든 데이터셋에 대해 20초 미만의 시간 만에 스케줄을 수립한 결과를

보였다.이는제안기법이병렬설비가있는실제제조시스템에서연산시간측면에서의

적용 가능성을 시사한다.
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작업 시간과 셋업 시간이 모두 확률적(stochastic)으로 결정되는 상황에서 제안 기

법의 성능을 조사하기 위해 추가적인 성능 비교 실험을 수행했다. 구체적으로, pi,j와

σf,g 모두 사전에 알려져 있지 않았으며 각각 [0.8pi,j , 1.2pi,j ]와 [0.8σf,g, 1.2σf,g] 사이에

균일하게 분포되도록 설정되었다. 평가 스케줄링 문제가 동일하더라도 실험할 때마다

결과가 다르기 때문에, 서로 다른 무작위 시드(random seed)를 생성하여 30번 평가하

였다.

Table 6.4: 작업 시간 및 셋업 시간이 확률적일 때 SSTEDD, IG, LBF-Q, 제안기법의
평균 지연시간 결과

번호 SSTEDD IG LBF-Q Ours

1 8.013± 0.130 1.829± 0.118 9.014± 0.514 1.235± 0.082

5 7.929± 0.086 2.514± 0.074 8.816± 0.276 1.764± 0.078

표 6.4는 SSTEDD, IG, LBF-Q, 제안 기법의 평균 지연시간 평균과 표준 편차를

보여주고 있다. 각각 강화학습 기반 기법과 규칙 기반 기 법중에서는 가장 성능이 좋았

던 LBF-Q와 SSTEDD만을 대표로 비교하였고, 작은 규모와 큰 규모를 각기 대표하는

데이터셋 1과 5에서 실험을 수행하였다. 전체 비교군 중에서 제안 기법이 TT의 평균과

표준편차 모두 가장 낮았다. 게다가 작업 시간과 셋업 시간이 고정된 표 6.2의 결과와

비교해서도 하락폭이 가장 낮았다. 이러한 결과로 미루어 보건대, 제안 기법은 작업

시간과 셋업 시간의 stochasticity에도 강건한 것으로 보인다. 이는 일정한 기간 간격

으로 셋업만 의사결정하는 제안기법의 행동 정의 방식의 이점으로 보이며, LBF-Q의

표준편차가 크단 사실이 이를 뒷받침한다.
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Figure 6.4: 모든 데이터셋에 대한 PABS, FBS-1D 및 제안 기법의 평균 지연시간 결과

6.1.4 상태 표현 방식에 따른 성능 비교

본 논문에서는 제안한 상태 표현과 파라미터 공유 구조의 효과를 추가로 분석하였

다. 상태 표현 및 파라미터 공유로 달성된 성능 개선만을 추려내기 위해 제안 기법을

수정한 두 개의 베이스라인 기법과 비교했다. 먼저 [62]에서 제안된 제품 속성 기반 상

태 표현(PABS, production attributes based state)을 채택했다. 다음으로, 4.1.2 절에

제안된 패밀리 기반 상태 표현의 Sw, Sp, Sc, Ss, Su, Sa 및 ~Sf를 평탄화한 후 결합하여

형성한 1차원 벡터(FBS-1D)를 활용했다. PABS 및 FBS-1D의 경우 노드 수가 6.1.2 절
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에서 언급했듯 3개의 은닉층으로 구성된 완전연결 신경망을 활용했다. 이 때 파라미터

공유를배제하기위해상태벡터를단일블록이수신한다는점을제외하고나머지세부

사항은 제안 기법과 동일하다. 결과적으로 PABS와 FBS-1D는 상태 표현을 제외하고

동일하도록 설계되었다.

그림 6.4는 데이터셋 1-8에서 PABS, FBS-1D 및 제안 기법의 평균 지연시간 결과

(시간)를 강조한다. 모든 데이터셋에 대해 FBS-1D는 TT 측면에서 PABS를 일관되게

능가했다. 구체적으로, FBS-1D가 달성한 TT는 데이터셋 1–4에서는 PABS보다 70%,

데이터셋 5–8의 경우 34% 낮았으며, 이는 제안된 상태 표현의 우수성을 보여준다. 또

한, FBS-1D와 비교하여, 제안 기법의 성능은 데이터셋 1–4의 경우 각각 30%, 데이터

세트 5–8의 경우 47% 더 우수했다. 위 관찰에 따르면, 파라미터 공유는 잡과 설비 수가

큰 스케줄링 문제를 해결하는 데 더 효율적이었다. 파라미터 공유로 인한 학습 효율의

증가효과는상태와행동차원이같더라도학습해야할연관관계가더복잡한스케줄링

문제에서 더욱 뚜렷한 것으로 보인다.
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6.2 잡샵 스케줄링 문제

두번째연구목적인잡샵스케줄링문제적용을위하여,제 5장의제안기법을생산

요구량, 납기, 초기 설비 상태가 변화하는 데이터셋에서 검증하였다.

6.2.1 데이터셋

표 6.5는 반도체 패키징 라인을 모사한 6가지 데이터셋의 특징을 요약하고 있다. 각

데이터셋은 설비 수와 잡 타입의 구성이 다르다는 차이점이 있다. 데이터셋 1–2는 설비

수 6개, 잡의 수는 각각 155, 156개로 작은 규모인 반면, 데이터셋 3–4는 설비 수가 30

대로 큰 규모이다. 데이터셋 3은 데이터셋 2에서 설비와 잡을 모두 다섯 배씩 늘려서

생성하였다. 데이터셋 3과 4는 패밀리 수가 6과 9로 다르다. 데이터셋 1–4에서 DA 공

정의 설비 수와WB 공정의 설비 수는 동일하며, DA 공정이 병목공정으로 설정되었다.

데이터셋 5는 DA 공정의 설비 수가 90대, WB 공정이 450대인 현실 규모의 패키징

라인을 모사하고 있으며 학습이 아닌 평가에만 활용하였다.

Table 6.5: 패키징 라인 데이터셋의 특징

번호 NDA NWB NF NJ NO

1 6 6 3 155 560

2 6 6 6 156 578

3 30 30 6 780 2890

4 30 30 9 780 2815

5 90 450 9 2340 8445

표 6.6은 9개 잡 패밀리의 공정 흐름과 작업 시간을 나타낸다. 데이터셋 1에서는

Fj = 1, 4, 7, 데이터셋 2 및 3에서는 Fj = 1, 2, 4, 6, 7, 9 을 활용하였다. 작업 시간은 분

단위로 주어지며, 셋업시간은 3시간이다.
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Table 6.6: 잡 패밀리 별 특징

Fj Oj,k A(Oj,k) pj,k

1 (Oj,1, Oj,2) (DA,WB) (6000,4800)

2 (Oj,1, Oj,2) (DA,WB) (6000,4800)

3 (Oj,1, Oj,2, Oj,3) (DA,DA,WB) (6000,6000,4800)

4 (Oj,1, Oj,2, Oj,3, Oj,4) (DA,WB,DA,WB) (6000,4800,6000,4800)

5 (Oj,1, Oj,2, Oj,3, Oj,4) (DA,WB,DA,WB) (6000,4800,6000,4800)

6
(Oj,1, Oj,2, Oj,3, Oj,4 (DA,WB,DA,WB (6000,4800,6000,4800

,Oj,5, Oj,6) ,DA,WB) ,6000,4800)

7
(Oj,1, Oj,2, Oj,3, Oj,4 (DA,WB,DA,WB (6000,4800,6000,4800

,Oj,5, Oj,6) ,DA,WB) ,6000,4800)

8
(Oj,1, Oj,2, Oj,3, Oj,4 (DA,DA,WB,DA (3000,3000,4800,3000

,Oj,5, Oj,6) ,DA,WB) ,3000,4800)

9
(Oj,1, Oj,2, Oj,3, Oj,4 (DA,WB,DA,WB (6000,4800,6000,4800

,Oj,5, Oj,6, Oj,7, Oj,8) ,DA,WB,DA,WB) ,6000,4800,6000,4800)

스케줄링 시작 시점에서 향후 3일간의 생산 계획이 주어지고, 투입납기는 1일 단위

로 주어진다. 따라서 각 스케줄링 문제의 Jj는 24시, 48시, 72시 세 종류의 투입 납기

값을 가질 수 있다. 데이터셋 별로 투입 요구량 In(f)의 값은 표 6.7에 제시되어 있다.

모든 데이터셋은 300개의 학습 문제와 30개의 평가 문제로 구성되어있으며, 투입 요

구량에 최대 10% 만큼의 변동을 주었다. 현실 상황을 모사하기 위해, 모든 설비 및 각

스토커에중간차수의잡이WIP으로할당되어있고남은작업시간이결정되어있다고

가정한다.

6.2.2 실험 세팅

DQN 학습을 위한 하이퍼파라미터는 표 6.8에 정리되어 있다.
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Table 6.7: 데이터셋 별 평균 투입요구량

번호 In(1) In(2) In(3) In(4) In(5) In(6) In(7) In(8) In(9)

1
30 17 13
20 17 12
20 11 15

2
15 15 17 4 7 1
10 10 17 6 5 2
10 10 11 10 3 3

3
75 75 85 20 35 5
50 50 85 30 25 10
50 50 55 50 15 15

4
75 75 3 48 15 10 35 5 5
50 50 6 48 35 15 25 5 10
50 50 6 29 50 25 15 5 15

5
225 225 9 144 45 30 105 15 15
150 150 18 144 105 45 75 15 30
150 150 18 87 150 75 45 15 45

Table 6.8: 하이퍼파라미터 세팅

분류 항목 설정값

네트워크

학습률 0.0025

미니배치 크기 64

Tau 1

네트워크 구조 64 – 32 – 16

손실 함수 Huber Loss

옵티마이저 RMSProp

학습 데이터

γ 1

재현 버퍼 크기 1,000,000

웜업 크기 5000

에이전트

네트워크 갱신 주기 매 의사결정마다

타겟 네트워크 갱신 주기 10 에피소드

탐색 방법 ε-greedy 0.2 에서 0 선형 감소
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학습률(learning rate)은 그라디언트 값에 곱해지는 신경망의 파라미터 업데이트

가중치이다. 미니배치 크기(mini-batch size)는 신경망을 1회 업데이트할 때 사용하는

트렌지션의 수이다. Tau 값은 온라인 네트워크의 파라미터를 타겟 네트워크에 업데이

트할 때 반영하는 비중을 결정한다. 네트워크 구조는 은닉층의 수와 각 층별 노드의

수를 가리킨다. 손실 함수는 신경망 학습 시 사용되는 오차 함수이며, 옵티마이저는

그라디언트 값을 구하는 방식이다. 재현 버퍼 크기는 재현 버퍼의 최대 크기이다. 웜업

(warm-up)크기는미니배치추출을통한학습을수행하기전,무작위행동을통해일정

량의 트랜지션을 저장하는 크기를 의미한다. 평가 절차에 활용되는 온라인 네트워크는

매의사결정마다업데이트하는반면,타겟네트워크는 10에피소드마다업데이트한다.

패키징 라인 시뮬레이터에 특화된 세팅으로, 설비가 가용해지기 30분 전에 잡을

할당하는 사건이 발생하도록 하였다. 또한 DA 및 WB 디스패치 규칙에서 가용한 잡을

스토커에 도착하기까지의 시간이 100분 이내인 잡으로 한정하였다. Sr에 관련된 하

이퍼파라미터인 Tr은 30분이며, 스토커에 도착하기까지 시간이 120분 이내인 잡만을

관찰하였다.목적함수및보상값으로데이터셋 1, 2에서는 INT를데이터셋 3, 4에서는

WINT를 채택하였다.

6.2.3 투입량 성능 비교

비교군 기법으로 네 종류의 규칙 기반 기법과 유연잡샵 문제인 반도체 팹 라인에

활용된 TPDQN [58]을 채택하였다. 보상값으로 납기 편차 대신에 투입량을 부여하였

다는 것을 제외하고는 [58]과 동일하게 구현하였다. 규칙 기반 기법에는 셋업이 있는

문제에서 흔히 활용되는 SST와 함께 재진입이 있는 잡샵 문제에 널리 도입된 MOR

(maximum operation remaining) 및 LOR (least operation remaining) [115] 기법이

포함된다. 추가적으로 SST로 패밀리를 결정한 후 DA 공정의 디스패치 규칙으로 잡을

할당하는 SSTDA 기법을 비교하였다.
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Table 6.9: 데이터셋 1–4에서의 다른 기법들 대비 제안 기법의 투입량 증가율

번호 TPDQN SST SSTDA MOR LOR

1 105.7% 36.6% 30.1% 315.5% 104.3%

2 137.8% 72.1% 46.0% 419.6% 116.1%

3 73.4% 1.2% 9.4% 104.0% 187.0%

4 129.5% 15.1% 10.4% 90.0% 152.7%

Dataset 1 Dataset 2 Dataset 3 Dataset 4
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Figure 6.5: 데이터셋 1–4에서 TPDQN, SST, SSTDA, MOR, LOR, 제안 기법의 투입
율 결과

표 6.9는 비교 기법들 대비 제안 기법의 투입량 증가율을 나타내고 있다. 모든 학습

데이터셋에서 투입량 증가율이 0% 이상으로 성능을 개선하였음을 알 수 있다. 특히

데이터셋 1, 2에서 큰 폭으로 성능이 개선되었다. 반면, 데이터셋 3에서는 SST에 비해

1.2%만이 개선되어, 좋은 셋업 정책을 학습하지 못하였다. 규칙 기반 기법 중에서는

셋업을 최소화하는 SST가 데이터셋 3에서, 셋업을 최소화하며 투입량 최대화를 위한

디스패치 규칙도 수행하는 SSTDA가 데이터셋 1, 2, 4에서 투입량 측면에서 가장 좋은
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Figure 6.6: 현실 규모 데이터셋에서 SST, SSTDA, MOR, LOR, 제안 기법의 투입율
결과

성능을 보였다. TPDQN의 투입량은 모든 데이터셋에서 셋업을 수행하지 않는 SST보

다낮았다.이는 TPDQN의상태및행동표현방식으로는투입납기를충분히반영하지

못하였기 때문으로 추측할 수 있다.

그림 6.5는 DRL 기반 기법과 4가지 규칙 기반 기법, 제안 기법의 투입율 결과를

묘사한 결과는 그림 6.5와 같다. 여기서 투입율(in-target rate)은 투입량 또는 가중투

입량을 최대값으로 나누어 계산하였다. INT 측면에서는 공정 시퀀스의 길이가 짧은

잡들을 우선 투입하는 LOR이 성능이 더 좋고, WINT 측면에서는 wf가 높은 공정

시퀀스 길이가 긴 잡들을 투입하는 MOR이 성능이 더 좋음을 확인할 수 있다.

다음으로 그림 6.6은 현실 규모 데이터셋 5에 평가를 수행했을 때의 투입량 결과를

나타낸다. 제안 기법에 의해 산출된 INT와 WINT이 모든 기법들 중 가장 높았고,

DA 공정에 특화한 규칙 기반 기법 SSTDA가 뒤따랐다. 위 결과에 따르면 생산 요구

량과 납기가 새로 주어진 현실 규모 문제에서도 제안 기법이 투입량 측면에서 우수한

성능을 유지하는 것으로 보인다. 이는 보상값으로 WINT를 부여함으로써 LOR처럼

맹목적으로공정시퀀스가짧은잡들을우선시하는대신에잡패밀리간의균형을맞춘
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Figure 6.7: 모든 데이터셋에서 행동 정의 방식에 따른 투입율 결과

덕분으로 추정된다.

6.2.4 행동 정의 방식에 따른 성능 비교

행동 정의 방식에 따른 투입량 성능에의 영향을 분석하기 위해 추가 실험을 수행하

였다. 제안 기법은 5.1.2 절의 투입 정책을 활용하는 방식에 따라 Ours, Family, Binary

의 세 종류로 구현될 수 있다. 그리고 투입 정책의 유효성을 확인하기 위해 DQN을

사용하지 않는 투입 정책 기법(Policy)을 추가로 비교하였다. 이에 더하여 행동 정의만

TPDQN과 동일한 방식으로 구현한 제안 기법(Decision)을 구현하였다. 즉, T 시간 간

격으로 매 기간마다 패밀리를 선택하지 않고 잡을 배치할 때마다 패밀리를 선택하는

행동 정의를 따랐다.

그림 6.7은 데이터셋 1–4에서 네 가지 행동 정의 방식에 따른 투입율 결과를 보여주

고 있다. 모든 데이터셋에서 제안 기법(Ours)의 투입율이 가장 높았으며 Decision 행동
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Figure 6.8: 에피소드 증가에 따른 INT 보상값 학습 곡선

정의의 투입율이 가장 낮았다. 이는 잡을 배치할 때마다 패밀리를 선택하는 decision 행

동 정의 방식에서 지나치게 해 공간의 크기가 커짐에 따라, 좋은 정책을 학습할 수 없기

때문으로 추측된다. 따라서 제안 기법에서처럼 매 기간 k마다 의사결정하는 방식이 본

연구에서 다루는 스케줄링 문제에 적합하다고 볼 수 있다. 반면 투입 정책이 다른 규칙

기반 기법보다는 더 높은 투입율을 이끌어 낼 수 있음에도, 투입 정책을 활용하지 않는

것이 더 좋은 정책을 학습할 수 있었다. 이는 투입율이 높은 스케줄들로 해 공간의 크
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기를 줄이는 이점이 투입율이 낮은 스케줄을 포함하여 자유도를 넓히는 이점보다 크지

않았음을 암시한다.
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Figure 6.9: 에피소드 증가에 따른 WINT 보상값 학습 곡선

보다상세히학습양상을관찰하기위해그림 6.8은데이터셋 1, 2에서의학습곡선을

드러내고있다.처음에는세가지행동정의모두좋은정책을찾지못하였을뿐아니라,

그림 6.8(b)에서처럼 제안 기법의 투입율이 가장 낮았다. 그러나 학습이 반복될수록 더

좋은정책으로보상값이우상향하며그폭은제안기법, Family행동정의, Binary행동
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정의 순서로 확인되었다.

그림 6.9는 데이터셋 3, 4에서의 학습 곡선을 보여준다. 학습 초반에 binary 행동

정의가 눈에 띄게 보상값이 높은 것으로 관찰되었다. 그리고 데이터셋 1, 2와 비슷한

양상으로 binary, family 행동 정의에서는 에피소드가 증가해도 WINT 보상값의 상승

폭이 적었다. 그러나 마지막까지도 제안 기법이 확실하게 좋은 정책을 탐색하지는 못한

것으로 보인다. 위 관찰에 따르면 설비와 잡 패밀리의 수가 큰 스케줄링 문제에서는

투입 정책을 활용한 행동 정의가 빠르게 좋은 스케줄을 탐색하는 데에 유리한 것으로

보인다.
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6.3 자기지도로 인한 효과

제안 기법의 자기지도로 인한 일반화 성능 개선 효과를 상세히 조사하기 위하여, 제

3장의 병렬설비 및 잡샵 스케줄링 문제에 대해 추가적인 기법 내 비교 실험을 수행하

였다.

6.3.1 데이터셋

표 6.10은 6.1절의 데이터셋을 확장한 11개 데이터셋을 제시한다. 데이터셋 S1, S2

는 설비 수가 20대인 데이터셋이며, L1–L8은 설비 수가 50대인 상대적으로 규모가 큰

데이터셋이다. RI는 한국의 웨이퍼 준비 시설의 실제 규모와 생산 요구량 및 납기를

모사한 평가 데이터셋이다.

Table 6.10: 데이터셋 특징

명칭 NM NJ NF τ η

S1 20 420 10 0.4 2

S2 20 420 7 0.4 2

L1 50 1050 10 0.4 2

L2 50 1050 7 0.4 2

L3 50 1050 10 0.5 2

L4 50 1050 10 0.4 1

L5 50 1050 10 0.4 3

L6 50 1050 10 0.4 2

L7 50 1050 10 0.4 2

L8 50 1050 10 0.4 2

RI 57 1470 10 - 0.5

데이터셋 S2, L2는 각각 데이터셋 S1, L1에서 NF을 7로 변화시켜 생성하였다. L3
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은 L1을 기준으로 τ = 0.5로 조절하였고, L4와 L5는 셋업 severity η = σ̄/p̄을 각각 1과

3으로 조절하였다. 데이터셋 L6–L8은 자기지도로 기인한 일반화 성능 측면의 이점을

확인하기 위해 추가적으로 가변성을 증가시킨 데이터셋이다. 먼저, L6은 P (f)의 값을

무작위로 교환하여 학습 데이터에서 개수가 많았던 패밀리가 개수가 적어질 수 있도록

변화시켰다. 다음 L7과 L8는 초기 셋업 상태의 가변성에 변화를 주었다. 구체적으로

L7의 스케줄링 문제는 다음의 3가지 극단적인 초기 셋업상태 중 하나로 설정되었다:

모든 설비가 하나의 패밀리, 두 패밀리가 2:8 비율로 분포, L1의 고정된 초기 셋업상태.

L8는 L1의 고정된 초기 셋업 상태에서 최대 20%만큼의 설비의 초기 셋업 상태가 10개

패밀리 중 하나로 무작위 설정된 스케줄링 문제로 구성하였다.

Table 6.11: 데이터셋 RI의 생산 요구량 및 납기 분포

납기 P (1) P (2) P (3) P (4) P (5) P (6) P (7) P (8) P (9) P (10)

1주차 5 3 1 5 2 0 10 18 27 596

2주차 13 0 0 0 0 0 0 6 0 81

3주차 85 0 0 0 0 2 0 16 0 84

4주차 213 2 0 0 0 5 0 5 0 291

총계 316 5 1 5 2 7 10 45 27 1052

데이터셋 RI의 생산 요구량 및 납기 분포는 표 6.11에 나타나 있다. 납기는 현실

의 1주 단위로 주어져 있으며, 생산 요구량을 토대로 1주가 평균 작업 시간 단위로 8p̄

에 해당한다고 추정하였다. 현장의 보안 관계상 작업 시간과 셋업 시간의 정확한 값

을 알 수 없었기 때문에, 작업 시간과 셋업 시간은 미리 알려져 있지 않으며 ±20%의

범위에서 확률적으로 결정된다고 가정하였다. 또한, 대략적으로 파악된 대로 η = 0.5

로 설정하였다. RI는 초기 셋업상태가 L9의 방식으로 무작위 생성된 30개의 평가 스케

줄링 문제로 구성되어 있다. 소개한 11개 데이터셋에 더하여 6.2 절의 데이터셋 1–4를
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Figure 6.10: LQ에대한 LSS의손실가중치 w의변화에따른제안기법의평균지연시간
결과

데이터셋 P1–P4로 동일하게 실험에 활용하였다.

6.3.2 실험 세팅

자기지도손실 LSS의가중치를결정하기위해데이터셋 S1, S2, L1, L2에서 w 값으

로 0.01, 0.25, 0.5, 0.75, 1.0의 다섯 개 값으로 변경시키며 실험을 수행하였다. 그 결과

그림 6.10에서와 같이 모든 데이터셋에서 w = 0.5로 자기지도 손실을 채택하는 제안

기법이 다른 방식보다 성능이 우수했다. 구체적으로, w = 0.5인 제안 기법의 w = 1일

때에 비한 개선율은 가장 좋은 경우 L1, S1에서 4.8%, 가장 나쁜 데이터셋 L2에서는

1.1%였다. 비록 개선율이 6.1.4 절에서 상태 표현 방식과 파라미터 공유 구조에 의한

개선율보다는 상대적으로 유의성이 낮게 나왔지만, 자기지도 손실이 패밀리의 수가 더

큰 스케줄링 문제에서 일반화 성능을 향상시키는 것으로 보인다. 이는 상태와 행동의

차원이 커질 때 자기지도로 인한 학습 속도의 향상이 두드러지기 때문으로 생각된다.
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이후 실험부터 w = 0.5로 고정시켜 실험하였으며, 자기지도 손실 계산을 위해 필요

한 ν는 0.01로설정하였다.나머지하이퍼파리미터및세팅은모두 6.1.2절과동일하다.

단 데이터셋의 규모가 커서 학습 시간이 오래 걸리는 경우에 한하여 NE는 임의로 조

절하였다.

6.3.3 파라미터 공유 여부에 따른 자기지도의 효과

자기지도로 인한 성능 개선율을 조사하기 위해, 파라미터 공유 여부에 따른 스케줄

성능을 비교하였다. 6.1.4 절에서 병렬설비 스케줄링 문제에 활용된 FBS-1D와 FBS

두 가지 방식에 따른 학습 곡선을 관찰하였다. 학습 곡선은 각 데이터셋의 30개 평가

문제를 학습 과정에서 주기적으로 풀이하여 획득하였다.

FBS-1D

그 다음으로 파라미터 공유 기법을 활용하지 않은 FBS-1D에서, LSS를 구성하는

세 가지 성분인 rk, V (sk), Π(f, k) 각각의 포함 여부에 따른 자기지도의 효과를 조사하

였다.
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Figure 6.11: 데이터셋 L1에서 자기지도 포함 여부에 따른 평균 지연시간 결과
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Figure 6.12:데이터셋 L1에서자기지도포함여부에따른평균지연시간의최저값결과

그림 6.11은 자기지도 포함 여부에 따른 평균 지연시간의 학습 곡선을 보여주고 있

다.제안기법의평가문제에서의결과는녹색곱셈기호로표시되어있으며, 7가지방식

중 TT가 가장 낮았다. 그러나 Π 만을 자기지도에 포함하였을 때에 TT의 개선이 이루

어지지않고 마지막 에피소드까지 이어지는 것을 확인할 수 있다.이외에는 자기지도를

포함하지 않은 학습곡선과의 뚜렷한 차이가 발생하지 않은 것으로 보인다.

보다뚜렷하게학습곡선간의차이를관찰하기위하여,그림 6.12는동일한실험에서

평균 지연시간의 최저값 결과를 보여주고 있다. 즉, 에피소드 0부터 e까지 생성한 스케

줄 중에 가장 지연시간이 낮은값만을 표시하였다. 에피소드 3000 부근에서 8000까지

꾸준하게 모든 자기지도를 포함한 제안 기법이 가장 낮은 TT를 기록한 것을 관찰할 수

있다.

FBS

뒤 이어 제안 상태 표현 방식인 FBS에서의 자기지도의 효과와 비교하기 위해 동

일한 학습곡선을 관찰하였다. 그림 6.13은 데이터셋 L1에서 평균 지연시간의 최저값

88



0 1000 2000 3000 4000 5000 6000 7000 8000

Episodes

1.0

1.5

2.0

2.5

3.0

3.5

4.0

4.5

5.0

M
ea

n
 t

a
rd

in
es

s

,r r

V,r,

V,r

V

Without SS

Figure 6.13:데이터셋 L1에서자기지도포함여부에따른평균지연시간의최저값결과

곡선을 그리고 있다. FBS에서는 FBS-1D처럼 자기지도를 포함했을 때의 TT가 특정

에피소드 이후부터 일관되게 낮은 경향이 관찰되지 않았다. 다만 에피소드 4000 부근

에서 일시적으로 자기지도로 인한 효과가 관찰되었고, 에피소드 3000 이전에 Π 만을

자기지도에 포함하였을 때에 TT가 가장 낮은 상반되는 결과를 보였다. 위 관찰을 통

해, FBS에서보다 FBS-1D에서 자기지도의 효과가 더 좋았고 자기지도의 설계 방식은

스케줄 성능에서의 유의미한 차이를 만들어내지 않았다.

이는 파라미터 공유 구조를 채택함으로 생긴 성능 개선 폭 이상으로 자기지도로 인

한 효과를 얻기는 어렵기 때문으로 추정된다. 예를 들어 에피소드 8000에서 FBS-1D의

최저 TT는 자기지도가 없을 때 3.50, 포함했을 때 3.09로 11.7%만큼 하락하였다. 반면,

FBS에서는 자기지도를 포함하지 않아도 1.63로 53.4%가 감소된 것으로 관찰되었고,

자기지도를 포함하였을 때는 1.61로 그 개선율이 낮았다.

다음으로 생산 요구량의 가변성이 커진 데이터셋 L7에서 학습곡선을 그린 결과가

그림 6.14에 제시되어 있다. 학습이 충분히 진행된 에피소드 4000부터는 7개 곡선간의

차이가 관찰되지 않았다.그러나 학습 초반에는 자기지도를 포함하지 않았을 때보다 포
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Figure 6.14:데이터셋 L9에서자기지도포함여부에따른평균지연시간의최저값결과

함하였을 때의 TT가 눈에 띄게 낮음을 확인할 수 있다. 에피소드 2000에서 자기지도를

포함하지 않았을 때는 3.722, 포함했을 때는 2.879으로 22.6%의 개선율을 보였다. 이러

한 결과는 [94]에서 자기지도 기반 DRL을 이용함으로써 DQN의 수렴 속도를 앞당긴

것과 같은 맥락이다. 따라서 가변성이 큰 스케줄링 문제 학습 시간을 단축시켜야 하는

상황에서는 자기지도의 효과가 더욱 두드러질 것으로 보인다.

잡샵 스케줄링 문제의 FBS-1D

그림 6.15는 패키징 라인의 P1–P4 데이터셋에서의 자기지도 포함 여부에 따른 학

습곡선을 표현하고 있다.에피소드 증가에 따른 보상값의 변화 양상은자기지도를 포함

했을때(With SS)와 포함하지 않았을 때(Without SS) 뚜렷한 차이는 관찰되지 않았다.

그러나 데이터셋 P2의 경우에는 에피소드 40000 이후의 학습 후반부에서 보다 높은

보상값 결과가 반복적으로 관찰되었다. 또한 데이터셋 P3, P4에서 자기지도를 포함

한 경우 에피소드 250 이전에도 보상값이 높은 결과가 기록되었다. 위 관찰에 따르면

패키징 라인에서도 자기지도로 인한 성능 개선이 가능한 것으로 보인다.
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(a) 데이터셋 P1
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(b) 데이터셋 P2
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(c) 데이터셋 P3
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Figure 6.15: 패키징 라인 데이터셋에서 자기지도 포함 여부에 따른 보상값 학습 곡선

6.3.4 학습 시와 다른 데이터셋에서의 성능 평가

앞 장까지의 실험에서는 학습 때와 같은 데이터셋에 속한 30개 평가 스케줄링 문

제를 활용하였다. 마지막으로 제안 기법의 데이터셋 변화에 대한 강건성을 검증하기

위하여, 학습 시와 다른 평가 데이터셋에서 성능을 비교하였다. 제안 기법은 생산 요

구량 및 납기 뿐 아니라, 설비의 수와 초기 셋업 상태가 변화하여도 재학습없이 평가

스케줄링 문제를 풀 수 있다는 이점이 있어 모든 11개 데이터셋에 대한 교차 평가가

가능하다.그중에서도먼저조절변인 η와 τ에대한제안기법의강건성을조사하고자,

데이터셋 L1, L3, L4, L5에 대한 상호 평가를 시행하였다.
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Table 6.12: 평가 데이터셋에서의 평균 지연시간 결과

aaaaaaaaaaa
학습

평가
L1 L3 L4 L5

L1 1.7959 2.922 1.371 2.867

L3 1.987 2.934 1.486 2.633

L4 1.885 2.944 1.204 2.61

L5 1.876 2.936 1.418 2.708

표 6.12는 각 데이터셋에서 학습된 4개 스케줄러의 모든 평가 데이터셋에서의 평균

지연시간결과를 나타낸다.회색 음영으로 처리한 셀은 학습 데이터셋과 평가 데이터셋

이동일한,기존의실험결과를의미한다.첫번째행에제시된결과에따르면,데이터셋

L1에서 자기지도를 동반하여 학습한 DQN을 데이터셋 L3–L5에 평가한 성능이 각각의

데이터셋에서 학습한 DQN으로 평가한 성능에서 크게 하락하지 않았다. 그 중에서도

데이터셋 L3의 경우 같은 데이터셋에서 학습한 스케줄러와의 성능차이가 0.57%로 근

소하였다. 데이터셋 L3 및 L4로 학습한 스케줄러의 경우 데이터셋 L5에서 평가했을

때의 TT가 같은 데이터셋에서 학습한 스케줄러보다도 더 낮았다. 위 결과로 미루어

보건대, 제안 기법은 η, τ의 변화에 강건하다고 판단할 수 있다.

이후 학습 시와 다른 평가 데이터셋에서의 성능에 자기지도 기반 DRL이 미치는

영향을 파악하기 위해, 가변성을 키운 데이터셋 L6–L8에서 성능 비교를 수행하였다.

표 6.13은 4가지 종류의 평가 데이터셋에서 자기지도 포함 여부에 따른 평균 지연시

간 결과를 보여준다. 예를 들어 L6에서 학습된 두 개 스케줄러는 동일 데이터셋인 L6

과, L6에서 η = 1 또는 3으로 변화한 데이터셋, τ = 0.5인 데이터셋에서 평가되었다.

데이터셋 L7에서 동일 데이터셋으로 평가했을 때를 제외하고 모든 평가 데이터셋에서
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자기지도를 포함했을 때의 TT가 더 낮았다. 데이터셋 L7의 경우 동일 데이터셋에서는

자기지도를 포함했을 때의 TT가 더 길지만, η 및 τ가 변화한 경우에는 7.7%–14.5%

만큼의 개선이 관찰되었다. 위 관찰에 따르면, 제안한 자기지도 기반 DRL 기법이 자

기지도를 포함하지 않았을 경우보다 평가 데이터셋의 η 및 τ 변화에 더 강건한 성능을

보인다고 생각할 수 있다.

Table 6.13: 자기지도 포함 여부에 따른 평가 환경에서의 성능 차이

aaaaaaaaaaa
학습

평가
동일 데이터셋 η = 1 η = 3 τ = 0.5

L6(Without SS) 1.757 1.255 2.716 2.991

L6(With SS) 1.692 1.179 2.673 2.884

L7(Without SS) 3.591 1.907 3.851 3.384

L7(With SS) 3.740 1.630 3.436 3.125

L8(Without SS) 1.359 1.133 2.077 2.633

L8(With SS) 1.325 1.110 2.076 2.563

마지막으로 데이터셋 RI에서 자기지도 포함 여부에 따른 평가 결과를 비교하기

위하여, 데이터셋 L1에서 자기지도를 포함하여 학습한 DQN (With SS)과 자기지도

없이 학습한 DQN (Without SS)으로 성능 평가를 수행하였다. 또한 비교 기법으로

6.1.3 절의 IG와 제안 기법을 데이터셋 RI에서 재학습한 DQN (Re-training)을 활용하

였다. 데이터셋 RI의 평가 스케줄링 문제는 모두 작업 시간 및 셋업 시간이 확률적으로

결정되며, 초기 셋업 상태가 서로 다르다는 사실에 주목하라.

그림 6.16은 데이터셋 RI의 30개 평가 스케줄링 문제에 대한 네 가지 기법의 평균

지연시간 결과 분포를 도포하여 보여준다. 자기지도를 포함하지 않았을 때의 TT 중간
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값은 2.225 였으나 자기지도를 포함했을 때는 중간값 1.99로 유의미한 개선을 보였다.

IG가 산출한 TT는 중간값 1.915로 제안 기법을 L1에서 학습한 후 RI에 평가한 TT

보다 더 낮았으나, 제안 기법을 RI에서 재학습한 결과인 1.77보다는 길었다. 얻은 실험

결과에 따르면, 기계 수, 잡 수, 생산 요구량 및 납기의 분포가 모두 다른 평가 데이

터셋에서도 제안 기법은 재학습을 하지 않고도 사용 가능한 수준으로 보인다. 이러한

성과는 제안한 패밀리 별 우선순위 자기지도와 상태 및 보상 자기지도가 실제 현장과

유사한환경에서도보다정확하게미래의 TT값을예측하는데에도움을주는덕분으로

해석된다.
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Figure 6.16: 데이터셋 RI에서의 IG 및 제안기법의 평균 지연시간 결과 분포
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제 7 장 결론 및 향후 연구 방향

7.1 결론

본 논문에서는 납기 제약 하에서의 셋업 스케줄링 문제를 해결하기 위해 자기지도

기반 DRL 기법을 제안하였다. 구체적으로 납기와 셋업 제약을 함께 반영하면서, 생산

계획과 초기 설비 상태가 변화해도 차원이 유지되는 새로운 상태 및 행동 표현을 고안

했다. 또한, 제안한 DQN 스케줄러를 효율적으로 학습하고 네트워크 크기를 줄일 수

있는 파라미터 공유 구조를 도입하였다.끝으로 학습 속도와 일반화 성능을 향상시키기

위해 스케줄링 문제에 특화한 자기지도 손실을 부여하는 DRL 기법을 제안하였다.

제안 기법의 성능을 검증하고자 병렬설비 스케줄링 문제와 잡샵 스케줄링 문제로

대규모 데이터셋을 생성하여 실험을 수행하였다. 6.1 절에서는 지연시간 총합을 최소

화하기 위한 병렬설비 스케줄링 문제에서 제안 기법을 최신 메타휴리스틱 기법과 두

개의 강화학습 기반 기법, 네 가지 규칙 기반 기법과 비교하였다. 실험 결과에 따르면

잡, 설비, 패밀리의 수가 다른 모든 데이터셋에서 지연시간 성능과 연산 시간 두 가지

측면에서 기존 기법을 능가하였다. 이에 더하여 제안 기법 내 비교를 통해 상태 표현과

파라미터 공유 구조가 유효하다는 것을 검증하였다.

다음으로제안기법을투입량최대화목적의잡샵스케줄링문제에적용하기위하여

스케줄링 프레임워크와 함께 일부 변형된 MDP 모형을 제시하였다. 이후 6.2 절에서

제안 기법의 유효성을 재검증하고자 DRL 기법과 다섯 가지 규칙 기반 기법과 성능 비

교를 수행하였다. 또한 기존 방식의 행동 정의와 투입 정책에 기반을 둔 행동 정의와의

비교를 통해, 제안한 행동 표현의 우수성을 입증하였다. 결과적으로 학습된 DQN은 두
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가지 공정 모두에서 생산 요구량과 납기, 초기 설비 상태가 새로 주어진 평가 스케줄링

문제를 신속하게 해결할 수 있었다.

마지막으로자기지도로인한효과를조사하기위하여,현실과더욱유사한데이터셋

에서실험을수행하였다.제안기법의스케줄성능및학습곡선을자기지도를포함하지

않았을 때와 비교함으로써 자기지도로 인한 개선 효과를 관찰하였다. 파라미터 공유에

비하여 자기지도의 역할은 주목할 만하지 않았으나, 가변성이 큰 스케줄링 문제에서

학습 시간을 단축시키는 효과가 있는 것으로 추정된다. 또한 학습 시와 다른 데이터셋

에서 평가 성능을 검증함으로써,데이터 분포가 다른 스케줄링 문제에서도 재학습 없이

제안 기법을 이용할 수 있음을 확인하였다.

제안한 자기지도 기반 DRL 기법은 현장에 생산 계획과 초기 설비 상태의 가변성이

존재하더라도, 납기를 준수하는 고품질의 셋업 스케줄을 수립할 수 있다. 납기는 고객

만족과 생산비용 감소를 위한 중요한 지표로, 셋업 제약이 있는 여러 제조 라인에서

제안 기법이 제조기업의 생산성 향상에 직접적으로 기여할 수 있으리라 기대된다. 나

아가 제안 기법을 응용하면 스마트 제조 시스템이 갖춰진 다양한 공정에 실제 적용될

수 있으며, 스케줄링 분야에서의 자기지도 기반 DRL 연구를 촉진시킬 수 있을 것이다.
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7.2 향후 연구 방향

DRL을 이용한 스케줄링 기법은 가변성에 대응하여 빠르게 스케줄을 획득할 수 있

으나, 재학습 없이도 성능을 보장하기 위해서는 가정한 제약과 가변성에 관한 면밀한

고려가필요하다.본논문에서는납기와셋업제약에초점을맞추었으나,준비시간이나

설비 고장 등이 존재하는 스케줄링 문제에서는 좋은 성능을 보장하기 어렵다. 따라서

향후에는가용한설비변화나잡의준비시간에대한정보도상태표현에반영하기위한

연구를 진행할 계획이다. 한편 현실의 웨이퍼 형성 공정, 반도체 패키징 라인을 모사하

여 생산요구량과 납기에 대한 분포를 가정하였으나,가정한 가변성의 폭이 충분한가에

대해서는 논란의 여지가 있다. 가령 패키징 라인에서 생산 요구량은 10%만큼 변화할

수 있다고 하였으나, 추후 연구에서는 이러한 가변성의 폭을 더 늘려서 실험을 수행할

계획이다.

또 다른 한계로는 현장의 변화로 인해 상태 및 행동의 차원이 달라지는 경우에는

재학습이 필수적이라는 점이다. 제안 기법의 경우에는 패밀리 수가 바뀌는 경우 재학

습 절차 없이 스케줄을 수립할 수 없다. 따라서 패밀리 수와 무관한 차원을 가진 상태

및 행동을 개발할 필요성이 있다. 이외에도 설비에 모델 종류가 존재하거나 잡의 속성

종류가 추가되는 경우에도 재학습이 필요하므로, 보다 범용적인 기법을 고안해야 한

다. 추가적으로, 본 논문에서는 고려하지 않은 가변성을 반영할 수 있도록 제안 기법을

개선하거나, recurrent DNN이나 CNN 등의 다른 딥 러닝 모델을 활용하여 네트워크

구조를 개선할 수 있다.

본 논문의 자기지도 기반 DRL 기법은 추가적으로 스케줄링 문제에 적합한 자기지

도 손실을 부여하였으나 뚜렷한 성능 개선을 이끌어내지는 못하였다. 로봇 제어, 게임

분야에서만큼두드러지는효과를보기위해서는다양하고복잡한형태로주어지는더욱

차원이 큰 상태 표현을 활용하는 상황이 유리하다. 따라서 본 논문과는 다른 접근으로
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실제 현장에서 제공되는 이미지, 오디오 데이터나 사물인터넷의 감지기가 제공하는

데이터를 함께 상태 표현에 활용하는 방안을 고려할 수 있다. 또한 더욱 규모가 크고

제약이 많은 스케줄링 문제에서 제안한 자기지도가 가져다주는 일반화 성능 측면에서

의 이점이 증가할 것으로 예상된다. 추후에는 대상 공정을 확대하고 가용한 데이터를

늘려나가며 자기지도 기반 DRL을 이용한 스케줄링 기법을 지속적으로 발전시킬 계획

이다.
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[92] T. Lesort, N. Dı́az-Rodŕıguez, J.-F. Goudou, and D. Filliat, “State representa-

tion learning for control: An overview,” Neural Networks, vol. 108, pp. 379–392,

2018.

[93] S. Lange and M. Riedmiller, “Deep auto-encoder neural networks in rein-

forcement learning,” in The 2010 International Joint Conference on Neural

Networks (IJCNN). IEEE, 2010, pp. 1–8.

[94] E. Shelhamer, P. Mahmoudieh, M. Argus, and T. Darrell, “Loss is its

own reward: Self-supervision for reinforcement learning,” arXiv preprint

arXiv:1612.07307, 2016.

[95] D. Graves, N. M. Nguyen, K. Hassanzadeh, and J. Jin, “Learning predictive

representations in autonomous driving to improve deep reinforcement learn-

ing,” arXiv preprint arXiv:2006.15110, 2020.

114



[96] D. Pathak, P. Agrawal, A. A. Efros, and T. Darrell, “Curiosity-driven explo-

ration by self-supervised prediction,” in International Conference on Machine

Learning. PMLR, 2017, pp. 2778–2787.

[97] P. Hernandez-Leal, B. Kartal, and M. E. Taylor, “Agent modeling as auxiliary

task for deep reinforcement learning,” in Proceedings of the AAAI Conference

on Artificial Intelligence and Interactive Digital Entertainment, vol. 15, 2019,

pp. 31–37.

[98] M. Jaderberg, V. Mnih, W. M. Czarnecki, T. Schaul, J. Z. Leibo, D. Silver, and

K. Kavukcuoglu, “Reinforcement learning with unsupervised auxiliary tasks,”

arXiv preprint arXiv:1611.05397, 2016.

[99] G. Lample and D. S. Chaplot, “Playing fps games with deep reinforcement

learning,” in Proceedings of the AAAI Conference on Artificial Intelligence,

vol. 31, 2017.

[100] M. Riedmiller, R. Hafner, T. Lampe, M. Neunert, J. Degrave, T. Wiele,

V. Mnih, N. Heess, and J. T. Springenberg, “Learning by playing solving

sparse reward tasks from scratch,” in International Conference on Machine

Learning. PMLR, 2018, pp. 4344–4353.

[101] S. Racanière, T. Weber, D. P. Reichert, L. Buesing, A. Guez, D. Rezende, A. P.

Badia, O. Vinyals, N. Heess, Y. Li et al., “Imagination-augmented agents for

deep reinforcement learning,” in Proceedings of the 31st International Confer-

ence on Neural Information Processing Systems, 2017, pp. 5694–5705.

115



[102] M. G. Bellemare, W. Dabney, R. Dadashi, A. A. Taiga, P. S. Castro, N. L.

Roux, D. Schuurmans, T. Lattimore, and C. Lyle, “A geometric perspec-

tive on optimal representations for reinforcement learning,” arXiv preprint

arXiv:1901.11530, 2019.

[103] C. Zhang, O. Vinyals, R. Munos, and S. Bengio, “A study on overfitting in

deep reinforcement learning,” arXiv preprint arXiv:1804.06893, 2018.

[104] D. Harris and S. Harris, Digital design and computer architecture. Morgan

Kaufmann, 2010.

[105] J. Han, M. Kamber, and J. Pei, “Data mining concepts and techniques third

edition,” The Morgan Kaufmann Series in Data Management Systems, vol. 5,

no. 4, pp. 83–124, 2011.

[106] D. Zhang, D. Dai, Y. He, and F. S. Bao, “Rlscheduler: Learn to schedule hpc

batch jobs using deep reinforcement learning,” arXiv e-prints, 2019.

[107] V. Nair and G. E. Hinton, “Rectified linear units improve restricted boltzmann

machines,” in Icml, 2010.

[108] P. J. Huber, “Robust estimation of a location parameter,” in Breakthroughs

in statistics. Springer, 1992, pp. 492–518.

[109] A. P. Vepsalainen and T. E. Morton, “Priority rules for job shops with weighted

tardiness costs,” Management science, vol. 33, no. 8, pp. 1035–1047, 1987.

116



[110] J. C. Yepes-Borrero, F. Perea, R. Ruiz, and F. Villa, “Bi-objective parallel ma-

chine scheduling with additional resources during setups,” European Journal

of Operational Research, vol. 292, no. 2, pp. 443–455, 2021.

[111] J. Banks, Discrete event system simulation. Pearson Education India, 2005.

[112] G. Brockman, V. Cheung, L. Pettersson, J. Schneider, J. Schulman, J. Tang,

and W. Zaremba, “Openai gym,” arXiv preprint arXiv:1606.01540, 2016.

[113] J. Bergstra and Y. Bengio, “Random search for hyper-parameter optimiza-

tion.” Journal of machine learning research, vol. 13, no. 2, 2012.

[114] T. Tieleman and G. Hinton, “Lecture 6.5-rmsprop: Divide the gradient by a

running average of its recent magnitude,” COURSERA: Neural networks for

machine learning, vol. 4, no. 2, pp. 26–31, 2012.

[115] R. Haupt, “A survey of priority rule-based scheduling,” Operations-Research-

Spektrum, vol. 11, no. 1, pp. 3–16, 1989.

117



Abstract

Setup Change Scheduling Under Due-date
Constraints Using Deep Reinforcement

Learning with Self-supervision

Bohyung Paeng

Department of Industrial Engineering

The Graduate School

Seoul National University

Setup change scheduling under due-date constraints has attracted much attention

from academia and industry due to its practical applications. In a real-world man-

ufacturing system, however, solving the scheduling problem becomes challenging

since it is required to address urgent and frequent changes in demand and due-

dates of products, and initial machine status. In this thesis, we propose a scheduling

framework based on deep reinforcement learning (RL) with self-supervision in which

trained neural networks (NNs) are able to solve unseen scheduling problems without

re-training even when such changes occur. Specifically, we propose state and action

representations whose dimensions are independent of production requirements and

due-dates of jobs while accommodating family setups. At the same time, an NN

architecture with parameter sharing was utilized to improve the training efficiency.
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Finally, we devise an additional self-supervised loss specific to the scheduling problem

for training the NN scheduler robust to the variations in the numbers of machines

and jobs, and distribution of production plans.

We carried out extensive experiments in large-scale datasets that simulate the

real-world wafer preparation facility and semiconductor packaging line. Experiment

results demonstrate that the proposed method outperforms the recent metaheuris-

tics, rule-based, and other RL-based methods in terms of the schedule quality and

computation time for obtaining a schedule. Besides, we investigated individual con-

tributions of the state representation, parameter sharing, and self-supervision on the

performance improvements.

Keywords: Manufacturing line scheduling based on reinforcement learning, Deep

reinforcement learning with self-supervision, Sequence-dependent setups, Parallel

machine scheduling with due-date related objectives, Semiconductor packaging line

scheduling
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