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국문초록

최근 들어 교육활동의 장이 오프라인을 넘어 온라인으로까지 확

대되는 양상을 보이면서 학생들의 학습과 관련된 데이터의 축적과

이용이 자연스럽게 이루어지고 있다. 이에 따라 학습자와 학습 환

경에 관한 데이터를 수집, 측정, 보고하는 학습 분석(Learning

Analytics)이 발전하였고, 이를 교육에 활용하고자 하는 시도가 다

양한 형태로 나타나고 있다.

본 연구는 eTIMSS 2019 데이터 세트를 바탕으로 학생들의 문

항 반응을 예측하고 개별 학생의 학습을 촉진할 수 있는 문항의

선정 및 추천 방법을 제안하고자 하였다. 이를 위해 22개 국가의

중학교 2학년 학생 8,065명의 수학 문항 28개에 대한 정․오답 기

록과 문항 해결 소요 시간 데이터를 사용하여 학생 수준에 적합한

문항을 추천하는 추천시스템을 개발하였다. 연구 설계 과정은 다

음과 같다.

첫째, 협업 필터링을 사용하여 문항의 정․오답 및 문항 해결에

소요된 시간을 예측하였다. 둘째, 예측 결과를 문항의 영역별로,

학생의 국가별로 구분하여 비교하였다. 문항의 영역은 인지 영역,

내용 영역, 내용 영역의 하위 요소, 문항의 유형별로 나누었다. 셋

째, 문항 추천시스템을 네 가지 방법으로 설계하여 TIMSS 2019

데이터에 적용하였다. 학생의 인지 발달 수준을 문항의 정답을 맞

힐 확률과 문항 해결에 소요된 시간에 대응시켰다. 학생의 인지

발달 수준에서 근접발달영역에 해당하는 문항을 정답을 맞힐 확률

이 0.6인 문항 및 해결에 소요된 시간이 개인별 소요 시간의 평균

인 문항으로 설계하였다. 추천시스템의 성능을 비교하기 위해 본

논문에서는 학생의 능력과 추천된 문항의 평균 난이도의 피어슨
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상관계수를 비교하였고, 추천된 문항에 대한 학생들의 실제 정답

률을 기준으로 비교하는 척도를 개발하였다.

주요 연구 결과는 다음과 같았다. 첫째, 이웃 기반 협업 필터링

중에서는 사용자 기반 협업 필터링의 예측 정확도가 아이템 기반

협업 필터링의 예측 정확도보다 높았고, 행렬 분해 알고리즘에서

는 암묵적 평점을 고려한 행렬 분해 알고리즘의 예측 정확도가 가

장 높았다. 전체 알고리즘 중에서 사용자 기반 협업 필터링의 예

측 정확도가 가장 높았으며, 암묵적 평점을 고려한 행렬 분해가

그 다음으로 높은 정확도를 나타냈다.

둘째, 문항별 예측 정확도를 비교하였을 때 영역별로 유의미한

차이가 있음을 확인하였고, 학생의 국가별 예측 결과 성취도가 높

은 국가들의 예측 양상이 다르게 나타난 것을 확인하였다.

셋째, 소요 시간 예측을 통한 방법을 제외한 모든 추천시스템에

서 학생 능력에 적합한 문항을 추천하였다. 정․오답 데이터로 협

업 필터링을 사용하여 추천한 방법과 내용 영역별 정답률을 바탕

으로 클러스터링한 추천 방법이 차례로 높은 성능을 보였음을 확

인하였다.

본 연구는 수학교육에서 맞춤형 학습을 위한 시스템을 구축하였

고, 교육 빅데이터 활용의 필요성 증가의 흐름에 따라 수학교육평

가에서 학습 촉진을 위한 수학 문항 추천시스템에 대한 구체적인

가이드라인을 제시하였다. 문항의 특성에 따라, 그리고 추천 알고

리즘에서 훈련에 쓰이는 학생의 문항 응답 데이터의 특성에 따라

예측 정확도에 차이가 있음을 확인하였다. 따라서 기계학습을 통

해 문항 반응을 예측함에 있어서 훈련용 데이터의 구성이 중요하

다는 것을 알 수 있다.

본 연구는 수학교육분야에서 많이 논의되지 않았던 문항 추천시

스템에 관한 연구에서, 여러 가지 유의미한 추천 방법을 구체적으
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로 개발하였다는 것에 그 의의가 있다. 또한, 예측의 알고리즘을

비교적 쉽게 이해할 수 있는 방법을 사용하여 추천의 대상인 학생

과 교사에게 정확하고 투명한 정보를 제공할 수 있다는 점에서 그

의의가 크다. 따라서 본 연구는 수학교육에서 추천시스템을 설계

하고 개발하는 일련의 과정에 도움을 줄 수 있을 것이며, 문항 추

천시스템을 통한 맞춤형 교육을 실시함으로써 벌어진 학습격차를

줄이는 데에 기여할 수 있을 것으로 예상된다.

주요어 : 학습 분석, 추천시스템, 기계학습, 협업 필터링, 문항 반응

예측, eTIMSS

학 번 : 2020-24612
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Ⅰ. 서론

1. 연구의 필요성

최근 평가의 방향이 학생들의 서열화와 학습 결과 위주의 판단에서

벗어나 학습을 돕는 평가로 그 목적이 변화하고 있다(이경화 외, 2016).

성태제와 임현정(2014)은 형성평가에 대하여 학생들에게 평가 결과를 피

드백하고, 교수․학습 방법을 개선하는 학습을 위한 평가(assessment

for learning)로서의 기능을 강조하였다. 2015 개정 수학과 교육과정에서

도 명시적으로 과정 중심의 평가라는 용어를 사용하며 학생들의 사고과

정을 파악할 수 있는 평가를 강조하였다(교육부, 2015). 궁극적으로 학생

들의 성장을 위해서는 평가의 과정과 결과를 통해 학생이 수업 목표를

달성했는지를 파악하고, 달성하지 못한 부분이 있다면 피드백을 통해 보

완하여 학생이 수업 목표를 달성할 수 있도록 노력을 기울여야 한다.

2020년부터 코로나19로 인해 일상적인 학교생활이 어려워졌다. 이러한

학교생활의 변화는 학업성취도의 하락으로 이어졌는데, 한국교육과정평

가원이 발표한 2020년 국가수준 학업성취도평가 결과 실제로 대부분의

과목의 학업성취수준이 전년 대비 낮아진 것으로 드러났다(교육부,

2020). 그중에 특히 수학의 기초학력 미달 학생 비율은 중학교 3학년의

경우 13.4%, 고등학교 2학년의 경우 13.5%로 다른 과목에 비해 압도적

으로 높았다. 이에 따라 교육부는 학습 결손을 회복하기 위한 맞춤형 지

도의 필요성을 인식하고, 제3차 수학교육 종합계획(교육부, 2020)의 중점

추진 과제 중 하나로 “수학 학습관리 시스템 구축 및 학생별 학습 지원”

을 설정하여 인공지능 기술을 활용한 개별화 맞춤형 수업 지원을 위해

학생별 취약점 진단 및 맞춤형 학습을 제공하는 ‘인공지능(AI) 수학학습

지원시스템(Learning Contents-Management System, LCMS)를 구축하

고자 하였다(교육부, 2020).

한편, 고객의 취향을 고려하여 상품을 추천하는 방식으로 상업 분야에
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서 많이 쓰이는 추천시스템(recommender system)을 교육 분야에 적용

하고자 하는 시도가 있어왔다(Thai-Nghe et al., 2010). 추천시스템은 일

반적으로 사용자가 무수히 많은 상품 속에서 일일이 확인하며 구매를 결

정하는 것이 어려워짐에 따라, 사용자의 과거 소비 패턴의 데이터를 분

석하여 사용자가 원할만한 상품을 선택하여 추천하는 시스템이다

(Schafer et al., 1999). 대표적인 사례로는 사용자의 취향에 따라 영화를

추천하는 넷플릭스(Netflix), 상품 추천을 통해 구매로 이어지도록 하는

시스템을 적용한 아마존(Amazon) 등이 있다(Gomez et al., 2016;

Schafer et al., 1999).

추천시스템에 사용되는 방법은 사용자가 아직 사용해 보지 않은 아이

템(item)에 대한 사용자 평점(rating) 또는 선호도(preference)를 예측하

여 선호도가 높을 것으로 예상되는 아이템을 제안하는 것이다. 예측에

쓰이는 알고리즘은 규칙 기반의 연관성 분석, 아이템의 내용적 연관성을

이용한 내용 기반 필터링, 넷플릭스에서 주최한 추천시스템 대회인

Netflix Prize에서 몇 년간 1등을 거머쥐었던 협업 필터링, 그리고 최근

딥러닝 기술을 적용한 추천시스템 등이 있다(손지은 외, 2015).

교육 분야에서의 추천시스템의 적용 연구는 과거의 수행을 바탕으로

학생의 수행을 예측하는 연구(Predicting Student Performance)가 주를

이루고 있다(Antonio et al., 2019). 특히 학생 개인별 수준에 적합한 맞

춤형 컨텐츠를 추천하는 경우 효율적인 학습을 가능하게 하는 이점이 있

다(박문화, 윤을정, 2006). 모든 학생이 같은 문항을 풀게 되는 기존의 지

필 검사에서는 능력이 높은 학생에게 쉬운 문제를 제시하게 됨으로써 많

은 시간과 노력의 낭비와 지루함에 의한 부주의와 같은 방해요인이 발생

하기 쉽고, 능력이 낮은 학생에게는 어려운 문제가 적합한 도움을 주기

힘들고 검사불안을 발생하는 등의 역효과를 낳기 때문이다(성태제,

2019).

학생 수행 예측 및 문항 추천과 관련한 선행연구에서 수집한 대표적

인 데이터 세트 중에는 ASSISTments, KDD Cup 2010 등이 있다

(Antonio et al., 2019). ASSISTments 데이터 세트는 온라인 기반의 평
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가 도구를 통해 학생들의 각 문항에 대한 응답을 수년간 축적해 온 데이

터 세트로, 학생 번호, 문항 번호, 정․오답, 시도 횟수, 응답 시간 등의

정보를 포함하고 있다. KDD Cup은 매년 열리는 데이터 마이닝 경진대

회로, 2010년에는 교육 데이터 마이닝을 주제로 열려 학생 응답 데이터

를 사용하였다. 이 학생 응답 데이터는 학생 번호, 문항 번호, 정․오답,

힌트 사용 횟수, 해결 시도 횟수 등의 정보를 포함하고 있다. 또한 국제

학업성취도 평가 TIMSS는 2019년에 컴퓨터 기반 시험을 도입하여 문항

에 대한 정․오답 뿐만 아니라 문항별 소요 시간, 문항 해결 시도 횟수

데이터를 함께 수록하고 있다.

우리나라에서도 추천시스템을 적용한 학습지원시스템이 개발되고 있

다. 교육부에서는 수학 기초학력 미달 비율이 심각해짐에 따라 초등학교

1학년과 2학년 학생을 대상으로 학습자의 개인별 수학 맞춤형 학습을 지

원하고, 수학 교사를 지원하기 위한 보조적인 역할을 하는 공교육 인공

지능 활용 수업지원시스템인 ‘똑똑! 수학탐험대’(이하 ‘수학탐험대’)를 배

포하였다. 수학탐험대는 교육과정을 기반으로 설계한 과제에 대한 학생

들의 학습 결과를 인공지능 기술로 분석·예측하여 학생 수준에 맞는 학

습 콘텐츠를 추천하고 학습 조언을 제공하는 시스템이다(한국과학창의재

단, 2020).

맞춤형 학습의 필요성이 커지며 개별화 학습을 위한 학생 수행 예측

과 적응형 학습 분석에서 수학 문항 데이터를 다룬 연구가 진행되어왔다

(Antonio et al., 2019). 대부분 학생의 수행을 정확히 예측하고 학생의

지식을 추적하는 기술에 초점을 맞춘 연구가 주로 이루어져 왔으며, 대

체로 기계학습의 기술을 향상시키는 등 성능을 높이는 데에 집중되어있

다. 하지만 적합한 문항 추천에 대한 교육적 논의는 거의 없는 실정이다.

예를 들어 상업적인 추천시스템과 달리 교육적 컨텐츠의 추천은 선호도

가 가장 높은, 즉 성공적 수행의 확률이 가장 높은 컨텐츠를 추천하는

방식은 교육적 효과가 없을 수 있기 때문이다. 실제 수학 교수학습 상황

에서 학생들에게 적응적 학습 분석을 이용한 학습을 제공하기 이전에,

이에 대한 충분한 수학교육적 논의가 필요하다.
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본 연구에서는 TIMSS 2019 데이터의 학생별 문항에 대한 정․오답

기록과 문항별 소요 시간을 활용하여 학생들의 문항 반응을 예측하고,

새로운 문항을 추천해주는 시스템을 제안하고자 하였다. 정․오답 기록

과 문항별 소요 시간이라는 두 요소를 선정한 이유는 다음과 같다. 첫째,

많은 지능형 튜터링 시스템(Intelligent Tutoring System, ITS)이나 컴퓨

터 기반의 시험에서 공통적으로 수집될 수 있는 요소이기 때문이다. 둘

째, 궁극적인 추천의 목적이 학생의 수준에 적합한 문항, 즉 학생 개인에

게 일정 수준 이상 도전적인 문항을 추천하는 것이므로 도전적인 정도를

소요된 시간으로 측정하는 것이 유의미하다고 판단하였기 때문이다.

TIMSS 데이터의 일부를 훈련 데이터로 지정하고, 훈련 데이터로 테

스트 데이터를 예측하여 영역별 정확도를 비교하였다. 이를 바탕으로 학

생이 아직 해결하지 않은 문항에 대해 정답 확률과 소요 시간을 예측하

여 학생들의 학습을 촉진할 수 있는 문항을 추천하는 방법을 제안하였

다. 비교적 오랜 시간에 걸친 학생의 로그를 기반으로 지식을 추적하는

심층 지식 추적(Deep Knowledge Tracing; Chris et al, 2015)과 달리 본

연구에서 적용한 추천시스템을 적용하여 문항 반응을 예측하는 경우, 단

기간에 시험을 실행하는 수업 중 형성평가의 상황에서 비교적 간단하고

빠르게 활용될 수 있다. 또한, 추천시스템의 사용자인 학생 또는 교수자

가 추천시스템의 결과나 원리를 전혀 해석하지 못한다면, 예측 모델이

아무리 뛰어나더라도 ITS가 교육적으로 의미있게 사용되기는 어려운 반

면(김성훈 외, 2021), 본 연구에서 제안하는 추천시스템은 비교적 간단한

모델을 사용하여 모델의 투명성이 높아 사용자가 쉽게 이해할 수 있다는

의의가 있다.

2. 연구 목적 및 연구 문제

본 논문에서는 TIMSS 2019의 중학교 2학년 수학 응답 기록을 통해

학생들의 문항 반응을 예측하고 나아가 개별 학생의 학습을 촉진할 수
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있는 문항의 선정 및 추천 방법을 연구하고자 한다. 연구를 통해 공교육

에서의 기계학습의 활용 가능성을 깊이 있게 논의하여 수학 학습 격차를

해소하고 평가의 다양한 기능을 실질적으로 적용하고자 한다. 구체적인

연구 문제는 다음과 같다.

첫째, 협업 필터링을 통한 수학 문항의 정․오답 예측 방법은 무엇이

며 그 정확도는 어떠한가? 또한, 영역별 또는 국가별로 어떤 차이가 있

는가?

둘째, 협업 필터링을 통한 문항 해결 소요 시간 예측 방법은 무엇이며

그 정확도는 어떠한가? 또한, 영역별 또는 국가별로 어떤 차이가 있는

가?

셋째, 문항의 정․오답 및 문항 해결 소요 시간 정보를 활용하여 수학

교육평가에서 학생의 학습을 도울 수 있는 문항을 어떻게 선정하며 추천

할 것인가? 
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Ⅱ. 이론적 배경

1. 추천시스템

1.1. 추천시스템의 발달

사람들은 매일 수많은 정보와 데이터 속에서 의사결정을 하며 살아간

다. 추천시스템은 사용자에게 그가 원할만한 상품을 제시하여 의사결정

을 효율적으로 할 수 있도록 돕는 기법이다(Resnick & Varian, 2019).

추천시스템은 1990년대 후반 팰로 앨토 연구소(Palo Alto Research

Center)에서 Tapestry라는 메일 필터링 시스템을 개발하며 시작되었다

(Goldberg et al., 1992). Tapestry는 사용자에게 그의 지인이 필터링한

메일을 제공하는 시스템을 사용하였으나 사용자가 많아질수록 지인을 통

한 추천이 어렵게 되면서, 사용자의 아이템에 대한 평점만을 이용하는

추천시스템이 발달하게 되었다(Sarwar et al., 2000).

초기 추천시스템에서 많이 사용되었던 연관성 분석(Association

Rules)은 평가된 상품 사이의 관계나 종속 관계를 찾아내는 방법으로,

내용 기반 필터링(Content-Based Filtering)에 해당하기도 한다. 2006년

미국 Netflix에서 주최한 경연대회에서 행렬 분해(Matrix Factorization)

를 통한 협업 필터링(Collaborative Filtering)이 제안되어 그 기법이 정

교화되었다(Bell et al., 2008). 이후에도 전통적인 추천 기법을 벗어나 새

로운 방식의 추천 정확도 향상과 효율적인 추천 알고리즘을 위한 연구가

진행되고 있으며, 기업에서 활용하는 사례도 늘고 있다(오진오, 유환조,

2014).

추천시스템의 훈련에 사용되는 데이터는 사용자(user)와 아이템(item),

사용자가 항목에 매긴 점수인 평점(rating)으로 구성되며, 사용자가 항목

에 부여한 평점을 성분으로 하는 행렬을 유틸리티 행렬(Utility Matrix)

이라고 한다. [그림 Ⅱ-1]은 추천시스템의 예시로, 영화를 관람한 4명의
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사용자가 3개의 아이템에 대한 평점을 매긴 유틸리티 행렬을 나타낸 것

이다. ‘NaN’으로 표시된 칸은 사용자가 아이템에 평점을 부여하지 않았

음을 나타내며, 추천 문제에서 중요한 문제인 예측하고자 하는 대상이

된다. 즉 유틸리티 행렬에서 사용자가 이미 부여한 평점을 통해 사용자

가 매기지 않은 평점을 예측하는 것이 추천시스템에서 중요한 목표가 된

다. 이때, 유틸리티 행렬의 전체 성분의 개수에 대한 ‘NaN’의 개수의 비

율을 데이터의 희소성(sparsity)이라고 하며, [그림 Ⅱ-1]의 경우 데이터

희소성은 ×  (％)이다. 하지만 대부분의 추천 상황에서 아

이템의 수가 매우 많고 사용자가 평가하는 아이템은 극히 일부이므로 데

이터 희소성이 매우 큰데, 이러한 경우 유틸리티 행렬이 희소(sparse)하

다고 한다.

[그림 Ⅱ-1] 사용자의 영화에 대한 평점 부여의 예시

사용자가 항목에 부여할 평점을 예측하여 추천하는 방법에는 내용 기

반 필터링(Content-Based Filtering)과 협업 필터링(Collaborative

Filtering), 그리고 여러 추천 방법이 지닌 문제점을 해결하기 위해 여러

기술을 결합하는 하이브리드 필터링(Hybrid Filtering)이 있다.
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1.2. 내용 기반 필터링

내용 기반 필터링(Content-Based Filtering)은 아이템의 속성과 사용

자의 선호 사이의 관계를 파악하여 아이템을 추천한다. 정보 필터링에서

주로 텍스트 정보를 포함한 경우에 많이 사용하는 기법이다(Belkin &

Croft, 1992). 예를 들어 사용자에게 기사를 추천하는 경우 사용자가 선

호하는 기사 속에서 키워드를 추출하여 비슷한 기사를 추천하는 것이다

(Shardanand & Maes, 1995). 또한, 영화 데이터베이스는 영화의 등장인

물, 감독, 장르 등 영화의 속성을 가지고 있어 내용 기반 필터링을 적용

하기에 적합한 데이터 중 하나이다(손지은 외, 2015). 내용 기반 필터링

은 다른 사용자의 데이터 없이 명확한 근거로 추천이 가능하다는 장점이

있다. 하지만 아이템의 속성을 추출할 수 없는 경우에 적용할 수 없으며,

속성을 추출할 수 있더라도 추출에 비용이 들게 된다. 또한, 사용자의 과

거 내역만을 기반으로 추천하므로, 새로운 추천이 힘들다는 단점이 있다

(Shardanand & Maes, 1995).

1.3. 협업 필터링

협업 필터링(Collaborative Filtering)은 평가 결과의 유사도를 기반으

로 하여 많은 항목들을 걸러내 주는 시스템으로, 각 아이템의 속성에 대

한 정보 없이도 사용자의 아이템에 대한 평점만을 바탕으로 필터링할 수

있다. 협업 필터링은 메모리 기반 협업 필터링과 모델 기반 협업 필터링

으로 구분된다(Mustafa et al., 2017).

메모리 기반 협업 필터링은 협업 필터링의 전통적인 방법으로, 추천

대상과 취향이 비슷한 집단 또는 이웃(neighbor)을 찾아내어 이들이 공

통적으로 좋아하는 아이템을 추천하는 최근접 이웃(K-Nearest

Neighbor, KNN) 알고리즘을 기반으로 아이템을 추천한다(Sarwar et al.,

2001). 메모리 기반 협업 필터링은 크게 사용자 기반 협업 필터링
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(User-Based Collaborative Filtering)과 아이템 기반 협업 필터링

(Item-Based Collaborative Filtering)으로 나뉜다(Wang et al., 2006).

사용자 기반 협업 필터링은 사용자가 입력한 선호도 정보를 이용하여

고객과 유사한 성향을 가지는 이웃 사용자를 선별한 뒤, 선별된 이웃들

이 공통적으로 선호하는 아이템을 고객에게 추천해주는 방식이다. 이 방

법은 시간이 비교적 많이 소요되어 데이터의 크기가 작고 각 사용자에

대한 정확한 정보가 있는 경우에 적합한 방법이다(Wang et al., 2006).

아이템 기반 협업 필터링은 특정 아이템이 기준이 되어, 사용자들에

의해 평가된 점수가 유사한 아이템을 이웃 아이템으로 선정한 다음, 이

웃 아이템을 평가한 점수를 바탕으로 추천 대상 고객이 특정 아이템 대

해 갖게 될 선호도를 예측한다(Sarwar et al., 2001). 이 방법은 비교적

계산이 빠르고 데이터의 질에 따라 추천 결과가 영향을 덜 받는다는 장

점이 있으며 행렬의 희소성이 높을 때 사용자 기반의 알고리즘보다 성능

이 뛰어나다(Sarwar et al., 2001).

사용자 기반 또는 아이템 기반 협업 필터링에서 이웃을 설정하는데

사용되는 유사도의 계산은 피어슨 유사도, 코사인 유사도, 평균제곱차이

유사도 등이 주로 사용되며, 사용자 의 아이템 에 대한 평점  에 대

해 유사도 계산 방법은 <표 Ⅱ-1>과 같다. 피어슨 상관계수의 경우 두

벡터의 상관성을 계산하며 1에 가까울수록 양의 상관관계, -1에 가까울

수록 음의 상관관계가 강함을, 0은 상관관계가 없음을 나타낸다. 코사인

유사도는 두 벡터 간 각도의 코사인 값을 이용하여 두 벡터가 얼마나 유

사한지 측정하며, 유사도가 1이면 같은 성향, 0이면 다른 성향임을 의미

한다. 마지막으로 평균제곱차이 유사도는 평균제곱차이 거리를 통해 계

산하는데, 두 사용자의 거리는 각 아이템에 대한 두 사용자의 평점 차이

의 제곱의 합을 전체 아이템 개수로 나눈 것으로 계산된다. 이때 평균제

곱차이 유사도는 분모가 0이 되지 않도록 1을 더한 후 역수를 취한 값이

되며, 유사도가 1이면 같은 성향, 0에 가까울수록 다른 성향임을 나타낸

다.



- 10 -

<표 Ⅱ-1> 유사도의 종류와 계산 방법

유사도 사용자 와 의 유사도 (  ) 아이템 와 의 유사도 (  )

피어슨
(Pearson)

∈





∈






∈








∈





∈







∈






코사인
(Cosine) 

∈

 

∈




∈
∙ 




∈


 

∈





∈

∙

평균제곱
차이
(Mean
Square
Distance,
MSD)

 


∈ 




일 때,








∈




일 때,





아이템 또는 사용자 간의 유사도를 기반으로 한 사용자의 예측 평점

는 <표 Ⅱ-2>와 같이 계산할 수 있다(Sarwar et al., 2001).

<표 Ⅱ-2> 이웃 기반 협업 필터링에서의 평점 예측

사용자 기반 아이템 기반

 
∈

 


∈

× 
 

∈
 


∈
× 

모델 기반 협업 필터링은 학습데이터를 통해 모델을 구축하여 추천하

는 방법이다. 대표적인 모델 기반 협업 필터링에는 ‘사용자가 아이템에

대해 평점을 주는 행동에 영향을 끼치는 잠재 요인(Latent Factor)이 k

개 존재한다’는 가정을 기반으로 평점을 추측하는 행렬 분해(Matrix

Factorization)가 있다(Koren, 2008). 이 방법은 Simon이 제안하였고

(Piatetsky, 2007), Koren(2008)이 Netflix Prize에서 사용하여 우승하면서
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널리 인정되고 사용되기 시작했다. 행렬 분해는 사용자가 상품에 매긴

선호도로 구성된 행렬 ∈ℝ × 을 두 잠재 행렬(Latent Matrix)

∈ℝ × 와 ∈ℝ × 의 곱 로 나타내는 방법이다. 이때 기존의

응답 행렬인 과 의 차이를 최소화하는 , 로 분해하고 복원을

통해 평점을 예측할 수 있다. 행렬 분해법은 잠재요소 차원을 통하여 사

용자와 상품 간의 알려지지 않은 선호관계를 확인하는 것이 가능하며 특

정 사용자와 상품 간의 모든 선호관계를 계산한 전체 응답 행렬 을 유

지할 필요가 없으므로 빠른 속도로 결과를 얻을 수 있는 장점이 있다.

이때 두 행렬 와 는 기존의 유틸리티 행렬과 예측한 행렬의 차이를

최소화하도록 하는 행렬이어야 하고, 그 차이는 다음 식으로 표현된다

(Koren, 2008).


 ∈ 


 

이 비용을 최소화하는 방법으로 경사 하강법(Stochastic Gradient

Descent, SGD)이 사용된다. 경사 하강법은 실제 평점과 예측된 평점의

차이를 오차로 정의하므로 결측치와 상관없이 평점을 계산한다는 장점이

있다(홍연경 외, 2021). 처음의 행렬 , 의 성분에는 임의로 값이 부여

된다. 알고리즘은 훈련 데이터 세트에 있는 모든 평점에 대해 계산을 하

며, 각 평점의 훈련마다 평점을 예측하고 예측의 차이를 계산한다. 이후

에 다음의 식과 같이 파라미터를 수정하는 과정을 반복하여 수렴시켜가

며 오차를 최소화한다(Koren, 2008).

←  

←   

(단,   
)

[그림 Ⅱ-2]는 [그림 Ⅱ-1]의 유틸리티 행렬을 행렬 분해를 이용하여
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잠재 행렬로 나타낸 것이다. 잠재요인의 개수는 2개로 설정하였으며, 확

률적 경사 하강법으로 훈련시킨 결과 두 잠재 행렬의 곱으로 근사시킬

수 있다.

[그림 Ⅱ-2] 유틸리티 행렬의 잠재 행렬로의 분해

1.4. 하이브리드 필터링

하이브리드 필터링(Hybrid Filtering)은 둘 이상의 추천 기법을 사용하

여 각 알고리즘의 단점을 보완하는 방법이다(Burke, 2002). 콘텐츠 기반

필터링과 협업 필터링이 가지는 단점들을 보완하고 장점은 극대화하는

방법으로, Burke(2002)는 다음과 같은 일곱 가지 방법을 제안하였다. 첫

째, 가중 방법(Weighted)은 여러 추천 기법의 점수에 가중치를 부여하여

하나의 추천을 생성하는 방법이다. 둘째, 전환 방법(Switching)은 현재

상황에 따라 추천을 전환하는 방법이다. 셋째, 혼합 방식(Mixed)은 여러

추천 기법의 추천 결과가 동시에 제공되는 방법이다. 넷째, 특징 조합

(Feature Combination)은 각 알고리즘에 사용되는 모든 변수를 하나의
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변수로 병합하는 방법이다. 다섯째, 종속 방법(Cascade)는 하나의 추천

결과 다른 추천 기법을 조정하는 방법이다. 여섯째, 특징 확대(Feature

augmentation)는 하나의 추천 결과가 다른 추천 기법에 다시 사용되는

것이다. 마지막으로 메타 레벨(Meta-level)은 학습된 추천 모델이 다른

추천 기법의 입력으로 사용되는 앙상블 기법이다.

2. 적응형 학습 분석

교육 데이터 마이닝(Educational Data Mining) 분야는 정보 검색, 추

천시스템, 시각 데이터 분석, 도메인 중심 데이터 마이닝, 소셜 네트워크

분석, 정신분석학, 인지 심리학, 정신측정학 등을 포함한 학제 간 영역으

로, 사실상 컴퓨터 과학, 교육, 통계의 세 가지 영역의 교집합이기도 하

다(Romero & Ventura, 2013).

교육 데이터 마이닝은 학생 수행 예측, 개별 맞춤형 교육과정 추천,

학생 중퇴 예측 등의 분야로 분류될 수 있다(Antonio et al., 2019). 유진

은(2017)은 LASSO 기법을 사용하여 TIMSS 2011 중학교 2학년 수학

성취수준과 관련된 변수를 추정하였다. 또한 전통적인 통계 기법을 사용

하지 않고 Random Forest 기법을 활용하여 TIMSS 중학교 2학년 학생

의 맥락 설문 데이터로 수학 학업 성취를 예측하는 등 수학과 학습 성취

에 대해 기계학습을 적용하려는 시도가 있었다(유진은, 노민정, 2017). 이

러한 시도는 전자상거래, 자연어처리 등 다양한 분야에서 응용되고 있는

반면 교육 분야에서는 상대적으로 드물게 응용되었다(유진은, 2019).
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[그림 Ⅱ-3] 교육 데이터 마이닝과 관련된 주요 분야(출처 : Romero &

Ventura, 2013)

학습 분석(Learning Analytics)은 학습과 학습이 발생하는 환경을 이

해하고 최적화하기 위한 목적으로 학습자와 학습자의 상황에 대한 데이

터를 수집, 측정, 분석 및 보고하는 학문이다(Siemens & Baker, 2011).

최민선과 정재삼(2019)은 학습 분석을 성공적 개별 학습의 실현을 위해

적응형 학습 맥락에서 발생한 빅데이터를 수집하고, 데이터마이닝 기법

으로 처리 및 분석하여 찾은 예측 모델을 시스템에 적용하여 교수․학습

적 처방을 제시하는 것으로 정의했다.

학생 수행 예측(Student Performance Prediction)은 교육 데이터 마이

닝의 주요 흐름 중 하나로, 학생의 과거 수행을 기반으로 미래의 수행이

나 성취도를 나타내는 값을 추정하는 것이 목적이다. 많은 학습 분석 연

구에서 학습관리시스템(Learning Management System, LMS) 기록 또

는 컴퓨터 기반의 평가를 통해 축적된 문항 응답, 시간, 시도 횟수 등 학

생들이 시스템을 사용하는 동안 축적된 데이터를 활용한다. 김성훈 외

(2021)는 학습 문제 데이터와 학습 환경 데이터를 활용하여 개별 학습자

를 진단하고 처방을 내리기 위해 심층 지식 추적과 XGBoost를 이용하

여 설명 가능한 AI 학습 지원 시스템을 제안하였다. 김형욱(2021)은

TIMSS와 PISA의 과학 성취도 자료를 포함한 다양한 빅데이터로 과학

학업성취도를 예측하는 기계학습 모형을 구축하였으며, 모델을 통해 기

초학력 저하 문제를 해결할 수 있다는 시사점을 제시하였다. 이와 같이

교육에서 학생 성취를 예측하고 궁극적으로 학업 격차를 줄이고자 하는

노력이 최근 들어 활발하게 이뤄지고 있다. 이때 주의해야 할 사항으로
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이지혜와 허난(2018)은 공학적 도구를 사용할 때 유의점과 같이 인공지

능 기술을 수학교육에 사용할 때에도 어떤 기술을 어떤 영역에서 어떻게

사용해야 할지 깊게 고민해야 한다는 점을 강조하였다.

한편, 수많은 LMS나 컴퓨터 기반 평가, ITS에서 축적된 데이터의 종

류는 다양하지만 비교적 쉽게 축적되는 기본적인 데이터는 두 가지로,

문항의 정․오답 기록과 문항 해결에 소요된 시간이다. 각각을 사용하여

학생의 수행을 분석하고 예측한 연구는 다음과 같다. 첫째, 문항의 정․

오답 기록은 대부분의 문항 추천시스템에 대한 연구에서 공통적으로 사

용되는 데이터로, 많은 연구에서 정․오답 데이터를 직접적으로 이용하

여 학생의 수행을 예측하고 학생이 취약할 것으로 판단되는 문항을 위주

로 추천하였다. 이광민(2019)은 협업적 문제 추천을 위해 사용자 간의

유사도를 바탕으로 추천 대상과 가장 유사한 세 명의 학생을 선정하고,

해당 학생들이 틀렸거나 추천 대상 학생이 풀지 않은 문제를 추천하는

시스템을 구현하여 교사가 추천한 문항과 비교하여 컴퓨터가 추천한 문

항에 대해 학생들은 비슷한 만족도를 보인 바 있다. 또한 김태경(2019)

은 하이브리드 필터링과 계층 분석 과정을 활용하여 계산한 학습자의 취

약점 점수로 문항을 추천하는 시스템을 설계하였다.

둘째, 문항 해결에 소요된 시간은 많은 연구에서 공통적으로 사용되는

데이터는 아니었으나 컴퓨터 기반의 평가에서 중요한 정보를 제공하는

데이터이다. 일부 연구에서 학생 수행 예측을 위해 응답 시간과 수행 결

과 사이의 관계에 대한 몇 가지 특성을 확인한 바 있다. 예를 들어

Beck(2004)은 학생의 수행을 모델링하기 위해 정․오답과 함께 응답 시

간을 사용할 것을 제안하였고, 학생의 참여 수준을 더 효과적으로 추정

할 수 있다고 하였다. Xiong 외(2011)는 학생 수행 예측시 응답 시간을

함께 고려하여 수행을 예측할 때 성능이 개선됨을 확인한 반면, 응답 시

간과 정오의 명확한 경향성은 찾아내지는 못하였다. Miller 외(2014)는

강의 응답 시스템에서 응답 시간과 성능 사이의 관계를 연구하여, 정답

에 대한 응답 시간이 오답에 대한 응답 시간보다 빠르다는 것을 발견하

였다. 응답 시간과 정․오답의 관계를 규명하고자 한 노력도 있었다.
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Chounta와 Carvalho(2018)는 소요된 시간과 정오가 선형관계가 아니며

시간이 너무 오래 걸리거나 적게 걸릴 경우 오답일 확률이 높고, 반대인

경우 정답일 확률이 높다고 하였다. 이에 Chounta(2019)는 응답 시간을

일차 변수가 아닌 이차 변수로 설정한 AFM(Additive Factor Model)을

제안하기도 하였다. 신효정(2021)은 PISA 2015 과학 영역에서 수집된 학

생들의 응답속도와 정확도를 분석한 결과, 정확도가 높은 학생들이 천천

히 응답하는 경향이 나타남을 확인하였다.

문항의 정․오답 기록이나 문항 해결에 소요된 시간 데이터를 바탕으

로 추천시스템을 적용하기 위해서는 기존의 상업 분야에서 쓰였던 추천

시스템과의 차이점에 주목해야 한다. 영화 추천을 포함한 일반적인 추천

시스템의 목적은 사용자에게 가장 매력적이라고 여겨지는 몇 가지 특정

아이템을 찾는 것이다(Cremonesi et al., 2010). 고객에게 상품을 추천하

는 경우 고객에게 매력적인 아이템이라는 것은 높은 평점을 받을 것으로

예측되는 고객이 선호할만한 아이템을 의미하지만, 학생들에게 문항을

추천하는 상황에서는 학생에게 매력적인 문항에 대한 새로운 정의가 필

요하다. 본 연구에서는 교수․학습 상황에서 학생에게 매력적인 문항을

‘학생의 학습을 촉진할 수 있는 문항’으로 정의하고자 한다.

3. 근접 발달 영역의 모델링

Vygotsky(1978)는 학생이 스스로 문제를 해결할 수 있는 수준인 실제

적 발달 수준과 유능한 조력자의 도움을 얻어 문제를 해결할 수 있는 수

준인 잠재적 발달 수준 사이의 영역을 근접 발달 영역(The Zone of

Proximal Development)으로 정의하였다. 즉 학생의 또래나 교사 등 외

부의 도움을 통해 학생의 인지 발달이 이뤄질 수 있다는 것이다.

Vainas 외(2019)는 Vygotsky(1978)의 이론을 근거로 기계학습을 사용

하여 학생에게 도전적이면서도 너무 어렵지 않은 문항을 고르고 피드백

하여 학생이 계속 근접 발달 영역에 있도록 해주는 ‘e-Gotsky’를 제시하
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였는데, 이 시스템은 학생에게 효율적인 학습을 가능케 하고 수행 과정

에서 학생의 정의적 영역에서의 성취도 높인 바 있다. 또한 Chounta 외

(2017b)는 지능형 튜터링 시스템에서 근접 발달 영역을 모델링하기 위해

기술적으로 접근하고자 하였으며 ‘학생이 누군가의 도움 없이 정답을 제

시할 수 있는지를 예측 모델이 정확하게 예측할 수 없는 불확실한 영역’

을 의미하는 ‘Grey Area’를 제안하였다. Chounta 외(2017a)는 Grey area

에서 분류 기준이 되는 0.5를 중심으로 대칭적인 구간으로 제안하였으나,

분류 기준과 그 대칭성은 학습 내용에 따라 달라질 수 있다고 하였다.

Grey Area를 기준으로 Above the Grey Area는 학생이 정답을 맞힐 것

으로 예측되는, 근접 발달 영역보다 위에 있을 것으로 예측되는 영역이

고, Below the Grey Area는 오답을 할 것으로 예측되는, 근접 발달 영

역 아래에 있을 것으로 예측되는 영역으로 [그림 Ⅱ-4]과 같이 표현된다

(Chounta, 2019).

[그림 Ⅱ-4] 근접 발달 영역과 그에 대응하는 Grey Area의 모형

(출처 : Chounta, 2019)

근접 발달 영역을 소요 시간과 관련지은 연구도 존재했다. 이전까지의

선행연구에서는 학생이 해당 과제에 대해 잘 숙지할만한 적절한 응답 시

간과 학생이 흥미를 잃거나 관련 지식이 없는 상태를 가리키는 적절하지

않은 응답 시간을 모델링하기 어려웠다(Chounta et al., 2018). Chounta

외(2018)는 각 학생이 정답을 맞출 확률이 높은 응답 시간의 최소와 최

대 시간을 The Zone of Interest(ZOI)로 정의하고, 지능형 튜터링 시스템
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에서 학생들의 과거 정․오답 뿐 아니라 ZOI를 고려하여 피드백을 주는

후속 연구를 제안한 바 있다.
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Ⅲ. 연구 방법

1. 자료 수집

1.1. TIMSS 2019

TIMSS(Trends in International Mathematics and Science Study)는

수학·과학 성취도 추이 변화 국제비교 연구로, IEA(International

Association for Evaluation of Educational Achievement) 주관의 국제

학업성취도 평가 연구이다. TIMSS는 1995년부터 초등학교 4학년과 중

학교 2학년을 대상으로 참여한 국가의 교육과정을 기초하여 수학과 과학

의 학업성취도를 측정하며, 4년을 주기로 시행된다. TIMSS는 학생들의

수학 및 과학 과목에 대한 응답과 성취도, 그리고 성취도에 영향을 줄

수 있는 교육적 요인에 대한 맥락 데이터를 수집한다.

TIMSS 성취도 문항은 한번 개발되면 3주기에 걸쳐서 사용되기 때문

에 문항이 공개되기 전까지 약 12년간은 문항과 관련된 모든 자료가 국

제적 보안 사항이다(박지현, 김수진, 2015). 2019년부터 TIMSS는 기존의

종이 기반의 시험에서는 다룰 수 없었던 다양한 문항의 유형을 다루기

위해 TIMSS 평가의 디지털 버전인 eTIMSS로 전환했다. 컴퓨터나 태블

릿을 사용하여 검사를 시행하는 것은 학생들에게 동기를 유발할 수 있

고, 검사의 번역, 검사지 운반, 데이터 관리와 채점의 측면에서도 큰 이

익이다(Cotter, 2019). TIMSS 8학년 수학 검사를 시행한 총 39개국 중에

서 eTIMSS를 시행한 22개 국가의 목록은 <표 Ⅲ-1>과 같다.
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<표 Ⅲ-1> eTIMSS 시행 국가 정보

1.2. eTIMSS 2019 8학년 수학 성취도 자료의 구조

TIMSS 2019 데이터는 International database로부터 내려받아 이용하

였다1). TIMSS 데이터는 크게 학생 성취 데이터 파일(Student

Achievement Data Files), 국가 내 점수 신뢰도 파일(Within-Country

1) https://timss2019.org/international-database/

연번 국가 성취도 점수 성취도 순위

1 싱가포르 616 1

2 대만 612 2

3 대한민국 607 3

4 홍콩 578 5

5 러시아 543 6

6 리투아니아 520 8

7 이스라엘 519 9

8 헝가리 517 10

9 미국 515 12

10 영국 515 12

11 핀란드 509 14

12 노르웨이 503 15

13 스웨덴 503 15

14 포르투갈 500 18

15 이탈리아 497 19

16 터키 488 20

17 프랑스 483 22

18 아랍에미리트 473 26

19 조지아 461 27

20 말레이시아 461 27

21 카타르 443 30

22 칠레 441 31
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Scoring Reliability Data Files), 맥락 데이터 파일(Context Data Files),

샘플링 및 가중치 변수(Sampling and Weighting Variables), 구조 및 설

계 변수(Structure and Design Variables) 등으로 구성되어있다.

1.2.1. 평가틀 및 설계

TIMSS 2019 평가틀은 크게 내용 영역과 인지 영역으로 구분된다. 먼

저 내용 영역은 수(Number), 대수(Algebra), 기하(Geometry), 자료와 확

률(Data and Probability)이 네 가지 영역으로 이루어져 있고, 인지 영역

은 지식(Knowing), 적용(Applying), 추론(Reasoning)의 세 가지 영역으

로 이루어져 있다. TIMSS 2019의 8학년 수학 평가틀은 <표 Ⅲ-2>와

같다(Mullis et al., 2020).

<표 Ⅲ-2> TIMSS 2019의 8학년 수학 평가틀(단위 : %)

TIMSS는 제한된 시간 안에서 학생들에게 부여할 수 있는 문항보다

많은 문항에 대한 측정을 원하기 때문에, 행렬 샘플링 접근을 사용하여

14개의 다른 검사지를 구성한다. 한 학생은 하나의 검사지를 부여받게

되고, 하나의 검사지는 두 개의 문항군으로 이루어져 있다. 문항군은

ME01부터 ME14까지 총 14개로 이뤄졌으며, 1번 검사지는 ME01과

ME02의 문항군으로 이루어져있다. 따라서 각 문항은 정확히 두 개의 검

사지에 포함되어 있으며, 전체 데이터가 모였을 때 문항들을 연결할 수

있는 메커니즘을 제공한다(Mullis et al., 2017). 문항군은 학급 내에서 골

고루 부여받아 풀게 되므로 한 문항군에는 모든 국가의 학생들이 골고루

포함되어 있다. 각 문항군별 포함된 문항 수는 12개 이상 16개 이하로,

한 학생은 25개 이상 29개의 문항을 풀게 된다.

내용 영역 인지 영역

영역 수 대수 기하 자료와 확률 지식 적용 추론

비율 30 30 20 20 35 40 25
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1.2.2. eTIMSS 성취도 자료의 구조

eTIMSS 2019 성취도 자료의 구조는 학생에 대한 정보와 문항에 대

한 응답으로 이루어져있다. 각 행에는 학생의 국가 코드(IDCNTRY), 부

여받은 검사지 번호(IDBOOK), 학교 코드(IDSCHOOL), 학급 코드

(IDCLASS), 학생 코드(IDSTUD)의 정보와 함께 할당받은 검사지 문항

에 대한 개별적인 문항 정․오답과 두 세트의 프로세스 데이터 등이 기

록되어있다.

문항의 정․오답의 기록은 정답일 경우 1, 오답일 경우 0으로 기록되

어있다. 프로세스 데이터는 지필 기반의 TIMSS에는 없으며 eTIMSS에

만 기록되어있는 데이터로, 컴퓨터나 태블릿을 이용함으로써 얻을 수 있

는 새로운 정보를 추가적으로 수집하며, 두 세트의 프로세스 데이터 변

수가 추가로 포함되어 있다. 첫 번째 데이터는 각 문항을 해결하는데 소

요된 시간으로, 초 단위로 기록되어 있다. 두 번째 데이터는 각 문항이

있는 스크린을 방문한 빈도이다. 이때, 하나의 스크린은 보통 하나의 문

항을 표시하지만 같은 줄기를 공유하면서 다른 응답을 요구하는 문항들

이 있을 경우 한 스크린에 보여지기도 한다. 예를 들어 ME72083A과

ME72083B는 각기 다른 응답을 해야하는 문항이며 각각 채점되지만

ME72083이라는 같은 줄기를 공유하고 하나의 화면에 보여지는 문항이

므로 문항 해결에 소요된 시간은 ME72083_S에, 방문 빈도는

ME72083_F라는 변수에 기록된다.

정리하면, TIMSS International Database에서 다운로드한 SPSS 데이

터의 형태는 한 학생의 한 문항에 대한 기록((학생, 문항)으로 나타내어

지는 순서쌍)에 대응하는 순서쌍(정오, 빈도수, 소요시간)으로 이루어져

있다. 예를 들어 ID가 50010115인 학생의 ME72190 문항에 대한 기록이

(1, 2, 42.628)이라는 것은 이 문항을 푸는데 42.628초가 소요되었으며 두

번의 시도 만에 정답을 맞혔다는 것을 의미한다.

TIMSS에서 개발된 문항은 총 189개이며, 소문항을 모두 개별 문항으

로 포함하면 총 292개다. 이때 문항에 오류가 있는 일부 문항에 대한 학
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생의 응답은 모두 무응답으로 처리되었고, 본 연구에서는 189문항에 대

한 학생들의 응답 데이터 중에서 일부만을 활용하였다.

1.3. eTIMSS 2019 자료의 기술 통계

eTIMSS를 시행한 22개 국가의 1,104,089명 학생들의 응답데이터 중

에서 본 연구에서 중점적으로 다룰 문항군인 ME10과 ME11에 대하여

기술을 하고자 한다. 먼저, 문항의 개수와 문항군별 응답한 학생은 <표

Ⅲ-3>과 같다. 문항군별 문항 개수의 평균은 13.5개이며, 응답한 학생

수의 평균은 16,239명이다.

<표 Ⅲ-3> 문항군별 문항 수 및 응답 학생 수

ME01 ME02 ME03 ME04 ME05 ME06 ME07 ME08 ME09 ME10 ME11 ME12 ME13 ME14 평균

문항
수(개)

13 15 14 12 14 12 14 12 13 14 14 14 12 16 13.5

응답
학생
수(명)

16,22516,22116,23916,26616,29016,21716,17116,18016,24016,20616,17916,25016,33116,32416,239

본 연구에서는 문항군 ME10과 ME11에 응답한 학생에 한하여 살펴보

고자 한다. 문항군 ME10, ME11에는 각각 14문항이 있고 각 문항군에

응답한 학생수는 각각 16,206명, 16,179명이지만 두 문항군을 동시에 푼

학생은 8,065명이다. 먼저 문항군 ME10과 ME11에 속한 28개 문항의 정

보를 살펴보면 <표 Ⅲ-4>와 같다. ME10 문항군에서 문항 순서가 3번인

문항은 오류 문항으로, 본 연구에서 사용할 데이터에 포함시키지 않았다

(Mullis et al., 2020).
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<표 Ⅲ-4> 문항군 ME10과 ME11의 문항 정보표

<표 Ⅲ-5>는 정․오답에 따른 문항별 소요 시간의 평균과 표준편차

를 나타낸 것이다. 학생별로 문항 해결에 소요한 시간 데이터를 살펴보

면, 문항마다 정․오답에 따른 소요 시간 분포가 다름을 알 수 있다.

문항 문항군
문항
순서

내용 영역 하위 요소
인지
영역

문항 유형

ME72187

ME10

1 수 정수 지식 구성형

ME72022 2 수 분수와 소수 추론 선택형

ME72045 4 수 비, 비율, 백분율 적용 구성형

ME72049 5 수 비, 비율, 백분율 적용 구성형

ME72069 6 대수 식, 연산, 방정식 지식 구성형

ME72074 7 대수 식, 연산, 방정식 지식 구성형

ME72013 8 대수 식, 연산, 방정식 적용 선택형

ME72095 9 대수 식, 연산, 방정식 적용 구성형

ME72109 10 대수 관계와 함수 추론 구성형

ME72125 11 기하 기하적 모양과 측정 추론 선택형

ME72196 12 기하 기하적 모양과 측정 적용 구성형

ME72237 13 기하 기하적 모양과 측정 추론 선택형

ME72232 14 자료와 확률 자료 적용 구성형

ME72206 15 자료와 확률 자료 추론 구성형

ME62271

ME11

1 수 분수와 소수 지식 선택형

ME62152 2 수 정수 적용 구성형

ME62215 3 수 비, 비율, 백분율 적용 구성형

ME62143 4 수 비, 비율, 백분율 추론 구성형

ME62230 5 대수 식, 연산, 방정식 지식 선택형

ME62095 6 대수 식, 연산, 방정식 적용 선택형

ME62076 7 대수 식, 연산, 방정식 적용 선택형

ME62030 8 대수 관계와 함수 적용 구성형

ME62171 9 기하 기하적 모양과 측정 지식 선택형

ME62301 10 기하 기하적 모양과 측정 추론 구성형

ME62194 11 기하 기하적 모양과 측정 추론 선택형

ME62344 12 자료와 확률 자료 적용 구성형

ME62320 13 자료와 확률 자료 적용 선택형

ME62296 14 자료와 확률 확률 추론 구성형
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<표 Ⅲ-5> 정․오답에 따른 문항별 소요 시간의 평균 및 표준편차

(단위 : 초)

한편, 각 문항별 소요 시간의 분포는 정․오답에 따라 그 양상이 달랐

다. 즉 문항에 따라 정답을 맞힌 학생들의 소요 시간 분포와 오답을 한

학생들의 소요 시간의 분포는 [그림 Ⅲ-1]과 같이 큰 차이를 보였다. 문

항의 정답률이 낮을수록 분포가 넓게 퍼져있는 경향을 확인할 수 있다.

Item_ID
오답 정답

평균 표준편차 평균 표준편차
ME72187 89.70 82.78 71.22 59.09
ME72022 50.71 38.99 65.45 46.43
ME72045 69.85 56.17 61.15 47.07
ME72049 66.38 47.05 58.88 40.91
ME72069 68.56 53.44 56.50 41.26
ME72074 126.17 92.48 109.53 69.28
ME72013 56.28 42.88 54.83 38.61
ME72095 126.35 115.40 136.33 99.39
ME72109 111.45 81.11 132.32 94.10
ME72125 56.80 48.34 65.62 46.46
ME72196 77.83 62.37 89.11 54.04
ME72237 34.41 30.74 34.39 22.28
ME72232 41.54 34.87 39.22 23.46
ME72206 143.27 93.05 228.69 108.00
ME62271 60.90 50.68 59.52 48.37
ME62152 85.16 73.04 73.04 62.40
ME62215 124.52 86.20 142.81 87.08
ME62143 65.86 57.27 70.83 63.13
ME62230 35.14 31.71 35.14 36.16
ME62095 39.58 38.78 47.28 30.30
ME62076 35.05 32.16 36.05 27.01
ME62030 52.98 49.37 72.31 39.97
ME62171 30.24 30.07 30.68 23.80
ME62301 53.94 41.53 76.40 48.75
ME62194 79.06 73.36 88.21 68.07
ME62344 61.84 49.46 68.69 53.15
ME62320 52.56 56.02 76.53 56.60
ME62296 75.00 79.78 75.06 53.57
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[그림 Ⅲ-1] 문항의 정․오답별 소요 시간 분포
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2. 연구 설계

2.1. 데이터 전처리 과정

먼저 학생에 대한 정보에는 학생 고유 번호에 학교 고유 번호와 학급

고유 번호가 포함되어있으며, 학교별 혹은 학급별 연구는 진행하지 않으

므로 학교 고유 번호와 학급 고유 번호는 제외하였다. 또한 학생마다 할

당받은 검사지 번호는 학생의 응답 형태를 통해 알 수 있으므로 사용하

지 않았다. 이때, 학생 고유 번호가 국가마다 중복되는 경우가 발생하여

새로운 고유 번호를 지정하였다. 예를 들어 학생 고유 번호 50010207은

아랍에미리트, 헝가리, 포르투갈, 카타르에 모두 존재하므로, 이를 (국가

고유 번호)_(학생 고유번호)의 형태로 각각 784_50010207, 348_50010207,

620_50010207, 634_50010207와 같이 변환하였다.

본 연구에서는 문항군 ME10, ME11을 대상으로 협업 필터링을 적용

하여 학생의 문항에 대한 반응을 예측하였다. 두 문항군에 모두 응답한

학생 수는 총 8,065명이다. 각 문항에 대한 학생의 응답이 기록된 SPSS

파일에서 선다형의 경우 틀렸을 경우 0, 맞았을 경우 1로 채점을 하였으

며, 서답형의 경우 정확한 정답을 기록하였으면 1, 그 외에 부분적으로

정답을 맞추었거나 오답인 경우 등은 모두 0으로 채점하여 변환하였다.

2.2. 연구 설계

본 연구는 eTIMSS 데이터 중에서 문항군 ME10과 ME11에 대한 응

답 데이터를 사용한다. 각 문항군에는 14개의 문항이 있어 총 28문항으

로 이루어져 있으며, 모든 문항에 응답한 학생은 8,065명이다. 또한 데이

터의 희소성은 약 6.3%로, 일반적인 추천시스템에서의 유틸리티 행렬에

비해 아이템의 개수가 적고 희소하지 않다. 따라서 희소성 문제를 해결
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하기 위한 추가적인 기술 없이 구현이 비교적 복잡하지 않은 기본적인

이웃 기반의 협업 필터링과 행렬 분해 기반의 협업 필터링을 사용하고자

한다.

본 연구에서는 eTIMSS 2019 성취도 자료 중 학생들의 각 문항에 대

한 정오 기록, 소요 시간을 사용하고자 한다. 따라서 각 문항에 대한 학

생의 정․오답과 소요 시간에 따라 각각의 유틸리티 행렬을 만들 수 있

다. 추천시스템을 TIMSS 성취도 자료에 적용하면, 학생들은 사용자가

되고, 학생들의 정․오답 및 문항 해결 소요 시간은 평점(rating)에 해당

한다(Thai-Nghe, 2010). 정․오답에 대한 유틸리티 행렬에서 평점은 학

생들의 정답 여부가 되고 정답(1)인지, 오답(0)인지, 무응답(NaN)인지에

따라 구분되어 기록되어있다. 또한 소요 시간에 대한 유틸리티 행렬에서

는 문항별로 학생이 해결에 소요한 시간을 30초 단위로 구분하여 1부터

10까지의 값으로 변환하여 사용하였다.

연구를 위한 실험은 Python을 통해 진행하였고, 협업 필터링 알고리

즘을 사용하기 위해 surprise(Simple Python Recommendation System

Engine) 패키지를 사용하였다. surprise 패키지는 명시적 평점 데이터를

다루는 추천시스템 설계 및 분석에 쓰이는 python scikit-learn 패키지

로, 이웃 기반의 방법이나 행렬 분해 기반의 방법 등의 알고리즘을 포함

하고 있다(Hug, 2020). 패키지에 포함된 알고리즘에 대한 간단한 설명은

<표 Ⅲ-6>과 같다.
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<표 Ⅲ-6> surprise scikit-learn 패키지에 포함된 알고리즘

알고리즘은 크게 네 가지로, 제안하는 협업 필터링 알고리즘의 성능을

비교하기 위해 협업 필터링이 아닌 임의 알고리즘과 기준 알고리즘을 함

께 적용하였다. 임의 알고리즘은 훈련 데이터 세트가 정규분포를 따르는

것을 가정하여 임의로 평점을 부여하는 방법이고, 기준 알고리즘은 사용

자 및 아이템의 효과를 고려하여 평점을 추정하는 방법으로 협업 필터링

이전에 많이 사용되었다.

추천시스템에서 훈련에 쓰이는 데이터를 어떻게 나누는지에 따라 예

측 정확도는 다르게 나타날 수 있지만 아직까지 표준적인 분할 방법은

없으며(Meng et al., 2020) 여러 선행연구에서도 예측의 목적에 따라 다

알고리즘
분류

예측 알고리즘 설명 모듈 이름

임의
알고리즘

정규분포 예측
훈련 데이터 세트가 정규분포를
따르는 것을 바탕으로 임의의 평점

부여
NormalPredictor

기준
알고리즘

기준 추정
사용자 및 아이템의 효과를 고려하여

평점을 추정
BaselineOnly

이웃 기반
알고리즘

기본 이웃 알고리즘
사용자 또는 아이템의 유사도를

고려하여 평점 추정
KNNBasic

평균 평점을 고려한
이웃 알고리즘

사용자 또는 아이템의 평균과
유사도를 고려하여 평점 추정

KNNWithMeans

사용자 평점을 정규화한
이웃 알고리즘

사용자 또는 아이템의 평점을
정규화하고 유사도를 고려하여 평점

추정
KNNWithZScore

기준 추정을 고려한
이웃 알고리즘

기준 추정과 기본 이웃 알고리즘을
모두 고려하여 평점 추정

KNNBaseline

행렬 분해
기반
알고리즘

특이값 분해 알고리즘
(Singular Value
Decomposition)

평점에 영향을 주는 잠재요인이
있다는 가정 하에 사용자 잠재 요인
행렬과 아이템 잠재 요인 행렬로

분해하는 알고리즘

SVD

암묵적 평점을 고려한
특이값 분해의 확장

알고리즘

사용자가 아이템에 평점을 매긴 행위
자체(암묵적 평점)를 고려한 행렬 분해

알고리즘(SVD++)
SVDpp

비음수행렬분해
(Nonnegative Matrix
Factorization)

특이값 분해 알고리즘과 거의
동일하나, 사용자 및 아이템 잠재
요소가 양수로 유지되는 알고리즘

NMF
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양하게 나누고 있다. 추천시스템에서 가장 많이 사용되었던 영화 평점

데이터를 포함하여 많은 연구에서 사용자의 아이템에 대한 평점 데이터

중 일부를 훈련 데이터로, 나머지를 테스트 데이터로 사용하였다(Sarwar

et al., 2001). 예를 들어, 학생 100명의 10개 문항에 대한 정․오답 기록

이 존재할 경우, 전체 평점의 개수는 1,000개이며 이 중에 임의의 평점

800개를 훈련 데이터로, 나머지 200개를 테스트 데이터로 분리한다. 본

연구에서는 문항별, 사용자별 예측의 정확도를 비교하기 위해 임의의 평

점을 테스트 데이터로 설정하지 않고, 아이템 집합 또는 사용자 집합을

설정하여 [그림 Ⅲ-2]와 같이 테스트 데이터를 설정하였다.

[그림 Ⅲ-2] 협업 필터링 결과를 출력하기 위한 훈련 데이터, 테스트

데이터 형태

[그림 Ⅲ-2]에서와 같이 전체 유틸리티 행렬에서 아이템 집합과 사용

자 집합을 입력하였을 때, 해당 아이템에 대한 모든 평점과 해당 사용자

가 부여한 모든 평점의 교집합에 해당하는 평점이 테스트 데이터([그림

Ⅲ-2]에서 검정색 부분)로, 예측의 대상이 된다. 이때 나머지 훈련 데이

터([그림 Ⅲ-2]에서 회색 부분)만이 예측 모델 학습에 사용된다.

모든 연구에서 아이템 집합은 ME11의 14문항으로 고정하였고, 알고

리즘의 성능을 비교하거나 문항별 예측 정확도를 비교할 때에는 전체 학

생의 약 30%에 해당하는 2,500명 학생을 임의로 추출하여 응답을 예측

하였으므로 테스트 데이터의 비율은 약 15%이다. 즉 (사용자, 문항, 평
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점)으로 구성된 전체 데이터 세트에서 85% 정도의 데이터만을 사용하여

나머지 15% 정도의 평점을 예측하였다. 예외적으로 국가별 예측 정확도

를 비교할 때에는 해당 국가의 학생들을 사용자 집합으로 설정하였다.

이를 바탕으로 학생들의 수행을 예측한 후, 학생들의 수준에 적합한

문항을 추천하는 연구를 진행하고자 한다. 첫 번째 연구 문제는 학생 응

답의 예측 정확도 비교에 관한 연구이다. 수학 문항 반응 예측에 적합한

알고리즘을 탐색하기 위해 <표 Ⅲ-6>의 알고리즘을 통한 예측의 정확

도를 비교하고자 한다. 가장 적합한 알고리즘을 선택한 후 문항 또는 사

용자의 정보에 따라 예측의 정확도에 차이가 있는지를 분석한다. 문항군

ME10과 ME11에 대한 문항 응답 데이터에서 문항군 ME11의 14개 문항

에 대한 정답 확률을 예측하여 그 결과를 비교하고, 문항의 정보(인지

영역, 내용 영역, 하위 요소, 문항의 유형)에 따라 분류하여 영역별로 문

항별 예측 정확도 평균에 차이가 있는지 분석하였다. 또한 사용자의 정

보인 국가에 따라 예측 정확도에 차이가 있는지 분석하여 우리나라의 특

성은 어떠한지 분석하였다.

두 번째 연구 문제는 문항 해결 소요 시간의 예측 정확도 비교에 관

한 연구이다. 즉, 협업 필터링을 통한 eTIMSS 문항 해결 소요 시간의

예측 정확도는 어떠하며 문항의 영역별 또는 학생의 국가별로 어떤 차이

가 있는가이다. 연구 문제1과 마찬가지로 소요 시간 예측에 적합한 알고

리즘을 탐색하기 위해 다양한 알고리즘의 예측 결과를 비교하고, 문항

또는 사용자의 정보에 따라 예측의 정확도에 차이가 있는지를 분석하였

다.

세 번째 연구 문제는 문항의 정․오답 및 문항 해결 소요 시간 정보

를 활용하여 수학교육평가에서 학생의 학습을 도울 수 있는 문항을 어떻

게 선정하며 추천할 것인가이다. 본 연구에서는 Vygotsky(1978)의 근접

발달 영역 개념을 문항의 정답을 맞힐 확률과 소요 시간에 대응시키고자

한다. Chounta 외(2017a)에서 제안한 Grey Area와 달리 정답을 맞힐 확

률이 고정된 영역에 속하는 문항이 아닌, 특정한 값에 근접한 문항들을

선정하고 학생들에게 추천하고자 하였다. 근접 발달 영역 개념에 근거하
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여 하나의 문항에서 측정하고자 하는 목표에의 도달 정도를 개인의 인지

발달 수준과 대응시켰다. 근접 발달 영역에 해당하는 문항, 즉 학생이 해

결함으로써 학습에 도움이 되는 문항은 사용자의 정답 확률이 너무 높은

문항도 너무 낮은 문항도 아닌 정답 확률이 중간 구간에 있는 문항이다.

학생에게 적합한 문항을 선정하여 추천해주는 것은 간접적인 비계설정이

되므로 학생 개개인의 실제적 발달 수준에서 잠재적 발달 수준으로 상승

시킬 것으로 기대된다.

따라서 본 연구에서는 학생들 각자의 근접 발달 영역에 해당하는 문

항을 추천하기 위해 정답을 맞힐 확률 및 문항 해결에 소요된 시간을 예

측하여 추천하고자 한다. 이 두 가지 데이터는 어떤 ITS에서도 수집이

비교적 쉽게 가능하므로, 보다 일반적으로 적용할 수 있는 논의점과 결

과를 도출할 수 있다(Beck, 2004). 본 연구에서는 eTIMSS 데이터 세트

에 포함된 문항의 정․오답과 문항 해결 소요 시간이라는 두 요소를 각

각 고려하여 문항을 추천하는 시스템을 제안하였다. 즉, 문항군 ME10의

14문항을 해결한 학생들 중 일부를 대상으로 문항군 ME11을 풀지 않았

다고 가정한 후 ME11의 14문항 중 4문항을 추천하는 시스템을 설계하

였으며, 추천시스템의 개요도는 [그림 Ⅲ-3]과 같다.
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[그림 Ⅲ-3] 추천시스템 알고리즘 개요도

본 연구에서 추천시스템의 역할은 예측과 추천으로 나뉜다. 예측과 추

천하는 방식에 따라 제안한 방법은 크게 네 가지로, 영역별 정답률이 모

두 일치하는 학생을 이웃으로 하여 추천하는 방법([그림 Ⅲ-3]의 A)과

영역별 정답률이 비슷한 학생을 이웃으로 하여 추천하는 방법([그림 Ⅲ

-3]의 B), 그리고 협업 필터링을 통해 추천 대상이 되는 학생들의 정답

확률을 예측하여 문항을 추천하는 방법([그림 Ⅲ-3]의 C), 협업 필터링을

통해 추천 대상이 되는 학생들의 응답 소요 시간을 예측하여 문항을 추
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천하는 방법([그림 Ⅲ-3]의 D)이 그것이다.

이때, [그림 Ⅲ-3]의 A, B에서 영역별 정답률이란 학생이 문항군

ME10에서 정답을 맞힌 문항의 영역별 비율이다. 예를 들어 한 학생의

ME10에 속한 문항들에 대한 정․오답 기록이 <표 Ⅲ-7>과 같을 때 이

학생의 인지 영역의 정답률을 구해보면 다음과 같다. 1은 정답, 0은 오답

을 의미한다.

<표 Ⅲ-7> 한 학생의 ME10 정․오답 기록

이 학생은 지식영역의 3문항 중에서 2문항, 적용영역의 6문항 중에서

2문항, 추론 영역에서는 5문항 중에서 1문항의 정답을 맞혔으므로, 이 학

생이 인지영역의 정답률은 각각   ,   ,  , 즉

(, , )이다. 이때 문항의 영역을 나누는 기준은 인지 영역, 내

용 영역, 내용 영역의 하위 요소, 개별 문항 네 가지이다. 각 추천 방법

에 대한 상세한 설명은 다음과 같다.

첫째, 먼저 이웃의 정답률을 기반으로 추천하는 방식 중 그룹 방법의

경우 영역별 정답률이 일치하는 학생들을 이웃으로 설정하였다. 추천 대

상이 각 문항의 정답을 맞힐 확률을 그 학생의 이웃에 속하는 학생들의

문항 정답률로 예측하였다. 한편 대상 학생의 영역별 정답률이 일치하는

학생이 1명이거나 없을 경우 최대한 비슷한 영역별 정답률을 갖는 학생

으로 범위를 넓혀 이웃으로 설정하였다. 이 방법은 전체 학생의 영역별

정답률을 대상 학생과 하나씩 대조해가며 이웃을 설정하므로 기계학습에

해당하지는 않지만 유사도가 높은 학생을 이웃으로 설정한 것이므로 함

께 비교하였다.

둘째, 이웃의 정답률을 기반으로 추천하는 방식 중에서 클러스터링 방

법의 경우 영역별 정답률이 비슷한 학생을 다섯 개의 클러스터로 분류하

여 이웃을 설정한 방법으로, 학생을 분류할 때에는 K-MEANS 클러스터

ME72187 ME72022 ME72045 ME72049 ME72069 ME72074 ME72013 ME72095 ME72109 ME72125 ME72196 ME72237 ME72232 ME72206

지식 추론 적용 적용 지식 지식 적용 적용 추론 추론 적용 추론 적용 추론
0 0 0 0 1 1 0 1 0 1 0 0 1 0
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링 알고리즘을 사용하였다. 이웃 학생을 설정한 후에는 그들의 정답률,

즉 대상 학생의 정답 확률이 추천 기준값에 가까운 문항들을 추천한다.

클러스터링을 통한 방법은 지정한 클러스터의 수에 해당하는 문항의 세

트만이 추천되므로, 모든 학생들은 총 다섯 가지의 문항 세트 중 하나만

을 부여받게 된다. 이때 클러스터링 방법으로 사용되는 K-MEANS 알고

리즘은 기계학습 중 비지도학습에 속하는 알고리즘으로, 패턴들과 그 패

턴이 속하는 클러스터의 중심과의 평균 유클리디안 거리를 최소화하는

것이다(McQueen, 1967). 이때 클러스터의 개수는 scree plot에서 elbow

에 해당하는 5로 정하였으며, 1,468명 전체의 인지 영역별 평균 및 표준

편차와 5개의 클러스터로 나누었을 때 평균 및 표준편차는 <표 Ⅲ-8>

과 같았다. K-MEANS 알고리즘은 Python의 scikit-learn 패키지를 통해

적용하였다.

<표 Ⅲ-8> 5개의 그룹으로 클러스터링했을 때 각 그룹의 인지 영역별

평균과 표준편차

셋째, 정답 확률 예측 추천 방법은 연구 문제 1에서 협업 필터링을 통

해 정답 확률을 예측한 결과를 기반으로 추천하는 방법이다. 알고리즘으

로는 사용자 기반 협업 필터링(KNNBasic)을 사용하였다. 이웃을 기반으

로 정답 확률을 예측하고 추천한다는 점에서 위의 두 알고리즘과 비슷하

지만, 협업 필터링을 이용할 경우 이웃의 개수를 고정하고 이웃의 정․

오답을 가중평균하여 정답을 맞힐 확률을 예측한다는 점에서 다르다.

평균 표준편차

지식 적용 추론 지식 적용 추론

그룹 1 0.16 0.29 0.21 0.17 0.19 0.16

그룹 2 0.59 0.76 0.58 0.16 0.15 0.19

그룹 3 0.74 0.39 0.25 0.14 0.18 0.16

그룹 4 1.0 0.84 0.49 0.0 0.14 0.15

그룹 5 0.94 0.92 0.9 0.13 0.11 0.1

전체 0.70 0.68 0.54 0.33 0.30 0.31
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넷째, 시간 예측을 통한 문항 추천 방법은 연구 문제 2에서 예측 알고

리즘을 통해 소요 시간을 예측한 결과를 기반으로 추천하는 방법이다.

마찬가지로 사용자 기반 협업 필터링(KNNBasic)을 사용하였다.

각 추천 방법에서는 개별 학생의 학습을 촉진시킬 수 있는 문항을

선정하기 위해 ‘추천 기준값’을 설정하였다. [그림 Ⅲ-3]의 A, B, C 방법

의 경우 정답을 맞힐 확률을 통해 추천하므로, 만약 추천 기준값을 0.5로

설정했을 경우 정답을 맞힐 확률이 0.5에 가까운 문항을 추천하게 된다.

마찬가지로 [그림 Ⅲ-3]의 D 방법의 경우 소요 시간을 통해 추천하므로

추천 기준값을 1분으로 설정했다면, 예측되는 소요 시간이 1분에 가까운

문항을 추천하게 된다.

2.3. 평가 방법

일반적으로 추천시스템의 평가 방법은 오프라인 평가와 온라인 평가

로 구분된다. 오프라인 평가는 사용자들의 주어진 평점 데이터 중의 일

부 정보를 제거하여 사용한 후, 제거한 정보에 대한 평점을 예측하여 비

교하는 반면 온라인 평가는 실제 사용자에게 추천 대상을 보여준 후, 얼

마나 추천된 대상을 수용하는지를 측정한다(Beel et al., 2013). 본 연구

에서는 연구 문제에 따라 예측의 정확도와 추천된 문항의 적합성을 측정

하기 위해 오프라인 평가를 두 가지 방법으로 실시하였다.

2.3.1. 예측의 정확도 평가

기계학습에서 예측의 정확도로 사용되는 평가 척도로는 MSE(Mean

Squared Error)와 MSE의 양의 제곱근인 RMSE(Root Mean Squared

Error)가 있다.
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 




 







여기서 는 사용자 가 아이템 에 매길 것으로 예측한 평점이고

는 사용자 가 아이템 에 매긴 실제 평점이며 은 총 데이터의 개

수이다.

학생의 정․오답 기록은 해당 문항을 틀렸을 경우 0, 정답을 맞혔을

경우 1로 매겨지므로 본 연구에서 예측값으로 나온 결과는 0과 1 사이의

값이 되고, 이는 학생이 해당 문항의 정답을 맞힐 가능성을 나타낸다

(Thai-Nghe et al., 2010). 따라서 오차(  )도 마찬가지로 0

과 1 사이의 값을 가지며 오차가 적을수록 성능이 좋음을 나타낸다.

한편 학생의 소요 시간 기록은 0보다 큰 연속적인 데이터이지만, 추천

시스템에 적용하기 위해 30초 단위로 나누어 1부터 10까지의 자연수로

<표 Ⅳ-9>와 같이 변환하였다. 또한, 5분 이상 소요된 경우는 유효한 문

항 해결 소요 시간인 225,022개 중에서 3,106개로, 1.4% 미만의 비율을

차지하였다. 따라서 예측값으로 나온 결과는 1과 10 사이의 값이 되고,

RMSE는 0과 9 사이의 값을 갖게 된다.
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<표 Ⅲ-9> 시간 데이터 변환

본 연구에서는 모델의 성능 평가 기준으로 RMSE를 사용하여 비교하

고자 한다. RMSE는 0 이상의 값을 가지며, 값이 작을수록 정확도가 높

음을 나타낸다. 또한, 본 논문에서 다룰 응답 데이터 중 정오에 해당하는

데이터는 이진으로만 구성이 되어 , , 과 ROC curve 및

AUC로 평가할 수 있으므로 함께 고려하였다. , , ,

는 각각 <표 Ⅲ-10>의 혼동행렬(Confusion Matrix)에서 다음과

같이 구할 수 있으며, (ACC)는 전체 예측값 중 오답을 오답으

로, 정답을 정답으로 예측한 비율을 나타내는 가장 직관적인 정확도라고

할 수 있다. 혼동행렬에서 TN(True Negative)은 실제 오답일 때 오답으

로 예측한 것, FP(False Positive)는 실제 오답일 때 정답으로 예측한

것, FN(False Negative)은 실제 정답을 오답으로 예측한 것, TP(True

Positive)는 실제 정답을 정답으로 예측한 것의 개수를 의미한다.

시간 변환 후 응답 수

0초 초과 30초 이하 1 58,515

30초 초과 60초 이하 2 72,207

60초 초과 90초 이하 3 40,930

90초 초과 120초 이하 4 21,335

120초 초과 150초 이하 5 11,729

150초 초과 180초 이하 6 6,952

180초 초과 210초 이하 7 4,360

210초 초과 240초 이하 8 2,825

240초 초과 270초 이하 9 1,817

270초 초과 10 4,352
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<표 Ⅲ-10> 혼동행렬(Confusion Matrix)

오답으로 예측 정답으로 예측

실제 오답
TN

(True Negative)
FP

(False Positive)

실제 정답
FN

(False Negative)
TP

(True Positive)

 TPFP

TP

 TPFN

TP

 










 TNFPFNTP

TNTP

또한, 예측의 성능 평가를 위해서 시각적 표현을 제공하는

ROC(Receiver Operating Characteristic) 곡선을 사용하기도 하는데, 이

곡선은 이진 분류에서 가능한 모든 임계값에 대한 FPR(False Positive

Rate)과 TPR(True Positive Rate)의 비율을 표현한 것이다(Schröder et

al., 2011). ROC 곡선 아래의 영역이 커질수록 정확도가 높아지며, 이 영

역, 즉 [그림 Ⅲ-4]에서 색칠한 부분을 AUC(Area Under the Curve)라

고 한다. 임의 분류기의 AUC는 0.5로, 분류 정확도가 높을수록 AUC는

1에 가까워진다.
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[그림 Ⅲ-4] ROC 곡선과 AUC

훈련 데이터, 테스트 데이터를 입력하여 협업 필터링을 적용하고 예측

의 정확도 평가 척도를 출력하기 위해 정의한 두 함수는 <표 Ⅲ-11>과

같다.

<표 Ⅲ-11> 연구에서 정의한 함수

2.3.2. 추천시스템의 평가 방법

2.2.4.에서 설계한 알고리즘의 적용 결과인 4개의 문항이 얼마나 개별

학생 수준에 적합한 문항인가를 평가하기 위해 본 연구에서 문항 추천의

성능을 평가할 수 있는 새로운 방법을 제안하였다. 첫 번째로 학생의 수

유형 기능 입력값 출력값

정답
확률
예측

문항과 학생 집합을
고정시켜 테스트 데이터로
지정한 후 예측의 정확도

출력

정․오답 유틸리티 행렬,
아이템 집합,
사용자 집합,
알고리즘

Confusion matrix,
precision, recall, f1,
Accuracy, AUC,
RMSE

소요
시간
예측

문항과 학생 집합을
고정시켜 테스트 데이터로
지정한 후 RMSE 출력

소요 시간 유틸리티 행렬,
아이템 집합,
사용자 집합,
알고리즘

RMSE
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준에 맞는 문항이 추천되었는지를 측정하기 위해 2-모수 모형 문항반응

이론(Item Response Theory)을 통해 학생의 능력(ability)과 각 학생에게

추천된 네 문항의 난이도(difficulty)의 평균을 구하여 그 상관계수를 구

했다. 학생의 능력을 추정하는 방법으로는 최대우도추정법(maximum

likelihood estimation)을 사용하였으며, 능력 모수 에 대한 우도를 최대

로 하는 의 우도는 아래의 식과 같이 계산된다(Baker & Kim, 2004).

는 능력 모수가 인 학생이 문항 를 맞힐 확률이고, 는 학생 

의 문항 에 대한 응답으로 문항을 맞혔을 경우 , 틀렸을 경우 의 값

을 가진다.

  



 

  

학생의 능력 모수는 R의 ltm 패키지를 통해 추정하였으며, 학생에 능

력에 맞게 적합한 문항이 추천되었는지를 측정하기 위해 학생의 능력과

추천된 문항의 난이도 평균 사이의 피어슨 상관계수를 측정하였다. 능력

모수 의 값이 클수록 학생의 능력이 높음을 의미하고, 문항의 난이도는

클수록 어려운 문항임을 나타낸다. 따라서 추천이 적합하게 이뤄지는 방

법은 학생의 능력이 높아질수록 그에 따라 어려운 문항을 추천하게 되므

로, 두 변수의 상관계수는 1에 가깝다.

두 번째로, 이 추천시스템의 평가 방법은 학생들이 추천된 문항의 정

답을 맞힐 확률이 추천 기준값에 근접한 문항이 학생의 실력 향상에 도

움이 되는 문항임을 가정하였으므로 각 학생들에게 추천된 문항의 실제

점수()2)의 평균(Mean of Real Score, MRS)을 구하여 비교하였다.

  



  




일 때, (MRS) = 



  





2) 실제 점수는 문항의 배점을 고려하지 않고 추천된 문항의 만점을 1로
고려하여 정의하였다. 예를 들어 추천된 네 문항 중에서 세 문항을 실제
로 맞추었을 경우, 실제 점수는 0.75이다.
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(
 :학생 에게 추천된 문항에 대한 정․오답)

세 번째로, 추천된 문항에 대한 학생들의 실제 정답률과 본 연구에서

추천 기준값(threshold)과의 차이의 평균 제곱근(Root Mean Square of

Error by Threshold, RMSET)을 다음과 같이 새롭게 정의하였다.

(RMSET) = 






  






(는 번째 학생의 실제 점수, 은 테스트 데이터에 포함된 학생 수)

즉, 학생의 능력과 추천된 문항의 평균 난이도의 상관관계는 1에 가까

울수록, MRS는 추천 기준값에 가까울수록, RMSET는 에 가까울수록

좋은 추천 방법이라 할 수 있다.
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Ⅳ. 연구 결과

1. 문항 정․오답 예측의 정확도 비교

1.1. 알고리즘 파라미터 설정 및 비교

먼저, python의 surprise 패키지에서 <표 Ⅳ-1>과 같이 각 알고리즘

에서 최적의 성능을 내는 파라미터를 설정하고 실험을 진행하였다. 알고

리즘은 협업 필터링 알고리즘 중 이웃 기반 협업 필터링과 행렬 분해 기

반 협업 필터링으로 구분하여 실험하였다.

이웃 기반 협업 필터링 중에서 아이템 기반의 알고리즘을 적용할 경

우, 데이터의 특성상 포함된 문항의 수가 많지 않으므로, 이웃의 개수가

많을수록 정확도는 높아지는 경향이 있다. 따라서 ME10의 14문항을 푼

후 ME11의 14문항에 대한 정․오답을 예측하는 상황에서 이웃 아이템

은 14개로 설정하였다. 한편 사용자 기반 알고리즘의 경우, 전체 사용자

수는 8,065명으로 매우 많으며, 설정한 이웃의 개수가 커질수록 정확도가

높아지다가 이웃의 개수가 70명보다 많아질 때 정확도가 감소하는 경향

을 보였다. 따라서 사용자 기반의 알고리즘에서는 이웃 사용자를 70명으

로 설정하였다. 또한 유사도의 종류는 평균제곱차이를 이용하였다. 행렬

분해 기반 협업 필터링에서는 잠재요인의 개수가 8일 때 정확도가 가장

높아 각 알고리즘의 파라미터를 <표 Ⅳ-1>과 같이 설정하였다.
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<표 Ⅳ-1> 알고리즘의 종류

위의 파라미터로 설정한 13개의 알고리즘을 비교한 결과는 <표 Ⅳ

-2>와 같으며, 테스트 데이터의 비율은 15%로 설정하여 실험하였다.

<표 Ⅳ-2> 알고리즘별 예측의 정확도 결과

알고리즘 약어 종류 ACC AUC RMSE

임의 알고리즘 NOR NormalPredictor 0.5088 0.5060 0.6104

기준 알고리즘 BAS Baselineonly 0.7240 0.7995 0.4309

이웃 기반
알고리즘

KNN_U KNNBasic(사용자 기반) 0.7393 0.8135 0.4181

KNNM_U KNNWithMeans(사용자 기반) 0.7387 0.8123 0.4191

KNNZ_U KNNWithZScore(사용자 기반) 0.7378 0.8110 0.4201

KNNB_U KNNBaseline(사용자 기반) 0.7389 0.8134 0.4184

KNN_I KNNBasic(아이템 기반) 0.7061 0.7583 0.4483

KNNM_I KNNWithMeans(아이템 기반) 0.7368 0.8065 0.4230

KNNZ_I KNNWithZScore(아이템 기반) 0.7364 0.8069 0.4228

KNNB_I KNNBaseline(아이템 기반) 0.7370 0.8065 0.4230

행렬 분해 기반
알고리즘

SVD SVD 0.7041 0.8028 0.4476

SVDpp SVDpp 0.7351 0.8066 0.4236

NMF NMF 0.7273 0.7991 0.4295

알고리즘 종류 파라미터

임의 알고리즘 NormalPredictor -

기준 알고리즘 Baselineonly -

이웃 기반
알고리즘

KNNBasic

(사용자 기반)이웃개수 :70 (아이템 기반)이웃개수 :14
KNNWithMeans

KNNWithZScore

KNNBaseline

행렬 분해 기반
알고리즘

SVD

잠재요인 개수 :8SVDpp

NMF
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[그림 Ⅳ-1] 알고리즘별 예측 결과 비교 시각화

실험 결과, 모든 알고리즘이 임의 평점 예측 알고리즘

(NormalPredictor)보다 높은 예측 정확도를 보였다. ACC, AUC, RMSE

를 기준으로 정확도가 가장 높은 알고리즘은 이웃 기반 알고리즘 중에서

는 사용자 기반의 KNNBasic이었고, 가장 낮은 알고리즘은 아이템 기반

의 KNNBasic이었다.

행렬 분해 기반 알고리즘 중에서는 ACC, AUC, RMSE에서 모두 정

확도가 가장 높은 알고리즘은 SVDpp였고, ACC와 RMSE에서 정확도가

가장 낮은 알고리즘은 SVD, AUC에서는 NMF의 정확도가 가장 낮았다.

또한, 이웃 기반 알고리즘에서 사용자 기반 알고리즘이 아이템 기반 협

업 필터링보다 성능이 훨씬 좋은 것으로 드러났다. 이는 문항 추천의 상

황에서 비슷한 문항 분포를 보이는 아이템보다는 비슷한 반응을 보이는

학생을 고려하는 것의 예측 결과가 더 좋다는 것을 의미한다. 또한, 행렬

분해 알고리즘 중에서는 학생이 응답하지 않은 기록을 유의미하게 처리

하는 방법인 SVDpp 알고리즘이 ACC, AUC, RMSE에서 더 높은 성능

을 보였다.

1.2. 문항의 영역별 예측 정확도 비교

1.1.을 바탕으로 이웃 기반 알고리즘과 행렬 분해 알고리즘에서 각각

정확도가 높았던 KNNBasic(사용자 기반)과 SVDpp알고리즘을 사용하여
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이후의 실험을 진행하였다. 먼저 문항의 영역별 예측 정확도를 비교하기

위하여 ME11에 속한 총 14문항 각각에 대한 예측 정확도를 평가한 결

과는 <표 Ⅳ-3>과 같았다.

<표 Ⅳ-3> 문항별 예측 정확도(ME11)

문항의 정보에 따라 인지 영역별, 내용 영역별, 하위요소별 및 문항

유형별로 구분하여 각 문항의 정답 확률을 예측한 ACC, AUC, RMSE의

평균을 비교한 결과는 <표 Ⅳ-4>, <표 Ⅳ-5>, <표 Ⅳ-6>, <표 Ⅳ-7>

과 같다.

ACC AUC RMSE

KNN SVDpp KNN SVDpp KNN SVDpp

ME62271 0.7178 0.7255 0.7710 0.7810 0.4377 0.4357

ME62152 0.7232 0.7290 0.8060 0.8100 0.4232 0.4233

ME62215 0.8150 0.8080 0.8591 0.8562 0.3588 0.3633

ME62143 0.8184 0.8179 0.8702 0.8715 0.3606 0.3702

ME62230 0.6791 0.6323 0.6336 0.6219 0.4645 0.4877

ME62095 0.7105 0.7238 0.7708 0.7747 0.4372 0.4375

ME62076 0.7163 0.7279 0.7870 0.7923 0.4244 0.4251

ME62030 0.6550 0.6592 0.7041 0.7071 0.4669 0.4693

ME62171 0.6763 0.6816 0.7398 0.7441 0.4512 0.4508

ME62301 0.8037 0.8058 0.8156 0.8160 0.3718 0.3727

ME62194 0.7415 0.7370 0.7257 0.7271 0.4123 0.4141

ME62344 0.7948 0.7962 0.7729 0.7803 0.3836 0.3853

ME62320 0.7685 0.7718 0.8007 0.8088 0.4068 0.4091

ME62296 0.7400 0.7490 0.8204 0.8260 0.4170 0.4165
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<표 Ⅳ-4> 인지 영역별 예측 정확도

<표 Ⅳ-5> 내용 영역별 예측 정확도

<표 Ⅳ-6> 하위 요소별 예측 정확도

<표 Ⅳ-7> 문항 유형별 예측 정확도

먼저 문항의 인지 영역에 따라 구분했을 때, ACC, AUC, RMSE에서

모두 예측 정확도는 지식, 적용, 추론 영역 순서대로 높았다. 내용 영역

인지 영역
ACC 평균 AUC 평균 RMSE 평균

KNN SVDpp KNN SVDpp KNN SVDpp
지식(3문항) 0.6911 0.6798 0.7148 0.7157 0.4511 0.4581
적용(7문항) 0.7405 0.7451 0.7858 0.7899 0.4144 0.4161
추론(4문항) 0.7759 0.7775 0.808 0.8101 0.3904 0.3934

내용 영역
ACC 평균 AUC 평균 RMSE 평균

KNN SVDpp KNN SVDpp KNN SVDpp
수(4문항) 0.7686 0.7701 0.8266 0.8297 0.3951 0.3981
대수(4문항) 0.6902 0.6858 0.7239 0.724 0.4482 0.4549
기하(3문항) 0.7405 0.7415 0.7604 0.7624 0.4118 0.4125

자료와 확률(3문항) 0.7678 0.7723 0.798 0.805 0.4024 0.4036

내용 영역
하위 요소

ACC 평균 AUC 평균 RMSE 평균
KNN SVDpp KNN SVDpp KNN SVDpp

정수(1문항) 0.7232 0.729 0.806 0.81 0.4232 0.4233
분수와 소수(1문항) 0.7178 0.7255 0.771 0.781 0.4377 0.4357
비, 비례, 백분율(2문항) 0.8167 0.8129 0.8647 0.8639 0.3597 0.3668
식, 연산, 방정식(3문항) 0.702 0.6947 0.7305 0.7296 0.442 0.4501
관계와 함수(1문항) 0.655 0.6592 0.7041 0.7071 0.4669 0.4693

기하적 모양과 측정(3문항) 0.7405 0.7415 0.7604 0.7624 0.4118 0.4125
자료(2문항) 0.7816 0.784 0.7868 0.7945 0.3952 0.3972
확률(1문항) 0.74 0.749 0.8204 0.826 0.417 0.4165

문항 유형
ACC 평균 AUC 평균 RMSE 평균

KNN SVDpp KNN SVDpp KNN SVDpp
구성형(7문항) 0.7643 0.7665 0.8069 0.8096 0.3974 0.4001
선다형(7문항) 0.7157 0.7143 0.747 0.75 0.4334 0.4372
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에 따라 구분했을 때, 정확도가 가장 높은 영역은 수 영역이었고, 가장

낮은 영역은 대수 영역이었다. 하위 요소에서는 ACC, AUC, RMSE에서

모두 비와 비율, 백분율 영역이 가장 정확도가 높았으며 가장 낮은 영역

은 관계와 함수였다. 마지막으로 문항 유형은 세 척도에서 모두 구성형

이 선택형보다 정확도가 높았다. 세 척도로 비교했을 때, 영역 내에서 예

측의 정확도 순서가 대부분 일치하였으므로 정확도 차이가 존재함을 확

인할 수 있다.

1.3. 국가별 예측 정확도 비교

eTIMSS에 참여한 국가는 총 22개로, 연구 대상인 문항군 ME10과

ME11에 응답한 학생의 수는 한 국가당 약 300명 정도이다. 학생이 속한

국가에 따른 문항 정․오답 예측의 정확도 비교는 두 가지 방법으로 진

행하였다. 첫 번째 방법은 예측하고자 하는 한 국가의 전체 학생의

ME11문항에 대한 평점을 테스트 데이터로, 나머지 모든 데이터를 훈련

데이터로 설정하여 예측한 방법이고(global), 두 번째 방법은 해당 국가

의 데이터만을 사용하며 해당 국가의 일부 학생들의 ME11 문항에 대한

평점을 테스트 데이터로, 해당 국가에서 나머지 평점을 훈련 데이터로

설정하여 예측하는 방법이다(local).

[그림 Ⅳ-2] 국가별 예측에 사용한 데이터 형태

(왼쪽 : global, 오른쪽 : local)
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두 가지 방법으로 국가별 예측의 precision, recall, F1 score, ACC,

AUC, RMSE를 사용자 기반 협업 필터링과 행렬 분해 알고리즘으로 각

각 비교한 결과를 시각화하면 [그림 Ⅳ-3], [그림 Ⅳ-4]과 같다.

[그림 Ⅳ-3] 사용자 기반 협업 필터링(KNNBasic)으로 예측한 결과
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[그림 Ⅳ-4] 행렬 분해 기반 협업 필터링(SVDpp)으로 예측한 결과

Global 예측에서 훈련에 쓰인 학생 수가 local 예측에서 훈련에 쓰인

학생 수보다 약 20배 정도 많음에도 불구하고, 대부분의 국가에서 예측

의 정확도는 큰 차이가 나지 않았다. 한편, 이웃 기반 협업 필터링으로

예측한 결과에서 싱가포르, 대만, 대한민국의 경우 precision, recall,

ACC, RMSE에서 global과 local의 차이가 눈에 띄게 컸다. 대한민국을

포함한 이 세 국가는 local 예측 결과가 global 예측 결과보다 유의미하
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게 사용자 기반 협업 필터링에서 특히 높았는데, 이는 세 국가에 포함된

일부 학생들과 유사도가 높은 학생들이 해당 국가 외에는 비교적 적게

분포한다는 것을 의미한다.

2. 문항 해결 소요 시간 예측의 정확도 비교

2.1. 알고리즘 파라미터 설정 및 비교

이 실험에서 사용한 알고리즘의 파라미터는 1.1.과 동일하게 설정하였

다. 문항 반응 데이터는 연구 문제 1에서 다루었던 동일한 학생 8,065명

의 28문항에 대한 소요 시간이다.

<표 Ⅳ-8> 알고리즘 종류

위의 파라미터로 설정한 13개의 알고리즘을 RMSE를 기준으로 비교

한 결과는 <표 Ⅳ-9>와 같다. 연구 문제 1에서와 같이 테스트 데이터의

비율은 15%로 설정하여 실험하였다. 0 또는 1로만 구성되었던 연구 문

제 1에서 사용한 학생의 문항 정․오답 데이터와는 달리 문항 해결 소요

시간 데이터는 연속적이고, 이를 1부터 10까지 자연수에 해당하는 값으

로 변환하였고 RMSE로만 평가하였다.

알고리즘 종류 파라미터

임의 알고리즘 NormalPredictor -

기준 알고리즘 Baselineonly -

이웃 기반
알고리즘

KNNBasic

(사용자 기반)이웃개수 :70 (아이템 기반)이웃개수 :14
KNNWithMeans

KNNWithZScore

KNNBaseline

행렬 분해 기반
알고리즘

SVD

잠재요인 개수 :8SVDpp

NMF
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<표 Ⅳ-9> 알고리즘별 RMSE 비교

[그림 Ⅳ-5] 알고리즘별 RMSE 비교 시각화

모든 알고리즘은 임의 알고리즘(NormalPredictor)보다 유의미하게 좋

은 성능을 보였다. 이웃 기반 알고리즘 중에는 사용자 기반의

알고리즘 약어 종류 RMSE

임의 알고리즘 NOR NormalPredictor 2.4809

기준 알고리즘 BAS Baselineonly 1.5923

이웃 기반 알고리즘

KNN_U KNNBasic(사용자 기반) 1.5440

KNNM_U KNNWithMeans(사용자 기반) 1.6286

KNNZ_U KNNWithZScore(사용자 기반) 1.6255

KNNB_U KNNBaseline(사용자 기반) 1.5546

KNN_I KNNBasic(아이템 기반) 1.7560

KNNM_I KNNWithMeans(아이템 기반) 1.6469

KNNZ_I KNNWithZScore(아이템 기반) 1.6519

KNNB_I KNNBaseline(아이템 기반) 1.6470

행렬 분해 기반
알고리즘

SVD SVD 1.7289

SVDpp SVDpp 1.6361

NMF NMF 1.7348
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KNNBasic이 가장 높았고, 아이템 기반의 KNNBasic의 정확도가 가장

낮았다. 반면 행렬 분해 알고리즘 중에서는 연구 문제 1에서와 마찬가지

로 SVDpp의 정확도가 가장 높았으며, SVD와 NMF 중에서는 SVD의

정확도가 조금 더 높았다.

2.2. 문항의 영역별 예측 정확도 비교

이를 바탕으로 이웃 기반 알고리즘과 행렬 분해 알고리즘에서 각각

가장 정확도가 높았던 사용자 기반 KNNBasic과 SVDpp의 알고리즘을

선택하여 문항별 해결 소요 시간을 예측하였다. 그 결과, RMSE의 값을

나타낸 것이 <표 Ⅳ-10>과 같았으며, 영역별로 평균을 구하여 나타낸

것이 <표 Ⅳ-11>, <표 Ⅳ-12>, <표 Ⅳ-13>, <표 Ⅳ-14>와 같았다.

<표 Ⅳ-10> 문항별 RMSE 비교(ME11)

RMSE

문항 KNN SVDpp

ME62271 1.53 1.5398

ME62152 1.9456 2.0897

ME62215 2.2681 2.6802

ME62143 1.6997 1.8362

ME62230 1.0398 1.077

ME62095 1.1106 1.1346

ME62076 0.9611 0.9933

ME62030 1.3947 1.4426

ME62171 0.8654 0.9015

ME62301 1.3997 1.4253

ME62194 1.9746 2.1341

ME62344 1.5042 1.5733

ME62320 1.5986 1.662

ME62296 1.6149 1.6597
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<표 Ⅳ-11> 인지 영역별 RMSE 비교

<표 Ⅳ-12> 내용 영역별 RMSE 비교

<표 Ⅳ-13> 하위 요소별 RMSE 비교

<표 Ⅳ-14> 문항 유형별 RMSE 비교

사용자 기반의 KNNBasic과 SVDpp로 예측한 정확도의 양상은 서로

비슷하였다. 먼저 인지 영역으로 예측한 결과, 지식, 적용, 추론 순으로

정확도가 높았다. 내용 영역별로 예측했을 때는 기하 영역의 정확도가

인지 영역 KNN SVDpp

지식(3문항) 1.1451 1.1727

적용(7문항) 1.5404 1.6537

추론(4문항) 1.6722 1.7638

내용 영역 KNN SVDpp

수(4문항) 1.8608 2.0365

대수(4문항) 1.1265 1.1619

기하(3문항) 1.4133 1.487

자료와 확률(3문항) 1.5726 1.6317

내용 영역 하위 요소 KNN SVDpp

정수(1문항) 1.9456 2.0897

분수와 소수(1문항) 1.53 1.5398

비, 비례, 백분율(2문항) 1.9839 2.2582

식, 연산, 방정식(3문항) 1.0372 1.0683

관계와 함수(1문항) 1.3947 1.4426

기하적 모양과 측정(3문항) 1.4133 1.487

자료(2문항) 1.5514 1.6176

확률(1문항) 1.6149 1.6597

문항 유형 KNN SVDpp

구성형(7문항) 1.6896 1.8153

선다형(7문항) 1.2972 1.3489
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가장 높았고, 수 영역의 정확도가 가장 낮았다. 하위 요소에서는 기하적

모양과 측정 영역의 정확도가 가장 높았으며, 정수 영역의 정확도가 낮

았다. 마지막으로 문제 유형별 예측 결과, 구성형이 선택형보다 정확도가

더 낮았다.

2.3. 국가별 예측 정확도 비교

연구 문제 1에서와 마찬가지로, 문항 해결 소요 시간 데이터를 국가별

로 구분하여 예측하였다. 사용자 기반의 KNNBasic 방법과 SVDpp 방법

을 모두 사용하였으며, 하나의 국가를 예측할 때 나머지 국가의 데이터

로 하는 방법(global)과 한 국가의 데이터만을 사용하여 예측하는 방법

(local)을 적용한 결과는 <표 Ⅳ-15>와 같았다.
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<표 Ⅳ-15> 국가별 RMSE 비교

KNNBasic SVDpp

국가 Global Local Global Local

싱가포르 1.3318 1.3648 1.37 1.3182

대만 1.3745 1.3469 1.544 1.4032

대한민국 1.3141 1.2981 1.6378 1.3199

홍콩 1.3258 1.4164 1.5487 1.2381

러시아 1.7835 1.7019 1.9814 1.8614

리투아니아 1.4256 1.397 1.5008 1.4322

이스라엘 1.4633 1.4604 1.574 1.5271

헝가리 1.376 1.4506 1.4316 1.4126

미국 1.4759 1.4111 1.5233 1.4577

영국 1.3362 1.3288 1.4798 1.2967

핀란드 1.2447 1.231 1.3687 1.2401

노르웨이 1.4658 1.4392 1.5427 1.5508

스웨덴 1.377 1.3182 1.4588 1.4114

포르투갈 1.588 1.5978 1.6667 1.6277

이탈리아 1.6902 1.6835 1.8863 1.7314

터키 1.7559 1.7479 1.9391 1.7966

프랑스 1.5144 1.464 1.596 1.7278

아랍에미리트 1.6553 1.6448 1.7457 1.7166

조지아 1.5774 1.591 1.6619 1.6219

말레이시아 1.737 1.7022 1.9536 1.8551

카타르 1.5818 1.5953 1.668 1.6899

칠레 1.6138 1.6428 1.7065 1.6922

비교 결과를 시각화한 것은 [그림 Ⅳ-6]과 같다.

[그림 Ⅳ-6] 국가별 RMSE 결과(왼쪽 : KNNBasic, 오른쪽 : SVDpp)
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사용자 기반의 KNNBasic으로 예측한 경우, global과 local의 RMSE

값에는 거의 차이가 없었다. 반면 SVDpp로 예측을 한 경우 대부분의 국

가에서 local의 RMSE가 global RMSE의 값보다 낮았다. 즉 한 국가 내

에서만 예측을 한 방법의 성능이 더 좋았는데, 그 차이는 성취도가 각각

3, 4위인 대한민국과 홍콩의 경우 약 0.3 정도로 다른 나라에 비해 비교

적 컸다.

추가적으로, 연구 문제 2와 연구 문제 1에서의 문항별 예측 결과를 비

교했을 때, 예측의 정확도가 반대되는 양상을 보였다. 즉 정답 확률 예측

결과 RMSE와 문항 해결 소요 시간 RMSE를 나타냈을 때 그 상관계수

는 -0.64로 비교적 뚜렷한 음의 상관관계를 나타냈다.

3. 추천시스템의 적용

3.1. 추천시스템 방법 및 기준 설정

연구 문제 3은 TIMSS 데이터에 추천시스템을 적용하는 연구로,

ME10의 문항을 해결한 8,065명의 학생 중에서 성취도 상위 5개국인 싱

가포르, 대만, 대한민국, 홍콩, 러시아에 속한 학생 1,468명의 응답 데이

터를 대상으로 하였다. 상위 5개국으로만 제한하여 실험에 사용한 이유

는 연구 문제 1과 연구 문제 2에서 국가별로 예측한 결과, 성취도가 다

양한 국가를 함께 훈련시킨 경우의 예측 결과가 좋지 않았기 때문이다.

따라서 위의 1,468명의 학생들은 ME10과 ME11의 문항을 모두 해결하

였으므로 ME10의 응답을 통해 ME11의 문항 중에서 문항을 추천하였

다. 학생의 능력과 추천된 문항의 난이도 평균의 관계를 나타내고, 해당

문항에 대한 학생의 실제 정․오답과 비교하여 성능 평가를 하였다. 모

든 알고리즘에서 네 개의 문항을 추천하는 것으로 설정하며, 본 연구에

서 제안한 추천시스템은 <표 Ⅳ-16>과 같다.
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<표 Ⅳ-16> 문항 추천시스템 방법

학생의 문항에 대한 반응을 예측하는 것은 학생이 정답을 맞힐 확률

을 예측하는 것과 학생이 문항을 해결하는데 소요된 시간을 예측하는 것

으로 나뉜다. 정답을 맞힐 확률은 학생들과 비슷한 학생들을 이웃으로

설정하고 그들의 정․오답 기록을 통해 예측하며, 소요 시간도 마찬가지

로 소요 시간이 비슷한 학생들의 소요 시간을 통해 대상 학생의 소요 시

간을 예측하게 된다. 이에 따라 어떤 예측값을 갖는 문항을 추천할 것인

지가 중요한 문제가 되고, 정답 확률 기반과 소요 시간 예측 기반 두 가

지 방법으로 나누어 추천 방법을 다르게 적용하고자 한다.

첫째, 정답 확률을 기반으로 추천하는 방법의 경우, 추천 기준값은 0

과 1 사이의 값이 된다. 추천 기준값이 1에 가까울수록 쉬운 문항을 추

천하며, 추천 기준값이 0에 가까울수록 어려운 문항을 추천하게 되므로

적당한 추천 기준값을 설정해야 한다. 학생의 수준에 적합한 수준의 문

항을 추천하기 위해 추천 기준값을 0.5, 0.6, 0.7, 0.8, 0.9로 변화시키며

실험하였다. 그 결과는 [그림 Ⅳ-7]과 같이 대부분 방법에서 추천 기준

값이 0.6인 경우에 가장 높았다. 따라서 0.6을 추천 기준값으로 설정하였

다. 이때, 상관계수는 높을수록, MRS는 각 추천 기준값에 가까울수록,

RMSET는 0에 가까울수록 추천이 잘 이루어졌다고 할 수 있다.

문항 추천 방법 이름 예측 방법 추천 기준값

정답
확률
예측

그룹 group_(영역명)
영역별 정답률이 일치하는

학생들의 정답률

0.6
클러스터링 cluster_(영역명)

영역별 정답률이 비슷한 학생들의
정답률(K-MEANS 알고리즘)

협업
필터링

rating_KNNBasic
정․오답 기록의 유사도가 높은
70명의 유사도를 가중평균하여

정답 확률 예측

시간
예측

협업
필터링

time_KNNBasic
소요 시간의 유사도가 높은
70명의 유사도를 가중평균하여

소요 시간 예측

개인별 ME10
문항별 소요
시간 평균
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[그림 Ⅳ-7] 각 추천 기준값에 따른 추천 방법의 평가 결과

둘째, 소요 시간의 추천 기준값은 ME10에서 개별 학생의 평균 소요
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시간으로 설정하였다. 학생마다 소요 시간의 분포가 다르기 때문에, 추천

대상 학생의 평균 소요 시간을 추천 기준값으로 설정하여 예측된 소요

시간이 추천 기준값과 가장 비슷한 네 개의 문항을 선정하여 추천하였

다.

각 알고리즘을 통한 추천의 결과를 비교하기 위하여 학생의 능력과

각 학생에게 추천된 문항의 난이도 평균을 나타낸 결과는 [그림 Ⅳ-8]과

같다. 능력과 문항 난이도 평균의 상관계수는 ME10과 ME11을 모두 푼

학생 1,468명과 ME10은 풀었으나 ME11은 풀지 않은 학생 1,491명의 데

이터로 훈련시켜 구하였으며, 1,491명이 풀지 않은 ME11에 대한 응답을

예측하여 추천하는 상황을 가정하여 문항을 추천하였다.
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[그림 Ⅳ-8] 학생의 능력과 알고리즘별로 추천된 문항의 관계

분석 결과, 임의로 추천한 방법을 제외한 대부분의 추천 방법에서 학

생의 능력과 추천된 문항의 평균 난이도가 양의 상관관계를 보였다. 즉

학생의 능력이 높을수록 난이도가 높은 문항을 추천해주는 것을 알 수

있다. 이때, 가장 뚜렷한 양의 상관관계를 보이는 알고리즘은 정답 확률

예측을 통한 추천 방법이었다. 소요 시간 예측을 통한 추천 방법의 경우,

유의미한 상관관계가 나타나지 않았으나 전반적으로 능력에 비하여 난이



- 62 -

도가 높은 문항을 추천하는 경향을 보였다.

3.2. 추천시스템 성능 평가

11개 추천시스템의 성능을 평가하기 위해 학생의 능력과 추천된 네

개의 문항과 이 문항에 대한 각 학생들의 실제 문항 반응을 비교하고자

하였다. 예를 들어 410_50810321 학생에게 알고리즘을 통해 {ME62344,

ME62030, ME62301, ME62215}의 문항을 추천하였다고 가정할 때, 각각

에 대한 학생의 실제 정․오답이 {1, 1, 0, 0}이므로 네 문항의 실제 점

수는 0.5이다.

추천 대상이 되는 학생들의 ME11 문항에 대한 실제 점수 분포는 [그

림 Ⅳ-9]와 같았다. 성취도 상위 5개국에 속하는 학생들의 실제 점수 분

포이므로 점수의 분포가 오른쪽으로 치우쳐져 있음을 알 수 있다.

[그림 Ⅳ-9] 전체 문항에 대한 정답률 분포

또한, 각 알고리즘을 통해 추천된 문항은 모두 4문항이므로 실제 점수

는 모두 틀린 경우 0, 한 문항의 정답을 맞힌 경우 0.25, 두 문항의 정답

을 맞힌 경우 0.5, 세 문항의 정답을 맞힌 경우 0.75, 모두 문항의 정답을
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맞힌 경우 1로 모두 다섯 가지 경우 중 하나이다. 각 알고리즘에 대해

학생들의 실제 점수 비율은 <표 Ⅳ-17>과 같고, 이를 시각화한 것은

[그림 Ⅳ-10]과 같다.

<표 Ⅳ-17> 알고리즘별 실제 정답률 분포(단위 : %)

추천 방법 0.0 0.25 0.5 0.75 1.0

임의 추출 8.6 14.3 21.1 23.6 32.3

이웃 추천
(그룹)

인지영역 5.9 15.0 26.1 30.5 22.5

내용영역 5.2 15.2 25.7 30.9 23.0

하위요소 6.6 15.2 25.2 26.8 26.1

문항 8.0 16.6 22.3 29.1 24.1

이웃 추천
(클러스터링)

인지영역 6.4 15.0 26.6 30.9 21.1

내용영역 5.2 15.2 31.8 27.7 20.0

하위요소 7.0 13.9 25.9 30.2 23.0

문항 5.9 15.9 28.6 28.4 21.1

정오답 협업 필터링 5.0 15.9 24.5 31.4 23.2

소요 시간 협업 필터링 10.9 16.4 19.1 26.6 27.0



- 64 -

[그림 Ⅳ-10] 알고리즘별 실제 정답률 분포 시각화

11가지의 알고리즘으로 전체 1,468명의 학생 중에서 추천 대상이 되는

440명의 학생들의 실제 점수의 평균(MRS) 및 추천 기준값과의 오차

(RMSET)를 구한 결과는 <표 Ⅳ-18>과 같았고, 이를 시각화한 것이

[그림 Ⅳ-11]이다.
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<표 Ⅳ-18> 추천 방법의 성능 평가

추천 방법 상관계수 MRS RMSET

임의 추출 0.0585 0.6415 0.3282

이웃 추천
(그룹)

인지영역 0.8453 0.6216 0.2917

내용영역 0.8852 0.6278 0.2893

하위요소 0.8190 0.6267 0.3046

문항 0.7352 0.6119 0.3103

이웃 추천
(클러스터링)

인지영역 0.8986 0.6136 0.2911

내용영역 0.8829 0.6051 0.2809

하위요소 0.7948 0.6205 0.2974

문항 0.8937 0.6074 0.2895

정오답 협업 필터링 0.8995 0.6295 0.2900

소요 시간 협업 필터링 -0.0053 0.6062 0.3324
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[그림 Ⅳ-11] 추천 방법별 상관계수, MRS 및 RMSET 비교

추천시스템의 성능 평가 결과, 전반적으로 추천된 문항에 대한 실제

점수는 높은 편이었다. 성취도 상위 5개의 국가에 포함된 학생들을 대상

으로 예측한 것이기 때문이다. 추천 방법별로 살펴본 결과는 다음과 같

다.
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첫째, 임의로 추천(random)된 네 문항의 평균의 평균은 0.6415로 추천

의 대상이 된 440명의 학생들의 실제 점수의 평균 0.6314와 비슷한 것을

볼 수 있다. 둘째, 영역별 정답률이 일치하는 학생들을 이웃으로 한 경우

(group)와 K-MEANS 알고리즘으로 클러스터링하여 이웃을 정한 경우

(cluster)를 비교했을 때, 클러스터링의 성능이 더 좋았다. 셋째, 정답 확

률 예측을 통한 추천(rating_KNNBasic)은 개별 문항으로 클러스터링한

방법과 비슷한 분포를 보였으나, RMSET는 가장 낮았으므로 추천 기준

값으로 설정한 0.6에 가장 가까이 분포되었다고 할 수 있다. 마지막으로

문항 풀이 소요 시간 예측을 통한 문항 추천의 경우, 각 학생에게 추천

된 문항에 대하여 예측한 소요 시간의 오차(예측한 소요 시간에서 실제

소요된 시간을 뺀 값)의 분포는 [그림 Ⅳ-12]와 같았다. 문항마다 소요

시간의 분포에 차이가 있으므로 문항의 난이도에 따라 세 그룹으로 나누

어, 오차의 분포를 나타내었다. 그래프에서 은 초를 의미한다.

[그림 Ⅳ-12] 소요 시간 예측 오차 분포(난이도 상, 중, 하)

넷째, 소요 시간 예측을 통한 추천의 성능은 임의 문항 추천의 결과와

비슷하였다. 즉 학생이 ME10 문항을 푸는데 소요된 시간의 평균과 비슷

할 것으로 예측되는 문항을 추천받았을 때, 임의로 추천된 문항보다도

능력이 낮은 학생에게 높은 난이도의 문항을 추천하는 경향을 보였다.

소요 시간만을 이용하여 문항 추천을 하는 것은 여러 선행연구에서 보였

듯이 정답률을 정확하게 예측하기에는 적합하지 않고, 다른 알고리즘과

혼합하여 사용할 필요성이 있다.

ME11의 14문항의 실제 점수의 분포는 오른쪽으로 치우쳐져 있으며
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이에 따라 다른 알고리즘을 통해 추천된 문항의 실제 점수의 분포도 모

두 오른쪽으로 어느 정도 치우쳐져 있음이 확인되나, 본 연구에서 제시

한 추천시스템 성능 평가 방법에 의하면 점수 분포가 추천 기준값에 근

접할수록 좋은 성능을 지닌다고 볼 수 있으므로 내용 영역 기반의 클러

스터링과 사용자 기반의 협업 필터링을 이용한 방법이 문항 추천시스템

의 방법으로 적합함을 확인할 수 있다.

성능 평가 결과를 종합하면, 학생의 능력과 문항의 난이도가 가장 뚜

렷한 양의 상관관계를 보인 방법은 정․오답 기록을 사용한 협업 필터링

추천 방법이었다. 추천 기준값인 0.6에 가장 근접하게 예측한 방법은 내

용 영역의 정답률로 학생을 클러스터링한 추천 방법이 그 다음을 이었

다.

추가적으로, 정․오답 확률 예측과 문항 해결 소요 시간의 예측을 위

해 사용한 알고리즘을 실행하는데 걸린 시간을 계산하여 비교한 결과는

<표 Ⅳ-19>와 같았다. 정답을 맞힐 확률의 예측 대상은 전체 8,065명의

28문항에 대한 응답 중에서 30%에 해당하는 학생인 2,500명의 문항군

ME11에 대한 정․오답 데이터이고, 소요 시간의 예측 대상은 전체

8,065명의 28문항에 대한 응답 중에서 30%에 해당하는 학생인 2,500명의

문항군 ME11에 대한 소요 시간 데이터이다.
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<표 Ⅳ-19> 알고리즘 실행 시간(단위 : 초)

알고리즘
정․오답 확률 예측
알고리즘의 실행 시간

문항 해결 소요 시간 예측
알고리즘의 실행 시간

NOR 3.3 2.9

BAS 2.9 2.4

KNN_U 366.5 443.7

KNNM_U 355 1186.9

KNNZ_U 1413.1 342.7

KNNB_U 299.7 352.6

KNN_I 4.8 3.1

KNNM_I 4.5 3.8

KNNZ_I 5.7 4.4

KNNB_I 5.3 5

SVD 10.8 9.8

SVDpp 145.3 123.4

NMF 25.9 21.5

알고리즘의 실행 시간은 사용자 기반의 KNN 방법의 경우 4분에서

20분 넘게 걸리기도 했으며, 아이템 기반의 KNN 방법의 경우 모두 6초

미만으로 매우 빠르게 실행되었다. 행렬 분해 기반의 알고리즘은 비교적

실행 시간이 오래 걸리지 않았으나, SVDpp의 경우 2분 이상 걸리는 것

을 관찰할 수 있었다.
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Ⅴ. 결론 및 제언

1. 논의점 및 결론

본 연구에서는 학생들의 수학 문항 반응을 추천시스템의 협업 필터링

방법을 사용하여 예측하고 추천의 방향성에 대해 살펴보았다. 이를 통해

수학교육에서 학생의 수행을 예측하는 방법과 더 나아가 학습을 촉진할

수 있는 문항을 선정하고 추천하는 방법에 대한 논의와 시사점을 제공하

고자 하였다.

첫째, 협업 필터링 알고리즘을 사용하여 eTIMSS 문항의 정․오답 예

측 정확도를 구하고 문항의 영역별 또는 학생의 국가별로 어떤 차이가

있는가를 비교하였다. 협업 필터링은 말 그대로 다른 학생, 다른 문항의

반응과 협업을 통해 테스트 데이터의 값을 예측하는 것이다. 먼저 수학

문항 반응 예측에 적합한 알고리즘을 탐색하기 위해 이웃 기반의 알고리

즘과 행렬 분해 알고리즘에서 각각 가장 성능이 좋은 알고리즘을 택하여

실험을 진행하였다. 문항군 ME11에 포함된 14개의 각 문항에 대한 학생

들의 정오를 예측하여 문항의 인지 영역별, 내용 영역별, 하위요소별, 문

항의 유형별로 예측 정확도의 평균을 내어 비교하였고, 문항의 정보에

따라 평가 결과의 차이를 분석하였다. 문항을 영역별로 구분하여 예측

결과를 인지 영역에 따라 구분하였을 때, 지식(Knowing)과 적용

(Applying)에 비하여 추론(Reasoning)에 해당하는 문항의 예측이 더 정

확하였고, 내용 영역에서는 수, 자료와 확률, 대수, 기하 영역 순으로 예

측이 잘 되었다. 문항 유형에서는 서답형(CR)이 선다형(MC)보다 예측이

잘 되었다. 마지막으로 22개 국가의 데이터로 한 개의 국가에 속한 학생

들을 예측하는 것과 한 국가의 데이터만을 사용하여 예측한 정확도를 비

교한 결과, SVDpp로 예측하였을 때에는 유의미한 차이는 없었다. 반면

사용자 기반의 KNNBasic으로 예측한 결과, 일부 국가에서 해당 국가만

을 훈련에 사용하여 예측(local)한 결과가 나머지 국가로 해당 국가를 예
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측(global)한 결과에 비하여 정확도가 높은 것을 볼 수 있었다. 특히

ACC와 RMSE에서 그 차이가 두드러졌는데, 싱가포르, 대만, 한국의 세

개 국가는 성취도 수준이 가장 높은 세 국가였다. 훈련에 쓰인 학생 수

가 20배 가까이 많음에도 불구하고 나머지 국가로 해당 국가를 예측

(global)한 결과보다 해당 국가만을 훈련에 사용하여 예측(local)한 결과

보다 예측의 정확도가 높다는 것은, 훈련에 쓰인 학생 수보다 학생 문항

응답의 분포가 더 중요함을 의미한다.

둘째, 정․오답 및 소요 시간을 통한 문항 추천시스템 설계를 위한 연

구에서 문항별 소요 시간을 예측을 했을 때, 정답을 맞힐 확률과 정반대

의 양상을 보였다. 응답 시간을 예측한 결과 RMSE와 정답 예측 결과

RMSE의 상관계수는 약 -0.64로 음의 상관관계를 보였는데, 이는 문항

의 정답률과 관련이 있는 것으로 보인다. 각 문항의 정답률과 문항의 응

답 시간의 RMSE의 상관계수는 -0.51로 음의 상관관계를, 문항의 정답

률과 문항의 정답을 예측한 RMSE의 상관계수는 0.66으로 양의 상관관

계를 보였다. 다시 말해 정답률이 높은, 쉬운 문항은 문항의 정오에 대한

예측은 비교적 정확도가 낮은 반면 응답 시간의 예측은 잘되는 경향이

있고, 정답률이 낮은 어려운 문항은 문항의 정오에 대한 예측은 잘 되는

반면, 응답 시간의 예측은 어려운 경향이 있다. 이는 어려운 문항일수록

응답시간의 분산이 커지기 때문일 것으로 판단된다.

셋째, 연구 문제 1과 연구 문제 2를 통해 얻은 결론을 토대로 일부 학

생들에게 TIMSS 2019 데이터에 추천시스템을 적용해보고, 추천시스템

의 성능 평가 기준을 제시한 후 성능 평가를 진행하였다. 연구 문제 1과

연구 문제 2에서 사용자 기반 협업 필터링 방법 중 KNNBasic이 가장

우수하다고 판단하여 해당 알고리즘을 사용하였으며, 국가별 성취도에

따라 예측의 성능에 차이가 존재하였으므로 한국을 포함한 성취도 상위

5개국의 데이터만을 가지고 실험하였다. 추천시스템 적용 및 추천시스템

의 성능 평가 결과, 소요 시간의 예측을 통한 문항 추천 방법 외에 연구

에서 제안한 방법은 모두 임의 문항 추천 방법보다 유의미하게 좋은 성

능을 보였다. 특히 사용자 협업 필터링을 이용하여 정답 확률을 예측한
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방법의 성능이 좋았으며 학생 능력과 추천 문항의 난이도 평균이 가장

뚜렷한 양의 상관관계를 보였다. K-MEANS 알고리즘을 이용한 학생 클

러스터링의 방법도 그 다음으로 좋은 성능을 보였다. 클러스터의 개수는

5로 설정하였으며, 추천 대상인 학생과 같은 군집에 속한 학생들의 추천

기준값의 비율로 정답을 맞힌 문항을 추천하였다. 영역별로 다르게 인지

영역과 내용 영역, 내용 영역의 하위 요소, 개별 문항을 기준으로 클러스

터링을 한 결과, 내용 영역의 정답률을 기준으로 클러스터링하였을 때

추천 성능이 가장 높게 나왔다. 실제 이 방법을 사용하게 될 경우, 문항

에 대한 정보가 있어야 영역별 클러스터링이 가능하다. TIMSS 2019 데

이터의 경우 문항에 대한 정보가 공개되어있으므로 영역별로 구분하는

것이 수월했지만, 이미 개발된 문항을 앞으로 추천시스템에서 사용하고

자 하는 경우 문항에 대한 정보, 즉 이 문항이 어떤 인지 영역에 속하는

지, 어떤 내용 영역에 속하는지 문항을 분석하여 정보를 생성해야 한다.

이와 같이 문항에 새로 라벨링을 하게 된다면 비용이 추가로 들게 된다.

하지만 대부분 문항이 어느 단원에 속해있는지는 제공되어있을 가능성이

크므로, 인지 영역을 구분하는 것보다 내용 영역을 기준으로 클러스터링

이 더 수월하다는 장점도 있다. 또한 영역별 정답률이 완전히 일치하는

학생은 존재하지 않을 수도 있으며 그 수가 현저히 적을 수 있지만, 클

러스터링 방법을 사용할 경우 이웃 학생의 수는 어느 정도 보장이 되므

로 유의미한 추천 결과를 얻을 수 있다. 나아가 서로 해결한 문항이 전

혀 다른 경우에도 영역별 정답률을 기준으로 클러스터링한다면 추천 대

상 학생과 아이템 수를 늘릴 수 있으므로 내용 영역의 정답률로 클러스

터링하여 추천하는 방법은 그 적용 가능성이 크다.

넷째, 소요 시간 예측을 통한 추천 방법은 문항에 대한 정․오답 데이

터를 사용한 다른 추천 방법에 비해 성능이 좋지 않았다. 문항 풀이에

소요된 시간이라는 정보는 학생의 응답 양상을 알 수 있는 중요한 데이

터이지만, 선행연구에서도 다뤄왔듯이 소요 시간과 정답을 맞힐 확률 사

이에는 선형 관계가 존재하지 않았다.

수업 상황에서 즉각적으로 문항 추천을 위해 문항 추천시스템을 사용
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할 경우 문항 추천까지 소요되는 시간도 중요하게 고려해야 할 변수이

다. 알고리즘별 실행 시간을 비교해본 결과, 연구 문제 1과 연구 문제 2

에서 사용자 기반의 KNNBaseline 또는 KNNBasic의 경우 예측의 정확

도는 가장 높았으나, 실행 시간이 몇 분 이상 걸리게 될 경우 즉각적인

추천이 어렵다. 추천의 대상이 되는 사용자, 즉 학생의 입장에서 사용자

기반의 협업 필터링은 대상 학생과 비슷한 학생들의 응답에 가중치를 두

어 고려한다는 점에서 문항 추천에 대한 근거가 명확한 반면, 행렬 분해

기반의 알고리즘의 경우 비교적 추천에 대한 근거를 이해하기가 어렵다.

한편 행렬 분해 기반의 알고리즘은 알고리즘 실행 시간이 훨씬 적어 현

장에서 유용하게 사용될 수 있다.

2. 제한점 및 제언

본 연구는 최근에 중요성이 강조되고 있는 학생 수행 예측 및 문항

추천시스템 알고리즘을 기술적인 측면이 아닌 수학교육적 측면에서 분석

하고자 하였다. 수학교육평가에서 학생의 문항 반응을 예측하고 개인별

로 학습을 촉진할 수 있는 문항을 추천하는 시스템을 상세하게 설계 및

제시하여 문항 추천시스템의 설계에 필요한 가이드라인을 제시한 반면,

몇 가지 한계점을 지니고 있다.

첫째, 추천시스템 초기의 알고리즘인 이웃 기반의 알고리즘과 행렬 분

해 알고리즘을 사용하여 그 성능이 높지는 않다는 점이다. 비록 충분히

교육 데이터에 적용이 적합하다는 선행연구가 많이 있으나, 최초의 알고

리즘이 2000년대 초반에 나왔을 정도로 현재는 다소 뒤떨어진 알고리즘

이라 할 수 있다. 따라서 더 성능이 좋은 알고리즘을 적용하여 성능을

높이고 깊이 있는 해석을 할 필요가 있다.

둘째, 본 연구는 국제 학업성취도 평가의 상황에서 얻어진 데이터를

사용하였으므로 문항의 순서가 고정되어있어, 문항의 순서에 따른 실험

을 진행하지 못했다. 다시 말해, 어떤 순서로 문항을 풀어야 추천이 정확
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하게 가능한가에 대한 실험은 할 수 없었다. 또한 검사 도구의 특성상

문항의 수가 비교적 적어 내용 영역별로 문항이 충분하지 않았다. 실제

교수․학습 상황에서 형성평가를 시행한다면 해당 수업 시간에 배운 내

용과 관련된 문항을 추천받기에는 어려움이 있다.

셋째, 실제로 추천된 문항에 대한 학생의 만족도를 측정하지 못하였

다. 추천시스템의 평가 방법은 상황에 따라 AUC 또는 RMSE를 많이 사

용하지만, 실제로 추천을 받은 대상인 학생의 학습이 촉진되었는지 확인

을 하지는 않았다. 따라서 실제 설문, 즉 온라인 평가를 통해 학생들에게

이 문항이 학습을 촉진시켰는지, 실제 학업 성취에 유의미한 변화를 가

져왔는지에 대해 조사할 필요가 있다.

위와 같은 제한점을 바탕으로 다음과 같이 후속 연구를 제안하고자

한다. 첫째, 본 논문에서 주로 사용한 이웃 기반의 알고리즘과 행렬 분해

알고리즘은 비교적 간단하게 설명이 가능하고 이해하기에 비교적 복잡하

지 않은 반면, 모두 추천시스템 초기의 알고리즘이다. 최근에는 모델 기

반의 협업 필터링 알고리즘에서도 신경망을 기반으로 한 추천시스템이

연구되고 많이 활용되고 있으며, 비선형적인 모델링도 가능하므로 활용

가능성이 매우 크다. 또한 심층 지식 추적을 통해 문항에 대한 정보 없

이도 학생들의 수행을 진단, 예측하여 추천이 가능하다. 한편 성능이 좋

고 원하는 대로 도출할 수 있지만 어떻게, 무엇을 근거로 그러한 결과가

나왔는지 명확하게 알 수 없는 블랙박스(Black Box)가 인공지능의 문제

로 지적되기 시작했다. 다행히도 이에 대한 하나의 해결책으로 설명 가

능한 인공지능(Explainable AI, XAI)을 통해 딥러닝 기반의 알고리즘을

설명할 수 있는 알고리즘이 많이 시도되고 있다. 따라서 후속 연구로 수

학 문항 반응 예측에 있어서 설명 가능한 인공지능을 적용하여 예측의

정확도를 높일 뿐 아니라, 추천의 대상인 학생 및 교사에게 추천 근거에

대한 정보를 제공할 수 있는 방안에 대한 연구를 제안한다.

둘째, 실제 교수학습 상황에서 문항 추천을 통한 피드백을 제공하기

위해서 같은 성취기준에 해당하는 문항들로 구성된 문제은행에 대한 학

생들의 응답으로 훈련 및 모델을 설계하여 적용해볼 필요가 있다.
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셋째, 실제 학생을 대상으로 추천시스템을 적용하여 학생들의 실제 만

족도를 다양하게 분석하는 연구를 제안한다. 나아가 학생의 정의적 영역

에 대한 자료를 함께 사용하여 학생의 수행을 예측하는 연구와 예측을

기반으로 개별화된 피드백을 제공하는 구체적인 방안에 대한 연구도 함

께 제안한다.

이와 같은 후속 연구를 통해 학생의 상태에 대한 진단과 예측 및 추

천의 과정에 대한 많은 논의가 이루어 일반화가 가능해진다면 추천시스

템을 적용한 지능형 튜터링 시스템은 교수․학습 상황에서 학생들의 수

준을 빠르게 파악하고 학습 촉진을 위한 문항을 폭넓게 추천할 수 있을

것이다. 특히 현실적으로 교실 안에서 수업시간마다 한 명의 교사가 모

든 학생들에게 개별화된 피드백을 제공하는 것이 제한적인 상황에서, 문

항 추천시스템은 대안적인 피드백 장치로써 기능을 할 수 있다. 즉, 교사

의 피드백과 튜터링 시스템의 피드백이 함께 서로를 보완해갈 때 비로소

과정 중심의 평가를 실현할 수 있을 것이다.

TIMSS는 수학 및 과학 학업성취도를 국제적으로 파악하고 학업성취

도와 교육맥락 간의 관계를 분석하는, 각국 학생들의 교육을 점검하고

개선하기 위한 연구이다(상경아 외, 2019). 국제 비교를 위한 연구이므로

TIMSS에 참여한 국가마다 교육과정의 순서와 구성이 달라 성취도에 영

향을 주기도 한다. 예를 들면 TIMSS 2019의 시행은 2018년에 이루어졌

는데, 당시 우리나라 중학교 2학년 학생들은 2009 개정 수학과 교육과정

에 따라 수학을 배웠으므로 피타고라스 정리는 배우지 않았다(최인선,

2020). 한편 우리나라에서는 매년 국가 학업성취도 평가로 현재 우리나

라 교육과정에 적합한 문항으로 평가를 시행하고 있다. 우리나라 교육과

정에 따른 학생들의 성취도를 정확하게 알 수 있으므로 이 자료를 분석

할 수 있다면 더 의미 있는 결과가 나올 것이다. 현재 국가 학업성취도

평가 기출문제는 매년 공개되고 있으나 학생 문항 응답 자료는 연구를

위한 목적으로 심사를 거쳐 제공되므로 데이터 분석이 비교적 제한적이

다. 양질의 문항에 대한 많은 학생들의 응답 데이터가 좀 더 쉽게 제공

이 된다면 국내에서도 우리나라 교육과정에 적합한 문항을 기반으로 학
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생의 수행 예측에 관한 연구가 활발하게 이뤄질 수 있을 것이다. 또한,

PISA에서 2015년부터 전면 컴퓨터 기반 평가를 도입한 것과 TIMSS에

서도 2019년부터 일부 도입하는 것을 볼 때, 컴퓨터 기반의 평가를 통해

얻을 수 있는 이익이 많다는 것은 이미 알려진 사실이다. 국내에서도 컴

퓨터 기반 검사의 학업성취도 평가(eNAEA)의 전면 도입을 위한 검사

및 출제를 위한 방향을 세우고 있으며(이재봉 외, 2020), 구체적인 실천

전략으로 온라인 개별 맞춤형 평가 서비스 제공을 제시한 바 있다(서민

희 외, 2020). 즉, 학업성취도 평가의 본 목적인 학생들의 성취도를 파악

하고 교육의 질을 관리하기 위해서 컴퓨터 기반의 평가로 전환할 뿐 아

니라 학생들의 응답 데이터를 제한 없이 공개하여 연구에 사용한다면 우

리나라 학생들의 데이터를 사용하여 영역별 성취도 파악 및 예측이 가능

할 것이며, 나아가 맞춤형 학습을 위한 연구도 더 활발히 진행될 수 있

을 것이다. 2021년에 ‘교육빅데이터위원회’가 신설되어 첫 회의에서 교육

데이터의 개방과 활용을 논의하기도 한 것은 교육 분야의 데이터 활용의

필요성이 크다는 점을 다시 한번 강조하고 있음을 시사한다(교육부,

2021). 영화 평점(Movielens) 등의 데이터 공개가 영화나 음악 추천 등

상업적 측면의 추천시스템의 발전에 크게 기여하였듯 교육 데이터, 특히

학생의 개별 문항에 대한 반응 데이터 등을 공개했을 때 그 활용의 가치

는 결국 학생들에게 돌아갈 것으로 기대한다.
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Abstract

A Study on Predicting

Mathematics Item Response

using Machine Learning

Hwang, Su Bhin

Department of Mathematics Education

The Graduate School

Seoul National University

With the recent years of expanding the field of educational

activities from offline to online, a large amount of data related to

student activities has been accumulated. Learning Analysis which

collects, measures, and reports data on learners and their learning

environments has developed. Besides, efforts to utilize the data

analysis results for education have continued in various forms. This

study analyzed the correctness and spent time data of 8th grade

students in 22 countries among the eTIMSS 2019 datasets to predict

students' performance. In addition, I proposed some recommender

systems to suggest appropriate tasks to students.

Measuring the accuracy of predicting the correctness and spent

time data, user-based collaborative filtering was the best due to the
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characteristics of the educational data. On the prediction of

correctness by each item and each country, the result shows that

there is a difference in accuracy by domain of item and each country.

Patterns of the prediction of countries with high achievement were

different. Finally, this study recommended some items to each student

by computing the Zone of Proximal Development proposed by

Vygotsky. The performance of the recommender system was

evaluated through the students' actual correctness.

This study aims to develop various meaningful recommender

system methods in the field of mathematics education. In addition,

this study can provide accurate and transparent information to

students and teachers using recommender system since the

algorithms used in this study are relatively easy to interpret.

Therefore, it is expected to help processes of designing and

developing recommender systems in mathematics education, and to

contribute to reducing the educational gap by providing personalized

education through the question recommender system.

keywords : Learning Analytics, Recommender System,

Machine Learning, Collaborative Filtering, Predicting Item

Response, eTIMSS
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