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초 록

 기존의 폰 노이만 구조에서 벗어나 인간 두뇌의 신경구조와 기능을 모

사한 뉴로모픽 컴퓨팅 연구에서는 셀의 작은 크기와 여러 단계의 시냅스

가중치를 표현하기 위해 시냅스 소자로서 아날로그 비휘발성 메모리 소

자가 제안되어왔다. 하지만 아날로그 시냅스 소자는 물질 고유의 노이즈

특성이 있어 연산 과정의 큰 문제로 여겨져 왔다. 본 연구에서는 제한된

볼츠만 머신(restricted Boltzmann machine, RBM)과 같은 뉴로모픽 컴

퓨팅 구조가 확률적인 요인을 필요로 한다는 점을 파악하고 더 나아가

아날로그 시냅스 소자의 노이즈 특성을 확률적 요인으로 이용하는 연구

를 진행했다. 

 먼저 상변화 메모리(phase change memory, PCM)의 시냅스 어레이로

이루어진 spike neural network-restricted Boltzmann machine 

(SNN-RBM) 시스템의 시뮬레이터를 이용하여 정규분포   의
multiplicative noise를 가지는 모델로 설계하고 MNIST 온 칩 학습을

통해 연산 가능성을 확인했다. 또한, 노이즈의 표준편차를 다르게 설정

하여 학습한 결과, 가 0.01과 0.05 사이에서 최적의 노이즈 분포임을

알아냈다. 바이어스 뉴런의 스파이크 빈도를 증가하는 방법으로 최적화

작업을 하여 노이즈 모델의 MNIST 학습 정확도를 79.7%로 높였다. 이

와 더불어 실제 PCM 셀 크기에 따른 노이즈 측정 결과를 분석하여

0.01과 0.05 사이의 값이 하드웨어적으로 구현 가능한 노이즈 분포임

을 확인했다. 본 연구의 노이즈 모델이 SNN-RBM 시스템을 이용한 기

존 선행연구인 랜덤워크 모델과 비슷한 성능을 보이는 것은 물론 추가적

인 회로의 요구가 없다는 점에서 더 에너지적으로 효율적임을 밝혀냈다. 

마지막으로 노이즈 모델의 확률성 여부를 알아보기 위한 numerical 시

뮬레이션을 진행하여 뉴런의 발화 확률이 sigmoid 형태의 함수를 가지

고 있음을 확인했다. 이를 통해 PCM의 고유 노이즈와 같은 아날로그

소자의 노이즈 특성이 뉴로모픽 컴퓨팅 시스템에 저해하는 요소가 아닌

효율적인 연산을 가능하게 하는 장점이 될 수 있음을 보여줬다.
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1. 서 론

 다수의 뉴런과 여러 개의 시냅스로 이뤄진 뇌는 뉴런 간의 상호작용을

통해 빠른 연산을 저전력으로 수행한다고 보고되었다[1]. 활발한 뇌과학

연구와 함께 뇌의 신경구조와 기능을 모방한 인공 신경망 구조가 등장했

고, 이를 인공지능에 활용한 산업이 발전함에 따라 에너지 효율적이고

연산이 빠른 여러 컴퓨팅 구조가 연구되고 있다[2]. 

 뉴로모픽 컴퓨팅(Neuromorphic computing)은 뇌의 신경구조와 주요

기능을 모방한 생체모방 컴퓨팅이라는 점에서 기존 CPU, GPU를 활용

한 인공지능 연산보다 성능이 뛰어나고 저전력으로 동작한다고 알려져

있다[3]. 특히, 기존의 컴퓨팅 구조로 많이 사용된 폰 노이만 구조(Von 

Neumann architecture)의 한계를 극복할 수 있는 대체안으로 떠오르고

있다. 폰 노이만 구조의 연산 방식은 데이터를 저장하는 메모리와 산술

논리 연산을 하는 중앙 처리 장치가 하나의 버스(bus)를 공통으로 가지

고 있는 것이 특징인데, 패턴인식과 같은 많은 데이터 및 연산이 필요한

작업에서는 내장 메모리의 순차적 처리로 인해 데이터 이동에 병목 현상

(Von Neumann bottleneck)이 일어난다[4]. 반면 뉴로모픽 컴퓨팅은 메

모리와 연산장치를 하나로 통합하기 때문에 많은 데이터의 연산 과정에

서 병목 현상 문제를 해결할 수 있는 장점이 있다.

 대규모의 병렬 연산을 하기 위해 크로스바 어레이 구조(crossbar 

array)가 제안되었고 메모리의 데이터 이동 없이 인가한 전압에 따른 저

항의 변화로 시냅스의 가중치를 조절하는 resistor network가 연구되었

다[5-7]. 이러한 시냅스로 사용되는 메모리 소자로서는 빠른 연산속도, 

낮은 프로그래밍 전압, 높은 집적도를 가지는 비휘발성 메모리 소자

(non-volatile memory, NVM)가 주로 연구되었다[8-13]. 또한, 상변화

메모리(phase change memory, PCM)와 같은 비휘발성 메모리 소자를

아날로그 형태로 사용하면 시냅스의 가중치 정도를 구현하기 위해 필수

적인 multi-level 상태도 구현할 수 있다는 장점이 있다[14-16]. 한편, 

효율적인 학습 동작을 하기 위해서는 앞서 언급한 특징 외에 선형성
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(linearity), 대칭성(symmetry), endurance, retention 등의 특성이 요구

된다[17]. 특히, 선형성과 대칭성은 학습의 방향과 정도를 결정하는 역

할을 하며 뉴로모픽 컴퓨팅의 성능과 직결된 중요 요소이다[18].

 그러나 디지털 시냅스 소자와 다르게 아날로그 NVM 시냅스 소자는 소

자 고유의 노이즈(noise)를 가지고 있다. PCM과 RRAM 등에서 주파수

(frequency, f)에 반비례하는 power spectral density가 발견되었고

(1/f noise), 이는 시냅스의 가중치를 읽을 때(read 동작) 노이즈로 인한

변칙적인 컨덕턴스가 있음을 의미한다[19-21]. 이러한 아날로그 NVM 

시냅스 소자의 노이즈 특징은 뉴로모픽 컴퓨팅에서 학습에 요구되는

multi-level 컨덕턴스를 저해하는 요인으로 작용할 수 있다. 따라서 효

율적인 학습을 위해 아날로그 NVM 시냅스 소자의 노이즈 특징을 소자

또는 회로 단계의 기술에서 최소화하는 연구가 진행되었다[22-23]. 노

이즈를 억제하는 연구들은 대게 composite 형태의 소자를 제작하거나

도핑을 통해 소자의 성질을 바꾸는 등 재료의 가공을 통해 이뤄졌다. 하

지만 노이즈는 물질의 고유 특성이기에 0K 온도가 아닌 이상 불가피한

특성이다. 반면 앞선 이유들로 인해 아날로그 NVM 시냅스 소자의 노이

즈를 억제하지 않고 오히려 뉴로모픽 컴퓨팅 연산에 이용하는 연구들도

제안되었다[24-27]. 시냅스의 가중치가 하나의 값이 아닌 일정한 확률

분포를 가지는 Bayesian neural network를 RRAM의 1/f noise를 사용

하여 구현했고 MRAM 소자의 energy barrier를 조절하여 들어오는 입

력값 상태에 따라 뉴런의 상태를 확률적으로 조절하는 연구가 진행되었

다. 그러나 첫 번째 선행연구는 온 칩 학습(on-chip learning)이 아닌

오프라인 학습에 한정되거나 심지어 추론단계에서만 사용되었다는 한계

가 존재했고 artificial neural network (ANN)에 국한된 연구였다. 또한, 

두 번째 선행연구는 아날로그 NVM 소자의 노이즈 특성을 주변

selector에 적용하였기에 기존에 시냅스만 존재했던 단위 셀보다 크기가

커져 집적도가 낮아지는 한계가 발견되었다.

 여러 문헌 연구를 통해서 아날로그 NVM 소자의 노이즈 특성이 확률성

(stochasticity)을 요구하는 특정 neural network에 효과적인 방안임을
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파악했고, 노이즈 특성을 시냅스로 사용하면 추가적인 장치의 요구 없이

네트워크를 구현할 수 있을 것이라 예상했다. 

 따라서 본 연구에서는 학습하는 데 있어 확률적인 요소가 필요하다고

알려진 제한된 볼츠만 머신(restricted Boltzmann machine, RBM) 네트

워크에 아날로그 NVM 시냅스 소자의 노이즈 특성을 적용했다. 아날로

그 시냅스 소자로는 PCM을 사용했으며 비결정질 상태(amorphous 

state)에서 1/f에 비례하는 노이즈 특성(1/f noise)을 이용했다. 아날로그

시냅스 소자의 노이즈를 사용한 네트워크가 연산 가능한지 확인하기 위

해 RBM 구조의 시뮬레이터를 사용하여 MNIST 온 칩 학습 및 추론 실

험을 진행했다. 이때, RBM 시뮬레이터는 실제 하드웨어 동작과 유사하

게 설계 및 제작하였으며 이를 통해 본 연구가 실제 칩에서도 재현될 수

있음을 제시했다.

 시뮬레이션 실험을 통해 RBM 구조에서의 아날로그 시냅스 노이즈 모

델 적합성을 먼저 파악했으며 노이즈 편차에 따라 MNIST 추론 실험 결

과, 즉 패턴인식의 정확도가 달라짐을 확인했다. 반면, 노이즈 모델 방식

은 기존 RBM 구조에서 사용된 다른 모델들과 달리 학습의 방향이

global minimum으로 가지 못하고 epoch이 진행될수록 정확도가 감소하

는 문제가 있음을 파악했다. 본 연구에서는 이러한 문제점의 원인을 분

석하고 최적화 과정(optimization)을 시행하여 아날로그 시냅스 소자의

노이즈 특성을 사용하지 않는 기존 모델과 비슷한 성능을 내도록 개선했

다. 이를 통해 노이즈 모델이 추가적인 회로를 사용하지 않는다는 관점

에서 회로의 클락(clock), 스파이크 빈도수(frequency) 정도를 비교하여

기존 모델보다 더 에너지적으로 효율적인 모델임을 확인했다. 또한, 학

습을 진행하는 데 있어 뉴런의 확률적 거동이 필수적인 RBM 구조에서

본 연구의 노이즈 모델이 뉴런의 발화 확률을 sigmoid 형태의 확률적

기반 상태로 전환할 수 있는지 수식과 numerical 시뮬레이션을 통해 확

인했다. 
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2. 문헌 연구

2.1 상변화 물질의 고유 노이즈

 상변화 메모리(phase change memory, PCM)는 빠른 동작 속도, 높은

신뢰성, 효율적인 전력 소모로 시냅스와 뉴런 소자에 유망한 후보군으로

여겨져 왔다[28-29]. 그러나 PCM은 비결정질 상태에서 노이즈 스펙트

럼 밀도(noise spectral density)가 주파수(frequency, f)에 반비례하는

무시할 수 없는 1/f 노이즈 특징이 있어 아날로그 시냅스 소자로 사용되

는데 저해요인으로 작용하였다(Fig 2.1)[30]. PCM의 노이즈는 메모리값

을 읽는 과정에서 일정한 값이 아닌 변칙적인 컨덕턴스를 제공한다. 이

는 PCM의 multi-level 시냅스 구현을 저해하여 아날로그 시냅스 소자로

서 PCM을 사용할 때의 효과적인 뉴로모픽 컴퓨팅 연산을 방해한다.

 높은 집적도(scalability)와 빠른 동작 속도를 보이는 상변화 물질인

Sb2Te3은 PCM 활용도에서 주목받고 있는 물질이다[31-33]. 비결정질 상

태의 Sb2Te3에도 1/f 노이즈가 있으며 이는 two-level system(TLS) 이

론에 근거한다고 알려져 있다. 즉 물질 내에서 트랩(trap)의 작용으로 인

해 다른 전도도를 가지는 두 개의 특정 상태 사이를 변동하는 현상이 있

는데 여러 TLS 상태의 조합으로 1/f 노이즈가 야기되는 것이다[34]. 또

한 PCM에서 유한 정규화 전류 분산(finite normalized variance of 

current)을 설명하기 위해 차단 주파수(cut-off frequency)을 추가한 모

델은 유한 노이즈(finite noise)로 이어지는 차단 주파수를 설명할 수 있

다[35].
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Fig 2.1. 상변화 물질의 결정질과 비결정질 상태에서의 1/f 노이즈 [30].
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2.2 제한된 볼츠만 머신

2.2.1 홉필드 네트워크

 홉필드 네트워크(Hopfield network)는 1982년 John Hopfield가 제안

한 neural network로서 모든 뉴런이 양방향성의 시냅스를 가지고 있는

구조이다(Fig 2.2)[36]. Content addressable memory 성질을 가지고 있는

홉필드 네트워크는 학습된 가중치를 고정하여 정보를 연상하며 다른 상

태의 입력 데이터가 들어오면 계의 에너지를 최소화하는 상태를 찾아가

는 특징이 있다. 홉필드 네트워크의 뉴런은 문턱 전압(threshold)에 의해

수식 (2.1)과 같은 바이너리 상태를 가지고 있다. 홉필드 네트워크의 뉴

런 간 시냅스의 가중치는 수식 (2.2)와 같이 계산되며 수식 (2.3)의 에너

지가 최소화가 되는 방향으로 동기적 학습이 이뤄진다.

   if≠      (2.1)

    (2.2)

  ≠ (2.3)

(여기서 는 번째 뉴런의 상태, 는 번째 뉴런과 번째 뉴런의 시

냅스 가중치, 는 번째 뉴런의 문턱 전압, 는 계의 에너지, 는 번
째 뉴런의 바이어스(bias)를 뜻한다.)
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 홉필드 네트워크는 뉴런의 상태가 문턱 전압에 의해 바이너리 상태로

결정되기 때문에 결정론적 뉴런(deterministic neuron)을 가지고 있다고

볼 수 있다. Fig 2.3을 보면 present model이 홉필드 네트워크 뉴런의

발화 확률을 의미하는데 특정 문턱 전압을 기준으로 발화 여부가 정해지

는 것을 확인할 수 있다. 이러한 결정론적 뉴런은 홉필드 네트워크가 실

시간 학습 및 패턴인식 과정에서 에너지적으로 local minimum에 갇혀

빠져나오지 못하는 상황을 만들 수 있다.

Fig 2.2. 홉필드 네트워크의 모식도. 노란색 원

은 입력 데이터가 들어가는 뉴런을 뜻함.



- 8 -

Fig 2.3 홉필드 네트워크를 이루는 뉴런의 발화 확률. Present 

Model의 그래프가 홉필드 네트워크 뉴런을 뜻함 [36].
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2.2.2 볼츠만 머신

 볼츠만 머신(Boltzmann machine)은 1985년 Ackley가 제안한 neural 

network로서 홉필드 네트워크와 같이 모든 뉴런이 양방향성의 시냅스를

가지고 있는 구조이지만 몇몇 뉴런이 확률적인 hidden 뉴런으로 이루어

진 구조이다(Fig 2.4)[37]. Hidden 뉴런을 제외한 나머지 뉴런을 입력 데

이터가 들어오는 visible 뉴런이라고 부르며 hidden 뉴런은 visible 뉴런

이 데이터의 분포를 예측하는 데 도움을 준다. 볼츠만 머신 역시 에너지

가 최소화하는 방향으로 학습이 진행되는데 볼츠만 머신의 에너지는 수

식 (2.4)처럼 visible 뉴런과 hidden 뉴런의 구분이 있을 뿐 홉필드 네트

워크와 동일하다.

         (2.4)

(여기서 는 번째 visible 뉴런의 상태, 는 번째 hidden 뉴런의 상

태, 는 번째 뉴런과 번째 뉴런의 시냅스 가중치, 는 번째
visible 뉴런의 바이어스, 는 k번째 hidden 뉴런의 바이어스를 뜻한

다.)

 에너지 함수에 기반하여 visible 뉴런과 hidden 뉴런의 결합확률분포

(joint probability distribution)는 수식 (2.5)처럼 나타낼 수 있고 주변확

률분포(marginal probability distribution)를 통해 각 뉴런의 확률을 알아

낼 수 있다.

  
(2.5)
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 볼츠만 머신과 홉필드 네트워크의 가장 큰 차이점은 확률성

(stochasticity)을 네트워크에 가져왔다는 것이다. 볼츠만 머신의 학습 결

과, 에너지가 안정한 상태로 되었을 때  는 일정한 값으로 남아있

지만 visible 뉴런과 hidden 뉴런 각각의 확률은 일정하지 않을 수 있다

[38]. 이는 local minimum에 머물러 있는 계의 상태를 global 

minimum으로 가게 하는 원동력이 된다. Fig 2.3에서의 실선이 확률적

뉴런의 특성을 담고 있으며 동작 범위의 어떠한 상태에서도 뉴런이 발화

할 확률을 가지고 있다는 것을 알 수 있다.

 볼츠만 머신의 학습 과정은 입력 데이터의 가능도(likelihood)를 최대화

하는 방향으로 이뤄지고 특히 로그 가능도의 경사하강법(gradient 

descent)을 사용한다. 이를 식으로 정리하면 조건부 확률   에 관

한 에너지 함수의 expected gradient 부분과 계의 모든 상태를 고려한

결합확률   에너지 함수의 expected gradient 부분으로 나눠진

다.  은 방대한 양의 계산이 필요하기 때문에 현실적으로 불가능

하며 이를 해결하기 위해 마르코프 체인 몬테 카를로(Markov Chain 

Monte Carlo, MCMC) 방식이 사용되었다[39]. 이는 visible 뉴런의 입

력을 특정한 값으로 고정한 후(clamped) 네트워크를 해제시켜(free) 

visible 뉴런과 hidden 뉴런이 자유로운 상태에서 반복적으로 정보를 주

고 받으며 시스템이 안정화되는 방식이다. 그러나 볼츠만 머신의 구조상

MCMC 샘플링의 과정은 복잡한 계산을 요구했고 학습을 쉽게 하기 위

해 새로운 구조인 제한된 볼츠만 구조가 등장했다.
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Fig 2.4. 볼츠만 머신 구조의 모식도. 노란색 원은

입력 데이터가 들어가는 visible 뉴런이고 초록색

원은 hidden 뉴런을 뜻함.



- 12 -

2.2.3 제한된 볼츠만 머신

2.2.3.1 제한된 볼츠만 머신의 구조 및 특징

 제한된 볼츠만 머신(restricted Boltzmann machine, RBM)은 1986년

Smolensky가 기존 볼츠만 머신의 학습을 간단하게 만들기 위해 제안한

neural network이다[40]. 볼츠만 머신과 비슷하게 visible 뉴런과 hidden 

뉴런의 두 층(layer)으로 나뉘어 있고 확률적인 뉴런 특징을 가지지만

visible과 hidden layer에 있는 같은 종류의 뉴런 사이에는 시냅스가 연

결되어 있지 않다(Fig 2.5). 이처럼 같은 종류의 뉴런 사이에 연결이 없

다는 점에서 bipartite graph model이라고도 불린다. RBM 구조의 에너

지는 다음과 같으며 수식 (2.4)에 비해 간단해진 모습을 확인할 수 있다.

      (2.6)
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Fig 2.5. 제한된 볼츠만 머신 구조의 모식도. 노

란색 원은 입력 데이터가 들어가는 visible 뉴런

이고 초록색 원은 hidden 뉴런을 뜻함. 
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2.2.3.2 제한된 볼츠만 머신의 학습알고리즘

 RBM 구조의 학습은 볼츠만 머신과 구조적으로 비슷하다는 점에서 학

습되는 방식이 비슷하고 볼츠만 머신보다 단순한 에너지 함수로 인해 을 추론하기 위한 샘플링 방법이 간단해졌다. Visible 뉴런과

hidden 뉴런은 반복적인 샘플링을 통해 시냅스의 가중치를 업데이트 하

는데 초기 고정된 입력값을 통한 샘플링을 construction이라 하고 네트

워크가 자유롭게 샘플링하는 과정을 reconstruction이라고 한다. 그러나

모델의 분포( )를 추론하기 위해 요구되는 샘플링의 수는 볼츠만

머신처럼 많았기에 이는 궁극적으로 학습의 어려움을 개선하지 못했다. 

 한편, Hinton은 Contrastive Divergence (CD rule) 방법을 소개하여 이

러한 문제를 해결했다[41]. 그는 모델의 분포를 알기 위한 무한의 샘플링

을 수행할 필요가 없다고 말했고 유한한 k번의 샘플링 수로도 학습이

가능함을 제안했다. 이러한 학습을 CD-k rule 이라고 하며 Hinton은 한

번의 샘플링(CD-1)으로도 RBM 구조가 충분히 학습이 됨을 보여줬다.
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2.2.4 스파이크 뉴럴 네트워크 기반의 제한된 볼츠만 머신

2.2.4.1 스파이크 뉴럴 네트워크

 스파이크 뉴럴 네트워크(spike neural network, SNN)는 실제 뇌의 신

경망을 밀접하게 모방하는 네트워크로 일반 인공 신경망(artificial 

neural network, ANN)과 다르게 시간 정보를 포함하는 특징을 가지고

있다. 스파이크를 기반으로 정보가 이동하기 때문에 주기적인 시간마다

정보가 전달하는 것이 아닌 막 전위(membrane potential)가 문턱 전압을

넘었을 때만 다음 층으로 정보를 전달하는 특징을 가지고 있다. 뉴런의

발화가 정보 전달의 주요 메커니즘으로 작용하면서 여러 뉴런 모델들이

소개되었고 특히 leaky integrate and fire (LIF) 모델이 실제 뉴런의 생

물학적 거동과 유사하다는 점에서 주목받고 있다. LIF 뉴런 모델은 이전

뉴런(pre-synaptic neuron)에서 오는 전위의 합(integrate)과 지수함수적

으로 빠지는 전위의 누수(leaky), 문턱 전압을 넘었을 경우 새로운 스파

이크를 발화(fire)하는 동작으로 작동한다. 발화한 뉴런의 막 전위는 초

기 전위(reset potential)로 돌아가고 ms 단위의 휴지기(refractory time)

를 통해 전위가 변화하지 않는 기간을 가진다. SNN의 주요 특징 중 하

나는 네트워크 전체가 특정 이벤트가 있어야만 동작한다는 것이다. 스파

이크가 다음 층으로 전달이 되어도 해당 뉴런이 발화하지 않으면 시스템

은 새로운 동작을 실행하지 않는다. 이러한 점에서 SNN은 다른 ANN과

다르게 밀도가 희박한(sparse) 네트워크 상태를 가지며 하드웨어로 구현

하는 경우 저전력 동작이 가능하다는 장점이 있다.
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2.2.4.2 이벤트 기반 CD rule

 SNN의 동작방식과 RBM 구조를 연관시킨 SNN-RBM 구조가 제안되

었고 이와 함께 기존 RBM 구조의 학습알고리즘으로 사용되던 CD rule

의 변화도 불가피했다[42]. Fig 2.6에서 볼 수 있듯이 전통적인 CD rule

은 visible 뉴런과 hidden 뉴런의 반복적인 샘플링을 통해 construction과

reconstruction을 차례대로 진행하기 때문에 SNN과 같은 연속적인 시간

의 거동 시스템에서는 불가능한 방식이다. 

 이러한 문제점을 극복하고자 네트워크의 recurrent 활동을 통해 시냅스

가 연속적으로 업데이트되는 이벤트 기반 CD rule(event-driven CD 

rule)이 제안되었다[42]. Fig 2.7이 이벤트 기반 CD rule을 간략하게 보여

주고 있다. Visible 뉴런과 hidden 뉴런이 연속적인 시간 안에서 서로 영

향을 미치면서 샘플링을 하고 특정 게이트 신호(gating signal)에 따라

시냅스의 가중치가 증가(construction) 또는 감소(reconstruction)하는 모

습을 볼 수 있다. 특히 가중치가 증가하는 long-term potentiation(LTP) 

과 감소하는 long-term depression(LTD) 거동을 실제 시냅스에서 발견

되는 spike timing dependent plasticity(STDP) 방식으로 구현했음을 확

인할 수 있다.

 STDP 업데이트 방식은 스파이크의 시간 차이에 따라서 시냅스의 LTP

와 LTD를 하는 방식으로 두 가지의 스파이크를 이용하는 pair-based 

STDP가 주로 사용되고 있다[43]. 특히 실제 시냅스에서 발견되는 생물

의 특징이라는 점에서 뇌를 모방하는 뉴로모픽 연구에 이점을 보인다. 

이전 뉴런(visible neuron)의 발화 시간이 이후 뉴런(hidden neuron)의

발화 시간과 특정 time window 안에 같이 존재하고 더 빠르다면 LTP

가 일어나고, 이와 반대로 이전 뉴런의 발화가 더 느리게 발화했다면

LTD가 일어나는 방식이다. STDP 방식을 통한 시냅스의 업데이트는 스

파이크의 상호작용으로 일어나기 때문에 local learning의 학습을 띠고

있다. 
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Fig 2.6. 전통적인 contrastive divergence rule (CDk rule)의

샘플링 방식 [42]. 

Fig 2.7. 이벤트 기반 CD rule의 샘플링 방식 및 STDP 업데이트

모식도 [42]. 
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2.3 뉴런 샘플링을 이용한 제한된 볼츠만 머신

2.3.1 외부 노이즈를 추가한 제한된 볼츠만 머신

 효율적인 RBM 구조의 학습을 위해서는 시스템에 확률성을 구현하는

것이 필수적이다. 또한 확률적인 뉴런의 거동을 만드는 것은 발화 확률

의 과정을 푸아송 분포로 만들기 때문에 RBM 구조 학습의 샘플링 과정

을 도와준다. LIF 뉴런에 확률성을 부여하는 방법에는 변칙적인 문턱 전

압, 변칙적인 초기 전압 등 여러 가지가 있지만 이들은 추가적인 회로가

필요하여 셀의 크기가 커지는 한계가 있다. 이와 다르게 외부 노이즈를

인가하여 확률적인 뉴런을 만드는 것은 많은 회로가 필요하지 않기 때문

에 주로 연구되어 왔다[44-45]. 

 

2.3.1.1 뉴런의 발화 확률

 선행연구에서는 LIF 뉴런 모델에 외부 노이즈로 white noise term을

추가하여 확률적인 뉴런 거동을 모사했다[42]. 수식 (2.7)은 문턱 전압 아

래에서의 뉴런의 막 전위 상태를 미분방정식으로 표현한 것이다.

    ∈∞ (2.7)

(여기서 는 막의 캐패시턴스, 는 뉴런 의 막 전위, 은 leak 컨덕

턴스, 은 의 크기를 가지는 white noise term, 는 시냅틱 전

류, 는 문턱 전압을 나타낸다.)
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 RBM 구조에서는 visible layer에만 입력 전류가 들어오기 때문에 시냅

틱 전류(synaptic current) 가 어떤 layer인지에 따라 다르게 표현

된다. Visible layer에 있는 뉴런 의 와 hidden layer에 있는 뉴런

의 는 각각 다음과 같이 표현할 수 있다.

   (2.8)

  
  

   (2.9)

  
 

(여기서 는 입력 데이터, 는 hidden layer에서 돌아오는 전류, 

는 visible layer에서 돌아오는 전류, 은 시냅스의 시간상수, 는
시냅스의 가중치, 와 는 각각 visible layer와 hidden layer의

바이어스를 구현하는 푸아송 스파이크 train이다.)

 수식 (2.8)과 (2.9)를 통해서는 뉴런에 들어오는 막 전위의 값이 입력값

들의 선형적인 합의 결과라는 것을 확인할 수 있고 수식 (2.7)을

Fokker-Plank 방정식을 이용해 분석하면 다음과 같은 transfer curve의

해를 얻을 수 있다.
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    

 

(2.10)

(여기서 는 instantaneous firing rate,   는 일정한 전류 
가 들어왔을 때 막 전위의 일정한 전위값, 는 refractory time, 

 은 막의 시간상수, 는 초기 전위,   , 는
error function을 의미한다.)

 수식 (2.10)를 통해 외부 노이즈를 가한 뉴런의 발화 확률이 sigmoid 

함수와 비슷한 형태를 보인다는 것을 확인할 수 있고 노이즈의 크기 
에 의해 함수의 형태가 변한다는 것을 알 수 있다. 선행연구에서는 Fig 

2.8과 같이 피팅한 결과를 제시함으로써 수식의 정당성을 부여했다.

Fig 2.8. 외부 노이즈를 가한 뉴런의 활성화 함수 개형 [42].
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2.3.2 랜덤 워크 회로를 이용한 외부 노이즈 구현

 한 선행연구에서는 RBM 구조의 확률적인 뉴런을 구현하기 위해 외부

노이즈로 랜덤 워크 회로(random walk circuits)를 구현하였다[46]. Fig 

2.9에 나와 있듯이 선형 되먹임 시프트 레지스터(linear feedback shift 

register, LFSR)를 사용하여 50%의 확률로 두 가지의 랜덤 비트 중 하

나를 가하고 그에 상응하여 뉴런 회로의 막 전위를 담당하는 캐패시터

(capacitor)의 전하를 충전 또는 방전시킨다. 

 SNN-RBM 구조로 동작하고 학습을 하는 선행연구의 하드웨어는 하나

의 유닛 셀이 6개의 트랜지스터와 2개의 시냅스로 이뤄져 있는 6T2R 

구조이고 각각의 트랜지스터는 visible 뉴런에서 hidden 뉴런으로 스파이

크가 전달되는 forward LIF, hidden 뉴런에서 visible 뉴런으로 스파이크

가 전달되는 back LIF (BLIF), 이벤트 기반 CD rule에 따라 시냅스를

업데이트하는 STDP 기능을 담당한다. 시냅스의 경우 PCM을 사용했는

데 PCM의 LTP와 LTD가 비선형성, 비대칭적이라는 이상적이지 못한

특징이 있기 때문에 2개의 시냅스를 사용해 differential sensing 방식을

사용했다. 또한 여러 개의 유닛 셀을 크로스 바 어레이 구조로 배치하여

병렬적 연산이 가능하도록 하였다. 랜덤워크를 외부 노이즈로 이용하여

실제 6T2R 칩 하드웨어에서 MNIST 추론 실험을 진행한 결과가 Fig 

2.10에 나와 있으며 epoch이 진행됨에 따라 정확도가 평균 75%로 유지

됨을 확인할 수 있다.

 본 연구에서는 6T2R 하드웨어 칩을 모방한 시뮬레이터를 사용하여 아

날로그 NVM 시냅스 소자의 노이즈 모델을 설계하고 MNIST 추론 실

험을 진행하였다. 이에 관한 내용은 3절 실험 방법에서 자세히 설명할

예정이다.
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Fig 2.9. LIF 뉴런 회로에서의 랜덤워크 회로 (a) LFSR

을 이용한 랜덤 비트 발생기 (b) 랜덤 비트를 통한 충/방

전 회로 (c) 랜덤워크 회로 동작의 예시 [46].

Fig 2.10. 6T2R 하드웨어 칩으로 실험한 MNIST 학습 결과 [46].
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2.4 시냅틱 샘플링을 이용한 제한된 볼츠만 머신

2.4.1 시냅틱 샘플링 머신

 RBM 구조의 효율적인 학습을 위해 뉴런에 외부 노이즈를 가하여 확률

성을 부여하는 것 이외에도 시냅스에 확률적 요소를 추가하는 연구가 진

행되었다[47]. Fig 2.11과 같이 이전 뉴런에서의 스파이크는 특정 확률

값을 통해 다음 뉴런으로 전달될 수 있으며 이러한 구조를 시냅스에서

샘플링이 발생한다고 하여 시냅틱 샘플링 머신(synaptic sampling 

machine, S2M)으로 명명했다. 시냅스에서의 확률 구현은 뉴런 샘플링

방식과 다르게 더 sparse한 시스템을 가지고 있고 이와 함께 pruning에

덜 취약하다고 알려져 있다.

 

Fig 2.11. 시냅틱 샘플링 머신(S2M)의 구조 및 동작 방식의 예 [47].
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2.4.1.1 시냅틱 샘플링 머신과 제한된 볼츠만 머신의 관계

 선행연구에서는 S2M이 RBM과 마찬가지로 홉필드 네트워크에 확률적

요소를 도입했다는 공통점을 바탕으로 RBM과의 관계를 비교했다[47]. 

multiplicative 노이즈의 모델로서 blank-out 시냅스를 취하면 홉필드

네트워크 뉴런의 시냅틱 입력값은 다음 수식처럼 나타낼 수 있다.

  
   (2.11)

(여기서  ∈은 확률 를 가지는 베르누이 프로세스(Bernoulli 

process)이고 는 바이어스이다. 는 ≥ 일 때를 기준으로 다

른 바이너리 값을 가진다.)

  은 시냅스마다 독립적인 요소이기 때문에 중심극한정리에 따라 큰

수의 과 0,1에 근접하지 않는 를 가지고 있다면 수식 (2.11)을 다음

과 같은 가우시안(Gaussian)으로 표현할 수 있다.

∼   (2.12)

        

또한, 뉴런 가 발화할 확률은   ≥  인데 이는 수식

(2.12)의 ‘1-누적분포함수(cumulative distribution function, CDF)’와

같으며 수식 (2.13)처럼 표현할 수 있다.
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  ≥     
  (2.13)

    
   

 즉 S2M 구조에서 뉴런의 활성화 함수는 sigmoid 함수가 아닌 error 

function이라는 점이 특징인데 error function도 rescaling을 통해 로지

스틱 함수(logistic function)와 밀접하다고 볼 수 있다. 따라서 S2M 구

조는 볼츠만 머신과 동등한 관계를 가지고 있으며 이는 학습 과정에서

CD rule의 적용이 유효함을 의미한다.

2.4.1.2 스파이크 뉴럴 네트워크에서 시냅틱 샘플링 머신 뉴런

의 발화 확률

 2.3.1.1에서와 마찬가지로 LIF 뉴런 모델에 S2M을 적용했을 때 뉴런의

발화 확률을 수식적으로 계산할 수 있다[47]. 수식 (2.14)는 수식 (2.7)과

비슷하지만 white noise term 이 없는 것을 확인할 수 있다.

 

    ∈∞ (2.14)

 시냅틱 전류  역시 수식(2.8), (2.9)와 비슷하지만 시냅스에서 샘플

링이 일어나기 때문에 베르누이 프로세스가 추가되었고 바이어스 항이

푸아송 분포가 아닌 특정 값으로 치환되었다.
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   (2.15)

  
  

   (2.16)

  
  

 수식 (2.15)와 (2.16)을 통해서 S2M 역시 뉴런에 들어오는 막 전위의

값이 입력값들의 선형적인 합의 결과라는 것을 확인할 수 있다. 또한 푸

아송 분포에 기반한 스파이크 뉴런 회로의 집단 거동은 확산 거동으로

근사시킬 수 있다[48-49]. 이러한 확산 거동에서는 뉴런의 독립적인 개

개의 발화 확률이 같은 확률을 가지는 공통의 활동으로 대체될 수 있고

다음과 같이 나타낼 수 있다. 

   (2.17)

 〈〉      
(여기서 는 white noise process, 는 이전 뉴런의 발화 확률을 의

미한다.)

 뉴런의 막 전위 거동은 Ornstein-Uhlenbeck process와 비슷하다는 점

에서 수식 (2.18)과 같은 가우시안 분포로 나타낼 수 있고, 이를 기반으

로 S2M에서 뉴런의 발화 확률을 수식 (2.19)와 같이 계산할 수 있다. 
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∼ 
  (2.18)

   
   (2.19)

   
   

그 결과 SNN으로 동작하는 S2M도 뉴런의 발화 확률이 sigmoid 형태를

띠고 있음을 확인했으며 스파이크 전달 확률 에 의해 함수의 형태가

결정된다는 것을 알 수 있다. 또한 이를 통해 RBM 구조의 학습알고리

즘 사용이 가능함을 확인했다.

 결과적으로, S2M과 RBM 구조의 연관성을 밝힌 해당 선행연구를 바탕

으로 시냅틱 샘플링의 효과를 확인할 수 있었다. 하지만 S2M을 하드웨

어로 구현할 경우 selector와 같은 추가적인 소자의 필요성이 불가피하

기에 셀의 크기가 증가한다는 한계를 가지고 있다. 이와 달리 아날로그

NVM 시냅스 소자의 고유 노이즈를 이용한다면 시냅틱 샘플링의 구현과

함께 집적도도 높일 수 있는 장점을 보일 것이라 예상했다. 

 따라서 저전력, 고효율적 연산이 가능하다고 알려진 SNN-RBM구조에

서 PCM을 아날로그 시냅스 소자, 1/f에 비례하는 고유 노이즈 특성을

시냅틱 샘플링의 확률성으로 사용했을 때 패턴인식의 학습 및 추론 가능

성을 확인하는 연구가 필요하다고 판단했다. 또한 6T2R 하드웨어 칩을

모방한 시뮬레이터를 사용함으로써 본 연구의 하드웨어 적용 가능성을

확인했다.
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3. 실험 방법

3.1 노이즈 모델을 통한 MNIST 학습 및 추론 실험

3.1.1 시뮬레이터 특징

 본 연구에서 사용한 시뮬레이터는 2.3.2절에서 언급한 6T2R 하드웨어

칩을 모방한 시뮬레이터이다. SNN-RBM구조로 동작하는 6T2R 칩은

Fig 3.1과 같은 유닛 셀을 가지고 있고 Visible layer, hidden layer와

함께 PCM 시냅스 소자가 크로스 바 어레이 형태로 구성되어 있다. 어

레이로 구성된 6T2R 시냅스 셀은 뉴런과 시냅스가 서로 방해하지 않고

독립적으로 LIF, back LIF, STDP 동작을 진행하기 때문에 비동기적이

고 병렬적인 연산이 가능하다. 유닛 셀의 전체 시냅스는 Gp와 Gm으로

불리는 2개의 PCM 소자로 구성되어 있고 PCM의 reset 과정에서의 비

대칭적 특징을 완화하기 위해 differential sensing 방식(G=Gp-Gm)을 사

용했다.

Fig 3.1. 6T2R PCM 시냅스 셀의 간략한 회로도 [46].
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3.1.1.1 시뮬레이터 변수 및 환경

 RBM구조의 시뮬레이터는 각각 832개의 뉴런을 가지는 visible layer와

hidden layer로 구성되어 있다. MNIST test를 위해 visible layer는

MNIST 픽셀의 정보를 담는 784개(×)의 이미지(데이터) 뉴런, 지

도학습(supervised learning)을 위한 40개(×)의 라벨 뉴런으로 나

뉘고 각 layer에는 바이어스의 역할을 수행할 8개의 바이어스 뉴런들이

배치되어 있다. 라벨의 뉴런이 10개가 아닌 40개인 이유는 학습

(training)의 정확도를 높이는 것뿐만 아니라 추론(inference) 과정에서

오류의 가능성을 줄이기 위함이다.

 하드웨어 칩을 기반으로 만들어진 시뮬레이터라는 점에서 펄스 길이

(pulse width)나 각 구간에서의 지연시간(delay)을 변수로 사용할 수 있

다. 또한 PCM 소자의 SET(=LTP)과 RESET(=LTD)의 크기를 각각 설

정하여 동작시키거나 시냅스의 업데이트 기간을 조절할 수 있다. 본 연

구에서는 MNIST 학습 및 추론 실험을 위해 1 epoch당 1000개의 이미

지(100 images/digit)를 학습시키고 추론 또한 1000개의 다른 이미지를

제시하여 정답을 찾도록 했다. 각 PCM 시냅스 소자(Gp와 Gm)는 0과

10 사이의 컨덕턴스를 가질 수 있는 상태에서 각각의 초기 분포를

 의 정규분포로 설정하였고 뉴런의 막 전위는 초기 전위를 0, 

문턱 전압을 1로 설정했다. 이와 함께 Table 3.1을 통해 본 연구에서

공통으로 사용된 주요 변수들을 확인할 수 있다. 



- 30 -

변수명 값

visible 뉴런과 hidden 뉴런의 개수   832, 832

라벨 뉴런의 개수 40

바이어스 뉴런의 개수 8

초기 시냅스 가중치(Gp, Gm)의 분포 ×  
라벨 당 학습 이미지 수 100

refractory time 4 ms

leaky time constant 1 ms

1 epoch에 걸린 시간 100 s

시냅스 가중치의 범위 [0, 10]

뉴런의 초기 전압 0 V

뉴런의 문턱 전압 1 V

Table 3.1. 시뮬레이션에 사용된 주요 변수
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3.1.1.2 시뮬레이터 동작 원리 및 정확도 분석 방법

 시뮬레이터는 학습 과정과 추론 과정에서 다른 동작을 진행한다. Fig 

3.2에 제시된 것과 같이 학습 과정에서는 이미지 뉴런, 라벨 뉴런, 양

layer의 바이어스 뉴런 모두에 푸아송 분포의 스파이크 train이 인풋으

로 들어간다. 반면 추론 과정에서는 라벨 뉴런을 제외한 나머지 뉴런에

데이터가 스파이크 형태로 들어간다.

 각 푸아송 분포의 스파이크 train은 지정된 최대 및 최소 frequency에

맞추어 발생하며 MNIST 이미지의 경우 정규화된 픽셀 값이 0.5 이상일

경우에만 스파이크가 나오는 바이너리 형식으로 동작한다. 하드웨어와

마찬가지로 시뮬레이터는 SNN-RBM구조를 가지고 있기 때문에 이벤트

기반 CD rule을 학습알고리즘으로 사용한다. 2.2.4.2절에서 언급한 바에

의하면 연속적인 시간에 따른 시냅스를 업데이트 하기 위해서 게이트 신

호가 필요했고 이를 구현하기 위해 Fig 3.3처럼 하드웨어와 시뮬레이터

는 데이터 단계(data phase)와 모델 단계(model phase)를 차례로 반복하

여 학습시키고 있다. 시냅스의 LTP가 일어나는 데이터 단계와 LTD가

일어나는 모델 단계는 한 이미지를 학습시키는데 각각 한 번씩 존재하고

이는 2.2.3.2절에서 제시된 바와 같이 CD rule을 한 번만 해도 충분하다

는 것에서 기인했다. 또한 데이터 단계와 모델 단계 사이마다 과도기 단

계(transition phase)가 존재하는데 이는 단계가 변할 때, 갑작스러운 스

파이크로 인한 시냅스 업데이트를 방지하고자 네트워크의 스파이크 동작

이 정상상태(steady-state)로 가게 하기 위함이다.

 온 칩 학습이 끝난 후 추론 과정에서 시뮬레이터는 새롭게 제시된 이미

지를 보고 정답을 맞추게 되는데 라벨 뉴런에서 평균적으로 가장 많은

수의 스파이크가 나온 라벨을 정답으로 인식한다. 
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Fig 3.2. 6T2R 시뮬레이터 모식도 및 학습과 추론 과

정에서 스파이크가 들어가는 방식 [46].
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Fig 3.3. 하나의 이미지를 학습시키는 방법. LTP가 일어나는 데이터

단계와 LTD가 일어나는 모델 단계, 시스템이 정상상태로 가기 위한

과도기 단계로 이루어져 있음



- 34 -

3.1.2 노이즈 모델의 설계 및 적용

 6T2R 시뮬레이터에 노이즈 모델을 Fig 3.4와 같은 모습으로 설계하였

다. S2M과 비슷한 형태를 띠고 있지만 시냅스의 전달 여부를 결정하는

것이 아닌 전달되는 전위의 양, 즉 얼마의 편차로 원래의 시냅스 값

()을 읽을 것인가를 결정하고 있다. 이를 시뮬레이션으로 구현하기

위해 multiplicative 노이즈 방식을 이용했으며 수식 (3.1)과 같이 평균

이 1이고 표준편차가 인 정규분포에서 난수를 발생시킨 후, 기존의 시

냅스 값과 곱해진 시냅스 값을 읽도록 하였다.

  ×  (3.1)

Fig 3.4. 6T2R 시뮬레이터에 구현한 노이즈 모델의

모식도
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3.1.2.1 읽기 동작에 따른 노이즈 모델의 구분

 노이즈 모델을 적용함에 읽기 동작에 따른 두 가지의 노이즈 모델이 존

재했다. 노이즈에 영향을 받은 시냅스 가중치의 범위, 즉 의 범위

를 어떻게 설정할 것인가에 대해 분류할 수 있었다. 이는 뉴런의 읽기

회로(read circuit)로 조절 가능하다는 점에서 온 칩 학습과 추론 과정에

최적화된 노이즈 모델을 구분할 필요가 있었다. 첫 번째 모델에서는의 최대 범위를 기존 시냅스의 최대 범위와 같은 값인 10으로 고

정하였다. 이는 read circuit을 10의 수준으로 제한하여 설정할 수 있다. 

두 번째 모델은 의 최대 범위를 설정하지 않는 방식이었다. Fig 

3.5는 노이즈 모델에 따른 스파이크의 전달(propagation) 알고리즘을 나

타낸 그림이다. 초기 설정된 변수들과 함께 모델1과 모델2에 따라(=)값이 변동됨을 확인할 수 있다.

 우리는 두 가지 모델에 대해서 10 epoch의 MNIST 온 칩 학습 및 추

론을 진행했으며 multiplicative 노이즈의 표준편차인 를 0.001, 0.01, 

0.05, 0.1, 0.5 의 5가지 경우로 나눠 함께 진행하였다.
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Fig 3.5. 노이즈 모델에 따른 스파이크 전달 과정의 알고리즘
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3.1.2.2 노이즈 모델에 대한 최적의 학습 결과 확인

 노이즈 모델과 분포에 따른 MNIST 추론 실험과 함께 최적의 학습 결

과를 보이기 위한 최적화 작업(optimization)을 같이 진행했다. 낮은 정

확도의 원인을 찾기 위해 학습의 방향과 정도를 확인할 수 있는 시냅스

의 가중치를 분석하였다. 가중치의 값을 색의 변화로 한 눈에 볼 수 있

는 컬러맵(color map)과 데이터 뉴런, 라벨 뉴런, 바이어스 뉴런에 할당

된 시냅스들의 분포를 히스토그램으로 비교 및 분석하였다. 히스토그램

분석의 경우 각 뉴런이 차지하는 시냅스 수의 차이가 크기 때문에 정규

화 작업(normalization)을 거쳐 비교했다. 또한 최적화가 완료된 노이즈

모델에 대해 분포에 따른 추가적인 MNIST 추론 실험을 진행하여 최적

의 노이즈 분포를 확인하였다.
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3.2 확률성 모델에 대한 Numerical 시뮬레이션

3.2.1 확률성 모델에 대한 뉴런의 발화 확률 확인

 SNN-RBM 구조에 확률성을 부여하는 방식은 2.3.2절의 랜덤 워크 회

로를 이용한 외부 노이즈 추가, 2.4.1절의 베르누이 분포를 이용한 시냅

틱 샘플링 방식 그리고 본 연구에서 진행한 아날로그 NVM 시냅스 소자

의 고유 노이즈를 이용한 시냅틱 샘플링 방식이 있었다. 앞선 두 모델의

경우 선행연구에 의해 수식이 증명되었고 뉴런의 발화 확률(firing rate)

이 확률성을 띠고 있음을 간접적으로 확인하였다.

 이를 바탕으로 노이즈 모델에 대한 수식적 접근과 함께 임의의 시냅스

가중치가 부여된 SNN-RBM 시스템에서 랜덤워크, S2M, 노이즈 모델에

대한 뉴런의 발화 확률을 numerical 시뮬레이션을 통해 직접 확인해 볼

필요성을 느꼈다.

3.2.1.1 시뮬레이션 변수 및 작동 원리

 확률성 부여 방식에 따른 numerical 시뮬레이션은 Fig 3.6에 제시된

것과 같이 하나의 이후 뉴런(post neuron)에 여러 개의 이전 뉴런(pre 

neuron)의 스파이크가 특정 확률성 방식으로 작용했을 때 주어진 시간

의 발화한 수를 측정하는 식으로 진행하였다. 총 10개의 이후 뉴런들에

대해 독립적으로 실행하여 평균 발화 수를 측정했다. 이전 뉴런의 개수

( )는 보통 하나의 이미지 당 80~180개의 뉴런에서 입력 데이터

가 들어온다는 분석 후에   으로 설정했고 바이어스 뉴런의 경우

6T2R 시뮬레이터와 마찬가지로   로 설정했다. 또한 인풋 스파이

크의 분포가 푸아송(poisson) 분포를 가지도록 인풋 발화 주파수에 의한

난수를 생성하여 특정 확률에 의해 스파이크가 발생하도록 하였다. 데이

터 뉴런과 바이어스 뉴런의 인풋 발화 주파수는 각각   , 
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  로 설정했다. 푸아송 분포의 경우 스파이크 사이의 간격

(interspike intervals, ISI)이 지수 분포(exponential distribution)를 가

져야 한다고 알려져 있는데[50], Fig 3.7의 ISI 분포에서 볼 수 있듯이

본 시뮬레이션의 스파이크 생성이 푸아송 분포로 잘 되었음을 확인할 수

있다. Table 3.2에는 각 확률성 모델에 대한 numerical simulation에서

사용된 주요 변수들을 표시했다. 랜덤 워크 모델의 경우 외부 노이즈를

통해 뉴런에서 샘플링이 일어나기 때문에 이후 뉴런의 를 변경하며

실험했다. 즉 는 이후 뉴런이 가지는 초기 전위라고 볼 수 있으며

이는 leaky 동작이 를 기준으로 이뤄짐을 뜻한다. 또한 뉴런에 
에 해당하는 값이 계속해서 들어온다고 볼 수 있으므로 DC 전압 (DC 

membrane potential)이라고 볼 수 있다. 의 범위는 –1.0V에서

1.0V까지 스윕(sweep)하여 시뮬레이션을 진행했다. 시냅틱 샘플링 방식

과 본 연구의 노이즈 모델의 경우 시냅스에서 샘플링이 일어나는 방식이

므로 수식 (2.19)에서 볼 수 있듯이 시냅스를 통해 들어오는 전압값이

중요한 요소이다. 따라서 랜덤 워크 모델과는 다르게 초기 전위 및

leaky 동작의 기준을 0V로 하고 이후 뉴런에 들어가는 전압값을 일정하

게 하여 실험했고 이 경우에도 인풋 전압값의 범위를 스윕하여 뉴런의

발화 확률을 확인했다.
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Fig 3.6. 확률성 모델에 대한 numerical 시뮬레이션 방식. 

Fig 3.7. Numerical 시뮬레이션에서 생성한 스파이크의 ISI 분포
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변수명 랜덤워크 
시냅틱샘플링, 

노이즈

뉴런의 문턱 전압 1 V 0.05 V

refractory time 4 ms 4 ms

leak의 시간상수 1 ms 1 ms  범위 -1.0 ~1.0 V -

시냅스 가중치()의 범위 [ -10, 10 ] [ -10, 10 ]

시냅스 가중치의 분포      
Table 3.2. Numerical 시뮬레이션에 사용된 주요 변수.  는 각각

데이터라벨 뉴런과 바이어스 뉴런의 개수이다.

3.2.1.2 시뮬레이션 결과 분석

 각 모델에 따라 활성화 함수(activation function)의 형태 및 정도에 관

여하는 변수들이 다양하므로 수식에 표현된 주요 변수들을 변인으로 설

정하여 numerical 시뮬레이션을 진행했다. 10개의 이후 뉴런들의 평균

발화 수를 계산하고 랜덤 워크 모델의 경우 에 대해, 시냅틱 샘플링

모델과 노이즈 모델은 인풋 전압값에 대하여 그래프를 제작했다. 또한

numerical 시뮬레이션을 통해 얻은 그래프를 분석하여 각 확률성 모델

이 모두 SNN-RBM 시스템에서 효과적으로 작용할 수 있는지 판단하였

다.
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4. 결과 및 고찰

4.1 노이즈 모델 검증 및 MNIST 학습 결과

4.1.1 읽기 동작에 따른 적합한 노이즈 모델 확인

 3.1.2.1절에서 소개했던 뉴런의 읽기 동작에 따른 두 가지 노이즈 모델

에 대해 10 epoch의 MNIST를 학습한 결과이다. Fig 4.1은 노이즈의 영

향을 받은 의 최댓값을 기존 시냅스 가중치의 최댓값으로 제한한

모델1과 의 제한이 없는 모델2, 그리고 노이즈 없이 어떠한 확률

성도 부여되지 않은 경우에 대한 MNIST 학습 결과이다.

 먼저 노이즈가 없는 경우는 epoch이 진행됨에 따라 정확도(1-error 

rate)가 빠른 속도로 감소함을 확인할 수 있다. 이는 RBM 구조의 학습

에서 필수적인 확률성의 부재가 원인이 되었다고 볼 수 있고 노이즈가

존재하는 모델1, 모델2의 학습 정확도가 더 높다는 점에서 PCM 소자의

고유 노이즈가 확률성 역할을 충분히 했음을 암시한다.

 다음으로, 패턴인식을 수행하는 데 있어 노이즈 모델의 최적화된 읽기

방식을 확인했다. Fig 4.1에 제시된 것처럼 모델2가 모델1보다 MNIST 

온 칩 학습에 더 우수한 결과를 보였다. 이는 노이즈 모델에서 뉴런의

읽기 회로(read circuit)가 최댓값을 제한할 필요가 없음을 의미하며 앞

으로 나오는 모든 MNIST 학습 및 추론 실험은 모델2를 기반으로 진행

하였다.
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Fig 4.1. PCM에 적용된 read scheme에 따른 MNIST 학습 결과
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 읽기 동작에 따른 노이즈 모델의 비교 외에도 최적의 노이즈 분포를 파

악하는 실험도 같이 진행하였다. Multiplicative 노이즈로 들어가는

 에서 의 값을 0.001, 0.01, 0.05, 0.1, 0.5로 변경해가며 모

델1과 모델2 각각에 대해 MNIST 학습을 하였다. 실험 결과, 모든 경우

에서 Fig 4.1과 같이 epoch에 따라 정확도가 점점 감소하는 경향을 보

였다. 이를 바탕으로 에 따른 정확도 비교를 위해 마지막 epoch 3개

(8,9,10 epoch)의 평균을 계산하여 그래프로 표현했다. 그 결과를 Fig 

4.2에 나타냈으며 특히 모델2의 경우,    일 때 가장 높은 정확도

를 보였다. 또한 노이즈의 분포가 아주 크거나(  ) 작을 때

(  )는 학습이 거의 이뤄지지 않는다는 것을 확인할 수 있었다.

 위 두 개의 시뮬레이션 결과, 의 제한이 없는 노이즈 모델2와 노

이즈 분포가   를 따르는 경우에 MNIST 온 칩 학습에 우수함을

알 수 있다. 그러나 epoch에 따라 정확도가 감소하는 경향을 보인다는

점에서 추가적인 최적화 작업이 필요했다.
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Fig 4.2. 노이즈 모델에 대하여 노이즈 분포에 따른 MNIST 학습 결과
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4.1.2 노이즈 모델의 최적화 작업

 multiplicative 노이즈를 추가하여 구현한 노이즈 모델은 4.1.1절의 결과

와 같이 epoch이 증가함에 따라 정확도가 감소하는 경향을 보였다. 학습

이 진행되면서 정확도가 계속해서 감소하는 현상은 시스템이 안정화되지

못하고 학습이 온전하게 이루어지지 않았음을 의미한다. 이에 학습이 완

료된 시냅스 가중치의 분석을 통해 최적화 작업을 진행했다.

 

4.1.2.1 노이즈 모델의 정확도 감소 이유 분석

 4.1.1절에서 제기된 노이즈 모델의 정확도 감소 이유를 분석하기 위해

학습이 종료된 시점의 시냅스 가중치의 분포를 color map과 히스토그램

으로 확인했다. Fig 4.3은 Gp 시냅스 컨덕턴스의 분포 중 일부를 나타낸

것으로 바이어스 뉴런에 할당된 PCM 셀의 대부분이 가중치의 최댓값이

10으로 포화(saturation)된 상태임을 확인할 수 있다. 특히 뉴런의 종류

에 따라 할당된 Gp 시냅스 컨덕턴스를 히스토그램으로 분석한 Fig 4.4

를 보면 바이어스 뉴런이 데이터, 라벨 뉴런보다 포화된 PCM 셀의 비율

이 현저히 높음을 알 수 있다. 모든 시냅스는 초기에  의 정규

분포를 통해 임의로 설정이 되었는데 특정 위치에 셀들이 주로 포화된

사실은 학습의 큰 영향을 미쳤을 것이라 예상된다.
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 최댓값으로 포화된 PCM 셀이 가지는 문제점은 크게 두 가지이다. 첫

번째는 학습의 과정에서 빈번한 LIF 동작을 일으킨다는 것인데 epoch이

진행되면서 시스템은 global minimum으로 가야 하므로 에너지가 낮아지

고 안정을 찾아가는 방향으로 학습이 이뤄져야 한다. 하지만 빈번한 LIF

동작은 과도한 시냅스 업데이트를 일으킬 수 있으므로 오버피팅

(overfitting)을 야기할 수 있다. 두 번째는 학습의 방향이 제한된다는 것

이다. 이벤트 기반 CD rule을 통한 학습을 진행하면서 시냅스의 가중치

는 LTP와 LTD를 반복하게 된다. 그러나 최댓값으로 포화된 PCM 셀은

더 이상의 LTP가 무의미해지므로 제대로 된 학습을 진행할 수 없게 된

다. 이러한 이유들로 인해 4.1.1절에서 제시된 결과처럼 epoch이 진행됨

에 따라 정확도가 감소하는 것으로 분석했다.

  이러한 결과 분석을 통해 바이어스 뉴런에 할당된 PCM 셀 포화를 개

선 시키려는 추가 연구가 진행되었다.
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Fig 4.3. 최적화 전 Gp 시냅스 컨덕턴스의 분포 (color map)

Fig 4.4. 최적화 전 Gp 시냅스 컨덕턴스의 분포 (histogram)
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4.1.2.2 바이어스 뉴런의 스파이크 빈도 변경

 4.1.2.1절을 통해 바이어스 뉴런에 할당된 PCM 셀의 대부분이 최댓값

으로 포화되면서 노이즈 모델의 정확도가 감소했음을 확인했다. 이를 개

선하고자 바이어스 뉴런의 스파이크 빈도를 증가시키는 방법을 고안했고

MNIST 추론 실험을 진행한 후에 이전과 마찬가지로 학습이 완료된 Gp 

시냅스의 컨덕턴스 분포를 확인했다. 이때의 multiplicative 노이즈는 이

전 실험에서 얻은 최적의 분포인  로 설정했고 다른 변수들

은 이전과 모두 동일하다. 바이어스 뉴런의 스파이크 빈도를 70Hz에서

200Hz로 증가시켰으며 이는 학습의 초반 단계부터 PCM 셀의 업데이트

를 활성화하여 포화 상태를 미리 차단하기 위함이었다. 그 결과 Fig 4.5

에서 볼 수 있듯이 Fig 4.3과 비교하여 PCM 셀의 포화도가 현저히 감

소하였음을 확인했다. 또한 Fig 4.6의 히스토그램 분석에서도 바이어스

뉴런에 할당된 PCM 셀의 포화 비율이 다른 뉴런의 상황과 비슷해졌음

을 확인했으며 오히려 모든 PCM 셀이 전반적으로 포화상태가 개선되었

다. 이는 바이어스 뉴런의 증가된 스파이크 빈도가 이벤트 기반 CD 

rule의 모델 단계에서 시스템의 동작을 전보다 훨씬 더 활발히 진행시켰

고 그로 인해 시냅스 가중치의 LTD 업데이트가 원활히 일어났기 때문

이다.
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Fig 4.5. 최적화 후 Gp 시냅스 컨덕턴스의 분포 (color map) 

Fig 4.6. 최적화 후 Gp 시냅스 컨덕턴스의 분포 (histogram)
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 바이어스 뉴런의 스파이크 빈도를 70Hz에서 200Hz로 증가시켰을 때의

MNIST 추론 실험 결과는 Fig 4.7에 각각 검은색 그래프(70Hz)와 초록

색 그래프(200Hz)로 나와 있다. 위에서 분석했던 시냅스 분포의 결과와

상응하여 스파이크 빈도를 올렸을 때 정확도가 더 높고 epoch에 따라

정확도가 감소하지 않는 안정화 모습을 확인했다.

 이와 더불어 양 layer에 있는 바이어스의 스파이크 빈도를 서로 다르게

하여 MNIST 추론 실험을 진행했다. 각각의 바이어스 뉴런은 반대 layer

에 있는 뉴런에 영향을 주기 때문에 layer마다 스파이크 빈도가 다르면

뉴런의 동작도 달라진다. 여러 경우의 시뮬레이션 끝에, visible 바이어스

뉴런의 스파이크 빈도와 hidden 바이어스 뉴런의 스파이크 빈도가 각각

200Hz, 0Hz 일 때 79.7%의 가장 높은 정확도를 보였다 (Fig 4.7의 하늘

색 그래프). Visible 바이어스 뉴런의 스파이크 빈도가 더 높아야 학습이

잘 된다는 결과를 통해 hidden layer에 있는 뉴런의 발화가 학습에 중요

한 역할임을 확인할 수 있었다.

Fig 4.7. 바이어스 뉴런의 스파이크 빈도에 따른

MNIST 학습 결과
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4.1.2.3 하드웨어에서의 노이즈 모델 적용 가능성 확인

 4.1.2.2절에서 바이어스 뉴런의 스파이크 빈도를 바꾸는 최적화 작업을

통해 노이즈 모델의 MNIST 온 칩 학습을 한 결과, 79.7% 정확도를 얻

을 수 있었다. 스파이크 빈도에 따라 최적의 노이즈 분포( )가
달라질 수 있다는 점에서 200Hz로 증가했을 때의 최적의 를 확인하려

는 실험을 진행했다. Fig 4.8은 최적화 작업 전/후의 모델에 대해 를
다르게 하여 실험한 MNIST 학습의 결과이며 는 0.001, 0.01, 0.05, 

0.1, 0.5로 설정했다. 스파이크의 빈도가 70Hz로 설정했던 이전 결과에

서는 multiplicative 노이즈의 표준편차 가 0.05일 때 가장 높은 정확

도를 보였고 200Hz로 증가한 경우에는 가 0.01일 때 정확도가 가장

높았다. 이를 종합하여 가 0.01과 0.05 사이의 값을 가질 때 최적의

노이즈 모델을 이룰 수 있음을 확인했다.

 실제 PCM 소자의 노이즈를 측정한 결과인 Fig 4.9에 의하면 PCM 셀

의 크기 조절을 통해 여러 노이즈가 측정되었음을 알 수 있다. 특히, 

0.01에서 0.05 사이의 를 얻을 수 있다는 점에서 본 연구의 최적화 작

업이 실제 하드웨어에서 구현할 수 있음을 확인했다.
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Fig 4.8. 최적화 작업 전/후 노이즈 모델에 대해 노이

즈 분포에 따른 MNIST 학습 결과

Fig 4.9. PCM 셀 크기에 따른 노이즈 분포의 측정값
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4.1.3 노이즈 모델과 기존 연구들과의 비교

 PCM의 고유 노이즈를 이용해 SNN-RBM구조에 확률성을 부여한 본

연구는 다른 종류로 확률성을 제공한 기존 연구들과 성능 및 동작 원리

면에서 비교할 수 있다.

4.1.3.1 시냅틱 샘플링 머신과의 비교

 2.4절에서 소개한 시냅틱 샘플링 머신(S2M)은 본 연구의 노이즈 모델

과 많은 공통점을 가진다. 두 모델 모두 이벤트 기반의 CD rule을 사용

하고 CD rule을 위한 샘플링을 시냅스에서 하는 시냅틱 샘플링에 바탕

을 두고 있다. 또한 LIF동작과 함께 시냅스의 가중치 업데이트는 STDP 

방식을 따르는 등 실제 뉴런의 동작을 충실히 모사했다는 공통점을 가진

다.

 그러나 두 모델은 확률성 부여 방식과 자세한 동작 과정에서 차이를 보

인다. S2M의 경우 시냅스에서 난수 발생기(random number generator)

를 이용해 스파이크의 전달을 제어하는 반면, 노이즈 모델은 정규분포의

multiplicative 노이즈 방식을 이용해 스파이크를 전달한다. 또한 S2M은

Auryn 시뮬레이터[51]를 사용하여 소프트웨어적으로 동작하는 모델이기

에 뉴런의 펄스가 alpha 형태[52]를 띠고 수식에 따른 LIF동작을 수행한

다. 특히, 바이어스의 연산이 visible 뉴런의 스파이크가 존재할 때만 더

해진다는 점에서 이상적인 LIF 계산을 시행하는 것으로 알려져 있다. 한

편, 노이즈 모델은 6T2R 하드웨어 칩을 모사한 시뮬레이터를 사용하였

기에 뉴런의 펄스가 사각형의 모양을 띠고 이상적인 바이어스의 구현을

실제 하드웨어에서 하기 어렵기에 바이어스 뉴런을 따로 지정하여 특정

스파이크 빈도로 전달되게 만들었다. 
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4.1.3.2 랜덤 워크 모델과의 비교

 2.3.2절에서 소개한 랜덤 워크 회로를 이용해 뉴런에 외부 노이즈를 부

가한 연구는 실제 하드웨어에서 SNN-RBM을 구현했다는 점에서 큰 의

의가 있다. 이벤트 기반 CD rule을 수행하기 위한 샘플링을 뉴런에서

행했다는 점이 시냅스에서 샘플링을 한 본 연구의 노이즈 모델과 차이를

보인다. 

 Fig 4.10은 랜덤워크 모델과 노이즈 모델의 MNIST 학습 결과를 나타

낸 그래프이다. 랜덤워크 모델의 경우 본 연구에서 사용한 시뮬레이터를

이용해 학습시킨 결과이고 노이즈 모델은 Fig 4.7의 결과를 가져왔다. 

두 모델은 epoch이 진행됨에 따라 시스템이 안정화되었고 전체 15 

epoch 중에서 랜덤워크 모델은 86.1%, 노이즈 모델은 79.7%의 최고 정

확도를 보여줌으로써 비슷한 성능을 내는 모델임을 확인했다.

 

Fig 4.10. 노이즈 모델과 랜덤워크 모델의 MNIST 학

습 결과 비교
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 그러나 두 모델은 파워 소비(power consumption)면에서 큰 차이를 보

였다. 6T2R 하드웨어 칩을 동작시킬 때 3가지의 주요 파워 소비 요인이

있다. 첫째는 LFSR을 이용하여 뉴런에 확률성을 부여하는 랜덤워크 회

로, 둘째는 스파이크의 발화와 관련된 뉴런 회로, 마지막 세 번째는

PCM 셀을 업데이트 하는데 드는 프로그래밍 에너지(programming 

energy)이다[53]. 시냅스 가중치의 업데이트가 STDP 방식으로 이뤄지기

때문에 visible 뉴런과 hidden 뉴런의 스파이크가 특정 time window 안

에 있을 때만 업데이트된다. 이를 통해 세 번째 요인은 처음 두 개의 요

인에 비해 파워 소비면에서 적은 영향을 미친다고 볼 수 있다. 

 한편, 랜덤워크 회로와 뉴런 회로는 칩의 클락(clock) 수와 스파이크의

빈도(frequency)에 비례하여 파워를 소모한다. 이러한 사실을 기반으로

랜덤워크 모델, 노이즈 모델이 동작할 때 차이가 나는 스파이크의 빈도

를 Table 4.1에 각각 나타냈다. 그 결과, 칩이 동작하는데 드는 전체 빈

도수는 노이즈 모델이 랜덤워크 모델보다 약 60배 정도 적은 것으로 파

악되었고 이를 통해 약 60배 정도 더 에너지 효율적임을 확인했다. 또한

뉴런 샘플링에 비해 시냅팁 샘플링이 더 sparse한 네트워크를 이룬다는

점에서 칩이 동작하는데 필요한 파워가 더 적다고 할 수 있다.

Model Frequency (Hz)
Random 

walk rate
Visible 

bias rate
Hidden 

bias rate Total

Intrinsic 
noise 0 200×8 0 1.6k

Random 
walk 100k 70×8 70×8 101.1k

Table 4.1. 노이즈 모델과 랜덤워크 모델의 파워 소비 비교
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4.2 확률성 모델의 Numerical 시뮬레이션 결과

4.2.1 SNN-RBM구조에서 사용된 확률성 모델

 4.1.3절에서는 본 연구에서 제시한 노이즈 모델을 S2M, 랜덤워크 모델

과 비교하였다. 이 절에서는 SNN-RBM구조에 확률성을 부여했던 위의

3가지 모델에 대한 특징을 정리하고 각 모델에 대해 실제로 뉴런이 확률

적 거동을 보이는지 알아본 numerical 시뮬레이션 결과를 나타냈다. 

4.2.1.1 3가지 확률성 모델의 특징

 랜덤워크 모델, S2M, 노이즈 모델의 원리와 특징을 Fig 4.11-13에 모

식도로 나타냈다. 각 모식도에서 첫 번째 그림은 이후 뉴런이 발화하기

까지 받게 되는 영향이고 두 번째 그림은 모델에 따른 막 전위의 변화

를, 세 번째 그림은 각 모델에서의 확률성 부여 방식을 통한 전위의 변

화를 나타냈다.

 랜덤워크 모델은 이전 뉴런들의 포텐셜 합이 이후 뉴런으로 들어온 뒤, 

50% 확률의 추가적인 영향을 통해 값이 오르거나 내리는 동작을 한다. 

확률성에 따른 전위의 변화를 보면 와 ∆ 두 가지의 경우만

존재한다(Fig 4.11).

 S2M 모델은 일정 확률에 의하여 이전 뉴런들의 스파이크가 전달되는

방식으로 확률성을 부여한다. 확률성에 따른 전위의 변화를 보면 스파이

크가 들어오지 않은 경우와 들어오는 경우만이 존재하므로 랜덤워크 모

델과 비슷하게 두 가지의 경우로 나뉜다(Fig 4.12).

 노이즈 모델은 이전 뉴런에서의 포텐셜이 특정 노이즈 분포의 영향을

받은 뒤에 이후 뉴런에 적용된다. 위의 두 가지 모델과는 다르게 모든

범위 내에서 전위의 변화가 일어날 수 있다(Fig 4.13).
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Fig 4.11. 랜덤워크 모델의 동작 모식도 (a) 뉴런의 스파

이크 전달 모식도 (b) 뉴런의 막 전위의 변화 (c) 랜덤워

크 모델의 확률성 특징
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Fig 4.12. S2M 모델의 동작 모식도 (a) 뉴런의 스파이크

전달 모식도 (b) 뉴런의 막 전위의 변화 (c) S2M 모델의

확률성 특징
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Fig 4.13. 노이즈 모델의 동작 모식도 (a) 뉴런의 스파이

크 전달 모식도 (b) 뉴런의 막 전위의 변화 (c) 노이즈

모델의 확률성 특징
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4.2.1.2 노이즈 모델의 활성화 함수

 랜덤워크 모델과 S2M모델의 transfer curve를 2.3.1.1절과 2.4.1.2절에서

각각 수식적으로 확인했다. 이와 동일한 방법에서 착안하여 다른 확률성

특징을 가지는 노이즈 모델에 대해 transfer curve의 수식적 표현을 유

도했다. 노이즈 모델은 시냅틱 샘플링이라는 점에서 S2M과 막 전위에

대한 미분방정식이 수식 (2.14)와 동일하다. 그러나 시냅스에서 오는 전

위가 특정 분포를 가지는 multiplicative 노이즈에 영향을 받는다는 점에

서 수식 (2.15)와 수식 (2.16)을 다음의 수식처럼 표현할 수 있다.

   (4.1)

  
   

 

   (4.2)

  
   

 

(여기서  은 평균 1, 표준편차 를 가지는 정규분포(normal 

distribution)이고 다른 변수들은 앞에서와 동일하다.)
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 S2M에서 베르누이 함수로 표현되던 시냅틱 전위의 합이 정규분포를

따르는 multiplicative 노이즈로 바뀐 것이 가장 큰 특징이다. 노이즈 모

델에서도 뉴런에 들어오는 막 전위의 값이 입력값들의 선형적인 합의 결

과임을 확인할 수 있고 확산 거동으로의 근사를 통해 다음의 transfer 

curve를 얻을 수 있다.

     
    (4.3)

 이를 통해 노이즈 모델의 tansfer curve도 error function, 즉 sigmoid 

형태를 띠고 있음을 확인할 수 있고 노이즈 분포에 영향을 미치는 와
이전 뉴런들의 개수 에 의해 함수의 형태가 달라진다는 것을 알 수 있

다. Table 4.2는 랜덤워크 모델, S2M, 노이즈 모델의 transfer curve를

정리한 것이다.

모델명 Transfer curve

랜덤워크     

 

S2M     
   

노이즈      
   

Table 4.2. 랜덤워크, S2M, 노이즈 모델의 transfer curve 비교
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4.2.2 확률성 모델의 numerical 시뮬레이션 결과

 확률성 모델의 transfer curve에 대한 수식적 내용을 바탕으로 3.2절의

실험 방법을 이용하여 numerical 시뮬레이션을 실행했다. Fig 4.14는 랜

덤워크 모델의 시뮬레이션 결과이며 이후 뉴런의 에 따른 평균 발화

확률을 보여준다. 수식 (2.10)에서 볼 수 있듯이 랜덤워크 스텝 크기에

따라 함수의 형태가 달라졌고 스텝의 크기가 커지면서 평균 발화 확률

(average firing rate)이 증가했음을 확인할 수 있다. 이들을 matlab을

이용해 신뢰한계 95%의 sigmoid 함수로 피팅한 결과, Table 4.3의 피

팅 값과 함께 잘 맞는 것을 확인했다.

Fig 4.14. 랜덤워크 모델의 numerical 시뮬레이션 결과
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Random walk step  
(+0.06, -0.06) 171.6 2.6853
(+0.05, -0.05) 138.5 2.8752
(+0.04, -0.04) 111.6 3.0665

Table 4.3. 랜덤워크 모델의 sigmoid 피팅 값. sigmoid 함

수는 
.

 Fig 4.15와 Fig 4.16은 S2M의 시뮬레이션 결과이며 수식 (2.19)에서 볼

수 있듯이 각각 스파이크 전달확률 와 바이어스 값 에 따라 함수의

형태가 달라짐을 확인할 수 있다. 스파이크의 전달확률이 높아지고 바이

어스의 값이 커지면 평균 발화 확률이 커졌고 신뢰한계 95%의 sigmoid 

함수로 피팅한 결과, 각각 Table 4.4, Table 4.5의 피팅 값을 가지고 잘

맞는 것을 확인했다.
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Fig 4.15. S2M 모델의 스파이크 전달확률  에 따른 numerical 

시뮬레이션 결과

  
0.7 118.6 4.8876
0.5 82.04 4.1017
0.3 42.47 3.4294

Table 4.4. S2M 모델의 sigmoid 피팅 값 (스파이크 전달

확률 ). sigmoid 함수는 .



- 66 -

Fig 4.16. S2M 모델의 바이어스 값  에 따른 numerical 시뮬레

이션 결과 

  
+0.001 118.8 3.9968

0.0 82.04 4.1017
-0.001 56.07 4.2141

Table 4.5. S2M 모델의 sigmoid 피팅 값 (바이어스 값). sigmoid 함수는 
.
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 마지막으로 노이즈 모델에 대한 시뮬레이션 결과를 Fig 4.17과 Fig 

4.18에 나타냈다. 수식 (4.3)에 표현된 것과 같이 노이즈 분포에 영향을

미치는  (Fig 4.17)와 이전 뉴런들의 개수  (Fig 4.18)에 의해 함수

의 형태가 달라짐을 확인했다. 그 결과, 가 커지고 이전 뉴런들의 개수

가 많아질수록 평균 발화 확률이 커졌으며 신뢰한계 95%의 sigmoid 함

수로 피팅한 결과, 각각 Table 4.6, Table 4.7의 피팅 값을 가지고 잘

맞는 것을 확인했다. 이를 통해 노이즈 모델 역시 SNN-RBM 구조 학습

에 필수적인 확률적인 뉴런을 구현함을 확인할 수 있었고 결론적으로

PCM의 고유 노이즈를 패턴인식 과정에 사용할 수 있음을 알아냈다.
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Fig 4.17. 노이즈 모델의 표준편차  에 따른 numerical 시뮬레이

션 결과 

  
1.5 383.6 3.7369
0.5 198.3 5.7504
0.05 167.4 6.3573

Table 4.6. 노이즈 모델의 sigmoid 피팅 값 (표준편차 ). 

sigmoid 함수는 .
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Fig 4.18. 노이즈 모델의 이전 뉴런의 개수  에 따른 numerical 

시뮬레이션 결과 

  
300 280.7 3.459
130 167.4 6.3573
50 77.97 8.1967

Table 4.7. 노이즈 모델의 sigmoid 피팅 값 (이전 뉴런의

개수 ). sigmoid 함수는 
.
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4. 결 론

 본 연구에서는 뉴로모픽 컴퓨팅 연산에서 학습의 저해요소로 여겨지던

아날로그 NVM 시냅스 소자의 노이즈를 RBM 구조의 학습에서 필수적

인 확률성으로 부여하는 연구를 진행했다. PCM의 1/f에 비례하는 고유

노이즈를 아날로그 시냅스 소자로 사용하여 추가적인 소자로 인한 셀 크

기의 증가를 방지했으며 이를 6T2R 시뮬레이터를 통해 노이즈 모델의

패턴인식 가능성을 확인했다.

 가장 먼저 뉴런의 read 회로가 노이즈에 영향을 받은 PCM 셀의 컨덕

턴스 값을 제한하지 않을 때 학습이 더 잘됨을 확인했고 특히, 

multiplicative 노이즈 분포가   을 따를 때 가장 높은 정확도

를 보였다. 바이어스의 스파이크 빈도를 증가시키는 최적화 작업을 통해

노이즈 모델의 MNIST 온 칩 학습 및 추론 정확도를 79.7%까지 높였으

며 이 경우에는 노이즈 분포가   을 따를 때 가장 높은 정확도

를 보임을 확인했다. 이를 통해 노이즈 분포의 표준편차가 0.01과 0.05 

사이일 때 최적의 노이즈 모델임을 확인하였고 실제 PCM의 셀 크기의

조절을 통해 해당 분포를 얻을 수 있다는 결과를 통해 하드웨어적인 구

현 가능성을 확인했다. 또한, 본 연구의 노이즈 모델이 6T2R 하드웨어

칩을 이용한 선행연구인 랜덤워크 모델과 비슷한 수준의 성능을 보였고

오히려 파워 소비면에서 강점이 있어 더 에너지 효율적인 모델임을 확인

했다.

 마지막으로 노이즈 모델이 이전 선행연구와 같이 RBM 구조에서 확률

적인 거동을 하는 뉴런을 만들 수 있는지를 확인하기 위해 numerical 시

뮬레이션을 진행했다. 수식적인 계산을 통해 노이즈 모델도 뉴런의 발화

확률이 sigmoid 형태를 띠고 있음을 알아냈고 numerical 시뮬레이션과

sigmoid 함수의 피팅 과정을 통해 확률적인 뉴런의 구현이 가능하다는

것을 직접 확인했다.

 결론적으로 본 연구에서는 PCM의 1/f 노이즈 특성을 파악하고 이를

RBM 구조에 아날로그 시냅스 소자로 적용함으로써 소자의 특성을 뉴로
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모픽 컴퓨팅 연산에 활용했다. 특히 추가적인 소자의 요구 없이 노이즈

라는 아날로그 NVM 소자의 고유 특성을 연산에 이용했다는 점에서 의

의가 있다. 또한 실제 하드웨어를 기반으로 한 시뮬레이터를 사용해 노

이즈 모델을 설계하고 최적화 과정을 거쳐 기존 선행연구와 비슷한 수준

의 성능을 보임은 물론, 에너지 효율적인 모델임을 확인했다. 이러한 점

들을 바탕으로 본 연구에서 밝혔던 최적의 노이즈 분포, 스파이크 빈도

등을 이용해 실제 PCM 소자를 이용하는 하드웨어 칩에 적용해 보는 추

후 연구가 필요할 것으로 여겨진다.

 



- 72 -

참 고 문 헌

[1] N.P.Vyleta et al. (2016),“Plasticity-dependent, full 

detonation at hippocampal mossy fiber-CA3 pyramidal neruon 

synapses”, eLife, vol. 5, pp.1-12.

[2] C.Mead (1990),“Neuromorphic electronics systems”, Proc. 

IEEE, vol.78(10), pp.1629-1636.

[3] J. Hasler and B. Marr (2013),“Finding a roadmap to achieve 

large neuromorphic hardware systems”, Front. Neurosci. 

vol.7(118), pp.1-29

[4] X. Zou et al. (2021),“Breaking the von Neumann bottleneck: 

architecture-level processing-in-memory technology”, Science 

China Information Sciences, vol.64(6)

[5] S.Kim et al. (2017), "Analog CMOS-based resistive 

processing unit for deep neural network training", 2017 IEEE 

60th International Midwest Symposium on Circuits and Systems 

(MWSCAS), vol.2017-, pp.422-425.

[6] D.S.Jeong et al. (2016),“Neuromorphic computing: memristors 

for energy-efficient new computing paradigms”, Adv. Electron. 

Mater., vol.2(9).

[7] N.K.Upadhyay et al. (2019),“Emerging memory devices for 

neuromorphic computing”,Adv. Mater. Technol.,vol4(3),pp.1-13.

[8] G.W.Burr et al. (2017),“Neuromorphic computing using 

non-volatile memory”, Advances in Physics:X, vol.2(1), pp.89-124

[9] D.Ielmini and S.Ambrogio (2020),“Emerging neuromorphic 

devices”, Nanotechnology, vol.31, pp.1-24.

[10] J.Park (2020), “Neuromorphic Computing using Emerging 

synaptic devices: A Retrospective Summary and an Outlook”, 

Electonics, vol.9(9), pp.1-16.



- 73 -

[11] Y.Wu et al. (2012), “AlOx-based resistive switching device 

with gradual resistance modulation for neuromorphic device 

applicaion”, 2012 4th IEEE International Memory Workshop, p.1-4.

[12] Y.Wang et al. (2021), “A low-cost hardware-friendly spiking 

neural network based on binary MRAM synapses, Accelrated using 

In-Memory Computing”, Electronics, vol.10(19), pp.1-16.

[13] L.Gao et al. (2015), “Fully parallel write/read in resistive 

synaptic array for accelerating on-chip learning”, Nanotechnology, 

vol.26(45), p.455204

[14] D.Kuzum et al. (2011), “Nanoelectronic programmable synapses 

based on phase change materials for brain-inspired computing”, nano 

letters, vol.12(5), pp.2179-2186.

[15] H.-S. Philip.Wong et al. (2010), “Phase change memory”, 

Proceedings of the IEEE, vol.98(12), pp.2201-2227.

[16] M.Suri et al. (2011), “Phase chnge memory as synapse for 

ultra-dense neuromorphic systems: Application to complex visual 

pattern extraction”, 2011 International Electron Devices 

Meeting(IEDM), pp.79-82.

[17] W.Zhang et al. (2020), ”Neuro-inspired computing chips“, 

Nature electronics, vol.3(7), pp.371-382

[18] J.Woo and S.Yu (2018),“Resistive memory-based analog 

synapse: The pursuit for linear and symmetric weight 

update”,IEEE Nanotechnology magazine, vol.12(3), pp.36-44.

[19] L.G.Manuel and S.Abu (2020), ”An overview of 

phase-change memory device physics“, Journal of Physics D: 

Applied Physics, vol.53, pp.1-27.



- 74 -

[20] S.Ambrogio et al. (2014), “Impact of low-frequency noise 

on read distributions of resistive switching memory(RRAM)”, 

2014 IEEE International Electron Devices Meeting(IEDM), 

vol.2015-, pp.363-366.

[21] F.M.puglisi et al. (2013), “RTS noise characterization of 

HfOx RRAM in high resistive state”, Solid-state Electronics, 

vol.83, pp.160-166.

[22] K.Ding et al. (2020), “Phase-change heterostructure 

enables ultralow noise and drift for memory operation”, Science, 

vol.366(6462), pp.210-215.

[23] W.Wu et al. (2018), “Suppress variation of analog 

resistive memory for neuromorphic computing by localizing V0 

formation”, Journal of Applied Physics, vol.124(15), pp.1-6.

[24] Y.Lin et al. (2019), “Bayesian nerual network realization 

by exploiting inherent stochastic characteristics of analog 

RRAM”, 2019 IEEE International Electron Devices 

Meeting(IEDM), vol.2019-, pp.326-329.

[25] R.Zand et al. (2019), “Composable probabilistic inference 

networks using MRAM-based stochastic neruons”, ACM Journal 

in Emerging Technologies in Computing Systems, vol.15(2), 

pp.1-22.

[26] A.F.Vincent et al. (2015), “Spin-transfer torque magnetic 

memory as a stochastic memristive synapse for neuromorphic 

systems”, IEEE transactions on biomedical circuits and systems, 

vol. 9(2), pp.166-174.

[27] S.Dutta et al. (2021), “Neural sampling machine with 

stochastic synapse allows brain-like learning and inference”, 

arXiv:2102.10477.



- 75 -

[28] G.W.Burr et al. (2016), “Recent progress in phase-change 

memory technology”, IEEE journal on emerging and selected 

topics in cicuits and systems, vol.6(2), pp.146-162.

[29] L. Wang et al. (2015), “Physical principles and current 

status of emerging non-volatile solid state memories”, 

Electronic materials letters, vol.11(4), pp.505-543.

[30] P.Fantini et al. (2006), “Experimental investigation of 

transport properties in chalcogenide materials through 1/f noise 

measurements”, Applied physics letters, vol.88(26). pp.1-3

[31] X-P.Wang et al. (2021), “Phase-change-memory process 

at the limit: a proposal for utilizing monolayer Sb2Te3”, 

Advanced Science, vol.8(13), pp.1-7.

[32] W.Zhang et al. (2019), “Designing crystallization in 

phase-change materials for universal memory and 

neuro-inspired computing”, Nature reviews. Materials, vol.4(3), 

pp.150-168.

[33] N.Yamada et al. (1987). “High speed overwritable phase 

change optical disk material”, Japanese Journal of Applied 

Physics, vol.26(S4), pp.61-66

[34] F.Cai et al. (2020), “Power-efficient combinatorial 

optimization using intrinsic noise in memristor Hopfield neural 

networks”, Nature Electronics, vol.3(7), pp.409-418.

[35] G.Beneventi et al. (2009), “Analytical model for 

low-frequency nois in amorphous chalcogenide-based 

phase-change memory devices”, Journal of applied physics, 

vol.106(5), pp.1-8.

[36] J.J.Hopfield (1982), “Neural networks and physical 

systems with emergent collective computational abilities”, 

National Academy of Sciences, vol.79(8), pp.2554-2558.



- 76 -

[37] D.H.Ackley et al. (1985), “A learning algorithm for 

Boltzmann machine”, Cognitive Science, vol.9(1), pp.147-169.

[38] E.Aarts and J.Korst (1989), “Simulated annealing and 

Boltzmann machines: A stochastic approach to combinatorial 

optimziation and neural computing”, Chechester, England.

[39] G.E.Hinton and T.J.Sejnowski (1986), “Learning and 

relearning in Boltzmann machines”, Parallel distributed 

processing: Explorations in the microstructure of cognition 1, 

pp.282-317.

[40] P.Smolensky (1986), “Information processing in dynamical 

systems: foundations of harmony theory”, University of  

Colorado at  Boulder department of computer science, 

CU-CS-321-86, pp.194-281

[41] G.E.Hinton (2002), “Training products of experts by 

minimizing constrastive divergence”, Neural computation, 

vol.14(8), pp.1771-1800.

[42] E.Neftci et al. (2014), “Event-driven contrastive 

divergence for spiking neuromorphic systems”, Frontiers in 

Neuroscience, vol.7(272), pp.1-14.

[43] G.Bi and M.Poo (1998), “Synaptic modifications in cultured 

hippocampal neurons: dependence on spike timing, synaptic 

strength, and postsynaptic cell type”, Journal of Neuroscience, 

vol.18(24), pp.10464-10472.

[44] C.Bartolozzi and G.Indiveri (2007), “Synaptic dynamics in 

analog VLSI”, Neural computation, vol.19(10), pp.2581-2603

[45] G.Indiveri et al. (2011), “Neuromorphic silicon neuron 

circuits”, Frontiers in Neuroscience, vol.5, pp.1-23.



- 77 -

[46] M.Ishii et al. (2019), “On-chip trainable 1.4M 6T2R PCM 

synaptic array with 1.6K stochastic LIF neurons for spiking 

RBM”, 2019 IEEE International Electron Devices 

Meeting(IEDM), vol.2019-, pp.310-313

[47] E.Neftci et al. (2016), “Stochastic synapses enable 

efficient brain-inspired learning machines”, Frontiers in 

Neuroscience, vol.10(241), pp.1-16.

[48] G.Deco et al. (2008), “The dynamic brain:from spiking 

neurons to neural masses and cortical fields”, PLoS 

computational biology, vol.4(8), pp.1-35

[49] A.Renart et al.　(2003), “Mean field theory of irregularly 

spiking neuronal populations and working memory in recurrent 

cortical networks”, Computational Neuroscience, pp.431-490

[50] F.Pérez-Peña et al. (2015), “Inter-spikes-intervals 

exponential and gamma distributions study of neuron firing rate 

for SVITE motor control model on FPGA”, Neurocomputing, 

vol.149, pp.496-504

[51] F.Zenke and W.Gerstner (2014), “Limits to high-speed 

simulations of spiking neural networks using general-purpose 

computers”, Frontiers in neuroinformatics, vol.8, pp.1-15

[52] W.Gerstner and W.Kistler (2002), “Spiking neuron models. 

Single neurons, populations, plasticity”, Cambridge: Cambridge 

University Press.

[53] S.B.Eryilmaz et al. (2016),“Neuromorphic architectures 

with electronic synapses”, 2016 17th International Symposium 

on Quality Electronic Design(ISQED), vol.2016-, pp.118-123.



- 78 -

Abstract

Pattern recognition using the 

intrinsic noise of phase change 

material as stochastic synapses

Suyeon Jang

Department of Materials science and Engineering

The Graduate School

Seoul National University

  In neuromorphic computing research that mimics the neural 

network and function of the human brain, breaking away from 

the existing Von-Neumann structure, analog non-volatile 

memory devices have been proposed as synaptic devices to 

implement the size of small cells and express the weights of 

various levels. However, analog synaptic devices have been 

considered a big problem in the calculation process due to the 

intrinsic noise characteristics of materials. In this study, we 

exploited noise property of analog synaptic devices as 

stochasticity in that neuromorphic computing structures such as 

restricted Boltzmann machine require stochastic factors.

 First, we designed a model with multiplicative noise of normal 
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distribution    using the simulator of the spike neural 

network-restricted Boltzmann machine (SNN-RBM) system 

consisting of phase change material (PCM) synaptic arrays, and 

confirmed computational feasibility through MNIST on-chip 

learning test. Also, we found the optimal noise distribution, which 

was between 0.01 and 0.05, and improved the MNIST learning 

accuracy of the noise model to 79.7% by optimization. And then, 

by analyzing the noise measurement results depending on the 

actual PCM cell size, it was confirmed that a value between 0.01 

and 0.05 is a noise distribution that can be implemented in 

hardware. The noise model in this study shows comparable 

performance to the random walk model using the SNN-RBM 

system, which is the previous study, and is more 

energy-efficient in that it does not require an additional circuit. 

Finally, we performed numerical simulations to investigate the 

stochasticity of the noise model and confirmed that the average 

firing rate of neurons has a sigmoid function. As a result, it was 

shown that the noise property of analog devices, such as the 

intrinsic noise of PCM, can be advantage rather than a 

detrimental factor to the neuromorphic computing system.

keywords : phase change memory, neuromorphic computing, 

synaptic sampling, 1/f noise, pattern recognition, noise model, 

restricted Boltzmann machine
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