
 

 

저작자표시-비영리-변경금지 2.0 대한민국 

이용자는 아래의 조건을 따르는 경우에 한하여 자유롭게 

l 이 저작물을 복제, 배포, 전송, 전시, 공연 및 방송할 수 있습니다.  

다음과 같은 조건을 따라야 합니다: 

l 귀하는, 이 저작물의 재이용이나 배포의 경우, 이 저작물에 적용된 이용허락조건
을 명확하게 나타내어야 합니다.  

l 저작권자로부터 별도의 허가를 받으면 이러한 조건들은 적용되지 않습니다.  

저작권법에 따른 이용자의 권리는 위의 내용에 의하여 영향을 받지 않습니다. 

이것은 이용허락규약(Legal Code)을 이해하기 쉽게 요약한 것입니다.  

Disclaimer  

  

  

저작자표시. 귀하는 원저작자를 표시하여야 합니다. 

비영리. 귀하는 이 저작물을 영리 목적으로 이용할 수 없습니다. 

변경금지. 귀하는 이 저작물을 개작, 변형 또는 가공할 수 없습니다. 

http://creativecommons.org/licenses/by-nc-nd/2.0/kr/legalcode
http://creativecommons.org/licenses/by-nc-nd/2.0/kr/


 

  

 

의학박사 학위논문 

 

음성과 텍스트를 이용하여 우울증 

및 자살 위험을 평가하는 인공지능 

기반 임상의사결정지원시스템에 관

한 연구 

A study on artificial intelligence-based clinical 

decision support system to evaluate depression 

and suicide risk using voice and text 

 

 2022년  2월 

 

 

서울대학교 대학원 

의학과 정신과학 전공 

신 다 운 



 

  

음성과 텍스트를 이용하여 우울증 및 

자살 위험을 평가하는 인공지능 기반 

임상의사결정지원시스템에 관한 연구 

 

 

지도 교수  안 용 민 

이 논문을 의학박사 학위논문으로 제출함 

 

2021년   10월 

 

서울대학교 대학원 

의학과 정신과학 전공 

신 다 운 

 

신다운의 의학박사 학위논문을 인준함 

 2022년   1월 

위 원 장                          (인) 

부위원장                          (인) 

위    원                          (인) 

위    원                          (인) 

위    원                          (인)



 

 i 

초    록 

 

서론: 전 세계적으로 우울증과 자살은 발병률이 지속적으로 증가하고 

있으며, 그로 인한 사회경제적 손실이 막대하다. 하지만 이를 진단하는 

방법은 환자의 주관적인 대답을 바탕으로 진단하는 방법 뿐이다. 그로 

인해 환자가 증상을 축소하여 보고하거나 심층적인 면담을 진행하기 

어려운 상황에서는 정확한 진단이 어렵고, 효율적인 개입을 하기 어렵다. 

따라서 우울증과 자살을 진단할 수 있는 객관적인 마커들에 대한 다양한 

연구들이 진행되고 있다. 그 중 인터뷰 시의 목소리와, 사용하는 단어 

등은 임상의가 축적된 임상경험을 바탕으로 내리는 임상적 판단에 많이 

활용되었던 지표들이다. 최근 목소리의 다양한 지표를 추출하고 발화 

단어를 추출하는 기술들이 개발됨에 따라서 우울증과 자살 위험에 따른 

목소리의 차이와 발화 단어들의 차이들이 밝혀지고 있다. 또한 인공 

지능이 의료계에 접목됨에 따라서 이러한 미세한 차이들을 감지하고 

임상적 의사 결정에 도움을 줄 수 있게 되었다. 하지만 국내외의 선행 

연구들에서는 아직 피험자의 수가 충분하지 않고, 약물 등의 다양한 

임상적 상황들에 대한 고려가 부족하다는 한계가 있다. 따라서 본 

연구에서는 기존의 한계들을 극복하여, 인터뷰 중의 피험자 목소리와 

사용된 단어를 기반으로 우울증과 자살 위험군을 평가하는 인공지능 

기반 임상의사결정지원시스템을 구축해보고자 한다. 

방법: 우울한 증상을 호소하는 환자군과 정상대조군을 각각 모집하였고, 

모든 피험자에게 간이 국제 신경 정신 인터뷰(Mini International 

Neuropsychiatric Interview)를 시행하여 해당 인터뷰를 녹음하였다. 
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녹음된 인터뷰 파일 중 피험자가 발화한 구간만을 추출한 뒤, 각 

구간에서 목소리의 다양한 지표들과 텍스트 데이터를 추출하였다. 연구 

I에서는 2차 년도까지의 초기 데이터를 이용하여 정상군과 경도 

우울증군, 주요 우울증군을 비교하여 분석하였다. 그리고 연구 II와 III을 

통해 최종적으로 모집된 초기 평가 데이터를 활용하여 우울증과 자살 

위험을 평가하는 인공지능 기반 임상의사결정시스템을 구축해보고자 

하였다. 자살 위험은 빈도가 작기 때문에, 자살 위험을 정확하게 

평가하기 위하여 연구 II를 통해 음성과 텍스트를 이용하여 정상과 

우울증을 구별할 수 있는 평가 알고리즘을 구축하였다. 그 후 2단계로서 

연구 III을 통해 우울증 군 내에서 자살 저위험군과 자살 고위험군을 

구분하여 자살 위험을 평가하는 알고리즘을 구축하여 그 성능을 

확인하였다.  

결과: 2차 년도까지 모집된 정상군 33명과 경도 우울증군 26명, 주요 

우울증군 34명을 대상으로 분석한 연구 I의 결과, 세 군을 구별할 수 

있는 음성 지표 7개를 발견하였다. 또한 음성 지표를 기반으로 세 군을 

평가하는 진단 알고리즘을 다양한 모델을 통해 구축하였고, 다층 

퍼셉트론의 성능이 가장 우수함을 확인하였다. 3차 년도까지 최종적으로 

모집된 환자는 총 85명이었고, 그 중 자가보고설문지를 누락한 2명은 

분석에서 제외하였다. 또한 정상대조군은 학내 게시판과 온라인 광고를 

통해 총 105명이 모집되었으며 정신건강의학과 병력이 있는 22명은 

분석에서 제외되었다. 이를 기반으로 진행된 연구 II에서는 음성 지표와 

텍스트데이터를 분석하여 정상군과 우울증군을 구분할 수 있는 인공지능 

기반 알고리즘을 구축하였고, 음성을 기반으로 한 인공지능 알고리즘의 

곡선하면적은 0.806, 텍스트데이터를 기반으로 한 인공지능 알고리즘의 

곡선하면적은 0.905로 우수한 성능을 확인하였다. 이어 연구 III의 
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우울증군 83명을 대상으로 자살 고위험군을 구분하는 인공지능 

임상의사결정지원시스템을 구축하였다. 자살 고위험군을 구분하는 

방법으로 각각 벡 자살사고 척도 기준의 방법과, 간이 국제 신경정신 

인터뷰를 통해 분류하는 방법을 통해 구분하는 방법을 모두 적용하였다. 

그 결과 음성지표를 기반으로 자살 고위험군을 평가하는 알고리즘의 

경우 민감도 0.535가 최대값이었으며, 가장 우수한 성능은 로지스틱 

회귀공식을 이용한 모델에서 보인 평균 정확도 0.495였다. 또한 

텍스트를 기반으로 자살 위험을 평가한 알고리즘 역시 곡선하면적 

0.632에 불과하여, 목소리와 텍스트를 기반으로 한 자살 고위험군 진단 

알고리즘은 임상적으로 활용하기는 어려운 수준이었다. 하지만 텍스트 

데이터와 사회인구학적 정보를 통합하여 구축한 앙상블 모델의 

곡선하면적은 0.800으로 성능이 향상됨을 확인하였다. 

결론: 본 연구는 구조화된 면담에서 피험자의 발화 구간을 통해 음성과 

텍스트 데이터를 추출하여, 이를 기반으로 우울증과 자살 위험성을 

평가하는 임상의사결정지원 알고리즘을 국내에서는 최초로 구축하였다. 

우울증을 진단함에 있어서는 두 데이터 모두 우수한 성능을 보였으나, 

자살 위험을 진단하기에는 부족하였다. 텍스트 데이터의 경우 구조화된 

인터뷰를 통해 얻어진 텍스트라는 한계가 있음에도 불구하고 우울증의 

진단함에 있어 임상의사결정지원시스템의 가능성을 확인하였다. 더욱이 

자살 위험 진단에 있어서도 사회인구학적 정보와 통합된 앙상블모델의 

우수한 성능을 확인함으로써 향후 임상적 활용가치를 보여주었다. 본 

연구는 목소리, 텍스트 데이터가 가지는 객관적 진단 가치를 국내 

최초로 입증한 연구로서, 디지털 진단 도구라는 정신건강의학과적으로는 

새로운 분야로의 도전이다. 향후 해당 분야의 더 다양한 지역, 다양한 

환경에서의 데이터에 대해서 추가적인 연구가 필요하다. 
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* 본 내용의 일부는 

Shin, D., Cho, W. I., Park, C., Rhee, S. J., Kim, M. J., Lee, H., ... & 

Ahn, Y. M. (2021). Detection of Minor and Major Depression 

through Voice as a Biomarker Using Machine Learning. Journal of 

clinical medicine, 10(14), 3046. 

에 출판 완료된 내용이며, 그 외 내용들은 현재 출판 준비 중임. 

주요어 : 우울증, 자살 위험, 목소리, 텍스트, 기계학습, 
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제 1 장 서    론 

 

 

세계보건기구(WHO)에 따르면 2017년 기준 전 세계적으로 3억 

2,200만 명이 우울증을 앓고 있으며, 우울증은 비치명적 건강상실의 주요 

원인이다(1). Leptine에 따르면 일반 인구에서 우울증의 평생 유병률은 

10%에서 15% 사이인 것으로 보고되었고, 그 유병률 역시 매년 빠르게 

증가하고 있다(2). 또한 2030년에는 단극성 우울증이 전 세계 사망의 두 

번째 주요 원인이 될 것으로 예측되기도 한다(3). 매우 높은 유병률과 빠른 

증가추세를 보이는 우울증으로 인한 사회경제적 부담 역시 전세계적으로 

빠르게 증가하고 있다. 특히 2000년부터 우울증은 비치명적인 이유들 중에서 

가장 높은 사회적 부담을 야기한다고 논의되고 있다(4). 또한 세계 

각국에서도 우울증으로 인한 사회경제적 부담이 빠르게 증가하고 있다(5-8). 

국내에서 우울증 환자의 사회경제적 부담 역시 매우 높다. 우울증으로 인한 

직접의료비용 및 간접의료비용을 총 합한 비용은 약 4조 8041억에 

다다르며(9), 한 해 우울증과 직접적 연관이 있는 직접의료비용만 800만원 

가량으로 추정된다(10). 또한 우울증 환자의 자살 위험은 일반 인구의 20배 

이상이며 우울증 환자의 약 15~20%가 자살로 생을 마감하는 것으로 알려져 

있다(11). 

자살은 역시 전세계적으로 매년 80만건이 발생하며, 많은 유럽 및 북미 

및 아시아 태평양 국가에서 자살이 주요 사망 원인 10위 안에 있다(12). 

또한 26년동안 전세계적으로 꾸준히 사망률이 증가하고 있는 상황이다(13). 

특히 국내의 경우 2003년도부터 2016년도에 이르는 14년 동안 인구 10만 
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명 당 자살로 인한 사망자수인 연간 자살률이 

경제개발협력기구(Organisation for Economic Co-operation and 

Development, OECD) 가입국 가운데 가장 높은 수치를 기록하였다. 

2017년도의 경우는 2위로 낮아졌지만, 2018년도에는 OECD 평균인 

12.1명의 2배를 상회하는 26.6명으로 나타나 다시 1위가 되었다(14). 또한 

자살시도는 입원기간의 많은 의료비용을 초래하며, 장기 치료가 필요한 영구 

장애와 수입의 손실 등을 겪게 되어 자살 한 건으로 인한 사회적 손실은 

미국 기준으로 무려 4억원 가량으로 추정된다(15).  

따라서 자살과 우울증을 조기에, 정확하게 진단하는 것은 효율적 

개입으로 연결될 수 있는 아주 중요한 문제이다. 하지만 현재로서는 자살과 

우울증의 진단은 오직 환자의 주관적 증상의 보고에 의존하고 있다. 

전세계적으로 Diagnosis of depression is made by Diagnostic and 

Statistical Manual of Mental Disorders, Fifth Edition (DSM-V) 이나 

International Classification of Diseases and Related Health Problems, 

10th Edition (ICD-10)이 우울증을 진단함에 있어서 가장 최적의 기준으로 

알려져 있다. 정신 장애 진단 및 통계 편람 제5판(DSM-V)에 따르면 주요 

우울 장애는 (1) 우울한 기분 또는 (2) 흥미나 즐거움의 상실 중 하나 

이상을 포함하여 5가지 이상의 다른 우울 증상이 있고, 그 증상들이 2주 

이상 지속될 때 진단될 수 있다(16). 국제질병분류 (ICD-10) 역시 DSM과 

유사하며, 환자의 주관적인 증상의 개수와 지속기간을 바탕으로 진단을 

내리도록 권고한다(17). 이러한 기준에 따른 진단 방법은 증상을 축소 

보고하는 경향을 가진 사회에서 우울증의 유병률을 낮추는 원인 중 하나이다. 

실제로 미국, 유럽 등의 국가보다 우리나라와 일본 등 동아시아의 국가에서 
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주요우울장애의 유병률은 절반 가까이 낮게 측정되기도 한다(18-20). 또한 

증상에 대한 경험이 많지 않거나, 심층적인 인터뷰를 진행하기 어려운 1차 

의료 환경에서는 종종 오진이 내려지거나 우울증이 있음에도 진단을 받지 

못하는 과소진단(under-diagnosis)이 발생하기도 한다(21, 22). 특히 

메타분석 결과 일반의가 우울증을 진단함에 있어서 민감도는 50.1%에 

불과하였다(23). 더욱이 자살의 경우, DSM-5에서 추후 연구를 위한 

정의로서 ‘자살행동장애’를 정의하고 있으나 이것이 실제 죽음의 의도를 

어떻게 평가하는지에 대해서는 구체적으로 명시되어 있지 않다(16). 또한 

자살 위험을 평가하기 위한 다양한 척도가 개발되었지만 아직까지 가장 

정확한 척도가 무엇인지조차 확립되지 않았다(24,25). 특히 한국은 자살에 

대해 사회적으로 터부시 여기고 있어 자살로 사망한 사람들에 대해 사회적 

낙인이 붙게 되고, 실제로 그러한 영향은 자살통계에까지 광범위한 영향을 

미친다(26). 이러한 사회적 배경을 고려해볼 때, 자살 위험을 평가에 있어 

환자는 자살 위험의 보고를 축소할 가능성이 있기 때문에 임상의는 환자의 

대답 뿐 아니라, 표정, 행동, 말투, 눈맞춤 등 다양한 요소들까지 복합적으로 

받아들이고 평가에 임해야 한다(27, 28). 하지만 대부분의 자살 위험에 대한 

평가들은 응급실이나 콜센터 등에서 이뤄지게 되지만 이러한 환경은 

정신건강의학과 인터뷰를 충분히 시행할 수 없는 시간적 한계와 더불어 

응급실에서 근무하는 당직의사나 콜센터의 상담가 등은 정신과적 임상 

경험이 풍부하지 않을 가능성이 있다. 이러한 한계들을 극복하고자 다양한 

상황에서 우울증과 자살을 정확하고 객관적으로 진단할 수 있는 다양한 

지표들에 대한 도전이 전세계적으로 지속되고 있다.  

특히 전통적으로 정신건강의학과 평가에 있어서 가장 중요한 방법은 
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면담, 즉 인터뷰이다(29). 인터뷰를 통해서는 환자와의 대화 내용 뿐 아니라 

비언어적인 정보들인 전반적인 모습부터 행동, 표정, 눈빛, 목소리 등의 

다양한 정보들을 획득하고, 이를 임상적 경험을 토대로 진단 및 평가에 

활용하게 된다. 다양한 비언어적 정보들 중에서도 목소리는 1921년 에밀 

크레펠린에 의해 “우울한 환자들은 낮은 목소리로, 천천히, 주저하면서, 

단조롭게, 때때로 말을 더듬고, 속삭이기도 하며, 말을 꺼내기 전에 여러 번 

망설이고, 문장 중간에 말이 끊기기도 한다” 라고 우울한 목소리에 대해 

언급되었다(30). 1970년부터 공학적 기술들이 발달하면서 목소리의 다양한 

지표들을 수치로 객관화할 수 있게 되면서, 우울증이 있는 경우 발화 중간의 

멈춤이 길어지고, 발화량이 줄어든다는 것이 객관적으로도 입증되었다(31, 

32). 또한 공학의 기술이 발전함에 따라 목소리의 더욱 다양한 지표들에 

대한 연구가 진행되었고, 음성지터 및 성문 스펙트럼 등의 다양한 지표들을 

통해 우울증이 있는 경우의 목소리 변화들에 대해서 확인되었다(33). 더욱이 

임상적으로 이러한 목소리의 미세한 변화를 임상의가 인지하고 판단에 

적용하기 위해서는 많은 시간과 노력을 들인 임상 경험을 필요로 하지만, 

인공지능이 발달하면서 인간이 감지하지 못했던 미묘한 차이를 대신 감지할 

수 있게 되었다. 인공지능은 대규모의 데이터분석을 통해 많은 임상적 경험을 

대체할 수 있게 되면서 목소리가 우울증이나 자살 위험에 대한 객관적 

지표일 가능성이 제기되었다(34). 실제로 단순히 우울한 상태나 자살 위험에 

따라 목소리의 변화만을 확인하는 것에 그치지 않고, 목소리의 변화를 

인공지능에 학습시킴으로써 우울한 상태나 자살 위험을 진단할 수 있는지에 

대한 연구들이 진행되었다. 목소리 사이의 공백 패턴 등 다양한 지표들을 

이용하여 우울증과 자살 위험을 예측하는 연구들에 있어서 대체로 그 
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정확도는 75~95% 가량을 보였다(35-38). 자살 위험을 예측한 연구는 

그보다 더 적었지만, 그 정확도 역시 75% 가량을 확인할 수 있었다(39,40). 

하지만 이러한 연구들은 대체로 공학적인 기술에 대한 도전으로서, 임상적 

지표들에 대한 고려가 부족하였다. 특히 우울하거나 자살 위험도가 높은 

환자들은 많은 경우 항정신병약제를 복용하고 있으며, 항정신병약제는 

추체외로 작용을 통해 목소리의 톤을 균일하게 만드는 등의 영향을 

미친다(41,42). 하지만 이러한 약제에 대한 고려가 있었던 연구는 

부재하였으며, 연구의 피험자 수 역시 16명에서 30명 가량으로 매우 적다는 

한계를 가지고 있다. 또한 우울증상에 대한 면밀한 평가가 이뤄지지 않고 

벡의 우울척도 등과 같은 척도의 점수를 기준으로 우울증을 진단하는 경우가 

많았으며, 동반되는 다른 질환에 대한 고려가 이뤄진 연구는 아직까지는 

존재하지 않았다. 더욱이 국내에서 음성과 우울증 혹은 자살 위험과 관련된 

연구는 2012년에 발표된 연구 1편 뿐으로, 이 연구에서는 11명의 우울증 

여성 환자와 12명의 정상군의 음성을 분석하여 우울증 환자들의 평균 

주파수의 음성 범위가 좁아져 있으며, 평균 발화 주파수와 음량의 범위는 

벡의 우울척도와 음의 상관관계를 보인다는 것을 확인하였다(43). 하지만 이 

연구 역시 피험자의 수가 매우 적고, 여성 환자만을 대상으로 하였다는 

한계가 있다. 

음성과 더불어 텍스트 역시 자살의 위험성을 감지할 수 있는 객관적 

지표로서 관심을 받고 있다. 자살 사망자가 남긴 유서를 통해 실제 사망자와 

시도자를 구별하는 연구에서도 실제 사망자가 사용하는 단어들은 조금 더 

긍정적이며 미래지향적이었다(44). 또한 소셜 미디어에 게시된 글을 

기반으로 하여 우울증과 더불어 자살 위험을 감지하는 연구들 역시 진행되고 
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있다(45-47). 이런 분석에는 자연어 처리 (natural language processing) 

이라는 분석 기법을 주로 이용되었고, 그 중에서도 의미 분석을 통해 게시된 

글에 사용된 단어들의 의미를 바탕으로 자살의 위험성을 예측하는 방법이 

많이 사용되었다. 하지만 텍스트 분석의 대부분은 이미 적혀져 있는 글, 즉 

게시가 완료된 글이나, 유서 등 문자화가 완성된 데이터를 기반으로 분석을 

한 연구들이 대부분이다. 즉 정신과적 면담이라는 실시간의 상황에서 환자가 

사용하는 단어에 대한 연구는 부족한 현실이다. 공학적인 측면에서 면담 시 

사용한 텍스트를 음성 등 다양한 지표들과 함께 활용하였던 연구가 

있지만(49), 이 것은 실제 피험자와 임상가의 면담이 아닌, 면담에 사용되는 

여러 질문 항목들을 모아 가상의 인터뷰를 하는 환경에서 획득한 정보들이다. 

따라서 실제 임상의 임상의와의 상호작용 등이 반영되기 힘들고, 환자의 

감정이 더욱 풍부하게 표현되기 어렵다는 한계가 있다. 특히 국내에서는 

트윗에 사용된 텍스트와 영상 등으로부터 감성을 인식하는 방법을 통해 

사용자의 감정 흐름을 예측한 연구(50)가 있었으나 피험자의 총 수가 

40명이라는 한계가 있다. 

더욱이 최근 인공지능이 눈부신 발전을 이루면서, 의학분야에서도 

인공지능의 다양한 활용을 기대하고 있다. 인공지능이 의학적 판단을 대신 

해줄 것이라는 처음 대중의 기대와 다르게, 현재까지 인공지능의 역할은 

임상의사결정의 보조적인 역할을 하고 있다(51). 인공지능이 인간의 

도움없이 의학적 결정을 단독으로 내릴 수는 없지만, 인공지능 기반의 

임상의사결정지원시스템의 유용성과 효과는 다양한 의학 분야에서 인정받고 

있다(52). 하지만 다른 과와는 다르게 정신건강의학과에서는 이러한 

인공지능의 활용이 다소 더디게 진행되고 있다(53). 객관적인 기준이 있는 
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혈압 등의 질환과는 다르게 정신건강의학과의 질병들은 피험자의 주관적 

증상과 사회적 고통이 심각하다는 기준을 두고 진단을 내리기 때문에 그 

기준이 굉장히 모호하다는 특징이 있다(16, 17). 이러한 기준의 모호성으로 

인하여 하나의 진단 속에도 다양한 병태생리와 증상들이 공존하게 되므로, 

이를 인공지능에 학습을 시킨다 하더라도 그 결과값이 정확하기 어렵다는 

한계가 생긴다. 이러한 한계로 인하여 정신건강의학과에서의 인공지능 연구는 

굉장히 도전적이고 까다로운 분야이기도 하다. 그럼에도 불구하고 

정신건강의학과에도 인공지능을 접목시키고자 하는 노력들은 시작되었고, 

지속되고 있다. 특히 기존의 증상으로만 나누던 진단 체계에서 발전하여 

다양한 생체지표들과 함께 고려한 체계로서 연구 도메인 진단 평가(research 

domain criteria, RDoC)가 제안되면서 다양한 생체 지표들을 진단에 

활용하는 시도들이 시작되고 있다(54). 하지만 이러한 생체 지표들은 혈액 

내 유전자 및 단백질과 뇌척수액의 단백질 등 지표의 채취해서 정보화하기에 

시간이 많이 걸리기 때문에 즉각적인 도움을 줄 수 없다는 한계도 존재한다. 

따라서 본 연구에서는 전문가의 인터뷰만큼 즉각적인 판단을 내리는데 

도움을 줄 수 있는 생체지표로써 인터뷰시의 음성과 텍스트 데이터를 통해 

우울증과 자살 위험을 평가할 수 있는 임상의사결정 시스템으로서 첫 도약을 

내딛고자 한다. 

본 연구는 국내에서는 최초로 면담시의 목소리와 사용된 텍스트 

데이터를 활용하여 우울증과 자살 위험도를 진단하는 인공지능 알고리즘을 

구축해보고자 하였다. 선행 연구들을 근거할 때, 우울증이 있는 환자에서는 

발화시의 평균 주파수가 낮고, 발화가 멈춰 있는 비율이 높을 것으로 예상이 

되며, 자살 위험도가 높은 환자에서는 긴장되어 있는 특징을 보이고 주파수의 
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변화폭 등이 적어져 있는 특징을 보일 것으로 가정하였다. 또한 인터뷰에서 

사용되는 단어들 중에는 더 부정적 의미를 가지고 있는 단어가 많이 사용될 

것으로 가설을 세웠다. 그리고 이러한 차이를 기반으로 인공지능을 통해 일부 

데이터를 학습시켜 우울증과 자살 위험도를 진단할 수 있는 알고리즘을 

구축하고, 남은 데이터를 통해 알고리즘의 정확도를 확인해보고자 하였다. 

기존의 연구에서 많이 활용되었던 단순 과제를 통한 목소리 획득 방법보다는 

임상가와 면담을 할 때의 피험자의 목소리에는 임상가와의 상호작용을 통해 

피험자의 감정이 더 잘 반영되고, 긴장도가 낮아지며, 일상 생활의 언어가 더 

많이 반영될 것으로 예상하였기 때문에, 면담 시 녹음을 통해 음성과 텍스트 

정보를 추출하고자 하였다. 녹음을 진행하는 면담을 자유면담과 구조화된 

면담 중에서 본 연구에서는 구조화된 면담을 진행하고자 하였고, 그 이유는 

자유면담을 통해서는 우울증 환자군에서는 자발적 발화가 줄어들기 때문에 

오히려 우울증군이 특징적으로 사용하는 단어들에 대한 반영이 줄어들 

가능성이 있기 때문이다. 

본 연구는 이러한 선행 연구들과 가설을 기반으로 진행된 “기계 학습을 

기반으로 음성으로 자살 위험 예측(Predicting patients with suicidality: 

machine learning based voice analysis, Prism-V)” 이라는 연구의 

일환으로서, 초기평가 자료를 통해 우울증을 감지하고, 자살 위험도를 진단할 

수 있는 인공지능 알고리즘을 개발하여 그 정확도와 임상적 활용 가능성을 

확인해보고자 하였다. 연구 I에서는 2차 년도까지의 초기 데이터를 이용하여 

정상군과 경도 우울증, 중등도 우울증을 구분할 수 있는 음성 지표를 

확인하고, 확인된 지표를 바탕으로 기계학습을 통해 알고리즘을 구축하고자 

하였다. 경도 우울증이란 2주 이내의 단기간 우울증이거나, 주요 우울 장애로 
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진단하는 증상의 개수 등이 충족되지 않을 경우 진단되었다(55). 1992년 

경부터 경도 우울증은 주요 우울 장애보다는 증상이 덜 심각하지만, 기능의 

저하 및 동반되는 질환, 예후까지 모두 주요 우울증과 유사한 영향을 

미친다는 것이 밝혀졌다(56). 더욱이 경미한 우울증은 기능저하 등을 통해 

경제적, 사회적 부담에도 주요 우울장애과 비슷한 정도의 영향을 

미친다(57,58). 또한 경도 우울증은 주요 우울장애의 위험인자이기도 하며, 

사회적 기능의 악화를 예방하기 위해서 조기 진단할 수 있는 시스템을 

필요로 한다(59-61). 따라서 연구 I은 주요 우울장애의 목소리 변화 뿐 

아니라, 경도 우울증에서도 인터뷰 목소리에 차이가 발생하는지를 확인해보고, 

경도 우울증에서도 정상군에서는 보이지 않는 목소리의 변화가 발생한다는 

가설을 기반으로 경도 우울증을 진단할 수 있는 기계학습 알고리즘을 

구축해보고자 하였다. 

연구 II에서는 최종적으로 구축된 초기 평가 데이터를 기반으로 정상과 

우울증 환자를 구별할 수 있는 음성의 지표를 확인하고, 더 나아가 인터뷰의 

텍스트 분석을 시도하였다. 음성과 텍스트 데이터를 각각 이용하여 정상과 

우울증을 진단할 수 있는 인공지능 알고리즘을 구축하여 두 알고리즘의 

정확도를 확인해보고자 하였다. 이 것은 목소리 뿐 아니라 텍스트 데이터 

자체가 우울증을 감지하기에 더 정확하다는 기존의 연구(62)를 바탕으로 

텍스트 데이터와 목소리를 모두 활용하여 정확도를 확인해보고자 하였으며, 

추후 텍스트 데이터와 목소리 모두를 통합할 수 있는 다중통합모델을 구축할 

수 있는 가능성을 확인해보고자 하였기 때문이다. 

마지막으로 연구 III에서는 연구 II의 초기 평가 데이터 중에서도 우울증 

환자군의 데이터를 이용하여, 자살 고위험군과 저위험군을 구별하는 분석을 
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진행하였다. 자살로 사망한 경우 약 60%에서 90% 가량이 주요 우울장애 

등의 기분 장애를 경험하였던 것으로 보고되었고(59-60), 본 연구에서 

정상군의 경우 간이 국제 신경정신 인터뷰 (Mini International 

Neuropsychiatric Interview, MINI) 라는 구조화된 면담을 통해 정신과적 

질환들과 자살사고 등에 대한 평가를 진행하였기 때문에 정상군에서 

자살고위험군이 발생할 가능성이 매우 낮다. 또한 임상 현장에서 자살 

위험성을 평가하는 환경을 고려해보면, 우울한 증상이 있으나 자살 위험이 

높은지, 낮은지를 판단하는 것이 가장 어려운 임상적 난제이기 때문에 이러한 

조건을 반영하고자 우울증 환자군 내에서 자살 고위험군을 구분할 수 있는 

알고리즘을 구축해보고자 하였다. 연구 III 역시 목소리와 텍스트 데이터를 

각각 활용한 알고리즘을 구축해보고자 하였으며, 텍스트 데이터의 경우에는 

임상지표까지 통합한 모델을 구축하여 그 정확도를 확인해보고자 하였다.  

이를 바탕으로 우울증과 자살 위험도를 임상 현장의 인터뷰를 통해 얻어진 

목소리와 텍스트를 기반으로 평가할 수 있는 인공지능 알고리즘을 구축하고, 

궁극적으로는 이 알고리즘을 기반으로 어플리케이션 등을 개발하여 임상 

현장에서 위험성 평가에 도움이 되는 신의료기술의 기반을 설립하고자 

하였다. 
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제 2 장 목소리를 통해 경도 우울증과 주요 우울증을 

구별하는 인공지능 알고리즘의 개발 (연구 I) 

 

 

연구 I에서는 2차 년도까지의 초기 데이터를 이용하여 정상군과 경도 

우울증군, 주요 우울증군에서 목소리 차이에 대해 분석을 하고, 차이가 나는 

지표들을 기계학습을 통해 학습시켜 3군을 구별할 수 있는 알고리즘을 

구축하는 것이 그 목표이다. 경도 우울증은 주요 우울증의 위험요인 중 

하나로서, 주요 우울증의 진단 기준에 적합한 증상의 정도나 개수, 기간 등을 

충족시키지 않은 경우 진단할 수 있다(55). 경도 우울증은 그 증상은 비록 

주요 우울증보다는 덜하지만, 사회적 손실 및 기능의 저하 등에 미치는 

영향은 주요 우울증과 견줄만하다고 알려져 있다(56-60). 하지만 경도 

우울증을 진단함에 있어서는 여전히 환자의 증상 보고를 기준으로 하고 

있기에 경도 우울증을 진단함에 도움이 되는 객관적 지표들은 아직 부재하다. 

따라서 본 연구에서는 목소리가 그 객관적 지표가 될 수 있을지 가능성을 

알아보고자 한다. 연구 I의 결과는 추후 경도 우울증을 정밀하게 진단할 수 

있는 지표 개발에 대한 기초 자료로서 사용될 수 있을 것이다. 
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제 1 절 연구대상 및 방법 

 

1. 연구 참여자와 연구 설계 

 

연구 참여자는 우울한 증상을 주소로 서울대학교병원 외래에 방문한 

환자들 중, 19세에서 65세 사이의 후두부 질환이 없고 독립적으로 질문지를 

읽고 이해할 수 있는 환자들을 대상으로 모집하였다. 정상대조군(HC)의 경우 

학내 공고문과 온라인 광고를 통해 모집하였다. 간질 등의 기질적 원인에 

의해 발생한 우울증상일 경우, 수술 등을 포함한 신경외과적 치료를 받은 

경우, 알코올을 제외한 물질 남용의 기왕력이 있는 경우, 지능지수가 70 

이하이거나 치매의 진단을 받은 경우 등은 연구에서 제외되었다. 모든 

참가자들은 첫 방문 시 헬싱키 선언에 따라 서면 동의서를 작성하였고, 

서울대학교병원의 윤리심의위원회의 승인을 받았다.  

피험자들의 목소리는 구조화된 인터뷰인 Mini-International 

Neuropsychiatric Interview(MINI)가 진행되는 동안의 인터뷰를 녹음하여 

획득하였다. 이 구조화된 면담의 녹음의 길이는 피험자에 따라 30분에서 

50분 가량의 길이였다. 녹음된 파일에서 피험자가 발화하기 시작하는 시점과 

발화가 종료된 시점을 기록하여 피험자가 발화하는 구간만을 추출하였다. 

이러한 기법을 기반으로, 피험자 별 평균 18.05분의 음성 파일을 얻을 수 

있었다. 

모집된 피험자들 중에서 주관적인 우울증이나 MINI를 통해 확인된 우울 

삽화가 없는 피험자들은 우울하지 않은 그룹(not depressed, ND)에 

포함되었다. 주관적으로 우울함이 있다고 호소하지만, 현재의 우울증상이 



 

 13 

MINI에 근거하여 주요 우울 삽화의 기준에 충분하지 않은 피험자들은 경도 

우울 삽화군(minor depressive episode group, mDE)에 속하는 것으로 

분류되었다. 마지막으로 주관적인 우울함을 호소하며, MINI를 통해 현재 주요 

우울 장애의 진단 기준에 충족하는 우울 증상이 있음이 확인된 피험자들은 

주요 우울 삽화군 (major depressive episode group, MDE)에 속하는 

것으로 분류되었다. 

 

2. 사회인구학적 정보와 항정신병약물 

 

사회인구학적 정보로는 성별, 연령, 사회경제적 지위(SES), 정신과 치료력, 

정신과 약물 사용, 참가자의 키와 체중을 포함한 정보들이 수집되었다. 

정신건강의학과 문제가 아닌 다른 질환이 있고, 그로 인하여 복용하는 약물이 

있는 경우 ‘기타 약물(drugs taken for non-psychiatric disorders)’로 

분류되었다. 체질량지수(body mass index, BMI)는 수집된 키와 체중을 통해 

계산되었다. 항정신병약물은 추체외로 증상을 통해 목소리에 영향을 미칠 수 

있기 때문에(42), 본 연구에서는 복용 중인 항정신병약물의 용량을 

확인하였다. 항정신병약물의 효과를 보정하기 위하여, 복용하는 

항정신병약물의 복용량을 1일 약물 복용량 기준으로 olanzapine(OZP)을 

기준으로 등가용량을 환산한 뒤 합산하였다(65,66).  

 

3. 평가 항목 

 

모든 피험자들은 간이 국제 신경정신 인터뷰(Mini International 
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Neuropsychiatric Interview, MINI) 7.0.2. 버전을 이용하여 우울증 및 

정신과적 질환에 대해 평가되었다. MINI는 DSM-V 진단 기준에 따라 

정신과적 질환을 정확하게 진단할 수 있도록 구성된 구조화된 

인터뷰이다(67,68). ND 그룹에도 MINI를 통해 주요우울장애 및 

양극성장애를 진단받은 이들이 포함되었으나, 이들은 현재 우울하지 않은 

상태이므로 ND에 분류되었다. 이 것은 목소리의 다양한 지표들 중에는 성별 

등의 특성을 반영하는 특성 지표(trait marker)도 있지만, 현재의 상태에 

민감하게 반응하는 상태 지표(state marker)도 포함되어 있기 때문에 현재의 

우울 상태에 민감한 상태 지표를 알아보고자 현재의 기분 상태를 중심으로 

군을 분류하였기 때문이다.  

해밀턴 우울증 등급 척도(Hamilton Depression Rating Scale, HDRS)는 

피험자들의 객관적인 우울증 중증도를 평가하는 데 사용되었다. 이 설문지는 

우울증상의 심각도와 관련된 17개의 항목으로 구성되어 있으며, 각 항목은 

0(존재하지 않음)에서 4(심각함)범위의 5점 리커트 척도를 사용하여 

평가된다. 또한 총점이 17점 이상이면 중등도의 우울증을, 24점 이상이면 

중증 우울증을 시사한다(69-71).  

환자 건강 설문지 (Patient Health Questionnaire-9, PHQ)는 참가자의 

주관적 우울증을 평가하기 위해 사용되었다. PHQ는 우울증 선별 척도로 

개발되었으며 0(전혀 그렇지 않음)에서 3(거의 매일)까지의 4점 리커트 

척도를 사용하여 평가되는 9개 항목으로 구성되며, 10점 이상은 중등도에서 

중증의 우울증을 나타낸다(72-74). 

불안감에 대해서는 벡 불안 척도(Beck Anxiety Inventory, BAI)에 의해 

평가하였다. BAI는 0(전혀 그렇지 않음)에서 3(심각함)까지의 4점 리커트 
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척도를 사용하여 평가되는 21개 항목으로 구성되며, 10점 이상은 가벼운 

불안, 19점 이상은 중간 정도의 불안을 의미한다(75). 2016년에 실시한 

메타분석을 통해 16~20점 이상일 경우 병리적 불안을 의미한다(76). 

더불어 과거 연구를 통해 충동성이 남성의 우울증 및 불안과 연관되어 

있다고 알려졌다(77). 따라서 충동성은 Barratt 충동성 척도(Barratt 

impulsiveness scale, BIS)를 사용하여 평가되었다. BIS는 1959년 충동적인 

성격 특성을 평가하기 위해 개발되었으며 현재 가장 널리 사용되는 척도의 

11번째 버전이다. 또한 BIS-11은 1(전혀 그렇지 않다)에서 4(항상)까지 

5점 리커트 척도를 사용하여 평가되는 30개의 질문으로 구성되어 있다(78-

80). 

 

4. 목소리의 추출과 음성 지표 추출 방법 

 

MINI 면담을 진행하는 중의 녹음 파일에서 피험자의 발화 시작 시점과 

피험자의 발화 종료 시점을 기록하여 피험자가 발화하는 구간만을 

추출하였다. 그 뒤 발화 길이가 3초 미만의 발화에는 단순 응답일 가능성이 

높기 때문에 음성 데이터가 풍부하지 않아 제외하였다. 남은 발화구간은 

분석에 활용하기 위하여 10초 단위로 절단하였다. 절단된 구간별로 아래의 

방법을 이용하여 목소리의 지표들을 추출하였고, 피험자별 다양한 지표 

값들에 대해서는 평균값을 계산하여 대표 값으로 지정하였다. 

음성 특징은 성문, 템포 스펙트럼, 포먼트(formant) 및 기타 물리적 특징의 

네 가지 측면에서 추출되었다. 모든 특징은 주로 각 발화 내에서 얻은 다음 

전체 시간에 대해 평균을 추출하였다. 성문 특징은 소리가 성대에서 어떻게 
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분절되는지에 대한 정보로 구성되며 파형을 그린 후 각 숫자를 매개 

변수화하여 얻는다(81,82). 성문 폐쇄 인스턴스(glottal closure instance, 

GCI)가 먼저 계산된 후 역 필터링을 통해 다양한 미분으로 계산되었다. 그 

다음으로 GCI와 미분 형태를 통합하여 성문 파형을 추정하였다. 큰 파형을 

평탄화한 뒤, 다음 세 가지 매개변수, 즉 시작 단계(OP), 닫는 단계(CP) 및 

닫힌 단계(C)가 추출되었다. 

템포 스펙트럼 특징은 음악 정보 검색(MIR)에 주로 사용되는 음향 

특징으로 "Librosa"라는 오디오 처리 툴킷을 통해 추출되었다(83). 이는 

참가자가 발화를 계속하는 시간 또는 간격의 길이를 나타내는 시간적 특성과 

시작의 주기성을 고려한 템포로 구성된다. 또한 평균 스펙트럼 중심, 

스펙트럼 대역폭, 롤오프 주파수 및 제곱 평균 제곱근 에너지 등이 스펙트럼 

특성으로 사용되었다.  

포먼트 특징은 선형 예측 계수를 통해 얻은 음성학에서 일반적으로 

사용되는 포먼트에 대한 정보를 나타낸다(84). 포먼트는 성대의 공명을 

나타내며 스펙트럼의 극대값으로 이해할 수 있다. 다양한 포먼트 지표들 

중에서, 첫번째부터 세번째 포먼트까지 이용되었고, 해당 대역폭을 

추출하였다. 

다른 물리적 속성의 경우 음높이와 크기의 평균과 분산, ZCR(Zero 

Crossing Rate), 음성 부분이 활용되었다(85). ZCR은 음성이 얼마나 

강렬하게 발화되었는지를 나타내고 음성 부분은 얼마나 자주 나타나는지를 

나타낸다. 특정 발화에 대한 ZCR의 평균을 계산한 후 ZCR이 평균보다 낮은 

프레임을 무음으로 정의하였다. 해당 지표들을 추출한 코드는 아래와 같다. 

y, sr = librosa.load(excerpt) 
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pitches, magnitudes = librosa.piptrack(y=y, sr=sr) 

D = np.abs(librosa.stft(y))**2 

ss, phase = librosa.magphase(librosa.stft(y)) 

S1 = librosa.feature.melspectrogram(S=D) 

S2 = 

librosa.feature.melspectrogram(y=y,sr=sr,n_mels=128,fmax=8000) 

 

https://librosa.github.io/librosa/feature.html#spectral-features 

time  = librosa.get_duration(y=y,sr=sr) 

cent  = librosa.feature.spectral_centroid(y=y,sr=sr) 

cent  = cent.mean() 

band  = librosa.feature.spectral_bandwidth(y=y,sr=sr) 

band  = band.mean() 

roll  = librosa.feature.spectral_rolloff(y=y,sr=sr) 

roll  = roll.mean() 

rmse  = librosa.feature.rms(y=y) 

rmse  = -np.log(rmse).mean() 

onset = librosa.onset.onset_strength(y, sr=sr) 

tempo = librosa.beat.tempo(onset, sr=sr) 

 

https://www.mathworks.com/help/signal/ug/formant-estimation-

with-lpc-coefficients.html 

lpc = librosa.core.lpc(y,order=16) 
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roots_ = np.roots(lpc) 

reals_ = np.real(roots_) 

imags_ = np.imag(roots_) 

angle = np.arctan(np.asarray(imags)/np.asarray(reals)) 

freqs = [(sr/(2*np.pi))*z for z in angle] 

bands = [-0.5*(sr/(2*np.pi))*np.log(np.abs(z)) for z in roots] 

 

# formant features 

import matplotlib.pyplot as plt 

import librosa.display 

plt.figure(figsize=(10, 4)) 

librosa.display.specshow(librosa.power_to_db(S1,ref=np.max), 

y_axis='mel', fmax=8000, x_axis='time') 

plt.colorbar(format='%+2.0f dB') 

plt.title('Mel spectrogram') 

plt.tight_layout() 

 

# Glottal features 

sys.path.append('DisVoice/phonation') 

from glottal_feature import GF_extract 

def get_glottal(excerpt): 

cycle, glottal_flow, glottal_flow_d=GF_extract 

res = [z.mean() for z in np.transpose(cycle)] 
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# Pitch, Magnitude, Voice portion features 

def get_pitmag(y,sr,zero_cross): 

pitches, magnitudes = librosa.piptrack(y=y, sr=sr) 

pitches = np.transpose(pitches) 

magnitudes = np.transpose(magnitudes) 

pit_seq = pip_to_pitch(pitches) 

mag_seq = pip_to_pitch(magnitudes) 

delay_p, mag_index, real_z  = find_delay(zero_cross) 

mean_z = np.average(real_z) 

mean_p, error_p, change_p = effective_analysis(pit_seq, mag_index) 

mean_m, error_m, change_m = effective_analysis(mag_seq, 

mag_index) 

return [mean_p, error_p, change_p, mean_m, error_m, change_m, 

mean_z, delay_p] 

 

5. 통계학적 방법 

 

인구통계학적 특징과 임상적 특징 중 범주형 변수를 피어슨 카이 제곱 

검정(Pearson's chi-squared test)을 이용하여 비교 분석하였으며, 사후 

검정은 피셔 정확 검정(Fisher’s exact test)을 이용하여 수행하였다. 

연속형 변수의 경우 데이터가 정규분포를 만족하지 않았기 때문에 비모수적 

방법인 크루스칼 왈리스 검정 (Kruskal-Wallis test)을 사용하여 세 그룹을 
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비교했으며, 사후 분석으로 맨- 휘트니 U 검정(Mann-Whitney U test)을 

사용하였다. 또한 본 연구에서는 목소리의 다양한 특징들을 추출하여 다중 

비교를 하였기 때문에, 제 1종 오류를 방지하기 위하여 벤자미니-호치버그 

검정(Benjamini-Hochberg test)을 이용하여 사후 검정을 한 번 더 

수행하였다. 

피험자를 3군으로 분류한 결과, 한 군의 피험자가 30명이 넘지 않는 군이 

있었기 때문에 정규성을 가정하기 충분하지 않았다. 하지만 음성의 특징을 

비교할 때 사회인구학적 정보들과 임상의 특성의 다양한 변수들을 

공변량으로 포함하여 분석할 필요가 있다. 따라서 본 연구에서는 목소리의 

지표들 중에서 왜도의 절대값이 2 이하이거나, 첨도의 절대값이 7 이하일 

경우 정규성을 보인다고 가정하였다. 만약 왜도가 2를 초과하는 경우 로그 

변환을 하고, 왜도가 -2보다 작은 경우에는 제곱처리를 하여 정규성을 

보정하였다(82). 한편 임상 변수들은 정규성에 만족하지 않더라도 변환을 

하지 않았는데, 임상 척도의 점수들을 변환하게 되면 중등도 등을 평가하는 

기준점과 공변량으로서 통계적 영향 모두 변화하기 때문이다.  

이후 분산분석(analysis of variance, ANOVA)를 통해 세 군을 비교하였고, 

세 군 간에 차이가 있는 연령, BMI 및 기타 약물 사용에 대해 

공분산분석(analysis of covariance, ANCOVA)를 이용하여 p값을 

보정하였다. Windows용 IBM SPSS Statistics 버전 25.0(SPSS Inc., 

Chicago, IL, USA)을 사용하여 분석을 수행하였다. 

기계학습의 방법에는 로지스틱회귀분석(logistic regression, LR), 가우시안 

나이브 베이즈 분석(Gaussian Naïve Bayes, GNB), 서포트 벡터 

머신(support vector machine, SVM), 다층 퍼셉트론(multilayer perceptron, 
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MLP) 등의 다양한 방법이 존재한다(87,88). 음성의 지표에는 어떠한 분석 

기법이 가장 우수한 성능을 보이는지에 대한 연구도 아직 부족하기 때문에, 

본 연구에서는 위 4가지 기법을 모두 적용한 뒤 정확도를 확인하였다. 전체 

데이터의 70%와 80%는 훈련 데이터로 사용되었고, 나머지 30%와 20%는 

두 시나리오에 대한 예측 데이터로 사용되었다. 또한 본 연구에서는 데이터의 

품질과 규모를 보강하기 위하여 소량의 노이즈를 추가하는 모델도 

구축하였고, 이 모델의 경우 “augmented model”로 명명하였다. 또한 모든 

음성지표를 사용하는 경우와 달리, 세 군에도 통계적 유의성을 보이는 

지표만을 추출하여 구축한 모델의 경우 “selected model”로 명명하였다. 

기계학습 모델의 정확도 평가를 위해서 정확도(accuracy), 신뢰 구간 95%의 

곡선 아래 면적(area under the curve, AUC), 정밀도(precision), 

재현율(recall)과 F1 점수를 추출하였다. LR, GNB 및 SVM은 Scikit-

learn이라는 Python 패키지를 통해 구현되었으며 MLP는 Keras를 통해 

구현되었다(89,90).  
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제 2 절 결과 

 

1. 우울 삽화에 따른 사회인구학적 특성과 임상적 특성의 비교 

 

2019년 1월 10일부터 2020년 4월 30일까지 총 93명의 피험자를 

모집하였다. MINI 결과에 따라 우울증을 나타내는 60명의 피험자는 주요 

우울 삽화(MDE)에 해당하는 34명의 피험자와 경미한 우울 삽화(mDE)에 

해당하는 26명의 피험자 그룹으로 추가 분류되었다. 

여성은 참가자의 70-79%를 구성했으며 연령과 SES는 통계적 차이를 

보이지 않았다. mDE 그룹은 나이가 가장 많았으며 정신건강의학과 질환이 

아닌 다른 질환으로 복용하는 약물이 더 많았다. MDE 그룹은 BMI가 가장 

높은 군이었다. 또한 MDE 그룹은 항 정신병 약물을 복용하는 피험자가 가장 

많았지만 복용량은 통계적으로 유의하지 않았다. 과거에 존재하였던 우울삽화 

및 불안 증상, 조증 증상 등으로 인하여 MINI에서 진단을 받았더라도, 현재 

정신과적 증상이 관해된 경우에는 ND 그룹으로 분류되었기 때문에, ND 

그룹에서도 MINI를 통해 주요 우울장애를 진단받은 5명, 양극성 장애를 

진단받은 2명이 포함되었다(표 1-1). 

 

2. 우울 삽화에 따른 임상적 특징의 비교 

 

객관적이고 주관적인 우울과 불안의 정도는 우울 삽화의 정도에 따라 

증가하는 경향을 보였다. 그러나 충동성은 세 그룹 간에 통계적으로 유의한 

차이가 없었다. 불안에 대한 MDE 그룹과 mDE 그룹 간의 차이는 
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통계적으로 유의하지 않았다(표 1-2). 

 

3. 우울 삽화에 따른 목소리 지표들의 비교 

 

추출된 21개의 음성 지표를 삽화군 별로 분석한 결과, 그룹별로 차이를 

보이는 8개의 지표가 나타났다. 정상군과 mDE군 사이에 차이를 보인 음성 

특징은 spectral centroid, spectral roll-off, sq mean pitch, standard 

deviation pitch, mean magnitude, ZCR과 voice portion 이었다. mDE 

그룹과 MDE 그룹 간에는 통계적으로 유의미한 다른 목소리의 지표는 

standard deviation pitch 하나가 있었다. 연령, 체질량지수(BMI), 약품 

사용량 등을 보정한 결과 총 7개의 음성 특징이 통계적으로 유의한 것으로 

나타났다: spectral centroid (p = 0.008), spectral roll-off (p = 0.012), 

formant BW2 (p = 0.040), sq mean pitch (p = 0.027), standard deviation 

pitch (p = 0.020), ZCR (p < 0.001), voice portion (p = 0.020) (표 1-3). 

Jonckheere-Terpstra 테스트는 각 그룹의 순위에 대한 통계적 검증을 

시행하였다. 음성 특징은 에피소드의 심각도가 증가함에 따라 변화하는 

경향을 보이지 않았다. 오히려 7개의 변수들은 ND에서 MDE, 그리고 mDE 

순서로 증가 혹은 감소하는 추세를 보였다(표 1-4와 그림 1-1). 

 

4. 기계학습을 통해 우울 삽화 예측 모델 

 

기본적으로 21개의 음성 특성을 모두 사용하여 모델을 구성하였다. 하지만 

“selected” 모델에는 그룹별로 차이를 보이는 7가지 목소리의 지표만을 
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이용하여 분석하였다(표 1-3). 결과는 시험에 대한 최상의 테스트 세트 

정확도의 평균(최대), 즉 7:3 및 8:2 분할에 대해 각각 3회 및 5회 군을 

다르게 분류하여 평가한 뒤, 측정치의 평균값을 보고하였다. MLP 분석 

사양으로 128, 64 크기의 은닉층(hidden layer)을 사용하였다. 일반적으로 

MLP 모델이 가장 좋은 성능을 보였다. 또한 7:3으로 학습을 시킨 모델보다, 

8:3로 학습을 시킨 모델에서 더 높은 정확도를 보였다. 또한 각 군별로 

통계적으로 유의성을 보이지 않은 목소리의 지표들을 모두 적용한 모델이 

‘selected’모델보다 더 정확한 성능을 보였으며, 잡음(노이즈)를 함께 

학습시킨 ‘augmented’모델이 더 정확한 성능을 보였으며, precision의 

평균값은 0.66, recall 의 평균값은 0.66를 보였다. MLP를 통해 AUC를 

계산한 후 7:3 훈련 세트에 대한 결과는 AUC가 mDE를 구별함에 있어서 

0.79, MDE를 구별함에 있어서 0.58로 측정되었다. 8:2 훈련 세트에서의 

AUC값은 mDE를 구별함에 있어 0.69, MDE를 구별함에 있어서 0.67로 

측정되었다(그림 1-2).  

또한 LR과 GNB는 0.59–0.65의 AUC를 보였으며, 이 것은 MLP의 

성능보다 우수하지는 않았다. 또한 LR 및 GNB 모델에서는 훈련 세트가 

증가함에 따라 성능이 향상되는 경향이 관찰되지 않았다(표 1-5).  

 

5. 진단명 별 임상지표와 목소리의 차이 

 

추가적으로 본 연구에서는 진단명 별로 사회인구학적 정보와 임상정보, 

그리고 목소리의 지표들도 분석을 진행하였다. MINI를 기준으로 과거 및 

현재에도 정신과적 진단이 없는 정상대조군(HC) 26명과, 과거 혹은 현재 
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주요 우울 장애(MDD)로 진단이 내려진 주요 우울 장애군 15명, 양극성 

장애(BP)로 진단이 내려진 52명으로 구분되어졌다. 

이들의 사회인구학적 정보는 성별, 나이, SES, 정신건강의학과 외 문제로 

복용중인 약물 유무와 BMI에서는 통계적 차이를 보이지 않았다. MDD 

군에서 항정신병약물을 복용하는 피험자는 8명, BP 군에서 항정신병약물을 

복용하는 피험자는 44명이었으며, 그 두 군간 맨-휘트니 U 검정을 이용하여 

분석하였을 때 복용 용량은 통계적 유의성을 보이지 않았다. 하지만 과거 

정신과적 치료력에서는 통계적으로 유의하게 BP군에서 더 많은 치료를 

받았던 것으로 밝혀졌다(표 1-6). 

각 군 별 임상지표들을 분석한 결과, HC, MDD, BP 순으로 객관적 우울 

지표인 HDRS 점수, 주관적 우울 지표인 PHQ 점수, 불안 점수인 BAI 모두 

순차적으로 통계적으로 유의한 차이를 보이며 커지는 것을 확인할 수 있었다. 

하지만 BIS는 우울삽화 별 비교 분석과 유사하게 HC, MDD, BP 간의 통계적 

차이를 보이지 않았다(표1-7). 

또한 추출된 목소리 지표 21개를 비모수적 방법인 크루스칼-왈리스 

검정을 통해 비교분석한 결과, spectral centroid, spectral roll-off, mean 

pitch, Stdev pitch, mean magnitude, ZCR, voice portion 7개의 지표에서 

통계적 차이를 확인할 수 있었다(표1-8). 
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제 3 절 고찰 

 

이 연구에서는 구조화된 면담을 통해서 피험자의 우울 삽화를 

평가하였고, 목소리를 취득하였다. 또한 면담의 녹음을 통해 획득한 21개의 

목소리의 지표들이 우울증의 심각한 정도에 따라서 변화하는지를 확인하였다. 

21개의 지표들 중에는 성대의 특징을 반영하는 평균 음 높이에서부터, 

발화지연 정도가 반영되는 발화시간 중 실제 발화시간의 비율 등 다양한 

지표들이 포함되었다. 스펙트럼 중심(Spectral centroid)는 음성 스펙트럼의 

중심을 나타내며, 이 것은 화자의 목소리의 높낮이를 반영한다(91). 스펙트럼 

롤오프(spectral roll-off)는 전체 스펙트럼 에너지의 지정된 백분율 아래의 

주파수로서, 임상적으로는 고음의 발화가 많아질수록 spectral roll-off가 

커지게 된다(92). 포먼트는 발화된 스펙트럼에서 넓은 피크 혹은 일부 영역 

중의 최대값으로 정의되며, 포먼트 BW2 (formant BW2) 값은 두 번째 

피크값으로 발화되는 억양의 특징 중 하나이다(93). 본 연구에서는 

제곱함수를 처리하였으나 상관관계를 고려할 때 평균음높이는 음성의 평균 

주파수를 말하며 평균음높이가 높을수록 높은 음성을 의미한다. 음높이의 

표준 편차(standard deviation pitch)는 평균 발화된 음높이를 기반으로 

계산된 지표로서, 발화 음의 높이가 높고 낮음의 변화가 클수록 그 변화량이 

커지게 된다. ZCR은 파형이 수평선을 가로지르는 비율로, 특정 프레임에 

음성이 존재하는지 여부를 나타내는 지표로 종종 이용된다(94). 음성 존재 

비율 (voice portion)은 ZCR을 기준으로 전체 프레임에 비하여 음성이 

존재하는 프레임의 비율을 의미한다. 

본 연구의 결과에 따르면 ND, MDE, mDE 그룹의 순서로 음성이 
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낮아지고, 말하는 동안 음높이 변화가 더 많이 발생하는 것으로 나타났다. 

Jonckheere-Terpstra test를 통해 group 3의 순서를 확인하였을 때에도 

formant BW2와 sq_mean pitch를 제외한 음성의 변화는 ND, MDE, mDE 

순임을 통계적으로 확인하였다(표 1-4).  

이전 연구에 따르면 우울증 환자의 경우 목소리 톤이 단순해지고 생기가 

없으며 볼륨이 낮아진다(95,96). 또한 47명의 우울한 환자와 57명의 

우울하지 않은 참가자를 비교한 연구에서는 성대의 움직임이 느리고 

참가자가 낮은 목소리로 말하는 것으로 나타났다고 보고하였다(97). 36명의 

우울한 환자를 우울하지 않은 그룹과 비교한 추가 연구에서도 우울한 환자의 

목소리가 낮다는 것이 확인되었다(98). 이러한 결과는 본 연구의 결과와 

일치하며, 우울증군이 정상군에 비해 낮은 목소리를 내고 있음을 보여주었다. 

우울증 환자의 중증도와 음높이 변동성에 대한 이전 연구는 다양한 

결과를 보였다(99,100). 7명의 환자를 대상으로 한 2004년 연구에서 음높이 

변동성은 우울증 중증도와 관련하여 감소한다는 결과를 보였으나, 35명의 

환자의 목소리를 분석한 2007년 연구에서는 우울증이 증가할수록 음높이 

변동성이 증가하는 것으로 나타났다(101,102). 본 연구에서는 음높이의 

변화는 우울증군에서 정상군보다 더 큰 것으로 확인되었다. 또한 우울증상과 

더불어 불안증상도 함께 증가하는 것도 확인할 수 있었다. 불안이 목소리에 

미치는 영향에 대한 더 많은 연구가 필요하지만, 목소리의 떨림으로 표현될 

수 있으며 음높이 변동성을 증가시킬 수 있다. 

우울증의 중증도와 목소리 특성 사이의 관계에 대한 이전 연구는 우울증 

진단을 받은 대상을 대상으로 수행되었다. 하지만 이 연구에서는 MDE보다 

mDE군에서 더욱 음성의 변화가 크고 뚜렷하게 나타났다. 일반적으로 
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주요우울증보다 유병률이 높은 경도 우울증은 주요 우울 장애의 전조 

증상으로 간주되며 주요우울증으로 진행될 가능성이 높다고 알려져 

있다(103). 하지만 경도 우울증의 일부는 주요 우울 장애에서 증상이 일부만 

개선이 된 군, 즉 부분 관해 된 상태일 가능성도 있다(104). 이 연구에서 

mDE군은 MDE보다 나이가 많았고, 88.5%의 피험자가 평가 당시 항정신병 

약물을 복용하고 있었다. 따라서 본 연구의 mDE는 부분 관해된 

주요우울삽화일 가능성이 높다. 이러한 점에서 목소리 지표 변화를 해석해볼 

때, 우울증의 증상이 호전되더라도 음성의 변화가 개선되지 않을 가능성이 

있음을 시사한다. 

기계 학습을 사용하여 우울 삽화의 심각도를 예측한 결과는 93개의 

사례에서 8:2 훈련-테스트 분할로 60.0%의 정확도를 달성하였다. 이 

60%의 정확도는 3군 비교에서 합당한 수준이며, 피험자의 수를 더 늘리면 

정확도를 높일 수 있을 것으로 기대된다. 본 연구에서 60%의 정확도가 

허용되는 이유는 본 연구와 유사하게 세 군을 구분하는 기존 연구에서의 F1 

점수가 0.303에서 0.633 사이였고, 자연어 분석 등을 통해 세 군을 비교하는 

기존 연구에서 F1 점수가 0.51에서 0.71 사이였기 때문이다(105,106). 본 

분석에서는 ND, mDE, MDE, 세 군을 예측하기 위해 케이스별 추론을 

수행하였기 때문에 정확도가 떨어질 수 밖에 없었다. 

추가적으로 진단명에 따른 음성의 지표도 분석을 진행하였고, MDD 군이 

BP군보다 우울증상, 불안증상이 덜하다는 것을 확인할 수 있었다. 음성 

지표들의 분석 결과, 우울 삽화에 따라 차이를 보였던 7개의 목소리 

지표들이 각 진단별로도 통계적 유의한 차이를 보이는 것 역시 확인할 수 

있었다(표1-8). MDD 군이 우울증상이 더 경미하다는 것을 고려해볼 때, 
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목소리 지표들에 대한 분석결과는 우울증상을 보정한 뒤에도 진단별로 

차이를 보이는 목소리 지표를 확인하는 것이 필요하다. 하지만 MDD군이 

15명에 불과하여 비모수적 방법을 활용할 수 밖에 없었기 때문에 우울 증상 

및 불안 증상을 보정한 목소리 지표의 차이를 확인할 수 없었다. 따라서 추후 

진단에 따른 목소리 지표는 추가적인 데이터가 확보된 뒤 정밀한 분석이 

필요할 것이다. 

이 연구는 여러 강점을 가지고 있다. 기존 연구와 달리 구조화된 면담을 

통해 충분한 시간(평균 18분) 동안 피험자의 목소리를 녹음하였다. 따라서 

오디오 파일은 단순한 문장의 반복을 포함하지 않고 대신 다양한 구어체 및 

준언어적 표현을 반영되었다. 또한, 기존 연구들과 달리 인구학적 특성과 

임상적 변수들을 교정한 후에도 목소리의 지표와 우울 정도의 통계적 차이가 

확인되었다. 연령, 다른 약물의 사용, 체질량지수(BMI)와 같은 다양한 요인 

외에 항정신병 약물이 성대와 성대에 미치는 영향까지 고려한 분석을 

수행하였다. 중요한 것은 경도 우울증군에서의 목소리 변화가 확인되었는데, 

이는 주요 우울증군에서 변화보다 더 큰 것으로 나타났다. 따라서 이 연구를 

통해 목소리를 바이오 마커로 사용하여 기계 학습을 통해 경도 우울증을 

감지하고 진단할 수 있는 가능성을 확인하였다. 또한 주요 우울증과 경도 

우울증을 진단할 때 음성을 객관적 지표로 사용할 가능성을 제시한다. 또한, 

본 연구에서는 다양한 음성의 21가지 특징을 추출하였고, 목소리의 다양한 

지표들 중에서 성별과 같이 주체의 특성을 반영하는 지표(state marker)가 

있을 것이고, 주체의 상태를 반영하는 지표(trait marker)가 있을 것이라고 

가정하였고, 각 군 별로 통계적 차이를 보였던 7개의 지표는 trait 

marker로서의 가능성을 시사한다. 
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물론 이 연구에는 다양한 한계가 있다. 첫 번째이자 가장 중요한 한계로 

본 연구의 표본 크기는 충분히 크지 않다는 점이다. 본 연구에서는 인터뷰 

전체를 녹음한 뒤, 피험자의 목소리 부분을 따로 추출하는 과정을 걸쳤다.  

이 과정은 전체 인터뷰를 청취하면서 피험자의 발화의 시작과 끝을 기록하는 

방법으로 이루어졌으며, 이 과정은 인터뷰 시간의 약 3배가 소요되며, 인력에 

의하여 진행되는 과정이었다. 따라서 인터뷰 녹음을 이용한다는 과정 자체가 

큰 표본을 대상으로 하기에는 장애가 되는 과정이기도 하였다. 따라서 

앞으로는 확보된 인터뷰 녹음 파일을 기반으로 진단에 필요한 내용을 

자동으로 판별해주는 프로세스와 더불어 발화자 간을 자동으로 선별해주는 

오디오 신호 처리 방법의 개발이 필요하다. 또한, 본 연구는 각 피험자의 

평균 발화 시간이 충분히 길다는 장점이 있으나, 표본의 크기가 충분하지 

않아 보다 큰 규모의 연구를 통해 본 연구의 결과를 재현할 수 있는지 

여부를 확인할 필요가 있다. 둘째로 ANCOVA를 이용하여 임상인구통계를 

보정하고 비교하였지만, 음성지표는 각 군에서 불안의 정도에 따라 보정되지 

않았다. 또한 불안의 정도가 우울함에 따른 목소리의 변화를 매개했을 

가능성도 있다. 이와 관련하여 우울 환자의 불안 정도가 음성 지표를 어떻게 

변화시키는지에 대한 매개 분석을 포함한 추가 연구가 필요하다. 셋째로 본 

연구에서는 우울 삽화의 심각도와 목소리 특징 사이 관계를 단면적으로 

확인하였기 때문에, 경도 우울증에서의 목소리 특징이 복용 중인 약물에 의한 

영향일 가능성도 배제할 수 없으며, 선후관계를 확인할 수가 없다. 따라서 

향후에는 더욱 다수의 피험자를 대상으로 한, 정기적 추적관찰을 통해 개인의 

목소리 변화에 대한 연구가 추가적으로 필요하겠다. 
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제 3 장 목소리와 텍스트 데이터를 이용하여 우울증 

진단 인공지능 알고리즘의 개발 (연구 II) 

  

연구 II에서는 연구 I의 데이터에서 확장된, 3차 년도까지 최종적으로 

모집된 초기평가 데이터를 기반으로 하였다. 연구 II의 목적은 정상군과 

우울증군 간의 차이가 있는 목소리의 지표들을 분석하고, 이를 이용하여 

정상군과 우울증 군을 구별할 수 있는 인공지능 알고리즘을 재정립하는 

것이다. 더 나아가 MINI에서 환자가 사용한 텍스트 데이터를 추출하여 

나이브 베이즈(Naïve Bayes) 기법을 적용하여 기계학습을 통해 텍스트를 

기반으로 한 우울증 진단 알고리즘 역시 구축하여 그 정확도를 평가해보고자 

한다. 

연구 I을 통해 주요 우울 삽화 환자일수록 우울 증상 뿐 아니라 불안 

증상에 대한 점수도 함께 높아지는 것을 확인할 수 있었다. 따라서 연구 

II에서는 이러한 우울증상과 불안 증상과 함께 자살 사고의 심각도를 함께 

측정하여 우울과 불안, 자살사고 그리고 목소리 지표와의 복합적인 관계에 

매개 분석을 이용하여 알아보고자 한다. 

또한 연구 I에서 사용되었던 알고리즘의 성능을 연구 II에서 추가적으로 

모집된 피험자를 대상으로 확인하고 발전시켜보고자 하였다. 특히 연구 I의 

알고리즘에 포함된 21개의 음성 지표들 중 glottal feature의 경우 

추출까지의 시간이 24시간 이상이 소요되었다. 하지만 본 연구에서는 실시간 

인터뷰를 통한 우울증 및 자살 위험도를 진단하는 알고리즘을 구축하는 것이 

목적이기 때문에, 추출까지의 시간이 과도하게 걸리는 지표를 알고리즘에 
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포함할 경우 임상적 활용 가치가 떨어지게 된다. 따라서 연구 II에서는 연구 

I에서 구축된 알고리즘과 별개로, glottal feature들을 제외한 음성의 지표를 

기반으로 진단 알고리즘을 새로이 구축하고자 하였다.  

더욱이 연구 I에서는 자살 고위험군의 사례가 적어, 자살 위험성에 대한 

진단 알고리즘 구축에 어려움이 있었다. 이러한 한계를 극복하고, 자살 

고위험군의 발병률이 작다는 한계를 극복하기 위하여, 연구 II에서는 

정상군과 우울증군을 구별함에 초점을 맞추고, 연구 III에서는 우울증 군 

내에서의 자살고위험군을 구분하는 인공지능 알고리즘을 구축하여 

자살고위험군 진단의 정확도를 높이고자 계획하였다. 연구 II의 진단 

알고리즘은 정상군과 우울증 군을 구별할 수 있는 인공지능 알고리즘 구축을 

통해 우울증 진단의 정확성을 높이고, 객관적 지표로서 목소리 뿐 아니라 

텍스트가 가지고 있는 가능성을 밝힘으로써 다양한 분야의 연구로 발전할 수 

있는 초석을 닦는 기회가 될 것이다. 
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제 1 절 연구대상 및 방법 

 

 

1. 연구 대상자 

 

환자군은 우울증상을 호소하며 서울대학교병원 정신건강의학과 기분장애 

클리닉을 방문한 환자들 중에서, 19세에서 65세의 성인 환자를 대상으로 

모집하였으며, 정상군의 모집은 온라인 홍보와 학내 게시판을 통하여 

모집하였다. 피험자들은 2019년 1월 10일부터 2021년 8월 31일까지 

모집되었으며, MINI를 통해 정신과 진단을 확인했고, 정상군에서는 MINI를 

통해 과거 또는 현재의 정신질환이 발견된 경우 연구에서 제외하였다. 또한 

환자군 중 자기보고식 설문지를 작성하지 않은 피험자도 본 연구에서 

제외하였다. 

 

2. 평가 항목 

 

자살 사고에 대해서 Beck's suicidal ideation scale (BSS)에 의하여 

평가되었다(107). BSS는 자살시도에 대한 19개 문항으로 구성되어 있으며 

아직 정해진 절단 기준점은 없으나 BSS의 점수가 높을수록 자살의 위험이 

높다(108,109).  

 

3. 목소리 지표의 추출 
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목소리 지표의 방법은 연구 I과 유사하다. 하지만 연구 I의 분석에 

사용되었던 glottal 지표들은 추출에 시간과 컴퓨터 사양에 로딩이 많이 

걸리기 때문에, 본 연구를 기반하여 인터뷰 음성을 실시간으로 지표화하는 

앱을 개발하기에는 활용성이 떨어지게 된다. 따라서 본 연구에서는 연구 

I에서 활용되었던 glottal 지표 3가지는 연구 II에서는 제외하였다. 

연구 II에서는 피험자들의 한 문장의 길이를 ‘time’ 이라는 변수로 

추출하여 새로운 변수로 선정하였고, 스펙트럼 특징들과 포먼트 지표들은 

연구 I과 동일한 방법으로 추출되었다. 음높이(pitch)와 강약(magnitude)에 

대한 변수들로 평균값(mean)과 평균을 기준으로 각 프레임에서 가장 먼 

정도의 절대값(error), 그리고 각 발화구간 별 평균값의 변화량(change)을 

추출하였다.  

ZCR(Zero Crossing Rate)은 연구 I과 동일하게 추출되었으며, ZCR을 

이용하여 음성이 있는 구간을 연구 I에서 추출하였다면, 연구 II에서는 

공백이 있는 구간을 ‘pause portion’ 으로 추출하였다. 또한 ‘total 

count’ 는 발화된 문장의 총 개수를 추출하여 새로운 변수로 선정하였다. 

 

4. 텍스트 데이터의 추출 

 

연구 I과 동일한 방법으로 분할된 음성 파일은 파이썬 라이브러리인 음성 

인식 툴킷을 사용하여 텍스트로 변환되었다. 툴킷의 음성 인식기는 구글 

API를 사용하였으며, 한국어 음성을 인식할 수 있는 “ko-KR”로 

설정하였다. 모든 발화의 텍스트를 독립적으로 기록하였고, 이 과정에서 

내용이 인식되지 못한 발화는 분석에서 제외하였다. 
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5. 통계학적 방법 

 

범주형 변수는 피어슨 카이 제곱 검정(Pearson's chi-squared test)를 

통해 비교하였고 연속형 변수는 스튜던트 T 검정(student T test)를 통해 

분석하였다. 많은 수의 목소리의 지표들을 동시에 분석하였기 때문에 제 1종 

오류를 감소시키고, 사회인구학적 정보와 임상 변수들에 대한 영향을 

보정하기 위하여 다변량 공분산분석(Multivariate analysis of covariance, 

MANCOVA)방법을 적용하였다. 

여러 목소리의 지표들이 추출된 뒤, 연구 I에서와 같이 왜도의 절대값이 2 

이하일 경우와 첨도의 절대값 7 이하일 경우 모두를 만족할 때 정규성을 

띈다고 가정하였다(110). 따라서 목소리의 지표들 중 정규성의 조건을 

만족하지 않을 경우, 왜도가 양의 값이면 로그 지환을 하였다. 로그 치환 후 

왜도와 첨도의 기준이 정규성의 기준이 부합한 것을 확인하였다(표 2-1). 

모든 통계는 Windows용 IBM SPSS Statistics 버전 25.0(SPSS Inc., 

Chicago, IL, USA)을 사용하여 분석을 수행하였다. 

또한 매개 회귀 분석(mediation analysis)을 시행하기 위하여 각 목소리의 

지표들과 임상 변수간의 피어슨 상관관계(pearson’s correlation 

analysis)를 통해 분석하였다. 우울증상과 불안, 그리고 자살사고는 밀접한 

매개 관계에 있음이 여러 선행 연구들에 의해 밝혀져 있다(111, 112). 

따라서 본 연구에서는 우울증상이 목소리 지표에 미치는 영향에도 안과 

자살사고가 다중으로 매개한다는 가정하에 연속 다중 매개 매개 분석 (serial 

multiple mediator model)을 시행하였다. 매개 분석은 SPSS PROCESS 
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macro. 3.5 버전의 모델 6번을 이용하여 정상군과 우울증 군에서 각각 

분석을 시행하였다.    

 

6. 기계학습의 방법 

 

우선 연구 I에서 구축된 음성지표의 알고리즘을 연구 II에서 추가적으로 

모집된 피험자를 대상으로 적용하였다. 그리고 연구 II의 알고리즘을 새로이 

구축하기 위하여 음성 지표들을 기반으로 우울증 환자를 구별하는 알고리즘 

구축을 위해 연구 I에서 진행하였던 4가지 기계학습 기법 외, quadratic 

discriminant analysis(QDA)기법과 Adaptive boosting(Adaboost)기법을 

추가로 적용하였다. QDA 방법은 LR와 유사하게 측정된 지표들이 정규성을 

띈다는 가정하에 각 군을 구별할 수 있는 기준선을 찾아가는 방법이지만, 

QDA는 LR에 비하여 비교적 작은 수의 학습에서 더 안정적인 

모델이다(113). 연구 II와 연구 III에서는 정상군과 우울증군을 구분하고, 

순차적으로 우울증군 내에서 자살 저위험군과 자살 고위험군을 구분하는 

단계별 접근을 계획하였고, 이러한 단계별 접근의 방법으로서 QDA는 

LR보다 더 적합한 모델일 수 있다(114). Adaboost 기법은 단순 분류를 

시행한 뒤 분류의 결과가 좋은 샘플에게 가중치를 주고, 분류 성능이 좋지 

못한 문제에 더 집중하여 새로운 분류의 규칙을 세워 나가면서 모델의 

성능을 개선시키는 방법이다(115). 

또한 연구 II에서는 전체 데이터의 80%를 학습에 활용(training)하였고, 

남은 20%의 데이터를 정확도 확인(validation)에 이용하였으며, 모든 

기계학습의 성능에 대한 지표들은 5중 교차검증을 통한 값들의 평균 수치로 
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산정되었다. 

 

텍스트 데이터를 기반으로 우울증 환자를 구별하는 방법에서는 텍스트 

하나하나가 각 군에 속할 확률을 계산하는 조건부 확률 기반 기계 학습 

알고리즘인 나이브 베이즈 (Naïve Bayes) 방법을 활용하였다. 텍스트 

영역에서 나이브 베이즈 방법은 전체 문장에 나타나는 단어의 빈도를 계산한 

다음 이를 기반으로 통계 모델을 훈련한다. 따라서 연구 II에서는 정상군와 

우울증 환자군에 따른 단어 빈도의 분포를 학습한 뒤, 피험자가 말한 문장의 

단어를 기반으로 그 피험자가 어느 그룹에 속하는지 확률을 예측하였다.  

특히 앙상블 모델의 경우, 각 군의 피험자 수가 30명을 넘어갈 경우 

가우스 정규 분포를 만족한다는 가정(116-119)하에 인구통계학적 

분포로부터 가우스 밀도 분포를 생성한 뒤, 주어진 인구통계학적 지표가 각 

그룹에 속할 확률을 계산하였다. 이후 텍스트 기반의 Naive Bayes 분류기에 

이 확률을 구현하여 앙상블 모델을 구축하였다. Naive Bayes 분류기는 

Natural Language Toolkit 패키지(120)에서 사용되었으며 scikit-learn 

패키지는 밀도 추정 및 분석에 사용되었다. 모든 실험은 5중 교차 검증을 

통해 수행되었다. 정상군와 우울증군을 비교하는 앙상블 모델에서는 두 

군에서 통계적 차이를 보였던 사회인구학적 지표들과 함께 성별까지 

포함하여 모델을 구성하였다. 마지막으로 각 기계학습 모델의 ROC 값은 

DeLong test에 의하여 비교하였다(121). 
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제 2 절 결과 

 

1. 연구 II에서 추가적으로 모집된 피험자에 대한 연구 I 알고리즘의 결과 

연구 II에서 2019년 1월 10일부터 2021년 8월 31일까지 총 85명의 

우울증 환자군(current depression group, CD)이 모집되었고, 그 중 

자가보고 설문지를 완료하지 않은 2명이 연구에서 배제되어 분석에는 총 

83명의 데이터가 이용되었다. 105명의 정상군(healthy control group. HC)이 

모집되었으며, 그 중 MINI를 통하여 과거 혹은 현재 정신과적 병력이 밝혀진 

22명은 분석에서 제외되어, 정상군에는 총 83명이 분류되었다. 

이들 중 연구 I의 알고리즘 구축 분석에 포함되지 않았던 83명을 대상으로 

연구 I의 알고리즘을 적용한 결과를 확인하였다. 83명에는 정상군이 58명, 

경도 우울증군이 6명, 주요 우울증군이 19명이었다. 그 결과 정확도는 SVM 

모델에서 0.706으로 가장 높았으며, 민감도까지 포함된 F1 점수는 GNB 

모델에서 0.406으로 가장 높았다(표 2-2). 

 

2. 정상군과 우울증군 간의 비교 

사회인구학적 정보를 살펴보면, 정상군에서 평균 연령은 37.072세로 

우울증군의 평균연령 30.916세보다 높았다. 성별에서는 통계적 차이를 

보이지 않았으며, SES는 정상군이 우울증군보다 더 낮은 경향을 보였다. 

BMI의 경우 우울증군의 평균이 24.809로, 정상군의 평균 22.364보다 

높았으며, 정신건강의학과 외 다른 질환으로 복용하고 있는 약물이 있는 

피험자는 우울증군에서 더 많음을 확인할 수 있었다(표 2-3). 

우울증상에 대한 척도, 불안 증상에 대한 척도와 자살사고에 대한 척도 
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점수는 모두 우울증군에서 통계적으로 유의하게 높았으나, BIS 점수, 즉 

충동성에 대한 점수는 양 군에서의 차이를 확인할 수 없었다(표 2-4).  

 

3. 목소리 지표를 통한 기계학습 알고리즘 결과 

 

스튜던트 T 검정을 통해 정상군과 우울증군을 비교하였을 때에는 

spectral_band, ZCR, pause portion, total count_log 총 4가지 목소리 

지표에서 통계적으로 유의한 차이를 확인할 수 있었다. 하지만 사회인구학적 

정보 중에서 양 군의 차이가 있었던 나이, SES, BMI와 다른 약제 복용 

유무를 MANCOVA를 통해 보정한 뒤에는 time_log, spectral_band, 

mean_pitch, change_pitch_log, ZCR, pause portion, total count_log 총 

7개의 지표에서 통계적으로 유의한 차이를 확인할 수 있었다. 하지만 불안 

척도 점수인 BAI의 결과를 위 MANCOVA 모델에 공변으로서 함께 보정을 

한 뒤에는 spectral_band, ZCR, pause portion, total count_log 만이 통계적 

유의성이 유지되었다(표 2-5). 

목소리의 지표들을 기계학습의 다양한 모델에 학습을 시켰고, 기존의 연구 

I에서 활용하였던 LR, GNB, SVM, MLP 등의 결과는 F1 수치가 0.514에서 

0.777 가량의 성능을 보였으며, 그 중에서는 GNB를 통한 기계학습 모델이 

가장 우수한 성능을 보였다. 이번에 새롭게 적용한 QDA 모델은 GNB 

모델보다 F1 수치와, 정확도, 민감도의 특이도 모두 더 높은 성능을 보임을 

확인할 수 있었다. 하지만 QDA 모델의 경우 두 군에서 통계적으로 유의함을 

보였던 4개의 지표만을 추출하여 학습을 시켰을 경우 그 정확도가 감소하는 

것을 확인할 수 있었다(표 2-6). 
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가장 우수한 성능을 보였던 QDA 모델의 ROC 곡선을 확인해보았을 때, 

5중 교차 검증 후 평균 AUC는 0.806 이었고, 가장 높은 수치는 0.88을 

기록하였다(그림2-1).  

 

4. 텍스트 데이터를 이용한 기계학습 알고리즘 결과 

 

피험자가 말한 전체 단어는 총 21,376단어였으며, 그 중 모든 피험자 

중에서 한 번만 사용되었던 희귀 단어가 4.49%였고, 이는 분석에서 

제외되었다. 피험자가 말하는 문장들 중 최대 길이는 1504글자, 평균 문장 

길이는 33.91글자였다.  

사용된 단어들 중에서 우울증환자에서 더 많이 사용되었기 때문에 

중요도가 높은 단어들은 “입원”, “시도”, “실수”, “구토”, “쉬는”, 

“바닥” 등이 선정되었고, 이를 바탕으로 텍스트 마이닝(text mining)까지 

진행하였다(그림 2-2, 그림 2-3).  

현재 우울증 진단 모델은 인구통계학적 정보를 이용한 모델의 AUC가 

0.761로, 텍스트를 이용한 모델의 AUC가 0.902로 더 높은 것을 확인하였다. 

반면 인구통계학적 정보와 텍스트 정보로 학습한 앙상블 모델과 텍스트 

정보만으로 학습한 모델 간에는 유의한 차이가 없었다(표 2-7). DeLong 

test를 통해 인구통계와 텍스트만을 이용한 각 모델의 ROC 곡선을 

비교하였을 때 p-value 0.001의 통계적 유의하게 텍스트를 이용한 모델에서 

더 성능이 우수함을 확인할 수 있었다. 하지만 텍스트만 이용한 모델과 

앙상블 모델을 비교함에 있어서는 DeLong test 결과 통계적 유의성을 

보이지 않았다(그림 2-4).  
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5. 목소리 지표들과 임상 변수와의 상관 분석 

 

정상군과 우울증군에서 임상 변수의 차이가 크기 때문에, 임상 변수와의 

상관 관계 분석은 두 군 내에서 이루어졌다. 정상군에서의 상관 분석에서 

HDRS와 BAI, BAI와 BSS는 각각 통계적으로 유의한 상관관계를 보였다. 

하지만 HDRS와 BSS의 관계는 통계적으로 유의한 상관관계를 보이지 

않았다. 음성 지표들을 분석한 결과, HDRS와 상관을 보이는 지표는 pitch의 

평균, error, pause portion과 total count_log 총 4개의 지표였고, BAI와 

상관 관계를 보이는 지표는 time_log, spectral_band, formant0, 

change_p_log, change_m_log 총 5개의 지표였다. 또한 BSS와 상관 관계를 

보이는 목소리 지표는 formant0, formant2 2개의 지표뿐이었다(표 2-8). 

한편 우울증군에서는 HDRS, BAI, BSS 모두가 통계적으로 유의한 상관 

관계에 있었다. 목소리 지표들의 경우 HDRS와 상관 관계를 보이는 지표는 

spectral_rmse, formant_BW1 2개의 지표였고, BAI와 상관 관계를 보이는 

지표는 time_log, change_p_log, change_m_log 3개의 지표였다. BSS와 상관 

관계를 보인 지표는 spectral_centroid, spectral_band, spectral_rolloff, 

formant_BW1, ZCR, pause portion 총 6개의 지표가 있었다(표2-9). 

 

6. 우울, 불안, 자살사고와 목소리와의 매개 분석 

 

우울증이 목소리에 미치는 영향에 불안과 자살사고가 다중 매개를 

함으로서 영향을 준다는 가정을 하에 목소리 지표와의 매개 분석을 하기 
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위하여 앞서 상관 분석을 진행하였다. 그 중 정상군은 우울, 불안 및 

자살사고 위험도의 점수 자체가 낮게 분포되어 있기 때문에, 그 매개 관계를 

잘 설명하기 위해서는 우울증군에서 자살사고와 상관관계를 보이는 목소리 

지표들을 위주로 매개 분석을 시행하였다.  

Spectral_band 지표에 대한 매개분석 결과, 정상군에서는 우울증상이 

spectral_band에 미치는 직접 및 간접적 영향은 모두 통계적 유의성을 

보이지 않았다(표 2-10, 그림 2-5). 하지만 우울증군에서는 우울증상 

자체가 spectral_band에 미치는 직접적인 영향은 통계적으로 유의성을 

보이지 않았으나, 우울증상이 불안과 자살사고에 의하여 연속적으로 매개되어 

spectral_band에 미치는 간접적인 영향력과 우울증상이 자살사고에 의해 

매개되어 spectral_band에 미치는 간접적인 영향력을 확인할 수 있었다(표 

2-11, 그림 2-6). 
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제 3 절 고찰 

 

기존의 연구 I의 타당성검증(validation)에서 가장 우수한 성능을 보였던 

모델은 MLP 를 적용한 모델이었다. 하지만 연구 II의 새로운 데이터를 

기반으로 평가한 검증(test)의 결과에서는 정확도가 가장 높은 모델은 SVM 

모델이었으며, 민감도를 모두 포함한 성능이 가장 우수한 모델은 GNB 

모델이로, 타당성검증시와는 다른 모델에서 각각 우수한 성능을 확인하였다. 

이는 하나의 데이터 세트에 다양한 모델을 적용할 때의 성능은 데이터의 

불균형 등에 영향을 받기 때문으로 판단된다. 따라서 향후에는 다양한 모델의 

성능을 각각 비교하는 연구들이 추가로 진행되어, 음성 및 텍스트 데이터의 

분석에 가장 유리한 모델이 어떠한 것인지에 대한 기준이 정해져야 할 

것이다. 

이어 연구 II에서는 정상군과 우울증군에서 목소리의 지표들과 인터뷰에서 

사용하는 단어가 다를 것이라는 가정하에, 양 군 간의 차이를 유발하는 

지표들에 대해서 알아보았다. 특히 연구 I에서 불안척도를 보정하지 않았다는 

한계가 있으나 연구 II에서는 임상지표들을 보정한 뒤에도 통계적 유의성을 

보이는 음성의 지표 7개를 발굴하였고, 이 중 3개의 지표는 불안 점수를 

보정한 뒤에도 통계적 유의성이 유지되었다. 사회인구학적 변수들을 보정 뒤 

정상군과 우울증군에서 차이를 보인 7개의 지표는 각각 time_log, 

spectral_band, mean_p, change_p_log, ZCR, pause portion, total 

count_log였다. Time_log는 피험자가 발화한 총 시간의 log 치환값, 

spectral_band는 성대의 특징을 반영하는 지표이다. Mean_p는 발화의 평균 

음높이, change_p_log는 각 문장마다 평균 음높이의 변화정도의 log 치환값, 
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ZCR이 음성이 존재하는 비율, pause portion은 발화 중 공백이 존재하는 

비율, total count_log는 발화된 전체 문장의 개수를 의미한다. 이를 

해석해보자면 우울한 군에서 상대적으로 더 길게 발화하며, 발화되는 문장의 

수가 많았다. 하지만 음성의 존재비율은 적고 공백이 많았으며 음높이의 평균 

높이가 낮아져 있고, 각 발화구간 별 음높이의 차이가 커져 있었다. 우울한 

군에서 음성을 머뭇거리는 특징과 평균 음높이가 낮은 특징을 보인다는 것은 

기존의 연구와 일치하는 결과를 보였다(32,34,123). 하지만 우울한 군에서 

발화시간과 양이 더 많다는 것은 기존의 연구와는 다른 결과였다. 이 것은 

MINI라는 구조화된 인터뷰가 가진 특징을 살펴보면 이해할 수 있다. MINI는 

우울한 기분부터 시작하여 성격장애에 이르기까지 다양한 정신 병리에 

대해서 질문을 하도록 구성되어 있다. 특히 정신 병리가 있을 경우에는 그에 

대한 부가적인 탐색을 하여 진단기준에 부합한지 확인하고, 정신 병리가 없을 

경우에는 그 다음 파트로 넘어가도록 지시한다(124). 이러한 점을 고려하면 

정신 병리가 없는 정상군에서는 질문의 항목 자체가 더욱 적었을 것이며, 

그로 인한 대답 역시 줄어드는 결과를 보였을 것이다. 불안지표인 BAI를 

보정한 뒤에도 ZCR, pause portion, total_count_log는 통계적 유의정을 

유지하고 있었고, 이는 우울감이 발화중의 여백을 증가시킨다는 것을 더욱 

강하게 지지한다.  

정상군과 우울증군이 대답에서 활용된 단어들 중에서 빈도의 차이가 큰 

단어들 상위 10개를 살펴보았을 때, “입원”, “시도”, “실수”, “구토”, “휴식", 

“바닥”, “충(벌레)”, “죽는”, “부정”, “퇴원” 등이 존재하였다. 본 연구에서는 

한국어 감정 분류 사전의 한계로 인하여 감정어를 분류하지는 않았으나, 

“입원”, “실수”, “구토”, “바닥”, “충”, “죽는”, “퇴원” 등의 부정적 의미를 가진 
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단어들이 다수 포함되어 있는 것을 확인할 수 있었다. 이 것은 기계학습을 

기반으로 한 텍스트 분석이 임상적으로도 중요한 단어를 추출하는 능력이 

충분함을 보여주는 근거이다.  

목소리의 지표를 이용한 모델과 텍스트 데이터를 이용한 각각의 인공지능 

알고리즘을 구축하고, 그 구축된 알고리즘의 정확도를 확인해보았다. 목소리 

지표를 이용한 모델의 경우에는 QDA 방법을 이용한 모델이 가장 높은 

성능을 보였으며 모든 목소리 지표를 활용하는 모델에서 F1 값을 포함한 

정확도, 민감도와 특이도 모두가 높아지는 것을 확인하였다. 5중 교차 검증의 

결과, AUC값은 0.806, F1 score 0.820 상당히 우수한 수치를 보였다. 또한 

텍스트 데이터를 이용한 모델의 경우에는 AUC 0.905의 높은 값을 보였으며, 

임상지표와 함께 구축한 앙상블 모델과도 성능의 차이가 없었다. 이러한 

수치는 기존의 연구들에서 우울증 존재를 분류하는 기계학습 모델의 

정확도는 74~80%였고(25, 125), 여러 모델을 비교하였을 때에는 SVM이 

Gaussian mixture models (GMM) 이나 MLP보다 더 나은 성능을 보인 

연구 결과도 있었다(126). 하지만 본 연구에서는 기존의 연구에서는 다루지 

않았던 Adaboost 기법과 QDA 기법을 통해 더 좋은 성능을 확인할 수 

있었다. 이러한 기법들이 본 연구에서 더 좋은 성능을 보일 수 있는 것은 본 

연구의 샘플 수가 적은 편이고, 목소리의 지표는 20가지가 들어가기 때문에 

이들 간의 상호작용과 다양한 지표 등에 대한 학습이 이뤄지는 것이 그 

원인으로 생각할 수 있다. 텍스트를 기반으로 한 분류 결과는 놀라운 

정도였고, 민감도는 76.2% 였으나 특이도는 95.1%정도로 높고, AUC는 

0.907 이라는 놀라운 지표를 확인하였다. 또한 이러한 지표는 통계적으로 

유의한 차이를 보였던 사회인구학적 정보들인 나이, SES, BMI과 비정신과적 
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약물 복용력, 그리고 성별까지 종합하여 예측한 모델보다 더 정확한 수치를 

보였다. 한편 사회인구학적 정보와 텍스트 데이터를 모두 사용한 앙상블 

모델과 텍스트데이터만을 사용한 모델과는 성능의 차이가 없었다. 이러한 

정확도를 보일 수 있었던 것은 MINI 인터뷰를 통해서 텍스트 데이터가 

얻어졌기 때문에 비교적 열린 질문에 대한 대답이 많아 단어의 수가 상당히 

많고 다양하고, 우울증 환자에서 부정적인 단어 사용의 빈도가 높기 때문이다. 

또한 텍스트 모델과 앙상블 모델에서 성능의 차이를 보이지 않았던 것은 

텍스트 자체가 두 군을 분류함에 있어서 우수한 지표임을 시사한다. 

더욱이 연구 II에서는 HDRS, BAI, BSS와 음성 지표들 간의 상관관계까지 

확인하였고, 환자군에서 우울정도와, 불안정도, 또한 자살 위험성과 상관 

관계를 보이는 음성의 지표가 각각 다르다는 것을 확인하였다. 이를 바탕으로 

매개분석까지 진행하였고, 그 결과 환자군에서 불안감 자체가 우울증상과 

목소리의 변화 사이를 매개하는 영향은 확인할 수 없었으며, 자살사고가 

동반될 경우에는 목소리의 변화를 매개하고, 그 관계에서는 불안감도 중요한 

역할을 한다는 점까지 확인할 수 있었다. 

본 연구는 인터뷰를 통해 획득한 환자의 목소리와 환자가 사용한 텍스트 

데이터를 기반으로 세계 최초로 우울증을 분류하는 알고리즘을 구축하였고, 

다양한 기계학습 모델을 접목시켜본 최초의 연구로서, 다양한 강점을 가지고 

있다. 첫째로 사용된 텍스트가 실시간 인터뷰에서 사용된 텍스트라는 점이다. 

본 연구 II에서는 음성 녹음 파일을 텍스트화시키는 toolkit를 활용하였기 

때문에, 인터뷰 녹음을 즉각적으로 텍스트화 할 수 있다는 장점이 있다. 또한 

툴킷으로 인하여 텍스트화된 데이터 중에서 오류에 의해 인식되지 않은 

텍스트만을 바탕으로 분류하는 것에도 상당히 좋은 성능을 보였기 때문에 
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향후 실제 임상 현장에서의 인터뷰를 진행하면서 자동으로 텍스트화하여 

활용할 수 있다는 가능성이 있다. 둘째, 텍스트와 인구통계학적 데이터를 

활용할 수 있는 앙상블 알고리즘을 구축하였다는 점이다. 앙상블 모델을 

구축할 때에는 텍스트의 정확성을 확인하기 위하여 포함되는 변수를 통계적 

유의성을 보이는 지표들 외 추가되는 변수를 최소화하였으나 그 정확도는 

텍스트를 기반으로 한 알고리즘과 유사한 정도였다. 

하지만 본 연구에서는 여러 가지 한계 역시 가지고 있다. 첫째, 본 연구에 

사용된 텍스트 내용은 MINI 질문에 대한 대답만을 기반으로 하였기 때문에 

중요한 데이터가 포함되지 않았을 가능성이 있다. 하지만 그림 2-2를 미루어 

볼 때, 같은 질문에 대해서도 정상군과 우울증군이 다른 단어를 사용하며 

대답을 하고, 우울증군에서 중요하게 사용되는 단어들은 부정적 의미를 가진 

단어들이 많았기 때문에 본 한계를 다소간 극복할 수 있다. 하지만 향후에는 

더 개방된 질문에 대한 인터뷰 등을 기반으로 정상군과 우울증군이 사용하는 

단어에 대한 대규모의 연구가 진행될 필요가 있다. 둘째로 본 연구 II의 

참가자 중 80%는 여성이었으며, 86.75%는 양극성장애를 진단받았다. 즉 본 

연구의 결과가 모든 인류를 대상으로 일반화할 수 없다는 한계가 있다. 본 

연구에 참여한 참가자들의 선택 편향(selection bias)가 있을 가능성도 있다. 

또한 본 연구는 3차 의료기관에서 이루어진 연구이기 때문에 “입원” 둥과 

같은 단어가 더 중요하게 사용되었을 가능성도 있다. 만약 입원 병상이 없는 

병원이었다면 “전원” 등의 단어가 더 중요하게 사용되었을 가능성도 있다. 

따라서 다양한 연령대와 다양한 임상현장의 인터뷰 내용을 바탕으로 본 

연구의 결과가 재확인되는지 살펴 보아야 한다. 또한 최근에는 목소리의 

지표를 분석하는 방법으로서 멜 주파수 스펙트로그램 (mel frequency 
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spectrogram) 등 지표를 계산하여 값으로 산정하지 않고, 스펙트로그램 

자체를 학습시키는 연구들 역시 진행되고 있다(127, 128). 또한 

텍스트분석에는 자연어 처리 기법(natural language processing) 중 감정어 

분류를 통한 연구가 진행되고 있다(105). 하지만 이러한 기법을 본 연구에 

적용하기에는 목소리 변화에 대한 임상적 의미를 찾을 수가 없었고, 감정어 

분류의 경우 현존하는 국내 감정 분류 사전 3가지를 살펴보았지만 본 

연구에서 추출된 단어들에 대한 분류가 미흡하여 활용할 수 없는 상황이었다. 

따라서 향후 본 연구의 데이터에도 더 다양한 분석 기법을 적용하여 

알고리즘을 정밀화하는 과정이 필요하겠다. 
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제 4 장 목소리와 텍스트 데이터를 통해 

자살고위험군을 진단하는 인공지능 알고리즘 개발 

(연구 III) 

 

연구 III에서는 연구 II의 피험자 중 우울증군 83명에 대한 하위집단 

분석으로서, 우울증군 내에서도 자살 저위험군(depression with low suicide 

risk, DLSR)과 자살 고위험군(depression with high suicide risk, 

DHSR)으로 하위 집단을 구분하여 분석을 시행하였다. 

임상의가 자살의 위험성을 판단해야 하는 환경은 다양하지만, 정신과적 

문제가 없는 사람을 대상으로 자살의 위험성을 판단하는 경우는 많지 않다. 

임상 현장, 즉 외래나 입원 병실, 그리고 응급실에서 정신과적 문제와 함께 

자살에 관련된 생각을 호소하는 이들 중 정말로 자살 위험성이 어느 정도 

일지를 판단하는 것이 어려운 점이다(129). 따라서 본 연구 III에서는 우울한 

환자들 중에서 자살 고위험군과 저위험군을 구분하고, 구분된 양 군의 목소리 

지표의 차이를 알아보고자 한다. 또한 목소리 지표와 연구 II에서 활용되었던 

텍스트 데이터를 기반으로 두 군을 구별할 수 있는 기계학습 알고리즘을 

구축하고 그 정확도를 알아보고자 한다. 

자살 고위험군을 정의함에 있어서도 다양한 방법이 있을 수 있다. 본 

연구 III에서는 첫번째로는 BSS의 점수를 이용해 자살 고위험군을 

정의하였다. BSS는 정해진 절단 기준점이 없는 점수이지만 점수가 높을수록 

자살의 위험도가 높다는 것을 시사한다(108,109). 한 연구에서는 BSS의 

절단 기준점을 24점으로 할 경우 자살 사망자를 하지만 본 연구에서 BSS를 



 

 50 

24점을 기준으로 분류하면 민감도 100%, 특이도 90%라는 연구 결과도 

있었지만, 하나의 연구에서 사용된 절단 기준점이기 때문에 공인된 기준으로 

판단하기 어렵다(130). 따라서 연구 III에서는 전체 피험자 166명의 BSS 

점수 분포를 살펴보고, 상위 25%의 절단 기준점인 17을 기준으로 양 군을 

구분하는 방법을 우선적으로 선택했다. 

둘째로는 본 연구에서는 MINI를 사용하였고, MINI에 포함된 자살성 

모듈은, 최근 한 달의 상황을 묻는 5개 항목과 평생 동안의 상황을 묻는 1개 

항목으로 구성되어 자살 위험성을 평가하는 평가자 평정 척도이다. 적어도 한 

문항에 그렇다고 응답한 경우 현재 자살 위험성의 존재를 시사한다. 각 

문항의 점수를 합산하여, 현재 자살 위험성을, 저위험(1-5점), 중위험(6-

9점), 고위험(10-33점)으로 평가한다(67). 따라서 MINI에서 최근 1달 이내 

자살 위험성이 있고, 그 위험성이 고위험으로 평가된 피험자를 자살 

고위험군으로 분류하고, 그 외의 우울증군은 자살 저위험군으로 분류하여 

분석을 진행하였다. MINI의 자살성 모듈은 다양한 연구에서도 자살 위험을 

평가하는 기준점으로 활용되고 있다(131, 132). 

자살 예방 대책의 효과적인 접근을 위해 자살 고위험군을 정의하고 이에 

대한 효과 등을 확인하는 과정은 필요하다(133). 하지만 자살 위험군에 대한 

정의는 분명하지 않으며, 선정하는 범위에 따른 진단의 정확도가 달라질 

가능성이 있다. 자살 고위험군의 범위에 따라서 본 연구 III에서 개발하는 

진단 알고리즘의 민감도와 특이도가 변화할 수 있다(134). 따라서 연구 

III에서는 비교적 자살 위험도 평가에서 전세계적으로 많이 활용되는 BSS와 

MINI의 자살성 모듈 두가지를 각각 적용하였을 때의 자살 고위험군을 

정의하고, 이에 따른 진단의 알고리즘을 구축하여 평가해보고자 한다. 
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제 1 절 연구대상 및 방법 

 

1. 연구 대상자 

 

연구 II에서 우울증군으로 분류된 83명을 연구 III의 대상으로 선정하였다. 

 

2. 평가 항목 

 

연구 II를 통해 모집한 사회인구학적 정보와 임상 정보 자료, MINI, HDRS, 

PHQ, BAI, BIS, BSS 척도 자료를 사용하였다. 

연구 III에서는 연구 II와 같이 정신질환 외 다른 질병으로 복용하고 있는 

약물에 대해 확인하였다. 피험자들이 복용하는 약물에는 현재 여성호르몬제, 

피나스테리드, 레보티록신, 테노포비르, 아미트립틸린, 메트포르민 등 다양한 

약물을 복용하고 있지만 그 중 음성변화와 관련되었다고 보고된 약물은 

여성호르몬 대체요법 뿐이었다(135). 다만, 현재 1명만이 여성호르몬 

대체요법 중이었기 때문에 이로 인한 목소리의 변화는 본 연구 III에서는 

고려하지 않았다. 연구 III에서는 추가적으로 질병으로 인한 주관적 통증에 

대한 정보를, 1에서 5까지의 리커트 척도를 통해 수집하였다. 이는 자살 

고위험군과 저위험군의 타과 약제를 복용하는 비율이 같더라도, 통증 등의 

지병으로 인한 고통의 정도가 다를 수 있고, 스스로 느끼는 고통의 정도가 

우울감에 미치는 영향이 있을 수 있기 때문이다(136).  

그 외 연구 III에서는 질병으로 인한 주관적 괴로움을 추가적으로 

분석하였다. 질병이 있는 유무만으로는 그 주관적 괴로움의 정도는 다를 수 
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있으며, 주관적 괴로움이 심할수록 우울감 등의 기분에 미치는 영향 역시 

커지기 때문이다(137). 또한 연구 I에서와 같이 복용하는 항정신병약물의 

복용량을 1일 약물 복용량 기준으로 olanzapine(OZP)을 기준으로 

등가용량을 환산한 뒤 합산하였다(65,66).  

 

3. 목소리 지표와 텍스트 데이터 

 

연구 II를 통해 획득한 목소리 지표와 텍스트 데이터를 동일하게 

사용하였다. 

 

4. 통계학적 방법 

 

범주형 변수는 피어슨 카이 제곱 검정(Pearson's chi-squared test)를 통해, 

연속형 변수는 스튜던트 T 검정(student’s T test)를 통해 분석하였다. 

목소리의 지표들을 다변량 공분산분석(Multivariate analysis of covariance, 

MANCOVA)방법을 적용하여 임상 변수들에 대한 보정을 시행하였다. 

통계분석에는 Windows용 IBM SPSS Statistics 버전 25.0(SPSS Inc., 

Chicago, IL, USA)을 사용되었다. 

 

5. 기계학습 

 

음성 지표들을 기반으로 우울증 환자를 구별하는 이분법 과제에서는 연구 

II에서 진행하였던 LR, GNB, Adaboost, QDA. SVM, MLP 6가지 방법을 
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모두 적용하여 성능을 확인하였다. 또한 연구 II에서와 같이 전체 데이터의 

80%를 학습시키고, 남은 20%의 데이터를 정확도를 확인에 이용하였으며, 

기계학습의 성능에 대한 지표들은 5중 교차검증을 통한 값들의 평균 수치로 

산정되었다. 

 

텍스트 데이터를 기반으로 우울증 환자를 구별하는 방법 역시 연구 II와 

같이 나이브 베이즈 (Naïve Bayes) 방법을 활용하였다. 연구 III에서의 

앙상블모델의 경우에도 사회인구학적 정보들 중 양 군에서 통계적 유의성을 

보이며 차이가 있는 변수를 포함하여 구성하였다. Naive Bayes 분류기는 

Natural Language Toolkit 패키지(120)와 scikit-learn 패키지가 

사용되었다. 또한 각 기계학습 모델의 ROC 값은 DeLong test에 의하여 

비교하였다(121). 
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제 2 절 결과 

 

1. 기준 별 자살 위험이군 분류의 차이 

 

연구 II에서 정상군과 우울증군 모두를 합쳐 BSS값의 분포를 확인하였을 

때, 최소값은 0, 최대값은 35였으며 평균은 9.627이었으며, 상위 75% 

이상은 18점이 기준이었으나, 18점을 기준으로 절단하기에 17점에 분포되어 

있는 피험자가 6명으로 많았다. 따라서 BSS를 기준으로 분류함에 있어서는 

자살 고위험군을 다소 넓은 범주로 정의하여 분석하기 위해, 17점 이상인 

피험자 50명이 자살 고위험군으로 분류되었고, 그 외 33명의 피험자는 자살 

저위험군으로 분류되었다. 

한편 MINI의 자살성 모듈을 기준으로, 최근 1달 이내 자살 위험이 있고, 

그 위험에 대한 평가가 높다고 평가된 피험자는 총 31명이었다. 이 31명이 

자살 고위험군으로 분류되었고, 그 외 52명의 피험자가 자살 저위험군으로 

분류되었다. 

 

2. 자살 저위험군과 자살 고위험군의 비교 (BSS를 기준으로) 

 

BSS를 기준으로 자살 저위험군 33명과 자살 고위험군 50명에 대한 

사회인구학적 정보를 비교하였을 때, 양 군에서 BMI, SES, 성별, 정신과 외 

다른 질병으로 복용 중인 약물 유무, 그로 인한 주관적 고통 모두 통계적으로 

유의한 차이를 보이지 않았다. 오직 나이에서만 차이를 보였고, 자살 

저위험군의 평균 연령은 33.788으로, 자살 고위험군(평균 연령 29.02)보다 
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나이가 많았다. 또한 양군에서 복용중인 항정신병약물을 olanzapine을 

기준으로 등가용량으로 치환하여 총 합을 하였을 때, 용량에서의 차이를 

보이지 않았다. 

한편 양 군에서 MINI를 통해 진단된 정신건강의학과적 질병 유무를 

비교해보았을 때, 자살 고위험군에서 통계적으로 유의하게 공황장애가 많음을 

확인할 수 있었다. 그 외 질환들은 양 군에서 차이를 보이지 않았다(표 3-1). 

임상적 변수에 대해서 살펴볼 때, BIS를 제외한 PHQ, HDRS, BAI, BSS 모두 

통계적으로 유의하게 자살 고위험군에서 높음을 확인할 수 있었다(표 3-2). 

 

목소리 지표들을 양군 간 비교하였을 때, 아무 보정이 없이 자살 

저위험군과 고위험군을 비교한 결과 formant_BW0, 1, 2 총 3개의 지표에서 

통계적으로 유의한 차이를 보였다. 하지만 사회인구학적 정보 중 양 군에서 

차이가 있었던 나이를 보정한 뒤에도 통계적으로 유의한 차이를 유지하는 

지표는 formant_BW1, 2 뿐이었다. 한편 자살 고위험군에서 공황장애를 

동반한 환자가 많았고, 실제 임상지표에서도 BAI가 높았기 때문에, BAI를 

보정한 뒤에 통계적으로 유의한 차이를 보이는 지표를 확인해보았을 때에는, 

formant_BW1, 2와 formant0까지 총 3개의 지표가 자살 위험도에 따른 

차이를 보였다(표 3-3). 

 

3. 자살 저위험군과 자살 고위험군의 분류 알고리즘 (BSS를 기준으로) 

 

20개의 목소리 지표를 바탕으로 자살 고위험군과 저위험군을 구별하는 

알고리즘에서는 LR 기법과 SVM 방법이 F1 점수 0.789, 정확도 0.718으로 
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가장 높은 점수를 보였다. 전반적으로 각 모델에서 민감도는 낮아지고 

특이도가 높아진 경향을 확인할 수 있었다. MLP 모델이 민감도가 0.535으로 

가장 높았으며, 특이도는 SVM이 0.840으로 가장 높음을 확인할 수 

있었다(표 3-4, 그림 3-1). 

 

사회인구학적 변수를 예측변수로 사용하는 모델에서 자살 저위험군과 자살 

고위험군 간의 통계적으로 유의한 지표였던 연령을 포함하여, 항정신병 약물 

용량, SES, BMI 및 두 그룹 간에 차이가 나는 BAI 점수 등이 포함되었다. 

사회인구학적 모델을 통해 자살 고위험군과 저위험군을 구분할 때에는 AUC 

0.511 이었으나, 텍스트를 기반으로 자살 위험군을 분류할 때에는 AUC가 

0.626, 정확도 0.602, 민감도 0.489, 특이도 0.750 이었다. 또한 

사회인구학적 정보와 텍스트 모두를 활용한 앙상블 모델에서는 AUC 0.874, 

정확도 0.795, 민감도 0.703, 특이도 0.870 이었다. 또한 앙상블 모델의 

성능은 텍스트를 이용한 모델보다도 DeLong 검정에 의하여 더 우수함이 

확인되었으나, 텍스트를 이용한 모델의 경우 사회인구학적 모델과 비교하였을 

때 그 우수성이 통계적으로 입증되지 않았다(p value = 0.308)(표 3-5, 

그림 3-2).  

 

4. 자살 저위험군과 자살 고위험군의 비교 (MINI를 기준으로) 

 

MINI의 자살성 모듈을 기준으로 하였을 때, 자살 고위험군은 31명, 자살 

저위험군은 52명이었다. 이들의 사회인구학적 정보를 비교하였을 때, 자살 

고위험군의 평균 연령은 27.645로 저위험군의 평균연령 32.865보다 
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낮았으나, 그 외 BMI, 성별, 다른 질환으로 인한 주관적 괴로움 등에서는 

통계적으로 유의한 차이를 보이지 않았다. 또한 자살 고위험군이 복용하는 

항정신병약물은 olanzapine 기준 8.082mg 으로, 자살 저위험군의 복용 용량 

4.705보다 높은 용량으로 복용하고 있었다. 그뿐 아니라 공황장애 뿐 아니라 

사회불안장애도 자살 고위험군에서 더 많음을 통계적으로 유의하게 확인할 

수 있었다. 하지만 그 외 BMI, 성별, SES, 타과 약제 복용 유무 및 타과 

질환으로 인한 괴로움의 정도 모두 통계적으로 유의한 차이를 보이지 

않았다(표 3-6).  

임상 변수들은 BSS 기준으로 분류한 것과 마찬가지로 BIS를 제외한 모든 

변수에서 자살 고위험군의 점수가 더 높다는 것을 통계적으로 유의하게 

확인할 수 있었다(표 3-7). 

 

한편 목소리 지표들을 스튜던트 T 검정에 의하여 비교하였을 때에는 

pause portion 만이 양 군에서 차이를 보였다. 하지만 통계적 차이를 보였던 

나이와 항정신병약물 용량을 보정한 뒤에는 formant_BW1 지표만이 

통계적으로 유의하게 두 군간 차이를 보였다. 그리고 BAI까지 보정한 뒤에는 

그 통계적 유의성 마저 보이지 않게 되었다(표 3-8). 

 

5. 자살 저위험군과 자살 고위험군의 분류 알고리즘 (MINI를 기준으로) 

 

목소리 지표를 바탕으로 기계학습 모델을 통해 자살 고위험군을 

분류하였을 때, Adaboost 모델에서 F1 점수 0.499, 정확도 0.576, 민감도 

0.490으로 가장 성능이 우수하였다. 특이도의 경우 QDA 모델에서 
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0.983으로 가장 우수하였다(표 3-9, 그림 3-3) 

 

사회인구학적 정보를 기반으로 MINI 기준의 자살고위험군을 구분하였을 

때 AUC는 0.499에 불과하였으나, 텍스트를 기반으로 예측하는 모델의 

AUC는 0.632로 높아지는 것을 확인할 수 있었다. 그러나 인구통계학적 

특성과 텍스트 모델을 포함한 앙상블 모델의 경우 AUC가 0.800으로 두 

모델보다 높았다(표 3-10, 그림 3-4). 
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제 3 절 고찰 

 

연구 III에서 자살 위험군에 대한 정의는 서론에서 언급하였듯 아직 

전세계적으로 통용되는 기준은 부재하였다. 따라서 본 연구에서는 자살사고에 

대한 자가보고 설문지인 BSS를 기준으로 한 분류와, 관찰자 평가 설문지인 

MINI를 기준으로 한 분류를 모두 사용하였다. 그 결과, BSS 기준과 MINI의 

자살성 모듈 기준의 자살 고위험군이 각각 다르게 분류되었다. BSS 척도는 

절대적 기준이 없었기 때문에 본 연구에서의 기준값이 17점은 다소 넓은 

기준점일 가능성이 있고, 실제 본 연구의 결과에서도 BSS의 기준으로는 자살 

고위험군이 50명, MINI의 기준으로는 자살 고위험군이 31명으로 분류되는 

것을 확인할 수 있었다.  

자살 저위험군과 고위험군간 사회인구학적 정보를 비교해보았을 때, 자살 

고위험군에서 통계적 유의성을 보이며 나이가 더 젊고 공황장애의 진단이 

많이 동반되었다. 양극성 장애 환자 중에서 자살 고위험군의 특징을 

살펴보았던 선행의 연구들에서도, 자살 고위험군이 더 나이가 젊었고, 

공황장애 등의 동반 질환이 많음을 확인할 수 있었다(138-140). MINI를 

기준으로 한 더 좁은 의미의 자살 고위험군에서는 사회불안장애 역시 

통계적으로 유의하게 많이 동반하고 있었다. 사회적 불안은 사회적 소속감을 

저하시키고, 사회적 상황에서의 부담감을 증가시키며 그로 인하여 우울증과 

함께 자살의 위험을 높인다고 알려져 있다(141,142)는 기존의 연구의 

결과도 일치하였다. 

BSS를 기준으로 할 때와 MINI를 기준으로 할 때 모두 임상적 지표들에 

대해서는 BIS를 제외하고 자살 고위험군에서 모두 높은 점수를 확인할 수 
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있었다. 충동성이 높은 피험자들이 자살의 행동을 하는 경향성이 높다는 

선행의 연구들도 있으나(143,144), 충동성이 높은 피험자에서 꼭 자살 

시도율이 높지는 않았다는 보고 역시 있었다(145). 본 연구에서는 충동성에 

대한 평가지표로서 BIS를 활용하였고, BIS는 Barratt이 제안한 충동성과 

불안은 성격적 특성 중 하나라는 점에서 착안된 척도이다(146). 초기의 

BIS는 불안과 관련된 특성 중 하나로서 충동성을 평가하였다면, 점차 

충동성에 대한 이해가 커지면서 행동적 충동성, 인지적 충동성 그리고 

비계획적인 충동성 이렇게 3가지 측면에서 평가하는 것으로 

발전하였다(147). 하지만 충동성이라는 것은 타고난 성향적인 영향도 있으나, 

기분의 변화 및 주변 환경의 변화에 따라서도 달라질 수 있는 지표이기도 

하다(148, 149). 따라서 본 연구에서 기분과 자살 위험에 따른 충동성의 

차이를 관찰하기에 BIS는 다소 적합한 척도가 아니었을 가능성이 있다. 그 

외 HDRS, PHQ, BAI, BSS는 모두 현재 환자의 상태를 반영한 지표이기 

때문에 자살 고위험군에서 더 높은 점수를 보이는 것은 충분히 이해할 수 

있다. 

BSS 기준으로 자살 고위험군에서 목소리 지표의 차이를 비교해보자면, 

formant_BW1, 2 지표가 사회인구학적 인자들을 보정한 뒤에도 통계적 

유의성을 보였다. 성대 특성의 변화는 기분 변화에 중요한 역할을 하는 

GABA 신경전달물질에 의하여 근육 긴장이 증가함에 의해 영향을 

받는다(150). 또한 화자의 정신 상태 변화와 관련된 타액 분비 및 점액 

분비의 변화에서도 영향을 받는다(151). 이러한 변화는 성대의 음향 공명과 

관련된 정보를 포함하는 포먼트 특징에 의해 자세히 포착된다(152). 특히 

BSS를 기준의 자살 고위험군에서는 나이와 불안감까지 보정한 뒤에도 
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통계적 유의성을 보였던 지표들이 3가지 있었다. Formant0는 

성대진동율(rate of vocal fold vibration)으로서, 성대의 물리적 상태의 

지표이자 정서적 상태의 지표로서, 우울중과 관련되어 변화하는 지표임을 

여러 논문을 통해 밝혀져 있다(153-155). 또한 formant_BW1,2의 경우 

기존의 연구에서는 우울증 및 자살 위험군에서 정상군보다 더 낮아져있는 

경향을 보였다(156). 기존의 연구에서는 formant_BW의 경우 우울증상이 

있을 경우 근육의 긴장이 증가하여 성대의 공명이 감쇠하기 때문에 그 

수치가 작아지는 효과가 있다고 알려져 있다(157). 하지만 본 연구에서는 그 

수치가 자살 고위험군에서 더 증가되어 있었다. 이 것은 우울증상과 자살 

위험군은 다른 성향을 가지기 때문으로 해석된다. 근긴장도를 포함한 

정신운동기능을 평가한 연구 결과 근긴장이 이완되어 있는 군에서 5년 간 

추적관찰 시 자살 시도를 더 많이 하는 것이 확인되었다(158). 통상적으로 

근육을 이완시키는 방법은 불안 등을 낮추는 행동치료의 기법 중 하나로서, 

우울, 불안이 높을수록 근육이 긴장되어 있다고 알려져 있다(159). 이 것은 

자살 고위험군의 경우는 우울증과는 또 다른 심리적 상태이기 때문에 

근긴장도에도 차이가 있을 가능성이 있다. 자살 행동을 하는 사람들이 

보고하는 가장 일반적인 동기는 혐오스러운 상황에서 벗어나 참을 수 없는 

마음 상태에서 휴식을 취하는 것이다(160). 즉 다방면에서 생긴 내적 문제로 

인하여 발생한 많은 갈등으로부터 자살이라는 방법으로 심리적 고통을 

해결한다는 선택을 내린 것이다. 따라서 이미 이들은 마음 속에서 해결 

방법을 결정하였기 때문에 오히려 더 희망적이고, 미래 지향적이 될 수 있다. 

이 것은 실제 자살 시도자의 유서에 남긴 단어를 통해서도 입증되어 

있다(44). 
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하지만 MINI를 기준으로 한, 조금 더 좁은 의미로 자살 고위험군을 

분류하여 목소리 지표를 비교하였을 때에는 통계적 유의성을 보이는 지표를 

찾을 수 없었다. 불안을 보정하지 않은 상태에서는 BSS와 같이 

formant_BW1이 통계적으로 유의하게 자살 고위험군에서 높음을 확인할 수 

있었으나 불안증상을 보정한 뒤에는 그 통계적 유의성이 사라지게 되었다. 이 

것은 자살 고위험군의 피험자 수가 충분히 크지 않았기 때문일 가능성이 

있다. 

각 기준의 자살 고위험군을 목소리 지표들을 이용하여 예측하는 기계학습 

모델에서는 MLP에서 민감도는 0.535로 가장 높았으나, F1 점수가 0.789인 

LR 모델과 SVM 모델이 가장 성능이 우수함을 확인하였다. 하지만 이 두 

모델의 경우 민감도는 각각 0.495와 0.462로 0.5를 넘지 않는 정도로 

진단적 지표로서 목소리를 활용하기에는 어려운 정도였다. MINI를 기준으로 

한 자살 고위험군의 분류는 더욱 성능이 좋지 않았다. 이 것은 데이터 양 

자체가 부족하고, 자살 저위험군과 고위험군에서 통계적 차이가 두드러지는 

지표가 희소하기 때문일 것으로 추정한다. 하지만 목소리가 자살의 위험성과 

연관되어 있다는 많은 선행 연구들이 있기 때문에, 더 대규모의 피험자를 

대상으로 한 연구를 통해 본 연구의 결과는 다시 한 번 확인되어질 필요가 

있다. 

텍스트를 기반으로 한 분류 역시 연구 II와 정상군과 우울증군을 구별하는 

모델보다 성능이 좋지 않았다. BSS를 기준으로 할 때의 모델 정확도는 

0.602, 민감도 0.489, 특이도 0.750 에 불과하였고, MINI를 기준으로 하면 

정확도 0.602, 민감도 0.744, 특이도 0.477 이었다. 하지만 텍스트를 

기반으로 한 분류는 앙상블 모델을 통해서 성능의 부족함을 극복할 수 
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있었다. 앙상블 모델의 경우에 BSS 기준의 자살 고위험군을 분류하는 모델의 

AUC는 0.874, MINI 기준의 모델 AUC는 0.800 으로 비교적 우수한 성능을 

보였다. 본 연구 III과 같이 피험자의 수가 충분히 많이 않을 때에는 

텍스트와 같은 지표들은 사회인구학적 정보와 함께 활용될 때에는 객관적 

진단 도구로서 유용할 수 있음을 보여주었다. 

본 연구에는 많은 강점이 있다. 첫째, 기존의 연구들과 다르게 자살 

위험군을 우울증 군 내의 하위 집단간 비교를 통해 기계학습이 더 임상적 

상황과 유사한 진단을 내리도록 한 것이다(40). 기존의 연구에서는 정상군와 

우울증을 모두 포함하여 자살 위험군을 정의하고, 이들을 구분하도록 하였다. 

본 연구에서도 자살 저위험군에 정상군을 포함하여 분석을 시행해 보았고, 그 

결과는 아주 우수하였다. 하지만 이러한 결과는 연구의 목적에 맞지 않는 

분석이기 때문에 보고하지 않았다. 본 연구의 목적은 목소리와 텍스트 

데이터가 임상에서 활용될 수 있기 위한 초석으로서, 실제 임상에서 사용되는 

인터뷰를 기반으로 데이터들이 확보되었다. 임상의 현장에서 자살 위험군을 

평가하는 상황은 우울감과 함께 자살사고를 호소하는 피험자들에 대해서 

우울함에 대한 평가를 시행하고 이후 자살 사고에 대해 더 추가적으로 

평가를 하는 것이 기본적이다(161). 실제 연구 II에서 확인하였듯 정상군은 

이미 우울증군과 다른 목소리의 지표들을 가지고 있으며, 사용하는 텍스트 

역시 달랐다. 하지만 본 연구에서 확인해본 목소리 지표는 우울증 군 내에서 

자살 저위험군과 자살 고위험군에서 크게 다르지 않았다. 따라서 이러한 아주 

세밀한 차이를 기계학습을 통해 보완할 수 있는지에 대한 평가를 시행하였고, 

본 연구의 결과 텍스트 지표를 임상 지표들과 함께 활용할 때 그 성능이 

입증되었다. 둘째 연구 II와 같이 본 연구에 활용된 목소리와 텍스트 
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데이터가 실제 인터뷰를 통해 획득되었다는 점이다. 이 역시 실제 임상의 

현장과 유사한 환경을 조성하기 때문에, 본 연구의 결과를 임상에 더 잘 

활용할 수 있다. 셋째 텍스트와 인구 통계 데이터를 활용할 수 있는 앙상블 

알고리즘을 구축하였다는 점이다. 본 연구에서 텍스트 데이터만으로는 자살 

고위험군을 예측하는데 한계가 있었다. 하지만 거기에 그치지 않고 임상의 

변수들과 통합한 앙상블 모델을 만들었고, 그 결과 텍스트데이터가 임상 

지표와 함께 활용될 수 있는 가능성을 확인하였다. 이 앙상블 모델은 음성 

지표들까지 모두 통합한 알고리즘까지 확대할 가능성을 열어두었기 때문에, 

임상 현장에서 확보할 수 있는 더욱 표정 등의 더욱 다양한 객관적 지표들에 

대한 연구의 초석이 될 것이다.  

본 연구의 한계점 역시 존재한다. 가장 큰 한계점은 대상자의 수가 충분히 

크지 않다는 것이다. 물론 기존의 연구들에 비하여 자살 고위험군이 31명 

이상이라는 것은 적은 수는 아니지만, 통계적 차이를 입증할 만큼의 충분한 

수는 아니었던 것으로 보인다. 따라서 본 연구의 결과가 대규모의 대상으로도 

재현되는지에 대해서는 추가적인 연구가 필요하다. 둘째 피험자의 77%가 

여성이고, 양극성장애의 환자가 전체의 86.7% 이라는 점에서 연구 II의 

한계와 같이 피험자가 전체 자살 고위험군을 대표할 수 없다. 물론 자살 

저위험군과 자살 고위험군의 주요 우울 장애와 양극성 장애 진단 비율은 

통계적으로 다르지 않았고, 성별 역시 통계적 차이를 보이지 않았지만 본 

연구 III의 결과로서 제시된 목소리 지표들의 차이들은 더 다양한 

피험자에서도 확인할 필요가 있다. 
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제 5 장 종합 고찰 

 

 

1. 연구의 목적 

 

본 연구는 현재 정신건강의학과 진단 체계의 한계를 인식하고 이를 

극복하기 위한 연구이다. 현재의 한계로서 첫째 우울과 자살 위험성에 대한 

판단은 전적으로 대상자가 호소하는 증상을 위주로 평가된다는 한계가 있다. 

물론 이러한 한계를 극복하기 위하여 임상가는 신뢰할 수 있는 정보를 

제공하는 보호자와의 면담을 시행하여 증상의 객관적 증거들을 탐색하기도 

한다. 하지만 이 역시 믿을 수 있는 보호자를 확보하기 어려운 환경, 즉 자살 

예방 콜센터 혹은 보호자와 함께 내원하지 않은 응급실 등과 같은 경우에는 

보호자와의 면담을 시행하기 어려울 때가 많다. 둘째 임상가의 주관적 경험을 

바탕으로 내려진 평가를 위하여 많은 시간의 경험을 필요로 한다. 하지만 

자살 위험을 평가하게 되는 순간은 주로 응급실 등과 같은 상황이 많고, 

이러한 때 숙련된 정신과적 전문의로부터 평가를 받는 경우는 드물다. 따라서 

전문의가 가지고 있는 많은 숙련된 경험을 보조할 수 있는 

임상의사결정지원시스템을 구축한다면 임상적으로 많은 도움이 될 수 

있으리라 판단하였다. 더불어 이러한 시스템이 인터뷰를 통해 즉각적으로 

얻어진 정보를 바탕으로 구축된다면 그 임상적 활용 가치는 높아질 것으로 

기대하였다.  

따라서 본 연구에서는 인터뷰를 통해 획득한 목소리와 텍스트 데이터를 

분석하고, 이를 바탕으로 우울증과 자살 고위험군을 진단하는 알고리즘을 
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개발하고자 하였다. 이러한 알고리즘을 개발하기 위하여, 3개의 세부 연구로 

나누어 진행하였다. 연구 I에서는 2차 년도의 초기 데이터를 기반으로, 

정상군과 경도 우울증군, 주요 우울증군으로 분류하여 목소리 지표들의 

차이들을 비교 분석하였고, 다양한 기계학습 모델을 접목하여 세 군을 

구분하는 초기 알고리즘을 구축하였다. 하지만 연구 I에서의 음성 지표들 

중에서 성대의 특징을 반영하는 glottal feature들의 경우 값을 추출하는 

시간이 24시간 이상이 필요하게 되었다. 이러한 음성지표가 반영된 

알고리즘은 임상 현장에서의 활용가능성을 낮추기 때문에, 추후의 연구에서는 

해당 지표를 제외하는 방향으로 알고리즘을 수정하게 되었다. 또한 연구 

I에서는 자살 고위험군의 수가 작았기 때문에, 자살 위험을 진단하는 

알고리즘을 구축하기에 어려움이 있었다. 하지만 임상적으로도 자살 

고위험군은 정의에 따라 그 빈도가 다르지만, 유병률이 높지는 않은 상태이다. 

따라서 자살 고위험군을 일차적으로 진단하게 될 경우, 임상적 활용도가 

떨어지게 되므로, 연구 II와 III을 통하여 우울증을 정확하게 진단한 뒤 자살 

위험성에 대한 평가가 진행되는 단계적 알고리즘을 구축하고자 하였다. 

연구 II에서는 최종적으로 모집된 초기평가 데이터를 통해 정상군과 

우울증군의 구분을 시도하였다. 또한 목소리 지표들 뿐 아니라 환자들이 

면담에서 사용한 텍스트 데이터를 추가로 추출하여 진단 알고리즘을 

구축하였다. 연구 III의 경우 연구 II 에서 모집된 우울증군을 자살 

저위험군과 자살 고위험군으로 하위그룹을 구분하여, 자살 고위험군의 

목소리와 텍스트를 기반으로 자살 고위험군 진단 알고리즘을 구축하였다. 

더욱이 텍스트 데이터는 임상적 지표들과 통합적으로 활용할 수 있는 앙상블 

모델을 구축하여 그 기능을 살펴보았다. 
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2. 연구의 결과 요약 

 

연구 I의 결과 경도 우울증군은 통계적으로 유의하게 다른 두 군보다 

나이가 많았고, 88.5%에서 항정신병약물을 복용하고 있었다. 따라서 경도 

우울증군보다는 부분 관해된 우울증군으로 보는 것이 더욱 합당하였다. 이 

점을 고려하여 음성의 지표를 분석하였을 때, 정상군과 우울증군, 그리고 

경도 우울증의 순서대로 목소리 지표들이 변화하는 것을 확인할 수 있었다. 

이들을 구분하는 목소리의 지표로 총 7개의 지표가 확인되었고, 이를 

해석해볼 때 정상에서 우울, 그리고 우울 후 부분 관해가 되어도 평균적으로 

발화하는 음의 높이는 낮아져 있었고, 음높이의 변화는 오히려 더 증가하는 

경향을 보았다. 이러한 지표들을 기반으로 기계 학습을 통해 세 군 분류를 

시도하였고, 그 정확도는 MLP 모델에서 F1 값 0.589로 가장 높은 수치를 

보였다. 연구 I의 알고리즘을 추가로 모집된 연구 II의 피험자에게 적용해본 

결과, GNB 모델에서 F1 값이 가장 높았고 이는 데이터 불균형 정도에 

따라서 적합한 모델이 달라질 수 있다는 것을 시사하였다.  

이어 연구 II에서는 정상군과 우울증군을 구별할 수 있는 지표로서 불안 

정도까지 보정한 뒤 4개의 지표가 선정되었다. 텍스트의 분류에서도 

우울증군에서 더 다빈도로 사용되는 단어들을 살펴보았고, 상위권에는 부정적 

의미를 보이는 단어들이 다수 포함되어 있었다. 목소리 지표를 기반으로 

우울증군을 진단하는 알고리즘을 구축하였을 때에는 QDA 모델이 AUC 

0.806의 성능을 보였다. 또한 텍스트를 기반으로 우울증군을 진단하는 

알고리즘은 AUC 0.905 였으며, 이는 임상 지표를 이용하여 진단하는 
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알고리즘보다 더 훌륭한 성능임을 확인하였다.  

연구 III에서는 연구 II의 우울증 군을 각각 BSS 17점 이상과 MINI의 

자살성 모듈의 고위험군을 기준으로 자살의 고위험군을 분류하였다. 그 뒤 

각각의 분류에 대한 목소리의 차이를 살펴보았고, 목소리 지표와 텍스트를 

기반으로 한 자살 고위험군 진단 알고리즘을 구축하여 그 정확도까지 

확인하였다. 그 결과 자살 고위험군에서의 차이를 보인 목소리 지표는 

우울증을 구분하는데 도움이 되었던 지표와는 다르게, BSS, MINI 기준 

모두에서 불안을 보정하기 전에는 Formant0가 통계적 유의하게 다름을 

확인하였다. 목소리를 기반으로 자살 고위험군을 분류하는 진단의 알고리즘은 

임상적으로 활용할 수 있는 정도의 성능을 보이지는 않았다. 한 편 텍스트를 

기반으로 자살 고위험군을 분류하는 알고리즘 역시 좋은 성능을 보이지 

않았지만, 텍스트 데이터를 사회인구학적 지표들과 함께 활용하는 알고리즘은 

AUC 0.800~0.847로 임상적 가치를 확인할 수 있었다. 따라서 목소리와 

텍스트 모두는 우울증 군을 진단함에 있어서 그 성능이 모두 우수하였으나, 

자살 고위험군을 진단할 때에는 단독적으로 사용하기에는 어려움이 있었다. 

이 것은 자살 고위험군과 저위험군 간의 데이터 불균형으로 인한 성능의 

저하로 인한 가능성도 있으나, 텍스트 데이터의 경우 임상 데이터와 함께 

활용된 앙상블 모델은 진단의 성능이 비교적 우수하였기 때문에 이에 대한 

추가적인 연구가 필요할 것이다. 

 

3. 연구의 종합적 강점 

 

기존의 연구들과 가장 큰 차이점이자, 본 연구의 강점으로는 환자가 임상 
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현장에서 실제로 인터뷰를 한 것을 바탕으로 목소리와 텍스트 데이터를 

추출하였다는 것이다. 기존의 연구들과 같이 일정의 문장을 주고 읽는 과제를 

수행한다면 피험자 목소리 데이터의 추출에는 피험자 발화만을 추출하지 

않아도 되기 때문에 연구의 방법은 더 간단해질 수 있다. 하지만 과제 

수행시의 근긴장도로 인하여 음성 자체에 영향을 미쳤을 것이다(162). 또한 

이러한 일정한 문장을 발화하거나, 자기소개를 하는 등의 짧은 과제를 

통해서는 피험자가 사용하는 텍스트 데이터에 대해서는 연구를 진행하기 

어려웠을 것이다. 둘째로는 텍스트 데이터가 이미 작성된 소셜 미디어 및 

전자 의무 기록 등이 아닌, 인터뷰의 음성 녹음을 통해서 획득되었고, 그 

획득 과정 역시 자동화되어 있는 툴킷을 활용하였다는 점이다. 따라서 텍스트 

데이터를 활용한 연구의 경우 인터뷰를 녹음하기만 하면 자동으로 

텍스트화하여 그 데이터를 기반으로 우울증을 진단하고 자살의 위험성을 

감지할 수 있기 때문에 그 활용성이 높아지게 된다. 마지막으로 기존의 음성 

및 텍스트 데이터를 통한 연구들과 다르게 MINI를 구조화된 진단 인터뷰를 

활용하여 명확하게 진단을 구분하였다는 것 역시 장점이다. 기존의 연구들은 

서론에서 언급하였듯, 다양한 임상 척도를 기준으로 우울증군을 구분하였다. 

하지만 이러한 기준은 정확한 진단 기준이 아니기 때문에 각 연구별로의 

우울증 군의 차이가 발생할 수 있다. 어떠한 연구에는 경미한 우울증까지도 

포함이 되었을 가능성이 있으며, 다른 연구에서는 심각한 우울증만을 

포함되었을 가능성도 있는 것이다. 따라서 본 연구에서는 전세계적으로 

정신건강의학과 진단의 기준점으로 여기는 DSM-5를 기준으로 구성된 

MINI를 통해 우울한 상태에 대한 정의가 확실하게 이루어졌기 때문에, 이를 

바탕으로 구축된 진단의 알고리즘의 성능이 인정받을 가능성이 높다. 
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4. 연구의 한계 

 

물론 본 연구에는 여러 가지 한계점 역시 존재한다. 첫째, 가장 중요한 

한계점으로서 본 연구에 사용된 텍스트 내용은 MINI의 구조화된 질문들에 

대한 대답을 통해 추출되었다는 한계점이 있다. MINI라는 구조화된 인터뷰는 

특정 증상이 있으면 그 것에 대해 추가적인 질문과 대답을 요구하는 구조로 

구성되어 있기 때문에, 그로 인한 텍스트 데이터의 선택 편향을 무시할 수 

없다. 그럼에도 불구하고 본 연구를 통해 우울증 환자에게 다빈도로 사용되는 

단어들은 같은 질문에 대해서도 다른 것으로 확인할 수 있었다.  

둘째로는 피험자의 목소리와 기분 상태가 단면적으로 평가되었다는 점이다. 

본 연구에서는 초기 평가시의 기분과 목소리 상태를 바탕으로 우울증 및 

자살 위험성을 평가하고자 하였다. 이를 통해 우울과 자살 위험에 따라 

달라지는 목소리의 지표들을 각각 발견할 수 있었으나, 이 것이 기분 상태로 

인한 변화인지, 혹은 기분 상태에 대한 치료로 인한 변화인지에 대해서는 

평가할 수가 없었다. 더욱 기분이 악화되거나 호전됨에 따른 개인 내에서의 

목소리 변화가 더욱 진단적 중요점일 가능성도 있다.  

셋째로 연구 II에서 논의되었듯이 최근에는 목소리를 분석하는 딥러닝의 

방법으로서 멜 주파수 스펙트로그램 (mel frequency spectrogram) 등 

지표를 계산하여 값으로 산정하지 않고, 스펙트로그램 자체를 학습시키는 

연구들 역시 진행되고 있으며(127, 128), 녹음된 파일 전체를 학습시켜 

임상가와 피험자의 목소리를 구별하여 피험자의 발화 내용 중에서도 중요한 

부분을 스스로 학습하도록 딥 러닝을 활용할 수도 있다. 하지만 이러한 
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기법을 본 연구에 적용하면, 우울증상 및 자살 위험에 따른 목소리 변화에 

대한 임상적 의미를 확인하기 어렵기 때문에 이러한 기법을 추가로 

적용하지는 못하였다. 본 연구를 통해 국내에서도 우울증 및 자살 위험도에 

따른 목소리의 변화를 확인하였기 때문에, 추후에는 딥러닝의 다양한 

기법들이 적용된 보다 정밀한 진단 알고리즘의 개발이 필요하겠다.  

넷째로 본 연구 III에서 자살고위험군의 정의 기준은 아직 전세계적으로 

합의된 기준이 없는 상황으로서, 자살 고위험군을 주관적 보고 혹은 임상가 

관찰 평가만으로 정의하는 것에는 다양한 한계들이 존재한다. 본 연구에서도 

자살고위험군을 분류하는 기준으로서는 임상평가를 활용하였고, 그를 

바탕으로 구축된 인공지능 알고리즘 역시 그 한계를 내포하였을 것이다. 

하지만 본 연구는 객관적 진단 기준을 설립해보고자 하는 시도로서, 본 

연구에서 개발된 목소리와 음성의 바탕으로 자살고위험군을 진단하는 

인공지능 알고리즘의 임상적 효용성에 대한 추가적인 연구가 필요하다. 

이러한 추가적인 연구들이 진행됨에 따라서, 본 연구를 통해 개발된 자살 

고위험군 인공지능 알고리즘이 자살고위험군을 진단하는 새로운 기준이 될 

가능성도 있겠다. 

마지막으로 본 연구에서는 실제 목소리에 대한 분석만을 진행하였다는 

것이다. 본 연구에서는 우선 실제 임상 현장에서의 즉각적 임상의사결정을 

보조해줄 수 있는 시스템을 구축하고자 하였고, 국내에서는 우울 및 자살 

위험에 따른 목소리의 특징에 대한 연구가 부족하였기 때문에 실제의 

목소리를 바로 녹음하여 분석하였다. 하지만 외래 진료실 등과 같이 실제 

목소리를 바탕으로 임상의사결정을 내려야 하는 진료 환경도 있지만, 서론에 

언급하였듯 자살 예방 콜센터 등과 같이 전화상의 목소리를 기반으로 
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임상의사결정을 내려야 하는 순간들도 존재한다. 전화 상의 목소리는 실제의 

목소리의 변질이 생기기 때문에, 본 연구에서 추출된 지표들을 바탕으로 한 

알고리즘을 전화상의 목소리에 적용하기 어렵다는 한계가 있다.  

 

5. 추후 연구에 대한 제언  

 

본 연구는 국내에서는 최초로 인터뷰를 통해 획득할 수 있는 음성과 

텍스트를 기반으로 즉각적으로 우울증과 자살 위험을 진단하는 알고리즘을 

구축하였으나, 살펴본 바와 같이 다양한 한계를 가지고 있다. 따라서 본 

연구를 바탕으로 향후 필요한 연구에 대한 제언을 남기고자 한다. 첫째로 

자유 인터뷰에서 사용된 텍스트 데이터를 기반으로 한 추가 연구가 

필요하겠다. 임상의와 환자의 자유로운 인터뷰를 기반으로 데이터를 수집하면 

환자가 사용하는 단어의 범위가 더 넓어지고 텍스트를 통한 진단의 정확도가 

낮아질 가능성도 있기 때문에 보다 광범위한 데이터를 기반으로 한 연구가 

필요하다.  

둘째로 피험자 한 사람 안에서도 종적인 추적관찰을 통해 기분 상태 

변화에 따른 음성과 텍스트의 변화에 대한 연구가 필요하다. 임상 상황에서 

첫 면담 시 우울증의 유무와 자살의 위험성을 평가해야 하는 상황도 있지만, 

외래 진료 등과 같은 환경에서는 지속적으로 변화하는 기분 상태와 자살 

위험성에 대해서 판단을 내려야 하는 상황도 존재한다. 따라서 한 사람 

안에서도 기분 상태에 따라서 사용하는 텍스트가 달라지는지, 목소리의 

지표들이 변화하는지 등을 살펴보고, 우울한 상태로 변화할 때 혹은 자살 

위험성이 증가할 때의 목소리와 텍스트의 변화를 함께 확인한다면 진단 
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알고리즘의 정밀화가 가능할 것이다. 또한 음성의 다양한 특징 속에는 

남성인지 여성인지에 따라서 차이가 발생하는 pitch의 평균값 등은 피험자의 

특성을 대표하는 인자(trait marker)도 있으며, 발화중의 공백 시간 등과 

같이 심리 상태를 더욱 정밀하게 반영하는 상태를 대표하는 인자(state 

marker) 등이 모두 공존하고 있을 것이다. 기존의 다양한 연구들을 통해 

우울한 상태에 따라서 변화하는 F0 등을 포함한 formant 인자들, 발화중의 

공백 비율 등이 밝혀져 있으나, 다양한 음성의 지표들 중 어떠한 것이 

우울증상 및 자살 위험 등과 더욱 밀접한 관련이 있는 상태표지자(state 

marker)로서의 기능을 할 지에 대한 종적인 관찰 연구를 통해 밝혀질 

필요가 있다. 

셋째로 향후에는 더욱 대규모의 인구를 대상으로, 다양한 인터뷰 상황에 

대한 빅데이터의 수집이 필요하겠다. 또한 본 연구는 3차 의료기관에서 

피험자 모집이 이루어졌으나, 일차 의료 현장과 자살 예방 콜센터 등과 같이 

다양한 환경에서의 데이터 수집 역시 필요할 것이다. 또한 본 연구의 

피험자는 대부분 수도권의 억양을 보였기 때문에, 각 지역별 방언에 대한 

고려가 필요하지 않았다. 따라서 본 연구의 결과가 국내의 각 지역에서도 

재현되는지, 다양한 지역에서도 연구도 필요하겠다. 

넷째로 최근 원격의료가 각광을 받고 있고, 실제 임상에서 자살 예방 

콜센터 등과 같은 곳에서는 전화상의 목소리를 바탕으로 판단은 해야 하는 

상황들이 다수 있다. 목소리를 바로 녹음을 하는 경우와, 전화 등의 전자 

기기를 거친 목소리는 다양한 지표들의 변화가 발생할 수 있다. 본 연구를 

통해 실제의 목소리 변화를 확인하였기 때문에, 향후에는 전화 목소리 등의 

다양한 변화에 대한 추가적인 연구들 역시 진행되어야 할 것이다. 
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마지막으로 더욱이 본 연구와 같이 인터뷰를 통한 음성의 획득 방법은 

피험자의 발화 과정을 추출하는 후처리 과정의 어려움이 있기 때문에, 발화 

구분을 정확하게 시행하는 기술이 개발되기 전까지는 고정된 과제를 통한 

음성을 통한 진단 알고리즘 역시 구축을 하여, 각각의 효용성을 검토하고 

활용 가능성을 비교하는 연구 또한 필요할 것이다. 화자 구분의 기술이 

발전하고, 음성의 빅데이터 분석을 통해서 인공지능 진단 알고리즘이 더욱 

고도화되고 정밀화된다면, 그 후 실제 임상현장에 적용을 하여 임상가의 

진단에 도움이 되는 지에 대한 추가적인 평가가 필요할 것이다. 

 

6. 본 연구의 임상적 활용 방안 

 

마지막으로 본 연구를 통해 획득한 음성과 텍스트를 이용한 인공지능 

기반의 진단 알고리즘의 임상적 활용계획을 제시하고자 한다. 

첫째로 연구 결과로 개발된 음성을 기반으로 우울증을 진단하는 

알고리즘을 활용하여 임상에서 사용 가능한 어플리케이션을 준비하고자 한다. 

본 연구에서는 인터뷰시의 발화를 활용하였으나, 추후 연구에서 제언하였듯 

현재는 화자구분 알고리즘의 정확도가 우수하지는 않기 때문에 전체 

인터뷰를 녹음하여 결과를 표현하기에 한계가 있다. 또한 본 연구의 큰 한계 

중 하나인, MINI를 통해 획득된 텍스트 데이터라는 한계를 극복하기 

위하여는 향후 자유 인터뷰의 데이터 취득이 필요함에 대해 언급하였다. 또한 

전화상의 목소리에 대한 연구들이 진행된다면, 실제 목소리와 전화 상의 

목소리의 차이에 대한 변형을 거치면 현 알고리즘을 전화 상의 목소리에 

적용할 가능성도 있기 때문에 향후의 다양한 활용가능성을 고려하여 본 
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알고리즘을 적용시킨 어플리케이션은 가능한 경량화하여 추후 다양한 

알고리즘을 접목시킬 수 있도록 계획하였다. 더불어 꼭 장시간의 인터뷰가 

아니더라도 간단한 과제 등을 통해 획득되는 짧은 목소리에 대한 데이터를 

획득하고 이를 기반으로 정확한 진단을 내릴 수 있는 것 역시 임상적 활용 

가능성을 높일 수 있다. 이러한 고려사항을 바탕으로 2021년 11월 해당 

어플리케이션의 초기 버전이 개발하였다. 현재 어플리케이션은 피험자의 나이, 

성별을 입력하고, 문장 읽기 과제를 통해 3초 가량의 짧은 목소리를 

녹음하여, 녹음된 목소리를 기구축된 알고리즘에 적용한 결과를 확인할 수 

있도록 제작하였다. 

제작된 어플리케이션을 통한 실질적 임상에서의 진단보조시스템으로써 그 

효용성을 확인함과 동시에, 어플리케이션의 녹음 기능을 통해 짧은 과제를 

통한 대규모의 음성 데이터를 함께 수집하고자 한다. 이렇게 획득되는 

대규모의 데이터는 우리가 제시한 필요한 후행 연구의 기본 데이터로서 

활용될 것이다. 또한 어플리케이션의 도움을 받은 진단과 임상의의 진단을 

비교 분석을 하는 무작위 대조 시험 등을 고려해볼 수도 있을 것이다. 이는 

정신건강의학과 분야에서는 최초의 디지털 진단 기법으로서 가치가 있다.  

2011년 전국 정신질환실태조사에 따르면, 기분 장애를 경험하는 국민은 

전체 국민의 3.6%에 달하였으나, 그 중에서 정신건강의학과 전문의로부터 

치료를 받는 경우는 28.5%에 불과하였다. 전문의를 방문하지 않은 이유로는 

74.3%에서는 스스로 해결할 수 있을 것이라고 생각하였고, 67.8%에서는 

나는 정신질환이 없다 생각했기 때문으로 보고하였다. 즉 기분 장애를 

경험하고 전문의의 도움을 받아야 하는 67.8%는 스스로 질환이 있는지도 잘 

모르고 있다는 의미이다. 이러한 문제를 해결하기 위하여는 질환의 상태에 
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대한 객관적이고 정확한 진단 방법이 구축되는 것이 필요하다. 특히 스스로의 

기분 상태에 대한 인식이 부족하고 그에 대한 보고를 축소 보고하는 경향이 

있기는 아시아문화권에서는 객관적인 진단 알고리즘은 이러한 한계를 극복할 

수 있는 방법으로서, 조기 진단과 개입을 이룰 수 있는 방법이 될 것이다.  

하지만 현재 정신건강의학과에서의 디지털 헬스 케어 서비스는 대부분 

디지털 치료제에 집중되어 있다. 특히 가상 현실 기술과 어플리케이션 기반의 

마음 챙김 등의 인지행동 치료제 등이 많이 개발되어 있다(163,164). 하지만 

이러한 디지털 치료제가 전달되는 대상은 여전히 임상가와의 면담과 평가를 

통해 진단이 되어져야만 이러한 디지털 치료제에 접근할 수 있다는 한계를 

극복할 수 없다. 따라서 향후에는 디지털 치료제 뿐 아니라, 디지털 진단 

기법에 대해서도 더욱 많은 관심을 가지고 다양한 연구들이 진행되는 것이 

필요하겠다. 그런 의미에서 본 연구를 통해 인터뷰의 목소리와 텍스트 

데이터를 통한 우울증의 진단 성능에 대해서는 그 정확성을 확인할 수 

있었고, 자살 위험성을 진단함에 있어서는 임상 지표와 통합하였을 때의 활용 

가능성을 확인하였기 때문에, 향후 더욱 다양한 디지털 진단 기법 연구의 

기초가 될 수 있기를 기대한다. 
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표 1-1. Comparison of demographics according to depressive episodes 

  ND ‡ mDE MDE p Value 
Post Hoc 

Test 

N  33 26 34   

sex 
M 8 (24.2%) 8 (30.8%) 7 (20.6%) 0.689  

F 25 (75.8%) 18 (69.2%) 27 (79.4%)   

Age * 
Mean  

± SD 

28.12 

± 4.827 

34.58 

± 11.497 

29.68 

± 9.914 
0.022 

1 < 2*, 

2 > 3* 

SES 

Very low 0 (0%) 2 (7.7%) 1 (2.9%) 0.397  

Low 10 (30.3%) 5 (19.2%) 7 (20.6%)   

Middle 18 (54.5%) 15 (57.7%) 18 (52.9%)   

High 5 (15.2%) 3 (11.5%) 4 (11.8%)   

Very high 0 (0%) 1 (3.8%) 4 (11.8%)   

BMI *** 
Mean 

 ± SD 

21.356 

± 1.861 

23.470 

± 4.575 

25.620 

± 5.396 
<0.001 1 < 3 ** 

drugs taken for non-

psychiatric disorders * 

Yes 2 (6.1%) 8 (30.8%) 4 (11.8%) 0.025 1 ≠ 2 * 

No 31 (93.9%) 18 (69.2%) 30 (88.2%)   

Antipsychotics *** 

Yes 
0 (0%) 23 (88.5%) 29 (85.3%) <0.001 

1 ≠ 2 ***, 

1 ≠ 3 *** 

No 33 (100%) 3 (11.5%) 5 (14.7%)   

Antipsychotics dose 
Mean 

 ± SD 
 

5.142 

± 4.589 

8.254 

± 7.893 
0.100  

diagnosis by MINI *** 

No psychiatric 

disorder 
26 (78.8%) 0 (0%) 0 (0%) 0.000  

Major 

depressive 

disorder 

5 (15.2%) 9 (34.6%) 1 (2.9%)   

Bipolar disorder 2 (6.1%) 17 (65.4%) 33 (97.1%)   
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Anxiety 

disorders † 
2 (6.1%) 2 (7.7%) 13 (38.2%)   

Obsessive 

compulsive 

disorder 

1 (3.0%) 1 (3.8%) 3 (8.8%)   

Alcohol use 

disorder 
2 (6.1%) 1 (3.8%) 3 (8.8%)   

* p value < 0.05, ** p value < 0.01, *** p value < 0.001.  

† Combined all types of anxiety disorders, including panic disorder, generalized anxiety disorder, and social anxiety disorder.  

‡ Currently, there are no symptoms of depression, but past major episodes of depression are included.  
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표 1-2. Clinical characteristics by depressive episode 

  
ND mDE MDE p Value Post Hoc Test 

N 
 

33 26 34  
 

HRDS *** mean 3.879 13.346 18.706 
<0.001 

1 < 2 < 3 ***  
SD 2.902 4.127 4.414 

PHQ *** mean 1.576 11.615 16.294 
<0.001 

1 < 2, 3 ***, 2 < 3*  
SD 2.332 5.947 6.279 

BAI *** mean 1.394 20.385 25.206 
<0.001 

1 < 2 ***,  

1 < 3 *** 
 

SD 2.609 16.346 17.562 

BIS mean 60.909 65.615 62.088 
0.127 

 

 
SD 5.598 8.750 8.155 

* p value < 0.05, ** p value < 0.01, *** p value < 0.001.  
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표 1-3. Difference of voice features by depressive episode 

  

ND mDE MDE p Value B–H Test 
Adjusted p 

Value # 

N 
 

33 26 34  
 

 

log_glottal_OP* 
mean 0.890 0.846 0.925 0.037 

 
0.051 

SD 0.105 0.096 0.137   

log_glottal_CP 
mean 0.710 0.692 0.759 0.094 

 
0.097 

SD 0.124 0.110 0.132  
 

 

log_glottal_C 
mean −0.675 −0.694 -0.627 0.094 

 
0.097 

SD 0.124 0.110 0.132  
 

 

log_spectral_time 
mean 2.345 2.583 2.457 0.191 

 
0.461 

SD 0.463 0.529 0.497  
 

 

spectral_centroid *** 
mean 7.471 7.375 7.398 <0.001 1 > 2 ***, 

1 > 3** 

0.008 ‡‡ 

SD 0.058 0.075 0.105   

spectral_bandwidth 
mean 7.444 7.422 7.430 0.343 

 
0.968 

SD 0.050 0.057 0.069  
 

 

spectral_roll-off *** 
mean 8.118 7.994 8.026 <0.001 1 > 2 ***, 

1 > 3** 

0.012 ‡ 

SD 0.082 0.110 0.132   

spectral_rmse 
mean 4.358 4.058 4.329 0.180 

 
0.468 

SD 0.540 0.668 0.760  
 

 

log_spectral_tempo 
mean 4.771 4.779 4.772 0.093 

 
0.327 

SD 0.012 0.019 0.012  
 

 

formant1 
mean 6.230 6.239 6.218 0.552 

 
0.553 

SD 0.062 0.069 0.082  
 

 

formant2 
mean 7.374 7.349 7.349 0.490 

 
0.304 

SD 0.085 0.095 0.101  
 

 

formant3 
mean 8.043 8.022 8.026 0.526 

 
0.919 

SD 0.080 0.068 0.079  
 

 

formant_BW1 mean 42.083 39.681 44.119 0.331 
 

0.159 



82 

 

SD 10.233 8.399 14.107  
 

formant_BW2 * 
mean 180.213 201.080 198.655 0.200 

 

0.040 ‡ 
SD 53.886 50.843 45.060  

 

sq_formant_BW3 
mean 50622.267 52003.924 44566.728 0.133 

 

0.094 
SD 13671.136 18982.013 14031.728  

 

sq_mean_pitch ** 
mean 87561.420 73835.557 81997.509 0.002 1 > 2 **,  

0.027 ‡ 
SD 12409.867 15014.241 15820.365  

stdev_pitch ** 
mean 0.287 0.344 0.300 0.003 1 < 2**,  

2 > 3* 
0.020 ‡ 

SD 0.057 0.065 0.067  

mean_magnitude ** 
mean 69.894 61.002 65.060 0.009 1 > 2* 

0.059 
SD 11.454 11.292 9.902  

sq_stdev_magnitude 
mean 0.787 0.748 0.852 0.140 

 

0.237 
SD 0.146 0.252 0.215  

 

ZCR *** 
mean 0.055 0.044 0.047 <0.001 1 > 2***, 

1 < 3*** 
<0.001 ‡‡‡ 

SD 0.007 0.006 0.010  

voice portion ** 
mean 0.665 0.695 0.681 0.001 1 < 2** 

0.020 ‡ 
SD 0.023 0.031 0.033  

* p value < 0.05, ** p value < 0.01, *** p value < 0.001.  

# Adjusted for BMI, age, non-psychiatric medication.  

‡ adjusted p value < 0.05, ‡‡ adjusted p value < 0.01, ‡‡‡ adjusted p value < 0.001 
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표 1-4. Jonckheere–Terpstra test result of voice features by depressive episode 

  
ND mDE MDE J–T Test 

N 
 

33 26 34  

log_glottal_OP* 
mean 0.890 0.846 0.925 

0.381 
SD 0.105 0.096 0.137 

log_glottal_CP 
mean 0.710 0.692 0.759 

0.069 
SD 0.124 0.110 0.132 

log_glottal_C 
mean −0.675 −0.694 -0.627 

0.068 
SD 0.124 0.110 0.132 

log_spectral_time 
mean 2.345 2.583 2.457 

0.343 
SD 0.463 0.529 0.497 

spectral_centroid *** 
mean 7.471 7.375 7.398 

<0.001 
SD 0.058 0.075 0.105 

spectral_bandwidth 
mean 7.444 7.422 7.430 

0.384 
SD 0.050 0.057 0.069 

spectral_roll-off ** 
mean 8.118 7.994 8.026 

0.001 
SD 0.082 0.110 0.132 

spectral_rmse 
mean 4.358 4.058 4.329 

0.794 
SD 0.540 0.668 0.760 

log_spectral_tempo 
mean 4.771 4.779 4.772 

0.286 
SD 0.012 0.019 0.012 

formant1 
mean 6.230 6.239 6.218 

0.562 
SD 0.062 0.069 0.082 

formant2 
mean 7.374 7.349 7.349 

0.221 
SD 0.085 0.095 0.101 

formant3 
mean 8.043 8.022 8.026 

0.621 
SD 0.080 0.068 0.079 

formant_BW1 
mean 42.083 39.681 44.119 

0.729 
SD 10.233 8.399 14.107 
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formant_BW2 
mean 180.213 201.080 198.655 

0.094 
SD 53.886 50.843 45.060 

sq_formant_BW3 
mean 50622.267 52003.924 44566.728 

0.292 
SD 13671.136 18982.013 14031.728 

sq_mean_pitch 
mean 87561.420 73835.557 81997.509 

0.149 
SD 12409.867 15014.241 15820.365 

stdev_pitch 
mean 0.287 0.344 0.300 

0.520 
SD 0.057 0.065 0.067 

mean_magnitude 
mean 69.894 61.002 65.060 

0.110 
SD 11.454 11.292 9.902 

sq_stdev_magnitude* 
mean 0.787 0.748 0.852 

0.045 
SD 0.146 0.252 0.215 

ZCR *** 
mean 0.055 0.044 0.047 

< 0.001 
SD 0.007 0.006 0.010 

voice portion * 
mean 0.665 0.695 0.681 

0.021 
SD 0.023 0.031 0.033 

* p value < 0.05, ** p value < 0.01, *** p value < 0.001.  
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표 1-5. Machine learning model performance through voice features 

    7:3 8:2 
 Model LR GNB SVM MLP LR GNB SVM MLP 

Accuracy 

Mean (max) 

augmented 
45.2 

(53.6) 

48.8 

(57.1) 

46.4 

(50) 

51.2 

(53.6) 

43.2 

(57.9) 

43.2 

(57.9) 

45.3 

(52.6) 

60 

(68.4) 

selected-

augmented 

47.6 

(57.1) 

48.8 

(57.1) 

40.5 

(53.6) 

51.2 

(57.1) 

43.2 

(63.2) 

43.2 

(57.9) 

35.8 

(42.1) 

51.6 

(57.9) 

AUC  

Mean (max) 

augmented 
63.4 

(68) 

64.7 

(70.2) 

60.3 

(61) 

59.7 

(65.1) 

64.5 

(72.1) 

64.5 

(73.9) 

61.1 

(70.6) 

65.9 

(72.1) 

selected-

augmented 

63.6 

(75.7) 

63.6 

(72) 

58.8 

(66.5) 

62.9 

(70.7) 

62 

(74.6) 

60.3 

(67.5) 

56.8 

(64.9) 

62.6 

(69.9) 

Precision 

(sensitivity) 

Mean (max) 

augmented 
45.1 

(55.6) 

49.1 

(58) 

47.3 

(55) 

51.4 

(71.5) 

46.6 

(70.9) 

41.6 

(60) 

48.7 

(68.7) 

65.6 

(76.7) 

selected-

augmented 

57.2 

(64.6) 

54 

(66.7) 

36.3 

(56.3) 

60 

(62.6) 

44 

(61.3) 

42.3 

(58.9) 

34.6 

(42.1) 

62.6 

(72.2) 

Recall 

(specificity) 

Mean (max) 

augmented 
44.8 

(55.1) 

49.6 

(60.2) 

45.1 

(48.6) 

48.5 

(55.8) 

43.3 

(61.7) 

42.6 

(64.2) 

45.6 

(52.5) 

66.2 

(69.7) 

selected-

augmented 

46.1 

(55.8) 

48.1 

(56.7) 

48.4 

(64.6) 

54.8 

(62.5) 

43.8 

(64.6) 

43 

(58.1) 

37.7 

(44.2) 

93.3 

(100) 

F1 

Mean (max) 

augmented 
43.1 

(50.8) 

46.4 

(55.5) 

43.5 

(49.4) 

44.3 

(52.3) 

42.1 

(58.2) 

39.6 

(55.6) 

43.4 

(49.2) 

58.9 

(69.7) 

selected-

augmented 

45.4 

(56.8) 

47.8 

(57.5) 

40.7 

(64.6) 

49.3 

(57.9) 

41 

(62.1) 

42.1 

(58.3) 

33.1 

(35.7) 

58.7 

(71.4) 

Bold: mean or max is greater than or equal to 60 
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표 1-6. Comparison of demographics between healthy control and major depressive disorder and 

bipolar disorder 

  Healthy Control 
Major depressive 

disorder 

Bipolar 

disorder 
P value 

Post 

hoc 

N 
 

26 15 52  
 

sex M 8 (30.8%) 3 (20.0%) 12 (23.1%) 0.682 
 

 
F 18 (69.2%) 12 (80.0%) 40 (76.9%)  

 

age Mean 

 ± SD  

28.54 

 ± 5.140 

31.13  

 ± 9.164 

31.29  

 ± 10.811 
0.694 

 

SES 1 0.000 0.000 3 (5.8%) 0.380 
 

 
2 8 (30.8%) 5 (33.3%) 9 (40.9%)  

 

 
3 14 (53.8%) 8 (53.3%) 29 (55.8%)  

 

 
4 4 (15.4%) 2 (13.3%) 6 (11.5%)  

 

 
5 0.000 0.000 5 (9.6%)  

 

Medication for non-

psychiatric disorders 

Yes 
2 (7.7%) 3 (20.0%) 9 (17.3%) 0.450 

 

 
no 24 (92.3%) 12 (80.0%) 43 (82.7%)  

 

BMI Mean 

 ± SD  

21.291  

 ± 1.735 

22.230  

 ± 3.046 

24.981  

 ± 5.294 
0.490 

 

antipsychotics dose† N 0 8 44 0.135 
 

 Mean 

 ± SD  
0 3.577  ± 1.605 7.478 ± 7.171  

 

Previous psychiatric 

illness** 

Yes 
0 (0%) 10 (66.7%) 48 (92.3%) 0.001 2≠3* 

 
no 26 (100%) 5 (33.3%) 4 (7.7%)  

 

† Two groups of major depressive disorder and bipolar disorder were compared by the Mann-Whitney method 

* p value < 0.05, ** p value < 0.01, *** p value < 0.001 
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표 1-7. Comparison of clinical characteristics between healthy control and major depressive disorder 

and bipolar disorder 

  

Healthy control 

Major 

depressive 

disorder 

Bipolar disorder P value post hoc 

N 
 

26 15 52  
 

HDRS*** Mean 
3.308 10.400 16.712 <0.001 

1<2,3***, 

2<3**  
SD 2.205 6.468 4.904  

 

PHQ*** Mean 1.154 6.800 14.923 <0.001 1<2<3*** 
 

SD 2.073 5.722 6.419  
 

BAI*** Mean 
0.500 12.000 23.846 <0.001 

1<2,3***, 

2<3*  
SD 0.949 14.962 16.950  

 

BIS Mean 60.500 62.267 63.846 0.191 

 

 
SD 4.693 8.868 8.405  

 

* p value < 0.05, ** p value < 0.01, *** p value < 0.001 
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표 1-8. Voice and speech features between healthy control and major depressive disorder and bipolar 

disorder 

  Healthy 

control 

Major 

depressive 

disorder 

Bipolar 

disorder 
p value Post hoc 

N  26 15 52   

glottal_OP Mean 2.477 2.328 2.480 0.211 
 

 SD 0.297 0.165 0.344  
 

glottal_CP Mean 2.069 2.000 2.102 0.427 
 

 SD 0.282 0.214 0.279  
 

glottal_C Mean 0.518 0.500 0.526 0.427 
 

 SD 0.071 0.054 0.070  
 

spectral_time Mean 12.246 17.837 12.956 0.202 
 

 SD 11.857 14.269 7.290  
 

spectral_centroid*** Mean 7.480 7.409 7.389 <0.001 1>2***, 1>3* 
 SD 0.056 0.083 0.093  

 

spectral_bandwidth Mean 7.450 7.430 7.425 0.075 
 

 SD 0.051 0.054 0.064  
 

spectral_rolloff*** Mean 8.131 8.034 8.013 <0.001 1>2***, 1>3* 
 SD 0.075 0.116 0.124  

 

spectral_rmse Mean 4.349 4.000 4.297 0.228 
 

 SD 0.589 0.574 0.721  
 

spectral_tempo Mean 118.092 119.172 118.259 0.128 
 

 SD 1.560 2.771 1.342  
 

formant1 Mean 6.226 6.231 6.229 0.791 
 

 SD 0.056 0.074 0.078  
 

formant2 Mean 7.382 7.353 7.347 0.562 
 

 SD 0.084 0.110 0.093  
 

formant3 Mean 8.048 8.036 8.022 0.175 
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 SD 0.079 0.073 0.076  
 

formant_BW1 Mean 42.129 41.821 42.266 0.926 
 

 SD 10.774 10.038 12.253  
 

formant_BW2 Mean 179.890 194.088 198.864 0.290 
 

 SD 53.065 64.302 43.874  
 

formant_BW3 Mean 221.704 228.024 212.505 0.499 
 

 SD 33.144 34.371 41.485  
 

mean_pitch** Mean 299.709 272.529 280.279 0.002 1>2** 
 SD 19.406 34.976 26.624  

 

stdev_pitch** Mean 0.275 0.340 0.314 0.004 1<2* 
 SD 0.055 0.069 0.066  

 

mean_magnitude Mean 70.441 63.680 63.806 0.044 1>2** 
 SD 12.109 11.169 10.427  

 

stdev_magnitude Mean 0.882 0.870 0.891 0.925 
 

 SD 0.086 0.172 0.135  
 

ZCR*** Mean 0.056 0.049 0.046 <0.001 1>2***, 1>3* 
 SD 0.007 0.010 0.009  

 

voice portion** Mean 0.665 0.682 0.686 0.002 1<2*** 
 SD 0.023  0.032  0.032  

  

* p value < 0.05, ** p value < 0.01, *** p value < 0.001  
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표 2-1  Descriptive statistics of voice and speech features 

  
Minimum Maximum Mean 

Standard 

deviation 
Skewness Kurtosis 

Time 5.155 110.115 14.885 12.640 4.088 22.625 

Time_log 0.712 2.042 1.093 0.236 1.162 1.895 

Spectral_centroid 7.119 7.603 7.381 0.110 -0.212 -0.650 

Spectral_band 7.144 7.576 7.403 0.082 -0.478 -0.146 

Spectral_roll 7.607 8.278 7.997 0.150 -0.335 -0.615 

Spectral_rmse 2.805 5.678 4.027 0.686 -0.001 -1.104 

Formant0 5.809 6.417 6.230 0.085 -1.094 3.651 

Formant1 6.967 7.633 7.327 0.118 -0.337 0.601 

Formant2 7.789 8.329 8.018 0.082 0.196 0.673 

Formant_bw0 16.412 78.831 41.069 11.653 0.569 0.044 

Formant_bw1 105.766 323.104 202.755 47.935 0.095 -0.705 

Formant_bw2 81.274 305.971 219.537 38.583 -0.682 0.585 

mean_p 177.710 340.239 278.612 29.312 -0.487 0.199 

error_p 0.145 0.488 0.327 0.070 0.155 -0.510 

change_p 7.877 216.424 38.863 30.063 3.229 12.821 

change_p_log 0.896 2.335 1.513 0.239 0.804 1.309 

mean_m 39.103 94.833 63.709 11.136 0.494 -0.135 

error_m 0.305 1.123 0.859 0.139 -0.893 1.065 

change_m 10.630 475.788 73.262 64.099 3.407 14.351 

change_m_log 1.027 2.677 1.772 0.262 0.790 1.355 

ZCR 0.030 0.073 0.048 0.009 0.306 -0.502 

Pause portion 0.611 0.743 0.681 0.028 -0.097 -0.470 

Total_count 3.000 190.000 41.601 26.913 2.762 11.402 

Total_count_log 0.477 2.279 1.548 0.253 -0.441 2.325 
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표 2-2. The results of applying the diagnostic algorithm from Study I to the newly recruited test set 

from Study II 

   

Logistic Regression F1 score 0.292 
 

Accuracy 0.682 

Gaussian Naive Bayes F1 score 0.406 
 

Accuracy 0.671 

Support Vector Machine F1 score 0.275 
 

Accuracy 0.706 

Multi-layer Perceptron F1 score 0.335 
 

Accuracy 0.671 

Bold: Best value among four models 
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표 2-3. Demographics comparison between healthy control group and current depression group 

  HC CD P value 

N  83 83  

Age** mean 37.072 30.916 <0.001 

 SD 11.421 10.820  

Sex  F 69 (83.1%) 64 (77.1%) 0.331 

 M 14 (16.9%) 19 (22.9%)  

SES * Low 30 (36.1%) 19 (22.9%) 0.015 

 Middle 45 (54.2%) 43 (51.8%)  

 High 8 (9.6%) 21 (25.3%)  

BMI*** mean 22.364 24.809 <0.001 

 SD 2.902 4.810  

Non-psychiatric 

medication** 

Yes 
2 (2.4%) 15 (18.1%) 0.001 

 no 81 (97.6%) 68 (81.9%)  

* p<0.05, ** p<0.01, *** p<0.001 
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표 2-4. Clinical characteristics between HC and CD 

  HC CD P value 

N  83 83  

PHQ*** M 0.892 15.205 <0.001 

 SD 1.440 6.636  

HDRS*** M 4.000 16.638 <0.001 

 SD 3.008 4.805  

BAI*** M 1.542 24.217 <0.001 

 SD 2.923 16.659  

BIS M 61.470 63.530 0.058 

 SD 5.840 7.922  

BSS*** M 1.108 18.145 <0.001 

 SD 1.815 9.531  

* p<0.05, ** p<0.01, *** p<0.001 
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표 2-5. Voice and speech features comparison between healthy control and current depression 

  

HC CD P value† 

Adjusted age, 

SES, BMI, 

suffering‡ 

Adjusted 

age, SES, 

BMI, 

suffering 

and BAI‡ 

N  83 83    

Time_log M 1.070 1.113 0.243 0.045 0.943 

 SD 0.249 0.224    

Spectral_centroid* M 7.383 7.381 0.917 0.053 0.045 

 SD 0.115 0.105    

Spectral_band M 7.384 7.424 0.002 0.019 0.498 

 SD 0.090 0.069    

Spectral_roll M 7.997 8.000 0.881 0.087 0.055 

 SD 0.155 0.144    

Spectral_rmse M 3.952 4.101 0.165 0.611 0.411 

 SD 0.586 0.776    

Formant0 M 6.237 6.221 0.208 0.935 0.432 

 SD 0.093 0.076    

Formant1 M 7.312 7.343 0.093 0.383 0.507 

 SD 0.129 0.107    

Formant2 M 8.010 8.028 0.161 0.568 0.689 

 SD 0.088 0.076    

Formant _bw0 M 39.728 42.628 0.110 0.278 0.906 

 SD 10.152 12.929    

Formant _bw1 M 203.690 202.296 0.853 0.822 0.395 

 SD 48.165 48.438    

Formant _bw2 M 222.962 216.600 0.284 0.292 0.348 

 SD 34.137 41.780    
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Mean_p M 279.720 277.538 0.631 0.017 0.060 

 SD 28.696 29.659    

Error_p M 0.329 0.324 0.637 0.210 0.422 

 SD 0.070 0.070    

Change_p_log M 1.501 1.523 0.564 0.049 0.814 

 SD 0.254 0.227    

Mean_m M 64.293 63.055 0.477 0.126 0.213 

 SD 11.340 11.043    

Error_m M 0.850 0.872 0.300 0.306 0.433 

 SD 0.122 0.152    

Change_m_log M 1.759 1.784 0.548 0.412 0.350 

 SD 0.260 0.265    

ZCR*** M 0.050 0.046 0.000 <0.001 <0.001 

 SD 0.008 0.009    

Pause_portion** M 0.676 0.687 0.013 0.001 0.003 

 SD 0.025 0.030    

Total count_log** M 1.444 1.643 0.000 <0.001 0.003 

 SD 0.213 0.243    
† student T test 

‡ multivariate analysis of covariance (MANCOVA) 

* p<0.05, ** p<0.01, *** p<0.001  
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표 2-6. Classification results by voice and speech features between HC and CD  

    
Depression (binary) 

Depression (binary, 

selected features) 

Logistic Regression F1 score 0.582 0.624 
 Accuracy 0.618 0.647 
 Sensitivity 0.664 0.672 
 Specificity 0.572 0.639 

Gaussian Naive Bayes F1 score 0.777 0.722 
 Accuracy 0.776 0.741 
 Sensitivity 0.743 0.759 
 Specificity 0.823 0.736 

AdaBoost F1 score 0.798 0.789 
 Accuracy 0.794 0.782 
 Sensitivity 0.732 0.700 
 Specificity 0.863 0.873 

Quadratic Discriminant Analysis F1 score 0.820 0.799 
 Accuracy 0.824 0.806 
 Sensitivity 0.806 0.801 
 Specificity 0.846 0.819 

Support Vector Machine F1 score 0.514 0.374 
 Accuracy 0.529 0.400 
 Sensitivity 0.538 0.394 
 Specificity 0.531 0.499 

Multi-layer Perceptron F1 score 0.527 0.499 
 Accuracy 0.512 0.471 
 Sensitivity 0.449 0.230 
 Specificity 0.585 0.771 

Bold: mean or max is greater than or equal to 0.800 
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표 2-7. Classification results by text between HC and CD 

 Demographic Text Ensemble 

Accuracy 0.681 0.831 0.831 

Sensitivity 0.671 0.699 0.762 

Specificity 0.692 0.964 0.951 

AUC 0.761 0.905 0.907 

Bold: mean or max is greater than or equal to 0.800 
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표 2-8. Correlation analysis between voice and speech features and clinical characteristics in healthy 

control group 

  HDRS BAI BSS 

HDRS Pearson linear correlation coefficient 1 .338** .112 

P value  .002 .315 

BAI Pearson linear correlation coefficient .338** 1 .239* 

P value .002  .029 

BSS Pearson linear correlation coefficient .112 .239* 1 

P value .315 .029  

Time_log Pearson linear correlation coefficient -.047 .264* .012 

P value .674 .016 .916 

Spectral_centroid Pearson linear correlation coefficient -.191 -.201 .009 

P value .084 .069 .938 

Spectral_band Pearson linear correlation coefficient -.215 -.226* .056 

P value .051 .040 .614 

Spectral_roll Pearson linear correlation coefficient -.177 -.202 .007 

P value .109 .067 .953 

Spectral_rmse Pearson linear correlation coefficient -.001 -.205 -.124 

P value .995 .063 .265 

Formant0 Pearson linear correlation coefficient .135 -.265* -.278* 

P value .224 .016 .011 

Formant1 Pearson linear correlation coefficient -.210 .104 .171 

P value .057 .351 .123 

Formant2 Pearson linear correlation coefficient -.208 .108 .319** 

P value .060 .331 .003 

Formant_bw0 Pearson linear correlation coefficient -.001 -.039 -.012 

P value .993 .729 .911 

Formant_bw1 Pearson linear correlation coefficient .022 .094 -.114 

P value .845 .400 .305 
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Formant_bw2 Pearson linear correlation coefficient -.075 -.074 .209 

P value .499 .505 .058 

Mmean_p Pearson linear correlation coefficient -.247* -.119 .000 

P value .025 .283 .997 

Error_p Pearson linear correlation coefficient .271* .132 .015 

P value .013 .234 .895 

Change_p_log Pearson linear correlation coefficient .023 .292** .017 

P value .834 .007 .878 

Mean_m Pearson linear correlation coefficient -.122 -.157 -.074 

P value .273 .156 .506 

Error_m Pearson linear correlation coefficient -.147 -.060 .043 

P value .185 .590 .703 

Change_m_log Pearson linear correlation coefficient -.089 .224* .034 

P value .421 .042 .761 

ZCR Pearson linear correlation coefficient -.202 -.123 .003 

P value .067 .270 .981 

Pause portion Pearson linear correlation coefficient .229* .093 -.022 

P value .037 .404 .847 

Total_count_log Pearson linear correlation coefficient .229* .097 .079 

P value .037 .381 .480 

* p<0.05, ** p<0.01, *** p<0.001 
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표 2-9. Correlation analysis between voice and speech features and clinical characteristics in current 

depression group 

  HDRS BAI BSS 

HDRS Pearson linear correlation coefficient 1 .539*** .458*** 

P value  <.001 <.001 

BAI Pearson linear correlation coefficient .539*** 1 .528*** 

P value <.001  <.001 

BSS Pearson linear correlation coefficient .458*** .528*** 1 

P value <.001 <.001  

Time_log Pearson linear correlation coefficient .161 .255* .151 

P value .146 .020 .173 

Spectral_centroid Pearson linear correlation coefficient .036 .149 .239* 

P value .748 .180 .030 

Spectral_band Pearson linear correlation coefficient .058 .139 .300** 

P value .599 .211 .006 

Spectral_roll Pearson linear correlation coefficient .043 .159 .251* 

P value .702 .150 .022 

Spectral_rmse Pearson linear correlation coefficient .341** .205 .130 

P value .002 .064 .243 

Formant0 Pearson linear correlation coefficient .120 .183 -.075 

P value .282 .097 .499 

Formant1 Pearson linear correlation coefficient .026 -.026 .037 

P value .815 .816 .739 

Formant2 Pearson linear correlation coefficient .117 -.013 .139 

P value .292 .905 .210 

Formant_bw0 Pearson linear correlation coefficient .132 .169 .199 

P value .235 .127 .071 

Formant_bw1 Pearson linear correlation coefficient .251* .178 .288** 

P value .022 .107 .008 
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Formant_bw2 Pearson linear correlation coefficient -.129 .048 .114 

P value .244 .663 .303 

Mmean_p Pearson linear correlation coefficient .026 .039 .132 

P value .816 .727 .233 

Error_p Pearson linear correlation coefficient -.057 .000 -.154 

P value .608 .999 .164 

Change_p_log Pearson linear correlation coefficient .129 .266* .129 

P value .244 .015 .244 

Mean_m Pearson linear correlation coefficient .036 .041 .078 

P value .749 .712 .485 

Error_m Pearson linear correlation coefficient .060 .016 .049 

P value .591 .887 .661 

Change_m_log Pearson linear correlation coefficient .158 .247* .180 

P value .153 .024 .104 

ZCR Pearson linear correlation coefficient .053 .149 .219* 

P value .634 .180 .046 

Pause portion Pearson linear correlation coefficient -.083 -.112 -.267* 

P value .458 .312 .015 

Total_count_log Pearson linear correlation coefficient .067 .048 .035 

P value .546 .665 .757 

* p<0.05, ** p<0.01, *** p<0.001 
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표 2-10. Mediation analysis between voice and speech features and clinical characteristics in healthy 

control group 

Direct effect of X on Y 
     

     Effect         se          t          p       LLCI       ULCI 

     -.0048      .0034    -1.4022      .1648     -.0116      .0020 
        

Indirect effect(s) of X on Y: 
    

          Effect     BootSE   BootLLCI   BootULCI 
  

TOTAL     -.0016      .0015     -.0043      .0015 
  

Ind1      -.0020      .0012     -.0045      .0004 
  

Ind2       .0001      .0009     -.0011      .0027 
  

Ind3       .0003      .0004     -.0006      .0010 
  

        

Indirect effect key: 
     

Ind1 HDRS       ->    BAI       ->    band 
  

Ind2 HDRS       ->    BSS       ->    band 
  

Ind3 HDRS       ->    BAI       ->    BSS       ->    band 

* p<0.05, ** p<0.01, *** p<0.001 
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표 2-11. Mediation analysis between voice and speech features and clinical characteristics in current 

depression group 

Direct effect of X on Y 
 

     Effect         se          t          p       LLCI       ULCI 

     -.0015      .0019     -.8125      .4190     -.0052      .0022 
    

Indirect effect(s) of X on Y: 

          Effect     BootSE   BootLLCI   BootULCI 

TOTAL      .0024      .0013     -.0001      .0052 

Ind1       .0001      .0011     -.0021      .0024 

Ind2*       .0012      .0008      .0000      .0031 

Ind3*       .0010      .0006      .0002      .0024 
    

Indirect effect key: 
 

Ind1 HDRS       ->    BAI     ->    band 

Ind2 HDRS ->    BSS       ->    band 

Ind3 HDRS ->    BAI       ->    BSS       ->    band 

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-1. Demographics between depression with low suicidal risk and depression with high suicidal 

risk (suicidal risk : BSS) 

  
DLSR DHSR P value 

N 
 

33 50 
 

age* mean 33.788 29.020 0.049 
 SD 11.376 10.109 

 

BMI mean 24.447 25.048 0.581 
 SD 4.602 4.973 

 

sex M 8 (24.4%) 11 (22.0%) 0.812 
 F 25 (75.8%) 39 (78.0%)  

SES low 8 (24.2%) 11 (22.0%) 0.885 
 med 16 (48.5%) 27 (54.0%)  
 high 9 (27.3%) 12 (24.0%)  

Non-psychiatric medication Yes 7 (21.2%) 8 (16.0%) 0.546 

 no 26 (78.8%) 42 (84.0%)  

Subjective suffering due to non-

psychiatric disease 

mean 0.210 0.340 0.372 

 SD 0.545 0.668  

AP_OZP N 33 50 0.071 
 mean 4.361 7.026 

 

 SD 4.627 7.471 
 

MINI MDD 6 (18.2%) 5 (10.0%) 0.332 
 BP 27 (81.8%) 45 (90.0%)  
 panic disorder* 1 (3.0%) 9 (18.0%) 0.040 

 social anxiety 

disorder 

2 (6.1%) 3 (6.0%) >0.999 

 OCD 2 (6.1%) 5 (10.0%) 0.527 
 PTSD 1 (3.0%) 2 (4.0%) 0.817 
 AUD 2 (6.1%) 9 (18.0%) 0.116 
 BN 1 (3.0%) 4 (8.0%) 0.352  

GAD 4 (12.1%) 8 (16.0%) 0.623 

* p<0.05, ** p<0.01, *** p<0.001  
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표 3-2. Clinical characteristics between depression with low suicidal risk and depression with high 

suicidal risk (suicidal risk : BSS) 

  
DLSR DHSR P value 

N 
 

33 50 
 

PHQ*** mean 11.455 17.680 <0.001 

 SD 5.900 5.937  

HDRS** mean 14.424 18.100 <0.001  
SD 4.430 4.509 

 

BAI*** mean 15.939 29.680 <0.001  
SD 13.122 16.595 

 

BIS mean 63.000 63.880 0.623  
SD 7.850 8.030 

 

BSS*** mean 8.576 24.460 <0.001 

 SD 5.728 5.312  

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-3. Voice and Speech features between DLSR and DHSR (suicidal risk : BSS) 

  

DLSR DHSR P value† 
Adjusted 

age‡ 

Adjusted 

age, BAI‡ 

N 
 

33 50    

Time_log mean 1.081 1.134 0.293 0.136 0.568  
SD 0.200 0.238    

Spectral_centroid mean 7.367 7.390 0.330 0.618 0.995  
SD 0.091 0.113    

Spectral_band mean 7.408 7.435 0.081 0.189 0.357  
SD 0.064 0.070    

Spectral_roll mean 7.982 8.012 0.367 0.698 0.863  
SD 0.125 0.156    

Spectral_rmse mean 4.078 4.117 0.823 0.808 0.287  
SD 0.746 0.803    

Formant0* mean 6.233 6.213 0.256 0.109 0.012  
SD 0.066 0.081    

Formant1 mean 7.344 7.342 0.946 0.852 0.929  
SD 0.092 0.116    

Formant2 mean 8.020 8.033 0.467 0.659 0.527  
SD 0.078 0.075    

Formant _bw0 mean 39.049 44.990 0.040 0.100 0.246  
SD 10.559 13.878    

Formant _bw1* mean 184.473 214.059 0.006 0.006 0.021  
SD 42.094 49.133    

Formant _bw2* mean 204.699 224.455 0.034 0.016 0.016  
SD 48.080 35.401    

Mean_p mean 276.871 277.979 0.869 0.809 0.707  
SD 24.839 32.691    

Error_p mean 0.327 0.322 0.770 0.894 0.922 
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SD 0.064 0.075    

Change_p_log mean 1.494 1.542 0.350 0.126 0.592  
SD 0.221 0.232    

Mean_m mean 62.450 63.454 0.688 0.836 0.933  
SD 9.636 11.959    

Error_m mean 0.883 0.865 0.591 0.503 0.437  
SD 0.127 0.167    

Change_m_log mean 1.753 1.804 0.398 0.264 0.832  
SD 0.222 0.291    

ZCR mean 0.044 0.047 0.219 0.333 0.620  
SD 0.007 0.010    

Pause_portion mean 0.691 0.684 0.318 0.440 0.673  
SD 0.023 0.034    

Total count_log mean 1.661 1.630 0.573 0.473 0.339  
SD 0.171 0.282    

† student T test 

‡ multivariate analysis of covariance (MANCOVA) 

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-4. Classification results by voice and speech features between DLSR and DHSR (suicidal risk; 

BSS)  

    SSI for depression 

Logistic Regression F1 score 0.789 

  Accuracy 0.718 

  Sensitivity 0.495 

  Specificity 0.824 

Gaussian Naive Bayes F1 score 0.649 

  Accuracy 0.576 

  Sensitivity 0.503 

  Specificity 0.620 

AdaBoost F1 score 0.580 

  Accuracy 0.482 

  Sensitivity 0.438 

  Specificity 0.558 

Quadratic Discriminant Analysis F1 score 0.771 

  Accuracy 0.647 

  Sensitivity 0.167 

  Specificity 0.912 

Support Vector Machine F1 score 0.789 

  Accuracy 0.718 

  Sensitivity 0.462 

  Specificity 0.840 

Multi-layer Perceptron F1 score 0.673 

  Accuracy 0.624 

  Sensitivity 0.535 

  Specificity 0.649 

Bold: mean or max is greater than or equal to 0.800  
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표 3-5. Classification results by voice and speech features between DLSR and DHSR (suicidal risk : 

BSS) 

  Demographic-only Text-only Ensemble 

AUC 0.511  0.626 0.874  

Accuracy 0.578  0.602  0.795  

Sensitivity 0.444  0.489  0.703 

Specificity 0.643 0.750  0.870 

p-value (Delong test)   0.308  0.012*  

Bold: mean or max is greater than or equal to 0.800 

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-6. Demographics between depression with low suicidal risk and depression with high suicidal 

risk (suicidal risk : MINI) 

  
DLSR DHSR P value 

N 
 

52 31 
 

Age* mean 32.865 27.645 0.033 
 SD 11.381 9.065  

BMI mean 24.366 25.551 0.280 
 SD 4.049 5.870  

sex M 12 (23.1%) 7 (22.6%) 0.958 
 F 40 (76.9%) 24 (77.4%)  

SES low 14 (26.9%) 5 (16.1%) 0.209 
 med 28 (53.8%) 15 (48.4%)  

 high 10 (19.2%) 11 (35.5%)  

Non-psychiatric medication Yes 12 (23.1%) 3 (9.7%) 0.125 

 no 40 (76.9%) 28 (90.3%)  

Subjective suffering due to non-

psychiatric disease 

mean 0.230 0.390 0.281 

 SD 0.581 0.715  

AP_OZP* N 52 31 0.023 

 mean 4.705 8.082  

 SD 4.872 8.424  

MINI MDD 7 (13.5%) 4 (12.9%) 0.942 

 BP 45 (86.5%) 27 (87.1%)  

 panic disorder** 2 (3.8%) 8 (25.8%) 0.003 

 social anxiety disorder* 1 (1.9%) 4 (12.9%) 0.040 

 OCD 4 (7.7%) 3 (9.7%) 0.753 

 PTSD 1 (1.9%) 2 (6.5%) 0.285 

 AUD 7 (13.5%) 4 (12.9%) 0.942 

 BN 3 (5.8%) 2 (6.5%) 0.899 
 

GAD 5 (9.6%) 7 (22.6%) 0.104 

* p<0.05, ** p<0.01, *** p<0.001  
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표 3-7. Clinical characteristics between low suicidal risk and depression with high suicidal risk 

(suicidal risk : MINI) 

  
DLSR DHSR P value 

N 
 

52 31  

PHQ** mean 13.462 18.129 0.002 

 SD 5.782 7.032  

HDRS** mean 15.500 18.548 0.005  
SD 4.734 4.358  

BAI** mean 20.577 30.323 0.009  
SD 15.301 17.294  

BIS mean 63.981 62.774 0.505  
SD 7.229 9.043  

BSS*** mean 13.692 25.613 <0.001 

 SD 7.935 7.017  

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-8. Voice and Speech features between DLSR and DHSR (suicidal risk : MINI) 

  

DLSR DHSR P value† 

Adjusted 

age, 

AP_OZP‡ 

Adjusted 

age, 

AP_OZP 

and BAI‡ 

N 
 

52 31    

Time_log mean 1.109 1.120 0.910 0.381 0.807  
SD 0.210 0.249    

Spectral_centroid mean 7.368 7.403 0.094 0.356 0.515  
SD 0.091 0.122    

Spectral_band mean 7.416 7.437 0.132 0.417 0.580  
SD 0.064 0.075    

Spectral_roll mean 7.982 8.030 0.078 0.395 0.583  
SD 0.129 0.165    

Spectral_rmse mean 4.084 4.131 0.693 0.509 0.288  
SD 0.794 0.757    

Formant0 mean 6.228 6.209 0.217 0.229 0.073  
SD 0.070 0.085    

Formant1 mean 7.340 7.349 0.895 0.656 0.627  
SD 0.099 0.119    

Formant2 mean 8.028 8.028 1.000 0.853 0.863  
SD 0.075 0.079    

Formant _bw0 mean 42.455 42.918 0.778 0.972 0.622  
SD 12.783 13.377    

Formant _bw1* mean 194.014 216.188 0.058 0.021 0.052  
SD 43.338 53.868    

Formant _bw2 mean 213.884 221.156 0.624 0.274 0.323  
SD 44.841 36.315    

Mean_p mean 276.507 279.268 0.413 0.912 0.873 
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SD 25.465 36.015    

Error_p mean 0.332 0.310 0.221 0.392 0.353  
SD 0.068 0.073    

Change_p_log mean 1.523 1.523 0.851 0.405 0.882  
SD 0.222 0.240    

Mean_m mean 63.875 61.679 0.498 0.267 0.219  
SD 10.622 11.765    

Error_m mean 0.875 0.867 0.829 0.552 0.554  
SD 0.137 0.176    

Change_m_log mean 1.778 1.794 0.865 0.508 0.940  
SD 0.237 0.311    

ZCR mean 0.044 0.047 0.247 0.456 0.615  
SD 0.008 0.011    

Pause_portion mean 0.693 0.676 0.020 0.058 0.075  
SD 0.026 0.035    

Total count_log mean 1.643 1.641 0.959 0.920 0.821  
SD 0.178 0.327    

* p<0.05, ** p<0.01, *** p<0.001 
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표 3-9. Classification results by voice and speech features between DLSR and DHSR (suicidal risk; 

MINI)  

    MINI for depression 

Logistic Regression F1 score 0.310 

  Accuracy 0.565 

  Sensitivity 0.24 

  Specificity 0.864 

Gaussian Naive Bayes F1 score 0.444 

  Accuracy 0.529 

  Sensitivity 0.441 

  Specificity 0.646 

AdaBoost F1 score 0.499 

  Accuracy 0.576 

  Sensitivity 0.490 

  Specificity 0.703 

Quadratic Discriminant Analysis F1 score 0.044 

  Accuracy 0.541 

  Sensitivity 0.025 

  Specificity 0.983 

Support Vector Machine F1 score 0.180 

  Accuracy 0.541 

  Sensitivity 0.177 

  Specificity 0.913 

Multi-layer Perceptron F1 score 0.294 

  Accuracy 0.565 

  Sensitivity 0.219 

  Specificity 0.852 

Bold: mean or max is greater than or equal to 0.800  
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표 3-10. Classification results by voice and speech features between DLSR and DHSR (suicidal risk : 

MINI) 

 Demographic Text Ensemble 

Accuracy 0.542 0.602 0.747 

Sensitivity 0.625 0.744 0.816 

Specificity 0.370 0.477 0.647 

AUC 0.499 0.632 0.800 

Bold: mean or max is greater than or equal to 0.800 
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그림 1-1. Difference of voice features by depressive episode 

   
 

(a) (b) (c) (d) 

  
 

 

(e) (f) (g)  

(a) Spectral_centroid between three groups; (b) spectral_rolloff between three groups; (c) sq_mean_pitch between 

three groups; (d) stdev_pitch between three groups; (e) mean_magnitude between three groups; (f) zero-crossing-

rate between three groups; (g) voice portion between three groups.  

* p value < 0.05, ** p value < 0.01, *** p value < 0.001  
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그림 1-2. AUC curve predicting minor and major episodes using MLP 

  

(a) (b) 

  

(c) (d) 

(a) AUC for minor episode, 7:3 training; (b) AUC for major episode, 7:3 training; (c) AUC for minor episode, 8:2 

training; (d) AUC for major episode, 8:2 training;   
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그림 2-1. ROC curve of classification HC and CD by voice and speech features 
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그림 2-2. Feature importance for classifying HC and CD 
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그림 2-3. Text mining of important features in HC and CD 
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그림 2-4. Classification results between HC and CD by text 
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그림 2-5. Mediation analysis between voice and speech feature and clinical characteristics 

in healthy control group 

 

 

* p<0.05, ** p<0.01, *** p<0.001 
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그림 2-6. Mediation analysis between voice and speech feature and clinical characteristics 

in current depression group 

 

* p<0.05, ** p<0.01, *** p<0.001 
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그림 3-1. ROC curve of classification DLSR and DHSR by voice and speech features (suicidal 

risk : BSS) 
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그림 3-2. Classification results of DLSR and DHSR by text and clinical characteristics 

(suicidal risk : BSS) 
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그림 3-3. ROC curve of classification DLSR and DHSR by voice and speech features (suicidal 

risk : MINI) 
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그림 3-4. Classification results of DLSR and DHSR by text and clinical characteristics 

(suicidal risk : MINI) 
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Abstract 

A study on artificial intelligence-based clinical decision support 

system to evaluate depression and suicide risk using voice and text 

 

Daun Shin 
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Introduction: The incidence of depression and suicide continues to 

increase worldwide, and the resulting socio-economic loss is also 

enormous. However, in diagnosing depression and suicide, it is 

difficult to effectively intervene due to a misdiagnosis in situations 

where it is difficult for the patient to report symptoms with reduced 

symptoms or conduct an in-depth interview because the diagnosis 

must be made through the patient's subjective answer. In addition, 

voices and text used by participants in interviews are traditionally 

known for their clinical significance in the Department of Psychiatry. 

In the past, the voice and the subject's utterance content had to be 

used for diagnosis based on the clinical experience accumulated by 

clinicians. As technologies for extracting various indicators of voice 

and extracting spoken words have been developed recently, 

differences in voices and differences in spoken words according to 

the risk of depression and suicide are being revealed. In addition, as 
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machine learning is applied to the medical field, it has been able to 

detect these subtle differences and help make decisions. However, 

previous studies have limitations in that the number of subjects is not 

yet sufficient and consideration of various clinical situations such as 

drugs is insufficient. Therefore, this study aims to overcome the 

existing limitations and build an AI-based clinical decision support 

system that evaluates depression and suicide risk groups based on 

the subject's voice and words used during the interview. 

Method: A patient group complaining of depressive symptoms and a 

normal control group were recruited, respectively, and a Mini 

International Neuropsychiatric Interview was performed on all 

subjects and the interview was recorded. After extracting only the 

section uttered by the subject from among the recorded interview 

files, various indicators of voice and text data were extracted from 

each section. In Study I, the initial data were used to compare and 

analyze the normal group, the mild depression group, and the major 

depression group. In Study II, the final initial evaluation data was used 

to identify voice indicators that can distinguish normal and depression, 

and a diagnostic algorithm using text was constructed. In Study III, 

an algorithm for diagnosing the high-risk group for suicide was 

established by defining the high-risk group for depression through 

the Beck’s suicide ideation scale and the suicide-related module of 

the mini international neuropsychiatric interview. 

Results: In Study I, 7 voice and speech indicators that can distinguish 
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33 normal group, 26 mild depression group, and 34 major depression 

group were extracted. When the accuracy of various models was 

confirmed based on the voice and speech features, it was confirmed 

that the performance of the multilayer perceptron was the best. In 

Study II, the speech features and text data of 83 normal and 83 

depressed patients were analyzed, and the area under the curve of 

the machine learning algorithm based on each was 0.806 and 0.905. 

In Study III, 83 people in the depression group were compared with 

both the Beck’s suicide ideation scale and the classification method 

through a mini international neuropsychiatric interview. However, in 

the case of the algorithm for predicting the suicide high risk group 

based on voice, the maximum sensitivity was 0.535, and the best 

performance was the average accuracy of 0.495 in the model using 

the logistic regression formula. On the other hand, the algorithm for 

predicting suicide risk based on text also had an area under the curve 

of only 0.632, but the ensemble model built by integrating text data 

and sociodemographic information was able to confirm the diagnostic 

usefulness with an area under the curve of 0.800. 

Conclusion: This study established an algorithm for diagnosing 

depression and suicide risk by extracting voice and speech features 

and text data from the subject's utterance section in a structured 

interview. Both data showed excellent performance in diagnosing 

depression, but insufficient for diagnosing suicide risk. In the case of 

text data, although there are limitations as data obtained through 
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structured interviews, when it was integrated with sociodemographic 

information using statistical techniques, it showed better 

performance than predicted by sociodemographic information alone, 

showing utility value. This study is the first study in South Korea to 

prove the objective diagnostic value of voice and text data, and it is 

a challenge to a new field of psychiatry as a digital objective 

diagnostic tool. In the future, additional research is needed on data 

from more diverse regions and environments in the field. 

 

Keywords : depression, suicide risk, voice, text analysis, machine 

learning, clinical decision support system 

Student Number : 2018-25300 
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