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국문초록(16pt)

서울시 교통부문은 전체 온실가스 배출량 중 20%를 차지하는

주요 배출원에 해당한다. 대한민국이 ‘2050년 탄소중립’을 선언함에

따라 국토교통부는 2030년까지 2018년 대비 교통부문 온실가스양

의 37.8%만큼 감축하겠다는 목표를 설정하였다. 목표에 부합하는

관리 및 모니터링 계획을 수립하기 위해선 교통부문에서의 온실가

스 배출 양상을 파악할 필요가 있다. 본 연구에서는 도로 이산화탄소

증가분을 산출하는 랜덤포레스트 기반의 RERFs (Regression Enhanced

Random Forests) 모델을 구축하여, 서울시 교통량 측정 지점의 이산화

탄소 증가분을 1시간 단위로 예측하였다. 실측 데이터 기반의 RERFs 모

델이 제공하는 이산화탄소 증가분 자료는 교통부문에서 발생하는 이산화

탄소 배출 농도의 시공간 변동성을 이해하는데 필수적인 정보를 제공한

다. 교통부문에서 배출되는 이산화탄소 농도를 모니터링하기 위해선 인

벤토리 기반의 모니터링뿐만 아니라 실측 기반의 모니터링이 함께 수행

되어야 한다. 본 연구에서 고정 관측 장비 없이 효과적으로 도로 이산화

탄소 증가분을 예측하는 방법론을 제시함에 따라 앞으로 교통부문 온실

가스 모니터링 체계를 구축하는데 기여할 수 있을 것이다.

주요어 : 교통량, 이산화탄소 농도, 데이터 기반 모델, 이동관측

학 번 : 2020-22280
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제 1 장 서론

제 1 절 연구 배경 및 목적

이산화탄소는 6대 온실가스 중 온실효과 영향이 가장 큰 물질이며,

그 정도는 1979년~2021년 계속해서 증가하는 추세다1). EDGAR 자료에

따르면, 세계 화석연료에 의한 이산화탄소 배출량은 2019년 기준, 38 Gt

을 넘어섰으며2) 수송부문에서의 배출량 또한 8.5Gt을 기록하였다3). 수송

부문에서 배출되는 온실가스 배출량은 전체 배출원의 약 14%를 차지하

며4) 이 중, 도로에서 배출되는 온실가스의 비율은 71%에 해당한다.

서울의 경우, 전체 온실가스 배출량 중 수송부문이 차지하는 비율은

2014년 기준, 20.3%로 세계 평균치보다 높으며, 2019년엔 19.2%5)로 꾸준

히 높은 비율을 유지하고 있다. 도로, 철도, 항공, 해운 항목들을 포함하

는 수송부문 중 도로가 차지하는 온실가스양의 비율은 92%로 대부분을

차지하며, 이는 세계 평균치를 상회하는 수치이다. 대한민국이 2050년 탄

소중립을 선언함에 따라, 2021년 국토교통부는 ‘탄소중립 로드맵’을 발표

하며 교통부문에서 발생하는 온실가스양을 감축할 구체적인 계획을 제시

하였다. ‘국토교통 탄소중립 로드맵’에 따르면, 대표적으로 2가지 방법을

이용하여 탄소 배출량을 감축하고자 한다. 첫째는 탄소 배출량이 많은

사업용 차량을 우선으로 전기·수소차로 전환하는 것, 둘째, 대중교통 활

성화 및 교통 수요관리를 통해 내연기관 차량의 총 주행거리를 감축하는

것이다. 서울시는 교통부문에서 발생하는 온실가스 배출량을 관리하기

위해, 2006년 IPCC에서 제시한 탄소 배출량 산정식에 근거하여, 도로부

1) NOAA, 2021

2) Crippa et al., 2020

3) IEA, 2019

4) IPCC, 2014

5) 서울특별시, 2022
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문 온실가스 배출량을 상향식으로 산출하여 모니터링하고 있다. 그러나

이러한 방법은 집계된 연료 소모량에 근거하기 때문에, 실제 배출 양상

을 파악할 수 없고, 더 나아가 검증하기 어렵다는 한계가 있다. 이를 검

증하기 위해선 2019년 IPCC의 온실가스 인벤토리 가이드라인 개정판6)

에서 다루어진, “온실가스 관측”이 선행적으로 이루어질 필요가 있다. 구

체적인 온실가스 배출량 관리를 위해선 관측을 활용하여 온실가스 배출

량의 시공간 변동성을 파악할 필요가 있는 것이다. 하지만, 도로에서 배

출되는 이산화탄소 농도는 실제 화석연료가 얼마나 소모되었는지 뿐만

아니라 교통량7), 교통속도8), 기상변수 및 주변 환경9) 등 다양한 요소로

부터 영향을 받기 때문에 시공간적 변동성을 포착하기 어렵다는 한계가

있다.

이와 같은 배경 하에서, 수송부문 온실가스 배출량의 변동성을 이해

하기 위해 도심을 대상으로 이산화탄소 농도 관측 기기를 설치하고, 지

속적인 관측을 수행하고 있다.10) 더 나아가 공간에 따른 이산화탄소 농

도의 변동성을 파악하기 위해, 고정 관측뿐만 아니라, 이동 관측을 활용

한 연구도 진행되고 있다. 교통량과 기상조건의 큰 변화가 없는 10시~13

시 30분 시간대와 밴쿠버 지역을 대상으로 이산화탄소 농도 관측을 수행

한 연구에 따르면, 여름과 겨울 계절 모두 교통부문에서의 인벤토리 배

출량과 관측된 이산화탄소 농도가 대체로 양의 상관관계가 있음을 보였

다11). 보스턴과 우스터 지역을 대상으로 고해상도 온실가스 인벤토리 모

델을 구축하고 이동 관측을 활용하여 인벤토리 배출량을 검증한 연구에

선12), 인벤토리 배출량과 관측된 이산화탄소 농도 간에 비선형적인 양의

상관관계를 갖지만, 높은 설명력을 갖는 회귀식을 세울 수 있음을 보인

6) IPCC. 2019

7) Maness et al., 2015

8) Tang et al., 2022

9) Lee et al., 2017

10) Park et al., 2021

11) Lee et al., 2017

12) Brondfield et al., 2012
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바 있다(Pseudo R2 : 0.29, 0.70, 0.46). 하지만 이산화탄소 농도와 배출량

을 비교한 선행 연구들은 측정한 농도와 인벤토리 배출량을 검증하는 데

그쳐, 관측을 수행하지 않은 시간 및 기상조건에서의 배출 양상은 파악

할 수 없다는 한계점이 있다.

도로에서 배출되는 이산화탄소 농도를 정량적으로 파악하는 것이 도

심 교통부문의 온실가스 배출 양상을 이해하는데 필수적인 요소임에도

불구하고, 서울시 도로를 대상으로 이산화탄소 농도를 파악하기 위한 연

구는 거의 진행된 바 없다. 이에 따라 본 연구에선 서울시 교통량과 교

통속도가 수집되는 지점을 중심으로 이산화탄소 농도자료를 수집하였으

며, 이산화탄소 농도에 영향을 미치는 기상 자료를 함께 활용하여 도로

이산화탄소 농도를 산출하는 인공지능 모델을 구축하였다. 이후, 개발한

인공지능 모델을 이용하여 서울시 도로에서 배출되는 이산화탄소 농도의

시공간 변동성을 파악하였다.
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제 2 장 연구 방법

본 연구에선 도로에서 배출되는 이산화탄소 농도의 변동성을 이해하

기 위해 도로상에서 측정된 이산화탄소 농도에서 도심 배경농도를 제거

한 이산화탄소 증가분(CO2,
traffic)을 살펴보았다. 도로 이산화탄소 증가분

(CO2,
traffic)은 CO2,

measured – CO2,
background 로 정의할 수 있으며13)14), 2022

년 1월~2월을 대상으로 관측을 수행하였다. 서울시 도로변에 식재된 가

로수는 낙엽활엽수이며, 그 수가 적고 겨울철에 연구가 진행된 만큼 가

로수에 의한 이산화탄소 흡수 효과는 무시할 만한 수준이라고 가정하였

다15)16). 도로 이산화탄소 증가분에 영향을 미치는 주요 인자에는 온실가

스 인벤토리 산정식에서 고려하는 교통속도17), 교통량12) 그리고 최대풍

속 및 대기경계층 고도와 같은 기상 정보가 있다. 따라서 교통 및 기상

자료가 함께 수집되는 지점을 대상으로 이동 관측 계획을 수립하고 이행

하였으며, 이후 수집된 자료를 바탕으로 기계학습 모델을 구축하였다.

제 1 절 연구 범위

도로 이산화탄소 증가분을 예측하는 모델을 구축하기 위해선, 기상

자료뿐만 아니라 교통량, 교통속도와 같은 교통정보를 함께 활용할 필요

가 있다. 본 연구에선 교통량과 교통속도가 함께 측정되는 관측지점들을

대상으로 관측 계획을 수립하여 모델 학습에 필요한 자료를 수집하였다.

학습이 완료된 모델은 ‘터널 지점’과 도로 기능유형이 ‘기타도로’로 분류

되는 지점을 제외한 관측지점들을 대상으로 도로 이산화탄소 증가분을

13) Liu et al., 2021

14) Maness et al., 2015

15) Schmidt et al., 2014

16) Liu et al., 2021

17) 신용일 외., 2010
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산출한다. 이후 모델 결과물을 바탕으로 서울 도로 이산화탄소 증가분의

시공간 변동성을 파악하였다. 교통 정보가 수집되는 지점을 가능한 한

많이 방문할 수 있도록 관측을 계획하였으며, 총 19번에 걸쳐 약

1263km를 주행하며 데이터를 수집하였다. 관측 계획에 대한 모식도는

<표 1>과 같다.

관측 날짜 (2022년) 관측 시간 관측 길이

1월 4일

1월 5일

1월 7일

1월 13일

1월 18일

1월 20일

1월 25일

2월 3일

2월 15일

2월 16일

2월 17일

2월 18일

2월 19일

2월 20일

2월 21일

2월 22일

2월 23일

2월 24일

2월 25일

10시 53분 ~ 15시 26분

10시 43분 ~ 16시 40분

10시 41분 ~ 14시 33분

10시 20분 ~ 13시 58분

10시 25분 ~ 14시 49분

10시 12분 ~ 14시 37분

10시 25분 ~ 14시 25분

10시 21분 ~ 14시 24분

10시 51분 ~ 16시 46분

9시 30분 ~ 17시 49분

10시 17분 ~ 17시 00분

10시 50분 ~ 16시 38분

11시 31분 ~ 16시 39분

10시 43분 ~ 15시 55분

11시 22분 ~ 13시 09분

10시 36분 ~ 16시 30분

11시 20분 ~ 19시 20분

10시 45분 ~ 16시 38분

10시 42분 ~ 16시 25분

58.779km

50.918km

55.425km

58.645km

60.369km

58.421km

51.550km

57.857km

72.295km

87.205km

89.343km

78.418km

68.382km

78.149km

30.863km

73.385km

95.764km

67.038km

71.128km

<표 1> 이동 관측 일정표
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제 2 절 연구 자료

본 연구에서 도로 이산화탄소 증가분을 파악하기 위해 이용한 자료

는 크게 교통 자료, 기상 자료, 이산화탄소 관측 자료로 구분할 수 있다.

교통자료에는 서울시 교통정보 시스템(TOPIS, Transport Operation &

Information Services)에서 배포하는 교통량과 교통속도 자료를 이용하였

다. 기상 자료의 경우, 기상청에서 제공하는 국지예보모델(LDAPS, Local

Data Assimilation and Prediction System) 자료, 그리고 이산화탄소 관

측 자료는 남산 타워 관측자료(SNUCO2M)18)와 LI-7815 이동 관측 기

기19)를 이용하여 측정한 이산화탄소 농도 자료를 이용하였다.

1) 서울시 교통정보 시스템 자료

서울시 교통정보 시스템(TOPIS, Transport Operation &

Information Service, TOPIS)은 서울시 교통부문에 대해 2가지 정보(교

통속도, 교통량)를 오픈 소스로 제공하고 있다. 해당 자료는 서울시 주요

교통정책 모니터링 수단 및 교통 정보를 제공하기 위한 기초자료에 이용

되고 있을 뿐 아니라 보다 다양한 교통 정보를 제공하기 위해 시스템을

확장하고 있다.

서울시 교통정보 시스템이 제공하는 교통량과 교통속도 정보는 교통

부문에서 발생하는 이산화탄소 배출량에 영향을 미치는 주요 인자로써

도로 이산화탄소 농도를 추정할 때에 고려해야 하는 필수 요소이다. 교

통량의 경우, 통행량에 비례하여 엔진이 소모하는 연료의 양이 증가하기

때문에 결과적으로 온실가스 배출량을 증가시키는 요인으로 작용한다20).

반면 교통속도의 경우, 이산화탄소 배출량과 비선형적인 관계를 보이는

데21), 속도가 느릴 때와 빠를 때 대량의 배출원 단위를 갖게 된다고 알

18) Park et al., 2021

19) Minish et al., 2019

20) Maness et al., 2015

21) 최성훈, 장현호, 윤병조, 2020
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려져 있다. 이에 따라, 교통부문 온실가스 인벤토리에선 65.4km/h 또는

79.6km/h의 기준을 두고 서로 다른 온실가스 배출량 산정식을 적용한

다22). 실험실에서 자동차 동력기관을 이용하여 New European Driving

Cycle (NEDC) 시나리오에 따른 이산화탄소 농도의 배출 양상을 분석한

연구에선23), 교통속도가 높아짐에 따라 이산화탄소 농도 또한 지속해서

증가하는 양상을 갖는다고 밝힌 바 있다.

서울시 교통정보 시스템에서 제공하는 교통속도 자료는 크게 도시고

속도로, 주간선도로, 보조간선도로, 기타도로 4가지 유형의 기능으로 분

류되며, 방향 정보와 함께 1시간 단위로 수집되고 있다. 교통량 자료는

서울시 내 통행을 담당하는 도로 구간들의 교통량 특성을 반영할 수 있

는 지점에 교통량 수집 장치를 설치하여, 1시간 단위로 정보를 수집한

다24). 본 연구에선 교통속도 자료와 교통량 자료를 함께 이용하기 위해

각 교통량 관측지점의 교통속도와 교통량 수집 방향을 일치시키는 작업

을 거쳐 모델 학습 자료를 생성하였다.

2) 국지예보모델(Local Data Assimilation and Prediction

System, LDAPS)25)

도로상 이산화탄소는 대기 중에 산재해 있는 만큼, 기상 상태는 대

기 중 이산화탄소 농도의 크기에 영향을 끼친다. 터키 북부의 카스타모

누 지역을 대상으로, 기상 상태에 따른 대기오염물질 농도의 변화를 파

악한 연구에 따르면26), 이산화탄소 농도는 안정적인 기상 상태에서 가장

높은 수치를 기록하였고, 풍속의 크기에 따라 85% 수준까지 감소하였다.

대기경계층 고도는 이산화탄소의 수직 분포 정도에 영향을 미침으로

22) 신용일 외., 2010

23) Subramaniam & Yusof, 2021

24) Lee et al., 2005

25) 기상청 기상자료개발 포털 “국지예보모델(LDAPS) - 파일셋”

https://data.kma.go.kr/data/rmt/rmtList.do?code=340&pgmNo=65

26) Cetin et al., 2017



8

써27) 대기 중 이산화탄소 농도에 영향을 미친다.

이와 같은 배경 하에서, 풍속과 대기경계층 고도가 도로 이산화탄소

에 미치는 영향을 고려하기 위해28), 전지구예보모델로부터 지역 경계조

건을 받아 한반도를 대상으로 1.5km 공간 해상도 자료를 산출하는

LDAPS 모델 자료를 이용하였다. LDAPS 자료는 기상자료개방 포털에

서 제공되는 GRIB2 형식을 netCDF 형식으로 변환 후, 교통량 관측지점

들의 위·경도에 해당하는 최대풍속, 대기경계층 고도 자료를 추출하여

본 연구에 활용하였다.

3) SNUCO2M(Seoul National University CO2 Measurement)

본 연구에서 도로 이산화탄소 증가분 CO2
traffic은 “CO2

measured –

CO2
background”로 정의하였다29). 도심 배경농도의 변동성을 제거하기 위해

서30), 남산(37.551°N, 126.998°E, 높이 : 385m)에 설치되어있는

SNUCO2M으로부터 측정되는 이산화탄소 농도를 CO2
background 으로 설정

하였다. SNUCO2M은 NDIR 기반의 분석기기인 ‘LI-850’를 이용하여 이

산화탄소 농도를 높은 정확도(최대 0.71%의 에러 범위)31)로 측정한다.

남산에 설치된 SNUCO2M은 잘 혼합된 공기를 측정할 수 있도록 타워에

서 3m 떨어진 지점에 Inlet이 설치되어있으며, 주변 건물보다 높은 고도

에 설치되어있는 만큼, 서울시의 잘 혼합된 이산화탄소 농도를 측정할

수 있다. SNUCO2M 기기의 센서는 격주 단위로 보정 작업이 진행 되었

으며, 미국 해양 대기청(NOAA, National Oceanic and Atmospheric

Administration)의 기준을 따르는 한국 표준 과학원(Korea Research

Institute of Standards and Science)에서 보증하는 0.019ppm, 422.53ppm,

1081.3ppm 가스를 이용하였다. 해당 자료를 이동 관측자료와 함께 사용

27) Shi et al., 2020

28) Crawford & Christen, 2014

29) Schmidt et al., 2014

30) Liu et al., 2021

31) Park et al., 2021
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하기 위해 실제 관측을 진행한 시간대의 SNUCO2M 관측자료를 본 연구

에 활용하였다.

4) 이동 관측 장비

도로 이산화탄소 증가분을 수집하기 위해, 매연을 배출하지 않는

KIA의 EV6 모델을 직접 운행하며 2022년 1월~2월 간 총 19번 관측을

수행하였다. 내연기관 차량을 이용하여 이동 관측을 수행한 선행 연구들

과는 달리, 전기차를 활용하였다는 점에서 자차오염(self-contamination)

효과가 배제된 자료를 수집할 수 있었다. 이산화탄소 농도 관측 장비는

높은 정확도(1초단위 측정 농도의 정확도 : 0.10ppm, 5초 이동평균 시

정확도 : 0.04ppm)로 이산화탄소 농도를 측정하는 LI-COR에서 개발한

LI-7815 장비를 활용하였다32). 측정한 이산화탄소 농도 자료에 위·경도

정보를 부여하기 위해서, 아센코리아의 AK770 GPS 수신기를 이용하였

다.

LI-7815 장비를 활용하여 도로상 공기를 수집하기 위해

BEV-A-LINE IV 규격의 호스를 이용하였으며, 본 연구에선 3m 30cm

의 길이의 관을 연결한 후, 선루프 밖으로 Inlet을 노출시켜 도로로부터

최대한 이격거리를 두어 관측을 진행하였다. LI-7815 장비 또한,

SNUCO2M 장비와 마찬가지로 격주마다 일 회씩 한국 표준 과학원에서

보증하는 표준 가스(0.019ppm, 422.53ppm, 1081.3ppm)를 이용하여 보정

을 진행하였다.

32) Minish et al., 2019
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<그림 1> 관측에 활용한 KIA 전기 차량 EV6 모델

<그림 2-1> LI-7815 이산화탄소 농도 관측 장비(왼쪽)

<그림 2-2> GPS 수신기(오른쪽)
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제 3 절 연구 방법

<그림 3> 모델 구축 모식도

1) 자료 Colocation 과정

본 연구에선 자료 수집 이후, 교통정보가 수집되는 지점을 중심으로

Colocation 과정을 수행하였다. 서울 교통정보 시스템에서 제공하는 교통

량 측정 지점의 위·경도 정보를 기반으로 각 교통량 관측 지점의 기상

정보(최대풍속 자료, 대기경계층 고도 자료)를 추출하였다. 이후 이산화

탄소 관측 기기와 함께 활용한 아센코리아의 GPS 수신기(AK770)에서

제공하는 위·경도 정보를 토대로 교통량 관측지점에서의 이산화탄소 농

도를 산출하여, 최종적으로 기상 정보, 교통정보, 관측정보를 하나의 데

이터 세트로 구축하였다.

2) 자료 전처리 방법

이동 관측자료를 이용한 선행 연구에 따르면, 차량의 교통속도는 도

로 이산화탄소 농도 증가분에 영향을 미치는 요소 중 하나로, 속도의 크

기에 따라 주변 차량 또는 자차의 효과가 다르게 나타난다. 이러한
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Self-contamination 효과를 제거하기 위해 5km/h33) 또는 10km/h34) 등

기준 이상의 속도에서 측정된 이산화탄소 농도만을 연구에 활용한 바 있

다. 본 연구에선 전기 차량을 이용하여 관측을 시행한 만큼 자차에 의한

이산화탄소 농도를 증가시키는 영향을 무시할 수 있다. 주변 차량에 의

한 효과를 최대한 제거하기 위해 10km/h 이상의 이동 속도에서 측정된

값들만을 이용하여 모델의 입력 및 검증 자료로써 이용하였다.

밤과 새벽 시간대에 서울시 이산화탄소 배경농도를 측정하는 남산

타워 고도보다 대기경계층 고도가 낮아지면, 도심 외부에서 들어오는 공

기의 이산화탄소 농도를 측정한다. 이에 따라, 본 연구에선 2022년 1월~2

월 평균적으로 대기경계층 고도가 남산 타워의 높이(400m)보다 높은 10

시~21시에 대해서 분석을 진행하였다.

3) 모델 구축 방법

교통부문 온실가스 인벤토리 자료, 기상 자료, 교통 정보와 비선형적

인 관계를 갖는 도로상 이산화탄소 증가분을 예측하기 위해35), 다중 선

형회귀 모형, 랜덤포레스트 모형, lightGBM 모형, 라쏘(Lasso) 모형, 릿

지(Ridge) 모형, 라쏘(Lasso) + 랜덤포레스트 모형 총 6가지 모델들의

성능을 비교하여 설명력(R2)이 가장 높은 모델을 이용하였다.

① 다중 선형회귀 모형

다중 선형회귀란 2개 이상의 독립변수를 사용한 선형 회귀 방정식을

의미하며, 독립변수와 종속변수 간에 어떤 선형적인 관계식이 성립되는

지를 분석하는 지도 학습 방법이다. 변수 간 상관관계의 효과를 일컫는

다중공선성의 영향이 전무하다는 전제하에, 변수의 영향을 직관적으로

판단할 수 있다는 장점을 갖는 모형이다.

② 랜덤포레스트 모형

33) Lee et al., 2017

34) Sim et al., 2020

35) Brondfield et al., 2012
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의사결정 나무 기반의 대표적인 앙상블 기법이다. 여러 개의 의사결

정 나무들이 모델을 구성하며, 데이터를 복원추출하는 Bagging 기법을

활용하여 학습 데이터 세트를 구성한다. 작은 크기의 데이터 세트에서도

높은 정확성을 나타내며, 지니 중요도를 이용한 변수 중요도를 제공한다

는 점에서 딥러닝과의 차이점이 있다.

랜덤포레스트 기법을 회귀에 이용할 경우, 모델 학습 자료로 이용

된 데이터 세트의 최솟값과 최댓값을 벗어난 범위에선 의사결정 나무 특

성상 특정한 값으로 수렴하는 결과를 반환하는 단점이 있다.

③ lightGBM 모형

2017년 마이크로소프트가 배포한 모델로 히스토그램 기반의 근사치

를 활용한 GBM(Gradient Boosting Machine) 모형으로, XGBoost 모델

보다 학습 효율이 좋은 것으로 알려져 있다. GBM 모델은 단순한 의사

결정 나무 모형에서 시작하여, 그 모형의 잔차를 줄이는 모델을 덧붙이

는 형태로 최종 모델이 만들어진다.

④ 릿지(Ridge) 모형

잔차제곱합(RSS : Residual sum of squares)과 회귀계수 벡터를 이

용한 회귀식으로 구성되어 있으며, L2-norm을 이용하여 평균 제곱 오차

를 최소화하는 회귀모형이다.

⑤ 라쏘(Lasso) 모형

릿지 모형과 유사하지만, 패널티 항에 L2-norm이 아닌 L1-norm을

갖는다는 점이 다르다. 특정 특성의 중요도가 높을 경우, 라쏘 모형을 사

용하는 것이 선호된다.

⑥ 라쏘(Lasso) + 랜덤포레스트 모형

회귀식에 랜덤포레스트 기법을 활용할 경우, 생길 수 있는 문제점을

해결하기 위한 대안으로 선형회귀모델과 랜덤포레스트 기법을 함께 활용

한 방법론이다. 2019년에 소개된 RERFs(Regression-Enhanced Random
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Forests) 모델36)은 선형회귀방법 중 하나인 라쏘모델을 이용하였다. 선

형회귀모델을 활용하여 일차적으로 학습시킨 후, 잔차에 대해 랜덤포레

스트와 같은 비선형회귀모형을 적용하는 방법이다. 본 연구에서 또한 라

쏘 및 랜덤포레스트 모형을 이용하여 도로 이산화탄소 증가분을 예측하

는 데 이용하였다.

위 6가지 방법론을 서로 비교한 결과 <표2>와 같다.

비교 모델 R2 RMSE
다중 선형회귀 0.055 53.101
랜덤포레스트 0.866 20.016
lightGBM 모형 0.712 28.89
라쏘(Lasso) 모형 0.052 52.343
릿지(Ridge) 모형 0.055 53.074
라쏘(Lasso) + 랜덤포레스트 모형 0.911 16.174

<표 2> 회귀 방법론에 따른 모델별 성능 비교

비교 모델에 이용된 각 모델은 파이썬의 싸이킷런(sklearn) 라이브러

리를 활용하여 만들었으며, 결과적으로 선형모델인 Lasso 모델과 랜덤포

레스트 모델을 함께 이용한 모델이 R2 0.911, RMSE 16.174 수준으로 가

장 높은 성능을 나타냈다. 이에 따라 R2와 RMSE의 수치가 가장 좋은

‘라쏘 + 랜덤포레스트 모형’을 본 연구에 이용하였다.

4) 모델 학습 및 검증 방법

랜덤포레스트의 파라미터 튜닝을 위해서 파이썬 사이킷런의

GridSearchCV 패키지를 활용하여 도로 이산화탄소 증가분을 산출하는

모델을 구성하였다. 이용한 모델이 특정 교통량 관측지점의 데이터를 과

도하게 학습하는 것을 방지하기 위해 각 관측지점의 자료들을 3:1로 나

36) Zhang, H., Nettleton, D., & Zhu, Z. (2019).
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누어 학습 자료와 검증 자료를 분리하였다. 모델 학습 과정에선, 적은 표

본 수를 이용한 모델에서 쉽게 발생할 수 있는 과적합을 방지하기 위

해37) k-곱 교차검증을 이용하였다.

2022년 1월~2월까지 관측한 자료 중 75%에 해당하는 학습 자료로부

터 데이터를 랜덤하게 뽑아 동등한 크기의 5개 세트로 나눈다. 4개 데이

터 세트를 이용하여 모델을 학습시키고, 나머지 한 개의 데이터 세트는

학습된 모델을 평가하는 자료로 활용한다. 이 과정을 다섯 번 반복한 뒤,

5개의 모델 성능을 평균 내어 최종 산출물로 사용한다. 모델의 성능은

예측값과 관측값 간의 차이를 나타내는 RMSE(Root Mean Squared

Error) 값과 R2 값으로 표현하였다. 모든 자료는 Min-Max Scaler를 이

용하여 데이터 정규화를 진행하였다.

위 모델을 서울 전 지역에 적용하기 위해선 학습데이터의 최솟값 및

최댓값을 벗어나는 범위에서도 모델의 예측력이 높아야 한다. 이를 검증

하기 위해서 CO2
traffic과 비례 관계를 갖는 교통량 변수를 조정하여 실제

로 선형관계를 갖는지, 교통량 변수를 조정하지 않았을 때 모델 예측값

과 관측값 간의 유의미한 차이가 없는지 확인하였다. 이후, 해당 모델을

활용하여 서울시 교통량 관측지점을 대상으로 CO2
traffic을 산출하여 시간

및 공간에 따른 변동성을 파악하였다.

37) Kuhn and Johnson., 2013



16

제 3 장 연구 결과

제 1 절 모델 변수 중요도

랜덤포레스트 모델에 이용한 각 변수들의 중요성을 산출하고자, 변

수의 수만큼 모델을 재학습 시키며, 설명력의 감소 정도를 확인하는

Drop column Feature 방법을 활용하였다. Drop column Feature 방법은

모델을 재학습 시키는데 필요한 컴퓨터 자원 소모량의 크기를 고려하지

않아도 될 경우, 이용할 수 있는 방법으로38), 타 변수와 높은 상관관계를

갖는 변수를 판별하는데에도 이용된다39).

교통량, 교통속도, 최대풍속, 대기경계층 고도를 대상으로 변수 중요도를

평가한 결과, 대기경계층 고도의 경우 모델 성능을 저하하는 요소로 작

용하여 입력 변수에서 제외하였다. 이는 최대풍속이 대기경계층 고도와

높은 상관관계가 있어 발생하는 문제로, 최대풍속 자료가 대기경계층이

CO2
traffic에 미치는 영향 또한 반영한다고 볼 수 있거나 대기경계층의 영

향이 미미하다고 볼 수 있다. 결과적으로 3개 변수를 이용하여 모델을

학습시켰으며 각각에 대한 중요도의 크기는 <그림 4>와 같다. 교통량이

41.9%로 가장 중요한 요소로 평가되었고, 교통속도(38.4%), 최대 풍속

(19.7%) 순으로 그 중요도가 높았다.

38) Terence et al., 2018

39) Parr et al., 2020
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<그림 4> Drop Column Feature로 평가한 변수 중요도
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제 2 절 모델 성능 검증

교통량, 교통속도, 최대풍속을 활용하여 구축한 모델의 성능을 평가

하기 위해, 원본 자료의 25% 해당하는 관측자료를 이용하여 검증을 진

행하였다. 전체 관측자료 중 25%에 해당하는 검증 자료들은 학습 자료

에 이용된 Mix-Max Scaler를 이용하여 동일한 스케일로 정규화시켰다.

모델 결과와 실제 관측값을 비교한 결과, 평균 제곱근 오차(Root mean

squared error)는 23.0, 설명력(R2)은 0.827을 나타냈다(그림 5). T-검정

을 이용하여 모델과 관측 간 평균의 차이를 확인한 결과 통계적으로 유

의한 차이가 없었으며, 모델 결과는 모든 관측지점에 대해서 대체로 0.5

이상의 설명력(R2)을 나타냈다(그림 6).

<그림 5> 도로 이산화탄소 증가분 관측값과 모델 산출 값 비교

(검은색 파선 : 일대일 대응선, 적색 파선 : 관측값-모델값 선형

회귀선, 히스토그램 : 관측값, 모델값 각각의 빈도수)
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<그림 6> 각 교통량 관측지점에 대한 모델 설명력

이후, ‘라쏘 + 랜덤포레스트’ 기법을 통해 구축한 모델을 이용하여

서울 교통량 측정지점들을 대상으로 2022년 1월~2월 기간에 배출된 도로

이산화탄소 증가분을 파악하였다.
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제 3 절 교통량에 따른 CO2
traffic 변화

학습된 모델이 교통량에 따른 CO2
traffic의 변화를 파악하는데 이용될

수 있는지를 검증하기 위해 부분의존도플롯(Partial Dependence Plot)40)

및 ANOVA 분석을 활용하였다. 교통량 변수를 조정하여 모델 성능을

검증한 이유는 크게 2가지다. 첫째, CO2
traffic과 비례관계를 갖으며 비교적

높은 시간 해상도(1시간 단위)를 갖는 변수이며, 둘째, 교통량과 CO2
traffic

의 선형관계를 이용하여 ‘라쏘 + 랜덤포레스트’ 방법론이 ‘랜던포레스트’

기법이 갖는 한계점을 보완할 수 있는지 판단할 수 있다.

T 검정을 활용하여 관측자료와 모델 산출 결과의 평균 간 유의성을

검정한 결과, 두 집단 간 평균의 차이는 유의하지 않았다. 이후 교통량

변수를 조정하여 교통량 증감에 따른 CO2
traffic을 산출한 결과, 교통량이

감소할수록 유의한 수준 하에서 CO2
traffic 또한 감소함을 볼 수 있었다.

비교군(교통량 +10%, 교통량 –10%)과 대조군(교통량 0% 증감)의 차이

를 사후검정을 통해 비교한 결과, 교통량을 10% 감소시킨 비교군과 대

조군의 평균 간 차이가 3.3ppm(유의수준 0.1 이하)로 나타났다. 교통량을

10% 증가시킨 비교군과 대조군 그리고 두 비교군 간 검정결과, 모두 유

의수준 0.05 하에서 각각 4.8ppm과 8.2ppm 만큼의 평균값 차이가 나타

났다.

40) Friedman, J. H. (2001).



21

<그림 7> 교통량 증감률에 따른 도로 이산화탄소 증가분과

95% 신뢰구간

그룹1 그룹2 그룹 1 평균 그룹 2 평균 평균 간 차이 p-value

Traffic -10% Traffic +0% 54.4 57.7 3.3 0.076*

Traffic -10% Traffic +10% 54.4 62.6 8.2 0.000**

Traffic +0% Traffic +10% 57.7 62.6 4.8 0.004**

<표 3> 교통량 증감률에 따른 CO2
traffic 농도 차이

(유의수준 0.1 이하 : *, 유의수준 0.05 이하 : **)

위와 같은 결과는 모델이 교통량 증감에 따른 CO2
traffic 변동성을 모

델이 파악할 수 있음을 시사한다.
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그룹
평균 농도

(단위 : ppm)

95% 신뢰구간

(단위 : ppm)
Traffic + 10% 62.6 [60.7, 64.5]

Traffic + 9% 62.2 [60.4, 64.3]

Traffic + 8% 62.4 [60.5, 64.6]

Traffic + 7% 61.8 [59.8, 63.7]

Traffic + 6% 62.0 [60.0, 63.9]

Traffic + 5% 61.2 [59.2, 63.1]

Traffic + 4% 60.2 [58.4, 62.2]

Traffic + 3% 60.1 [58.0, 62.2]

Traffic + 2% 60.9 [58.7, 63.2]

Traffic + 1% 59.6 [57.4, 61.7]

Traffic + 0% 57.7 [55.2, 60.4]

Traffic - 1% 57.5 [55.4, 59.6]

Traffic - 2% 56.2 [54.2, 58.2]

Traffic - 3% 56.2 [54.3, 58.1]

Traffic - 4% 56.5 [54.7, 58.3]

Traffic - 5% 57.2 [55.5, 58.8]

Traffic - 6% 57.1 [55.3, 58.7]

Traffic - 7% 57.5 [55.6, 59.3]

Traffic - 8% 56.6 [54.9, 58.3]

Traffic - 9% 55.4 [53.8, 57.1]

Traffic - 10% 54.4 [52.8, 56.0]

<표 4> 교통량 증감률에 따른 CO2
traffic 평균 농도 및 95% 신뢰구간
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제 4 절 서울시 도로 이산화탄소 증가분 시간 변동성

서울시 도로부문에서 발생하는 이산화탄소 농도를 산출하기 위해 서

울 교통정보 시스템(TOPIS)이 제공하는 교통 정보를 활용하였다. 서울

교통정보 시스템에선 서울의 교통량을 가장 잘 파악할 수 있는 지점들을

선정하여 교통량 측정 기기를 설치한다41). 따라서 해당 교통량 관측지점

의 정보를 활용한다면 서울의 교통량에 따른 도로 이산화탄소 증가분의

변동성을 효과적으로 파악할 수 있다. 서울특별시 도로계획과에서 이용하

는 도로기능유형 분류 체계(주간선도로, 보조간선도로, 도시고속도로)를

이용하여, 각 도로 기능유형의 시간에 따른 CO2
traffic 변동을 파악하였다.

<도시·군 계획시설의 결정·구조 및 설치기준에 관한 규칙 제 9조 1

항>의 정의에 따르면, 자동차전용도로는 ‘특별시·광역시·특별자치시·시 또

는 군 내 주요지역 간이나 시·군 상호 간에 발생하는 대량교통량을 처리

하기 위한 도로로서 자동차만 통행할 수 있도록 설치하는 도로’를 지칭한

다. 마찬가지로 제 9조 3항의 기능별 구분 정의에 따르면, 주간선도로는

‘시·군내 주요지역을 연결하거나 시·군 상호 간을 연결하여 대량통과교통

을 처리하는 도로로서 시·군의 골격을 형성하는 도로’를 지칭한다. 보조간

선도로는 ‘주간선도로를 집산도로 또는 주요 교통 발생원과 연결하여 시·

군 교통이 모였다 흩어지도록 하는 도로로서 근린주거구역의 외곽을 형

성하는 도로’를 의미한다.

41) Lee et al., 2005
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<그림 8> 서울시 도로 기능유형에 따른 교통량 관측지점

분포도

서울시 교통정보 시스템에서 제공하는 교통량 관측지점 중 터널 지

점과 기타도로로 분류되는 지점을 제외한 102개 지점들을 대상으로 도로

이산화탄소 증가분을 산출하고, 분석을 진행하였다. 터널 부근의 이산화

탄소 농도는 타 지역에 비해 수 배 이상 높게 측정되는데, 터널이라는

지형적 특성이 대기 확산 정도에 영향을 미치기 때문이다. 또한, 터널의

길이와 구조가 일률적이지 않아 터널에서의 관측자료를 모델의 학습 자

료로 이용할 경우 일반적으로 도로에서 측정되는 이산화탄소 농도보다

높은 수치가 모델에 학습되어 모델의 성능을 저하하는 요인이 된다.

기타도로란, 도로기능유형 3가지(주간선도로, 보조간선도로, 도시고속

도로)에 포함되지 않는 집산도로와 국지도로를 일컫는다. 집분산도로와

국지도로는 서울특별시가 아닌 각 행정자치구에서 관리하는 만큼42), 도

로 정보의 갱신 주기가 일률적이지 않아 2022년 관측자료와 함께 이용하

기에 부적합하여 모델에 반영하지 않았다.

42) 김원호, 유경상, 이광훈, & 이태헌. (2017)
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서울시 도로 이산화탄소 증가분의 시공간 변동성을 파악하기 위해

일차적으로 주중과 주말 시점을 대상으로 나누어 CO2
traffic의 평균 농도를

확인한 결과, 95% 신뢰구간 하에서 평균적으로 주중은 72.7(± 3.2)ppm,

주말은 70.9(± 4.9)ppm을 기록하였다(그림 9). 표준 편차의 경우 각각

9.5ppm, 11.7ppm으로 주말이 주중보다 2.2ppm가량 더 높았다.

<그림 9> 2022년 1월~2월 주중, 주말의 CO2
traffic 일평균 농도

(± 95% 신뢰구간)

10시~21시 각 시각에 따른 CO2
traffic 농도의 경우, 주중과 주말 모두

오전 시간대에 가장 높은 수치를 기록한 뒤 오후 시간대에 낮은 농도 수

치를 기록하였다(표 5). 18시 이후의 시간대에선 농도가 소폭 증가한 뒤

다시 낮아지는 현상을 볼 수 있다. 오전 시간대 및 18시 이후 시간대에

서울 도로상 이산화탄소 농도의 크기가 증가하는 경향(그림 10)은 베이

징 Datun-Beichen West Road에서의 CO2 flux 관측 결과43) 및 서울시

관악구 보라메 지역에서의 CO2 flux 관측 결과44)와 유사하다.

43) Li et al., 2019

44) Park et al., 2014
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<그림 10> 주중과 주말, 시간에 따른 CO2
traffic 변화

(음영 구간 : 95% 신뢰구간)

<표 5>에 따르면, 10시~12시 시간대에 주중은 주말과 비교했을 때

평균적으로 CO2
traffic 6.3ppm, 19시~21시 시간대에선 약 1.6ppm 높은 수

치가 유의한 수준에서 나타났으며, 13시부터 18시까지의 농도 차이는 유

의하지 않았다.

CO2
traffic

평균

(ppm)

10시 11시 12시 13시 14시 15시 16시 17시 18시 19시 20시 21시

주중 80.9 81.2 80.1 68.8 69.4 69.2 69.1 69.0 69.7 72.9 72.0 70.4

주말 73.3 75.0 75.2 69.3 69.1 69.5 69.1 68.8 69.0 71.9 70.0 68.7

주중-주말
7.6
**

6.2

**

4.9

**

-0.5 0.3 -0.3 0.0 0.2 0.7 1.0 2.0

**

1.7

**

<표 5> 주중과 주말, 시간에 따른 CO2
traffic 농도

(유의수준 0.05 이하 : **, 유의수준 0.1 이하 : *)
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1) 서울시 도로기능유형별 주중 CO2
traffic 시간 변동성

도로기능유형에 따른 주중 CO2
traffic의 평균 농도의 변화 추이를 도로

기능 유형별로 살펴보았다. 가장 높은 농도는 주간선도로, 보조간선도로,

도시고속도로에서 각각 ‘10시 82.2ppm’, ‘11시 78.2ppm’, ‘10시 82.2ppm’으

로 나타났다. 반면 가장 낮은 농도는 각각 ‘17시 69.9ppm’, ‘16시

63.2ppm’, ‘21시 69.5ppm’으로 나타났다(그림 11, 표 6).

<그림 11> 주중 10시~21시 도로기능유형별 CO2
traffic 농도 변화

단위 : ppm 10시 11시 12시 13시 14시 15시 16시 17시 18시 19시 20시 21시 평균

주간

선도

로

평균 82.2 81.9 81.4 70.2 71.0 70.5 70.5 69.9 70.7 74.0 73.2 72.4 74.0

STD 31.4 31.4 32.0 27.6 27.6 26.9 26.3 26.2 26.3 28.9 27.6 27.4 28.3

보조

간선

도로

평균 75.7 78.2 75.3 65.0 65.3 65.2 63.2 63.9 63.9 66.8 66.1 63.6 67.7

STD 32.8 34.7 34.3 28.7 27.6 26.4 26.7 26.7 26.3 31.6 33.6 33.5 30.3

도시

고속

도로

평균 82.2 82.1 80.1 67.2 67.5 68.4 70.3 71.8 73.3 75.7 74.3 69.5 73.5

STD 22.4 22.0 21.7 22.5 22.5 22.0 21.4 22.1 21.8 22.1 21.8 21.5 22.0

<표 6> 주중 10시~21시 도로기능유형별 CO2
traffic 평균 농도 변화

(적색 : 도로기능유형별 가장 높은 수치, 청색 : 도로기능유형별 가장 낮은 수치)
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2) 서울시 도로기능유형별 주말 CO2
traffic 시간 변동성

교통량 관측지점 분류에 따른 주말 CO2
traffic의 평균 농도의 변화 추

이를 도로기능유형별로 살펴본 결과, 가장 높은 농도는 주간선도로, 보조

간선도로, 도시고속도로에서 각각 ‘12시 77.4ppm’, ‘11시 69.6ppm’, ‘12시

73.8ppm’으로 나타났다. 반면 가장 낮은 농도는 각각 ‘18시 70.7ppm’, ‘21

시 60.7ppm’, ‘13~14시 67.0ppm’으로 나타났다(그림 12, 표 7).

<그림 12> 주말 10시~21시 도로기능유형별 CO2
traffic 농도 변화

단위 : ppm 10시 11시 12시 13시 14시 15시 16시 17시 18시 19시 20시 21시 평균

주간

선도

로

평균 75.5 77.0 77.4 71.1 70.9 71.2 71.2 70.9 70.7 73.6 72.0 70.8 72.7

STD 30.8 31.1 31.4 27.6 27.1 27.1 26.2 25.5 25.7 27.8 27.7 28.1 28.0

보조

간선

도로

평균 68.3 69.6 68.4 64.5 64.3 64.9 62.9 62.4 63.2 64.6 62.7 60.7 64.7

STD 35.5 35.9 34.2 29.8 30.0 29.7 29.3 29.2 29.2 31.1 31.4 30.0 31.3

도시

고속

도로

평균 69.4 72.4 73.8 67.0 67.0 67.4 67.6 67.5 68.7 73.6 70.0 69.0 69.5

STD 23.3 24.0 23.2 24.8 24.3 23.8 22.9 22.8 22.2 21.2 20.8 21.4 22.9

<표 7> 주말 10시~21시 도로기능유형별 CO2
traffic 평균 농도 변화

(적색 : 도로기능유형별 가장 높은 수치, 청색 : 도로기능유형별 가장 낮은 수치)
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3) 서울시 도로기능유형별 주중과 주말 CO2
traffic 차이

<그림 13> 도로기능유형에 따른 주중과 주말 간 CO2
traffic 차이

(유의수준 0.05 이하 : **, 유의수준 0.1 이하 : *)

주중과 주말의 CO2
traffic을 비교한 결과, 모든 도로기능유형에서 오전

시간대(10시~12시)에 유의한 수준의 CO2
traffic 농도 차이가 나타났다. 이

중 도시고속도로에서 주중과 주말의 차이가 가장 높았으며, 평균적으로

3.8ppm의 차이가 나타났다. 반면, 보조간선도로에선 3.0ppm, 주간선도로

에서 1.3ppm의 차이를 기록하였다(그림 13).
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제 5 절 서울시 도로 이산화탄소 증가분 공간 변동성

서울시 도로 이산화탄소 증가분의 변동 특성을 파악하기 위한 공간

분류 기준으로 서울 생활권계획에서 이용하는 권역생활권을 이용하였다.

생활권계획은 최상위 법정 도시계획인 도시기본계획의 하나로 도시공간

을 효율적으로 관리하기 위해 수립되었다. 각 권역생활권 별로 7개 핵심

발전 이슈를 도출한 뒤, 각 내용을 공간관리지침에 반영하여 자치구에

적합한 도시계획을 수립하는 것을 목표로 한다. 교통 분야는 핵심 발전

이슈 중 하나로써, 서울의 각 권역생활권은 지형적 특성을 고려하여 가

장 적합한 교통 발전 계획을 수립하여 이행한다.

서울특별시의 권역생활권은 5개 권역(‘도심권’, ‘동북권’, ‘동남권’, ‘서

북권’, ‘서남권’)으로 구분된다. 권역생활권 분류기준을 본 연구에 이용한

이유는, 첫째, 각 권역에 교통량 관측지점들이 고르게 분포해있기 때문이

다. 둘째로, 서울시 권역생활권 기준은 생활권계획에서 이용하는 분류기

준인 만큼 각 권역생활권이 갖는 교통특성을 구분하기에 적합하기 때문

이다.

<그림 14> 서울시 권역생활권 분포

(서북권, 서남권, 도심권, 동북권, 동남권)

(흰색 점 : 서울시 교통정보 서비스 센터 교통량 측정지점)
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‘2030 서울생활권계획’의 각 권역생활권의 핵심과제는 <표 8>과 같다.

5개 권역생활권 모두 광역교통량을 효율적으로 처리하는 것을 핵심과제로

설정하였다. 상대적으로 서울 외곽과 접점이 적은 도심지역은 대중교통 중

심의 교통체계를 정비하는 것을 핵심과제로 설정하였다. 이에 따라

CO2
traffic 농도가 각 권역생활권에 따라 다르게 나타날 수 있다. 본 연구에

선 CO2
traffic의 시공간 변동성을 파악하기 위해 모델 입력 변수(교통량, 교

통속도, 최대풍속)를 활용하여 다중회귀분석을 수행하였다.

권역생활권 내용

도심권

인구 약 54.6 만 명

행정구역 용산구, 종로구, 중구

교통부문

핵심과제

목적 : 대중교통 중심의 교통체계 정비 및 보행 네트워크 구축

1. 대중교통을 중심으로 교통 수요관리 및 전략 수립

2. 도심 내 접근성 향상을 위한 광역교통 체계 구축 및 정비

3. 친환경 교통 활성화를 위한 편리한 가로체계 조성

동북권

인구 약 148.6 만 명

행정구역 광진구, 동대문구, 성동구, 중랑구

교통부문

핵심과제

목적 : 광역교통인프라 및 녹색 교통 네트워크 구축

1. 동부간선도로지하화 추진 및 주변 교통체계 정비

2. KTX(GTX), 경전철확충을 통한 대중교통 인프라 구축

3. 녹색 교통 활성화를 위해 자전거, 보행교통 인프라 구축

인구 약 216.1 만 명

동남권

행정구역 강남구, 강동구, 서초구, 송파구

교통부문

핵심과제

목적 : 동남권 경쟁력 강화를 위한 교통서비스 구축

1. 수도권·권역 간 효율적인 광역교통 처리를 위한 교통체계 구축 및 정비

2. 안전하고 효율적인 동남권역 교통체계 구축

3. 생활도로(국지, 이면) 안전/편안/쾌적한 보행 중심 교통환경 개선

4. 국제업무환경을 위한 비즈니스-글로벌 친화적 교통체계 구축

서북권

인구 약 122.3 만 명

행정구역 마포구, 서대문구, 은평구

교통부문

핵심과제

목적 : 지역 간 연계 거점이 되는 사통팔달 교통체계 구축

1. 경기 서북부지역과 연결되는 광역간선도로 확충

2. 도심·서남권과의 연계 강화를 위한 철도망 구축

인구 약 317.2 만 명

서남권

행정구역 강서구, 관악구, 구로구, 금천구, 동작구, 양천구, 영등포구

교통부문

핵심과제

목적 : 교통망 개선 및 확충을 통한 지역 간 연계 강화

1. 광역교통체계 분담을 통한 교통환경 개선

2. 간선도로 상습정체 구간 해소방안 마련

3. 대중교통 체계 확충 및 보행환경 안전성 강화

<표 8> 서울시 권역생활권의 인구, 행정구역, 교통부문 핵심과제

(출처 : 2030 서울생활권계획)
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1) 권역생활권별 CO2
traffic 다중회귀분석결과

교통 특성이 다른 주중과 주말 시간대로 구분하여 교통량, 교통속도,

최대풍속 변수로 CO2
traffic에 대해 다중회귀분석을 수행하였다(그림 15,

그림 16). 교통량과 교통속도의 CO2
traffic에 대한 회귀계수는 양수로, 최대

풍속은 음수로 나타났다. 이는 교통량과 교통속도는 CO2
traffic을 증가시키

는 요인으로 작용하였으며, 풍속은 감소시키는 영향을 가짐을 의미한다.

도심권과 서남권의 경우 교통속도가 갖는 회귀계수가 주중과 주말

각각 2.033, 1.856 그리고, 1.636, 1.782로 타 권역생활권에 비해 높은 계

수를 가졌다. 이는 교통속도의 CO2
traffic에 대한 높은 기여도를 시사하며

(그림15, 그림16), 이러한 양상은 권역생활권의 평균 속도 및 교통량과

관련이 있다. 교통속도에 따른 이산화탄소 배출계수는 특정 임계 속도

범위에서 높은 수치를 갖는다45). 서울시 권역생활권 중 평균 교통속도가

가장 낮은 2개 지역은 주중 도심권(23.6km/h), 서남권(30.7km/h)이다. 주

말의 경우 또한 교통속도가 가장 낮은 2개 지역은 도심권(27.0km/h), 서

남권(35.0km/h)로 동일하다. 이에 따라 도심권과 서남권의 경우, CO2
traffic

에 대해 교통속도가 높은 회귀계수를 가져 CO2
traffic에 많은 기여도를 갖

는 것이다.

배출 양상을 살펴보면, 주중 서북권 지역을 제외한 주중·주말 모든

권역생활권에서 교통량의 분산이 가장 크기 나타났다. 이는 CO2
traffic 변

동성을 설명하는 데 있어 교통량이 가장 큰 영향을 미친다고 볼 수 있

다. 오후 시간대의 경우 상대적으로 CO2
traffic 농도가 낮아지는 것을 볼

수 있으며, 이는 대체로 풍속의 증가로 인해 커진 CO2
traffic의 감소 효과

와 관련이 있다.

45) 김영국, & 우승국. (2014).
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<그림 15> 주중 권역생활권별 다중회귀 분석 결과

(검정색 파선 : 모델 CO2
traffic 농도, 적색 파선 : 다중회귀 CO2

traffic 농도

초록색 : 교통속도 CO2
traffic 기여도, 주황색 : 교통량 CO2

traffic 기여도, 파란색 : 풍속 CO2
traffic 기여도)

분산 도심 동북 동남 서북 서남 평균
교통량 15.5 27.9 34.2 18.2 19.3 23.0

교통속도 7.6 6.3 1.8 7.7 18.6 8.4

풍속 11.2 24.5 11.2 20.9 17.6 17.1

R2 0.32 0.64 0.31 0.45 0.43

<표 9> 주중 권역생활권별 교통량, 교통속도, 풍속 분산 및 다중회귀 설명력(R2)
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<그림 16> 주말 권역생활권별 다중회귀 분석 결과

(검정색 파선 : 모델 CO2
traffic 농도, 적색 파선 : 다중회귀 CO2

traffic 농도

초록색 : 교통속도 CO2
traffic 기여도, 주황색 : 교통량 CO2

traffic 기여도, 파란색 : 풍속 CO2
traffic 기여도)

분산 도심 동북 동남 서북 서남 평균
교통량 40.1 39.1 51.6 42.6 45.2 43.7

교통속도 11.0 7.7 5.3 12.2 8.0 8.9

풍속 5.2 12.2 9.2 18.3 14.0 11.8

R2 0.36 0.56 0.48 0.52 0.45

<표 10> 주말 권역생활권별 교통량, 교통속도, 풍속 분산 및 다중회귀 설명력(R2)
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2) 권역생활권에 따른 도로기능유형별 CO2
traffic

2022년 1월~2월 기간을 대상으로 각 권역생활권의 도로기능유형별

도로 이산화탄소 증가분을 산출한 결과, 주간선도로는 서남권(75.0ppm)

에서, 보조간선도로는 서북권(78.6ppm), 도시고속도로는 동북권(78.3ppm)

에서 가장 높게 나타났다(그림 15).

도심권과 동북권의 경우 도시고속도로의 CO2
traffic이 각각 72.9ppm,

78.3ppm으로 타 도로기능유형에 비해 가장 높았으며, 서남권은 주간선도

로(75.0ppm), 동남권에선 주간선도로(74.4ppm), 서북권에선 보조간선도로

(78.6ppm)가 가장 높았다.
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<그림 17> 2022년 1월 ~ 2022년 2월, 각 권역생활권의 도로기능유형별

CO2
traffic 농도와 95% 신뢰구간

단위 : ppm 도심권 동북권 서남권 동남권 서북권

평균

주간선도로 72.4 71.8 75.0 74.4 72.7

보조간선도로 47.7 72.7 73.2 62.5 78.6

도시고속도로 72.9 78.3 67.2 71.1 68.0

9 5%

신 뢰

구간

주간선도로 [72.0, 72.8] [71.4, 72.2] [74.6, 75.4] [74.0, 74.8] [72.0, 73.4]

보조간선도로 [47.0, 48.5] [71.6, 73.8] [72.7, 73.7] [61.3, 63.6] [77.3, 79.7]

도시고속도로 [71.8, 74.0] [77.5, 79.1] [66.5, 67.9] [70.6, 71.6] [66.7, 69.2]
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제 4 장 결론

제 1 절 결과

서울시 도로부문에서 배출되는 이산화탄소 농도를 정량하기 위해 1

시간 단위로 도로 이산화탄소 증가분(CO2
traffic) 농도를 산출하는

RERFs(Regression-Enhanced Random Forests) 모델을 구축하였다. 서

울시 교통정보 서비스에서 제공하는 교통량, 교통속도, 그리고 기상청에

서 제공하는 최대풍속, 3가지 변수만을 이용하여 0.83의 설명력(R2)을 갖

는 모델을 구축할 수 있었다. 이후, Feature Drop Column 방식을 이용

하여 모델 변수 중요성을 산정한 결과, 교통량이 41.9%, 교통속도가

38.4%, 최대풍속이 19.7%의 서로 다른 중요도를 차지하였다.

REEFs 모델을 활용한 CO2
traffic 예측 농도와 관측 농도 간에는 유의

미한 차이가 존재하지 않았다. 반면, 교통량을 인위적으로 조정한 비교군

(교통량+10%, 교통량-10%) 간의 CO2
traffic의 차이는 유의하게 나타났다.

사후검정을 통해 비교군과 대조군(교통량+0%) 간의 차이를 확인한 결과,

각각 4.8ppm(유의수준 0.05 이하), 3.3ppm(유의수준 0.1 이하)을 기록하

였다. 이는 모델이 실제 관측 농도 수치를 모사할 수 있을 뿐만 아니라

교통량에 따른 농도의 차이 또한 산출할 수 있음을 시사한다.

모델을 이용하여 서울시 102개 교통량 측정지점들을 대상으로

CO2
traffic을 산출한 결과, 평균적으로 주중이 주말보다 약 2ppm가량 높았

다. CO2
traffic 농도는 오전 시간대에 가장 높은 수치를 기록한 뒤, 12시~18

시 시간대에서 감소하였다가, 저녁 시간대에 소폭 상승하는 경향을 볼

수 있었다. 이와 같은 변동성은 교통량의 변동과 더불어 오후 시간대에

풍속이 더 커지는 것에서 비롯됨을 확인할 수 있었다.

서울시는 지역에 따른 발전 정도와 교통 특성이 다르다는 점을 고려

하여, 지역 특성을 고려한 교통 정책을 수립하기 위해 각 권역생활권에
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적합한 교통부문 핵심 발전 과제를 선정한다. 1시간 단위로 산출되는

CO2
traffic 농도의 변동성이 각 권역생활권에서 동일하지 않을 수 있는 것

이다. 공간에 따른 CO2
traffic의 변동성과 이를 유발하는 원인을 파악하기

위해, 각 권역생활권에 다중회귀분석방법을 적용하였다. 그 결과, 교통속

도가 낮은 지역과 높은 지역에서 교통속도의 CO2
traffic에 대한 회귀계수가

서로 달랐으며, 교통속도가 낮은 지역일수록 높은 회귀계수를 가졌다. 이

는 낮은 교통속도에서 높은 이산화탄소 배출계수를 갖는 엔진의 특성에

서 비롯된 결과로 해석할 수 있으며, 10시 ~ 21시의 CO2
traffic의 변동성에

대해선 교통량에 의한 영향이 가장 컸다.

제 2 절 한계점

본 연구에선 도심의 배경농도를 정의하기 위해 남산 타워 관측 농도

를 이용하였으며, 국지예보모델 자료의 대기경계층고도(PBLH, Planetary

Boundary Layer Height)와 남산 타워 높이를 고려하여 10시~21시의 결

과만을 연구대상으로 삼았다. 대기경계층고도가 남산 타워 높이보다 낮

은 출근 시간대(7시~9시)를 모델에 반영하지 못하여 다양한 시간대의

CO2
traffic 농도를 파악할 수 없다는 한계점이 있다. 이를 극복하기 위해선

도심 이산화탄소 배경농도를 실시간으로 파악할 수 있도록 서울의 배경

농도를 측정할 수 있는 다양한 지점에 고정 관측 장비들이 설치될 필요

가 있다.

도로 이산화탄소 증가분에 영향을 미치는 또 다른 요인으로는 토지

피복 및 표고 자료가 존재한다. 해당 자료는 이차원 형태로 모델에 반영

되어야 한다. 인공지능 모델에 일차원 및 이차원 자료를 함께 이용하기

위해선 Tensorflow 나 Pytorch 를 활용한 딥러닝 방법론을 시도할 필요

가 있다. 본 연구에선 적은 데이터 수로 인해 딥러닝 방법론의 실효성이

높지 않아 활용하기 어려웠지만, 앞으로 지속적인 관측을 통해 데이터를

축적해나간다면 딥러닝 방법론을 활용하여 보다 높은 정확도의 CO2
traffic
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예측 모델을 구축할 수 있을 것이다.

제 3 절 토의

2014년 기준, 서울시 교통부문에서 배출되는 온실가스의 비율은 전

체의 20.3%로 세계 평균인 14%를 상회한다. 그리고 2020년 한국 정부가

‘2050년 탄소중립‘을 선언함에 따라, 서울시는 ‘2050 온실가스 감축 추진

계획’을 통해 탄소중립 도시로의 도약을 준비하고 있다. 추진내용에 따르

면 ‘친환경차 보급 가속화’, ‘도로 공간 재편 및 자동차 운행 수요감축’,

‘내연기관 차량 운행제한’ 3가지 정책을 통해 온실가스 감축을 꾀하고 있

다. 이뿐만 아니라 2021년 12월 국토교통부가 공개한 ‘국토교통 탄소중립

로드맵’에서도 수송부문에서의 온실가스 배출량을 감축하기 위해 4가지

과제를 추진하고 있다. ‘교통 데이터기반 구축’, ‘친환경 차량 전환 지원’,

‘대중교통 활성화 및 자가용 이용수요 관리’ 그리고 ‘친환경 철도·항공’과

제가 이에 해당한다.

도시기본계획의 후속계획인 ‘2030 서울생활권계획’에서 또한 교통부

문의 핵심 발전 계획으로 교통 수요 관리를 반영하여 녹색 교통 네트워

크 구축에 힘쓰고 있다. 더 나아가, 지역의 균형잡힌 교통발전을 위해 권

역 간 물리 지표를 활용하여, 지역별로 특화된 잠재력과 수요를 고려하

여 추진되고 있다46). ‘2020 서울도시기본계획’에선 4개 권역생활권으로

분류되던 지역분류 기준이 ‘2030 서울플랜’에서 5개 권역생활권으로 보다

세분화되어, 구체적인 교통 발전 계획을 수립할 수 있게 되었다.

하지만, 교통부문에서의 온실가스 배출량을 감축하기 위한 여러 노

력에도 불구하고, 정책에 따른 구체적인 온실가스 감축 잠재량은 산출되

고 있지 않다. 이는 도로상 온실가스 농도 실측 자료의 부족과 교통 속

도와 기상 상태가 대기 중 온실가스 농도에 미치는 메커니즘을 예측 모

델에 잘 반영하지 못하는 것에 기인한다. 이러한 한계를 극복하고자 본

46) 서울특별시., 2014
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연구에선 이동 관측을 통해 이산화탄소 농도 실측 데이터를 확보하였으

며, 교통속도와 기상정보가 수집되는 지점을 대상으로 기계학습 모델을

적용하여 각 변수가 CO2
traffic에 미치는 비선형적인 패턴을 파악하였다.

해당 모델을 서울시 102개 교통량 관측 지점에 적용한 결과, 상대적

으로 도심권과 서남권 지역에서 교통속도에 의한 CO2
traffic 농도가 컸으

며, 이는 낮은 속도에서 더 높은 이산화탄소 배출 계수를 갖는다는 연구

결과에 부합한다. 대중교통 활성화 또는 신호체계를 개선하여 차량 흐름

을 원활히 한다면, 교통속도에 의한 CO2
traffic 농도를 보다 효과적으로 감

축할 수 있을 것이다. 또한, 위 모델을 활용하여 각 권역생활권의 도로기

능유형별로 CO2
traffic을 지속적으로 관리한다면, 보다 구체적인 교통부문

온실가스 감축 계획을 수립할 수 있다. <그림 17>에 따르면, 동남권과

서남권의 경우 주간선도로가 가장 높은 CO2
traffic 비율을 가지고 있고, 서

북권의 경우 보조간선도로, 동북권의 경우 도시고속도로, 마지막으로 도

심권은 주간선도로와 도시고속도로에서 높은 CO2
traffic 비율을 가지고 있

다. 즉, 각 권역생활권의 도로기능 유형에 따라 도로에서 배출되는 이산

화탄소 농도의 크기가 동일하지 않은 것이다. 위 모델을 이용한다면, 교

통부문의 온실가스 배출량을 관리하기 위해 집중적으로 관리해야하는 도

로의 우선순위를 선정하는데 필요한 정보를 수집할 수 있다.

현재까지는 도로상 온실가스 농도에 대한 자료 확보의 어려움으로

인해 인벤토리 기반의 모니터링만을 수행해왔다. 하지만 인벤토리 기반

의 모니터링은 배출량을 검증하기 어렵다는 한계가 존재한다. 이에 따라

IPCC는 온실가스 배출량에 대한 실측 기반의 모니터링 체계를 구축하는

것이 중요하다고 판단하여, GHG measurement guideline refinement

report를 발간한 바 있다.47) 신뢰 가능한 탄소 저감 목표치를 설정하고

달성 여부를 확인하는 것이 중요한 것이다. 앞으로 실측 기반의 모니터

링이 배출량 검증에 있어 필수적인 만큼, 본 연구의 방법론이 기계학습

47) IPCC., 2019
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을 이용한 온실가스 관리 시스템을 구축하는 데에 기여할 수 있을 것으

로 기대한다.
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<그림 18> 서울시 교통량 관측지점별 시간에 따른 도로 이산화탄소 증가분 (주중)
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<그림 19> 서울시 교통량 관측지점별 시간에 따른 도로 이산화탄소 증가분 (주말)
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Abstract

Spatiotemporal Variations in

on-road CO2 Concentration of

Seoul Estimated

by Machine Learning

Chongmin Kim
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The transportation sector of Seoul is one of the main sources of

emissions, which accounts for 20% of the total greenhouse gas

emissions. As the Republic of Korea declared that ‘2050 Carbon

Neutrality’, Ministry of Land, Infrastructure and Transport set a goal

of reducing greenhouse gas emissions by 37.8% compared to 2018 by

2030. In order to establish a monitoring strategy to meet the goal, it

is necessary to specifically identify the spatio-temporal variations of

greenhouse gases emitted from transportation sector. In this study,

RERFs(Regression Enhanced Random Forests) based on Random

Forests methodology is used to evaluate the CO2(Carbon Dioxide)
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concentration hourly emitted from the road. RERFs based on

observation could produce, what is essential to understand

spatio-temporal variations of CO2. To manage CO2 released from

transportation sector, not only inventory-based monitoring but also

measurement-based monitoring should be performed together. This

study can contribute to the establishment of a precise greenhouse gas

monitoring system in future by presenting a methodology for

evaluating CO2 concentration on the road using a machine learning

model.

keywords : Traffic sector, CO2, Data driven model, Mobile

observation
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