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초록

한국증권시장에서의공모(Initial Public Offering;이하 IPO)는비상장기업이주식

시장에상장함을의미한다.공모주는 2020년이후많은관심을받고있는투자방식으로

공모주의저평가(Underpricing)발행으로인해대부분주가가상승하는모습을보인다.

하지만 모든 IPO의 상장일 종가가 공모가보다 상승하지 않아 손해가 발생하고, 공모주

일정이 겹칠 경우 높은 수익을 가져올 수 있는 IPO에 더 많은 자산을 분배해야할 필

요가 있다. 본 논문에서는 재무, 시장상황, IPO 데이터 변수 및 z-score 기관경쟁률과

같은 파생변수를 통해 상장일 IPO 종가를 분류 예측하는 기계학습 모델을 제안한다.

또한 설명가능한 인공지능(Explainable Artificial Intelligence; XAI) 방법 중 하나인

SHAP(Shapley Additive Explanation)를 통해 변수의 중요도 및 값에 따른 영향력을

분석했다. 실제 한국 증권시장의 IPO 데이터에서 파생변수를 활용한 인공신경망 모

델이 92.6퍼센트의 등락 예측 정확도와 72.7 퍼센트의 150퍼센트 이상 상승한 IPO의

예측 정확도를 보였다. 또한 SHAP 값을 통해 가장 중요한 변수가 공모가, 기관경쟁

률 그리고 의무보유확약비율임을 확인할 수 있었다. 공모가가 낮을수록, 기관경쟁률이

낮을수록 그리고 의무보유확약비율이 높을수록 모델이 IPO의 종가가 덜 하락하고 더

높게 상승한다고 예측하였고 이는 실제 사례 및 연구와 일치함을 확인하였다.

주요어: IPO, 기계학습, 설명가능한 인공지능, SHAP

학번: 2021-29800
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제 1 장 서론

한국 증권시장에서의 공모(Initial Public Offering; 이하 IPO)는 비상장기업이 일

련의 과정을 거쳐 유가증권시장(코스피;KOSPI) 또는 코스닥(KOSDAQ) 시장에 상

장함을 의미하며, 기업공개라고도 한다. 공모주는 IPO 과정에 참여한 기관투자자 및

일반청약자들에게 판매하는 주식을 의미한다.

공모주는높은수익률로인해 2020년이후많은관심을받고있는투자방식이다.공

모주는 IPO의흥행을위해본래기업의가치보다저평가(Underpricing)되어발행되고,

이에 높은 수익률을 보이기 때문이다.[6] 한국 시장의 경우 2020년 코로나 19(COVID-

19)에 의한 저금리 및 양적완화로 인해 증권시장의 호황이 찾아와[27] 사람들의 관심이

높은 기업들의 공모가 이루어졌다. 또한, 청약에 참여한 모든 참여자에게 균등하게 공

모주를배정하는균등배정제도가 2021년에시작함으로인해개인투자자들의관심도가

증가하였다. 한국 공모주의 상장일 공모가 대비 종가 기준 평균 수익률은 2021년도에

약 57.6퍼센트를 보였으며, 공모주 투자는 높은 수익률을 보이는 하나의 투자방법으로

각광받고 있다.

그림 1.1: IPO 진행과정

개인투자자는 일련의 과정을 거치는 공모에 청약 및 납입 단계에서 참여가 가능

하며, 청약증거금을 제출하여 공모주를 배정받아 수익을 낼 수 있다. 공모주가 주식에

1



상장되기까지의 과정은 그림1.1와 같다. 기관 수요예측 단계에서 기관들이 IPO의 주

관사가 제시한 가격 범위 내에서 입찰하고자한 가격을 통해 공모가가 결정된다. 이

과정을 통해 기관경쟁률, 의무보유확약비율과 같은 정보가 산출된다. 다음 단계인 청

약 및 납입에서 일반청약자의 IPO 참여(청약)가 가능하며 공모주를 배정받기 위해

청약증거금을 필요로한다. 균등배정은 청약에 참여하기 위한 최소한의 청약증거금을

제출하며, 경쟁배정에 할당된 공모주를 배정받기 위해서는 최대한 많은 금액의 청약

증거금이 필요하다. 이후 시장에 상장된 공모주의 시작가는 -10퍼센트에서 최대 +100

퍼센트까지 변동하고 시작가에서 상장일의 종가는 주식상하한제도와 같이 ±30퍼센트

범위에서 변동이 가능하다. 공모주는 상장일에 최고 160퍼센트까지 상승이 가능하며

매우 큰 수익을 볼 수 있는 투자 방식이다.

개인투자자는 손해를 방지하고 더 큰 수익을 내기 위해 공모주의 상승 및 하락을

예측할필요가 있다.저평가된 공모주는 상장일에 대부분상승하는 모습을 보이나 하락

이 발생하는 경우가 있다. 하락한 IPO는 공모가와 주가의 하락에 의한 손해만이 아닌

청약증거금으로 인한 자금의유동성 하락과 대출로 인한 이자손실이 발생한다.또한 둘

이상의 IPO 일정이 겹치는 경우 한정된 자본을 통해 어느 IPO에 자산을 더 많이 분

배할 것인지에 대한 문제가 발생한다. 기관투자자에 비해 일반청약자들은 가지고 있는

정보의 양이 적지만, 기관 수요예측 단계 이후 일반 청약 전까지 시간의 차이를 통해

기관이 IPO에참여한정보를통해정보의불균형을소폭해소할수있다.일반청약자는

청약에 참여 결정 및 상장 후 주식을 투자할지에 대해 기관 수요예측 단계가 끝난 이후

판단이 가능한 기회가 존재한다. 따라서 하락하는 IPO를 회피하고 더욱 크게 상승할

IPO를 예측하는 방법이 일반 청약자들의 청약 참여 및 투자 결정에 있어 필요하다.

공모주의 등락을 적정가 회귀 및 분류를 통해 예측하는 연구는 지속적으로 이루

어지고 있다. 해외 공모주 연구 사례로는 미국 증권시장에서 상장일 지수수익률 대비
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공모주의 수익률을 IPO 관련 변수를 통해 랜덤포레스트 모델을 통한 회귀분석 연구

[24]와 터키 증권시장 IPO에서 상장일 공모가 대비 종가 수익률이 중앙값보다 큰 경

우를 서포트 벡터 머신(Support Vector Machine; SVM)과 랜덤 포레스트(Random

Forest) 모델을 사용하여 예측한 연구[4]가 있다. 해외 시장의 공모 예측 연구는 주식

상하한제 유무 및 정도의 차이와 균등배정과 같은 제도 차이에 의해 국내 IPO 예측

연구에 그대로 반영하기 어려운 한계가 있다. 국내 연구 사례로는 상장 후 20일 평균

종가를 동일 산업군 기업들의 재무 정보를 통해 파생된 변수들로 학습한 인공신경망

회귀분석 연구[15], 비재무 정보를 통해 로지스틱 회귀(Logistic Regression), 의사결정

나무(Decision Tree), 서포트 벡터 머신 모델 등을 학습하여 상장일 가격 등락 예측[30]

과 인공신경망을 활용한 공모주 투자 및 기준 수익률 달성 여부 예측 모델 연구[31]가

있다. 국내 연구는 다양한 변수들과 학습 모델들을 사용하였으나 비재무, 재무 그리고

시장 상황와 같은 모든 변수와 이로 인해 파생된 변수를 활용한 연구는 적었다. 또한

종가의 예측에 관한 연구는 많으나 어떠한 변수로 인하여 공모가 대비 종가가 하락 또

는 상승하였는지, 중요한 영향을 끼친 변수는 무엇인지에 대해 분석하지 않은 한계가

존재한다.

이에 본 논문에서는 재무, 시장상황, IPO 데이터와 데이터를 활용하여 생성된 파

생변수를 통해 상장일 공모주의 등락을 예측한다. 또한 SHAP(Shapley Additive Ex-

planation) 기법을 사용하여 변수들의 중요도 및 변수의 값에 따른 예측값에 영향을

파악하였다. 이에 대한 결과를 확인하기 위해 증권 시장 IPO 데이터를 통하여 다양한

기계학습 모델을 학습하였다. 인공신경망 기반의 학습 모델이 상징일 종가 등락 예측

정확도 92.6퍼센트와 150퍼센트 이상 상승율 IPO 예측 정확도 72.7 퍼센트를 보였다.

또한 SHAP을 통한 결과가 실제 IPO에 영향을 끼치는 변수들의 사례 및 연구와 일치

함을 확인하였다.
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본 논문의 구성은 다음과 같다. 제 2장에서는 학습 모델으로 사용한 랜덤 포레스트,

XGBoost(Extreme Gradient Boosting),로지스틱회귀,서포트벡터머신그리고인공

신경망(Artificial Neural Network; ANN)과 XAI(Explainable Artificial Intelligence)

방법인 SHAP에 대하여 소개한다. 제 3장은 실험에 사용한 데이터와 상장일 공모가 대

비 종가의 상승폭을 통해 생성한 종속 변수에 대해 살펴본다. 제 4장에서는 주가지표,

z-score 기관경쟁률 파생변수 생성 및 데이터 전처리과정의 방법론에 대한 내용을 설명

한다. 제 5장에서는 사용 변수, 수집한 데이터 그리고 실험 진행 과정을 소개한다. 제 6

장은 앞 장의 실험 진행 과정을 적용하여 변수 및 모델에 따른 예측 성능 실험 결과를

소개하고 SHAP을 통해 도출한 변수 분석 결과가 실제 IPO 사례 및 연구와 일치함을

설명한다. 제 6장은 본 연구의 결과 요약과 한계점 및 후추 과제에 대하여 논의한다.
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제 2 장 선행 연구

2.1 랜덤 포레스트

랜덤 포레스트는 의사결정나무의 앙상블(Ensemble) 기법 중 하나이다. [7] k번째

의사결정나무에서 생성된 각 벡터 Θk는 다른 의사결정나무의 벡터와 독립이지만 같

은 분포를 가진다. 생성된 벡터 Θk와 학습 데이터를 통해 입력값 x를 분류하는 분류

기 h(x,Θk)를 구성할 수 있다. 각 의사결정나무의 분류기를 통해 나온 결과를 배깅

(Bootstrap Aggregation; Bagging)을 통해 결정한다.

2.2 Extreme Gradient Boosting, XGBoost

XGBoost는 그래디언트 부스팅(Gradient Boosting)의 단점을 해결한 오픈 소스

라이브러리(Open Source Library)이다.[8] 부스팅(Boosting)은 순차적으로 여러 개의

약한분류기를결합하여강한분류기를생성하는앙상블기법이다.부스팅방법중하나

인그래디언트부스팅은분류기를만들때,현재약한분류기의손실함수를최소화하는

방향의 기울기(Gradient)를 통해 새로운 분류기를 학습하는 방법이다.[12] 하지만 과

적합이 발생하고 병렬 학습이 어려운 단점이 존재한다. 그래디언트 부스팅 기반으로

구현된 XGBoost가 이러한 문제점을 해결하기 위해 제안되었다. XGBoost는 그래디언

트부스팅대비과적합규제(Regularization)가가능하고학습및분류속도가빠르다는

장점이 있다.
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2.3 로지스틱 회귀

로지스틱 회귀란 각 변수들의 선형 결합을 통해 분류하는 통계학습 기법이다.[17]

선형 회귀 분석과는 달리 종속 변수가 범주형 데이터일 경우에 사용한다. 독립 변수 x

가주어졌을때 x가분류되는결정경계를식2.1와같이표현할수있다.결정경계식에

로그(log)를 양변에 취하면 식2.2와 같다. 로짓(Logit)이 선형이라고 가정할 때 식 2.3

와 같이 표현이 가능하며 x가 종속 변수 Y의 1에 속할 확률 값인 로지스틱 함수 2.4를

구할 수 있다.

{x : Pr(Y = 1|X = x) = 0.5} (2.1)

{x : log(Pr(Y = 1|X = x/Pr(Y = 0|X = x) = 0} (2.2)

log(Pr(Y = 1|X = x/Pr(Y = 0|X = x) = β0 + x′β (2.3)

Pr(y = 1|X = x) =
exp(β0 + x′β)

1 + exp(β0 + x′β)
(2.4)

2.4 서포트 벡터 머신

서포트 벡터 머신은 데이터를 분류하는 가장 큰 마진(Margin)을 가진 초평면을 선

택하는 학습 모델이다. 초평면에 의해 구분된 데이터의 각 서포트 벡터를 지나는 초평

면 사이의 거리를 마진이라고 한다. 마진은 2
||w||이며 w는 초평면의 법선 벡터(Normal

Vector)이다. 하지만 모든 데이터에서 자료들을 완벽히 분리하는 초평면은 존재하지

않을 수 있으며 이러한 문제를 해결하기 위해 소프트 마진(Soft Margin) SVM이 제안

되었다.[10] 목적함수에 여유 변수(Slack variable) ξ를 부여함으로써 마진을 크게 하되

에러에 대한 페널티(Penalty)를 작게 하는 방향으로 초평면을 학습힌다. 소프트 마진

SVM은 식2.5와 같은 최적화 문제로 표현된다.
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minimize ||w||22 + γ
∑
i∈X

ξi (2.5)

subject to yi(x
T
i w − b) ≥ 1− ξi i ∈ X, (2.6)

ξi ≥ 0 i ∈ X. (2.7)

2.5 인공신경망

인공신경망(Artificial Neural Network, ANN)은 뇌의 신경망 구조에서 영감을 얻

은 통계학적 학습 알고리즘으로 입력층, 은닉층과 출력층으로 이루어져 있다. 각 층은

하나 혹은 다수의 노드(Node)로 구성되어 있으며 노드들을 연결하는 가중치의 학습을

통해모델을최적화한다.학습된가중치를반영한값을활성함수(Activation function)

을 통해 출력하여 다음 노드로 전달하며 가중치는 역전파 알고리즘(Backpropagation

algorithm)을 통해 학습한다. 인공신경망을 통해 비선형 데이터에서 원하는 함수를 추

론할 수 있다.[14]

2.6 Shapley Additive Explanation, SHAP

SHAP 값은 기존 학습 모델에 대한 조건부 기대 함수의 섀플리 값(Shapley Value)

으로 계산된 변수의 중요도 값이다.[21] 섀플리 값이란 어떠한 과제에 참여한 참가자

들의 공헌도를 나누는 이론이다. [13] 기계학습에서 모델의 예측값을 과제로, 변수들의

영향력을 참가자들의 공헌도로 볼 수 있으며, 섀플리 값을 통해 각 변수가 모델의 예측

에끼치는영향력을계산할수있다.[19] SHAP값은각변수들이변할때모델이예측한

값이얼마만큼변화하는지를계산하며,식 2.8와같이 SHAP값 ϕi을얻고자하는변수
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i를 포함하는 모델(F )과 포함하지 않는 모델(S ⊆ F )의 예측을 비교하여 구한다.

ϕi =
∑

S⊆F\{i}

|S|!(F − |S| − 1)!

|F |!
[fS∪{i}(xS∪{i})− fS(xS)] (2.8)

SHAP을 통해 각 변수의 영향력을 알 수 있으며, 변수의 입력 값이 변할 때 결과가

어떻게 변하는지 해석이 가능하다. SHAP 값의 정확한 계산은 상당한 자원이 요구되

며 커널(Kernel) SHAP 방법을 통해 모든 학습 모델에서 근사값을 계산할 수 있다.

각 학습모델에 적합한 SHAP 모델을 사용하여 커널 SHAP보다 빠르게 근사값의 계

산이 가능하다. 선형 회귀 기반 모델의 경우 리니어(Linear) SHAP을, 의사결정나무

기반앙상블모델의경우트리(Tree) SHAP[20]을그리고인공신경망기반모델의경우

DeepLIFT[25]와 섀플리 값을 조합한 딥(Deep) SHAP을 통해 근사값을 구한다.

2.7 기계학습을 통한 IPO 예측 선행 연구

IPO를 예측하는 연구는 크게 분류와 회귀 지도학습으로 나눌 수 있으며 국내외로

다양하게 연구가 진행되었다. 해외 연구 사례로는 미국 증권시장에서 상장일 지수수익

률 대비 공모주의 상장일 종가 수익률을 IPO 관련 변수들을 이용하여 랜덤포레스트

모델을 통해 회귀분석을 한 연구가 있다.[24] S&P500, AMEX 그리고 NASDAQ에 상

장된 866개의기업들에대한연구를수행하였다.랜덤포레스트모델의학습에는공모가

밴드 크기, 공모가, 기술주 여부 그리고 공모규모 등 IPO 관련 정보 총 6개의 변수를

사용하였다.다른해외연구로는터키의주식시장인 Borsa Istanbul에 2005년부터 2013

년까지 상장된 기업들의 종가 수익률을 회귀분석 하여 중심경향치 보다 큰 경우를 1로

작은 경우를 0으로 예측하는 실험을 하였다.[4] 사용 변수로는 기업 연식, 매출 그리고
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자산과 같은 기업 정보, 21일 주식 인덱스 수익률과 같은 주식 시장 상황 정보 그리고

공모가와 같은 IPO 관련정보 모두를 학습에 사용하였다. 의사결정나무와 서포트 벡터

머신을 10겹교차검증을통해학습하였다.해외 IPO연구는학습에사용한변수와종속

변수에 대한 정보를 알 수 있으나 국내 IPO와 제도의 차이에 의해 온전히 반영할 수

없다는 한계가 존재한다.

국내 연구 사례로는 인공신경망을 통해 코스닥 상장 기업들의 IPO 후 20일 종가를

예측하는 연구가 있다. [15] 동일한 산업군에 속한 기업들의 재무 정보를 통해 IPO 기

업의 자산을 주가수익비율과 같은 주가지표를 통하여 인공신경망 학습을 진행하였다.

공모규모, 신주모집 비율 그리고 의무보유확약 비율과 같은 비재무 정보만을 통해 로

지스틱 회귀분석, 의사결정나무, 인공신경망, 사례기반추론 그리고 서포트 벡터 머신을

학습시켜 상장일 종가의 등락을 예측한 연구[30]가 있다. 입력 변수를 일대일 t검정,

로지스틱 회귀분석 그리고 의사결정 나무를 통해 결정하여 의사결정나무, 로지스틱

회귀분석 및 인공신경망 모델 등을 통해 기준 수익률 20%를 초과하거나 하지 못하는

IPO를 예측하는 연구 또한 이루어졌다.[31] 연구 결과 상장시기, 기관경쟁률, 공모액,

밴드상하단가격과같은 IPO관련정보 7개를사용하여학습한인공신경망모델이가장

좋은 성능을 보였다. 국내 연구들은 본 연구와 시장에 따른 제도가 일치하여 쉽게 적용

이 가능한 장점이 있으나 기업 관련, 시장 상황 그리고 공모 관련 정보 모두를 사용하여

활용한 연구가 적었다. 또한 예측하고자 하는 종가에 관한 연구는 많으나 모델의 예측

이 어떠한 변수를 중요하게 받아들였으며, 변수의 크기에 따라 어떻게 예측하였는지에

관해 분석하지 않은 한계가 있다.
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제 3 장 방법론

3.1 종속 변수

그림3.1은 상장일의 공모가 대비 종가 수익률 도수분포표로 수익률을 통해 IPO

데이터를 3가지 클래스(Class)로 나누어 학습하였다. 첫번째 클래스는 공모가 보다 종

가가 떨어져 손해를 보는 IPO이며 두번째 클래스는 수익률이 0퍼센트 이상 150퍼센트

미만인 IPO, 그리고 마지막 클래스는 수익률이 150퍼센트 이상인 IPO이다. 이는 한국

주식시장의 제도에 의해 공모가 대비 시작가는 최소 -10퍼센트에서 최대 100퍼센트까

지 등락이 가능하며, 시작가 대비 공모가는 ±30퍼센트임에 기인한다. 즉, IPO 주식의

상장일 등락은 최소 -37퍼센트에서 최대 160퍼센트이다. 본 논문에서는 첫번째 클래

스를 0, 두번째 클래스를 1 그리고 마지막 클래스를 2로 라벨링(Labeling)하여 학습을

진행하였다.

그림 3.1: 상장일 공모가 대비 종가 변화 도수분포표
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3.2 주가지표 파생변수 생성

주식 투자에 있어 사용되는 지표인 자기자본이익률(Return On Equity, ROE), 주

당순이익(Earnings Per Share, EPS), 주가수익비율(Price Earnings Ratio, PER)[5],

주당순자산(Book-value Per Share, BPS) 그리고 주가순자산비율(Price Book-value

Ratio, PBR)[11]을 파생변수로서 생성하였다. 해당 변수들을 계산할 때 주가로는 공모

가를 총 주식수로는 총 공모주식수를 이용하였으며 표3.1와 같이 계산된다. 주가지표

파생변수들을 통하여 공모주가 IPO를 진행하는 기업의 가치에 비해 고평가되었는지

여부를 학습할 수 있다.

자기자본이익률 ROE = 최신분기순이익
자본

× 100

주당순이익 EPS = 최신분기순이익
총 공모주식수

주가수익비율 PER = 공모가
주당순이익

주당순자산 BPS = 자산
총 공모주식수

주가순자산비율 PBR = 공모가
주당순자산

표 3.1: 공모가 및 총 공모주식수를 통한 주식투자지표

3.3 z-score 기관경쟁률 파생변수 생성

그림 3.2: z-score기관경쟁률 생성 과정

본 논문에서는 그림3.2와 같은 롤링(Rolling)을 과정을 통해 z-score 기관경쟁률

변수를 생성하여 학습에 이용하였다. 2022년으로 갈수록 기관경쟁률이 증가하며 양
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그림 3.3: 기관경쟁률 산점도

극화되는 현상을 그림3.3에서 확인할 수 있다. 기관경쟁률을 그대로 이용할 경우 IPO

시장의과열성을반영하지못하여기관경쟁률을통한학습이정확히되지않을수있다.

2022년의기관경쟁률이 2017년의기관경쟁률보다절대적인수치가크다고하여공모가

대비 시가의 상승폭이 더 높지 않은 경우가 있음을 그림3.3를 통해 확인할 수 있다.

이러한 기관경쟁률의 절대적인 크기가 상장일 종가 예측의 학습에 시장의 과열을 고

려하지 않고 반영되는 문제를 해소하기 위하여 z-score 파생변수를 생성하였다. 학습

및 평가하고자하는 IPO에서 가장 최근에 종료된 30개의 IPO의 기관경쟁률과 현 IPO

의 기관경쟁률을 통해 z-score 기관경쟁률 파생변수를 생성하였으며 계산방법은 식3.1

과 같다. z-score 기관경쟁률 계산에서 30개가 사용된 이유는 중심극한정리가 성립하기

위한최소표본의수를맞추기위함이다.[22]그림 3.4는 z-score기관경쟁률을산점도로

나타낸 것이다. 산점도를 통해 상장일 종가의 하락한 IPO를 의미하는 라벨 0이 대부분

z-score -1에, 종가가 크게 상승한 라벨 2가 1 주변에 위치한 것을 볼 수 있다. 또한

연도와 관계없이 z-score 기관경쟁률은 대부분 2와 -2 사이에 분포하는 것을 확인할 수

있다.
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그림 3.4: z-score 기관경쟁률 산점도

(z-score 기관경쟁률) =
(기관경쟁률)− (30개 IPO 기관경쟁률의 평균)

(30개 IPO 기관경쟁률의 표준편차)
(3.1)

3.4 데이터 전처리

데이터 전처리는 z-score 정규화와 랜덤 오버샘플링을 적용하였다. 로지스틱 회귀

분석, 서포트 벡터 머신 그리고 인공신경망 학습의 경우 공모가 밴드위치와 z-score

기관경쟁률을 제외한 수치형 자료에 z-score 정규화를 통해 전처리 과정을 진행하였다.

공모가밴드위치는공모가를공모가하단과공모가상단에대하여최소-최대정규화를

진행한 변수이며 z-score 기관경쟁률은 z-score 정규화를 통해 나온 파생변수이므로 z-

score 정규화 전처리 과정에서 제외하였다. 또한 데이터 불균형을 해소하기 위해 랜덤

오버샘플링을 훈련 데이터에 적용하였다. 랜덤 오버샘플링(Random Oversampling)은

특정클래스의데이터가부족할때그크기를늘림으로써데이터불균형에의한과적합

을 해소할 수 있는 방법이다. 언더샘플링을 적용하지 않은 이유는 기존 학습 데이터의

13



수가 400개 미만으로 언더샘플링으로 인해 데이터의 크기가 더 줄어들 경우 모델의 학

습이잘진행되지않을수있기때문이다.랜덤오버샘플링은클래스의분포가불균형인

전체데이터가 S이고수가적은클래스의데이터가 Smin일때, Smin에서정해진 E만큼

데이터를 임의로 추출하고 복제하여 S에 추가하는 방식으로 진행된다. S에서의 소수

클래스의 크기를 증가시켜 데이터 분포의 불균형을 해결하며 실행과정이 단순하다는

장점이 있다.[16]랜덤 오버샘플링을 통해 데이터의 수가 가장 많은 클래스 1에 클래스

0과 2의 데이터 크기를 동일하게 맞추어 데이터 불균형을 해소하고자 하였다.

14



제 4 장 실험

4.1 데이터

본 논문에서는 유가증권시장과 코스닥에 상장된 기업들의 IPO 데이터를 사용한다.

한국 주식시장의 가격제한폭이 기존 ±15퍼센트에서 현재 적용중인 폭인 ±30퍼센트로

변경된 2015년 6월이후, 2022년 7월까지약 7년의데이터를수집하였다.상장하였으나

2022년 7월전상장폐지된기업들은특정정보의누락으로인해학습데이터에서제외하

였다. 그리고 일반공모주와 성격이 다른 스팩(Special Purpose Acquisition Company;

SPAC)주 1 와리츠(Real Estate Investment Trusts; REITs)주 2 를학습데이터에서제

외하였다. 스팩주와 리츠주는 일반공모주의 성격적 차이 외, 제도적으로 IPO 과정에서

차이가 존재하여 학습데이터에서 제외하였다. 최종적으로 상장폐지, 스팩 및 리츠주를

제외한 총 499개의 IPO 기업을 학습 및 평가 데이터로 사용하였다.

4.2 사용변수

본 논문에서는 정보의 출처에 따라 3종류로 구분되는 기본변수와 이로부터 생성

된 파생변수들을 통해 모델을 학습하였다. 정보의 출처에 따른 기본변수는 표4.1에서

확인이 가능하며 변수에 대한 정의 및 계산 방법은 표4.3와 같다.

또한수집된데이터를이용하여생성된파생변수들은자기자본이익률,주당순이익,

주가수익비율, 주당순자산, 주가순자산비율과 z-score 기관경쟁률이다.

1다른 기업과 합병하는 것을 사업 목적으로 하여 주식을 발행하는 법인이다. 일반투자자들은 향후
합병이 완료된 후 발생할 수 있는 투자이익을 기대하고 스팩주의 IPO에 참여한다.

2리츠란 ’자산을 부동산에 투자하여 운용하는 것을 주된 목적으로 부동산투자회사법에 따라 설립된
회사’로 부동산투자회사법 제2조 제1호에 정의되어 있다. 부동산투자회사가 발행하는 주식이 리츠주로써
회사가 부동산에 투자, 운용하여 얻은 투자수익을 주주들에게 배당한다.
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회계 및 기업 정보 주식 시장 동향 정보 IPO 관련 정보

자산
수요조사 X일전 시장 지수 상승율

총 공모주식수

부채 기관경쟁률

자본 (X=15,30,60,90,150,300) 신주모집비율

최신분기매출
수요조사 Y일전 산업군 지수 상승율

공모가 밴드위치

최신분기순이익 공모가

해당 산업군 (Y=15,30,60,90,150,300) 공모규모

의무보유확약 비율

균등분배여부

표 4.1: 정보에 따른 변수 분류

4.3 학습 및 평가 데이터

Train Test

Variable
Class

합계
Class

합계
0 1 2 0 1 2

기관경쟁률 117 247 34 398 30 59 12 101

z-score기관경쟁률
112 231 31 374 27 57 11 95

둘 모두 사용

표 4.2: 사용 변수와 클래스에 따른 학습 및 훈련 데이터 수

학습 및 평가데이터는 전체 데이터를 4대 1로 나누었으며 롤링을 통해 생성된 파생

변수에 의해 실험에 따라 데이터의 크기가 다르다. 또한 각 클래스에 해당되는 IPO

의 수가 그림3.1에서와 같이 큰 차이가 있으며 그 수는 표4.2과 같다. 실험에 사용한

데이터가 금융데이터임을 고려하여 학습 및 시험 데이터를 무작위로 추출하는 것이

아닌 시간을 기준으로 나누었으며 시기는 각각 2021년 4월과 5월이다. 학습 데이터는

기관경쟁률 및 z-score 기관경쟁률을 이용한 실험에 따라 각 398개와 374개 이며 평가

데이터는 각 101개와 95개로 약 4대 1의 비율로 나누었다.

16



4.4 실험 진행

랜덤 포레스트, 로지스틱 회귀, 서포트 벡터 머신, XGBoost 그리고 인공신경망을

학습에 사용하는 기관경쟁률의 조합을 기관경쟁률, z-score 기관경쟁률 그리고 둘 모두

를 사용하는 방식으로 총 3번에 걸쳐 실험을 진행하였다. 기관경쟁률 외 나머지 30개의

변수는 모두 동일하게 학습에 이용하였다. 기관경쟁률을 사용하여 학습하는 실험의 학

습데이터의 수는 오버샘플링을 통해 741개를 사용하였으며, z-score 기관경쟁률 및 둘

모두를 사용하는 실험의 학습데이터의 수는 693개이다. 이는 오버샘플링을 통해 학습

데이터 각 클래스에 해당하는 데이터의 크기를 그 수가 가장 많은 클래스 1에 맞추었기

때문이다.

학습 모델의 결과는 혼동 행렬(Confusion Matrix)을 통해 확인하였으며 평가지표

는정확도(Accuracy)를사용하였다.혼동행렬의경우각클래스에대한예측이얼마나

정확했는지를 확인 및 평가하기 위해 사용하였으며 정확도는 각 클래스 별 평가 데이

터의 수가 달라 전체적인 성능을 확인하기 위해 사용하였다. 본 논문에서는 전체 평가

데이터에 대한 정확도가 70% 이상, 혼동 행렬에서 각 클래스에 대한 예측 정확도가

60%이상의 수준을 보인 모델에 대하여 SHAP 값의 계산 및 변수 중요도 분석을 진

행하였다. 이는 성능이 좋은 모델은 클래스의 구분을 잘함을 의미하고, 각 클래스들을

구분할 때 중요하게 작용하는 변수들을 SHAP 값을 통해 정확하게 제시할 확률이 더

높기 때문이다. 각 학습 모델에 최적화된 알고리즘을 통해 SHAP 값의 근사값을 계

산하였다. 의사결정나무 기반 모델인 랜덤 포레스트(RF)와 XGBoost(XGB)는 트리

SHAP 알고리즘을[20], 선형회귀 분석 기반 모델인 로지스틱 회귀 분석(LR)은 리니

어 SHAP을, 그리고 인공신경망 기반 모델(ANN)은 딥 SHAP 알고리즘을 사용하여

SHAP 값을 계산하였다. 서포트 벡터 머신(SVM)은 적합한 알고리즘이 존재하지 않아

모든 알고리즘의 SHAP 값의 근사가 가능한[21] 커널 SHAP 방법을 사용하였다.
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제 5 장 실험 결과

5.1 변수 및 모델에 따른 성능

RF XGB LR SVM ANN

기관경쟁률 69.3% 70.3% 65.3% 72.3% 74.3%
z-score 65.3% 71.6% 60.0% 64.2% 72.6%
Use both 74.7% 70.5% 61.1% 67.3% 71.6%

표 5.1: 변수 및 모델에 따른 정확도

학습 모델 성능은 표5.1와 같다. 두 기관경쟁률 변수를 모두 사용한 랜덤 포레스트

모델이 74.7 퍼센트의 정확도로 가장 좋은 성능을 보여주었으며 기관경쟁률을 이용한

인공신경망과 z-score 기관경쟁률을 이용한 인공신경망 그리고 기관경쟁률을 사용한

서포트 벡터 머신이 그 뒤를 따랐다. 평가 데이터의 약 60 퍼센트가 클래스 1 데이터이

므로 모델이 모두 클래스 1로 예측한다면 최소 60 퍼센트의 정확도를 보여주게 된다.

이에 본 논문에서는 전체 예측에 있어 정확도만이 아닌 각 클래스에 대한 정확도를 확

인하고자 각 클래스에 대한 혼동 행렬 결과를 확인하였으며 이는 표5.2 와 같다. 좌측이

실제 클래스이며 위쪽은 예측 클래스를 의미한다.

표5.3는 변수 및 모델에 따른 각 클래스별 정확도를 정리한 것이다. 기관경쟁률과

나머지 변수들을 사용하여 서포트 벡터 머신을 학습한 결과 전체 평가 데이터에서 72.3

퍼센트의 정확도를 보여주었으며 각 클래스별 정확도는 80 퍼센트, 69.5 퍼센트 그리고

66.7 퍼센트이다. z-score 기관경쟁률과 기타 정보들을 사용하여 배치 크기 16, 활성함

수로는 ReLU(Rectified Linear Unit) 그리고 최적화 알고리즘으로는 Adam(Adaptive

Moment Estimation)[18]을사용한각 32개와 2개의노드로구성된은닉층구조를지닌

인공신경망을 학습한 결과 전체 평가 데이터에서 72.6 퍼센트의 정확도와 각 클래스에
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서 96.3, 63.2 그리고 63.6 퍼센트의 정확도를 보여주었다. 두 기관경쟁률 모두와 30개

변수들을 사용하여 배치 크기 16, 활성함수로는 ReLU 그리고 최적화 알고리즘으로는

Adam을 사용한 각 16개와 2개의 노드로 구성된 은닉층 구조를 지닌 인공신경망을 학

습시킨 결과 평가 데이터 정확도는 71.6 퍼센트이며 각 클래스 별 정확도는 92.6, 61.4

와 72.7 퍼센트이다. 기준을 만족한 3개의 모델 중 클래스 0과 2에서 종합적으로 높은

정확도를 보인 두 기관경쟁률 모두 이용한 인공신경망 모델을 최종 상장일 종가 등락

예측 모델로 결정하였다.

인공신경망 모델에서는 클래스 0을 90퍼센트 이상 올바르게 구분하는 결과를 보

였으며 이는 종가가 공모가 대비 하락한 IPO를 90퍼센트 이상 맞추었음을 의미한다.

서포트 벡터 머신 모델은 클래스 0 구분 정확도가 80퍼센트로 인공신경망 모델 둘 모두

에 비하여 공모가 대비 종가가 하락한 IPO의 예측 성능이 낮았다. 종가가 상승한 IPO

데이터에서 상승폭이 150 퍼센트 이상인 종목과 아닌 종목을 구분하는 것에 있어 약 60

퍼센트의 정확도를 보여주었다. 이는 학습 모델이 IPO 주가의 등락은 주어진 변수를

통해 잘 예측하나 상승폭을 구분함에 있어 상대적으로 학습이 잘 이루어지지 않았음을

알 수 있다.

인공신경망모델을 z-score기관경쟁률혹은두기관경쟁률모두를이용하여학습한

경우 기관경쟁률을 통해 학습한 클래스 0과 2의 학습정확도가 증가하였다. 기관경쟁

률을 사용한 인공신경망은 종가의 상승률이 0 이상 150퍼센트 미만인 경우의 학습이

잘 이루어져 전체 데이터에 정확도가 높은 모습을 보였으나 클래스 0과 2의 정확도가

상대적으로 낮은 결과를 확인할 수 있다. 이는 z-score 기관경쟁률을 통해 클래스 0과 2

의 정확도를 높일 수 있음을 알 수 있다.
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5.2 변수 중요도 분석

각 변수들의 SHAP 값을 그래프를 통해 시각화 하여 변수의 중요도 분석 및 예측

값에 끼친 영향력 분석이 가능하다. 변수의 상대적인 중요도는 Y축을 통해 알 수 있다.

Y축의 위쪽에 위치한 변수는 아래쪽에 위치한 변수들에 비해 모델이 클래스를 예측할

때 더 중요하게 작용하였다고 해석된다. X축은 Y축에 해당하는 변수의 SHAP 값으로

변수 값의 부호 및 크기에 따라 예측에 양 혹은 음의 영향을 끼쳤는지를 나타낸다. 그

래프에서 각 점은 한 IPO의 Y축에 해당하는 변수를 의미하며 점의 X축에서의 위치는

해당 변수의 SHAP 값이다. 변수의 값이 클수록 빨강에 가깝고 낮은 값은 파랑에 가깝

다. 각 학습 모델의 클래스별 SHAP 값 요약 그래프는 그림5.1, 5.2 그리고 5.3과 같다.

또한 각 모델 및 클래스별 변수중요도 상위 10개의 변수는 표5.6,5.7 그리고 5.8과 같다.

그림5.1, 5.2 그리고 5.3의 그래프를 통해 변수 중요도 및 변수의 값에 따라 모델의

예측에 어떻게 영향을 주었는지 해석할 수 있다. 96.3 퍼센트의 정확도를 보인 z-score

기관경쟁률을이용하여학습한인공신경망이분류한클래스 0의경우 z-score기관경쟁

률이 가장 중요한 변수라는 결과를 보였다. 낮은 z-score 기관경쟁률은 0보다 큰 SHAP

값을 나타냈으며 이는 기관경쟁률이 낮을수록 클래스 0으로 구분함을 의미한다. 공

모가의 경우, 값이 높을수록 SHAP 값이 증가했으며 공모가가 클수록 모델이 클래스

0으로 예측하였음을 그래프5.1a에서 볼 수 있다. 기관경쟁률 둘 모두를 통해 학습한

인공신경망을 통해 예측한 정확도 72.7 퍼센트의 클래스 2 모델은 기관경쟁률이 가장

중요한 변수로 작용하였음을 그래프 5.3c를 통해 확인할 수 있다. 모델이 클래스 0을

예측하는 경우와는 반대로 기관경쟁률이 클수록, 공모가는 작을수록 양의 SHAP 값이

계산되었다. 이는 평가 데이터의 IPO가 기관경쟁률이 크고 공모가가 작을수록 클래스

2로 예측하는 경향이 있음을 의미한다. 클래스 1을 예측하는 경우 클래스 0과 2에 비

하여 중요한 변수들의 SHAP 값이 크기에 따라 양수와 음수로 정확히 구분되지 않고

22



(a
)
C
la
ss

0
(b
)
C
la
ss

1
(c
)
C
la
ss

2

그
림

5
.1
:
기
관
경
쟁
률
변
수
를
이
용
한
서
포
트
벡
터
머
신
의
각
클
래
스
별

S
H
A
P
값
요
약
그
래
프

23



(a
)
C
la
ss

0
(b
)
C
la
ss

1
(c
)
C
la
ss

2

그
림

5.
2:

z-
sc
or
e
기
관
경
쟁
률
을
이
용
한
인
공
신
경
망
의
각
클
래
스
별

S
H
A
P
값
요
약
그
래
프

24



(a
)
C
la
ss

0
(b
)
C
la
ss

1
(c
)
C
la
ss

2

그
림

5.
3:
기
관
경
쟁
률
변
수
둘
모
두
를
이
용
한
인
공
신
경
망
의
각
클
래
스
별

S
H
A
P
값
요
약
그
래
프

25



섞여있는 결과를 확인할 수 있다. 또한 클래스 1과 2는 중요한 변수의 순위가 비슷한

결과를 보여주었다. 이는 학습 모델의 종가의 상승폭 예측이 종가의 등락인 클래스 0

예측에 비해 상대적으로 성능이 떨어지는 원인으로 분석된다.

그림5.1, 5.2그리고 5.3의그래프의 Y축에서확인된변수중요도를정리한표5.6,5.7

그리고 5.8의 결과를 통해 기관경쟁률, 의무보유확약비율 그리고 공모가와 같은 IPO

관련 정보가 각 클래스를 예측함에 있어 가장 중요한 변수로 작용함을 알 수 있다. 또한

모델이 클래스를 예측할 때 IPO 정보 외에 시장의 상황에 영향을 받음을 알 수 있다.

SHAP 값을 분석한 세 모델에서 클래스 1과 2를 구분할 때 150일전 시장 지수 상승률

변수가 중요하게 작용하지만 클래스 0을 구분할 경우 상대적으로 중요도가 떨어지는

것을 확인할 수 있다. 이는 종가가 하락하는 경우 기업의 재무 상황과 IPO 정보가 시

장의 상황에 비해 더 중요하게 작용함으로 분석이 가능하다. 150일의 시장 및 인덱스

상승률이 다른 기간에 비해 상대적으로 중요하게 작용한 원인으로는 그보다 짧은 기간

의 경우 지표의 변화율이 적고 그보다 긴 기간의 경우 시장이 호황 및 불황인지를 보는

지표로서 너무 길기 때문인 것으로 추측된다. 균등배정 여부는 z-score 기관경쟁률을

이용한인공신경망모델에서중요한변수로작용하였으나학습데이터에서균등배정을

실행한 IPO가 적고 2021년 이후의 IPO인 평가 데이터셋에서는 모든 IPO에서 균등배

정을 실행하여 중요한 변수로 작용하였다고 해석하기에는 한계가 있다. SHAP를 통해

중요한변수가무엇인지,변수의값은모델의 IPO결과의예측에어떠한영향을끼치는

지 알 수 있으며 이는 IPO의 투자 및 자산 분배를 결정할 때 도움을 줄 수 있다.

SHAP 값 결과는 대중들이 생각하는 공모주의 상장일 상승 요인과 일치한다. 실제

IPO의 종가의 등락 및 상승폭에 영향을 주는 변수의 중요도 및 값의 크기와 SHAP

방법을 통한 분석이 일치함을 실험을 통해 확인하였다. 이는 변수중요도에서 가장 중

요한 변수로 나온 공모가, 기관경쟁률 그리고 의무보유확약을 통해 확인이 가능하다.
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RF XGB LR SVM ANN

기관경쟁률

0 80% 87% 83% 87% 89%
1 66% 59% 25% 14% 47%
2 75% 67% 83% 92% 45%

표 5.4: 기관경쟁률, 의무보유확약비율, 공모가만을 이용한 학습의 각 클래스별 정확도

RF XGB LR SVM ANN

정확도 71.3% 68.3% 49.5% 44.6% 59.0%

표 5.5: 기관경쟁률, 의무보유확약비율, 공모가만을 이용한 학습의 정확도

각 변수들의 SHAP 값은 기존 IPO의 흥행을 분석하는 연구들에서 중요하게 다루었

으며, 변수들의 값에 따른 IPO의 흥행 여부는 SHAP 그래프를 통해 가능한 변수의

값이 예측값에 영향을 주는 방향과 일치한다. IPO의 흥행에 영향을 미치는 공모가의

중요성과 값은 저평가와 관련이 있다. IPO의 흥행을 결정하는 저평가는 IPO를 하고

자 하는 기업 및 주관사가 가격을 잘못 측정하여 높은 가격에 주식을 상장하는 경우

달성되지 않는다. 이는 단기간으로는 흥행의 실패를 야기하며 상장일 종가가 공모가에

비에 하락하는 원인이 된다.[3] 높은 기관경쟁률은 기관 및 일반 청약자의 정보의 비대

칭성과 투기 거품으로 인해 단기적으로 IPO의 흥행에 긍정적인 영향을 끼친다. [1] 즉,

높은 기관경쟁률은 상장일 종가가 공모가 대비 상승하는 요인이다. 의무보유확약비율

또한 높을수록 IPO의 종가의 상승 요인이 된다.[2] 의무보유확약비율은 기관투자자들

이 락업(Lock-up) 조건을 통해 더 많은 주식을 청약하는 경우 상승한다. 이는 상장일

주식의 유통량을 제한하여 투자자의 과잉된 확신이 공모시장을 쉽게 지배할 수 있도록

하며, 최종적으로 종가의 상승을 불러온다.[29] SHAP 값 실험을 통해 변수중요도가

높은 기관경쟁률,공모가 의무보유확약비율은 공모가 대비 종가의 등락을 결정하는 주

요한원인이며,기관경쟁률과의무보유확약비율이높고공모가가낮을수록공모가대비

종가가 상승할 가능성이 크며 이는 IPO 사례 및 사전 연구 결과와 일치한다.

앞 세 모델의 변수중요도 표를 통해 중요도가 높고 IPO 관련 정보에 해당되는 기
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관경쟁률, 의무보유확약비율 그리고 공모가 총 3개의 변수를 사용하여 랜덤 포레스트,

XGBoost, 로지스틱 회귀, 서포트 벡터 머신 그리고 인공신경망에 대한 추가 실험을

진행하였다. 실험 결과는 표5.4, 표5.5와 같다. 세 개의 변수만을 통해 학습한 경우 모든

모델에서 80퍼센트 이상의 클래스 0 예측 정확도를 보였다. 랜덤 포레스트 모델에서

71.3퍼센트의 가장 좊은 정확도를 보였으며 각 클래스별 정확도 또한 60퍼센트 이상의

정확도 결과를 보여주었다. 랜덤 포레스트 모델의 경우 적은 수의 변수를 사용하였을

때 학습 데이터에 대한 과적합이 적어 모든 변수를 사용한 학습 대비 성능이 향상된

결과를 보여주었다. 세 개의 변수만을 수집하여 인공신경망과 랜덤포레스트를 학습하

면 보다 적은 수의 변수와 짧은 학습 시간으로 정확도 80퍼센트 이상의 상장일 공모가

대비 종가의 등락 예측 성능을 보인다.
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Class 0 Class 1 Class 2

1 기관경쟁률 기관경쟁률 의무보유확약비율

2 의무보유확약비율 150일전 시장 지수 상승률 150일전 시장 지수 상승률
3 공모가 의무보유확약비율 기관경쟁률

4 분기순이익 자기자본이익률 300일전 산업군 지수 상승률
5 공모규모 30일전 시장 지수 상승률 공모가

6 300일전 산업군 지수 상승률 300일전 산업군 지수 상승률 30일전 시장 지수 상승률
7 30일전 산업군 지수 상승률 주당순이익 30일전 산업군 지수 상승률
8 90일전 산업군 지수 상승률 공모가 균등배정여부

9 공모가밴드위치 균등배정여부 60일전 산업군 지수 상승률
10 90일전 산업군 지수 상승률 15일전 시장 지수 상승률 90일전 산업군 지수 상승률

표 5.6: 기관경쟁률 변수를 이용한 서포트 벡터 머신의 각 클래스별 중요변수 순위

Class 0 Class 1 Class 2

1 z-score 기관경쟁률 z-score 기관경쟁률 z-score 기관경쟁률
2 의무보유확약비율 의무보유확약비율 의무보유확약비율

3 균등배정여부 150일전 시장 지수 상승률 균등배정여부

4 공모가 균등배정여부 공모가

5 150일전 시장 지수 상승률 공모가 150일전 시장 지수 상승률
6 300일전 산업군 지수 상승률 분기순이익 300일전 산업군 지수 상승률
7 자기자본이익률 300일전 시장 지수 상승률 300일전 시장 지수 상승률
8 300일전 시장 지수 상승률 자기자본이익률 공모규모

9 분기순이익 300일전 산업군 지수 상승률 자기자본이익률

10 산업군 : 코스피 제조업 공모규모 신주모집비율

표 5.7: z-score 기관경쟁률 변수를 이용한 인공신경망의 각 클래스별 중요변수 순위

Class 0 Class 1 Class 2

1 기관경쟁률 의무보유확약비율 기관경쟁률

2 의무보유확약비율 기관경쟁률 의무보유확약비율

3 z-socre 기관경쟁률 150일전 시장 지수 상승률 150일전 시장 지수 상승률
4 공모가 z-score 기관경쟁률 공모가

5 150일전 시장 지수 상승률 공모가 z-score 기관경쟁률
6 300일전 산업군 지수 상승률 300일전 산업군 지수 상승률 300일전 산업군 지수 상승률
7 자기자본이익률 15일전 산업군 지수 상승률 자기자본이익률

8 분기순이익 자기자본이익률 주당순이익

9 주당순자산 분기순이익 균등배정여부

10 공모규모 주당순이익 신주모집비율

표 5.8: 기관경쟁률 변수 둘 모두를 이용한 인공신경망의 각 클래스별 중요변수 순위
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제 6 장 결론

본 논문에서는 기업 정보, 시장상황 IPO관련 정보들과 생성한 파생변수들을 이용

하여 한국주식시장 IPO의 상장일 주가를 기계 학습 모델을 통해 예측하였다. IPO의

주가를 예측함으로써 개인투자자들이 종가가 하락하는 청약을 회피하고 상승율이 더

높은 IPO에 많은 청약증거금을 할당할 수 있도록 도움을 주는 모델을 만들고자 하였

다. 실험을 통해 전체 데이터에 대한 정확도 71.6 퍼센트, 클래스 0 정확도 92.6 퍼센트

그리고 클래스 2 정확도 72.7 퍼센트의 성능을 보인 인공신경망 모델을 제시하였다.

또한 SHAP기법을통해기준성능을만족한세모델들에대한변수들의 SHAP값을계

산하였다. 계산된 SHAP 값을 그래프로 시각화하여 변수중요도와 변수의 값이 모델의

예측에 미치는 영향을 분석하였다. SHAP를 통해 기존 연구들에는 없던 변수의 중요도

분석과 값에 따른 공모주의 등락에 대한 해석이 가능하였으며, IPO의 단기적인 흥행

및 주가 예측에 있어 과거 사례 및 사람들의 연구와 일치하는지를 확인하였다. 중요한

변수가 무엇인지, 변수의 값이 IPO의 흥행에 어떠한 영향을 끼치는 지를 알 수 있으

며 이는 IPO의 투자의 참여 및 자산 분배에 있어 정보를 제공한다. 마지막으로 가장

중요한 변수 3개를 통한 학습을 실험하였고 종가의 등락 예측에 있어 80퍼센트 이상의

정확도를 보임을 알 수 있었다.

IPO의 상장일 기준 가격제한폭이 ±30 퍼센트로 변경된 2015년 6월 15일부터 2022

년 7월까지유가증권시장과코스피시장에상장된 IPO데이터를이용하여실험하였다.

시간이 지남에 따라 IPO 시장이 과열되어 절대적인 기관경쟁률 수치는 IPO의 등락 및

상승률을 정확하지 반영하지 못할 수 있기 때문에 이를 보완하고자 z-score 기관경쟁

률을 생성하여 학습을 진행하였다. 기관경쟁률 및 z-score 기관경쟁률이 모델의 학습의
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영향을 끼치는지를 분석하기 위하여 각 변수를 따로 사용하거나 둘 모두를 사용하는

3개의 경우로 나누어 학습을 진행하였다. 랜덤 포레스트 그리고 XGBoost와 같은 의

사결정나무 기반 앙상블 기법과 로지스틱 회귀, 서포트 벡터머신 그리고 인공신경망

모델을 통해 학습을 진행하였다. 학습 후 기준 이상의 성능을 가진 학습 모델에 한정하

여 각 알고리즘에 최적화된 SHAP 기법을 통해 변수가 모델의 예측에 미치는 영향 및

중요도에 대하여 분석하였다.

전체 데이터에 대하여 정확도가 70퍼센트 이상, 각 클래스에 대하여 정확도가 60

퍼센트 이상인 모델은 기관경쟁률을 이용한 서포트 벡터 머신, z-score 기관경쟁률을

이용한 인공신경망 그리고 둘 모두를 이용한 인공신경망이다.서포트 벡터 머신 모델은

클래스 0 예측의 정확도가 80퍼센트로 92퍼센트 이상의 정확도 결과를 보여준 인공신

경망 모델에 비해 공모가 대비 종가의 등락을 잘 예측하지 못하였다. 두 인공신경망

모델은공모가대비종가의상승률예측정확도는약 61퍼센트로종가가하락을예측함

보다 성능이 낮았다. z-score 기관경쟁률을 통해 학습한 인공신경망은 기관경쟁률만을

사용하여학습한인공신경망보다종가의등락인클래스 0과종가가크게상승한클래스

2의예측에있어더높은정확도를보여주었다.전체데이터에대한정확도 71.6퍼센트,

클래스 0 정확도 92.6 퍼센트 그리고 클래스 2 정확도 72.7 퍼센트의 성능을 보인 두

기관경쟁률 모두를 이용한 인공신경망 모델을 최종 예측 모델로 선택하였다.

성능 기준을 만족한 세 통계학습모델에 대하여 서포트 벡터 머신은 커널 SHAP 방

식을, 인공신경망은 딥 SHAP 방식을 통해 SHAP 값을 계산하였다. SHAP 값의 계산

및 시각화를 통해 각 모델에서 어떠한 변수가 중요하고 변수의 값에 따라 모델이 IPO

의 등락 및 상승율을 예측함에 있어 어떠한 영향을 받았는지를 확인하였다. 세 모델

모두에서 기관경쟁률, 의무보유확약비율 그리고 공모가가 중요한 변수로 작용하였다.

기관경쟁률둘모두를사용한인공신경망의경우 z-score기관경쟁률보다기관경쟁률이
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모든 클래스에서 더 중요하게 작용하였다. 클래스 0의 경우 모델이 예측할 때 다른 클

래스에 비하여 시장 지수 상승률의 중요도가 낮은 모습을 볼 수 있고 이는 공모가 대비

종가의 하락에는 IPO 정보가 시장의 호황 및 불황보다 더 중요하게 작용함을 알 수 있

다.클래스 1과 2는기관경쟁률,의무보유확약비율,공모가및 150일시장지수상승률이

중요한변수들로작용하였고중요도순위또한큰차이가없었다.낮은기관경쟁률,낮은

의무보유확약비율 그리고 높은 공모가를 가진 IPO를 클래스 0으로 구분하고, 반대로

높은 기관경쟁률, 높은 의무보유확약비율 그리고 낮은 공모가를 가진 IPO를 모델이

클래스 2로 예측함을 SHAP 값의 그래프를 통해 확인이 가능하였다. 클래스 1의 경우

클래스 SHAP 값의 분포가 클래스 2의 분포와 비슷하나 하나의 SHAP 값을 경계로

값에 따라 데이터가 정확히 구분되지 않는 모습을 그래프에서 보였으며 이는 모델이

종가의 상승폭 예측이 등락의 예측에 비해 성능이 떨어지는 원인으로 생각된다.기관경

쟁률, 의무보유확약비율 그리고 공모가가 주요한 IPO 흥행의 성패를 가르는 요인으로

나온 SHAP 방법을 통한 변수 중요도 순위 및 변수의 값에 따른 해석은 과거 IPO의

사례에서 보여주었던 IPO 흥행의 실패의 요인과 일치한다. 즉, 통계학습기법을 이용한

한국주식시장 IPO의 주가 예측 모델에서 SHAP 방법을 통한 변수의 설명이 IPO 사례

및 연구 결과와 일치함을 알 수 있다. 이는 기존 연구들과 같이 기계학습을 통해 단순히

예측하는 것이 아닌 어떠한 변수가 IPO의 흥행에 주요한 영향을 끼치는 지 알 수 있

다. SHAP을 통해 알 수 있는 변수의 중요도와 그 값에 따른 영향에 대한 정보는 IPO

의 참여 여부 및 자산 분배 정도를 결정하는 것에 도움을 줄 수 있다. 중요도 순위가

높은 공모가, 기관경쟁률 그리고 의무보유확약비율 3개의 변수만을 이용하여 실험을

진행하였으며 중요도가 높은 변수들을 통해 종가의 등락 예측 정확도나 높으나 주가의

상승폭은 상대적으로 잘 구분하지 못하는 결과를 확인할 수 있었다.

본 논문의 한계점으로는 먼저 21년 이후 데이터의 수가 적어 IPO의 균등분배여부
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가 IPO의 흥행에 끼친 영향을 해석함에 제한적인 측면이 있다는 것이다. 학습 및 평가

데이터가 임의가 아닌 시기로 나누어져 학습 데이터에 포함된 균등배정 제도가 적용된

IPO의 수는 매우 적었으며 평가 데이터에서는 모든 IPO에서 균등배정 제도가 적용되

어 변수가 예측값에 끼치는 영향의 분석에 왜곡이 발생할 수 있는 측면이 있다. 또한

IPO 데이터의 수가 7년간 약 500개로 그 수가 매우 적어 데이터를 학습, 검정 그리고

평가로 나누는것에 한계가 있었고 이는 통계학습모델이 과적합 되었을 가능성이있다.

하지만, SHAP 방법을 통해 다양한 변수들이 IPO의 흥행에 어떠한 영향을 끼치는지

살펴보았고 실제 사람들의 생각과 비슷하다는 것을 확인할 수 있다는 점에 의의를 둘

수 있다.

본 논문의 후속 연구 과제로는 한국 주식시장이 아닌 주식의 상하한이 없는 미국

주식시장에서 상장 기업의 적절한 주가를 찾는 공모 적정가 회귀분석 연구 및 본 논문

에서 사용한 정보 외 언론 및 소셜 네트워크 서비스(SNS)의 언어정보를 이용하여 IPO

의 흥행 여부를 예측하는 모델 생성이 있다.
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Abstract

Listing Day Price Prediction of Korean
Stock Market IPO by Machine Learning

Jongu Lee
Department of Industrial Engineering

The Graduate School
Seoul National University

In Korean Exchange, Initial Public Offering(IPO) means a non-listed company list-

ing its stock on the stock exchange. Investing in offering shares is a popular invest-

ment method after 2020, most of IPOs show rising closing price due to underpricing.

However, some of the IPOs’ closing price might fall and result in losses and if the

schedule for the IPOs overlaps, investors have to determine the distribution of as-

sets. This study proposes a machine learning model that predicts listing-day closing

price trained with finance, market situation, IPO information variables, and derived

variables like z-score oversubscription. In addition, by using SHAP(Shapley Additive

Explanation), a way of Explainable Artificial Intelligence, this paper analyzes the im-

portance and influence of the value of variables. The artificial neural network(ANN)

model trained by Korean Exchange market IPO data and derived variables showed

92.6 percent accuracy of up and down and 72.7 percent accuracy of closing price

rising more than 150 percent. By SHAP, we can know that significant variables are

offering price, oversubscription, and lock-up rate. Smaller offering prices, lower over-
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subscription, and higher lock-up rate make the model predict that the closing price

is less likely to fall and will rise higher, which is equal to past examples and previous

studies.

Keywords: IPO, Machine Learning, Explainable Artificial Intelligence, SHAP

Student Number: 2021-29800
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