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초록

음악장르분류는대상음악을블루스, 재즈, 클래식, 팝 등과 같은특정장르로분류

하는과업이다. 음악 장르분류에서는장르별로음악적특성이다르다는점을이용하여

장르별 특성을 파악하고 추출하는 것이 중요하다. 따라서 특징 추출과 분류 과정이

하나의 신경망 네트워크 구조를 통해 해결되는 딥러닝 모델이 최근 많은 관심을 끌고

있다. 본 연구에서는 딥러닝 모델을 활용하여 음악 장르 분류를 한다.

대다수의 딥러닝 모델들은 곡만의 정보만을 활용하여 음악 장르 분류를 시도한다.

하지만 많은 사람은 곡의 아티스트만을 통해 곡의 장르를 예측하기도 하며 이는 높은

정확도를보인다. 본 논문에서는이러한점에착안하여딥러닝모델을통해곡의정보에

사이드정보인아티스트정보를추가활용해음악장르분류에활용하려고한다. 아티스

트정보가장르구분에주요한역할을한다는것을아티스트정보만을활용한장르분류

실험 결과를 통해 확인하고 아티스트 정보를 효과적으로 활용할 수 있는 그래프 뉴럴

네트워크 기반 플러그 앤 플레이 프레임워크를 제안한다. 아티스트 정보를 아티스트

임베딩을 통해 직접적으로 제공하는 방법과 그래프 뉴럴 네트워크를 통해 간접적으로

제공하는방법을비교실험하고아티스트정보를직접적으로제공하는방법의한계점과

그에 대비되는 그래프 뉴럴 네트워크의 장점을 제시한다.

음악 장르 분류 연구에서는 다양한 데이터 형태의 음악을 활용하여 음악적 특성을

딥러닝 모델에 학습한다. 음악 데이터 형태로는 크게 오디오 데이터를 이미지 형태로

변환한 후 데이터로 활용하는 방법과 심볼릭 형태로 변환하여 활용하는 방법 두 가지가

존재한다. 본 연구에서는 해당 프레임워크가 플러그 앤 플레이인 것을 검증하기 위해

두 가지 데이터 형태의 오픈 데이터셋에 대해 각각 제안 기법을 실험한다. 또한, 해
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당 데이터셋으로 학습하는 네 가지 representation 모델에 제안 기법을 적용하고 비교

실험한다. 네 가지 모델들은 각기 다른 방법으로 곡 representation을 학습했다. 두

가지모델은지도학습방식(supervised learning)으로학습했고나머지두가지모델은

비지도 학습 방식(unsupervised learning)으로 음악적 특성을 사전 학습 후 지도 학습

방식으로 모델을 음악 장르 분류에 맞게 파인 튜닝(fine-tuning)했다. 다양한 방법으로

학습된 모델을 통해 제안 기법이 다양한 환경에서 적용 가능하다는 것을 확인한다.

주요어: 음악 장르 분류, 아티스트 정보, 그래프 뉴럴 네트워크, 플러그 앤 플레이

학번: 2021-22750
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제 1 장 서론

1.1 연구 배경 및 동기

음악은 리듬이나 화성, 사용 악기와 같은 다양한 특성이 결합하여 한 곡을 이룬다.

여러 특성이 결합하여 표현된 하나의 곡은 형식, 전통, 관습에 따라 특정 장르에 속하게

된다. 결합된 다양한 특성 중 각 장르를 구별할 수 있는 적절한 특성을 찾아낸 후 음악

장르분류에활용하는것이중요하다. 초기음악장르분류에서는장르별로다른음악적

특성을하나하나찾아낸후해당특성을추출하고분류를진행하였다[18]. 최근에는특징

추출과 분류 과정이 하나의 신경망 네트워크를 통해 해결되는 딥러닝 모델[10]에 많은

연구가 진행되고 있다.

현재까지의 딥러닝을 활용한 음악 장르 분류 연구에서는 곡만을 활용해 음악 장르

분류를 수행하는 시도가 대다수였다. 하지만 많은 사람은 아티스트만을 활용해 곡의

장르를 예측하기도 하며 이는 높은 정확도를 보인다. 예를 들어, 한국 가수 성시경의

경우 2000년데뷔이후 7개의정규앨범, 3개의리메이크및스페셜앨범, 1개의베스트

앨범을 발매하며 지금까지 꾸준히 가수로서 활동하고 있지만 그의 노래 장르는 대다수

Pop 또는 R&B로 이뤄져 있다. 따라서, 가수인 성시경만을 보고 해당 노래의 장르를

예측하면매우높은정확도를보일수있다. 또한, 최근에는아티스트정보와같은사이드

정보를활용해데이터간의관계를정의하는연구가최근많은관심을받고있고이러한

관계를 학습할 수 있는 모델인 그래프 뉴럴 네트워크[53] 또한 많은 관심을 받고 있다.

따라서, 본 연구에서는 딥러닝 모델 중 하나인 그래프 뉴럴 네트워크[53]를 통해 곡의

정보에 아티스트 정보를 추가 활용하여 음악의 장르를 분류하는 기법을 제안한다.
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1.2 연구 목적

본 연구에서는 아티스트 정보를 데이터로써 곡의 정보와 함께 활용한다. 아티스트

정보가 장르 구분에 주요한 역할을 한다는 것을 네 가지 오픈 데이터셋[49, 21, 16, 9]

을 통해 보이고 아티스트 정보를 효과적으로 활용할 수 있는 그래프 뉴럴 네트워크[53]

기반 플러그 앤 플레이 프레임워크를 제안한다. 플러그 앤 플레이임을 검증하기 위해

각자 다른 방식으로 음악 장르 분류 과업을 수행한 네 가지 모델의 뒷부분에 제안 기

법인 그래프 뉴럴 네트워크를 추가 적용하여 실험한다. 기존 네 가지 모델들은 곡만의

정보를사용해음악의장르를분류하였다. 이러한 기존모델들의방법을곡만을사용한

방법이라고 정의한다.

곡만을 사용할 때, 아티스트 정보만을 사용할 때, 아티스트 정보를 임베딩을 통해

직접적으로 추가 사용할 때, 그래프 뉴럴 네트워크를 활용해 간접적으로 사용할 때에

대해 비교 실험을 진행한다. 실험들을 바탕으로 곡만을 사용했을 때와 아티스트만을

사용했을 때를 비교하여 아티스트 정보가 음악 장르 분류에 얼마큼의 영향을 보이는지

알수있다. 또한, 아티스트정보를직접적으로사용한경우와간접적으로사용했을때를

비교하여 아티스트 정보를 직접적으로 사용했을 때의 한계를 제시하고 그와 대비되는

간접적 사용의 상대적 장점을 제시한다. 그래프 구조를 이용해 간접적으로 아티스트

정보를 활용할 때 두 노드가 같은 아티스트일 경우 두 노드는 서로를 이웃 노드로 정의

한다. 이렇게정의된이웃노드끼리라벨이일치하는비율(label homophily ratio)을네

가지 데이터셋에 대해 각각 계산하고 계산된 값들을 토대로 다양한 환경에서 해당 제안

기법의 성능을 확인한다. 곡의 정보에 아티스트 정보를 추가로 사용할 때 아티스트가

여러장르를가진다면아티스트정보가노이즈로작용할가능성이존재하므로아티스트

가 가지는 장르의 수에 따라 곡만을 활용한 모델과 간접적으로 아티스트 정보를 활용한

모델과의 성능 차이를 제시한다.
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1.3 문제 정의

음악은 여러 가지 데이터 형태로 표현될 수 있다. 대표적으로 오디오 데이터가

존재한다. 하지만 오디오 데이터는 데이터의 수 대비 크기가 매우 커 제한된 리소스

내에서 많은 데이터를 활용할 수 없는 한계점을 지니고 있다. 이러한 한계를 해결할 수

있는데이터형태가심볼릭데이터이다. 심볼릭데이터는음악을특정의미를담고있는

숫자나 알파벳으로 표현하는 것이다. 대표적인 예로 MIDI와 피아노롤이 있다. MIDI

는 다양한 전자 악기들이 연주 데이터를 전송하고 공유할 수 있도록 정한 디지털 표준

규격이다. 피아노롤은 특정 피치의 존재 여부를 이진값으로 표현한 형태이다. 심볼릭

데이터는 오디오 데이터에 비해 대략 200 ∼ 1000배 가량 적은 크기를 가진다고 알려져

있다[2]. 하지만 심볼릭 데이터를 활용한 연구는 오디오 데이터를 활용한 연구에 비해

최근까지는 활발히 연구가 진행되지 않았다. 또한, 오디오 데이터를 심볼릭 형태로

표현하면 정보의 손실이 일어날 위험도 존재한다. 하지만, 두 가지의 데이터 형태 모두

하나의 곡을 딥러닝 모델이 학습할 수 있는 벡터의 형태로 표현할 수 있으므로 본 연구

에서는 대표적인 음악 데이터 형태인 오디오와 심볼릭 형태에 대해 모두 제안 기법을

실험하고자한다. 따라서, 오디오오픈데이터셋 2가지와심볼릭오픈데이터셋 2가지를

본 연구의 데이터셋으로 사용한다.

딥러닝에서 representation이란입력데이터를모델이학습한것을토대로해석하여

표현한 정보라고 할 수 있다. 같은 대상이어도 학습하는 방법에 따라 다양하게 표현

될 수 있으며 높은 품질의 representation은 대상 과업을 더 수월하게 해결할 수 있게

해준다[27]. 본 연구에서는 곡에 대한 representation을 생성할 수 있게 학습된 모델

을 representation 모델이라고 정의하고 곡 representation을 곡 정보라고 정의한다.

Representation 모델로는 총 4가지를 사용한다. 4가지 모델 중 두 가지 모델은 심볼릭

데이터를사용하는모델이고나머지두가지모델은오디오데이터를사용하는모델이다.
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각각의 두 가지 모델 중 하나의 모델은 지도 학습(supervised learning)을 통해 모델을

학습하고 나머지 한 가지 모델은 음악 representation을 사전 학습(pre-training)[56]한

후 학습된 representation을 음악 장르 분류에 활용하는 모델이다. 해당 모델은 사전

학습이 필요하므로 비지도 학습(unsupervised learning)을 통해 모델을 사전 학습시킨

후 지도 학습을 통해 음악 장르 분류에 맞게 파인 튜닝한다. 따라서, 네 가지 모델들은

학습 데이터 형태가 다르거나 학습 방법이 다른 모델들로 구성하여 다양한 환경에서의

제안 기법 효과를 확인하려고 한다.

기존 네 가지 representation 모델들은 곡만의 정보를 사용해 음악의 장르를 분류하

였으므로기존실험의결과를곡만을사용한베이스라인으로써활용한다. 또한, 아티스

트 정보만을 활용할 때 얼마큼의 성능을 보일 수 있는지를 알기 위해 의사결정나무[48]

모델을 사용하여 음악 장르를 분류한다. 한 가지 정보인 곡 정보만을 사용하였을 때와

두가지정보모두를사용할때의성능비교를통해추가활용하는아티스트정보가음악

장르분류에어떠한영향을미치는지확인한다. 추가 활용하는아티스트정보를직접적

으로 임베딩을 통해 모델에 제공하는 경우와 그래프 뉴럴 네트워크를 통해 간접적으로

사용하는 경우를 비교한다.

Representation 모델로는 심볼릭 데이터인 MIDI 데이터를 입력값으로 활용하고

비지도 학습 방법의 하나인 자기 지도 학습(self-supervised learning)으로 음악 정보를

사전학습후학습된곡 representation을음악장르분류에맞게파인튜닝하여활용하는

MusicBERT[65], 전통적인 음악 표현 방식인 피아노롤 데이터를 입력값으로 활용하고

지도학습으로음악의장르를분류하는피아노롤모델[21], 오디오데이터를입력값으로

활용하고 지도 학습 방법으로 음악의 장르를 분류하는 Mixture of CNN[64], 마찬가지

로 오디오 데이터를 입력값으로 활용하면서 비지도 학습 방법의 하나인 대조적 학습

(contrastive learning)으로 사전 학습 후 학습된 곡 representation을 음악 장르 분류에
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맞게파인튜닝하여활용하는 CoLA[52]를사용한다. Representation 모델에대한보다

상세한 설명은 2.1절에서 서술한다.
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1.4 논문구성

본 논문은 다음과 같이 총 5장으로 구성된다. 제 2장에서는 본 연구에서 사용하는

representation 모델들과 그래프 뉴럴 네트워크에 대해 설명하고 관련된 선행 연구를

살펴본다. 제 3장에서는 본 연구에서 사용하는 네 가지 데이터셋에 대해 소개하고 제안

기법의 개요, 제안 기법과 비교할 베이스라인 모델, 제안 기법에서 사용하는 그래프

뉴럴 네트워크 모델, 아티스트 정보 활용 방법에 대해 설명한다. 제 4장에서는 네 가지

representation 모델의 실험 결과에 대해 각각 살펴본다. 마지막으로 제 5장에서는 본

연구의 결론과 한계점에 대해 논의하고 향후 연구방향을 제시한다.

6



제 2 장 배경 이론 및 관련 연구

2.1 Representation 모델

Representation이란 정보를 어떻게 가공하여 표현할지를 뜻하는 것으로 학습하는

방법에따라다양하게표현될수있다. 본 연구에서는총네가지 representation 모델로

피아노롤[21], MusicBERT[65], Mixture of CNN[64], CoLA[52]를 사용한다. 해당 모

델들은다양한방법으로음악적특성(representation)을학습했다. 이번 절에서는해당

모델들에 대해 설명한다.

Figure 2.1 피아노롤 형태[21]

첫 번째 모델은 피아노롤 모델이다. 심볼릭 데이터인 MIDI 데이터를 음악에서

전통적으로 자주 사용했던 곡 표현 방식인 피아노롤 형태로 변환시켜 모델의 데이터로

활용한다. 그림 2.1에피아노롤형태에대한예시가있다. X축은시간이고 Y축은피치를

나타낸다. 피아노롤 표현은 이진수 값으로 특정 시간에서의 특정 피치의 존재 여부를
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나타낸다. 초기에는 피아노 트랙에 대해서만 피아노롤 형태로 변환 후 활용하였지만,

현재는 드럼, 베이스, 기타 등 여러 가지 트랙도 피아노롤 형태로 변환 후 행렬 형태로

합쳐사용한다. 4가지모델중유일하게모델의출력이아닌데이터자체를곡정보라고

여긴다. 해당 모델의 구조는 6개의 콘볼루션 신경망과 6개의 선형 레이어 이뤄져 있고

지도 학습(supervised learning) 방식으로 학습이 진행된다.

두 번째 모델은 MusicBERT[65]이다. 그림2.2에 모델 구조를 나타냈다. 해당 모

델은 심볼릭 데이터인 MIDI 데이터를 활용하며 자연어 처리 분야 (natural language

processing)의 BERT[17] 모델을 음악 도메인에 적용한 모델이다. 자연어 처리에서의

하나의 단어를 하나의 노트로 매칭시켜 음악에 적용하였다. 하지만 하나의 단어를

하나의 노트로 매칭시킬 때는 단어와는 다른 점을 고려해야 한다. 음악에서는 하나의

노트가음악의구조적정보(e.g., 바에서의위치, 전체 곡에서의바의순서등)와다양한

정보(e.g., 템포, 악기, 피치)를 담고 있다. 같은 피치를 가진 노트라도 노트의 위치와

노트를 연주하는 악기에 따라 해당 노트의 의미는 달라질 수 있다. 반면 언어에서는

하나의 단어가 해당 단어의 뜻만을 텍스트 형태로 담고 있다. 단어의 위치가 바뀌면

문법적으로는 문제가 될 수 있지만, 그 단어 자체가 가진 의미는 달라지지 않는다. 따

Figure 2.2 MusicBERT 구조[65]
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라서 이러한 차이점을 반영하여 하나의 노트가 여러 가지 정보를 가지도록 나타낸다.

MusicBERT에서는 하나의 노트를 그림 2.2에서 보이듯이 8가지 정보(octuple token)

인 해당 노트의 박자표(time signature), 해당 노트의 템포(tempo), 해당 노트가 속한

바의 위치(bar), 바 내에서의 해당 노트의 위치(position), 해당 노트를 연주하는 악기

(instrument), 해당 노트의 피치 (pitch), 해당 노트를 연주하는 시간 (duration), 해당

노트의 연주 세기(velocity)로 분리하여 나타낸다. 8가지 정보는 concatenation 된 후

선형 레이어와 포지션 인코딩을 거친 후 자연어 처리에서의 단어와 동일하게 사용된다.

Figure 2.3 Bert Masked Language Modeling(MLM)[5]

해당 모델은 비지도 학습을 통해 곡 정보를 사전 학습(pre-training)[56]하고 그 후

사전 학습된 곡 정보를 토대로 파인 튜닝(fine-tuning)하며 다운 스트림(downstream)

과업으로 음악 장르 분류를 한다. 사전 학습 방법으로는 BERT에서 사용한 방식인

masked language modeling(MLM) 방법을 사용했다. 해당 방법은 비지도 학습 방법
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(unsupervised learning)의하나인자기지도학습방법(self-supervised learning)이다.

해당방법을그림 2.3에나타냈다. 특정단어(음표)를마스킹하여없앤후마스킹한단어

를 주위 정보들로 예측하며 예측한 단어와 실제 단어와의 에러를 통해 모델을 학습하는

방법이다. 특정단어를랜덤하게 15%선택한후선택한단어중 80%는 [Mask]토큰으로

변경하고, 10%는 그대로 두고, 나머지 10%는 랜덤한 단어로 변경한다. 랜덤한 단어로

변경하는 이유는 학습 데이터셋에서 보지 못한 단어가 테스트 데이터셋에서 나타나는

경우를 대비하기 위함이라고 한다. 그림 2.4에 MusicBERT에서 사용한 마스킹 방법을

볼 수 있다. MusicBERT에서는 노트를 BERT와 같은 방식으로 선택 후 노트에 대한

Figure 2.4 MusicBERT 마스킹 방법[5]

모든 8가지 정보를 마스킹하는 방법 (octuple masking), 같은 바 안에서 동일한 토큰

형태중같은값을가지는토큰을같이마스킹하는방법(bar level masking)을사용한다.

본 연구에서는 첫 번째 마스킹 방법을 사용하여 모델을 사전 학습했다. 사전 학습한

모델의 출력을 곡 정보로써 사용한다.

세 번째모델은 mixture of convolutional neural network (Mixture of CNN)[64]이

다. 그림 2.5에모델구조를나타냈다. 해당 모델은오디오데이터를멜스펙트로그램으

10



Figure 2.5 Mixture of CNN 구조[64]

로변환하여데이터로활용한다. 멜스펙트로그램으로변환시키기위해서소리에푸리에

변환(Fourier transform)을적용하여각진동수성분이해당소리에얼마나들어있는지

추출한다. 하지만 소리에 전체적으로 푸리에 변환을 적용하면 시간 정보가 사라진다.

따라서 소리를 작게(0.01초 수준) 잘라서 각 작은 조각에 푸리에 변환을 적용한 후 이

결과를 시간축으로 쌓으면 시간 정보의 삭제 없이 해당 소리를 표현할 수 있다. 이렇게

소리에 국소 푸리에 변환(short time Fourier transform, STFT)을 적용하여 나온 결

과가 스펙트로그램이다. 즉, 스펙트로그램 (spectrogram)은 시간에 따른 각 주파수의

음향에너지를시각화한것이다. 그림 2.6은스펙트로그램의예시이다. X축은시간이고

Y축은 진동수, 색깔로 나타낸 Z축은 진폭을 나타낸다. 멜 스펙트로그램은 이러한 스

펙트로그램에서 멜 스케일(mel-scale)을 적용하여 변환한 것이다. 사람은 저주파일 때

소리를 더 민감하게 인지하고 고주파로 갈수록 둔감하게 소리를 인지하는 특성이 있다.

이러한 특성을 반영하여 주파수에 로그 스케일을 적용한 것이 멜 스케일이다.

소리를시각화하여이미지형태로사용할수있으므로딥러닝모델에서이미지형태

의데이터에알맞은모델구조인콘볼루션신경망[31]과함께자주사용된다. Mixture of
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Figure 2.6 스펙트로그램[64]

CNN 모델은오디오데이터를 4가지종류의스펙트로그램(오리지널, 하모닉, 퍼커시브,

변조)으로 변환 후 멜 스케일을 적용하여 데이터로 활용한다.

오리지널스펙트로그램은기존스펙트로그램(full power spectrogram)을지칭하는

것이고 하모닉 스펙트로그램과 퍼커시브 스펙트로그램은 librosa 오픈 라이브러리[41]

의 harmonic percussive source separation(HPSS) 함수를 사용하여 오리지널 스펙트

로그램에서 수평적 특성과 수직적 특성을 추출한 것이다. 오디오 데이터에서 샘플링

레이트(sampling rate)는 1초당몇개의데이터를뽑아낼지를의미한다. 윈도우사이즈

(window size)는몇개의데이터를한구간으로정의할지를뜻하며홉사이즈(hop size)

는몇개의데이터를이동해가며윈도우사이즈를적용할지를뜻한다. 이를바탕으로오

리지널스펙트로그램, 하모닉스펙트로그램, 퍼커시브스펙트로그램의차원을계산할수

있다. 예를들어, 샘플링레이트가 1Hz이고오디오의길이가 10초이면총데이터의수는

10개가 된다. 이 데이터를 원도우 사이즈와 홉 사이즈를 2로 한다면 10개의 데이터는 5

개의데이터가된다. 이때, 홉사이즈를 1로바꾼다면데이터는 9개가된다. 또한, 반대로

적용할 경우 해당 값들을 통해 얼만큼의 시간에 대한 데이터인지 알 수 있다. 기존 논문
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Figure 2.7 오리지널, 하모닉, 퍼커시브 스펙트로그램[64]

에서 오디오 데이터를 스펙트로그램으로 변환할 때 샘플링 레이트를 22,050Hz, 윈도우

사이즈를 1,024, 홉 사이즈를 512로 적용하고 30초 길이의 오디오 데이터를 사용했다.

따라서, 오리지널스펙트로그램, 하모닉스펙트로그램, 퍼커시브스펙트로그램의차원은

∈ R513×1292 이다. 그림 2.7에 오리지널 스펙트로그램, 하모닉 스펙트로그램, 퍼커시브

스펙트로그램을 시각화한 예시가 있다. 변조 스펙트로그램(modulation spectrogram)

은 오디오 데이터에 이산 푸리에 변환 (discrete Fourier transform)을 적용한 것이다.

이렇게 변환된 4가지 스펙트로그램을 다시 멜 스펙트로그램으로 변환하여 데이터로

활용한다.

4가지 종류의 스펙트로그램을 각각 입력값으로 사용하는 4가지 모델을 지도 학습
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방식으로 각각 학습한다. 이렇게 학습한 4가지 모델의 결과를 섞어 최종 장르 분류에

사용한다. 이때, 순환 신경망(recurrent neural network, RNN)[51]을 통해 4가지 모델

의 결과를 섞는 가중치를 학습한다. 학습한 가중치를 바탕으로 4가지 모델의 출력을

적절히 섞은 후 최종 장르 분류에 사용한다. 제안 기법 적용 시에는 4가지 모델의 섞기

전 결과를 concatenation하여 최종 곡 정보로써 사용한다.

Figure 2.8 CoLA 구조[52]

마지막 네 번째 모델은 contrastive learning of general-purpose audio representa-

tions(CoLA)[52]이다. 그림 2.8에모델의구조를나타냈다. CoLA에서도앞선Mixture

of cnn과 마찬가지로 입력 데이터 형태로 멜 스펙트로그램(mel-spectrogram)을 사용

한다.

CoLA는 비지도 학습 방법의 하나인 대조적 학습(contrastive learning)[12]을 통해

사전 학습한다. 대조적 학습은 데이터가 의미상으로 유사한 데이터일 경우 representa-

tion도 유사하게 학습되어야 하며 유사하지 않을 경우 representation도 유사하지 않게

학습해야된다는개념에서출발한학습방법이다. 사람이고양이를본후호랑이를봤을

때 고양이와 유사하다고 생각하고 상어를 봤을 때 고양이와 유사하지 않다고 생각하는

것과 같이 의미적 유사성을 고려하는 학습 방법이라고 볼 수 있다. 해당 모델에서는

같은 클립에서 나온 곡 새그먼트끼리 positive example로 정의한다. Positive example

은대조적학습에서유사하게 representation이학습되길바라는데이터쌍을나타낸다.

다른 클립에서나온곡끼리는 negative example로정의한다. Negative example은 rep-
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resentation이 유사하지 않게 학습되길 바라는 데이터 쌍이다. 하나의 데이터를 기준으

로 positive인 곡들과의 유사성과 negative인 곡들과의 유사성을 비교하여 negative인

곡들과의유사성이더높을경우손실(loss)이발생한다. 발생한 손실을통해학습한다.

유사도는 식 2.1을 통해 계산된다. x ∈ RN×T로, N은 데이터를 멜 스펙트로그램으로

변환할 때 적용한 진동수 구간 수이고 T는 시간을 나타낸다. h는 입력값 x가 인코더인

f를 거친 잠재 representation이다. h의 차원은 h ∈ Rd이고 d는 사전에 정의된 임베딩

차원이다. W는 학습되는 파라미터로 오디오 새그먼트인 x와 x
′
의 유사도를 계산하는

행렬이다.

s(x, x
′
) = g(f(x))TWg(f(x

′
)) (2.1)

s = similarity , x , x
′
= audio segments

f = encoder , g = shallow neural network ,W = learnable parameter

해당 모델에서는 인코더 (f)로 EfficientNet-B0[54]을 사용했다. EfficientNet은 콘

볼루션 신경망에서 한정된 자원으로 최대의 효율을 내기 위해 모델 스케일링 (깊이,

너비 (필터의 개수), 해상도)을 시스템적으로 분석하여 새로운 스케일링 방법인 혼합

스케일링(compound scaling)을적용한모델이다. 콘볼루션신경망에서모델스케일링

변수인 깊이, 너비, 해상도는 다음과 같은 영향을 준다. 네트워크의 깊이가 증가할수록

모델의 capacity는 커지고 더 복잡한 특성을 잡아낼 수 있지만 기울기 소실 문제가 발

생하여 학습이 어려워진다. 필터의 개수인 너비가 증가할수록 미세한 정보를 더 많이

담을 수 있어 정확도가 높아지지만, 계산량이 제곱에 비례하여 증가하는 문제가 있다.

해상도를 키울수록 더 세부적인 특성을 학습할 수 있지만, 너비와 마찬가지로 계산량이

제곱에비례하여증가한다. 공통으로세가지스케일링모두모델의크기가커짐에따라

얻는 정확도 증가량이 점점 더 적어진다. 또한, 세 가지 스케일링 변수는 서로 영향을

준다. 직관적으로 더 높은 해상도의 이미지에 대해서는 네트워크를 깊게 만들어서 더
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넓은 영역에 걸쳐 있는 특성을 더 잘 잡아내는 것이 유리하다. 또한, 해상도가 높을수록

세부적인 내용을 많이 담고 있으므로 이를 다양한 필터로 분석하여 세부적인 내용을

잡아낼 수 있도록 필터의 개수인 너비를 증가시키는 것이 유리하다. 따라서 스케일링

변수를 각각 독립적으로 결정한 다른 모델들과는 다르게 EfficientNet에서는 세 가지

스케일링 변수를 동일한 비율로 움직이게 하였다. 이러한 방법으로 EfficientNet-B0는

동일한 연산량이 필요할 때 가장 높은 성능을 보인다고 알려져있다. CoLA에서는 해당

모델을 인코더로 사용한다.

네 가지모델모두에대해서기존논문을바탕으로모델의성능을재생산(reproduc-

ing) 후 제안 기법을 적용했다.

2.2 그래프 뉴럴 네트워크

그래프 뉴럴 네트워크는 그래프 구조를 활용하는 과업에 사용되는 신경망이다. 그

래프에서 노드 사이의 관계성을 모델링한다. 무작위적 관계를 모델링 할 수 있고 입력

순서와 무관하게 같은 출력값을 내보내는 그래프 뉴럴 네트워크의 inductive bias에

의해그래프를구성하는요소중임의의관계구조를모델링하는것을가능케해준다[7].

Inductive bias란 학습 데이터에서 보지 못한 데이터에 대해서도 적절한 귀납적 추론이

가능하게 하도록 알고리즘 (모델)이 가지고 있는 가정들의 집합을 말한다. 데이터 내

지역적 관계를 모델링 하기에 적합하고 같은 지역 정보가 들어오면 같은 결과를 내보

내는 inductive bias를 가지는 콘볼루션 신경망[31]과 시계열적 관계를 모델링하기에

적합하고 같은 순서로 입력이 들어오면 같은 출력을 내보내는 inductive bias를 가지는

순환 신경망[51]과 다른 점이다. 이러한 가정들이 맞으면 모델이 좋은 성능을 보이지만

가정이맞지않으면매우약한모습을보여준다. 그래프에서노드와간선의입력순서는

무작위적이고 모델의 출력과 상관이 없어야 한다. 또한, 이미지와 달리 노드 내에서
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지역적 정보를 모델링하는 것보다 노드끼리의 관계성을 모델링하는 것이 중요하다.

즉, 타겟 노드가 어떤 노드들과 이웃 관계를 형성하는지가 중요하고 각 타겟 노드의

입력 순서나 연결된 이웃 노드의 순서와 무관한 출력값을 가져야 한다. 따라서 기존의

모델들보다 그래프 뉴럴 네트워크가 본 연구의 제안 기법의 모델로 더 적합하다.

Figure 2.9 그래프 뉴럴 네트워크의 타겟 노드 업데이트 방법[1]

Figure 2.10 그래프 뉴럴 네트워크 계산 그래프[3]

그래프뉴럴네트워크는이웃노드들의정보를집계하는것을반복하여타겟노드의

임베딩을 얻는다. 반복 횟수는 모델의 레이어의 수와 같다. 그림 2.9는 레이어가 2

층일 때 타겟 노드 A의 임베딩을 어떤 노드들의 정보를 집계해 업데이트하는지에 대한
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그림이다. 그림에서 대상이 되는 노드 A의 임베딩을 얻기 위해 A의 이웃인 B,C,D의

정보를 집계한다. 이웃인 B,C,D의 임베딩을 얻기 위해 각 노드의 이웃에 대한 정보도

집계한다. 이때, 타겟 노드인 A도 B,C,D의 이웃 노드로서 포함된 것을 알 수 있다.

그래프에서는노드마다이웃들의정보와수가각기다르다. 따라서각각의노드마다

집계되는 정보들이 다르다. 그림 2.10은 다른 정보들이 어떻게 집계되는지를 나타낸

그림으로각노드에대한계산그래프를나타내고있다. 노드별집계정보가다를지라도

층별 집계 함수는 공유된다. 타겟 노드가 A인 경우와 타겟 노드가 B인 경우 모두 0

층에서 1층으로 갈 때의 집계 함수가 같고 1층에서 2층으로 가는 집계 함수도 같다.

같은집계함수를사용하지만각노드마다연결성이다르므로입력의수가다를수있다.

즉, 집계 함수는 서로 다른 구조의 계산 그래프를 처리할 수 있어야 한다[3].

그래프뉴럴네트워크에서는다양한집계함수를사용한다. 초기에는집계함수로단

순히이웃의정보를현재노드가가진이웃의수로정규화한뒤평균하여타겟노드와더

하는방법을사용했다(식 2.2). hkv는 v노드의 k층일때의은닉(hidden) representation

을 의미한다. hkv의 차원은 h ∈ Rdk으로 dk는 k층의 은닉 차원을 뜻한다. N(v)는 v

노드의 이웃 노드의 집합을 의미한다. | · |은 · 집합의 수를 뜻한다. Wk는 k층에서의

이웃노드의정보를집계하는학습가능한파라미터를의미하며 Bk는 k층에서의자신의

노드의정보를집계하는학습가능한파라미터를의미한다. σ는활성화함수(activation

function)를 의미하고 일반적으로 ReLU(rectified linear unit)를 사용한다.

hkv = σ(WkΣu∈N(v)
hk−1
u

|N(v)|
+Bkh

k−1
v ) (2.2)

h = hidden representation , v = target node , k = layer ,W,B = learnable parameter

σ = activation function ,N(v) = set of neighbor node of v
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그 이후 노드 중 많은 이웃 노드를 가진 노드의 임베딩이 모델의 파라미터 학습에

많은 영향을 끼쳐 노드의 임베딩이 서로 유사해지는 획일화 (over-smoothing) 문제가

발생하였다. 이러한획일화문제를해결하기위해타겟노드의이웃노드의수에추가로

이웃노드에대한이웃노드의수까지포함하여정규화를하는집계함수도등장했다[61].

또한, 해당 집계 함수는 자신의 노드 정보를 따로 집계하지 않고, 이웃의 노드와 같이

집계된다. 식 2.3는해당집계함수를표현한것으로 Σu∈N(v)⊔v에의해자기자신의노드

도 이웃 노드와 같은 파라미터를 통해 집계되는 것을 알 수 있다. 또한,
√
|N(u)||N(v)|

를 통해 타겟 노드인 v 노드에 더해서 이웃 노드의 이웃 노드 수까지 합쳐 정규화를

진행하는 것을 알 수 있다.

hkv = σ(WkΣu∈N(v)⊔v
hk−1
u√

|N(u)||N(v)|
) (2.3)

h = hidden representation , v = target node , u = neighbor node , k = layer

W = learnable parameter , σ = activation function ,N(·) = set of neighbor node of ·

[28]에서는 집계 함수로 식 2.2와 유사하나 타겟 노드의 정보를 단순히 이웃 노드의

정보들과 더하지 않고 concatenation한다. 이는 단순히 이웃 노드의 정보와 함께 더해

주는 것과는 달리 타겟 노드의 정보를 이웃 노드와는 별도로 관리하고 활용한다고 볼

수 있다. 따라서, 타겟 노드 자신의 곡 정보가 중요한 정보라고 여겨지는 본 연구에서는

이웃 노드 정보를 집계하는 파라미터와 별개의 파라미터를 통해 타겟 노드의 정보를

집계하고 타겟 노드의 정보를 집계된 이웃 노드의 정보에 concatenation하여 사용하는

해당 방법을 집계 함수로써 사용한다.
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2.3 관련 연구

딥러닝을 적용하기 전 장르 분류 연구에서는 곡에서 특정 특성을 추출하고 추출한

특성을 바탕으로 장르를 분류하는 연구가 주를 이뤘다. [57]에서는 오디오 데이터에서

음색, 리듬, 피치의 특성을 추출하여 추출한 특성들끼리의 유사도를 계산 후 유사도를

토대로 장르를 분류하였다. [34]에서는 오디오를 히스토그램으로 표현한 뒤 표현한

히스토그램끼리유사도를데이터로활용해머신러닝방법인서포트벡터머신(support

vector machine, SVM)[15]과 선형 판별 분석(linear discriminant analysis, LDA)[55]

을 사용하여 장르를 분류한다. 심볼릭 데이터를 활용한 연구[11]에서는 미디 데이터

간의정규화된압축거리(normalized compression distance, NCD)[32]를바탕으로 K-

최근접이웃알고리즘(k-nearest neighbor, KNN)[47]을사용해장르를분류한다. 또한,

동일한 연구에서 미디 데이터를 오디오 데이터로 변환하여 미디 데이터와 변환된 오디

오를 모두 사용하여 장르를 분류한다. 이처럼 딥러닝 적용 전 연구는 장르를 분류할 때

적절하다고판단되는특성을추출하고추출한특성을기반으로모델이장르를분류했다.

초기딥러닝연구에서는오디오데이터를벡터화시킬수있는mel-frequency cepstral

coefficient(MFCC)[37]나 스펙트로그램을 활용해 장르를 분류하였다[35, 22]. 딥러닝

에서 데이터를 바로 벡터화시킬 수 있다는 것은 모델을 학습시킬 수 있다는 의미와

같으므로 많은 음악 관련 연구가 오디오를 활용했다. 이러한 연구들은 대부분 지도

학습을 통해 모델을 학습했으며 추후에 라벨링 없이도 학습이 가능한 비지도 학습이

많은 관심을 끌게 됐다. [13]은 오디오의 특정 부분을 마스킹하여 마스킹한 부분을 예

측하여 모델을 학습하는 비지도 학습 중 가장 많이 사용되는 자기 지도 학습 방법(self-

supervised learning)을통해모델을학습한다. 하지만이런자기지도학습은데이터끼

리의 의미론적 유사성을 학습하지 못하는 문제가 존재한다. 이러한 문제점을 해결하기

위해 대조적 학습이 등장했다. 음악에서는 의미론적 유사성이 중요하다고 여겨지므로
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최근에는 이러한 대조적 학습을 통해 데이터끼리의 의미론적 유사성을 바탕으로 음악

representation을 학습하는 연구가 많이 진행됐다[52, 24, 59, 40].

곡을 심볼릭 형태로 표현한 후 음악 representation을 학습하는 연구도 존재한다.

오디오를 대표적인 심볼릭 음악 representation인 피아노롤 형태로 변환하여 작곡가

분류에활용하는연구[58]가있다. 피아노롤형태가아닌MIDI 형태의심볼릭데이터를

활용하는 연구도 존재한다. MIDI 데이터를 활용하는 대다수의 연구는 자연어 처리

(natural language processing) 분야에서사용됐던방법을많이차용하여음악도메인에

적용한다. 자연어 처리 분야에서 단어의 representation을 학습하기 위해 사용한 skip-

gram[43]을 통해 멜로디 representation을 학습한 후 학습한 멜로디 정보를 바탕으로

장르 분류에 활용하는 연구[29]도 있다. 또한, 여러 연구가 자연어 처리에서의 단위인

단어를 음악에서의 단위인 노트에 매칭시켜 음악 representation 학습을 시도한다. [14]

에서는 노트를 4가지 정보인 해당 노트의 피치, 해당 노트가 특정 바에서의 시작 노트

여부, 해당 노트의 길이, 바 내에서의 해당 노트의 위치로 변환한 후 BERT[17]에서

사용한 자기 지도 학습 방법의 하나인 masked language modeling(MLM)을 사용하여

음악 representation을 학습한다. [36]에서는 곡을 멜로디와 하모니 두 부분으로 나누

어 representation을 학습하며 해당 연구 역시도 MLM 방법을 통해 representation을

학습한다. 이렇게 학습한 멜로디 정보와 하모니 정보를 합쳐 최종 곡 정보로 활용한다.

최근에는 오디오 데이터나 심볼릭 데이터에 추가로 텍스트 데이터와 같은 다른 형태의

데이터를 추가 활용하는 연구도 존재한다[39].

이처럼 딥러닝 적용 후 대부분의 연구는 음악적 특성인 곡의 정보를 학습하여 장르

분류에 활용하고 있다. 이러한 음악 정보를 학습한 모델들에 제안 기법인 그래프 뉴럴

네트워크를 활용해 아티스트 정보를 추가 활용할 수 있다. 해당 제안 기법은 특정 데

이터 형태에 대해 제한 없이 음악 representation을 생성할 수 있는 모든 모델에 적용
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가능하다.

곡만을 활용한 연구 이외 추가로 아티스트 정보를 활용한 연구 또한 소수 존재한다.

[45] 에서는 같은 아티스트일 경우 positive example, 다른 아티스트일 경우 negative

example로 정의한 후 대조적 학습을 통해 음악 representation을 학습한다. [6]에서도

유사한 방식으로 모델을 학습하나 아티스트 정보뿐 아니라 릴리즈 , 레코드 레이블을

활용하여 positive example, negative example을정의한후대조적학습을통해모델을

학습한다. 두 방법모두아티스트정보를대조적학습에서데이터끼리의관계를정할때

사용한다. 본 연구에서는아티스트정보를그래프에서이웃노드를정의할때사용한다.
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제 3 장 아티스트 정보를 효과적으로 활용할 수 있는
그래프 뉴럴 네트워크 기반 플러그 앤 플레이 프레임워크

3.1 제안 기법 구조

Figure 3.1 제안 기법 구조

그림 3.1은 제안 기법의 구조를 설명한 그림이다. 각 representation 모델에 맞는

음악데이터형태를입력값으로모델에제공한다. 각 모델은모델이학습한것을토대로

입력되는 데이터를 해석하고 가공하여 표현한 결과인 곡 정보 (song representation)

를 출력한다(2.1절 참고). 출력한 곡 정보는 노드로 정의하였다. 그래프 뉴럴 네트워

크는 이웃 노드의 정보를 집계하며 모델을 학습하므로 어떤 방식으로 이웃 노드들이

정의되는지가 매우 중요하다. 아티스트 정보만을 활용했을 때 네 가지 데이터셋에서

높은 성능을 보인 점을 근거로 하여 두 노드가 같은 아티스트일 경우 두 노드를 이웃

노드로정의하였다. 형성된이웃곡정보들은그래프뉴럴네트워크를통해타겟노드의

정보와 함께 다음 층의 타켓 노드의 정보로 업데이트된다. 각각의 타겟 노드에 대해

집계된정보는노드정보(node representation)로정의되고노드정보는분류기인선형
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레이어를 통과해 최종 장르를 분류한다.

제안 기법을 적용하기 위해 사전 학습이 필요한 모델들인 MusicBERT와 CoLA는

먼저 사전 학습을 진행한 후 제안 기법을 적용했다. MusicBERT는 심볼릭 데이터셋인

Lakh MIDI 데이터셋을사용하여사전학습하였다. MusicBERT는 BERT와마찬가지

로 최대 1,024개의 노트까지 입력값으로 사용할 수 있으므로 1,024개 보다 많은 노트를

가지는 곡들에 대해서는 3 ∼ 4개로 랜덤하게 샘플링하여 사용하였다. 사전 학습 후 각

곡에 대한 모델의 출력값을 제안 기법 적용 시 곡 정보로써 노드로 활용했다. CoLA

는 MTG-Jamendo 데이터셋을 사용했다. 해당 데이터셋은 태깅 데이터셋이므로 장르

태그가 없는 곡들은 사용하지 않았다. 총 87개의 장르 중 빈도수 기준 상위 15개의

장르를 포함하는 데이터를 장르 분류 데이터셋으로 사용했다. 15개의 장르를 포함하지

않는 나머지 데이터는 대조적 학습 데이터로 활용했다. 대조적 학습을 통해 사전 학습

후 각 곡에 대한 모델의 출력값을 제안 기법 적용시 곡 정보로써 노드로 활용했다. 피

아노롤 모델은 지도 학습 방법으로 학습하였으므로 사전 학습을 진행하지 않았고 Lakh

pianoroll 데이터셋 자체를 곡 정보로써 노드로 활용했다. Mixture of CNN 또한 지도

학습 방법으로 학습하였으므로 사전 학습을 진행하지 않았다. 또한, 모델 특성상 4개

모델의 출력값을 RNN 모델을 통해 섞어서 최종적으로 장르를 분류하므로 각각의 모

델을 학습한 후 섞기 전 4가지 모델의 출력값을 concatenation하여 곡 정보로써 노드로

활용했다.
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3.2 베이스라인 모델

베이스라인모델은크게 3가지로나뉜다. 제안기법이곡의정보와아티스트정보를

함께활용하므로곡의정보만을사용한결과, 아티스트정보만을사용한결과를첫번째,

두 번째 베이스라인으로 정했다. 곡의 정보만을 사용한 실험은 기존 representation

모델들의 결과들이다. 제안 기법과의 비교 시 해당 논문에 게재된 실험 결과의 성능을

사용했다. 아티스트 정보만을 사용한 실험은 의사결정나무(decision tree) 모델[48]의

결과를사용했다. 의사결정나무는주어진입력값들의조합에대한의사결정규칙(rule)

에 따라 입력값을 분류하는 모형이다. 본 연구에서는 학습 데이터 내의 각 아티스트의

보유 장르 중 가장 빈도가 높은 장르로 테스트 데이터에 존재하는 동일한 아티스트의

장르를 예측하는 의사결정규칙을 토대로 예측한다. 학습 데이터셋에 존재하지 않는 아

티스트가 테스트 데이터셋에 나타날 때 해당 데이터는 어떤 장르도 예측하지 않게 하여

본 연구의 동기였던 일반 사람들이 일반적으로 예측하는 방법과 동일하게 분류하고자

하였다. 곡의 정보만을사용한결과와아티스트정보만을사용한결과를비교하여기존

모델들이일상에서아티스트만을보고장르를예측하는것에비해얼마나장르관점에서

곡을 이해하고 있는지 알 수 있다. 본 연구에서 사용한 동일 데이터셋에 대해 진행한

선행 연구가 존재할 경우 해당 모델들을 마지막 베이스라인 모델로 정했다.
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3.3 그래프 뉴럴 네트워크 모델

본 연구에서는 그래프 뉴럴 네트워크를 노드 수준 분류 과업(node-level classifica-

tion)을위해사용한다. 모델구조로는기본모델중하나인 GraphSAGE[28] 모델을사

용했다. 기본적인그래프뉴럴네트워크모델을사용함으로모델자체의추가된강점을

최소화하여 순수하게 그래프 구조를 통한 아티스트 정보를 활용했을 때의 성능 향상을

관찰하기 위함이다. 기본 모델로 알려진 그래프 콘볼루션 모델(GCN)과 GraphSAGE

중 GraphSAGE를사용한이유는다음과같다. 그래프콘볼루션모델은타겟노드에관

한정보를이웃노드의정보와함께집계한후타겟노드를업데이트한다. 반면, Graph-

SAGE는 타겟 노드의 정보를 이웃 정보를 집계하는 파라미터와 별도로 분리하여 다른

파라미터를통해집계하고집계된이웃노드정보에타겟노드의정보를 concatenation

하여다음층의타겟노드정보로업데이트한다. 이는 GraphSAGE 모델이타겟노드의

관점에서 자기 자신의 정보에 대해 GCN보다 더 많은 비중을 주며 타겟 노드를 업데이

트한다고 볼 수 있다. 따라서, 타겟 노드 자기 자신의 곡 정보가 중요하다고 생각되는

음악장르분류에서타겟노드의정보에대한집계함수를이웃노드와분리하여별도로

학습하고 집계된 이웃 정보에 concatenation하여 타겟 노드의 곡 정보를 이웃 노드의

정보와 분리하여 활용하는 GraphSAGE 모델을 본 연구의 그래프 뉴럴 네트워크로

선택하였다. 식 3.1에 해당 모델이 이웃 노드를 집계하는 방법을 나타냈다. 대부분의

변수가 식 2.2와 동일하다.

hk
v = σ([WkAGG({hk−1

u ,∀u ∈ N(v)}), Bkh
k−1
v ])

AGG = Σu∈N(v)
hk−1
u

|N(v)|

(3.1)

h = hidden representation , v , u = node , k = layer ,W,B = learnable parameter
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AGG = aggregation function , σ = activation function ,N(v) = set of neighbor node of v

그래프 뉴럴 네트워크에서는 모델 학습 시 이웃 노드를 최대한 활용하여 파라미터

들을 학습하기도 하고 사용 이웃 노드의 수를 정한 후 학습마다 정의된 수만큼의 이웃

노드의정보만을사용해파라미터를학습하기도한다. 본 연구에서는모든이웃의노드

수를사용하려고하였지만,MusicBERT와 CoLA의경우곡정보의차원이매우커모든

이웃 노드를 사용할 경우 메모리 용량을 넘어 대부분의 이웃 노드를 사용할 수 없었다.

따라서 학습 시에는 이웃 노드를 샘플링하는 neighbor sampler를 사용해 집계할 이웃

노드의 수를 매 학습 에포크마다 특정 개수로 제한하여 사용했다. 모든 모델에 대해

학습을 진행할 때 8 ∼ 12개 사이의 이웃 노드의 수를 정하여 학습마다 정해진 이웃

노드의 수만큼 랜덤으로 샘플링 해 사용했다. 추론 시에는 배치 사이즈를 1로 줄인 후

최대한 많은 이웃 노드 수를 사용했다. 한편, 여러 가지 장르를 가지는 아티스트의 경우

대다수를 차지하는 장르에 의해 그래프 뉴럴 네트워크에서 발생하는 문제인 획일화

문제(over-smoothing)가 생길 수 있다. 이를 완화하기 위해 DropEdge[50] 기법을 적

용한 실험도 진행했다. DropEdge는 모델 학습 도중 학습마다 연결된 간선을 랜덤으로

30%를 제거하는 기법이다. 이렇게 학습마다 연결된 이웃 노드가 랜덤하게 달라지므로

DropEdge는데이터증강기법과동일한효과인모델의강건성을높인다고알려져있다.

DropEdge를 적용할 때와 적용하지 않았을 때에 대해 비교 실험을 진행했다.
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3.4 아티스트 정보 활용 방법

본 연구에서는 아티스트 정보를 직접적으로 사용한 방법과 그래프 구조를 사용하여

아티스트 정보를 노드 간의 관계를 정의하는 간접적 방법으로 사용한 방법을 비교한다.

아티스트 정보를 직접적으로 사용한 방법은 모델 학습 시 각 아티스트마다 임베딩을

학습하였다. 학습한 임베딩은 곡 정보에 concatenation되어 분류기에 입력된다. 아

티스트 정보가 직접적으로 곡의 정보에 합쳐져 분류기에 입력되므로 아티스트 정보를

직접적으로 사용한다고 볼 수 있다. 아티스트 정보를 간접적으로 사용한 방법은 3.1절

에서 언급한 방법으로 그래프의 노드들을 정의한다. 그 후 같은 아티스트인 노드끼리

간선으로 연결한다. 즉, 아티스트 정보를 이웃 노드를 정의하는 데 사용한다. 해당

방법은 아티스트의 정보를 곡의 정보에 직접적으로 추가해 사용하지도 않고 아티스트

정보를 따로 학습하지도 않는다. 단지 그래프 구조를 만드는 데 활용한다. 따라서 해당

방법을 아티스트 정보를 간접적으로 사용한다고 정의하였다.
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제 4 장 실험 결과

4.1 데이터셋

본연구에서는총네가지오픈데이터셋을사용했다. 첫번째데이터셋은 Free Music

Figure 4.1 FMA Small 데이터셋 장르 구성

Archive(FMA)[16]이다. 해당 데이터셋은 Full, Large, Medium, Small 총 4가지가 존

재한다. 본 연구에서는 음악 장르 분류 과업에 자주 사용되는 Small 데이터셋을 사용했

다. 해당 데이터셋은 총 8,000개의 오디오 데이터가 존재하고 장르는 electronic, pop,

rock, experimental, folk, instrumental, international, hip-hop으로 총 8가지 장르가
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존재한다(그림 4.1). 총 아티스트의 수는 2,307명으로 아티스트 당 평균 3.5개의 곡이

존재한다. 각 데이터는 단일라벨(single label)로구성되어있다. 해당 데이터셋을 통해

Mixture of cnn 모델을 학습했다. 데이터셋이 학습, 검증, 테스트로 나눠 제공되므로

미리 정의된 학습, 검증, 테스트 데이터셋을 사용했다.

Figure 4.2 Lakh MIDI 데이터셋 장르 구성

두 번째 데이터셋은 Lakh MIDI[49] 데이터셋이다. 총 176,581개의 곡이 존재한다.

모든 데이터를 이용하여 MusicBERT를 사전 학습했다. 그 후 장르가 존재하는 22,535

개의서브데이터셋을사용하여모델을파인튜닝했다. MusicBERT의기존논문과같은

방식으로곡당 3 ∼ 4개씩샘플링하여총 89,160개의데이터를사용했다. 총 아티스트의

수는 4,352명으로아티스트당평균 5.2개의곡이존재한다. 한곡당 3 ∼ 4개의샘플링을

했으므로 동일한 아티스트의 데이터 수는 평균 20.5개가 존재한다. 해당 데이터셋 내

30



장르는 pop/rock, country, electronic, R&B, latin, jazz, new age, rap, international,

reggae, folk, vocal, blues로 총 13가지가 존재한다(그림 4.2). 각 데이터는 다중 라벨

(multi-label)로 구성되어 있다. 데이터셋을 8:1:1 비율로 나눠 학습, 검증, 테스트 데이

터로 사용했다.

Figure 4.3 Lakh Pianoroll 데이터셋 장르 구성

세번째데이터셋은 Lakh MIDI데이터셋을피아노롤형태로바꾼 Lakh pianoroll[21]

데이터셋이다. 해당 데이터셋을통해피아노롤모델을학습했다. 변환 과정에서오류가

발생하는데이터를제외하고총 11,769개의곡이존재한다. 곡당 7 ∼ 8개씩샘플링하여

총 84,512개의 데이터를 사용했다. 총 아티스트의 수는 2,705명으로 아티스트 당 4.3

개의 곡이 존재한다. 한 곡당 7 ∼ 8개의 샘플링을 했으므로 동일한 아티스트의 데이터

수는평균 31.2개가존재한다. 장르종류는 Lakh MIDI 데이터셋과동일하고(그림 4.3)
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해당데이터셋의데이터또한다중라벨로구성되어있다. 데이터셋을 8:1:1비율로나눠

학습, 검증, 테스트 데이터로 사용했다.

Figure 4.4 MTG-Jamendo 데이터셋 장르 구성

마지막데이터셋은MTG-Jamendo[9]데이터셋이다. 해당데이터셋은장르,악기, 무

드/테마가태깅된데이터셋이므로장르를가지지않는곡들을제거한후사용했다. 총 87

개의장르중빈도수기준으로상위 15개의장르를사용했다. 15개의장르는 electronic,

soundtrack, pop, ambient, rock, classical, easylistening, alternative, chillout, dance,

hip-hop, indie, folk, orchestral, jazz이다(그림 4.4). 해당장르를포함하지않는나머지

데이터는 CoLA 모델을사전학습하기위해사용했다. 총 48,590 데이터를장르분류에

사용했다. 총아티스트의수는 3,546명으로아티스트당 13.7개의데이터가존재한다. 각

데이터는다중라벨로구성되어있다. 데이터셋을 8:1:1 비율로나눠학습, 검증, 테스트
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데이터로 사용했다.
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4.2 실험 세팅

본 연구에서는 곡만의 정보만을 사용했을 때, 아티스트 정보만을 사용했을 때, 곡의

정보에 직접적으로 아티스트 정보를 추가 활용했을 때, 곡의 정보에 간접적으로 아티

스트 정보를 활용했을 때에 따른 음악 장르 분류 성능을 비교한다. 성능 비교를 통해

곡의정보와아티스트정보를한가지씩사용했을때에비해두가지정보를모두활용할

경우의 효과를 알 수 있다. 또한, 곡만의 정보를 사용한 경우와 아티스트 정보만을

사용한 경우를 비교하여 아티스트 정보를 사용하는 것이 곡의 정보에 비해 음악 장르

분류 관점에서 얼마큼의 영향력을 가지는지도 알 수 있다. 아티스트 정보를 직접적,

간접적으로 활용했을 때를 비교하여 본 연구의 제안 기법인 그래프 뉴럴 네트워크를

활용한 간접적 아티스트 정보 제공의 효과를 확인할 수 있다. 또한, 많은 그래프 뉴럴

네트워크관련과업에서좋은효과를보인다는 DropEdge[50]를적용한방법과적용하지

않은방법과의성능비교를통해음악데이터셋내에서의해당기법의성능을확인할수

있다.

다음으로 모델별 실험 세팅에 대하여 설명한다. 첫 번째 모델은 MusicBERT이다.

MusicBERT는깃헙(github)에코드가공개됐지만, 해당코드는페이스북의 fairseq[44]

오픈 라이브러리를 사용해 코드가 구성되어있다. 해당 라이브러리를 사용할 경우

그래프 뉴럴 네트워크를 적용하기 힘들다는 점 때문에 pytorch[46] 오픈 라이브러리

형식으로 코드를 변환 후 사용했다. 또한, 그래프 뉴럴 네트워크를 적용하기 위해서

pytorch geometric[25] 라이브러리를 사용했다. 해당 모델은 사전 학습 후 다운 스트림

(downstream)과업으로장르분류를한다. 사전학습시모델하이퍼파라미터는기존의

논문과 동일하게 설정하였다. 그래프 뉴럴 네트워크를 추가한 모델의 하이퍼파라미터

는 표 4.1과 같다. 학습할 때는 neigbor sampler를 사용해 노드 당 5개의 이웃 노드를

사용했다. 추론 시에는 각 노드의 모든 이웃 노드를 사용하려 했지만, 메모리 부족으로
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사용할수 없어최대 100개의이웃 노드를사용했다. 학습률 스케줄러로는 람다 스케줄

러를 사용했고 매 에포크마다 0.96승 만큼 학습률을 감소시켰다. 학습 조기 종료(early

stopping)기법도사용하여검증평가지표가 8번의에포크동안증가하지않으면학습을

중지했다.

Table 4.1 MusicBERT 하이퍼파라미터
하이퍼파라미터 값

Num Layer 1
GNN Out Dim 3584
Dropout Rate 0.5
Number of Neighbor 5
Learning Rate 0.00003
Optimizer Adam
Batch Size 8

평가 지표로는 실제로 참인 값을 모델이 참으로 예측한 비율인 재현율 (recall)과

모델이 참으로 예측한 값들이 실제 참인 비율인 정밀도 (precision)의 조화평균 값인

F1 Score를 사용한다. 또한, 본 연구에서 사용하는 대부분의 데이터셋들이 라벨 별

데이터의 수가 불균형하므로 이러한 불균형 데이터에 보다 적합하다고 알려진 micro

F1 Score를 평가 지표로 사용했다. 하나의 곡에 대해 정답 장르들이 여러 개로 이뤄져

있으며, 여러 개로 구성된 장르가 각각 독립적이므로 각각의 장르에 대한 확률값을

계산하여야 한다. 따라서 손실 함수로는 다중 라벨 이진 크로스 엔트로피(multi label

binary cross entropy)를 사용했다. 다중 라벨 크로스 엔트로피는 각 라벨별로 이진

교차 크로스 엔트로피(binary cross entropy, BCE)를 구한 후 평균을 취한 값이다. 식

4.1에서Multi Label Binary CrossEntroy Loss은다중라벨이진크로스엔트로피를

계산하는 식을 나타내며 BCELoss(ŷi, yi)는 정답 라벨을 의미하는 yi과 해당 라벨을

예측한 ŷi에 대해 이진 교차 크로스 엔트로피를 계산하는 것이다. 차원은 yi, ŷi ∈ RB×l
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으로 B는 배치 사이즈이고 데이터셋이 다중 라벨로 구성되어있으므로 l은 라벨 수를

의미한다. N은총데이터수를의미하고배치단위로학습할경우배치사이즈와동일한

의미이다.

Multi Label Binary CrossEntroy Loss = Σn
i=1Σ

l
j=1BCELoss(ŷij , yij)

BCELoss(ŷi, yi) = −(yi × log ŷi + (1− yi)× log(1− ŷi))

(4.1)

i = index of data , y = label , ŷi = predicted label

l = number of labels , j = label index

다음 모델은 피아노롤 모델이다. 피아노롤 모델의 기존 논문에는 음악 장르 분류

결과가 존재하지 않아 해당 모델을 베이스라인을 활용한 다른 논문의 결과를 참고했

다[36]. 그래프뉴럴네트워크를추가한모델의하이퍼파라미터는표 4.2와같다. 학습할

때는 노드 당 16개의 이웃 노드를 사용했고 추론 시 모든 이웃 노드의 수를 사용했다.

MusicBERT와동일한람다학습스케줄러를사용했고매에포크마다 0.98승만큼학습

률을 감소시켰다. 15번의 에포크 동안 검증 평가 지표가 증가하지 않으면 학습을 조기

종료했다. 평가 지표와 손실 함수는 위의 MusicBERT와 동일한 것을 사용했다.

Table 4.2 피아노롤 모델 하이퍼파라미터
하이퍼파라미터 값

Num Layers 1
GNN Out Dims 384
Dropout Rate 0.5
Number of Neighbors 16
Learning Rate 0.00045
Optimizer Adam
Batch Size 16

다음 모델인 Mixture of CNN은 깃헙에 코드가 공개돼 있지만 tensorflow[4] 라이
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브러리로 구현돼 있어 해당 공개 코드를 기반으로 pytorch 라이브러리 형태로 변경 후

해당 모델을 사용했다. 그래프 뉴럴 네트워크를 추가한 모델의 하이퍼파라미터는 표

4.3과같다. 학습 시노드당 8개의이웃노드를사용했고추론시에는모든이웃노드를

사용했다. 학습 스케줄러는 피아노롤 모델과 동일한 람다 스케줄러를 사용했다. 학습

조기종료제한은 10번의에포크로했다. 해당모델이학습한데이터셋이다른모델들의

데이터셋과는 다르게 단일 라벨로 구성되어 있으므로 평가 지표로는 정확도(accuracy)

를 사용했고 손실 함수로는 이진 크로스 엔트로피(binary cross entropy)를 사용했다.

Table 4.3 Mixture of CNN 하이퍼파라미터
하이퍼파라미터 값

Num Layers 1
GNN Out Dims 256
Dropout Rate 0.5
Number of Neighbors 8
Learning Rate 0.005
Optimizer Adam
Batch Size 16

다음모델은CoLA이다. CoLA또한앞선Mixture of CNN과마찬가지로 tensorlfow

라이브러리인 것을 pytorch 라이브러리로 변환 후 사용했다. CoLA는 대조적 학습을

통해 사전 학습을 진행 후 다운 스트림(downstream) 과업으로 장르 분류를 수행하는

모델이다. 본 연구에서는 MGT-Jamendo 데이터셋 중 장르 분류에 사용하지 않는

곡들을 사용해 대조적 학습을 수행했다. 대조적 학습을 진행할 때 하이퍼파라미터는

기존 연구와 동일한 값을 사용했다. 그래프 뉴럴 네트워크를 추가한 모델의 하이퍼파

라미터는 표 4.4와 같다. 학습과 추론 시 이웃 노드 사용 방식은 Mixture of CNN과

같다. 학습 스케줄러는 람다 스케줄러를 사용했고 0.98승씩 메 에포크마다 학습률을

감소시켰다. 학습 조기 종료 제한은 15번의 에포크로 했다. 평가 지표와 손실 함수는
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위의 MusicBERT와 동일한 것을 사용했다.

Table 4.4 CoLA 하이퍼파라미터
하이퍼파라미터 값

Num Layers 1
GNN Out Dims 2560
Dropout Rate 0.5
Number of Neighbors 8
Learning Rate 0.0004
Optimizer Adam
Batch Size 16

모든모델에대한그래프뉴럴네트워크의층이 1개인이유는같은아티스트일경우

이웃 노드로 정의하였으므로 이웃 노드의 이웃 노드 또한 같은 의미인 같은 아티스트

이다. 따라서 이미 타겟 노드의 이웃 노드에 포함되어있기 때문에 이웃 노드의 이웃

노드를활용할필요가없다. 층을더쌓는것이한층에서이웃노드의수를늘리는것과

의미상 같으므로 1개의 층만 사용했다.

38



4.3 실험 결과

이번 장에서는 실험 결과에 관해 서술한다. Representation 모델별 실험 결과를

제시하고 결과를 해석한다.

4.3.1 MusicBERT

Dataset Lakh MIDI

사용 정보 Method Micro F1 Score

곡

melody2vec[29] 64.90
PiRhDy[36] 66.80

MusicBERT[65] 76.1

아티스트 decision tree 81.38

곡, 아티스트

MusicBERT
+ artist emb.

81.56

MusicBERT
+ GNN

83.18

MusicBERT
+ DropEdge

82.56

Table 4.5 MusicBERT 실험 결과

MusicBERT의 실험 결과를 표 4.5에 나타냈다. 표에서 곡, 아티스트 정보를 모두

사용하는 행의 artist emb.은 아티스트 정보를 직접적으로 사용한 경우를 뜻한다. 곡만

의 정보를 사용할 때보다 아티스트 정보만을 사용할 때 더 높은 성능을 보인다. 또한,

곡의정보에추가로아티스트정보를직접적, 간접적으로사용할때성능향상을보인다.

직접적으로 사용할 때 7.17%, 간접적으로 사용할 때 9.06%의 향상률을 보인다. 아티

스트의 정보를 간접적으로 사용할 경우 직접적 사용보다 높은 성능 향상이 확인된다.
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간접적으로사용할때는 DropEdge를적용하지않은것이더높은성능을보인다. 이는

neighbor sampler를 통해 사용하는 이웃 노드의 수를 5개로 줄인 상태에서 DropEdge

를 통해 더 줄여 정보를 집계하는 데 사용하는 이웃 노드가 오히려 부족해진 것으로

생각된다.

4.3.2 피아노롤

Dataset Lakh Pianoroll

사용 정보 Method Micro F1 Score

곡 피아노롤[21] 63.70

아티스트 decision tree 80.16

곡, 아티스트

피아노롤

+ artist emb.
81.68

피아노롤

+ GNN
81.66

피아노롤

+ DropEdge
81.29

Table 4.6 피아노롤 모델 실험 결과

피아노롤 모델의 실험 결과를 표 4.6에 나타냈다. 곡만의 정보를 사용할 때보다 아

티스트정보만을사용할때더높은성능을보이고곡의정보에추가로아티스트정보를

직접적, 간접적으로사용할때성능향상을보인다. 직접적으로사용할때와간접적으로

사용할 때 모두 28.24%의 성능 향상을 보인다. 아티스트를 직접적으로 사용할 경우

간접적사용보다더높은성능향상을보이지만그차이는매우미미하다. DropEdge의

성능이 더 낮은 것은 앞서 MusicBERT에서의 실험과 동일한 이유라고 생각된다.
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4.3.3 Mixture of CNN

Dataset FMA Small

사용 정보 Method Micro F1 Score

곡

Representation learning
using artist labels[45]

57.90

MuLaP[39] 61.10
Mixture of CNN[64] 55.88

아티스트 decision tree

곡, 아티스트

Mixture of CNN
+ artist emb.

Mixture of CNN
+ GNN

60.62

Mixture of CNN
+ DropEdge

63.00

Table 4.7 Mixture of CNN 실험 결과

Mixture of CNN의 실험 결과를 표 4.7에 나타냈다. 해당 실험의 사용 데이터셋인

FMA Small은 학습, 검증, 테스트 데이터셋이 나뉘어 미리 정의돼 있다. 이렇게 나눠

정의된 데이터셋에서 아티스트 또한 대부분 나뉘어 있어 테스트 데이터셋에 존재하는

아티스트가 학습 데이터셋에는 존재하지 않은 경우가 많아 아티스트 정보만을 사용한

방법은 사용할 수 없고 아티스트 정보를 사용하기 위해 아티스트 정보를 학습해야 하는

아티스트 직접적 사용 방법은 실험이 무의미하다. 따라서 해당 표 4.7에서는 두 실험을

빈칸으로 나타냈다. 곡의 정보만을 사용한 경우에 비해 곡의 정보에 아티스트 정보를

간접적으로사용할때 12.74%의성능향상을보인다. 표 4.7에나타낸 MuLaP은 FMA

Small 데이터셋의 SOTA(state-of-the-art) 모델이다. 본 연구에서 제안한 그래프 뉴럴
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네트워크를 통해 아티스트 정보를 간접적으로 추가 사용했을 때 해당 SOTA 모델보다

더 높은 성능을 보인다. 해당 실험에서는 DropEdge를 적용한 실험이 더 높은 성능을

보이는데 이는 해당 데이터셋이 아티스트 당 평균 3.5개의 곡이 존재하므로 다른 데이

터셋에 비해 이웃 노드의 수가 적어 다른 데이터셋에 비해 neighbor sampler를 통해

줄어드는 이웃 노드의 수가 노드 별로 적거나 없다. 따라서 정보 집계에 사용하는 이웃

노드의 수가 앞선 모델에서처럼 줄여진 상태에서 DropEdge를 통해 한 번 더 줄인 것이

아니라기존의모든이웃노드에서 DropEdge를적용한것과같으므로모델의강건성을

높이는 DropEdge의 강점이 발휘됐다고 볼 수 있다.

4.3.4 CoLA

Dataset MGT-Jamendo

사용 정보 Method Micro F1 Score

곡 CoLA[52] 39.75

아티스트 decision tree 43.99

곡, 아티스트

CoLA
+ artist emb.

47.22

CoLA
+ GNN

50.99

CoLA
+ DropEdge

49.51

Table 4.8 CoLA 실험 결과

CoLA의 실험 결과를 표 4.8에 나타냈다. 곡만의 정보를 사용할 때보다 아티스트

정보만을 사용할 때보다 높은 성능을 보이고 곡의 정보에 추가로 아티스트 정보를 직

접적, 간접적으로 사용할 때 성능 향상을 보인다. 직접적으로 사용할 때 18.79%, 간접
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적으로 사용할 때 22.42%의 성능 향상을 보인다. 아티스트를 간접적으로 사용할 경우

직접적 사용보다 더 높은 성능 향상을 보인다. DropEdge의 성능이 더 낮은 것은 앞선

MusicBERT에서의 실험과 동일한 이유라고 생각된다.
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4.4 Label homophily ratio

Dataset Homophily Ratio

Lakh MIDI 71.10

Lakh Pianoroll 75.02

FMA Small 94.07

MGT-Jamendo 27.39

Table 4.9 각 데이터셋 별 Label Homophily Ratio

Label homophily ratio는 그래프에서 간선으로 연결된 노드끼리 라벨이 일치하는

비율을 뜻한다. Label homophily ratio가 높을수록 그래프에서 집계되는 정보들끼리

상관관계가높다는의미이므로같은데이터셋내에서 label homophily ratio가높을수록

높은 성능을 얻을 확률이 커진다[66]. 하지만 낮은 homophily ratio에 대해서도 그래프

뉴럴 네트워크가 높은 품질의 representation을 학습한다는 연구[38]도 존재한다. 이렇

듯현재 homophily ratio에대한논쟁은계속이어지고있다. 따라서본연구에서사용한

데이터셋들의 label homophily ratio를확인한후 제안기법이다양한 homophily ratio

에 어떠한 결과를 가지는지 살펴보고자 한다. 본 연구에서 사용한 네 가지 데이터셋에

대한 label homophily ratio 값은 표 4.9와 같다. 본 연구에서 사용한 데이터셋들은

다양한 label homophily ratio를 가지고 있고 이러한 다양한 값에 대해서 제안 기법이

모두 유효한 성능 향상을 보였다고 할 수 있다.
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4.5 아티스트 정보 사용 방법 비교

본연구에서는각각의아티스트에따라아티스트정보를임베딩을통해학습시켜장

르분류기앞단에서곡의정보와 concatenation하는직접적인방법과아티스트정보를

그래프 구조에서 간선을 정의하는 용도로 사용하는 간접적인 방법, 총 두 가지 방법을

사용하였다. 피아노롤 모델에서의 미미한 차이를 제외하고 모든 모델에서 아티스트 정

보를직접적으로활용하는방법보다간접적으로활용하는방법의성능이높았다. 또한,

4.3.3절에서 아티스트 정보 직접적 사용의 한계를 확인할 수 있었다. FMA 데이터셋과

같이학습데이터셋과테스트데이터셋에같은아티스트가존재하지않으면해당아티스

트에 대한 정보를 학습할 수 없고 학습하더라도 테스트 데이터셋에 사용하지 못하므로

무의미하다. 이에 비해 아티스트 정보 간접적 사용은 단순히 노드인 곡의 정보끼리

간선으로 연결해주는 역할을 하므로 아티스트에 대한 임베딩을 따로 학습할 필요가

없다. 따라서 학습 데이터셋과 테스트 데이터셋에 동일한 아티스트가 존재하지 않아도

된다. 만약, 한 아티스트에 대해 하나의 곡만 존재하여 이웃 노드가 정의되지 않더라도

노드는고립된노드로서집계할이웃노드가없을뿐자신의곡정보만을사용해장르를

분류하면 되기 때문에 해당 제안 기법을 적용할 수 있다.

아티스트정보를직접적으로사용할때의또다른한계로간접적사용보다강건성이

낮다는것이다. 각 아티스트임베딩은모든데이터에대해학습되는것이아니라각각의

동일한 아티스트의 데이터에 대해서만 학습된다. 이에 비해 아티스트 간접적 사용은

모든 데이터에 대해 계산 그래프의 파라미터가 학습되고 공유되므로 아티스트 정보가

각각 아티스트 저마다의 임베딩을 통해 학습되는 직접적 사용보다 모든 데이터를 통해

계산 그래프의 파라미터가 학습되는 간접적 사용이 강건성이 높다.
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4.6 장르개수에따른베이스라인모델과의성능차이및각모델별

성능 표준 편차

소수의특정장르만을가진아티스트가대다수이지만여러가지장르를가지는아티

스트도 존재한다. 예를 들어, 한국의 유명 가수 조용필은 록, 발라드, 트로트, 전자음악,

오페라, 퓨전 재즈와 같이 다양한 장르를 가진다. 아티스트가 여러 가지 장르를 가지는

위 같은 경우 아티스트 정보를 간접적으로 사용할 때 연결된 노드들의 장르가 다르므로

이웃 노드들의 정보가 노이즈로 작용할 가능성이 존재한다. 따라서 아티스트가 가지는

장르의 수에 따른 곡만을 사용한 모델과의 성능 차이를 비교한다. 또한, 장르 수에 따른

성능의 표준 편차를 관찰한다. FMA Small 데이터셋은 아티스트 별 장르 수가 대다수

일정하므로 해당 데이터셋을 통해 학습한 Mixture of CNN을 제외한 세 가지 모델들에

관한 결과를 관찰한다.

Figure 4.5 MusicBERT - 장르 개수 별 베이스라인과 제안 기법 성능 차이

첫 번째로 MusicBERT의 장르 개수에 따른 성능에 관해 서술한다. 그림 4.5의 X

축은 장르의 수이고 Y축은 곡만을 사용한 방법과 아티스트 정보 간접적 사용 방법의
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Baseline GNN DropEdge
표준 편차 0.1478 0.1649 0.1528

Table 4.10 MusicBERT - 장르 개수에 따른 성능 표준 편차

성능 차이다. 장르의 수가 늘어남에 따라 곡만 사용한 모델과의 차이가 대체로 점점

줄어드는것을알수있다. 하지만여전히곡만을사용한모델보다는높은성능을보이고

있다. 표 4.10를 보면 장르 개수에 따른 성능 표준 편차가 나타나 있다. 곡만을 사용한

모델이 장르 개수에 따라 가장 적은 표준 편차를 가지고 있고 그래프 뉴럴 네트워크에

DropEdge를 적용한 모델, 적용하지 않은 모델 순으로 표준 편차가 증가한다. 따라서

DropEdge를 적용할 경우 장르 수 관점에서는 모델이 더 강건해진다는 것을 알 수 있고

아티스트 정보를 사용하면 모델이 비교적 불안정해지는 것을 알 수 있다. 하지만 많은

장르를 가지고 있더라도 곡만을 사용한 방법보다는 여전히 높은 성능을 유지하고 있다.

Figure 4.6 피아노롤 - 장르 개수 별 베이스라인과 제안 기법 성능 차이

다음으로 피아노롤 모델의 장르 개수에 따른 성능을 관찰한다. 그림 4.6을 보면
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Baseline GNN DropEdge
표준 편차 0.1145 0.1332 0.1213

Table 4.11 피아노롤 - 장르 개수에 따른 성능 표준 편차

MusicBERT의 경우와 동일하게 장르 개수가 증가함에 따라 곡만을 사용한 모델과의

성능 차이가 줄어들고 있다. 또한, 표 4.11를 통해 곡만을 사용한 방법보다 아티스트

정보를추가하였을때더높은표준편차를보이는것도관찰된다. 피아노롤모델에서도

앞선 MusicBERT와 마찬가지로 장르의 수가 증가함에 따라 곡만을 사용한 모델과의

성능차이는점점줄어들고곡만을사용한모델보다표준편차도높지만, 여전히더높은

성능을 보이고 있다.

Figure 4.7 CoLA - 장르 개수 별 베이스라인과 제안 기법 성능 차이

Baseline GNN DropEdge
표준 편차 0.0616 0.1227 0.1295

Table 4.12 CoLA - 장르 개수에 따른 성능 표준 편차

마지막으로 CoLA의장르개수에따른성능을관찰한다. 앞선두모델과마찬가지로
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장르의개수가증가함에따라곡만을사용한방법과의성능차이가점점줄어들고있다.

그러다 장르 개수가 13개가 됐을 때엔 곡만을 사용한 방법의 성능이 아티스트 정보를

활용한 방법보다 0.06만큼 더 높은 성능을 보인다. 이때, 이러한 13개의 장르를 가지는

아티스트의 수는 5명이고 해당 아티스트에 대한 데이터의 수는 33개이다. 이는 총 테

스트 데이터 4,864개 중 0.6%의 비율이고 33개의 데이터 중 1개 정도의 데이터에 대한

성능 차이로 생각된다. 하지만 장르의 개수가 더욱 많아질 경우 해당 문제는 더 심화될

수 있다. 따라서 해당 결과는 본 제안 기법의 한계라고 판단되고 향후 연구(5.3절)에서

한계를 완화하거나 해결할 수 있는 방법들을 제안한다.
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제 5 장 결론

5.1 결론

본 논문에서는 아티스트 정보를 효과적으로 활용할 수 있는 그래프 뉴럴 네트워크

기반플러그앤플레이프레임워크를제안하였다. 플러그 앤 플레이프레임을검증하기

위해 네 가지 오픈 데이터셋에 적용하였고 네 가지 representation 모델을 활용하였다.

해당 기법의 성능을 평가하기 위해 곡만을 활용한 방법, 아티스트만을 활용한 방법,

직접적으로 아티스트 정보를 활용한 방법과 비교 실험하였다. 피아노롤 모델에서의

미미한 차이를 제외하고 모든 실험에 대해서 제안 기법이 가장 높은 성능을 보임을 확

인했다. 아티스트정보를직접적으로활용한방법과제안기법을비교하여제안기법의

상대적강점을보였다. 모든실험데이터셋에대한 label homophily ratio를제시함으로

다양한 label homophily ratio에 대해서 제안 기법이 효과적이라는 것을 확인하였다.

아티스트 정보를 간접적으로 활용할 때 아티스트가 여러 가지 장르를 가진다면 이웃

노드의 정보를 집계함에 있어 해당 노드들의 정보가 노이즈로 작용할 가능성이 존재하

므로 곡만을 활용한 방법과 제안 기법을 장르 수에 따라 성능을 비교하였다. 장르 수가

증가할수록곡만을활용한방법과의성능차이는점점작아지지만, 장르의 수가 13개일

경우를 제외하고는 아티스트 정보를 그래프 뉴럴 네트워크를 통해 간접적으로 활용한

본 논문의 제안 기법이 더 높은 성능을 보였다.
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5.2 한계

4.6절에서 볼 수 있듯이 한 아티스트가 매우 많은 장르를 가질 때 본 논문의 제안

기법은 곡만을 사용한 모델보다 더 낮은 성능을 보인다. 또한, 본 연구에서 사용한 모든

데이터셋들은여러가지장르를가지지않는아티스트가대다수이므로여러가지장르를

가지는 아티스트가 대다수일 경우 성능 향상을 보장하지 못한다. 아티스트와 장르와의

상관관계가 매우 낮을 경우, 즉, 아티스트가 극단적으로 곡마다 새로운 장르를 생성할

경우 본 연구의 제안 기법의 성능을 보장하기 힘들다. 본 연구에서 총 9만여 개의 곡

으로 실험을 진행하였고 label homophily ratio가 27.39인 MGT-Jamendo 데이터셋에

대한 실험에서도 성능이 향상됐지만 아티스트 정보를 활용함에 있어 근본적인 한계를

벗어나기에는 추가적인 기법이 필요해 보인다.

5.3 향후 연구

본 연구에서는 아티스트 정보를 간접적으로 활용하여 그래프 뉴럴 네트워크 구조를

사용했다. 5.2절에서 언급했듯이 이러한 아티스트 정보를 활용하는 데에는 근본적인

한계가 존재하고 이를 해결하기 위해서는 추가 기법이 더 필요하다. 같은 아티스트일

때 노드끼리 간선으로 연결하는 거에 더하여 연결되는 노드끼리의 representation 유사

도를 계산해 유사도가 특정 기준보다 낮을 때 간선으로 연결하지 않는 방법에 관해서

추후 연구를 진행할 수 있다. 또한 아티스트 정보 사용 없이 단지 representation끼리의

유사도를통해이웃노드를정의할수있다. 하지만아티스트정보를사용함으로써계산

복잡도를 매우 줄일 수 있다. 데이터의 수가 늘어남에 따라 모든 데이터 쌍끼리의 유사

도를 계산하여야 하므로 제곱의 연산량이 필요하다. 하지만 같은 아티스트에 대해서만

유사도를계산할경우계산량을많이감소시킬수있다. 다른방법으로는 representation

을 클러스터링하여 클러스터에 속하지 않는 노드들의 간선을 끊는 방법도 있다. 또한
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아티스트 정보가 아닌 곡의 bpm과 같은 다른 사이드 정보를 활용하는 방법도 추후

연구할 수 있다. 본 연구에서는 그래프 뉴럴 네트워크 모델을 기본적인 GraphSAGE를

사용했지만 추후 연구에서는 더욱 고도화되고 강건한 모델을 사용할 수 있다.
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Abstract

Improving the Performance of Music Genre
Classification through Exploiting Artist

Information

Seokgi Lee
Department of Industrial Engineering

The Graduate School
Seoul National University

Music genre classification is the task of classifying target music into specific genres

such as blues, jazz, classical music, pop, etc. In music genre classification, it is

critical to identify and extract the characteristics of each genre by using the fact

that each genre has different elements of music. Therefore, the deep learning model

in which feature extraction and classification processes are designed through a single

model has recently attracted much attention. In this paper, a deep learning model

is used to classify music genres.

The majority of deep learning models classify music genres using only the infor-

mation of songs. However, many people predict the genre of the song only through

its artists, which shows high accuracy. Focusing on this point, this paper tries to

use artist information, which is sides information, for the classification of music
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genres through a deep learning model. Confirm through four open datasets that

artist information plays a major role in genre classification on four open datasets

through genre classification experimental results using only artist information, and

propose a graph neural network-based plug-and-play framework that can effectively

exploit artist information. This paper compares and experiments with the method

of directly providing artist information through artist embedding and the method of

indirectly providing it through graph neural networks and presents the limitations

of the method of directly providing artist information and the advantages of graph

neural networks.

In music genre classification research, deep learning models train musical char-

acteristics by using various data types of music. There are two representative data

formats: a type of converting audio data into an image form and a type of converting

into a symbolic form. This paper experiments with the proposed framework on open

datasets in symbolic and audio forms to verify that the corresponding framework

is plug-and-play. In addition, this paper applies the proposed framework to four

models that are trained with the corresponding dataset and compares each with the

proposed framework results. The four models trained to classify music genres in

different ways. Two models were trained with supervised learning, and the other

two models were pre-trained with unsupervised learning and then fine-tuned to clas-

sify music genres with supervised learning. This paper confirms that the proposed

framework is applicable in various environments through models learned in various

ways.

Keywords: Music Genre Classification, Artist Information, Graph Neural Network,
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