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초    록 

 
병렬성이 높은 대규모 워크로드가 등장함에 따라 수퍼컴퓨터와 같은 

대규모 컴퓨터 시스템에 대한 수요가 급증하고 있다. 전통적으로 시스템 

디자이너들은 주어진 워크로드가 목표 성능에 도달할 수 있는 시스템을 

최소한의 비용으로 구축하기 위해 실제 구축 이전 설계 단계에서 

시스템에 대한 성능을 모델링을 통해 평가한다. 하지만, 적은 시간과 

적은 하드웨어 리소스만으로 성능 모델링을 수행하는 것은 매우 어렵다. 

이를 위한 선행 연구들이 발표되었으나, 이전 연구가 제안하는 방법론은 

큰 모델링 단위로 인해 다양한 하드웨어 이벤트가 동시에 일어나는 

워크로드 및 해당 워크로드를 실행할 수 있는 시스템에 대해 정확한 

모델링을 하는 데에 한계를 가지고 있다. 

본 논문에서는 대규모 컴퓨터 시스템의 성능 평가를 위한 저비용 

미세 단위 성능 모델링 프레임워크를 제안하여 기존 연구의 한계를 

해결한다. 제안하는 프레임워크는 주어진 워크로드를 워크로드 내에서 

호출되는 함수를 최소 모델링 단위로 하여 기존 연구보다 정밀하게 

모델링하는 동시에, 그 모델링 대상이 되는 함수의 범위를 최소한으로 

설정하여 추가로 발생하는 모델링 오버헤드를 최소화한다. 원하는 

시스템 및 워크로드 규모 대신, 소규모로 실행하여 추출한 함수 호출 

트레이스들과 그 실행 데이터를 기반으로 대규모 실행 시 트레이스를 

합성하고, 해당 트레이스 내 함수 호출 별 실행 시간을 예측하는 

방식으로 대규모 실행에서의 그 작동 방식을 예측한다. HPC 및 AI 

학습과 같은 실제 대규모 워크로드들을 벤치마크로 하여 실제 대규모 

컴퓨터 시스템 상에서 제안한 프레임워크의 정확도를 검증했다. 

 

주요어 : 시뮬레이션, 성능 평가, 트레이스 합성, 고성능 컴퓨팅 
학   번 : 2021-25869 
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제 1 장 서    론 
 

 

제 1 절 연구의 배경 
 

HPC (고성능 컴퓨팅), AI (인공지능)과 같이 큰 연산 능력과 메모리 

요구량을 요구하는 대규모 워크로드가 많아지고, 그 규모가 점차 

커지면서 이를 실행할 수 있는 수퍼컴퓨터와 같은 대규모 컴퓨터 

시스템에 대한 수요 또한 높아지고 있다. 하지만 이와 같은 대규모 

워크로드와 대규모 컴퓨터 시스템의 규모와 그 복잡도가 점점 커짐에 

따라 특정 워크로드에 대한 목표 성능을 달성할 수 있는 시스템을 

설계하는 것은 점점 어려워지고 있다. 다수의 코어, GPU와 같은 

가속기들, 그리고 이와 같이 이종 장치들로 구성된 노드 여럿이 

네트워크를 통해 연결되어 있다 보니, 전체 시스템을 설계하는 데 

있어서 수많은 요소들과 그 요소들 간 상호작용을 고려해야 한다. 한편, 

잘못된 설계는 목표 성능 달성 실패 혹은 큰 비용으로 이어질 수 있다. 

이에 따라 실제 시스템을 구축하기 전 설계 단계에서 시스템에 대한 

정확한 성능 예측을 하는 것은 필수적인 과정으로 여겨지고 있다 [1]. 

사이클 레벨 시뮬레이션은 이와 같은 시스템 설계 용 성능 예측에 

사용되는 제일 대표적인 방법이다 [2-4]. 사이클 레벨 시뮬레이션은 그 

정확도는 매우 뛰어나지만, 수퍼컴퓨터와 같은 대규모 컴퓨터 시스템에 

대해서 이를 통해 성능 예측을 하는 것은 소요되는 시간으로 인해 

불가능에 가깝다. 사이클 레벨 시뮬레이션은 실제 시스템에서의 실행과 

비교했을 때 소요되는 시간이 몇 백에서 몇 만배 이상으로 소요되고, 그 

소요 시간은 시스템이 커짐에 따라 선형적으로 커진다. 워크로드 샘플링 

[5], FPGA 구현과 [6] 같이 사이클 레벨 시뮬레이션을 가속하려는 

연구가 많이 등장했음에도, 대규모 컴퓨터 시스템을 대상으로 이를 

수행하기에는 그 소요시간이 비현실적이다.  

한편, 사이클 레벨 시뮬레이션과 같이 워크로드를 실제로 

실행하면서 성능 모델링을 수행하는 기능 시뮬레이션 (Functional 
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Simulation) 기법들은 대규모 워크로드에 대한 성능 예측을 하는 데에 

있어 지나치게 큰 하드웨어 리소스를 필요로 한다. 대규모 워크로드들은 

많은 하드웨어 리소스, 특히 큰 호스트 메모리를 필요로 하는데, 그 

필요로 하는 양이 일반적인 서버 노드 한 대의 리소스를 넘어선다. 한편, 

워크로드는 그 규모가 커짐에 따라 실행하는 패턴이나 그 특성이 

바뀌기도 하여, 단순히 워크로드의 규모를 작게 하여 이를 실행시켜 

성능을 예측하는 것은 성능 모델링의 정확도를 낮출 수 있다. 

이에 따라, 많은 연구자들은 적은 시간과 적은 리소스로 정확하게 

대규모 컴퓨터 시스템에 대한 성능을 예측할 수 있는 성능 모델링 

기법들을 연구하고 있다. 워크로드의 실행 시간을 예측하는 머신러닝 

기법 [7], 워크로드 중 성능 예측을 하는 데에 있어서 실행할 필요가 

없는 부분을 간소화시키는 방법 [8], 워크로드 내 프로세스 간 데이터를 

송수신하는 트레이스를 예측하는 머신러닝 기법이 [9] 그 예시이다. 

이와 같은 방법들은 매우 적은 시간과 적은 리소스만으로도 성능 

모델링을 수행할 수 있다. 하지만, 그 예측을 하는 데에 있어서 

모델링을 수행하는 단위가 지나치게 큰 탓에 그 정확도가 높지 않은 

것이 현실이다. 실제로 대규모 워크로드에서는 단순히 데이터를 

송수신하는 과정뿐만 아니라 연산을 수행하는 데 있어서도 장치 간 

데이터 복사, 이종 연산 장치의 동시 연산 수행 등 다양한 과정들이 

복합적으로 동시에 일어나는데, 기존 연구의 기법들은 이에 대해서 

상세히 모델링하지 않아 높은 정확도를 달성하지 못하고 있다.  

 

제 2 절 연구의 내용 
 

본 논문에서는 적은 시간과 적은 리소스로 대규모 컴퓨터 시스템 내 

장치 간 복합적인 관계를 모델링하며 정확히 성능을 예측할 수 있는 

성능 모델링 프레임워크를 제안하였다. 이를 고안하기 위해 HPC, AI 

학습과 같은 대규모 워크로드들을 분석하고 해당 워크로드들에서 

발견되는 공통된 특징을 도출했다. 이와 같은 특징들은 대규모 
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워크로드의 실행 상 특징을 작은 시스템 상에서도 파악하는 데에 사용할 

수 있으며, 더 나아가 성능 모델링을 하는 데에 있어서 프로파일링 및 

모델링 오버헤드를 최소화할 수 있는 특징들이다. 이와 같은 특징들을 

이용하여 소프트웨어 기반의 저비용 성능 모델링 프레임워크를 제안 및 

구현하였다. 제안한 프레임워크는 주어진 워크로드를 실행 시 호출되는 

함수들을 최소 단위로 취급하여 프로파일링 하고, 워크로드 상 함수 

호출 트레이스와 각 함수 호출 별 실행 시간이 시스템의 규모 및 

워크로드의 작업량이 달라짐에 따라 어떻게 달라지는지 그 패턴을 

모델링하는 방식으로 워크로드 및 시스템의 특징을 모델링한다. 그렇게 

구축한 성능 모델을 이용하여 주어진 워크로드를 원하는 시스템의 규모 

및 워크로드의 작업량에 대해 함수 호출 트레이스를 생성하고 해당 

트레이스 상 각 함수 호출의 실행 시간을 예측하면서 트레이스 기반 

시뮬레이션을 수행함으로써 원하는 설정 상의 최종 실행 시간을 구한다. 

이와 같은 방법은 함수 단위로 모델링을 수행하면서 대규모 컴퓨터 

시스템 상 복잡한 관계를 더 세밀하게 모델링할 수 있을 뿐만 아니라, 

적은 시간 및 리소스로 모델링을 수행할 수 있다. 

제안한 프레임워크의 성능 예측 정확도를 검증하기 위해 

소프트웨어로 프레임워크를 구현하고 실제 시스템 및 워크로드에 대한 

성능 예측을 수행했다. 단일 노드 내 연산 장치 및 메모리를 매우 크게 

한 시스템과 중형 노드의 개수를 매우 늘린 시스템 두 가지와 HPC, 

그리고 AI 학습 워크로드 여섯 가지에 대해 실제 실행 시간을 측정하고, 

제안한 프레임워크로도 실행 시간을 예측하여 그 둘을 비교하였다. 실험 

결과, 제안한 프레임워크의 성능 예측 결과가 평균 오차율 9.15%, 최대 

오차율 19.35%을 달성함을 확인할 수 있었다. 즉, 이 결과는 제안한 

성능 모델링 프레임워크가 대규모 컴퓨터 시스템 및 워크로드의 성능을 

정확히 예측할 수 있는 방법론임을 보여준다. 
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제 2 장 대규모 컴퓨터 시스템 성능 모델링 
 

 

제 1 절 대규모 컴퓨터 시스템 설계  
 

워크로드의 연산량 및 데이터 접근량이 커지고 그 구조가 

복잡해짐에 따라, 컴퓨팅 시스템이 더욱 커지고 복잡해지고 있다. 

전통적인 워크로드들이 CPU와 메모리만으로 구성된 단일 노드 위에서 

실행되었다면, 최신 워크로드들은 여러 노드로 구성된 클러스터 위에서 

실행됨은 물론이며, 단일 노드 내에도 GPU 등의 가속기를 탑재하여 

이를 실행에 사용하기도 한다. 더 나아가, 클러스터 내 노드 간 연결 

또한 이더넷 (Ethernet)뿐만 아니라 Infiniband 등 다양한 네트워크 

프로토콜을 사용하기도 한다.  

LINPACK 벤치마크 [10] 의 포터블 구현인 HPL [11] 의 성능을 

기준으로 전세계의 고성능 컴퓨팅 시스템들 500대의 순위를 나열하는 

프로젝트인 Top500을 보면 그 규모와 구조 측면에서의 다양성의 

심화를 확인해볼 수 있다 [12]. 실제로 지난 30 여년간의 Top500에 

등재된 시스템의 성능을 보면 1997년도까지는 Gflops 수준이었다가, 

2008년까지는 Tflops,  최근에는 Pflops 수준까지 발전한 양상을 

보인다. 이는 CPU의 코어 수와 노드 수가 점점 증가한 것이 기여한 

것이다. 또한, 단순히 CPU만 쓰는 시스템을 넘어서 GPU와 같은 

가속기를 사용하는 시스템도 매우 많아졌다. 가속기의 등장에 따라 CPU 

간 밴드위스 (Bandwidth) 뿐만 아니라 CPU와 가속기 간 밴드위스, 더 

나아가서는 가속기와 메모리 (HBM 등) 간 밴드위스까지도 디자인 

파라미터가 되고 있다. 노드 간 연결하는 네트워크 인터커넥트 또한 

Infiniband의 다양한 세대 및 고대역 이더넷으로 다양해지고 같은 

인터커넥트를 사용함에도 그 연결 토폴로지 또한 매우 다양해지고 있다.  

한편 워크로드들의 규모가 커지면서 이와 같은 대규모 컴퓨터 

시스템의 수요가 높아지고 있다. 그리고 이에 따라 대규모 컴퓨터 

시스템의 성능을 예측할 수 있는 성능 모델에 대한 요구가 커지고 있다. 
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이와 같은 성능 모델은 시스템 설계 이전에 해당 시스템에 대한 성능을 

미리 예측할 수 있게 해주어 보다 비용 효율적인 (Cost-efficient) 

설계를 가능하게 한다.  성능 모델은 더 작은 스케일의 

마이크로아키텍처 (Microarchitecture) 설계에서도 요구되지만 [13, 14], 

앞서 다룬 바와 같이, 대규모 컴퓨터 시스템을 구성하는 방법이 

이전보다 복잡해지고, 설계에 드는 비용이 더욱 커짐에 따라 대규모 

컴퓨터 시스템에서의 성능 모델에 대한 수요가 특히 높아지고 있다. 

성능 모델을 통해서 해당 설계가 주어진 목표 성능을 달성할 수 

있는지를 사전에 확인함으로써 잘못된 설계를 통한 비용 낭비를 

최소화하기 위함이다. 

대규모 컴퓨터 시스템은 앞서 다룬 바와 같이 이를 구성하는 방법이 

굉장히 다양하고 복잡함에 따라 성능 모델이 반영할 수 있는 디자인의 

범위에 제한이 있다. 시스템 내 모든 요소의 디자인에 대한 성능 

모델링을 가능하게 한다면 CPU 및 GPU 마이크로아키텍처부터 메모리 

종류 및 대역폭 등 반영시켜야 할 디자인 요소가 지나치게 많아 

현실적으로 어렵다고 볼 수 있다. 본 연구에서는 모델링의 대상이 되는 

디자인 요소를 GPU와 같은 가속기가 존재하는 시스템에 대해 CPU 및 

가속기의 개수, 그리고 전체 시스템의 노드의 개수로 제한한다. 

 

제 2 절 사이클 레벨 시뮬레이션 
 

대규모 컴퓨터 시스템의 성능 모델링에 관련된 이전 연구들은 

사이클 수준에서 정확도를 보이는 사이클 레벨 시뮬레이션과 그렇지 

않은 시뮬레이션 방법론으로 나누어볼 수 있다. 사이클 레벨 

시뮬레이션은 실제 프로그램 실행 시 달라지는 스테이트 (State) 의 

변화를 마이크로아키텍처 수준에서 에뮬레이트 (Emulate) 한 

시뮬레이션을 가리킨다 [2-4]. 성능 모델링의 대상이 되는 디자인 요소 

범위와 무관하게 CPU, 가속기 등의 마이크로아키텍처가 매 사이클마다 

어떻게 작동하는지를 시뮬레이션 소프트웨어에서 반영하여 실제 걸리는 
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사이클을 예측하는 것이다. 이러한 수준으로 처리하다보니 시뮬레이션 

시 실행시킬 워크로드의 명령어 레벨에서의 접근이 필요하다. 결국 

마이크로아키텍처 성능 모델링을 위한 Gem5 [13], Sniper [14]와 같은 

시뮬레이터가 대규모 컴퓨터 시스템으로 확장된 꼴이라고 볼 수 있다. 

대표적인 연구에는 dist-gem5 [2] 와 FireSim [6] 이 있다. dist-

gem5는 마이크로아키텍처 사이클 레벨 시뮬레이터인 gem5에 네트워크 

성능 모델을 결합시켜 멀티 노드 환경에 대한 사이클 레벨 시뮬레이션을 

가능하게 한 모델이다. dist-gem5은 멀티프로세스로 구현된 

워크로드인데, 구성하는 프로세스들을 나누어 보면 크게 멀티코어 서버 

노드를 사이클 레벨로 시뮬레이션 하는 gem5 프로세스들과 노드 간 

네트워크를 시뮬레이션 하는 프로세스로 나뉜다. 네트워크 시뮬레이션 

프로세스는 노드 간 패킷 (Packet) 포워딩 모델과 네트워크 스위치 성능 

모델처럼 실제 네트워크 환경의 성능을 모델링하는 기능들과 각기 다른 

속도로 시뮬레이션이 됨에 따라 진행 사이클 수가 상이한 서버 노드들 

간 동기화 (Synchronization) 을 수행하는 시뮬레이션 최적화 상의 

기능들로 다시 나뉜다. 마이크로아키텍처의 사이클 레벨 시뮬레이션 

특성 상, 시뮬레이션의 대상이 되는 각 노드에서 실행하는 명령어 

트레이스에 따라 시뮬레이션이 진행된 사이클 수가 상이해질 수 있는데, 

이를 일정한 간격을 두고 동기화를 시키는 것이다.  

dist-gem5는 잘 검증된 마이크로아키텍처 시뮬레이터인 gem5을 

사용하는 방법으로 그 정확도는 높지만 시뮬레이션 시간이 굉장히 오래 

걸린다는 단점이 있다. 이는 사이클 레벨로 마이크로아키텍처를 

에뮬레이트하는 과정에서 발생하는 필연적인 오버헤드이다. FireSim은 

마이크로아키텍처 사이클 레벨 시뮬레이션을 FPGA로 구현함으로써 

이러한 오버헤드를 개선한 FPGA 기반 멀티 노드 성능 시뮬레이션 

방법이다. FireSim은 CPU와 DRAM 모델을 FPGA 상에서 구현하고 

이와 같은 FPGA를 시뮬레이션을 수행하는 노드에 8개 탑재하고 ToR 

(Top of Rack) 스위치를 해당 노드의 CPU가 수행하게 함으로써 시간이 

많이 소모되는 마이크로아키텍처 모델링을 하드웨어로 오프로딩하여 
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속도를 개선한다. 이는 AWS의 F1과 같은 FPGA가 탑재된 클라우드 

인스턴스 위에서도 정상적으로 작동하고 기존 소프트웨어 기반 

마이크로아키텍처 시뮬레이션에 비해 시뮬레이션 속도가 우수하여 

학계뿐만 아니라 산업계에서도 활발히 사용되고 있다. 

사이클 레벨 시뮬레이션은 이와 같은 성능 예측에 있어서 최고의 

정확도 및 정밀도를 달성할 수 있다. DVFS나 물리적인 영향에 의한 

성능 변동이나 운영체제 및 하이퍼바이저 등 시스템 소프트웨어 

레벨에서 발생하는 성능 변동을 제외하고는 성능의 영향을 주는 모든 

요소들에 대해 모델링했기 때문에 매우 정확히 성능을 예측할 수 있다. 

또한, 모든 요소들을 모델링하고 있기에 실제 성능 저하를 일으키는 

병목 요소를 정확히 탐지할 수 있다. 더 나아가, 본 논문의 범위는 성능 

평가, 즉 타이밍 시뮬레이션 (Timing simulation) 이긴 하지만, 사이클 

레벨 시뮬레이션을 수행할 경우 큰 오버헤드 없이 이를 기능 시뮬레이션 

(Functional simulation) 으로 확장시킬 수도 있다. 

하지만, 시뮬레이션 시간이 너무 오래 걸린다는 단점이 있다. 

실제로 대규모 컴퓨터 시스템이 아닌 단일 코어 수준에서 사이클 레벨 

시뮬레이션을 한다고 하더라도 그 시간이 너무 오래 걸려 이를 단축할 

수 있는 수많은 연구들이 존재한다. 이와 같은 시간 오버헤드는 대규모 

컴퓨터 시스템에서는 그 시스템의 규모로 인해 기하급수적으로 커진다. 

특히 대규모 컴퓨터 시스템의 경우 단순히 코어 수만 많아지는 것이 

아니라 다수의 코어로 구성된 CPU가 한 노드에 2개 이상 탑재되기도 

하고, 그렇게 다수의 CPU가 탑재된 노드의 수 또한 많은데다가 GPU와 

같은 별도의 가속기가 여러 개 탑재되곤 한다. 이에 따라 단순히 시간이 

오래걸리는 수준에서 그 오버헤드가 발생하는 것이 아니라 이를 

시뮬레이션하는 데에도 대규모 컴퓨터 시스템이 필요하기도 하다. 

FireSim과 같이 FPGA를 사용할 수 있지만, 이 역시 FPGA가 대량으로 

필요하여 일반적인 노드에서 실행하는 데에는 한계가 있다.  

사이클 레벨 시뮬레이션은 그 정확도 및 정밀도에도 불구하고 시간 

및 하드웨어 오버헤드로 인하여 대규모 컴퓨터 시스템 성능 모델링에 
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활발히 사용되지는 않는다. 대신에 엔지니어들은 노드 한 개와 같은 

적은 하드웨어와 적은 시간을 필요로 하는 성능 모델링 방법론에 

주목했다. 특히 대규모 컴퓨터 시스템 상에서 실행하고자 하는 

워크로드들은 HPC, AI 훈련과 같이 많은 리소스를 필요하는 

워크로드들로 하드웨어에 대한 요구 사항이 더 큰 편이다. 메모리 

사용량을 예로 들자면 최근 HPC, AI 벤치마크들의 단일 노드 상 메모리 

사용량은 적게는 약 1GB에서 많게는 약 11GB에 달한다 [15]. 이는 

단일 노드에서 필요로 하는 메모리 용량이고, 실제 시스템은 여러 

노드로 구성되어 있다는 것을 감안했을 때 전체 메모리 사용량은 

수백에서 수천 GB에 달할 수 있으며 이를 모두 에뮬레이트하며 성능 

모델링을 위해 시뮬레이션하는 것은 불가능하다. 따라서, 소프트웨어로 

실제 실행 시 발생하는 모든 현상들을 에뮬레이트하는 대신, 

부분적으로만 에뮬레이트하거나 작은 워크로드를 실행하고 이를 

기반으로 워크로드의 규모를 키웠을 때의 성능을 예측하는 저비용 성능 

모델링에 주목하고 있다. 본 논문에서는 대규모 컴퓨터 시스템의 성능 

모델링을 할 때, 사이클 레벨 시뮬레이션이 아닌 앞서 설명한 저비용 

성능 모델링 방법론에 초점을 둔다. 이에 대한 기존 연구는 크게 (1) 

스켈레톤 기반 모델링 엔드-투-엔드 (End-to-end) 머신러닝 (Machine 

Learning) 기반 모델링, (2), 그리고 (3) 통신 트레이스 기반 모델링으로 

분류할 수 있다. 

 

제 3 절 스켈레톤 기반 모델링 
 

스켈레톤 기반 모델링 혹은 스켈레토나이제이션 (Skeletonization) 은 

대규모 워크로드를 PC와 같은 소규모 시스템에서 실행가능하도록 

만드는 방법이다 [8]. 대규모 워크로드를 실행하기 위해서는 대규모 

컴퓨터 시스템이 필요한데, 이러한 근본적인 한계를 극복하기 위해, 

대규모 워크로드 상에서 대규모 컴퓨터 시스템을 필요로 하는 연산 중 

워크로드의 특성에 영향을 주지 않는 부분을 제거하는 것이 핵심이다.  
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그림 1 스켈레톤 기반 모델링 

그림 2와 같이 대규모 워크로드는 (1) 데이터를 수신하는 부분, (2) 

수신받은 데이터를 바탕으로 연산을 수행하는 부분, 그리고 (3) 연산 

결과에 해당하는 데이터를 송신하는 부분으로 구성되곤 한다. 연산을 

수행하는 부분은 해당 노드의 메모리, CPU 등 노드 내 하드웨어의 

성능에 의존하는 반면, 데이터를 송수신하는 부분은 전체 시스템의 

구성에 의존한다. 또한, 연산을 수행하는 부분들은 시스템 내 노드 별 

성능이 같다면 해당 부분에 대한 성능을 정확도 측면에서 같다고 간주할 

수 있는 반면 데이터를 송수신하는 부분의 성능은 노드 간 상호작용에 

의해 결정되기 때문에 단일 노드에서 측정한 성능과 같다고 간주하기 

어렵다. 한편 연산을 수행하는 부분은 실제로 엄청난 크기의 메모리 및 

연산 코어를 요구하는 부분으로 앞서 다룬 사이클 레벨 시뮬레이션의 

주된 오버헤드로 작용하는 부분이다. 연산에 해당하는 부분이 

시뮬레이션 시 큰 오버헤드로 작용하는데 해당 부분에 대한 성능 

측정치를 단일 노드 상에서의 측정치로도 간주할 수 있다는 사실에 

초점을 두고 스켈레톤 기반 모델링은 해당 부분들을 무시하는 방식으로 

시뮬레이션을 수행한다.  

이와 같은 스켈레톤 기반 모델링을 위해서는 엔지니어가 사전에 

워크로드를 분석하여 불필요한 연산 부분을 찾아야 한다. 소스 코드 

레벨에서 실제로 과도한 연산이 발생하는 부분을 탐지하고 이 부분에 

/* Receive a data to process */
status = recv_data(from, data)

/* Memory allocation */
res = malloc(res_size)

/* Perform computation */
gemm(data, res)

/* Send the res to another node*/
status = send_data(to, res)

1

2

3

Simulation

Analytical model

Simulation
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대한 연산을 수행한 것과 같은 효과만 내고 실제 연산은 거의 수행되지 

않도록 소스 코드를 수정해야 한다. 이렇게 수정된 소스 코드를 다시 

컴파일하여 이를 실행하거나 시뮬레이션하는 방식으로 연산 부분과 같은 

간소화 과정을 거치지 않은 데이터 송수신 부에 대한 성능 측정을 

수행하는 것이다. 이때, 간소화된 연산 부분에 대해서는 전체 성능을 

결정할 때, 별도로 프로파일된 값 혹은 해당 연산 부분에 대한 성능 

모델을 별도로 활용하여 그림 2와 같이 반영해 주어야 한다. 

스켈레톤 기반 모델링은 대규모 워크로드의 특징을 잘 활용하는 

모델링 방법론이지만 이를 적용하기 위한 오버헤드가 너무 크다는 

단점이 있다. 우선 스켈레톤 기반 모델링은 프로파일의 대상이 되는 

워크로드의 소스코드를 직접 수정해야 한다. 이는 두 가지 오버헤드를 

요구한다. 하나는 워크로드의 소스코드에 대한 접근이 가능해야 하다는 

것이다. 워크로드를 단순히 성능 프로파일 수준으로만 파악하는 것이 

아니라 실제 소스코드 수준에서 어떤 부분이 간소화가 가능한지 확인을 

하고 더 나아가서는 수정을 해야하기 때문에 소스코드에 대한 직접 

접근이 필요하다. 하지만 많은 소프트웨어는 전체 혹은 부분이 이미 

컴파일이 된 실행 가능 파일 혹은 컨테이너 등의 형태로 제공되는 

경우가 많기 때문에 이러한 오버헤드는 스켈레톤 기반 모델링을 적용할 

수 있는 워크로드의 범위에 한계가 있다. 설령 소스코드에 대한 접근이 

가능하다고 하더라도 이를 직접 수정하는 것은 시간 및 역량 상 

오버헤드를 수반하게 된다. 많은 소스코드들이 수많은 파일들로 

복잡하게 구성되어 있기 때문에 이러한 소스코드를 직접 분석하면서 

간소화가 가능한 부분을 파악하고, 더 나아가 실행 가능하도록 

간소화하여 수정하는 것은 많은 노동을 필요로 하게 된다. 소스코드에 

대한 정적 분석 [19] 을 이용하여 이러한 노동을 줄일 수 있지만, 

소스코드 내에는 포인터 등 복잡한 참조 구조로 구성되어 있고 더 

나아가 런타임에 동적으로 결정되는 변수가 많아 정적 분석에 모든 것을 

의존할 수는 없다 
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제 4 절 엔드-투-엔드 머신러닝 기반 모델링 
 

 

엔드-투-엔드 머신러닝 기반 모델링은 워크로드 및 시스템에 대한 

파라미터만을 입력으로 주고, 해당 시스템 위에서의 워크로드의 실행 

시간을 머신러닝을 기반으로 예측하는 모델링 방법론이다 [7]. 이는 

성능 데이터를 이용함으로써 굉장히 큰 시뮬레이션 시간을 필요로 하는 

사이클-레벨 시뮬레이션을 대체할 수 있는 방법 중 하나로 각광받고 

있다. 엔드-투-엔드 머신러닝 기반 모델링은 우선 접근 가능한 시스템 

혹은 사이클-레벨 시뮬레이션을 이용하여 워크로드 실행에 따른 다양한 

통계치를 프로파일해야 한다. 프로파일의 대상이 되는 통계치는 

모델링의 세부 방법론에 따라 달라진다. 기본적으로는 모델링의 출력이 

되는 IPC, 사이클 수, 월 타임 (Wall time) 와 같은 실행 시간과 관련된 

통계치를 프로파일링해야 한다. 그 다음으로는 머신러닝 모델의 

입력으로 사용할 수 있는 마이크로아키텍처 관련 통계치 (캐시 미스 수 

등) 혹은 관련 없는 통계치 (명령어 구성 비중 등) 을 프로파일링해야 

한다. 입력으로 사용되는 통계치의 경우 프로파일링하지 않고, 시스템의 

구성을 나타내는 파라미터 (노드 수, 코어 수, GPU 수 등) 혹은 

워크로드에 대한 파라미터 (워크로드의 입력으로 사용되는 데이터의 

크기, 해결하는 문제의 크기 등) 만을 사용할 수도 있다. 이렇게 

입출력으로 사용할 수 있는 데이터가 마련된 이후에는 적절한 머신러닝 

알고리즘을 사용하여 성능 모델을 학습시킨다. 이때, 선형회귀, SVM 

(Support Vector Machine), 랜덤 포레스트 (Random Forest) 혹은 

딥러닝 기법들이 사용되곤 한다.  

엔드-투-엔드 머신러닝 기반 모델링은 그 방법론이 매우 간단하고 

한 번 성능 모델을 머신러닝으로 학습시켜둔 뒤에는 이를 

재활용하기에도 용이하고, 실제 성능 예측 시간이 굉장히 적게 

발생한다는 장점을 가지고 있다. 하지만, 본 모델링 방법은 모델링의 

대상이 되는 컴퓨팅 시스템을 시스템 내 요소들 간의 관계에 대해 전혀 
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고려하지 않고 시스템을 단일 개체로 바라보게 된다. 다시 말해, 여러 

하드웨어 요소들 상에서 발생하는 워크로드의 이벤트들이 여럿 

존재함에도 불구하고, 이를 하나로 보는 것이다. 이로 인해, 성능 하락이 

발생하는 이벤트와 그 이벤트가 실행되는 하드웨어 요소를 짚어낼 수 

없게 된다. 성능 모델링의 큰 목적 중 하나가 병목 지점을 탐지하여 

이를 중심적으로 성능을 개선하는 데에 있다는 것을 고려했을 때, 엔드-

투-엔드 머신러닝 기반 모델링은 성능 모델링의 목적 중 큰 부분을 

포기하게 되는 셈이다. 

 

 

제 5 절 통신 트레이스 기반 모델링 
 

스켈레톤 통신 트레이스 기반 모델링은 소스코드에 대한 접근 없이 

워크로드 실행에서 통신 트레이스를 프로파일하고 이를 바탕으로 더 큰 

규모의 워크로드에 대한 통신 트레이스를 예측하는 방법론이다. 해당 

방법론은 그림 1와 같이 대규모 워크로드는 연산을 수행하는 부분과 

데이터를 송수신받는 통신 부분으로 나뉠 수 있다는 점을 이용한다. 즉, 

스켈레톤 기반 모델링이 사용한 인사이트처럼 통신 부분은 반드시 

정밀한 시뮬레이션을 필요로 하는 반면, 연산 부분은 보다 단순히 

처리할 수 있다는 전제 하에 통신 부분에 집중하여 모델링을 수행한다. 

통신 트레이스 기반 모델링은 우선 워크로드를 접근 가능한 시스템 

내에서 여러 규모로 실행하며 프로파일한다. 이때, 접근 가능한 

시스템이라 함은 성능 모델링을 하는 데 시스템 디자이너가 사용할 수 

있는 상대적으로 작은 규모의 시스템을 말한다. 프로파일의 대상이 되는 

것은 데이터 송수신을 하는 MPI (Message Passing Interface) [20] 

함수들이다. MPI는 다수의 프로세스로 구성된 대규모 워크로드에서 

프로세스 간 데이터를 송수신하는데 사실상 표준으로 사용되는 

인터페이스이다. MPI에는 통신을 초기화 및 설정하기 위한 설정 용 

함수들과 송수신을 실제로 수행하는 함수들로 구성되어 있는데, 
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송수신을 수행하는 함수들은 대체로 데이터를 송수신하는 대상, 

데이터의 자료형 (정수, 소수, 문자 등), 데이터의 크기 그리고 데이터가 

저장된 혹은 데이터를 저장할 메모리 상 주소를 매개변수로 받는 형태를 

띈다. 통신 트레이스 기반 모델링을 위해 프로파일을 할 때는 이와 같은 

MPI 함수들이 워크로드 실행 중 호출될 때 마다 호출한 프로세스가 

누구인지, 그리고 호출 시 사용된 매개변수들을 함께 프로파일한다.  

이렇게 프로파일한 MPI 함수들을 토대로 해당 워크로드의 통신 

트레이스를 모델링하는 것이 통신 트레이스 기반 모델링의 그 다음 

단계이다. 통신 트레이스를 모델링하는 것의 목적은 해당 워크로드에 

대한 소스코드 수준의 분석 없이도, 워크로드의 규모, 즉 프로세스 수를 

늘리거나 워크로드의 입력을 더 키웠을 때, 워크로드 내 데이터 

송수신이 어떻게 발생할지를 트레이스 수준으로 아는 것이다. 즉, 

직접적인 소스코드의 분석이나 워크로드의 실행 없이도 실제 워크로드 

실행 시 발생할 MPI 함수의 트레이스를 그 매개변수와 함께 아는 것이 

주 목적이다. 이를 위해서 통신 트레이스 기반 모델링 방법을 채택한 

연구들은 머신러닝 등의 기법을 활용하여 이를 위한 모델을 구현한다.  

이와 같은 통신 트레이스에 대한 모델을 구현한 뒤에는 원하는 

시스템 및 워크로드 규모에 대한 MPI 트레이스를 생성할 수 있다. 예를 

들어서 프로세스 수 및 워크로드의 규모를 입력으로 주면 이 경우에 

생성되는 MPI 트레이스를 워크로드 실행 없이도 확보할 수 있는 것이다. 

이렇게 MPI 트레이스를 확보한 뒤에는 네트워크 시뮬레이터 [21] 와 

연산에 대한 실행 시간 모델을 이용하여 전체 실행 시간을 구할 수 있다. 

네트워크 시뮬레이터는 MPI 트레이스와 네트워크 대역폭, 토폴로지 

등을 입력으로 받아 해당 트레이스에 대한 실행 시간을 구하는 역할을 

수행한다. 연산 또한 전체 실행 시간에 반영이 되기 때문에 사전에 MPI 

함수 사이에 발생하는 명령어 수 등을 프로파일하여 이를 바탕으로 

모델을 구현하고 주어진 환경에서 MPI 함수 사이에 발생하는 명령어 

수를 예측하는 방식으로 이를 전체 실행 시간에 반영한다.  
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제 6 절 문제 정의 
 

본 연구는 앞선 연구들과 같이 MPI 기반 워크로드에 대한 대규모 

성능 평가를 제한된 하드웨어 상에서 수행하는 방법론을 제시하는 것을 

목표로 한다. 구체적으로는 두 가지 파라미터를 입력으로 받아 원하는 

워크로드의 원하는 시스템 상 실행 시간을 예측하는 문제를 푸는 것이다. 

이때, 입력으로 사용되는 파라미터는 워크로드 입력과 프로세스 수에 

해당하는 Nw와 Np이다. Nw의 경우 워크로드를 수행하는 데에 있어서 

처리해야 하는 그 작업량의 규모를 결정하는 파라미터이다. Np는 시스템 

내 탑재된 CPU 코어 수, GPU 수, 메모리 크기 등 시스템 규모에 그 

상한이 결정되는 수치로 결국 시스템의 규모를 나타내는 역할을 한다. 

이와 같이 Nw와 Np를 입력으로 받아 워크로드의 실행 시간을 예측하는 

문제를 푸는 데에 있어서 제한 조건은 사용 가능한 하드웨어이다. 앞서 

스켈레톤 기반 모델링에 대한 설명에서 다룬 것과 같이, 대규모 

워크로드의 트레이스 추출을 위해서는 이를 실행시킬 수 있는 대규모 

컴퓨터 시스템이 필요한데, 이러기 위한 시스템을 갖추지 않고 작은 

규모의 시스템으로 모델링하는 저비용 방법론을 고안하는 것이 목표이다. 

기존 연구는 이러한 목적에는 그 방향성이 일치하지만 큰 한계를 

가지고 있다. 스켈레톤 기반 모델링의 경우 우선 굉장히 많은 사람의 

개입을 필요로 한다. 이는 코드 전체에 대한 분석을 사람이 직접 해야 

하는 방법론으로 앞서 서술한 바와 같이 그 오버헤드가 너무 커서 

실용적이지 못하다. 엔드-투-엔드 머신러닝 기반 모델링과 통신 

트레이스 기반 모델링의 경우 스켈레톤 기반 모델링이 수반하는 큰 

오버헤드를 가지고 있는 것은 아니지만, 그 모델링 단위로 인한 정확도 

측면의 문제가 있다. 대규모 컴퓨터 시스템들은 GPU와 같이 이종 

하드웨어로 구성될 뿐만 아니라 그 하드웨어의 수도 굉장히 많아 하나의 

프로세스 상에서도 다양한 하드웨어 요소 위에서 이벤트가 동시에 

일어나는 경우가 많다. 또한, 그러한 이벤트 간의 종속성이 있어 이러한 

이벤트간 상호작용을 제대로 모델링하지 않으면 정확도가 저하될 수 
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있다. 하지만, 

 

그림 2 엔드-투-엔드 머신러닝 기반 모델링의 한계 

 

기존 두 접근은 이와 같이 다양한 이벤트를 개별적으로 모델링하지 

않는다. 엔드-투-엔드 머신러닝 기반 모델링은 워크로드에 해당하는 

프로그램을 하나의 단위로 보고, 그 내부에 대해서는 블랙박스 (Black 

Box)로 모델링한다. 통신 트레이스 기반 모델링은 데이터 송수신에 

대해서는 MPI 함수를 단위로 모델링하지만, 그 데이터 송수신 사이에 

있는 수많은 연산 이벤트들에 대해서는 모두 하나로 보고 모델링한다. 

이와 같은 큰 모델링 단위는 앞서 설명한 바와 같이 정확도의 저하로 

이어질 수 있다. 

그림 1는 엔드-투-엔드 머신러닝 기반 모델링이 시스템 내 요소 간 

관계를 제대로 학습하지 못해 발생할 수 있는 정확도 상의 문제를 

나타낸다. 그림 1(a)는 연산 (Computation; Comp) 과 메모리 접근  

(Memory access; Mem) 이 병렬적으로 일어나고 있는 워크로드 실행 

상 일부를 나타낸 것이다. 이러한 실행 방식은 HPC, AI 학습을 비롯한 

대규모 워크로드에서 많이 발견되는 방식이다. 예를 들어, GPU와 같은 

가속기가 탑재된 시스템 상에서 GPU가 연산을 하는 도중, 호스트 

메모리에서 GPU의 메모리로 데이터를 복사해오는 상황도 이에 

해당된다 [16]. 혹은 RDMA 등의 원격 메모리 접근 기술을 이용하여 

원격 메모리 상 데이터를 복사해오는 동안 호스트 CPU가 연산하는 

3 LSIM FRAMEWORK

Here, we present LSim for a large-scale performance evaluation.
Following are the definitions of the terms used.

! Nw .Workload scale (input size of a workload).
! Ns . System scale (# of hardware such as CPUs, GPUs).
! Scale-configuration. Nw andNs.
! Trace-scaling pattern. Pattern of how the function call trace

changes depending on the scale-configuration.
! Latency-scaling pattern. Pattern of how the function latency

changes depending on the scale-configuration.

3.1 Overview
LSim consists of two phases: offline phase and online phase. The off-
line phase profiles a workload at small scales, and identifies the
trace- and latency-scaling patterns of a workload. Then, with the
two scaling patterns, the online phase accurately (i) synthesizes a
new trace for the target scale-configuration and (ii) predicts the
latency of each function calls in the synthesized trace.

Offline Phase. The offline phase consists of three steps: function-
granularity profiling, representative trace modeling, and function latency
modeling. First, LSim profiles a workload by collecting traces with
possible combinations of small-scale Nw and Ns. Note that the pro-
filing is done in a function granularity. Second, LSim captures the
trace-scaling pattern within the profiled data and constructs a rep-
resentative trace model. With the trace-scaling pattern, the represen-
tative trace model synthesizes a new trace in the online phase.
Third, LSim captures the latency-scaling pattern and constructs a
function latency model. With the latency-scaling pattern, the function
latency model predicts the execution latency of each function in
the synthesized trace in the online phase.

Online Phase. Here, the representative trace model first synthe-
sizes the trace at the target large-scale Nw and Ns. Then, the func-
tion latency model predicts and prepares the execution latency of
functions in the synthesized trace. Finally, LSim conducts an actual
simulation by using the trace while considering the interactions
between processes (e.g., communication and synchronization).

3.2 Function-Granularity Profiling
In the first step, LSim profiles a workload with small scale-configu-
rations in a function granularity. Specifically, each entry in the pro-
filed data consists of a function name, its execution latency, and
data size for communication functions. The profiled trace will later
be used for (i) capturing the trace-scaling pattern to synthesize a
trace (Section 3.3) and (ii) capturing the latency-scaling pattern to
predict the function latency in the synthesized trace (Section 3.4).

Note that we choose to profile a workload in a function granu-
larity. From the design consideration in Section 2, the modeling
granularity should be at least as small as a function. Moreover, the
function granularity can also alleviate the excessive modeling and
profiling overhead with too small granularities (e.g., basic block,
instruction).

In addition, LSim profiles only a subset of functions that run for
a meaningful amount of time to further reduce the modeling and
profiling overhead. We observe that most functions in a workload
take up only a small fraction of the total execution time. Fig. 2a
shows that for Gromacs-CPU, the top 20 most time-consuming func-
tions account for more than 85% of the total execution time. Based
on the observation, we could successfully narrow down the target
functions for profiling with negligible accuracy loss. We further
verify that the target functions of each workload account for most
of the execution time (Fig. 2b).

3.3 Representative Trace Modeling
In this step, LSim captures the trace-scaling pattern from the pro-
filed data, and constructs the representative trace model to synthe-
size a trace. We target to capture the trace-scaling patterns
commonly found in the multi-programming structures: clustering
pattern and repetitive pattern.

Clustering Pattern. Some processes in a workload share similar
execution behavior, and thus the traces of these processes can be
clustered into a trace group. For instance, Fig. 3a shows a common
MPI programming structure (i.e., master-slave). Since the rank
determines which branch path to be taken, there will be two trace
groups sharing similar traces. If we can predict which trace group
a newly-created process would belong to, we can assign a trace
within the same trace group to the process since the traces within
the same trace group are similar. To capture this pattern, LSim first
clusters the profiled traces into a few trace groups using Myers
algorithm. Then, LSim records the mapping history of the trace
groups (i.e., which process belongs to which trace group) when Ns

scales. For example, the Ns and the mapping history along with Ns

from 2 to 4 are as follows: hh2, (G1; G2Þii ! hh3, (G1; G2; G2Þii !
hh4, (G1; G2; G2; G2Þii

(where ith entry of a tuple indicates the i-th process and Gn is
the n-th trace group). From the history, we can infer that the
newly-created process would belong to G2.

Repetitive Pattern. Fig. 3b shows a common workload structure
that uses a loop to perform a specific operation (i.e., funcC). The
iteration count of this repetitive code region varies according to the
scale-configuration. LSim captures this pattern between the itera-
tion count and (Nw,Ns). To do so, LSim first performs a loop analy-
sis to find loops within the profiled traces. Then, LSim collects

Fig. 1. The problem of coarse-grained performance models. Fig. 2. The total execution time of LSim’s target functions.

Fig. 3. Trace-scaling patterns within the target workloads.
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상황도 이에 해당된다 [17]. 이러한 상황은 두 요소가 존재하지만, 

실제로는 두 요소가 서로 의존성을 가지고 있는데 중첩되어 실행되기 

때문에 실행 시간이 더 긴 요소에 실행 시간이 더 짧은 연산이 가려지곤 

한다. 그림 1(a) 에서는 연산이 메모리 접근보다 길고 다음 요소의 

실행에 두 요소가 의존되어 있어, 메모리 접근의 실행 시간이 전체 실행 

시간에 반영되지 않는 것이다. 

그림 1 (b) 는 BERT를 학습시키는 워크로드 상에서 GPU와 PCIe를 

통해 GPU 메모리 상에 호스트 메모리의 데이터를 복사해오는 그림 

1(a)와 같은 상황에서 각 요소 별 실행 시간을 프로파일한 것이다 [18]. 

노드 상 탑재된 GPU 개수에 따라 각 요소의 실행 시간이 달라지는 

양상을 보면 연산과 메모리 접근이 상이한 것을 확인할 수 있다. 실제로 

GPU가 2개까지만 탑재되어 있을 때 프로파일했을 때는 연산이 메모리 

접근보다 느려지는 경우가 없지만, 연산 실행 시간은 GPU 수가 늘면서 

점차 감소하지만, 메모리 접근은 그와 달리 GPU 수가 늘면서 점차 

증가하여 GPU가 2개보다 많아졌을 때 메모리 접근의 실행 시간이 

연산보다 더욱 길어진 것이 확인된다. 이러한 상황에서 큰 단위로 

모델링을 수행하면 실행 시간 예측에 큰 오차를 발생할 수 있다. 

실제로는 GPU 연산과 메모리 복사가 동시에 일어나 둘 중 더 긴 실행 

시간으로 전체 실행 시간이 결정되는 것인데, 이러한 관계를 전혀 알지 

못하고, 적은 GPU 개수 상에서의 프로파일 결과만 보고 GPU 개수 

증가에 따라 실행 시간이 감소하는 방향으로 예측하게 되는 것이다. 

이와 같이 성능 트렌드에 대해 잘못된 예측을 하게 되면 결과적으로는 

불필요하게 많은 GPU가 탑재된 노드를 설계하게 될 수 있다. 

시스템 설계 디자이너는 이러한 잘못된 성능 예측을 통한 

최적화되지 않은 설계를 미연에 방지하기 위해 워크로드 실행 중 시스템 

내 요소들이 정확히 어떻게 상호 작용하는지 알 수 있어야 한다. 본 

연구에서는 이러한 목표를 달성하기 위해 기존 연구가 가지고 있는 큰 

모델링 단위에서 발생하는 한계를 해결하기 위한 모델링 방법론을 

제안한다. 
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제 3 장 대규모 워크로드 특징 및 설계 목표 
 

 

제 1 절 대규모 워크로드 
 

단일 코어 수준으로도 충분하거나, 서비스 사용자가 많아지는 

경우에만 많은 하드웨어 인프라를 필요로 하는 일반적인 서비스 레벨의 

워크로드와 [22] 달리, 대규모 워크로드는 큰 수의 프로세스를 수반하여 

이를 위한 대규모 컴퓨터 시스템을 필요로 한다. 주로 여러 프로세스를 

생성하고 각 프로세스가 데이터를 주고 받으며 필요한 연산을 각자 

수행하는 형태로 많이 구현되곤 한다. 2.5절에서 다룬 MPI 함수를 

기반으로 그림 2와 같은 꼴로 많이 구현되는 것이다. 이러한 

워크로드들은 공통적으로 높은 병렬성 (Parallelism) 을 가진다. 

일반적인 서비스의 경우 서비스 사용자 수에 따른 병렬성 이외에 

워크로드 자체에서 병렬성을 보이는 경우가 흔치 않은 반면, 대규모 

워크로드들은 데이터 병렬성 (Data Parallelism) 혹은 작업 병렬성 

(Task Parallelism) 을 보여 다수의 프로세스로 데이터 혹은 작업을 

쪼개어 실행하기에 용이하다. 따라서 이와 같은 워크로드들은 멀티코어 

혹은 멀티노드 시스템과 같이 수많은 프로세스를 실행시킬 수 있는 

시스템, 더 나아가 GPU와 같은 병렬 처리가 가능한 가속기를 탑재한 

시스템 위에서 실행되곤 한다.  

HPC 워크로드는 이에 해당하는 대표적인 워크로드 분류이다. 

HPC는 슈퍼컴퓨터 수준의 대규모 컴퓨터 시스템을 요구하는 

워크로드를 가리키며 대체로 계산 과학 (Computational Science) 에 

해당하는 워크로드들이다. 계산 과학 워크로드는 수치 해석 (Numerical 

analysis) 등을 바탕으로 복잡한 과학 혹은 공학적 문제를 대규모 

연산을 통해 해결하는 성격의 워크로드를 가리킨다. 특정 과학 혹은 

공학적 현상에 대한 재구성 및 예측, 어떤 문제에 대한 최적화를 하는 

과정이 이에 해당한다. 이와 같은 과정들은 주로 수치 해석, 테일러 
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급수 (Talyor Series) , 몬테 카를로 시뮬레이션 (Monte Carlo 

Simulation), 뉴턴 방법 (Newton’s Method) 와 같이 굉장히 반복적인 

연산을 대량으로 요구하는 알고리즘을 사용하곤 한다.  

Top500을 결정하는 데에 사용되는 벤치마크인 HPL은 대표적인 

HPC 워크로드이다. HPL은 Ax=b와 같은 n×n 선형 시스템의 해를 찾는 

벤치마크로, 큰 n에 대한 문제를 빨리 측정하는 것이 중요한 

벤치마크이다. HPL은 n×n 행렬인 A를 2D 그리드 (Grid) 로 쪼개어 각 

프로세스들에 분배하고 각 프로세스 별로 LU 분해 (LU factorization) 

을 수행하고 그 결과를 종합하는 것을 반복하는 방식으로 해를 구하도록 

구현되어 있다. 이와 같은 구현은 다수의 프로세스를 이용하여 성능을 

높일 수 있는 확장성 있는 구현이다. 이처럼 HPC 워크로드들은 HPL과 

같이 워크로드가 처리해야 하는 전체 데이터 혹은 전체 작업을 잘게 

쪼개어 각각의 프로세스에 분배함으로써 그 실행 시간을 줄이도록 

설계되어 있다. 

HPC 워크로드와 더불어 대규모 컴퓨터 시스템에서 실행되는 

대규모 워크로드로 AI 학습이 주목받고 있다. AlexNet [23] 의 등장 

이후 분야를 초월하며 수많은 문제에 딥러닝 (Deep Learning) 이 

적용되고, 점차 그 모델의 크기가 기하급수적으로 커지면서 [24] 딥러닝 

모델을 학습하는 것이 굉장히 큰 데이터와 연산량을 요구하는 

워크로드가 되어 왔다. 실제로 최신 자연어 처리를 위한 딥러닝 모델인 

GPT-3의 경우 [25] , 그 학습이 NVIDIA V100 GPU 1개로 진행된다고 

가정했을 때 무려 355년이 걸린다고 한다. 

이처럼 AI 학습에 대한 수요가 커지는 동시에 그에 대한 연산량이 

점점 커짐에 따라 이를 빠르게 수행할 수 있는 시스템 및 빠르게 

실행하는 방법에 대한 수요 또한 점차 커졌다. 다행히 딥러닝을 

기반으로 한 AI 모델의 학습은 굉장히 높은 병렬성을 가져 HPC 

워크로드와 유사한 방법으로 병렬 처리 하기에 용이한 형태를 띄고 있다. 

이에 따라 최근 AI 모델의 학습은 다수의 GPU가 탑재된 노드들로 

구성된 대규모 클러스터에서 수행되곤 한다 [26].  
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이와 같은 대규모 워크로드들은 점점 그 종류가 다양해지고 그 

수요가 높아지고 있다. 이에 대한 성능 목표도 심화되는 한편, 이를 

위한 대규모 컴퓨터 시스템을 구축하는 데에 비용이 점점 높아지면서 

대규모 워크로드들을 위한 대규모 컴퓨터 시스템의 설계를 최적화하는 

것이 점점 중요해지고 있다. 즉, 주어진 워크로드에서 주어진 성능 

목표를 달성하기 위한 최소한의 시스템이 무엇인지 실제 구현 전인 설계 

단계에서 확인함으로써 설계 비용을 최소화하는 것에 대한 중요성이 

점점 대두되고 있다.  

본 연구에서는 앞서 2장에서 다룬 기존 대규모 컴퓨터 시스템 성능 

모델링 방법론이 가지는 한계점을 대규모 워크로드의 특징을 잘 

분석하고 분석한 결과를 바탕으로 해결하려 한다. 이후 본문에서는 본 

논문에서 발견한 성능 모델링에 사용할 대규모 워크로드의 특징을 다룰 

것이다. 

 

 

제 2 절 프로세스 간 발견되는 유사성 
 

대규모 워크로드는 수많은 프로세스로 구성되는데, 이때 모든 

프로세스들이 동일한 코드를 수행하지는 않는다. 각각의 프로세스가 

어떤 코드를 수행할 지는 워크로드를 구현한 엔지니어의 역량 및 

재량으로 반드시 같은 코드를 수행해야 한다는 보장은 없다. 실제로 

성능 및 효율성 측면에서 보았을 때도 모든 프로세스가 동일한 코드만을 

수행하는 것이 답이 아닐 수도 있다. 마스터-슬레이브 (Master-Slave) 

프로그래밍 모델은 동일한 코드를 수행하는 프로세스들로만 구성되지 

않은 대표적인 워크로드 구현 방식 중 하나이다 [27]. 워크로드의 전체 

실행을 관장하는 마스터 프로세스가 있고, 실제 연산을 수행하는 

슬레이브 프로세스들로 구성되어 마스터 프로세스가 슬레이브 

프로세스들에게 워크로드를 분배해주고 그 실행 진도를 관리하는 식으로 

구현하는 것이다. 마스터-슬레이브 이외에도 대규모 워크로드를 
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구현하는 방식에는 여러가지가 있다 [28]. 앞서 말한 바와 같이 이는 

워크로드를 구현하는 엔지니어의 몫으로, 엔지니어가 특별한 니즈가 

있다면 완전 무작위처럼 보이도록 프로세스 별 실행하는 코드를 할당할 

수도 있는 것이다. 하지만 이는 매우 일반적이지 않은 경우이며, 대체로 

특정한 프로그래밍 모델을 따르며 프로세스 별 실행하는 코드를 

할당하도록 구현되어 있다. 본 연구에서는 이와 같은 워크로드만을 

모델링의 대상으로 삼으며, 이는 실제로 존재하는 워크로드들에 대부분 

해당되는 가정이다. 

실제 워크로드의 프로파일 및 소스코드 분석 결과, 이와 같은 

워크로드들이 프로세스 별 실행 코드를 결정하는 방식이 해당 

프로세스의 랭크 (Rank) 에 의해 결정되는 방식을 따른다는 것을 

확인할 수 있었다. 랭크는 MPI를 통해서 구현한 멀티프로세스 

프로그램에서 각 프로세스들에 명명하는 일종의 ID라고 볼 수 있다. 

모든 프로세스들이 0부터 고유한 랭크를 부여받고, MPI 함수를 통해서 

데이터를 송수신할 때, 데이터를 받는 혹은 받을 프로세스를 이러한 

랭크를 통해 지정할 수 있게 된다. 또한 모든 프로세스들이 각각 

프로세스 자신의 랭크가 무엇인지 알 수 있다. 워크로드를 구현할 때 각 

프로세스 별 실행시킬 코드를 프로세스 별 랭크에 따른 규칙으로 

설정하는 것을 확인할 수 있었다. 대규모 워크로드는 프로세스의 수에 

제한을 두지 않고 어떠한 프로세스의 수에서라도 실행을 하는 것, 즉 

확장성을 확보하는 것이 성능 향상의 핵심이 되므로 프로세스의 수에 

제한을 두지 않아야 한다. 이는 곧, 어떠한 프로세스의 수에서라도 

실행이 가능해야 한다는 것인데, 이러한 조건을 만족하면서 프로세스 별 

실행시킬 코드를 일일이 지정해주는 것은 구현 상 불가능하다. 즉, 

랭크를 기반으로 한 규칙으로 프로세스 별 실행시킬 코드를 할당하는 

것이 합리적인 설계 방식이라는 것이다. 마스터-슬레이브 구조를 예를 

들었을 때, 랭크가 0인 경우에는 마스터 프로세스에 해당하는 코드를 

실행하게 하고, 그 외 랭크의 경우에는 슬레이브 프로세스에 해당하는 

코드를 실행시킬 수 있을 것이다. 
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그림 1 대규모 워크로드 내 발견되는 패턴 

 

그림 3(a)는 이러한 설계 방식을 따르는 예제 코드를 나타낸 것이다. 

첫 줄의 if문을 보면 랭크가 짝수면 funcA() 를 실행하고, 그렇지 않고 

홀수인 경우에는 funcB()를 실행하도록 되어 있다. 랭크 별 실행시킬 

코드를 일일이 지정한 것이 아니라 홀수 혹은 짝수라는 간단한 규칙을 

기반으로 각 프로세스 별 실행시킬 코드를 정해둔 것이다. 이와 같은 

구조는 실제로 크게 두 개의 작업으로 나뉘어 파이프라인 (Pipeline) 이 

가능한 워크로드에서 전체 프로세스를 두 그룹으로 쪼개어 각 그룹 별 

프로세스들이 각각의 작업을 수행하도록 구현할 때 자주 사용되는 

구조이다.  

이와 같은 특징을 이용하면, 워크로드 상 연산과 데이터 송수신 

부분에 대해 보다 체계적으로 모델링할 수 있다. 작은 시스템에서 

대규모 컴퓨터 시스템에서 실행되는 대규모 워크로드의 실행 시간을 

예측하는 것의 제일 큰 어려움은 프로세스 수가 늘어났을 때, 새로운 

프로세스가 어떤 코드를 실행할 지 예측하기 어렵다는 것이다. 하지만 

이와 같이 랭크에 따라 실행시킬 코드가 무엇인지 알 수 있다면, 기존에 

적은 수의 프로세스에서 모델링한 랭크의 프로세스 중 하나의 코드와 

유사한 방식으로 실행시킬 것임을 알 수 있을 것이다. 이와 같은 접근을 

이용한다면 큰 수의 프로세스로 구성된 워크로드의 경우에도 그 실행 

패턴을 보다 체계적으로 모델링할 수 있을 것이다. 

 

3 LSIM FRAMEWORK

Here, we present LSim for a large-scale performance evaluation.
Following are the definitions of the terms used.

! Nw .Workload scale (input size of a workload).
! Ns . System scale (# of hardware such as CPUs, GPUs).
! Scale-configuration. Nw andNs.
! Trace-scaling pattern. Pattern of how the function call trace

changes depending on the scale-configuration.
! Latency-scaling pattern. Pattern of how the function latency

changes depending on the scale-configuration.

3.1 Overview
LSim consists of two phases: offline phase and online phase. The off-
line phase profiles a workload at small scales, and identifies the
trace- and latency-scaling patterns of a workload. Then, with the
two scaling patterns, the online phase accurately (i) synthesizes a
new trace for the target scale-configuration and (ii) predicts the
latency of each function calls in the synthesized trace.

Offline Phase. The offline phase consists of three steps: function-
granularity profiling, representative trace modeling, and function latency
modeling. First, LSim profiles a workload by collecting traces with
possible combinations of small-scale Nw and Ns. Note that the pro-
filing is done in a function granularity. Second, LSim captures the
trace-scaling pattern within the profiled data and constructs a rep-
resentative trace model. With the trace-scaling pattern, the represen-
tative trace model synthesizes a new trace in the online phase.
Third, LSim captures the latency-scaling pattern and constructs a
function latency model. With the latency-scaling pattern, the function
latency model predicts the execution latency of each function in
the synthesized trace in the online phase.

Online Phase. Here, the representative trace model first synthe-
sizes the trace at the target large-scale Nw and Ns. Then, the func-
tion latency model predicts and prepares the execution latency of
functions in the synthesized trace. Finally, LSim conducts an actual
simulation by using the trace while considering the interactions
between processes (e.g., communication and synchronization).

3.2 Function-Granularity Profiling
In the first step, LSim profiles a workload with small scale-configu-
rations in a function granularity. Specifically, each entry in the pro-
filed data consists of a function name, its execution latency, and
data size for communication functions. The profiled trace will later
be used for (i) capturing the trace-scaling pattern to synthesize a
trace (Section 3.3) and (ii) capturing the latency-scaling pattern to
predict the function latency in the synthesized trace (Section 3.4).

Note that we choose to profile a workload in a function granu-
larity. From the design consideration in Section 2, the modeling
granularity should be at least as small as a function. Moreover, the
function granularity can also alleviate the excessive modeling and
profiling overhead with too small granularities (e.g., basic block,
instruction).

In addition, LSim profiles only a subset of functions that run for
a meaningful amount of time to further reduce the modeling and
profiling overhead. We observe that most functions in a workload
take up only a small fraction of the total execution time. Fig. 2a
shows that for Gromacs-CPU, the top 20 most time-consuming func-
tions account for more than 85% of the total execution time. Based
on the observation, we could successfully narrow down the target
functions for profiling with negligible accuracy loss. We further
verify that the target functions of each workload account for most
of the execution time (Fig. 2b).

3.3 Representative Trace Modeling
In this step, LSim captures the trace-scaling pattern from the pro-
filed data, and constructs the representative trace model to synthe-
size a trace. We target to capture the trace-scaling patterns
commonly found in the multi-programming structures: clustering
pattern and repetitive pattern.

Clustering Pattern. Some processes in a workload share similar
execution behavior, and thus the traces of these processes can be
clustered into a trace group. For instance, Fig. 3a shows a common
MPI programming structure (i.e., master-slave). Since the rank
determines which branch path to be taken, there will be two trace
groups sharing similar traces. If we can predict which trace group
a newly-created process would belong to, we can assign a trace
within the same trace group to the process since the traces within
the same trace group are similar. To capture this pattern, LSim first
clusters the profiled traces into a few trace groups using Myers
algorithm. Then, LSim records the mapping history of the trace
groups (i.e., which process belongs to which trace group) when Ns

scales. For example, the Ns and the mapping history along with Ns

from 2 to 4 are as follows: hh2, (G1; G2Þii ! hh3, (G1; G2; G2Þii !
hh4, (G1; G2; G2; G2Þii

(where ith entry of a tuple indicates the i-th process and Gn is
the n-th trace group). From the history, we can infer that the
newly-created process would belong to G2.

Repetitive Pattern. Fig. 3b shows a common workload structure
that uses a loop to perform a specific operation (i.e., funcC). The
iteration count of this repetitive code region varies according to the
scale-configuration. LSim captures this pattern between the itera-
tion count and (Nw,Ns). To do so, LSim first performs a loop analy-
sis to find loops within the profiled traces. Then, LSim collects

Fig. 1. The problem of coarse-grained performance models. Fig. 2. The total execution time of LSim’s target functions.

Fig. 3. Trace-scaling patterns within the target workloads.
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제 3 절 프로세스 내 발견되는 반복성 
 

대규모 워크로드들은 입력으로 사용되는 데이터의 크기나 이를 

실행하는 시스템 환경에 따라서 그 실행 방식이 달라진다. 입력 

데이터의 크기 그리고 환경의 규모에 따라서 병렬성을 활용하는 방법이 

달라져 이에 따라 실행 방식이 달라지는 것인데, 주로 프로세스 수가 

달라지고 각 프로세스가 실행해야 하는 연산량이 달라진다. 본 연구에서 

HPC, AI 학습 워크로드를 다양한 입력, 시스템 환경 하에서 

프로파일해본 결과 이와 같은 연산량의 변화가 프로세스 내 특정 연산 

코드의 반복 횟수로 결정되는 것을 확인했다.  

그림 3(b)는 이와 같은 반복성을 가리키는 예제 코드이다. 코드를 

보면 FuncA()라고 나타나 있는 특정 작업이 루프 (Loop) 구조 안에서 

실행되는 것을 확인할 수 있다. FuncC()는 매개변수를 입력받지 않는 

함수로, 특별한 전역 변수 (Global Variable) 등이 없는 이상, 루프를 

반복함에 따라 그 실행 패턴, 더 나아가 연산량이 바뀌지 않음을 알 수 

있다. 결국 해당 코드의 연산량은 루프의 반복 횟수를 나타내는 N에 

의해 결정되는 것이다. 해당 코드가 단일 프로세스가 실행하는 코드라고 

생각했을 때, N은 결국 전체 워크로드 상 처리해야 하는 데이터 혹은 

작업을 프로세스마다 분배해 놓은 그 양을 나타내는 값임을 알 수 있다. 

즉, 입력으로 사용되는 데이터의 크기에 의해 결정된 전체 워크로드 상 

수행해야 하는 연산량을 시스템 상 지원할 수 있는 프로세스 수에 맞게 

적절히 나눈 값이 되는 것이다.  

이와 같은 양상은 단순히 프로파일 결과에서만 보이는 것이 아니라 

실제 코드를 확인해도 볼 수 있다. 표 1는 HPL 소스코드 [11] 내에서 

반복되는 행렬곱 연산 과정을 나타낸 것이다. 보다시피 루프로 전체 

연산 과정이 구현되어 있으며, 루프를 반복하는 횟수는 N이라는 변수에 

의해 결정됨을 확인할 수 있다. 실제로 이 N은 앞서 서술한 대로 

입력의 크기, 즉 HPL 워크로드가 해결하려고 하는 선형 시스템의 크기, 

그리고 프로세스 수에 결정되는 값이다.  
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110 static void HPL_dgemmNT( M, N, K, ALPHA, A, LDA, B, LDB,     
    BETA, C, LDC ) 
111    const int                  K, LDA, LDB, LDC, M, N; 
112    const double               ALPHA, BETA; 
113    const double               * A, * B; 
114    double                     * C; 
115 #endif 
116 { 
117    register double            t0; 
118    int                        i, iail, ibj, ibjl, icij, j,  
    jal, jcj, l; 
119  
120    for( j = 0, ibj  = 0, jcj  = 0; j < N; j++, ibj += 1, jcj  
    += LDC ) 
121    { 
122       HPL_dscal( M, BETA, C+jcj, 1 ); 
123       for( l = 0, jal = 0, ibjl = ibj; l < K; l++, jal +=.       
    LDA, ibjl += LDB ) 
124       { 
125          t0 = ALPHA * B[ibjl]; 
126          for( i = 0, iail = jal, icij = jcj; i < M; i++, iail   
    += 1, icij += 1 ) 
127          { C[icij] += A[iail] * t0; } 
128       } 
129    } 
130 } 

 

표 1 HPL 소스코드 중 HPL_dgemmNT 함수 구현 

 

이와 같은 특징을 이용하면 워크로드 상 연산 부분에 대해 보다 

체계적으로 모델링할 수 있다. 단순히 명령어 수 등 연산량을 

직접적으로 나타내는 수치들만을 이용하여 모델링하는 것이 아니라, 

반복되는 부분을 정확히 탐지하고, 해당 영역이 워크로드 입력의 크기, 

프로세스 수 등에 따라 어떻게 달라지는지, 즉 반복되는 횟수가 어떻게 

달라지는지 모델링하게 된다면 보다 정확하게 모델링할 수 있을 것이다. 

연산 부분 뿐만 아니라 데이터를 송수신하는 함수들 또한 이처럼 

반복되는 루프 내에 존재하는 경우가 대다수이다. 따라서 반복되는 
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그림 2 일부 함수의 전체 실행 시간 중 차지 비율 

 

부분에 대해 어떻게 그 반복이 달라지는지 모델링할 수 있다면 데이터를 

송수신하는 패턴 또한워크로드의 입력 혹은 프로세스 수가 달라짐에 

따라 어떻게 달라지는지 보다 정확히 모델링할 수 있을 것이다. 

 

제 4 절 함수 별 전체 실행 시간의 불균형 
 

대규모 워크로드들은 소스코드의 규모도 큰 경우가 대부분이다. 

소스코드가 큰 경우, 함수들을 잘 활용하여 구조적으로 구현하는 편이 

효과적이다. 더 나아가, MPI, CUDA [29] , Cblas [30] , MKL [31] 과 

같은 대규모 워크로드 향 라이브러리들을 많이 사용함에 따라 단순한 

연산자로 구성된 코드라인보다도 함수의 호출로 워크로드가 구성된 

경우가 대부분이다.  

실제 워크로드의 프로파일 및 소스코드 분석 결과, 이와 같은 

워크로드들에서 호출하는 함수들은 굉장히 많지만, 그 중 전체 실행 

시간을 차지하는 함수들은 일부분임을 확인했다. 그림 4(a)는 대표적인 

HPC 워크로드 중 하나인 Gromacs의 CPU 실행 버전에 대한 함수 별 

실행 시간을 프로파일하여 누적시킨 결과이다. 프로파일 결과 함수들 중 

전체 실행 시간이 제일 긴 20개의 함수들이 차지하는 시간이 워크로드 

3 LSIM FRAMEWORK

Here, we present LSim for a large-scale performance evaluation.
Following are the definitions of the terms used.

! Nw .Workload scale (input size of a workload).
! Ns . System scale (# of hardware such as CPUs, GPUs).
! Scale-configuration. Nw andNs.
! Trace-scaling pattern. Pattern of how the function call trace

changes depending on the scale-configuration.
! Latency-scaling pattern. Pattern of how the function latency

changes depending on the scale-configuration.

3.1 Overview
LSim consists of two phases: offline phase and online phase. The off-
line phase profiles a workload at small scales, and identifies the
trace- and latency-scaling patterns of a workload. Then, with the
two scaling patterns, the online phase accurately (i) synthesizes a
new trace for the target scale-configuration and (ii) predicts the
latency of each function calls in the synthesized trace.

Offline Phase. The offline phase consists of three steps: function-
granularity profiling, representative trace modeling, and function latency
modeling. First, LSim profiles a workload by collecting traces with
possible combinations of small-scale Nw and Ns. Note that the pro-
filing is done in a function granularity. Second, LSim captures the
trace-scaling pattern within the profiled data and constructs a rep-
resentative trace model. With the trace-scaling pattern, the represen-
tative trace model synthesizes a new trace in the online phase.
Third, LSim captures the latency-scaling pattern and constructs a
function latency model. With the latency-scaling pattern, the function
latency model predicts the execution latency of each function in
the synthesized trace in the online phase.

Online Phase. Here, the representative trace model first synthe-
sizes the trace at the target large-scale Nw and Ns. Then, the func-
tion latency model predicts and prepares the execution latency of
functions in the synthesized trace. Finally, LSim conducts an actual
simulation by using the trace while considering the interactions
between processes (e.g., communication and synchronization).

3.2 Function-Granularity Profiling
In the first step, LSim profiles a workload with small scale-configu-
rations in a function granularity. Specifically, each entry in the pro-
filed data consists of a function name, its execution latency, and
data size for communication functions. The profiled trace will later
be used for (i) capturing the trace-scaling pattern to synthesize a
trace (Section 3.3) and (ii) capturing the latency-scaling pattern to
predict the function latency in the synthesized trace (Section 3.4).

Note that we choose to profile a workload in a function granu-
larity. From the design consideration in Section 2, the modeling
granularity should be at least as small as a function. Moreover, the
function granularity can also alleviate the excessive modeling and
profiling overhead with too small granularities (e.g., basic block,
instruction).

In addition, LSim profiles only a subset of functions that run for
a meaningful amount of time to further reduce the modeling and
profiling overhead. We observe that most functions in a workload
take up only a small fraction of the total execution time. Fig. 2a
shows that for Gromacs-CPU, the top 20 most time-consuming func-
tions account for more than 85% of the total execution time. Based
on the observation, we could successfully narrow down the target
functions for profiling with negligible accuracy loss. We further
verify that the target functions of each workload account for most
of the execution time (Fig. 2b).

3.3 Representative Trace Modeling
In this step, LSim captures the trace-scaling pattern from the pro-
filed data, and constructs the representative trace model to synthe-
size a trace. We target to capture the trace-scaling patterns
commonly found in the multi-programming structures: clustering
pattern and repetitive pattern.

Clustering Pattern. Some processes in a workload share similar
execution behavior, and thus the traces of these processes can be
clustered into a trace group. For instance, Fig. 3a shows a common
MPI programming structure (i.e., master-slave). Since the rank
determines which branch path to be taken, there will be two trace
groups sharing similar traces. If we can predict which trace group
a newly-created process would belong to, we can assign a trace
within the same trace group to the process since the traces within
the same trace group are similar. To capture this pattern, LSim first
clusters the profiled traces into a few trace groups using Myers
algorithm. Then, LSim records the mapping history of the trace
groups (i.e., which process belongs to which trace group) when Ns

scales. For example, the Ns and the mapping history along with Ns

from 2 to 4 are as follows: hh2, (G1; G2Þii ! hh3, (G1; G2; G2Þii !
hh4, (G1; G2; G2; G2Þii

(where ith entry of a tuple indicates the i-th process and Gn is
the n-th trace group). From the history, we can infer that the
newly-created process would belong to G2.

Repetitive Pattern. Fig. 3b shows a common workload structure
that uses a loop to perform a specific operation (i.e., funcC). The
iteration count of this repetitive code region varies according to the
scale-configuration. LSim captures this pattern between the itera-
tion count and (Nw,Ns). To do so, LSim first performs a loop analy-
sis to find loops within the profiled traces. Then, LSim collects

Fig. 1. The problem of coarse-grained performance models. Fig. 2. The total execution time of LSim’s target functions.

Fig. 3. Trace-scaling patterns within the target workloads.
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전체 실행시간의 85% 이상을 차지했다. 또한 이를 추후 평가에서 

사용할 HPC 및 AI 학습 워크로드들에 대해서도 확인해본 결과 그림 

4(b)와 같이 유사한 결과가 확인되었다. 

이와 같은 특징을 활용하면 프로파일링 및 모델링 오버헤드 

(Overhead)를 확연히 줄일 수 있다. 연산을 선행 연구처럼 데이터 

송수신 사이의 연산을 모두 하나의 개체로 취급하여 프로파일링 및 

모델링을 수행하는 것 대신, 그보다 더 미세하게 연산을 구성하는 

단위를 쪼개서 프로파일링 및 모델링을 수행하게 되면 필연적으로 그 

오버헤드가 증가하게 된다. 하지만, 이와 같은 특징을 이용하여 함수를 

프로파일링 및 모델링을 수행하는 최소 단위로 설정하고, 그 중 모든 

함수가 아닌 실행 시간을 크게 차지하는 중요한 함수들만으로 설정하게 

되면 오버헤드를 매우 줄일 수 있을 것이다. 물론 이는 정확도를 대가로 

얻는 이득이지만, 그 오버헤드 대비 정확도의 저하가 매우 적다는 것을 

고려하면 더 나은 선택이 될 수 있다. 

 

제 5 절 설계 목표 
 

본 연구는 2장에서 다룬 선행 연구들이 해결하지 못한 한계점, 연산 

부분에 대한 정밀하지 못한 모델링에 대한 한계를 해결하는 대규모 

컴퓨터 시스템 성능 모델링을 설계하는 것을 목표로 한다. 또한, 그 

모델링 방법론은 사이클 레벨 시뮬레이션과 같이 그 모델링 오버헤드가 

크지 않은 본 연구가 집중하는 저비용 모델링이어야 한다. 즉, 선행 

연구들의 한계를 해결하여 정확도는 향상시키면서 추가적인 오버헤드는 

최소화해야 한다. 

이와 같은 목표를 달성하기 위해, 본 연구에서는 앞서 분석한 

대규모 워크로드의 특징을 이용하여 궁극적으로는 작은 규모의 

시스템만으로 대규모 컴퓨터 시스템의 성능을 모델링한다. 작은 시스템 

상에서 성능 모델링의 대상이 되는 워크로드를 실행하고, 그 실행에서 

해당 워크로드의 특징 및 그 워크로드가 더 큰 프로세스 수로 

실행되었을 때 워크로드의 실행이 어떻게 달라지는지를 모델링하는 
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것이다. 이를 위해 프로세스 내 발견되는 반복성, 프로세스 간 발견되는 

유사성을 이용할 수 있다. 프로세스의 실행을 임의의 명령어에 대한 

배열로 보는 것이 아니라, 반복되는 부분이 있음을 확인하고, 그 반복이 

프로세스 수, 워크로드의 입력에 따라 어떻게 달라지는지 모델링한다면, 

더 큰 규모의 시스템에서 실행되었을 때의 실행 패턴도 예측할 수 있을 

것이다. 또한, 이러한 실행 패턴이 프로세스 간 어떻게 공유되는지 알 

수 있다면 시스템의 규모가 커지면서 프로세스의 수가 늘어났을 때, 

새로운 프로세스의 실행이 어떻게 될지 다른 프로세스를 통해서 알 수 

있을 것이다. 이와 같이 워크로드에서 발견되는 반복성과 유사성을 

이용하면 작은 시스템에서 프로파일링한 데이터를 토대로 대규모 컴퓨터 

시스템에서 실행 시 그 워크로드의 실행이 어떻게 달라지고, 

궁극적으로는 그 성능을 예측할 수 있을 것이다. 

또한, 일부 함수가 워크로드 실행 시간의 대부분을 차지한다는 것을 

이용하면 앞선 프로파일링 및 모델링 과정에서 발생하는 오버헤드를 

줄일 수 있다. 실제로 연산 부분에 대해서 미세 단위로 모든 요소들을 

프로파일하고 모델링하게 되면 그 오버헤드가 지나치게 커져 너무 많은 

시간 및 리소스 (Resource)를 필요로 한다. 하지만, 전체 성능 모델링의 

정확도를 크게 해치지 않는 실행 시간 상 매우 작지만, 그 수는 많은 

함수들을 모두 제외하고 중요한 함수들에 한해서 프로파일링 및 

모델링을 수행할 경우 그 오버헤드를 확연히 줄일 수 있을 것이다. 

본 연구에서는 이와 같이 대규모 워크로드에서 발견되는 특징을 

발견하여 소프트웨어 기반의 저비용, 즉 작은 규모 상에서 적은 시간을 

들이고도 대규모 컴퓨터 시스템의 성능을 정확히 모델링할 수 있는 성능 

모델링 프레임워크를 고안하고 제시한다. 
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제 4 장 학습 기반 성능 모델링 
 

 

제 1 절 프레임워크 개요 
 

그림 5는 본 연구에서 제안하는 대규모 컴퓨터 시스템 성능 

모델링을 위한 전체 프레임워크이다. 제시하는 프레임워크는 크게 

오프라인 단계 (Offline Phase)와 온라인 단계 (Online Phase)로 나뉘어 

구성된다. 오프라인 단계는 주어진 워크로드를 접근 가능한 소규모 

시스템에서 프로파일하는 과정과, 프로파일한 데이터를 바탕으로 성능 

평가를 위한 모델들을 구축하는 단계로 구성된다. 본 프레임워크의 설계 

목표를 달성하기 위해 작은 규모의 시스템에서 모델링의 대상이 되는 

워크로드를 여러 설정 (프로세스 수와 워크로드 입력의 조합) 으로 

실행하며 프로파일하고, 이렇게 프로파일된 데이터를 통해 성능 모델을 

구축하는 단계이다.  

그림 5에서 나타나듯이, 오프라인 단계는 (1) 소규모 프로파일링 

(2절), (2) 함수 트레이스 모델링 (3절), (3) 함수 실행 시간 모델링 (4절) 

으로 구성된다. (1)의 프로파일링은 워크로드 및 시스템 특징을 파악하기 

위한 트레이스 데이터를 수집하는 단계이고, (2)~(3)은 해당 트레이스 

혹은 트레이스 내 함수의 실행 시간이 어떻게 결정되는지를 실제로 

모델링하는 단계이다. 

온라인 단계 (5절)는 이러한 모델들을 바탕으로 목표로 하는 

시스템에서의 트레이스를 생성하고 이를 바탕으로 트레이스 기반 

시뮬레이션을 하는 단계로 구성된다. 원하는 시스템 즉 프로세스 수, 

그리고 워크로드 입력에 대한 트레이스를 트레이스 모델을 통해 

생성하고, 이를 바탕으로 트레이스의 함수 호출을 읽어들이며 각 함수 

호출 별 실행 시간을 함수 실행 시간 모델로 결정하면서 시뮬레이션을 

하는 것이다. 모든 프로세스의 트레이스 상 함수 호출을 모두 처리하면 

시뮬레이션이 끝나고, 그 때의 실행 시간이 예측하고자 하는 시스템 및 

워크로드의 실행 시간, 곧 성능이 되는 것이다. 
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그림 3 제안하는 성능 모델링 프레임워크 

 

 

제 2 절 소규모 프로파일링 
 

소규모 프로파일링 (Small-scale Workload Profiling)은 본 

프레임워크의 첫번째 단계로 작은 시스템 상에서 워크로드를 실행하여 

데이터를 프로파일하는 단계이다. 성능 모델링을 수행하는 데에 있어서 

접근 가능한 작은 규모의 시스템 상에서 다양한 프로세스 수와 워크로드 

입력으로 워크로드를 실행하며 그 워크로드가 실행하면서 호출한 

함수들을 순서대로 프로파일하여 함수 호출 트레이스를 프로세스 수 와 

워크로드 입력 조합 별로 모으는 것이다. 궁극적으로 알고 싶은 것이 

설계 단계에서 가지고 있는 작은 시스템보다 훨씬 큰 시스템 상에서의 

성능이라는 것을 고려했을 때, 작은 시스템 상에서 실행시킬 수 있는 

모든 프로세스 수 및 워크로드 입력에 대해 데이터를 수집하여 더 큰 

시스템에서 프로세스 수나 워크로드 입력을 키웠을 때, 그 성능을 

/* N: workload size */
for (…; i < N; …) {

funcA()
}

(a) Intra-process repetitive be-
havior.

if (rank % 2 == 0) {
funcB()

} else {
funcC()

}

(b) The portion of structured
functions of target workloads.

Fig. 3: Repetitive process behaviors of datacenter-scale work-
loads.

scale simulation: (1) intra-node repetitive behavior, (2) inter-
node repetitive behavior, (3) Imbalance function execution
time.

Fig 3 and Fig 4 illustrates the key characteristics.

A. Intra-process repetitive behavior
When we vary the workload and system scales by enlarging

the workload input size and the number of computing nodes,
respectively, we find that there are repetitive code regions. This
finding follows the generic structure of datacenter-scale work-
loads. As in Fig. 3b, workloads use a loop structure to perform
a specific operation, denoted as FuncA() in the example, on
each unit of data. As the loop is directly connected to the input
size, the finding makes sense. Similar, we can easily identify
loop structures that take the number of computing nodes as
induction variables.
Solution 1. If we identify the repeating regions, we would
reconstruct the behavior of processes at any scale without
execution

B. Inter-process repetitive behavior
The workloads utilize multi-threading, multi-programming,

or the mix of them to harness multiple computing nodes
efficiently. We find that some threads/processes are replicated
across nodes when adding more computing nodes in the
system, and we can classify all threads in a workload into
a few representative ones. This matches with the common
multi-treading/programming structure. For instance, Fig. 3a is
a typical multi-programming code from our MPI benchmarks.
The code behavior is up to the rank of the node where the
code runs.
Solution 2. If we identify the repeating threads/processes, we
would reconstruct a new thread/process for additional nodes
without execution

C. Imbalance function execution time
The implication in Section II-A2 requires a simulator to

model each system component separately to identify their
interactions. This requirement leads us to analyze work-
loads in function granularity; because a function is a ba-
sic unit that structures a program and works as a bound-
ary where thread/process-level communication happens (e.g.,
pthread/MPI functions.)

We find that a handful of functions account for the overall
execution time of datacenter-scale workloads. Fig. 4a shows
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Fig. 5: The high-level overview of DCSim framework

that for Gromacs, around top-20 most time-consuming func-
tions takes up more than 85% of execution time. With thorough
analysis, we verify that the trend holds for wide range of
workloads (Fig. 4b.)
Solution 3. we can speed up simulation without noticeable
accuracy loss by considering only a few time-consuming
functions

IV. FRAMEWORK

In this section, we present DCSim to predict the perfor-
mance of large-scale workloads on various datacenter-scale
hardware configurations. We first show the high-level overview
of DCSim (Section IV-A). Then, we describe our key tech-
niques in the following sections: representative graph model
(Section IV-B) and ML-based function latency prediction
model (Section IV-C), runtime trace generation (Section IV-D),
and communication-aware runtime scheduling (Section IV-E).

A. Overview

Fig. 5 shows the high-level overview of our DCSim frame-
work. DCSim mainly consists of two phases: offline phase
(left-side of Fig. 5) and online phase (right-side of Fig. 5).
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예측하는 데에 사용하는 것이다. 실제로 이후 단계에서 모델들을 

구축하고, 실제 성능 모델링을 수행하는 데에 있어서, 프로세스 수와 

워크로드 입력은 핵심적인 변수로 사용된다. 이때 프로세스 수의 경우 

결국 시스템 내 코어 수 혹은 GPU 수에 의해 결정되는 것으로 

시스템의 규모를 나타내는 변수라고 볼 수 있다. 이후 설명에서는 

프로세스 수와 워크로드 입력을 각각 Np와 Nw로 지칭한다. 

한편, 프로파일링의 대상이 되는 함수는 일부 함수로 제한된다. 

이는 앞서 분석한 대규모 워크로드의 특징인 일부 함수가 대부분의 실행 

시간을 차지한다는 특징을 활용하여 프로파일링 및 모델링 오버헤드를 

줄이기 위해서이다. 프로파일링의 대상이 되는 함수는 MPI 함수들과 큰 

실행 시간을 차지하는 함수들이다. MPI 함수의 경우 반드시 모든 함수 

호출을 프로파일링해야 한다. MPI 함수 중에도 실제로 그 실행 시간이 

굉장히 작은 함수들이 있지만, MPI 함수는 대체로 데이터를 주고 받는 

두 함수 간의 종속성을 부여하기 때문에, 실제 실행 시간이 매우 

작더라도 프로세스를 블로킹하여 실제 실행 시간이 매우 큰 것 같은 

효과를 줄 수 있다. 예를 들어, 데이터를 블로킹으로 수신하는 

MPI_Recv 함수를 어떤 프로세스가 실행했을 때, 수신하고자 하는 

데이터를 송신하여야 하는 프로세스가 아직 데이터를 송신하는 

MPI_Send와 같은 함수를 실행하지 않았더라면, 실제로 그 데이터의 

크기가 매우 작더라도 MPI_Recv 함수는 MPI_Send와 같은 함수가 다른 

프로세스에서 호출되기 전까지 블로킹되어 그 실행 시간이 매우 크게 

측정된다. 이러한 종속성에 의한 실행 시간 변화는 단순히 MPI 함수가 

수신 혹은 송신하는 데이터의 크기와 상관 없이 각 프로세스 별 실행 

진도에 의해 결정되는 것으로 Np 혹은 Nw가 커짐에 따라 더욱 

예측하기 어려워진다. 따라서 반드시 MPI 함수는 송수신하는 데이터의 

크기와 무관하게 반드시 프로파일링되어야 한다. 

한편, MPI 함수를 제외하고 실제 연산을 수행하는 함수들의 경우, 

앞서 서술한 바와 같이 큰 실행 시간을 차지하는 함수들에 한해서 

프로파일링을 수행한다. 이때, 각 호출마다 실행 시간이 긴 것이 기준이 
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되는 것이 아니라, 워크로드 실행 전체에 걸쳐서 특정 함수가 호출될 

때마다 실행하는 데에 소요된 시간의 합이 큰 함수들을 프로파일하는 

것이다. 대상이 되는 함수를 결정하는 데에 있어서 만약 성능 모델링의 

대상이 되는 워크로드에 대한 사전 지식이 있다면, 해당 지식을 사용할 

수 있지만, 이 경우 적용 가능한 워크로드가 매우 제한된다. 따라서 

우선 perf [32], nvprof [33] 와 같은 실행되는 함수 단위로 

프로파일링이 가능한 프로파일러를 사용하여 실행된 함수들을 추출하고 

각 함수 별 전체 실행 시간 내 실행 시간 비율을 먼저 확인한다. 그리고 

이를 바탕으로 전체 실행 시간 중 큰 비중을 차지하는 함수들만을 

프로파일 대상으로 삼는 것이다. 이때, 많은 함수를 대상으로 할 수록 

그 정확도는 높아지지만 프로파일링 및 모델링 오버헤드는 커진다. 

프로파일링 대상인 함수를 선정한 후에는, 앞서 서술한 바와 같이 

가능한 모든 Np, Nw 조합에 대해 프로파일링을 진행한다. 프로파일링 

방법은 다양하게 구현 가능하나,  본 연구에서는 함수 후킹 (Hooking) 

방법을 사용하였다 [34]. MPI 함수를 포함하여 프로파일링 대상이 되는 

함수들에 대한 정보를 별도의 로그 파일에 기록할 수 있도록 사전 

작업을 거친 뒤에 실제 함수를 실행시키고, 그 실행이 끝나면 그 함수가 

실행되는 데 소요된 시간 또한 로그 파일에 기록할 수 있도록, 실제 

함수를 포장하는 같은 이름의 함수를 대상이 되는 모든 함수들에 대해 

구현하는 것이다. 그리고 이러한 함수들을 한 데에 모아 동적 

라이브러리 (Dynamic Library) 로 만들고 LD_PRELOAD 환경 변수로 

해당 라이브러리를 전달하여 워크로드가 실행됨에 따라 기존 MPI 

라이브러리나 워크로드 라이브러리가 아니라 별도로 구현한 

라이브러리에 접근하도록 하는 것이다. 그 결과 별도로 구현한 함수들을 

호출하게 되어 해당 함수들에 대한 정보, 실행 시간을 프로파일링할 수 

있게 되는 것이다. 이때, 함수들에 대한 정보에는 함수 호출 시 전달한 

매개변수들이 포함되어 있다. MPI 함수의 경우에는, 송수신하는 

데이터의 크기, 자료형, 그리고 이에 대한 상대 프로세스 랭크가 

포함된다. 
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제 3 절 함수 트레이스 모델링 
 

함수 트레이스 모델링은 앞 프로파일링 단계에서 프로파일한 함수 

트레이스를 바탕으로 Np와 Nw에 따라 함수 트레이스가 어떻게 

달라질지 모델링하는 단계이다. 이는 앞서 설명한 대규모 워크로드에서 

발견되는 프로세스 간 유사성을 이용하여 워크로드를 Np를 달리하며 

실행함에 따라 각 프로세스가 어떤 패턴으로 실행될지를 나타낼 수 있는 

프로세스 그룹들을 찾고, 프로세스 내 반복성을 이용하여 프로세스 

내에서 Np 혹은 Nw를 달리 했을 때, 각 프로세스에서 반복적인 코드의 

반복 실행 횟수가 어떻게 달라질지를 찾는다.  

그림 6는 함수 트레이스 모델링이 과정에 대한 전반적인 과정을 

설명한다. 우선 프로파일링된 트레이스 중 같은 Np이나 Nw, 즉 

워크로드의 입력이 다른 트레이스끼리 비교를 하여 반복되는 부분을 

찾는다. 이때, Nw가 달라짐에 따라 프로세스 수는 동일하지만, 각 

프로세스에서 실행이 달라지는 부분 중 반복성이 보이는 부분이 Nw에 

의해 달라지는 루프이기 때문에 이와 같은 방식으로 루프를 찾는다. 그 

뒤에는, 같은 코드를 실행하는 프로세스끼리 묶어서 프로세스 그룹을 

찾는다. 끝으로, Np, Nw에 따라 어떤 프로세스 그룹에 속하는 

프로세스들을 어떤 랭크에 배치하여 실행시킬지를 찾고, 그렇게 찾은 

트레이스들 내에 있는 루프의 반복 횟수를 결정해준다. 이후 절에서는 

이와 같은 과정을 수행하는 데에 있어, 앞서 분석한 워크로드의 특징이 

어떻게 활용되는지, 그리고 각 세부 단계 별 구현에 대해 설명한다. 

2.3절에서 설명한 바와 같이 대규모 워크로드는 랭크에 따라 어떤 

코드를 실행질 지 정해진다. 이는 주로 정해진 규칙을 따르고 이에 따라 

모든 프로세스가 제각기 다른 코드를 실행하기 보다는, 유사한 코드를 

수행하는 프로세스들 간의 그룹이 형성되게 된다. 함수 트레이스 

모델링의 핵심 목표 중 하나는 해당 워크로드 내에 있는 모든 그룹을 

찾고, 랭크에 따라 어떤 그룹의 프로세스가 실행될 지를 파악하는 

것이다. 이를 파악할 수 있다면 프로파일링을 수행하는 소규모 시스템만 
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그림 4 함수 트레이스 모델링 

 

The offline phase is composed of three steps: small-scale
workload profiling, representative graph modeling, and ML-
model training. First, DCSim conducts an in-depth perfor-
mance profiling for small-scale workloads on small-scale
hardware configurations to extract key performance-related
features. For a small-scale workload, we scale down the size of
the workload’s input data. For a small-scale hardware config-
uration, we use a small number of hardware components (e.g.,
nodes, CPU cores, GPUs). Then, for various combinations of
small-scale workloads and small-scale system configuration,
we profile (1) dynamic execution traces and (2) execution time
of our target functions (i.e., structured functions) including
code gadgets before the corresponding functions.

Second, with the extracted features, DCSim constructs a
representative graph model for each workload. By using the
profiled results, DCSim figures out the workload’s dynamic
behaviors (e.g., computation, communication patterns) and
uses these identified dynamic behaviors to construct the rep-
resentative graph model. To do so, we propose three novel
techniques: repetitive code region analysis, trace clustering,
and model grouping. We will explain these techniques more
details in Section IV-B.

Lastly, DCSim trains ML models with the profiled results
of small-scale workloads to predict the execution time of
structured functions. In general, the structured functions take
up most of the execution time of a target workload. Therefore,
we can significantly accelerate the simulation speed without
sacrificing the simulation accuracy. We will describe our two-
step ML models in Section IV-C for more details.

After finishing the offline phase, DCSim conducts an ac-
tual simulation during the online phase. The online phase
is composed of two steps: trace generation and runtime
scheduling. First, for a given large-scale workload and sys-
tem configuration, DCSim predicts the large-scale workload’s
dynamic behaviors by using the representative graph model.
Based on the prediction, DCSim generates a dynamic trace
for the target large-scale workload. Next, DCSim conducts
an actual simulation by using the generated dynamic trace
while considering the interaction model between threads and
programs. We will present the more detailed explanation of
trace generation and runtime scheduling in Section IV-D and
Section IV-E, respectively.

B. Representative Graph Model
As aforementioned, DCSim collects various performance-

related features for various combinations of workload and
system scales (We use Nw and Np to represent the scale of
workload and system, respectively). Then, DCSim analyzes the
workload’s dynamic behavior by using the extracted features.
To do so, we propose the representative graph model including
all dynamic behaviors of the target workload (e.g., computa-
tion scale, communication pattern, inter-function dependency).

Fig. 6 illustrates how DCSim constructs the representative
graph model. To construct the representative graph model,
DCSim performs three steps: repetitive code region analysis,
trace clustering, and representative selection Here, the first

P1 Pk
…

Np=K

…

#Np

…

#Nw

Profiled data Traces with
different Nw

Rolled trace

(a) Representative code region analysis.

Np = 2 Np = 3 Np = 4

Type
A

Type
B

(b) Trace clustering.

Analytical model

Trace group

…

(Np1, Nw1, Iter1)

(Np2, Nw2, Iter2)

(Np3, Nw3, Iter3)

Nw, Np

Iter

(c) Representative selection.

Fig. 6: The illustration of how DCSim constructs representa-
tive graph models for given workloads and system configura-
tions.

step is used to identify the specific pattern determined by Nw,
and the second and third steps are used to identify the pattern
determined by Np.

First step is repetitive code region analysis (Fig. 6a). In this
step, DCSim identifies some repetitive patterns (loop) in given
dynamic traces. To do so, for each dynamic trace, DCSim
conducts control-flow analysis to identify natural loops in the
dynamic traces. Then, DCSim checks the similarity between
loop blocks from different dynamic traces. For example, for
two dynamic traces (TA and TB), DCSim compares two loop
blocks (e.g., TA

i and TB
j ) to check whether they are similar or

not. To check the similarity, we use the Myers algorithm and
define that two blocks are similar when the error is less than
3%. Next, DCSim finds out the Nw-dependent loop blocks
(i.e., the loop iteration counts changes according to different
Nw) and marks these Nw-dependent loop blocks as valid
loops. Please note that we put random jitters during runtime
profiling to extend the exploration space, which helps DCSim
to thoroughly explore the workloads’ hidden dynamic behav-
iors. By doing so, we can successfully extract all dynamic

5
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으로는 실행할 수 없는 Np, 즉 프로세스 수를 늘려서 실행하더라도, 

새로운 프로세스들이 어떤 코드를 실행할지 해당하는 그룹을 찾음으로써 

알 수 있다. 즉, 직접 실행하지 않더라도 각 프로세스가 실행할 코드가 

무엇인지 알 수 있는 것이다.  

이를 파악하는 방법으로는 다양한 접근을 사용할 수 있다. 통신 

트레이스 기반 모델링 연구 중 하나인 Astro는 [9] 이와 같은 트레이스 

별 그룹을 MPI 함수 트레이스에 대해 찾는 데에 있어 머신러닝을 

사용한다. 본 연구에서는 연산 과정에서 사용되는 함수를 트레이스에 

포함하여 차이는 있으나, 트레이스 그룹을 찾는다는 점과, 그 

트레이스가 유사하다는 것을 고려했을 때 머신러닝 방법론을 이를 

위해서도 사용할 수 있다. 머신러닝이 아니더라도 Myers 알고리즘과 

[35] 같이 배열 간 차이점을 분석하여 배열 간 비교 및 그룹화가 

가능한 전통적인 알고리즘을 사용할 수도 있다. 본 연구에서는 그 

단순함에 주목하여 Myers 알고리즘을 모델링에 사용했다. 

이렇게 워크로드를 구성하는 프로세스 그룹을 확인한 뒤에는 각 

랭크마다 어떤 그룹의 프로세스를 실행하는 지를 파악해야 한다. 이를 

위해, 본 단계에서 그룹을 만드는 것뿐만 아니라, 소규모 프로파일링 

상에서 각 랭크의 프로세스들이 어떤 그룹을 실행하는지를 기록하도록 

하고, 그 규칙을 모델링한다. 

한편, Np, 프로세스 수에 따라 어떤 트레이스를 따라 코드를 

실행할지 뿐만 아니라, Np와 Nw를 바꾸어가며 실행함에 따라 각 

트레이스에서 반복되는 코드들이 그 반복 횟수가 어떻게 달라지는지를 

프로세스 간 반복성을 이용하여 찾는다. 이를 위해, 트레이스 내 

반복되는 코드들을 탐지하고, 이렇게 반복되는 코드 영역을 단순히 

임의의 명령어로 구성된 배열이 아니라 반복되는 하나의 개체로 

취급하도록 트레이스를 정리한다. 그리고, 해당 반복 영역에서의 반복 

횟수가 Np와 Nw에 따라 어떻게 달라지는지를 이전 프로파일링된 

트레이스를 통해서 모델링한다. 

이와 같이 본 단계에서는 앞선 프로파일링된 트레이스 데이터를 
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토대로 Np와 Nw에 따라 각 프로세스가 어떤 트레이스를 실행하고, 더 

나아가 해당 트레이스에서 반복되는 코드의 영역에서 반복되는 횟수가 

어떻게 달라지는지를 모델링한다. 이렇게 구축한 모델은 추후 원하는 

규모의 시스템에서의 트레이스를 생성하는 데에 사용된다. 

 

제 4 절 함수 실행 시간 모델링 
 

본 단계에서는 함수 호출 별 실행 시간을 예측하는 모델을 구축한다. 

프로세스 별 트레이스의 경우에는 Np와 Nw만을 입력으로 제공하면 

되지만, 함수 호출 별 실행 시간의 경우, 하나의 트레이스 내에서도 

같은 함수가 여러 번 호출되고, 각 호출마다 실행 시간이 여러 요인에 

의해 상이할 수 있어 Np, Nw 이외에도 트레이스 내 같은 함수의 호출들 

간 구분이 가능한 추가적인 데이터를 입력을 필요로 한다.  

직관적으로는 해당 함수의 호출 시 전달되는 매개변수를 사용하여 

모델링하는 방법을 떠올릴 수 있으나, 이는 현실적으로 불가능하다. 

매개변수의 경우, 실제로 의미있는 값을 지니지 않고 포인터 (Pointer) 

와 같이 실제 의미있는 값을 참조하는 주소인 경우도 있고, 큰 배열을 

넘기는 경우도 있다. 심지어 이중 참조를 하는 경우도 있어 이를 

모델링하는 것은 매우 어렵다. 또한, 매개변수와 무관하게 전역 변수나 

클래스 변수 (Class Variable) 등 해당 함수의 호출과는 무관한 변수에 

의해 그 실행이 결정되는 경우도 있어 매개변수만으로는 모델링이 

어렵다. 무엇보다 프로파일 범위에 있지 않은 Np와 Nw 조합에 따라 

새로 생성해야 하는 트레이스에서 각 함수 호출의 매개변수가 무엇인지 

알 수 없어 이에 대한 추가적인 모델링을 필요로 한다. 따라서 함수 

호출들 간의 구분이 가능하고, 충분한 정보를 제공해줄 수 있는 

데이터를 찾아야 한다. 

이를 위해 본 연구에서는 루프 정보 (Contextual Parameter) 를 

그러한 데이터로 활용한다. 루프 정보란 (1) 해당 함수 호출이 트레이스 

내 어떤 루프에서 실행되었는지, (2) 루프 내 몇번째로 호출된 함수인지, 

그리고 (3) 루프의 몇 번째 반복 횟수 중에 호출된 것인지, 이 세가지  
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그림 5 함수 실행 시간 모델링 

순서에 해당하는 값을 가리킨다. 앞선 함수 트레이스 모델링 과정에서 

반복적으로 나타나는 부분은 루프로 묶어서 관리하기 때문에 트레이스가 

루프가 아닌 함수 호출들 그리고, 루프들의 일련으로 구성되게 된다. 

이때 루프, 그리고 루프에 포함되지 않은 함수들을 모두 하나의 개체로 

보았을 때, 해당 함수 호출이 몇번째 개체에 포함되는지가 첫번째 

값이다. 그리고 해당 함수 호출이 어떤 루프에 포함되어 있다면, 그 

루프 내에 있는 호출들 중 몇번째인지가 두번째 값이다. 만약 루프에 

포함되지 않는 호출이라면, 첫번째 호출로 간주한다. 끝으로 해당 

루프가 반복을 돌면서 주어진 호출이 몇 번째 반복 중에 호출된 

것인지를 나타내는 것이 세번째 값이다.  

그림 7(a)는 트레이스 상 존재하는 funcA 호출의 루프 정보를 

나타낸 것이다. 첫번째 funcA의 경우 첫번째 루프에 속해 있고, 그 

루프에서 처음으로 호출되는 함수다. 따라서 루프 정보가 <<1, 1, 반복 

횟수 (Iteration)>>이 된다. 두번째 funcA는 두번째 루프에 속해 있고, 

해당 루프에서 처음으로 호출된다. 따라서 루프 정보가 <<2, 1, 반복 

횟수>>이 된다. 세번째 funcA는 두번째 funcA와 같은 루프 내에 

속해있지만 그 호출 순서가 세번째이기 때문에 세번째 funcA의 루프 

정보는 <<2, 3, 반복 횟수>>이 된다.  

이와 같은 루프 정보와 Np, Nw 값을 입력으로 하여 원하는 함수 

호출의 실행 시간을 모델링하기 위해 본 연구에서는 두 단계로 구성된 

hhiteration count, (Nw, NsÞii of an identical loop from the different
traces within the same trace group. By applying linear regression,
we obtain a count-prediction function that predicts an iteration count
when (Nw,Ns) is given.

Trace Synthesis in the Online Phase. By using the patterns cap-
tured above, LSim finally constructs a representative trace model.
The representative trace model consists of a mapping history of
trace groups and a trace template prepared for each trace group. The
trace template holds (custom and MPI) function calls, and each
repetitive code region is annotated with the count-prediction func-
tion. When a new scale-configuration is given, the model first
assigns a trace group for each process using the mapping history.
Then, repetitive code regions in each trace template are scaled
according to the count-prediction functions, and as a result, the
model generates a synthesized trace for each trace group. Finally,
the synthesized traces are assigned to the processes according to
their trace group.

3.4 Function Latency Modeling
Based on the profiled trace, LSim constructs the function latency
model. It predicts the latency of each function call within the trace
synthesized by the representative trace model. The model is
trained by ML to capture the latency-scaling pattern of each
function.

To accurately predict the function latency, the function parame-
ters are required. However, extracting the parameters is challeng-
ing. They consist of arithmetic data structures (e.g., int, float) as
well as pointers, struct/class objects that cannot be profiled
directly. We need an in-depth understanding of the code semantics
to profile those parameters, which eventually limits the applicabil-
ity of the framework.

Two-Step ML Model. Therefore, we design the function latency
model as a two-step MLmodel to predict the function latency with-
out function parameters. We find out that we can obtain the latency
by separately predicting the average latency of the function and the
difference ratio between each function call’s latency and the aver-
age. To be specific, we observe that the average latency depends on
the scale-configuration and the difference ratio can be predicted
based on the relative position of the function call within the pro-
gram execution. Based on the observation, we separately build two
models for the average and the difference ratio and design the two-
step ML model which obtains the final latency by multiplying the
outputs from the two models.

Contextual Parameter. To use the relative position of a function
call as an input feature of the ML model, we introduce contextual
parameters . The contextual parameters entail three pieces of infor-
mation: hhinter-loop index, intra-loop index, iteration numberii.
The inter-loop index is the position of the loop where the function
is called, and the intra-loop index describes the position of the
function call within the loop. The iteration number represents the
number of times the loop has iterated when the function is called.

Fig. 4a demonstrates the contextual parameters with an exam-
ple trace. Without considering the loop iteration, there are three
unique funcA calls in the trace (➊ " ➌). We assign the inter-loop

index of ➊ as 1 since it occurs in the first loop while assigning 2 for
the others as they both occur in the second loop. For the intra-loop
index, we assign 1 and 3 to ➋ and ➌ respectively, since they are the
first and second funcA calls in the loop, respectively. Note that
iteration numbers are not represented, but we can assign them as
we iterate the loop while processing the trace in the simulation
phase.

The two-step ML model successfully predicts the function
latency with a scale-configuration and contextual parameters. The
model leverages polynomial regression and random forest regres-
sion for predicting the average and the difference ratio, respec-
tively. Both models achieve low error rates. (4.3% and 5.3%). As
demonstrated in Fig. 4b, the final prediction also achieves high
accuracy (a 6.3% error rate).

Note that for the communication functions (e.g., MPI_Send), we
predict the data size to transfer instead of directly predicting the
function latency. We exploit the same techniques used for the
latency prediction to predict the data size. Based on the predicted
data size, we leverage Dimemas network simulator [1] to obtain
accurate communication latency considering the network conten-
tion on a large cluster.

4 EVALUATION

4.1 Methodology
We validate LSim with two heterogeneous systems: Scale-up and
Scale-out. Scale-up is a single-node system with many CPUs/GPUs,
whereas Scale-out is a multi-node system with less number of
CPUs/GPUs per node (Table 1). Note that they represent the most
common design options, scaling up the system or scaling out the
system. We carefully select six HPC and DL workloads for valida-
tion (Table 2). Note that, we define Ns as the number of CPUs or
GPUs in Scale-up and the number of nodes in Scale-out. For Nw, we
follow the definition in Table 2.

Following the workflow in Section 3, we first profile the workloads
in a function granularity and build the models. We use the profiled
data of small scale-configurations for gathering the training data and
validate LSim with the data of large scale-configurations (Fig. 5).
Specifically, for gathering training data, we use scale-configurations
that are smaller than the ones used for validation. We use nine
scale-configurations for the training data on average. Note that we
leverageMyers algorithmwith 3% error as the difference threshold for
clustering. We use 100 trees and mean squared error for training the
random forest regressionmodel.

Fig. 4. The example trace and function execution latency.

TABLE 1
System Setup

System Scale-up Scale-out

#Nodes 1 8
#CPU/node Intel Xeon E5-2650# 24 Intel Xeon E5-2690# 16
#GPU/node NVIDIA Titan-XP # 8 NVIDIA P100 # 2
Mem/node 576 GB 192 GB
Network Single node Infiniband HDR

TABLE 2
Workloads and Inputs

Workload Input (Nw) GPU Usage

HPL-CPU [6] Matrix dimension NO
Gromacs-CPU [9] # H 2 Omolecules NO
HPL-GPU [6] Matrix dimension YES
Gromacs-GPU [9] # H 2 Omolecules YES
Lulesh-GPU [4] Target problem size YES
BERT-GPU [3] Hidden layer dimension YES
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머신러닝 모델을 구축한다. 루프 정보는 특정 Np, Nw 조합에 대해 

실행되는 워크로드 내 함수 호출들 간 구분에 사용된다. 즉, 워크로드 

실행은 큰 틀에서는 Np, Nw 값이 무엇인지에 의해 결정되고, 그 

세부적인 차이가 루프 정보에 의해 결정되는 것이다. 이러한 직관을 

통계적으로 해석하게 되면, 특정 함수의 평균 실행 시간은 Np와 Nw에 

의해 결정되고, 그 호출들 간 차이가 루프 정보에 의해 결정된다고 볼 

수 있다. 이와 같은 해석을 기반으로 함수 실행 시간을 두 단계의 

머신러닝 모델로 나누어 구현한다. 한 모델은 Np와 Nw를 입력으로 

받아 해당 함수의 평균 실행 시간을 예측하는 모델이고, 다른 한 모델은 

루프 정보를 입력으로 받아 그 편차율 (실제 실행 시간 / 평균 실행 

시간)을 예측하는 모델이다. 이러한 모델을 각 함수별로 학습시키고, 

실제 실행 시, Np와 Nw를 첫번째 모델의 입력으로 주고, 루프 정보를 

두번째 모델의 입력으로 주어, 각 모델의 출력을 곱하여 원하는 함수 

호출의 실행 시간을 예측하도록 하는 것이다. 본 연구에서는 이러한 

모델을 구축하는 데 있어서 랜덤 포레스트 (Random Forest) 알고리즘을 

사용했다. 그림 7(b)는 이와 같은 두 단계의 랜덤 포레스트 기반 모델의 

함수 실행 예측의 정확도를 나타낸다. 

 

제 5 절 오프라인 단계 
 

앞선 절에서 설명한 오프라인 단계의 모델링 과정을 모두 거치고 나

면, 성능 예측을 수행하고 싶은 Np, Nw 조합에 대해 트레이스를 생성하

고 해당 트레이스에 대해 트레이스 기반 시뮬레이션을 통해 성능을 예측

한다. 우선 트레이스 생성은 앞선 오프라인 단계에서 구축한 함수 트레

이스 모델을 사용한다. Np, 즉 프로세스 수에 맞게 워크로드 내 프로세

스 그룹에서 프로세스 별 트레이스를 추출하고, Np, Nw에 따라 트레이

스 내 루프의 반복 횟수를 결정하여 최종 트레이스를 완성한다. 그 이후

에는 트레이스 시뮬레이션을 수행하고 그 시뮬레이션 결과 출력된 전체 

실행 시간이 구하고자 하는 시스템 상의 실행 시간이 되는 것이다.  
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제 5 장 평가 
 

 

제 1 절 평가 환경 
 

제안한 성능 모델링 프레임워크의 정확성을 검증하기 위해서 다양한 

대규모 워크로드와 두 가지 시스템 설계 상황에 대해서 성능 모델링을 

수행하였다.  

우선, 실제 슈퍼컴퓨터 및 데이터센터에서 많이 실행되는 워크로드

를 대표할 수 있도록 표 2의 워크로드를 벤치마크로 선정했다. HPL은 

고밀도의 선형 문제를 해결하는 워크로드로 HPC 및 AI 학습 연산에서 

자주 사용되는 선형 분해 및 행렬곱 연산의 성능을 측정할 수 있는 대규

모 워크로드 중 대표적인 예시이다 [11]. 실제로 슈퍼컴퓨터의 성능 순

위를 매기는 Top500에서도 사용하는 벤치마크여서 본 평가의 벤치마크

로 채택했다. 또한 CPU 기반 시스템과 GPU 기반 시스템 모두에서 자

주 사용되는 워크로드여서 본 평가에서 CPU에서 실행되는 HPL과 GPU

에서 실행되는 HPL 모두를 별개의 벤치마크로 채택했다. Gromacs는 단

백질 등 분자에 대한 역학 시뮬레이션을 수행하는 워크로드로, 생물 혹

은 화학 분야에서 매우 널리 사용되는 워크로드이지만 HPL과 그 연산 

상의 특성은 매우 다르다 [36]. Gromacs 또한 CPU와 GPU 실행 버전 

각각을 벤치마크에 포함시켰다. Lulesh는 대표적인 수치 해석을 기반으

로 한 GPU 기반의 HPC 워크로드이며 [37], 앞선 HPL과 Gromacs와 

그 연산의 성격이 구분되어 벤치마크로 추가하였다. 끝으로, GPU를 이용

하여 대표적인 자연어처리 AI 모델인 BERT를 학습시키는 워크로드를AI 

학습 워크로드라는 측면에서 벤치마크에 포함했다 [18]. 

위 워크로드를 실행하는 시스템을 설계하는 데에 있어서, 스케일-아

웃 (Scale-out)과 스케일-업 (Scale-up), 두 가지 시스템을 설계하는 상

황을 상정하며 각 시스템에 대한 성능 모델링을 수행하였다. 각 시스템

의 상세한 사양은 표 3와 같다. 스케일-아웃은 멀티노드 시스템을 가리

키며, 스케일-업은 탑재된 CPU 코어 수 혹은 GPU가 많은 단일 노드  
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워크로드 워크로드 입력 (Nw) GPU 사용 여부 

HPL-CPU [11] 행렬 크기 NO 

Gromacs-CPU [36] H2O 분자 수 NO 

HPL-GPU [11] 행렬 크기 YES 

Gromacs-GPU [36] H2O 분자 수 YES 

Luelsh-GPU [37] 수치 해석 문제 크기 YES 

BERT-GPU [18] 은닉층 크기 YES 

표 2 평가용 벤치마크 워크로드 

 

 

 

시스템 
스케일-아웃 

(Scale-Out) 

스케일-업 

(Scale-Up) 

노드 수 1 8 

노드 당 CPU 코어 수 
Intel Xeon E5-2650 

24 코어 

Intel Xeon E5-2690 

16 코어 

노드 당 GPU 수 
NVIDIA Titan-XP  

8 대 

NVIDIA P100  

2 대 

노드 당 메모리 576 GB 192 GB 

네트워크 단일 노드 Infiniband HDR 

표 3 평가용 시스템 사양 
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시스템을 가리킨다. 스케일-아웃과 스케일-업은 실제로 시스템의 규모

를 키우는 데 있어서 제일 많이 고민하는 옵션으로, 이 두 시스템에 대

한 성능 모델링을 수행하는 것은 본 연구의 궁극적 목적과 그 방향성이 

일치한다.  

정확도 평가를 위해 표 2의 벤치마크를 각 시스템 위에서 실행하면

서 성능 모델링 프레임워크의 오프라인 단계를 수행하였다. 이때, 시스

템의 크기를 제한하여, 그 제한된 시스템 내에서는 가능한 Np, Nw 조합

으로 프로파일링을 수행하고 프로파일된 트레이스 데이터에 한해서만 오

프라인 단계를 수행했다. 오프라인 단계에서 구축한 모델을 토대로 온라

인 단계로 성능 모델링을 수행하며 오프라인 단계를 수행하는 데에 사용

하지 않은 큰 규모의 시스템에 대한 성능과 예측된 성능을 비교하는 방

식으로 검증을 수행하였다.  

한편, 스케일-아웃 및 스케일-업 모두에 있어서 시스템의 규모가 

커짐에 따라 이전보다 Np, Nw 모두를 늘릴 수 있다. 제안하는 성능 모

델링 프레임워크가 두 수치 모두에 대해서 확장성을 가지는 성능 모델링 

프레임워크임을 확인하기 위해서 Np를 늘리는 경우와 Nw를 늘리는 경

우 두 가지 각각에 대해서 성능 모델링 정확도를 비교 검증하였다. 

 

제 2 절 실험 결과 
 

그림 8-11는 성능 모델링 평가 결과를 나타낸다. 제안한 성능 모델

링 프레임워크이 예측한 성능과 실제 성능을 비교한 결과 실제 성능과의 

평균 오차가 9.15%였으며, 최대 오차는 19.35%였다. 성능 모델링에 사

용한 벤치마크들이 GPU 연산과 메모리 접근이 동시에 일어나는 등 복

잡한 요소들 간의 관계가 있는 점을 고려했을 때, 선행 연구가 가지고 

있는 한계를 잘 처리했음을 알 수 있다. 또한 제안한 프레임워크가 Np 

및 Nw의 변화에 따른 실행 시간 변화 추이를 성공적으로 예측했음을 

확인했다. 예를 들어, 일부 워크로드의 경우 Np를 증가시켰을 때, 즉 프

로세스 수를 늘렸을 때 오히려 성능이 떨어지는 일반적이지 않은 양상을 



 

 40 

 

 

 

그림 6 Scale-out 상황에서 Ns 를 증가시킨 경우의 성능 예측 결과 

 

 

 

그림 7 Scale-out 상황에서 Nw 를 증가시킨 경우의 성능 예측 결과 

 

 

 

그림 8 Scale-up 상황에서 Ns 를 증가시킨 경우의 성능 예측 결과 

 

 

 

그림 9 Scale-up 상황에서 Nw 를 증가시킨 경우의 성능 예측 결과 
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보였는데 이러한 추이 또한 성공적으로 모델링하였다. 이와 같은 성능 

저하는 메모리 경합 (Contention) 또는 데이터 송수신 오버헤드로 인해 

발생할 수 있다. 
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제 6 장 결론 및 제언 
 

 

 

본 논문에서는 함수 단위로 대규모 워크로드 및 시스템을 정밀하게 

모델링하는 대규모 컴퓨터 시스템의 성능 예측을 위한 저비용 모델링 

프레임워크를 제안하였다. 제안한 프레임워크는 여러 장치들이 동시에 

작동하며 상호작용하는 복잡한 시스템에 대해 정확히 모델링할 수 있다. 

또한, 대규모 워크로드 상의 특징을 이용하여 적은 리소스만으로 적은 

시간을 들여 모델링을 수행할 수 있다. 이와 같은 모델링 기법은 기존 

연구에서 필요로 하는 리소스나 시간은 늘리지 않고, 보다 정밀하게 

모델링함으로써 높은 정확도를 달성했다. 본 논문에서 분석한 대규모 

워크로드의 특징과 성능 모델링 방법론을 통해 더 정확한 대규모 컴퓨터 

시스템의 성능 모델링을 수행할 수 있을 것으로 기대된다. 
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Abstract 

Fine-Grained Performance 

Modeling for Large-Scale 

Computer System 
 

Taehun Kang 

Electrical and Computer Engineering 

The Graduate School 

Seoul National University 
 

As large-scale workloads with massive parallelism emerge, the 

demand for large-scale computer systems such as datacenters and 

supercomputers is rising sharply. Traditionally, architects have 

modeled performance to accurately design a large-scale system 

where a given large-scale workload can reach its target performance. 

However, modeling a large-scale system for a large-scale workload 

without the system is a highly challenging problem. Unfortunately, 

previous approaches suffer from inaccurate modeling of simultaneous 

hardware events due to their coarse-grained modeling granularity. 

In this paper, we propose a fine-grained performance modeling 

framework for large scale system performance prediction to resolve 

the previous limitation. The framework works with a small-scale data 

to predict how the application runs on a large scale. It accurately 

models the applications by regarding a function as a minimum modeling 

granularity. Additionally, it lowers the modeling and profiling overhead 

by limiting the range of functions to model. We validate the accuracy 

of the framework with real-world benchmark workloads and systems. 
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