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초    록 

 

사용자가 물건을 구매하거나 클릭하는 등의 행동을 통해, 축적되는 

로그 데이터를 바탕으로 사용자와 아이템 간 상호 관계에 대해 파악하고, 

협업 필터링이나 콘텐츠 기반 필터링 등의 방법을 적용하여 아이템에 

대한 추천을 수행하였다. 그래프 인공 신경망 기술의 발전으로 대상의 

관계성을 잘 고려할 수 있는 추천 시스템 모델을 설계할 수 있게 

되었으며, 기존 방법론에 비해 우수한 성능을 보여주었다. 또한 더 

정확한 추천을 위해 사용자 정보나 아이템 지식 정보와 같은 각종 추가 

정보를 활용하는데 유리하여 해당 방향으로의 연구가 활발히 진행되었다. 

최근 연구에서 소셜 네트워크 데이터를 추가 정보로 활용하여 그래프 

대조 학습을 수행하였으며, 여러 추천 데이터셋에 대해 좋은 성능을 

보였다. 하지만 이러한 소셜 네트워크 데이터는 구하기 힘들고, 아예 

없는 경우도 많아서 실제로 해당 방법을 활용하기 어렵다는 한계가 

있었다. 따라서 본 연구에서는 소셜 네트워크 데이터 대신 아이템 지식 

정보 데이터를 활용하여 추천 성능을 개선하는 방안을 제시한다. 소셜 

네트워크 데이터를 추가 정보로 활용한 기존 연구와 비슷한 수준의 

성능을 달성하였으며, 이는 소셜 네트워크 데이터가 없는 경우에도 높은 

수준의 추천이 가능함을 보여준다. 

 

주요어 : 추천 시스템, 추가 정보, 그래프 대조 학습 

학   번 : 2021-25242
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제 1 장 연구의 배경 및 목적 

 

방송사나 신문사와 같이 한정된 곳에서 소수의 콘텐츠를 생성했던 

과거와 달리 다양한 플랫폼과 한정되지 않은 대상으로부터 방대한 양의 

콘텐츠를 공급받는 사회에 살고 있다. 이러한 변화는 양적 및 질적인 

측면에서 콘텐츠의 발전을 가져왔으며 사용자들은 Youtube 나 

Netflix 와 같은 플랫폼에 접속하여 수많은 콘텐츠들을 접할 수 있게 

되었다. Youtube 의 발표에 따르면 2013 년 기준 매분 당 300 시간의 

동영상 콘텐츠가 업로드되었고, 이 수치는 2015 년에는 분 당 400 시간, 

2019 년에는 분 당 500 시간으로 꾸준히 증가하였다. 하지만 이러한 

정보의 홍수는 오히려 선택에 어려움을 야기했다. 사용자가 명확히 

원하는 콘텐츠가 있지 않는 이상, 수많은 선택지 중에서 어떤 것을 

선택해야 할지 고민해야 했다. 이러한 배경에서 사용자의 결정을 도와줄 

수 있는 기술인 추천 시스템이 등장하였다. 

 
[그림 1] 연도별 Youtube 업로드 동영상 수 
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추천 시스템이란 정보 필터링 기술의 일종으로, 사용자의 선호도나 

과거 행동 또는 메타 데이터 등을 분석하고 특정 알고리즘을 적용하여 

적합한 콘텐츠(영화, 뉴스, 상품 등)를 제공하는 것이다. Amazon, 

쿠팡과 같은 온라인 쇼핑을 통해 물품을 구매하거나, Youtube, 

Netflix 와 같은 OTT(Over the Top) 서비스에서 영상 콘텐츠를 소비할 

때 자동으로 물품 또는 영상 콘텐츠를 추천해 주는 주는 등 이미 마케팅 

산업에 필수적인 기술로 자리 잡았다. 사용자가 소비할 수 있는 

콘텐츠는 그 수가 매우 많고, 지금도 꾸준히 증가하고 있다. 이러한 

상황 속에서 사용자가 실제로 흥미를 가질만한 콘텐츠를 필터링해주어, 

사용자의 한정된 시간을 효율적으로 투자할 수 있도록 도와준다. 또한, 

서비스 제공자 입장에서는 고객의 니즈를 파악하여 맞춤화된 추천을 

제공할 수 있어진다. 이는 사용자의 만족도를 높여주어 다양한 상품을 

보다 더 판매할 수 있는 기회가 된다. 

협업 필터링 방법(Collaborative Filtering, CF)은 추천 시스템을 

구현하는 대표적인 알고리즘이다. 사용자가 어떤 아이템을 

구매하였는지에 따라 사용자와 아이템에 대해 모델링하고 연산을 통해 

아이템을 추천하는 방법이다. 따라서 좋은 성능의 추천을 얻기 위해서는 

대상을 올바르게 모델링 하는 것이 중요하다. 이때, 사용자의 특성을 

나타내는 사용자의 프로필 정보나 소셜 네트워크 정보, 아이템의 특성을 
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나타내는 아이템 지식 정보와 같은 추가 정보를 활용하여 더 정확한 

모델링을 수행할 수 있다.  

협업 필터링 방법을 구현하기 위해 다양한 시도가 있었다. 사용자 – 

아이템 상호작용 데이터에 대해 특이값 분해(Singular Value 

Decomposition, SVD)하여 사용자와 아이템에 대해 모델링 하려는 행렬 

분해(Matrix Factorization, MF) 방법은 단순한 구조임에도 좋은 

성능을 보이는 방법이다. 최근접 이웃 협업 필터링(Nearest Neighbor 

Collaborative Filtering) 방법은 사용자 – 사용자 간 유사도 또는 

아이템 – 아이템 간 유사도를 측정하여 아이템을 추천해 주는 방법이다. 

최근에는 인공 신경망(Neural Network) 관련 연구가 주목받고, 

다양한 분야에 걸쳐서 우수한 결과를 내고 있으며, 추천 분야에 인공 

신경망 기반 모델을 적용하여 문제를 풀고 있다. 특히 대상 간의 

관계성을 설명 가능하게 모델링 할 수 있는 그래프 인공 신경망 

구조(Graph Neural Network, GNN)를 통해 협업 필터링 문제를 

풀어보려는 많은 연구가 있다.  

앞서 서술한 바와 같이 추가적인 정보를 활용하여 추천의 성능을 

개선하려는 연구가 계속되어왔다. SOTA 모델인 SEPT[10]는 소셜 

네트워크 데이터를 추가 정보로 학습에 활용하여 우수한 추천 성능을 

보여주었다. 하지만 학습에 활용한 사용자 - 아이템 상호작용 데이터와 

소셜 네트워크 데이터가 같이 있는 데이터셋은 그 수가 적고 획득하기 



 

 4 

어려워 실제로 활용하는데 제약이 따른다. 따라서 본 연구에서는 아이템 

지식 정보 데이터를 추가 정보로 활용하여 추천의 정확도를 높이는 

시스템을 제안한다. 5 개의 추천 데이터셋에 대해 추천 성능을 측정해 본 

결과, 기존 SOTA 모델에 준하는 성능을 보였다. 소셜 네트워크 

데이터가 없는 경우에도 우수한 추천 성능을 달성한 것이 본 연구의 

의의이다. 
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제 2 장 선행 연구 조사 

 

제 1 절 추천 알고리즘 

 

추천 시스템의 목적은 사용자와 아이템이 상호작용한 내용을 

바탕으로 각 개체를 모델링 하여 조건에 맞는 아이템을 제시하는 것이다. 

이 과정에서 리뷰 점수 정보와 같이 구체적인 스케일로 표현할 수 있는 

명시적 정보(Explicit rating)를 활용하거나, 상품 페이지 방문 또는 

클릭, 구매 정보 등 점수화할 수 없는 암묵적 정보(Implicit 

feedback)를 활용한다. 다만, 명시적 정보는 그 수가 적거나 점수의 

편향으로 인한 해석이 난해한 경우가 많다. 따라서 모델링에는 주로 

암묵적 점수를 더 많이 사용하는 추세이다.  

 

 

[그림 2] 협업 필터링 
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추천 시스템에는 주로 협업 필터링 기법을 사용한다. 협업 

필터링(Collaborative Filtering, CF)은 명시적 정보나 암시적 정보를 

바탕으로 사용자에게 콘텐츠를 추천해 주는 방법으로, “사용자 A 와 

비슷한 취향을 가진 사람들이 선호하는 콘텐츠를 사용자 A 도 좋아할 

것이다.”라는 가정을 전제한다. 해당 방법은 추천을 하기 위해 

정확하게 아이템에 대해 이해할 필요가 없으며, 사용자 – 아이템 

상호작용에 집중한다. 

메모리 기반 접근법(Memory – based approach)에서는 유사한 

사용자나 아이템을 찾아내어 추천해 주는 방식으로 협업 필터링 방법에 

접근한다. 특정 사용자와 유사한 사용자가 좋아한 아이템을 추천해 

주거나(User – based filtering), 특정 아이템을 좋아한 사용자들이 

공통적으로 좋아했던 다른 아이템을 추천해 주는 방법(Item – based 

filtering)이 있다. 코사인 유사도(Cosine similarity)나 피어슨 

상관계수(Pearson correlation) 또는 유클리드 거리(Euclidean 

distance)를 이용하여 유사도를 계산한다. 최적화나 매개 변수 학습을 

수행하지 않고 단순한 산술 연산만을 사용하기 때문에 쉽게 구현이 

가능하며 도메인에 의존적이지 않다는 장점이다. 하지만 데이터가 너무 

많아지면 속도가 저하된다는 단점이 있다. 

모델 기반 접근법(Model – based approach)에서는 기계 학습 모델 

또는 딥러닝 모델을 통해 아이템을 추천해 준다. 사용자 – 아이템 상호 

작용 행렬을 특이값 분해(Singular Value Decomposition, SVD)를 통해 
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잠재 벡터(Latent factor)를 얻어내는 행렬 분해 방법(Matrix 

Factorization, MF)과, KNN(K – nearest neighbor)와 같은 비지도 

학습 모델을 통해 사용자와 아이템의 유사도를 구하는 방법이 있다. 

최근에는 모델이 자체적으로 대상의 임베딩을 학습할 수 있도록 하는 

모델을 만들고 최적화 알고리즘을 사용하여 학습하는 딥러닝 모델 기반 

방법이 연구되고 있다. 모델 기반 접근법은 파라미터 학습을 통한 높은 

수용력(Capacity)를 바탕으로 데이터의 확장 가능성을 담보할 수 

있어서, 메모리 기반 접근법의 대안 방법으로 활발하게 연구되고 있다. 

이렇듯 협업 필터링은 추천 시스템을 구현하는 강력한 

알고리즘이지만 몇몇 한계점이 존재한다. 먼저, 추천을 새로 시작할 때 

성능이 잘 나오지 않는다(Cold start problem). 협업 필터링을 구현하기 

위해 사용자 – 아이템 상호 작용 데이터가 매우 중요한데, 신규 

사용자나 신규 아이템이 추가되면 그에 대한 상호 작용 내역이 없기 

때문에 모델이 정보를 모을 수 없고, 결과적으로 추천을 할 수 없다. 두 

번째로, 사용자가 많아질수록 계산시간이 증가한다. 정확한 추천 결과를 

내기 위해서는 많은 사용자의 로그를 필요로 하지만, 동시에 계산 

시간이 증가된다는 모순점이 있다. 마지막으로 추천 내용이 편향적이게 

될 수 있다(Long – tail problem). 사용자들이 관심을 많이 보이는 

소수의 인기 있는 콘텐츠를 주로 추천하고, 다수의 비인기 콘텐츠는 

관심 받지 못하여 단조로운 추천이 될 가능성이 있다. 



 

 8 

 

위와 같은 협업 필터링 방법의 한계를 극복하기 위해 콘텐츠 기반 

필터링(Contents based Filtering) 방법이 연구되었다. 이 방법은 

아이템에 대한 세부 정보를 토대로 사용자가 과거에 소비했던 콘텐츠와 

유사한 콘텐츠를 추천해 주는 방법이다. 다른 사용자의 데이터가 

존재하지 않더라도, 아이템 정보를 분석하여 신규 사용자에게 추천해 줄 

수 있다는 장점이 있다. 또한 새로 추가된 콘텐츠나 유명하지 않은 

콘텐츠에 대해서도 추천이 가능하여, 앞서 말한 협업 필터링 방법이 

가진 단점을 극복한 방법이다. 하지만 해당 방법으로는 개인의 성향을 

세부적으로 파악하기 어렵고, 메타 정보의 한정성 때문에 대상의 

프로파일을 모두 함축하는 데 한계가 있다. 

협업 필터링 방법과 콘텐츠 기반 필터링 방법을 섞은 하이브리드 

방법도 연구되고 있다. 두 방법이 가지는 장단점을 상호 보완하여 추천 

시스템이 가지는 문제를 극복할 수 있다. 실제로 Netflix 에서 사용자가 

높게 평가했던 영화와 비슷한 특성을 띄는 영화를 추천하는 콘텐츠 기반 

 

[그림 3] 콘텐츠 기반 필터링 
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필터링 방법과 비슷한 사용자들의 검색 습관과 시청을 비교하는 협업 

필터링 방법을 혼합하여 콘텐츠를 추천해 준다. 

본 연구에서는 대상을 더 정확하게 모델링 하기 위하여 사용자 – 

아이템 상호작용 데이터와 아이템 지식 정보를 모두 활용하여 아이템에 

대해 모델링 한다. 사용자 – 아이템 상호작용 데이터를 바탕으로 

사용자의 관심이 반영된 그래프 뷰를 생성하고, 아이템 지식 정보를 

바탕으로 아이템의 프로파일 정보가 반영된 그래프 뷰를 생성한다. 해당 

데이터는 각각 협업 필터링과 콘텐츠 기반 필터링에서 모델링에 

활용하는 데이터로, 연구에서 제안한 모델은 협업 필터링과 콘텐츠 기반 

필터링이 결합된 하이브리드 모델이라 할 수 있다. 
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제 2 절 그래프 합성곱 신경망 기반 추천 시스템 

 

그래프 합성곱 신경망 

그래프 인공 신경망 모델은 그래프 구조가 동반되는 문제를 

해결하는 데 효율성이 입증되었고, 많은 연구가 이루어지고 있다. 특히 

그래프 합성곱 신경망(Graph Convolutional Network, GCN)[11]은 

이미지 학습 분야의 대표적인 모델인 합성곱 신경망(Convolutional 

Neural Network, CNN)[18]의 알고리즘으로부터 영향을 받아 만들어진 

모델로, 간단한 구조와 우수한 성능을 바탕으로 그래프 인공 신경망 

모델 연구의 한 축을 담당하고 있다. 

 

[그림 4] 합성곱 신경망과 그래프 합성곱 신경망 모식도 

 

[수식 1] 그래프 합성곱 신경망 일반식 
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그래프 합성곱 신경망(GCN)은 합성곱 신경망(CNN) 알고리즘에서 

영감을 받아 만들어져 서로 유사한 학습 과정과 특징을 갖는다. 합성곱 

신경망에서 기준 픽셀 주변에 있는 정보(Local feature)를 학습하기 

위해 필터(Sliding window)를 옮겨가며 합성곱 연산 수행 후 값을 

업데이트한다. 그래프 합성곱 신경망에서는 기준 노드 주변에 있는 노드 

정보(Neighborhood node embedding)을 가중치 행렬(Weight 

matrix)과 인접 행렬(Adjacency matrix)에 곱하고 값을 업데이트한다. 

두 모델은 학습 대상이 유클리드 공간에 있는 이미지인지 그렇지 않은 

그래프인지에 대한 차이만 있을 뿐, 방법은 매우 유사하다. 연산 

과정에서 파라미터를 공유하기 때문에 계산량이 적으며, 기준 픽셀 또는 

노드 주변에 대한 지역적인 특성을 학습한다는 특징 또한 공유한다.  

 

그래프 합성곱 신경망을 이용한 추천 

과거 추천 시스템은 전통적인 행렬 분해를 통한 방법부터 딥러닝을 

통한 방법까지 꾸준히 진화해왔다. 가장 최근에는 그래프 합성곱 

신경망을 이용한 추천 시스템이 SOTA 를 달성해왔으며, 그래프 합성곱 

신경망이 추천 문제를 잘 다룰 수 있었던 이유는 다음과 같다. 

먼저, 그래프 합성곱 신경망 모델은 다룰 수 있는 데이터의 범위가 

넓어 학습에 유리하다. 온라인 플랫폼에서 모은 사용자 – 아이템 상호 

작용 데이터, 사용자 또는 아이템 프로파일 데이터들은 다양한 형태를 
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띤다. 기존 추천 시스템 모델은 다양한 형태의 데이터를 다루지 못했고, 

단지 특정 형태의 데이터에만 집중할 수밖에 없어서 Sub – optimal 

problem 에 봉착하였다. 이에 반해 그래프 합성곱 신경망에서는 모든 

데이터를 노드와 간선으로 표현함으로써 데이터를 통합하여 활용할 수 

있도록 하였다. 따라서 사용자나 아이템에 대한 좋은 퀄리티의 임베딩을 

얻을 수 있었고, 이를 통해 우수한 추천 성능을 가지는 모델을 만들 수 

있게 되었다. 

또한, 먼 거리의 이웃 노드 정보를 활용할 수 있다는 점도 추천 

시스템에 그래프 합성곱 신경망을 도입한 이유 중 하나이다. 그래프 

합성곱 신경망이 가지는 ‘Embedding propagation’ 성질은 주변 노드의 

임베딩 정보를 반복적으로 가져올 수 있게 해준다. 한 층의 레이어는 

기준 노드에서 1 의 거리에 있는 노드(1 – hop node)의 정보를 

가져와서 기준 노드의 정보를 업데이트하는데, N 개 층의 레이어를 

쌓으면 N 의 거리에 있는 노드(N – hop node)의 정보를 가져올 수 있다. 

그래프 구조를 다루던 기존 방법론들이 단지 1 의 거리에 해당하는 

노드에 접근할 수 있었던 반면, 여러 층의 레이어를 쌓음으로써 더 먼 

거리의 이웃 노드에 대한 정보에 접근할 수 있었다. 구조적인 데이터를 

처리하고, 구조 정보를 탐색하는 것에 대한 장점으로 그래프 합성곱 

신경망 기반 방법은 추천 시스템의 새로운 최첨단 접근 방식이 되었다. 
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[그림 5] NGCF에서 High – order connectivity graph 정의 

그래프 합성곱 네트워크를 추천 시스템에 적용한 대표적인 연구인 

NGCF[12]는 이분 그래프 형식으로 나타나는 사용자 - 아이템 상호 

작용 데이터를 ‘High-order connectivity graph’로 표현하여, 높은 

차수(Order)를 갖는 이웃으로부터 효과적으로 ‘Collaborative signal’을 

활용하였다. 협업 필터링 방법에 GCN 계열 모델을 적용한 최초의 

연구로, 기존 SOTA 모델보다 우수함이 증명하였다. 

 

 

[그림 6] LightGCN에서 수행한 Ablation Study 
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LightGCN[13]에서는 기존 연구(NGCF)에 적용한 그래프 합성곱 

신경망 구조의 각 부분을 실험적으로 분석하였다. [그림 6]에서 실험 

결과는 기존 그래프 합성곱 신경망의 연산 과정 중 가중치 곱 

과정(Feature transformation)과 활성화 함수 적용 과정(Non – linear 

activation function)을 제거했을 때의 결과를 나타낸다. 가중치 곱 

과정이 생략된 모델(NGCF – f)과 활성화 함수 적용 과정(NGCF – n)이 

추천 문제를 다룰 때 학습 과정과 결과에 부정적인 영향을 준다는 것을 

실험적으로 파악하였다. 또한 해당 실험을 통해 그래프 합성곱 신경망의 

필수적인 요소(Neighbor aggregation)만 포함한 경량화된 모델을 

제안하였다. 

앞서 소개한 연구들은 추천 문제를 다루기 위해 그래프 인공 신경망 

모델 중 하나인 그래프 합성곱 신경망 구조를 채택하였으며, 해당 

구조가 가지는 특징과 우수한 표현 성능을 바탕으로 해당 분야의 기반 

연구로 여겨진다. 특히 LightGCN 모델은 간단한 구조로 높은 활용성과 

그에 비해 우수한 추천 성능으로 인해, 종종 타 연구의 기본 인코더나 

기반 모델로 활용되며, 본 연구에서도 그래프 뷰의 사용자 노드와 

아이템 노드를 학습하는 과정에서 기본 인코더로 사용하였다. 또한 

라벨링을 수행하기 위해 비교가 되는 샘플 임베딩을 반복적으로 

형성하는 과정에서 적은 연산량을 위해 위 모델을 사용하였다. 
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추가 정보를 활용한 그래프 합성곱 신경망 추천 

좋은 추천 결과를 위해서 사용자 또는 아이템을 모델링 하는 것은 

매우 중요하다. 하지만 추천 시스템 데이터셋의 특징상 모델링 대상의 

수에 비해 학습할 정보량이 부족하다(Sparsity issue). 기존 협업 

필터링 기반 추천 알고리즘에서는 해당 한계점을 극복하기 위해 콘텐츠 

기반 방법을 추가한 하이브리드 방법을 고안하였다. 이를 통해 사용자 – 

아이템 상호 작용 데이터뿐만 아니라 사용자 프로파일, 아이템 프로파일, 

소셜 네트워크 데이터와 같은 다양한 종류의 추가 정보를 활용하였다. 

그래프 합성곱 신경망을 이용한 추천 모델에서도 비슷한 방법으로 

데이터를 보완하여 더 나은 사용자 및 아이템 모델링을 목표한다. 

사용자와 아이템 간 다양한 관계 정보를 노드와 간선으로 나타내어 

사용자 – 아이템 이분 그래프의 부족한 정보를 보충하고 이를 학습한다. 

여기서 어떤 방식으로 다양한 종류의 정보를 합쳐 그래프를 생성할지, 

대상이 갖는 의미를 어떤 방식으로 모델링 할지에 대해 연구하고 있다. 

소셜 추천(Social recommendation) 분야는 사용자 – 아이템 상호 

작용 데이터와 사용자 간 관계 정보가 있는 소셜 네트워크 데이터를 

이용하여 대상을 학습한다. 해당 분야의 연구는 “사용자의 선호는 그 

주변 사용자로부터 영향을 받거나 비슷한 경향이 있다.[19]”라는 

전제를 바탕으로 소셜 네트워크 데이터를 활용한다. 
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DiffNet[2]은 여러 층의 그래프 합성곱 신경망 레이어를 쌓아 

Multi – hop 거리에 있는 높은 차수의 사회적 관계(High – order social 

relations)를 학습한 대표적인 연구이다. 해당 연구는 주변 

사용자로부터 영향을 받는다는 기존 가정을 넘어, 지인의 주변 

사람들에게도 역시 영향을 받을 수 있음을 새롭게 가정하고 모델링 

하였다. 그러나 위 방법처럼 여러 층의 레이어를 쌓는 것은 오버스무딩 

문제(Over – smoothing)[16]를 낳게 되어, 추천 성능 저하로 이어졌다. 

이러한 점을 극복하기 위해 MHCN[17] 연구에서 하이퍼 그래프(Hyper 

– graph)를 이용하였다. 하이퍼 그래프는 두 개 이상의 노드를 이을 수 

있는 하이퍼 간선(Hyper – edge)를 통해 높은 차수의 관계를 

효과적으로 표현할 수 있어, 소셜 네트워크와 같이 높은 차수의 관계 

데이터를 효과적으로 모델링 할 수 있었다. 

지식 기반 추천(Knowledge graph aware recommendation) 

분야는 사용자 – 아이템 상호 작용 데이터와 아이템 지식 정보를 

이용하여 대상을 학습한다. “사용자는 대체로 기존 관심 아이템과 

비슷한 특성을 가진 아이템에 흥미를 갖는다”라는 가정을 전제하여 추가 

정보를 활용한다. 카테고리, 태그, 아티스트, 장르와 같은 정보가 

내포되어 있으며, 이를 통해 사용자 – 아이템 상호작용 데이터만으로는 

알 수 없는 아이템 간의 관계를 표현할 수 있다.  

PUP[20]는 아이템 지식 정보 중 하나인 가격 정보와 카테고리 

정보를 바탕으로 사용자 구매 의도를 예측하는 방법을 제안하였다. 가격 
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정보가 사용자의 구매 결정에 미치는 영향력과 민감도는 알 수 없으며, 

구매한 항목에 대해서만 암시적으로 알 수 있다. 이 점을 극복하기 위해 

그래프 합성곱 신경망 구조를 적용하여 아이템을 매개로 사용자에게 

가격의 영향을 전파하여 사용자가 가격을 인식하도록 학습하였다. 또, 

아이템의 가격은 카테고리별로 사용자의 구매 의도에 다른 영향력을 

미치는데, 이 점을 고려하여 모델링 하기 위해 학습 과정에서 가격 

정보와 카테고리 정보를 동시에 전파시켰다. 

위에서 소개한 연구들은 사용자 – 아이템 상호작용 데이터의 부족한 

협업 필터링 신호를 보완하기 위해 추가 정보를 바탕으로 학습 대상이 

되는 그래프를 재구성하였다. 이 과정에서 소셜 네트워크 데이터나 

아이템 지식 정보 데이터와 같은 정보가 사용되었으며, 이를 통해 

사용자 및 아이템에 대해 더 좋은 모델링을 수행하였다. 대부분의 

연구에서 사용자 – 아이템 상호 작용 데이터와 여러 종류의 추가 정보를 

이종 그래프의 형태로 합쳐 하나의 완전한 학습 그래프를 생성하려고 

하였다. 하지만 해당 방법은 학습 대상 그래프의 크기가 지나치게 

커지면 학습 속도가 느려지고, 높은 차수(High – order)가 형성되어 

오버스무딩 문제가 생길 수 있다. 본 연구에서는 다양한 정보를 가진 

추가 정보를 이용하여 그래프를 형성하고, 이를 결합하지 않고 동종 

그래프 형태로 각각 학습하여 그래프 대조 학습에 적용한다는 점에서 

기존 연구와 차이가 있다. 
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제 3 절 그래프 대조 학습 

 

학습할 수 있는 데이터가 많아짐에 따라 라벨링을 통한 기존 지도 

학습 방법을 현실 문제에 적용하기에는 많은 비용이 들기 시작했다. 

이런 배경에서, 모델이 원본 데이터의 패턴과 상관관계를 파악하고 

스스로 라벨링 하여 이를 모델 훈련에 사용하는 자가 지도 학습(Self – 

supervised learning, SSL)이 대안으로 떠올랐다. 자가 지도 학습 기반 

모델을 통해 라벨이 없는 데이터 또는 제한된 수의 라벨 데이터를 

학습하거나, 사전 학습(Pre – training)을 통해 다운스트림 

태스크(Downstream task)에 적용할 수 있게 되었다. 또한, 추가적인 

학습을 통해 주요 작업(Main task)의 성능을 높이기 위한 보조 

작업으로 사용할 수 있어 다양한 분야에서 연구되기 시작하였다. 

 

[그림 7] 대조 학습 패러다임 

대조 학습은 자가 지도 학습의 한 방법으로, self – supervision 을 

활용하여 데이터의 표현을 학습하고, downstream task 를 위한 사전 

학습을 수행한다. 학습 과정에서 데이터 쌍(Data – data pairs)을 필요로 
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하며, Positive pair 와 Negative pair 를 구분하는 방식으로 학습한다. 

해당 과정은 주로 InfoNCE loss[14]를 통해 학습된다. 

 

[수식 2] InfoNCE Loss 

[수식 2]은 InfoNCE Loss 에 대한 수식으로, 대조 학습에 적용되는 

목적 함수이다. 분자는 positive sample 에 대한 결괏값을, 분모는 

positive sample 과 negative sample 에 대한 결괏값의 합을 나타낸다. 

결과적으로 InfoNCE Loss 를 최적화(optimization) 하면, Positive 

sample 간의 임베딩 거리는 가까워지도록, Positive sample 과 

Negative sample 간의 임베딩 거리는 멀어지도록 임베딩을 학습한다. 

그래프 대조 학습은 그래프 구조에 대조 학습을 적용한 방법이다. 

원본 그래프를 여러 개로 증강하여(View augmentation) 서로 다른 

그래프 뷰를 형성한 후 노드 또는 간선에 대한 임베딩을 구한 후, 이를 

다른 그래프 뷰의 개체와 대조하여 표현을 학습하는 방식으로 노드 

정보를 학습한다[5]. 그래프 뷰를 형성하기 위해 노드 / 간선 드롭 

아웃(Dropout) 기법을 사용하거나, 랜덤워크(Random walk) 기반 서브 

그래프(Subgraph) 생성 등 다양한 그래프 변형 기법을 사용할 수 있다. 
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그래프 대조 학습 분야에 대한 연구가 진행되면서 이를 그래프 인공 

신경망을 이용한 추천 문제에 이식하려는 시도가 있었다. Hao 의 

연구[21]에서 Cold – start 사용자나 아이템에 대해 그래프 기반 모델을 

사전 교육하기 위해 그래프 대조 학습을 이용하였다. S - MHCN[17] 

모델과 DHCN[22] 모델은 소셜 추천 또는 세션 기반 추천 시나리오를 

다루기 위해 하이퍼 그래프를 통해 문제를 재구조화하였으며, 이를 

대조학습 하여 아이템을 추천하였다. Liu 의 연구[23]에서 그래프 인공 

신경망 기반 추천 시스템 모델의 추천 편향을 개선하기 위해 그래프 

대조 학습을 활용하였다. 위와 같이 기존 그래프 구조를 이용한 추천 

연구 분야가 갖는 문제점을 극복하기 위해 그래프 대조 학습을 

적용하였으며, Cold – start problem 을 해결하거나 추천 모델을 위한 

사전 학습이 가능하다는 점에서 많은 문제를 극복할 수 있었다. 

한편, 그래프 대조 학습에 활용하는 효과적인 그래프 뷰를 생성하여 

추천의 성능을 개선하려는 연구도 있었다. 노드 드롭아웃 또는 간선 

드롭아웃을 통해 변형된 그래프 뷰를 형성하거나[6, 24], 그와 반대로 

그래프에 새로운 간선을 더하는 방법(Graph diffusion – based 

augmentation)을 통해 뷰를 생성하여[25] 대조 학습에 적용하였다. 

또한, 랜덤워크(Random walk)와 같은 방법을 통해 일정 비율의 노드와 

간선을 샘플링하여 부분 그래프(Subgraph)를 형성하여 그래프 뷰를 

형성하는 방향의 연구가 있었다[26]. 위 연구들은 주로 사용자 - 
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아이템 상호작용 데이터로부터 만든 그래프를 변형하여 그래프 대조 

학습을 통한 추천을 수행하려 하였다.  

SEPT[10]에서는 사용자 - 아이템 상호작용 데이터를 중점적으로 

변형하여 사용했던 기존 연구와 다르게 소셜 네트워크 정보를 추가 

정보로 활용하여 새로운 그래프 뷰를 생성하였다. 또한, 단순 인덱스 

기반 라벨링을 수행하여 대조 학습의 Ground-truth 를 지정했던 기존 

연구와 달리, 임베딩의 의미론적 유사도를 고려한 라벨링을 수행하여 

학습을 진행하였다. LastFM, Douban-Book, Yelp 세 개의 데이터셋에 

대해 실험을 진행하였으며, SOTA 성능을 달성하였다. 

위에서 소개한 SEPT 모델은 추가적인 뷰를 생성하기 위해 소셜 

네트워크 데이터를 활용하였다. 여러 추천 데이터셋에 대해 우수한 

성능을 달성하였지만 사용자 - 아이템 상호작용 데이터와 소셜 

네트워크 데이터가 같이 있는 연구용으로 사용 가능한 오픈 데이터셋은 

거의 존재하지 않기 때문에 다른 데이터셋에 적용해 보거나, 실험을 

확장하기 쉽지 않다는 한계점이 존재한다. 이 점을 보완하기 위해, 본 

연구에서 쉽게 구할 수 있는 아이템 지식 정보를 활용하여 아이템의 

특성을 나타내는 그래프 뷰를 형성한다. 이를 통해 대조 학습을 

진행하여 사용자 – 아이템 상호 작용 정보의 학습을 보조하고, 학습된 

사용자 임베딩과 아이템 임베딩을 바탕으로 추천 성능을 개선한다. 
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제 3 장 연구 방법 

 

제 1 절 실험 데이터셋 

 

데이터셋 소개 

본 연구에서는 아이템 지식 정보를 그래프 대조 학습에 활용했을 때 

추천 성능 변화에 대해 알아본다. 소셜 네트워크 정보를 활용하여 

학습한 기존 SOTA 모델과 성능 비교를 하기 위해 사용자 - 아이템 

상호작용 데이터, 아이템 지식 데이터 그리고 소셜 네트워크 데이터가 

모두 있는 데이터셋 LastFM, CiaoDVD 을 활용한다(데이터셋 타입 1). 

아래 [그림 8]은 LastFM 데이터셋의 일부를 나타내며, 사용자 – 

아이템 상호 작용 데이터(좌), 아이템 지식 데이터(중앙)와 소셜 

네트워크 데이터(우)에 대한 테이블이다. 

 

[그림 8] LastFM 데이터셋 예시 
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또한 데이터 증강을 통해 생성된 각각의 뷰에 대한 Ablation 

study 를 진행한다. MovieLens – smallest, MovieLens – 100k, 

Amazon shopping 데이터셋에서 추가 실험을 진행하여 어떤 정보를 

가진 뷰가 학습에 유용한 정보를 더 많이 함의하는지, 성능 향상에 

유의미한지 파악한다(데이터셋 타입 2). 

위에서 소개한 데이터셋에서 아이템 지식 정보는 태그 정보로 

나타나며 카테고리, 장르, 아티스트 등 아이템을 설명할 수 있는 내용이 

내포되어 있다.  

사용한 데이터셋의 통계 정보를 나타내면 [표 1], [표 2]와 같다. 

Dataset User(U) Item(I) Tag(T) U-U U-I I-T 

Lastfm 1892 17632 9749 25434 92834 109750 

CiaoDVD 17615 16121 18 40133 72665 16121 

[표 1] 데이터셋 타입 1 통계량 

 

[표 2] 데이터셋 타입 2 통계량 

Datasets User(U) Item(I) Tag(T) U-I I-T 

Movielens-smallest 610 9724 20 100836 22084 

Movielens-100k 943 1682 19 100000 2892 

Amazon shopping 55223 17408 150 497577 62347 
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위의 [표 1]과 [표 2]에서 U – U 는 사용자 간 관계를 나타내는 

소셜 네트워크 정보의 수를, U – I 는 사용자와 상호 작용이 있었던 

아이템에 대한 로그 정보의 수를, I – T 는 아이템에게 부여된 태그 

정보의 수를 나타낸다. 

 

데이터셋 전처리 

모델의 효율적인 학습을 위해 유용한 정보를 선별적으로 제공할 

필요가 있다. 따라서 학습에 불필요하다고 판단되는 데이터는 

삭제하거나 형태를 수정하였다. 

아이템 지식 데이터의 모든 아이템이 사용자 – 아이템 상호작용 

데이터에 나타나지는 않는다. 상호작용 내역이 없는 아이템은 학습에 

불필요한 정보이며 노이즈로 작용할 여지도 있다. 따라서 두 테이블에 

공통으로 존재하는 아이템이 아닌 항목들을 필터링해주었다. 마찬가지로, 

소셜 네트워크 데이터와 사용자 – 아이템 상호작용 데이터에 대해서도 

비슷한 전처리를 수행하였다. 소셜 네트워크 데이터에 있는 모든 

사용자가 사용자 – 아이템 상호작용 데이터에 존재하지 않기 때문에, 

불필요한 사용자에 대한 정보를 필터링해주었다. 결과적으로 두 종류의 

추가 정보는 사용자 – 아이템 상호작용 데이터에 존재하는 아이템 간의 

관계 또는 사용자 간의 관계를 나타내도록 수정하였다. 
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제 2 절 연구 설계 

 

본 연구는 소셜 네트워크 정보를 활용한 기존 연구의 한계점을 

보완하려는 시도로서, 아이템 지식 정보 데이터를 추가 정보로 활용한다. 

아이템 지식 정보 데이터를 바탕으로 여러 개의 그래프 뷰를 형성하고, 

이를 이용하여 아이템 임베딩에 대해 학습하여 추천 성능을 개선하는 

시스템 ItemGC 를 제안한다. 그래프 대조 학습 과정을 통해 아이템 

임베딩을 개선하며, 개선된 아이템 임베딩과 초기 사용자 임베딩을 

바탕으로 추천의 성능을 측정한다. 제안한 ItemGC 모델의 추천 성능을 

소셜 네트워크 정보를 활용한 기존 연구와 비교해 본다. 또한 사용한 

추가 정보가 추천 결과에 유의미한 영향을 미치는지에 대해 평가해 본다. 

 

그래프 뷰 생성 

본 연구에서는 사용자 – 아이템 상호 작용 데이터와 아이템 지식 

정보를 학습하기 위해 그래프 인공 신경망 구조를 활용한다. 또한, 

다양한 정보를 활용할 때 하나의 이종 그래프를 형성하여 학습하는 기존 

연구와 달리, 추가 정보로부터 여러 개의 동종 그래프를 형성하여 대조 

학습을 통해 모델링을 수행한다. 위와 같은 방법은 여러 종류의 추가 

정보를 단순히 그래프화하여 쉽게 학습에 활용할 수 있으며, 정보가 
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추가됨에 따라 발생할 수 있는 오버스무딩 문제를 효과적으로 극복할 수 

있다. 

본 모델의 가장 첫 단계에서 사용자 – 아이템 상호 작용 데이터와 

아이템 지식 데이터를 테이블 형태로 입력받아 대조 학습을 위한 그래프 

뷰를 생성한다. 테이블 데이터를 인접 행렬화하여 그래프를 생성할 수 

있으며, 데이터 증강을 통해 총 세 개의 그래프를 생성한다. 먼저 User 

– item view 는 사용자 – 아이템 상호 작용 데이터를 바탕으로 만든 

그래프 뷰로, 협업 필터링 신호를 나타내는 이분 그래프의 모양을 

갖는다. 사용자와 아이템을 노드로 표현하고, 사용자와 상호 작용이 

있었던 아이템과의 관계를 간선으로 나타낸다. Tag view 는 아이템 지식 

데이터를 바탕으로 만든 그래프 뷰로, 아이템에 대한 추가 정보를 갖는 

이분 그래프 모양을 갖는다. 아이템과 태그 정보를 노드로 표현하고, 

아이템에 부여된 태그 정보를 간선으로 표현한다. 여기서 태그 정보는 

데이터셋에 따라 카테고리, 장르와 같은 추가 정보를 의미한다. 

마지막으로 Co – occurrence view 는 사용자 – 아이템 상호 작용 

데이터를 바탕으로 [그림 9]의 행렬 연산을 통해 생성하며, 같이 구매한 

아이템에 대한 정보를 그래프로 표현한다. 아이템을 노드로 표현하고, 

사용자에 의해 같이 구매된 아이템 사이의 관계를 간선으로 표현한다.  
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[그림 9] Co-occurrence view 생성을 위한 행렬 연산 

이후, 기본 인코더 모델인 LightGCN 을 이용하여 각각의 그래프 

뷰에 있는 노드의 임베딩을 구해준다. 해당 모델은 그래프 구조의 추천 

문제를 효과적으로 풀 수 있는 그래프 인공 신경망 기반 모델로, 간단한 

구조와 우수한 모델링 성능으로 본 연구에 사용할 기본 인코더 모델로 

선택하였다. User – item view 로부터 사용자와 아이템에 대한 임베딩을, 

Tag view 로부터 아이템 임베딩을, 그리고 Co – occurrence 

view 로부터 아이템 임베딩을 구한다. 세 개의 그래프 뷰로부터 생성된 

아이템 임베딩은 다른 측면의 아이템 특성을 반영하며, 이후 학습을 

통해 다른 뷰의 정보를 받아들여 임베딩을 개선할 필요가 있다. 따라서 

이 과정에서 구한 아이템 임베딩은 라벨링을 통해 대조 학습을 수행하며, 

사용자 임베딩은 아이템 추천에 대해 학습하기 위해 이후 과정에 

사용된다.  
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의사 라벨(Pseudo label) 생성 및 대조 학습 

대조 학습은 라벨링 정보 없이 데이터 사이의 특징을 파악하여 

임베딩을 학습한다. 이 과정에서 Positive sample 과 Negative 

sample 에 대한 정보를 생성해서 어떤 데이터에 가깝게 학습해야 

할지(Positive sample), 또는 멀게 학습해야 할지(Negative sample)에 

대한 지표를 설정해 주어야 한다. 본 모델의 그래프 뷰 생성 과정에서 

사용자와 아이템의 임베딩을 구해주었다. 이렇게 얻은 임베딩에 의사 

라벨을 생성해 주어서 대조 학습의 방향성에 대해 설정해 줄 필요가 

있다. 

본 모델에서 그래프 뷰로부터 생성한 임베딩에 의사 라벨을 

부여하기 위해 의미론적으로 비슷한 임베딩을 찾아내어 Positive 

[그림 10] 그래프 뷰 생성 모식도 
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sample 로 정한다. 이는 기존에 단순 노드 ID 기반으로 라벨링 하여 

대조 학습하는 것보다 의미가 비슷한 임베딩을 Positive sample 로 

정하여 대조 학습하였을 때 더 좋은 결과를 얻은 기존 연구의 결과를 

활용한다. 라벨링을 위해 먼저 User – item view 를 그래프 합성곱 

연산하여 Unlabeled example set 을 생성한다. 다음으로 그래프 뷰에서 

생성한 아이템 임베딩과 의미가 비슷한 Positive sample 을 Unlabeled 

example set 에서 찾는다. 이 과정은 아이템 임베딩과 Unlabeled 

example set 의 임베딩간 코사인 유사도 점수를 기준으로 수행하며, 

다른 두 개의 뷰에서 구한 점수를 더하여 상위 K 개의 아이템에 대해 

Positive sample 로 설정하고, 나머지 아이템은 Negative sample 로 

설정한다. 예를 들어, User – item view 의 n 번째 아이템의 Positive 

sample 을 정하기 위해서 Tag view 와 Co – occurrence view 의 

아이템의 유사도 점수를 각각 더해 상위 K 개를 선택한다. 

위와 같은 과정을 통해 아이템별로 Positive sample 과 Negative 

sample 을 구분하고 대조 학습을 수행하여 아이템 임베딩을 개선한다. 

앞서 언급하였듯이 대조 학습은 비슷한 데이터는 임베딩 공간에서 더 

가깝게, 비슷하지 않은 데이터는 더 멀게 학습하는 과정이다. 학습이 

진행됨에 따라 인코더는 개선된 모델링을 제공하고, 이로써 더 정확한 

의사 레이블을 생성하며, 이는 다시 인코더의 모델링에 도움을 주어 

궁극적으로 아이템 임베딩과 사용자 임베딩을 개선한다. 
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전체 모델 학습 및 평가 

본 모델에서는 아이템 및 사용자에 대해 모델링 하는 서브 태스크와 

학습된 임베딩을 바탕으로 추천을 수행하는 메인 태스크를 수행한다. 본 

모델에서는 두 가지 태스크에 대한 손실 함수(Loss function)을 일정 

비율로 합하여 통합된 손실 함수를 만들고, 이를 최적화하는 멀티태스크 

학습(Multitask – learning) 방법을 채택하였다. 서브 태스크에 해당하는 

아이템 임베딩 개선 과정에는 대조 학습에 많이 쓰이는 infoNCE 

Loss[14]을 사용하고, 최적의 아이템 추천을 위한 학습 과정에는 BPR 

Loss[15]를 사용한다. 이 과정에서 사용자 임베딩과 아이템 임베딩 

쌍이 필요한데, User – item view 에 있는 임베딩을 구하여 BPR 

Loss 를 계산한다. 

 

 [그림 11] ItemGC 모델 전체 구조도 
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제 4 장 연구 결과 

 

제 1 절 평가 지표  

 

본 연구에서 아이템 임베딩에 대해 학습한 결과를 Downstream 

task 인 추천에 적용하고, 그 성능을 측정하여 학습된 임베딩을 평가해 

본다. 실험에서 사용한 평가 지표는 다음과 같다. 

- Precision@K : 모델이 추천한 아이템 K 개 중에 실제 사용자가 

관심 있는 아이템의 비율 

- Recall@K : 사용자가 관심 있는 모든 아이템 중에서 내가 추천한 

아이템 K 개가 얼마나 포함되는지에 대한 비율 

- NDCG@K : 추천한 K 개 아이템의 관련도를 순서에 따라 

할인(Discount) 하여 합한 값(DCG)과 이상적인 추천 

값(IDCG)의 비율 

 

 

 [수식 3] 평가 지표 표현식 
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실험에서 평가 대상이 되는 추천 아이템 개수(K)는 10 으로 

고정하여 측정하였다. 실험은 5 개의 시드(1, 10, 100, 1000, 10000)를 

설정하여 진행되었으며, 각각의 결과에 대한 평균 값으로 기록하였다. 

모델 간 비교할 때 최고 성능은 순위 정보를 고려한 평가 지표인 

NDCG 를 기준으로 결정하였다. 
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제 2 절 기존 연구와 성능 비교 

 

본 절에서는 모델이 학습한 아이템 지식 정보가 추천 성능 개선을 

가져왔는지에 대해 검증한다. 이를 검증하기 위해 기본 인코더 

모델(LightGCN)과 이전 연구 모델(SEPT) 그리고 ItemGC 모델의 

성능을 비교한다. LightGCN 은 사용자 – 아이템 상호 작용 데이터만을 

사용하여 학습하고, SEPT 는 사용자 – 아이템 상호 작용 데이터와 소셜 

네트워크 데이터를 학습한다. 마지막으로 본 연구에서 제안한 

ItemGC 는 사용자 – 아이템 상호 작용 데이터와 아이템 지식 데이터를 

활용하여 학습한다. 앞서 언급한 바와 같이, SEPT 모델과 성능 비교를 

하기 위해서는 사용자 – 아이템 상호작용 데이터, 아이템 지식 데이터, 

소셜 네트워크 데이터가 모두 있는 데이터셋을 사용하여 실험하여야 

한다. 조건에 부합하는 LastFM과 CiaoDVD 데이터셋에 대해 실험을 

진행하였고, 결과는 [표 3], [표 4]와 같다. 

Dataset LastFM 

Model Precision@10 Recall@10 NDCG@10 

LightGCN 

(base) 
19.21 0.00% 19.48 0.00% 23.39 0.00% 

SEPT 

(SOTA) 
20.19 5.10% 20.49 5.18% 24.51 4.79% 

ItemGC 

(Proposed) 
20.13 4.79% 20.46 5.03% 24.79 5.99% 

[표 3] 기존 연구 모델과 성능 비교 결과(LastFM) 
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Dataset CiaoDVD 

Model Precision@10 Recall@10 NDCG@10 

LightGCN 

(base) 
1.115 0.00% 6.356 0.00% 4.064 0.00% 

SEPT 

(SOTA) 
1.161 4.13% 6.604 3.90% 4.209 3.57% 

ItemGC 

(Proposed) 
1.16 4.04% 6.618 4.12% 4.208 3.54% 

[표 4] 기존 연구 모델과 성능 비교 결과(CiaoDVD) 

기본 인코더 모델인 LightGCN 과 비교해 보았을 때, 두 데이터셋의 

모든 평가 지표에서 4% 이상의 유의미한 성능 향상을 보였다. 

LightGCN 에서는 사용자 – 아이템 상호 작용 데이터만 학습하였으므로, 

다른 두 모델에 비해 적은 양의 데이터로부터 학습하였고, 이로 인해 

추천 성능이 떨어진다. 그에 반해 SEPT와 ItemGC는 사용자 – 아이템 

상호 작용 데이터에 각각 소셜 네트워크 정보와 아이템 지식 정보를 

추가적으로 학습하였다. 더 많은 데이터로부터 풍부한 정보를 

학습하였고, 이로 인해 좋은 추천 성능을 달성하였다. 또한, SEPT 와 

ItemGC 모델이 사용한 기본 인코더 모델이 LightGCN 이라는 점에서 

추가 정보를 활용하여 대조 학습을 수행하였을 때 추천 성능 향상이 

있었음을 알 수 있다. 

ItemGC 모델을 SEPT 와 성능을 비교해 보았을 때, 각기 다른 

추가 정보를 활용했음에도 불구하고 SOTA 에 준하는 성능을 보여준다. 
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특히 LastFM 데이터셋의 NDCG 평가 지표에서는 기존 모델을 크게 

웃도는 성능을 보여준다. 이 결과로 보아 아이템 지식 데이터를 추가 

정보로 활용하여 우수한 추천 성능을 달성할 수 있다는 점을 확인하였다. 

또한, ItemGC의 학습 데이터인 아이템 지식 정보가 SEPT 의 학습 

데이터인 소셜 네트워크 정보보다 훨씬 구하기 쉽다는 점에서 활용성이 

우수하고, 소셜 네트워크 데이터셋이 없어도 비슷한 수준의 성능을 

보여줄 수 있는 것을 확인하였다. 

다음으로, 본 연구 모델의 평점 예측 성능에 대해 알아보기 위해 선행 

연구 모델과 비교하였다. 비교 대상 모델은 다음과 같다. 

- GC – MC[30] : 그래프 기반 Auto Encoder 모델로, 평점 예측을 

위해 이분 그래프에 GNN 을 적용하였다. 

- IGMC[31] : 추가 정보를 학습하는 대신 로컬 그래프 패턴에 

대해서 학습(Inductive learning)하여 추천하는 모델이다. 

- Multi-modal RS[32] : Visual Features, textual feature, audio 

feature 와 같은 추가 정보를 학습하여 아이템이나 사용자의 

표현에 대해 학습한 Graph Attention Network 기반 모델이다. 

- GLocal – K[33] : 추가 정보 없이 사용자 – 아이템 상호 작용 

그래프에서 중요 특징을 포착하기 위해 pre-training 단계의 local 

kernel 과 fine-tuning 단계의 global kernel 의 이점을 활용한 

Auto Encoder 기반 모델이다.  
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- GHRS[34] : 사용자 및 아이템 추가 정보를 활용하여 유사성 기반 

클러스터링 및 Auto Encoder 를 통한 특성 추출(Feature 

extraction)을 통해 여러 추가 정보를 학습한 모델이다. 

평점 정보가 있는 MovieLens - 100k 데이터셋의 80%를 training 

data 로, 20%를 test data 로 해서 RMSE 를 측정하였으며, 그 결과는 

[표 5]와 같다. 

Model RMSE 

GC-MC(w/o side information) 0.910 

GC-MC 0.905 

IGMC 0.905 

Multi-modal RS 0.904 

GLocal - K 0.889 

GHRS 0.887 

ItemGC(w/o side information) 0.910 

ItemGC 0.898 

[표 5]  기존 평점 예측 모델과 성능 비교 결과 

먼저, 본 연구 모델이 아이템 추가 정보를 학습한 경우 0.012 

정도의 RMSE의 유의미한 성능 향상이 있었다. 이를 통해 평점 

예측에서도 본 연구의 아이템 추가 정보 활용 방법이 유의미하다는 것을 

확인할 수 있다. 
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Auto encoder 기반의 GCMC 모델은 사용자의 나이, 성별, 직업과 

아이템의 태그 정보를 학습하였다. 추가 정보를 고려하지 않았을 때에는 

ItemGC 에서 추가 정보를 학습하지 않았을 때와 성능이 비슷하였으나, 

추가 정보를 학습하였을 때 ItemGC 의 성능 향상 정도가 더 컸다. 이를 

보아 GCMC 모델에서 보다 본 연구의 ItemGC 모델이 추가 정보를 더 

효율적으로 학습하였다고 볼 수 있다. 

그에 반해 또 다른 Auto encoder 기반 모델인 GLocal – K 는 

아무런 추가 정보를 활용하지 않고도 ItemGC 보다 좋은 성능을 

달성하였다. 해당 모델의 Main contribution 인 Local kernelized 

weight matrix 를 통한 사전 학습과 Global kernel based matrix 를 

통한 fine tuning 이 희소한(sparse) 사용자 – 아이템 상호작용 

데이터의 연결 관계를 보다 빽빽하게(denser) 만들어주어 보다 정확한 

학습에 기여했기 때문으로 볼 수 있다. 

IGMC 모델은 추가 정보에 대한 학습 의존을 벗어나고자 사용자 - 

아이템 상호작용 그래프의 패턴에 대해 집중하여 학습한 모델이다. 적은 

정보만을 가지고 효율적으로 SOTA 의 성능을 달성하였지만, 본 연구의 

ItemGC 모델이 해당 모델의 성능을 넘어섰다. 단순히 그래프 구조에 

대한 학습보다 아이템 추가 정보를 활용하여 더 명확한 학습 그래프를 

형성해 주는 것이 성능 향상에 도움이 되었다고 볼 수 있다. 따라서 

MovieLens - 100k 의 밀도(6.30%)보다 더 낮은 밀도를 갖는 

LastFM(0.278%), Amazon-shopping(0.052%) 등의 데이터셋에서 
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추가 정보의 활용 여부가 더 큰 성능 격차를 가져올 것이라고 예측할 수 

있다. 

Multi-modal RS 모델은 평점을 예측하기 위해 아이템에 대한 요약 

텍스트, 오디오나 비디오 정보와 같은 복잡한 추가 정보를 모두 

학습하였다. 그에 반해 본 모델의 ItemGC 는 아이템의 태그 정보만을 

추가로 학습하였고, Multi-modal RS 보다 좋은 성능을 달성하였다. 더 

적은 정보를 학습하여 더 좋은 결과를 달성한 것으로 보아, 본 연구 

모델이 우수하다는 것을 확인할 수 있다. 

GHRS 는 사용자 추가 정보(Demographic information, social 

network information)와 아이템 설명(item description) 정보를 활용한 

모델로, 비교 모델 중 가장 좋은 성능을 보였다. 입력 추가 정보들을 

바탕으로 클러스터링 수행 및 특성 재추출 과정을 통해 효과적으로 

모델을 학습해 이와 같은 결과를 달성한 것으로 볼 수 있다. 하지만 

앞서 서술한 바와 같이, 사용자에 대한 추가 정보는 구하기 어려워 

다양한 상황에서 활용하기 어렵다. 이에 반해, 본 연구 모델인 

ItemGC 는 아이템 추가 정보를 학습하는 것으로도 성능 향상을 기대할 

수 있으며, 사용자 추가 정보 없이도 우수한 성능을 달성할 수 있었다. 
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제 3 절 View Ablation Study 

 

본 절에서는 아이템 지식 그래프를 활용하여 생성한 여러 개의 뷰가 

추천 성능 향상에 영향을 주는지 검증해 본다. 그래프 데이터 증강을 

통해 생성된 그래프 뷰는 현재 뷰에서 부족한 정보를 다른 뷰에서 

가져와 학습하여 다양한 정보를 반영한 모델링을 가능케 하도록 하였다. 

다른 정보를 바탕으로 생성된 각각의 뷰의 유무에 따라 추천 성능 향상 

정도를 실험적으로 파악해 보고, 그 이유에 대해 분석해 본다. LastFM, 

CiaoDVD, Movielens-smallest, Movielens-100k, Amazon 

shopping(game) 데이터셋에 대해서 실험을 진행하였으며, 그 결과는 

[그림 12] – [그림 16]과 같다. 

 

 [그림 12] LastFM ablation study NDCG 
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[그림 13] CiaoDVD ablation study NDCG 

[그림 14] MovieLens-smallest ablation study NDCG 
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위 그림의 범례에서 UI 는 User-item view 만 있는 경우이고, UI 

+ Co-occurrence 는 User-item view 에 Co-occurrence view 가 

[그림 15] MovieLens-100k ablation study NDCG 

[그림 16] Amazon shopping ablation study NDCG 
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추가된 경우, UI + Tag 는 User-item view 에 Tag view 가 추가된 

경우, ItemGC 는 세 가지 뷰가 모두 있는 경우를 뜻한다. 

모든 데이터셋에 대해서 Co-occurrence view 나 Tag view 가 

추가되었을 때 성능 향상이 존재하였다. 이는 추가로 생성한 뷰를 통해 

사용자 – 아이템 상호 작용 데이터에서는 알 수 없는 정보를 학습했기 

때문이라고 생각할 수 있다. 또한, Co-occurrence view 보다 Tag 

view 가 추가될 때 성능 향상이 큰 폭으로 일어난 것을 확인할 수 있다. 

이는 User-item view 의 데이터를 변형하여 만든 뷰보다 추가 정보를 

바탕으로 생성한 Tag view 에 학습할 정보가 더 많았기 때문으로 

생각된다. 하지만 User – item view 를 단순 행렬 연산을 통해 약간만 

변형해 주었음에도 성능 향상이 있었던 점은 고무적이며, Co – 

occurrence view 도 아이템 임베딩의 학습에 긍정적인 영향을 주었다고 

생각할 수 있다. 

대체로 User – item view 에 두 가지 뷰가 추가적으로 존재하는 

ItemGC 가 성능이 가장 높게 나왔다. 이를 통해 Side information 을 

활용하거나, 기존 데이터를 변형하여 다수의 뷰 만들고 대조 학습을 

진행한다면 대상에 대해 더 잘 모델링 할 수 있다는 점을 확인하였다. 

Precision 과 Recall 평가 지표에 대해 측정해 보았을 때 NDCG 와 

비슷한 경향의 성능 향상을 보였다.[표 6], [표 7] 
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LastFM CiaoDVD 

P@10 R@10 P@10 R@10 

UI 19.21 19.48 1.115 6.356 

UI + Co-occurrence 19.71 19.99 1.145 6.534 

UI + Tag 19.73 20.02 1.146 6.563 

ItemGC 20.13 20.46 1.167 6.665 

[표 6] Ablation study Precision과 Recall 결과(1) 

 

 

MovieLens-

smallest 

MovieLens-

100k 
Amazon-games 

P@10 R@10 P@10 R@10 P@10 R@10 

UI 26.90 13.92 34.85 22.85 1.855 11.11 

UI +  

Co-occurrence 
27.61 14.65 35.89 23.47 1.856 11.22 

UI + Tag 27.71 14.76 35.97 23.53 1.865 11.26 

ItemGC 27.74 14.78 35.95 23.63 1.866 11.26 

[표 7] Ablation study Precision과 Recall 결과(2) 
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제 5 장 결 론 

 

제 1 절 연구 요약 

 

본 연구에서는 기존 추천 분야 데이터셋이 가지는 sparsity 문제를 

해결하고 임베딩 학습을 개선하기 위해 아이템 지식 정보를 활용하였다.  

주어진 데이터셋을 효과적으로 학습하기 위해 그래프 인공 신경망 

구조와 대조 학습 방법을 채택하였으며, 사용자 – 아이템 상호작용 

데이터와 아이템 지식 데이터를 학습하여 추천 성능을 개선하였다.  

첫 번째 실험(4 장 2 절)에서 기존 연구와 ItemGC의 성능을 

비교하였다. 추가 정보를 활용한 모델(SEPT, ItemGC)의 추천 성능이 

사용자 – 아이템 상호 작용 데이터만 학습한 모델(LightGCN)보다 

우수한 것으로 보아, 소셜 네트워크나 아이템 지식 정보와 같은 추가 

정보가 추천 성능 향상에 도움을 줄 수 있다는 것을 확인하였다. 또한, 

기존 SOTA 모델과 추천 성능 비교를 위해 사용자 – 아이템 상호 작용 

데이터, 소셜 네트워크 데이터와 아이템 지식 정보가 모두 있는 LastFM, 

CiaoDVD 데이터셋으로 실험하였다. 이를 통해, ItemGC 모델이 소셜 

네트워크 데이터 없이 기존 SOTA 모델(SEPT)에 준하는 성능을 

달성한 것을 확인하였다. 마지막으로, 평점 예측 성능에 대해 알아보기 

위해 기존 평점 예측 연구 모델과 추천 성능 비교를 진행하였다. 비록 

SOTA 의 성능을 달성하지는 못했지만, 비교적 구하기 쉽고 적은 
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추가정보(아이템 태그 정보)를 활용하여 평점을 예측하여도 충분히 

우수한 성능을 보임을 확인하였다. 

두 번째 실험에서 그래프 대조 학습을 위해 생성한 여러 개의 뷰에 

대한 Ablation study 를 진행하였다. User-item view, Tag view 

그리고 Co-occurrence view 의 유무에 따라 추천 성능 변화를 측정해 

보았다. 대부분의 경우에 그래프 뷰가 추가될 때마다 추천 성능이 

향상된 것을 확인하였으며, 모든 뷰가 추가된 ItemGC 모델이 가장 높은 

성능을 보였다. 또한, 기존 정보를 행렬 연산을 통해 변형한 Co-

occurrence view 보다 새롭게 추가된 정보를 통해 생성된 Tag view 가 

성능 향상에 더 많이 기여한다는 점으로 보아 추가 정보가 추천 성능 

향상에 도움을 준다는 것을 확인하였다. 
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제 2 절 연구 의의 

 

본 연구는 사용자 – 아이템 상호 작용 데이터와 아이템 지식 

데이터를 대조 학습하여 임베딩을 개선하고 이를 바탕으로 추천을 

수행하였다. 기존 연구 모델은 소셜 네트워크 데이터를 활용하였고, 본 

연구 모델인 ItemGC 는 아이템 지식 데이터를 활용하여 모델을 

학습하였다. 전혀 다른 추가 정보를 활용하여 학습했음에도 불구하고 

SOTA 에 준하는 추천 성능을 달성하였다. 소셜 네트워크 데이터는 

개인 정보로 취급되어 구하기 어려우며, 데이터 증강이 어렵다는 

활용상의 단점이 있다. 반면에 아이템 지식 데이터는 훨씬 구하기 

쉬우며, 다양한 종류의 추가 정보를 사용하여 더 많은 정보를 학습할 수 

있다. 따라서 적은 제약 사항으로 기존 SOTA 연구에 준하는 정도의 

성능에 도달할 수 있다는 점이 본 연구의 의의다. 

본 연구에서 서로 다른 추가 정보를 활용하여 학습한 두 모델의 

추천 성능에 대해 비교하였다(4 장 2 절). 이를 위해 하나의 사용자 – 

아이템 상호작용 데이터를 공유하는 아이템 지식 데이터와 소셜 

네트워크가 포함된 데이터셋을 채택하였으며, ItemGC 모델과 SEPT 

모델에 대해 추천 성능을 비교하였다. 위와 같이 하나의 데이터셋에 

파생되는 추가 정보의 종류에 따라 추천 성능을 비교한 최초의 실험으로, 

공정한 비교를 통해 아이템 지식 데이터를 활용한 학습이 소셜 네트워크 

데이터를 활용한 학습을 대체할 수 있다는 점을 실험적으로 증명하였다. 
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제 3 절 연구의 한계점 및 향후 연구  

 

4 장 2 절에서 기존 SOTA 연구와 추천 성능을 비교하기 위하여 

LastFM과 CiaoDVD 데이터셋을 사용하여 검증하였고, 비슷한 수준의 

성능이 나온다는 것을 확인하였다. 두 종류의 데이터셋 밖에 사용하지 

않은 이유는 앞서 언급했던 대로, 사용자 아이템 상호간 상호작용 

데이터를 공유하는 소셜 네트워크 데이터 그리고 아이템 지식 정보 

데이터가 모두 있는 데이터셋이 많지 않기 때문이다. 좀 더 정확한 실험 

결과를 위해서 더 많은 데이터셋을 통해 검증할 필요가 있다. 추후에 

조건에 부합하는 데이터셋이 제공된다면 추가 실험을 통해 검증의 

신뢰도를 높일 필요가 있다. 

4 장 3 절에서 여러 종류의 그래프 뷰가 모델에 추가되었을 때 가장 

우수한 최종 추천 성능을 달성함을 확인과 동시에, Co-Occurrence 

view 의 성능 향상 정도는 상대적으로 적다는 점을 확인하였다. 새로운 

정보를 바탕으로 생성된 Tag view 에 비해 기존의 데이터를 변형하여 

생성된 그래프 뷰이기 때문에 위와 같은 결과가 나타났음을 유추할 수 

있다. 따라서 더 나은 추천 성능을 위해 Co-occurrence view 의 

부족한 정보량을 보완할 필요가 있다. 기존 정보를 바탕으로 

Subgraph 를 생성하여 뷰를 생성하거나 가상 간선(Virtual edges)을 

추가해 주는 등 본 연구에서 활용한 그래프 데이터 증강 방법 이외의 

여러 방법을 수행하여, User-item view 의 부족한 정보를 보완하여 
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학습할 수 있도록 그래프 뷰를 수정해 성능 향상을 시도해 볼 수 있다. 

또한, 새로운 종류의 아이템 지식 정보를 입력받아 네 번째 뷰를 추가 

생성하는 방식으로 성능 향상을 기대할 수 있다. 

SEPT 연구에서 소셜 네트워크 정보를 바탕으로 사용자 임베딩을 

개선하였으며, 본 연구에서는 아이템 지식 정보를 바탕으로 아이템 

임베딩을 개선하였다. 위에서 언급한 실험 내용 외에 사용자 아이템 

상호 작용 데이터, 소셜 네트워크 데이터와 아이템 지식 정보 데이터를 

모두 사용하여 사용자와 아이템 임베딩을 동시에 개선하여 더욱더 

향상된 추천 결과를 얻으려고 시도해 보았다. 기존 방법과 유사하게 총 

5 개의 그래프 뷰를 생성하고 라벨링 하여 대조 학습을 진행하여 사용자 

임베딩과 아이템 임베딩을 얻었으나, 추천 성능을 측정해 보았을 때 

ItemGC 나 SEPT 와 유사한 성능을 내었다. 이는 서로 다른 추가 

정보는 많을수록 학습에 유리하다는 생각을 바탕으로 진행한 추가 

실험이었지만 좋은 결과를 낼 수 없었다. 두 학습 결과를 단순히 

결합하거나 멀티태스크 학습의 자율성에 맡기기보다 알맞은 방법으로 

ItemGC 와 SEPT 의 결과에 대해 합칠 필요가 있다. 위와 같이 두 개 

이상의 추가 정보를 활용한 학습을 통해 사용자 및 아이템을 적절히 

모델링 할 수 있다면 우수한 추천 성능을 보이는 시스템을 만들 수 있을 

것이다. 
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Abstract 

 

Enhancing Embedding Learning 

for Recommendation Utilizing 

Item Knowledge Information  

 

Jaehong Lee 

Department of Intelligence and Information 

The Graduate School of Convergence Science and Technology 

Seoul National University 
 

Based on the log data accumulated by the user through actions such 

as purchasing or clicking an item, the relationship between the user 

and the item was identified, and recommendations for the item were 

made by applying methods such as collaborative filtering or 

content-based filtering. Advances in graph neural network(GNN) 

technology have enabled us to design a recommended system model 

that can well consider the relationship of the target, and 

demonstrated superior performance over existing methodologies. In 

addition, it is advantageous to utilize various additional information 

such as user profiles and item knowledge information for more 

accurate recommendation. In a recent study, graph contrast 

learning(GCL) was performed using social network data as 

additional information, and it showed good performance on several 

recommended datasets. However, such social network data is 

difficult to obtain, and there are many cases where there is no such 
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social network data, so it is difficult to use. Therefore, this study 

proposes a plan to improve the recommended performance by using 

item knowledge information data instead of social network data. We 

achieve similar levels of performance to existing study using social 

network data as additional information, which shows that high levels 

of recommendation are possible even in the absence of social 

network data. 

  

Keywords : Recommender System, Side information, Graph 

Contrastive Learning 
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