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초    록 

 
소수성 유기오염물질로 오염된 토양은 인간과 생태계에 심각한 

위험을 가한다. 활성탄을 이용한 원위치 안정화 기술은 높은 정화 

효율과 적은 생태 교란 때문에 각광받고 있는 정화기술의 일종이다. 

그러나 퇴적물-물-활성탄 시스템의 복잡성에 의해 활성탄이 

퇴적물로 주입되었을 때의 흡착능을 예측하는 것은 여전히 과제로 

남아있으며, 아직까지 흡착능 예측 모델이 존재하지 않는 상황이다. 

본 연구에서는 순수 분배 계수(물-활성탄 시스템) 뿐만 아니라 

겉보기 분배 계수(퇴적물-물-활성탄 시스템)를 예측하는 기계학습 

기반 모델을 개발하였다. 기존 연구에서 얻은 186개의 데이터를 

이용하여 모델을 학습시켰으며, 변수 선정과 하이퍼파라미터 선정을 

통해 모델을 최적화하였다. 순수 분배 계수에 영향을 주는 요소는 

흡착제의 비표면적, 흡착질의 분자량과 옥탄올-물 분비 계수이며, 

겉보기 분배 계수에 영향을 주는 요소는 퇴적물 특성인 

총유기탄소량과 black carbon양, 흡착제의 특성인 활성탄 입자 크기, 

흡착질의 특성인 분자량, 그리고 실험 조건인 실험 기간으로 

나타났다. 다른 구조를 가진 세 가지 모델을 비교하여 순수 분배 

계수와 겉보기 분배 계수를 분리하여 학습시키는 모델 구조가 가장 

좋은 성능을 보이는 것을 확인하였으며, 이를 통해 순수 분배 

계수와 겉보기 분배 계수에 영향을 미치는 요소가 다르다는 것을 

확인하였다. 최종 예측 모델은 모두 support vector regressor를 

기계학습 알고리즘으로 활용하였으며, 순수 분배 계수에 대해서는 

결정 계수 0.91과 평균 제곱근 오차 0.38, 겉보기 분배 계수에 

대해서는 결정 계수 0.86과 평균 제곱근 오차 0.40을 달성하였다. 
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본 연구는 활성탄의 흡착능 예측에 있어서 기계 학습의 적용 

가능성을 제시하고, 순수 분배 계수 예측 모델과 겉보기 분배 계수 

예측 모델의 차이에 대해 집중적으로 논의하였다. 이룰 통해 퇴적물 

주입 활성탄에서 발생하는 흡착 과정에 대해 더욱 폭넓게 이해하여 

원위치 안정화 기술을 효율적으로 적용 및 관리하는 데에 

기여하였다. 

주요어 : 퇴적물 오염, 활성탄, 흡착능, 기계 학습, 소수성 

유기오염물질, 예측 모델 

학   번 : 2021-22740 
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제 1 장 서    론 
 

 

제 1 절 연구의 배경 

 

폴리염화비페닐(Polychlorinated biphenyls, 이하 PCBs)이나 

다환방향족탄화수소 (Polycyclic aromatic hydrocarbons, 이하 

PAHs)와 같은 소수성 유기오염 물질들은 유전독성과 발암성을 

가지고 있기 때문에 소수성 유기오염 물질로 오염된 토양은 인간과 

주변 생태계에 심각한 위험을 초래한다 ① . 다양한 정화기술들 중, 

활성탄을 이용한 원위치 안정화 기술은 정화 효율이 높고 준설이나 

피복 기술에 비해 기술 적용 시 생태 교란이 비교적 적다는 점에서 

각광받는 기술이다 ② . 활성탄은 넓은 비표면적과 소수성 표면을 

가지고 있기 때문에 소수성 유기오염물질에 대한 흡착능이 매우 

높다③. 활성탄을 오염 퇴적물에 주입하게 되면 활성탄은 퇴적물 내 

공극수에 존재하는 소수성 유기오염물질을 흡착시키는 흡착제로 

작용한다. 이 과정을 통해 퇴적물 및 공극수 내 오염물질의 농도가 

감소하고, 따라서 오염물질의 생물학적 이용 가능성이 감소하여 

주변 생태계에 미치는 위험성이 줄어들게 된다. 

원위치 안정화 기술의 정화 효율은 사용되는 흡착제의 

흡착능에 큰 영향을 받는다. 많은 연구들이 물-활성탄 시스템 

                                            
① Drwal et al., 2019; Dai et al., 2016 
② Lofrano et al., 2017; Majone et al., 2015. 
③ Cho et al., 2007. 
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내에서의 활성탄의 흡착 특성에 대한 실험을 진행하였으며, 

흡착능에 영향을 주는 다양한 인자들을 파악하였다. 비표면적이나 

표면 작용기와 같은 흡착제의 특성은 흡착질인 오염물질이 

흡착제에 흡착될 수 있는 공간과 오염물질의 표면에 대한 친화도를 

결정하기 때문에 흡착능 결정에 있어 중요한 지표로 활용된다 ④ . 

또한, 오염물질의 분자량과 소수성 같은 흡착질의 특성은 흡착제 내 

공극으로의 접근성이나 표면에 대한 친화도를 결정하기 때문에 

중요한 지표로 작용된다⑤. 

그러나 물- 활성탄 시스템에서 계산한 활성탄의 흡착능과 

퇴적물-물-활성탄 시스템에서 계산한 흡착능은 차이를 가지기 

때문에, 물-활성탄 시스템에서 결정된 활성탄의 흡착능은 안정화 

기술에 활성탄이 적용되어 퇴적물 내로 주입되었을 때의 활성탄의 

흡착능을 정확하게 표현하기 힘들다. 이러한 차이는 흙에 존재하는 

용존유기물질과 입자성 물질들이 소수성 유기오염물질의 

활성탄으로의 흡착을 방해하는 현상 때문에 발생한다⑥. 예를 들어, 

Cornelissen 외 (2006)는 퇴적물 내에서 활성탄의 흡착능이 

물에서의 흡착능보다 6배 이상 감소했다고 보고하였다. 또한, 

Werner 외 (2006)는 퇴적물-물-활성탄 시스템에서 흡착 실험을 

진행한 결과, 기존 문헌 값에 비해 흡착능이 16배가량 감소한 

것으로 확인하였다. 이러한 차이를 고려하였을 때, 퇴적물-물-

활성탄 시스템에서 결정된 겉보기 흡착능 (apparent adsorption 

capacity)을 사용하면 원위치 안정화 기술의 효율을 더욱 

                                            
④ Zhang et al., 2010.; Gomez-Eyles et al., 2013 
⑤ Jamil et al., 2019; Wang et al., 2010 
⑥ Koelmans et al., 2009.; Rakowska et al., 201 

 



 

3 

 

직접적으로 표현할 수 있다 ⑦ . 그러나 퇴적물 내 용존 유기물질과 

입자성 물질들이 오염물질 및 활성탄과 복잡한 상호작용을 하기 

때문에 퇴적물이 활성탄의 흡착능에 미치는 영향을 정확히 

파악하는 것에 한계가 존재하며, 따라서 퇴적물 주입 활성탄의 

겉보기 흡착능을 예측하는 것은 여전히 과제로 남아있다⑧ . 이러한 

이유로 인해 원위치 안정화 기술의 오염 저감 효율을 예측하는 

것에 어려움을 겪고 있으며, 나아가 소수성 유기오염물질로 오염된 

퇴적물이 야기하는 위험성을 효과적으로 관리하는 것에 제한이 

있다.  

최근 들어 기계학습은 복잡한 대규모 데이터로부터 학습하여 

예측 모델을 개발하기 위한 도구로써 활발히 사용되고 있다 ⑨ . 

기계학습은 복잡한 데이터 내에 숨겨진 관계성과 패턴을 파악하기 

위한 유용한 수단으로 사용될 수 있으며, 흡착능 관련 연구에서 

역시 예측 모델 개발이나 영향 인자 분석에 기계 학습을 적용한 

사례들이 여럿 보고되었다 ⑩ . 기계 학습은 기존의 선형 회귀모델 

모다 다른 변수들 간의 관계를 효율적으로 학습할 수 있다는 

점에서, 원위치 안정화기술에 적용된 활성탄의 겉보기 흡착능을 

예측하기 위한 효과적인 수단으로 사용될 수 있다. 

  

                                            
⑦ Choi et al. 2013.; Hale et al.; 2010. 
⑧ Pignatello et al., 2006; Cornelissen and Gustafsson, 2006; Corwin 

and Summers, 2011 
⑨ Zhu et al., 2019 
⑩ Zhu et al., 2022; Zhang et al., 2020 
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제 2 절 연구의 목적 및 내용 

 

이 연구는 기계학습을 이용하여 활성탄의 소수성 

유기오염물질에 대한 겉보기 흡착능을 예측하는 모델을 개발하는 

것에 목표를 두고 있다. 이를 위해 가장 범용적으로 사용되는 세 

기계 학습 알고리즘과 세 가지의 다른 구조를 활용하여 예측 

모델을 개발하였으며, 가장 좋은 성능을 보이는 모델을 최종 모델로 

선정하여 예측을 진행하였다. 나아가 모델 학습에 사용된 인자들이 

활성탄의 겉보기 흡착능에 어떤 영향을 끼치는지를 다양한 지표를 

이용하여 평가하였다. 본 연구는 물-활성탄 시스템에서의 활성탄 

흡착능이 아닌, 퇴적물-물-활성탄 시스템에서 활성탄의 겉보기 

흡착능을 예측한다는 점에서 기존 연구들과 차이점을 가지며, 기계 

학습을 이용하여 활성탄의 겉보기 흡착능에 대한 예측 모델을 

개발한 첫 연구이다. 
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 제 2 장 실험 재료 및 방법 

 

 

제 1 절 데이터 수집 

 

연구에서 예측 모델의 학습 및 평가에 사용된 데이터는 기존 

문헌들로부터 수집되었으며, 3.28 ~ 8.09 사이의 로그 옥탄올-물 

분배계수 ( log 𝐾௢௪ ) 값을 가지는 PAHs와 PCBs를 연구 대상 

흡착질로 한정하였다. 데이터의 총 개수는 186개이며, 사용된 

데이터는 부록의 부표 2에 첨부하였다. 

본 연구에서는 활성탄의 흡착능에 영향을 준다고 알려진 여덟 

가지 입력변수를 사용하였으며, 변수 전체 혹은 일부를 이용하여 

기계학습 모델들을 훈련시켰다. 이 변수들은 네 종류로 분류될 수 

있다. (1) 흡착질 특성: 분자량 (MW, [
௚

௠௢௟
]), 로그 옥탄올-물 

분배계수 ( log 𝐾௢௪ , [-]), (2) 흡착제 특성: 입자 크기 (AC size, 

[cm]), 비표면적 (AC SSA, [
௠మ

௞௚
]), (3) 퇴적물 특성: 퇴적물 내 

총유기탄소의 무게 비 (TOC, [%]), Black carbon의 무게 비 (BC, 

[%]), (4) 실험 조건: 실험 기간 (duration, [days]), 퇴적물 대비 

활성탄의 무게 기준 투입비 (AC dose, [%]). 위 여덟 가지 변수 

외에도 활성탄의 흡착능에 영향을 준다고 알려져 있는 변수들이 

존재하지만, 본 연구에서 개발한 예측모델의 적용 가능성과 데이터 

활용 가능성을 고려하여 입력 변수를 여덟 가지로 한정하였다. 

활성탄의 흡착능은 활성탄-물 분배계수( log 𝐾஺஼ )를 이용하여 

나타내었다. 활성탄-물 분배계수는 물-활성탄 실험 혹은 퇴적물-
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물-활성탄 실험의 마지막에 측정된 오염물질의 활성탄 내 농도를 

수중 농도로 나눈 값이다. 

 

𝐾஺஼ = 𝐶஺஼/𝐶௪ (1) 

 

물-활성탄 실험을 통해 결정된 활성탄-물 분배계수는 순수 

분배 계수(Clean distribution coefficient, log 𝐾஺஼_௖௟௘௔௡)로 표기하며, 

퇴적물-물-활성탄 실험을 통해 결정된 분배계수는 겉보기 분배 

계수 (Apparent distribution coefficient, log 𝐾஺஼,௔௣௣௔௥௘௡௧ )로 

표기한다. 연구에 사용된 분배계수들은 28일부터 365일 간 진행한 

실험의 종료 시점에서 측정한 실험 값이며, 이는 흡착 평형을 

이루기에는 부족한 시간이기 때문에 사용된 분배 계수들이 평형 

상태에서의 분배계수가 아니라는 점에 유의해야 한다⑪.  

 

제 2 절 모델 개발 및 성능 평가 

 

순수 분배 계수와 겉보기 분배 계수를 예측하기 위해 세 

가지의 모델 구조를 구상하였으며 그림 1에 각 구조에 대한 

모식도를 첨부하였다. 앞서 언급한 여덟 가지 변수 전체 혹은 

일부를 사용하여 모델을 학습시켰으며, 변수 선정 과정을 통해 

최고의 성능을 보이는 변수 조합을 적용한 모델을 최종 모델로 

선정하였다.  

Model 1은 일곱 가지의 변수 (MW, log 𝐾௢௪, AC size, AC SSA, 

                                            
⑪ Hale et al., 2010.; Ahn et al., 2008. 
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TOC, BC, 그리고 duration)를 사용하여 순수 분배 계수와 겉보기 

분배 계수를 예측하는 단일 모델이다. 활성탄의 투입량 (AC 

dose)의 경우, 물-활성탄 실험에서는 해당 값을 계산할 수 없기 

때문에 입력 변수에서 제외하였다. 또한, 물-활성탄 실험에서는 

TOC와 BC의 값은 0으로 설정되었다. Model 2는 순수 분배 계수를 

예측하는 모델과 겉보기 분배 계수를 예측하는 모델을 분리하여 

각각 학습시킨다. 전자는 Model 2_clean이며, 퇴적물 특성과 

활성탄의 투입량을 제외한 다섯 가지 변수(MW, 𝑙𝑜𝑔 𝐾௢௪ , AC size, 

AC SSA, 그리고 duration)를 입력 변수로 사용하였다. 후자는 

Model 2_apparent이며, 여덟 가지 변수를 모두 사용하였다. Model 

3은 두 가지 과정으로 진행된다. 첫 번째 과정에서는 세 변수 (MW, 

𝑙𝑜𝑔 𝐾௢௪ , 그리고 AC SSA) 및 알고리즘의 파라미터가 최적화된 

예측 모델을 사용하여 순수 분배 계수를 예측한다. 두 번째 

과정에서는 여덟 가지 변수를 첫 번째 과정에서 예측된 순수 분배 

계수를 입력 변수로써 포함하여 총 아홉 가지의 입력 변수를 

이용하여 겉보기 분배 계수를 예측한다. 

모델 구축에 사용된 기계 학습 알고리즘은 multiple linear 

regression (MLR), support vector regression (SVR), and random 

forest regression (RFR) 총 세 가지이다. 이전 연구들에서 SVR, 

RFR 알고리즘이 탄소계 흡착제의 흡착능을 예측하는 데에 

성공적인 결과를 보여주었기 때문에 본 연구에서도 학습 

알고리즘으로 사용하였다 ⑫ . MLR의 경우 가장 간단한 방식의 

전통적인 선형 회귀 모델로서, SVR, RFR과 예측 성능을 비교하기 

                                            
⑫ Palansooriya et al., 2022; Lateef et al., 2022. 
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위해 적용되었다. 

 

그림 1 예측 모델 구조 도식 (a) Model 1, (b) Model 2, (c) Model 3 

 

입력 변수들은 변수들의 크기를 조정하기 위해 정규화 하여 

모델에 적용하였다. 

 

𝑥௜
∗ =

𝑥௜ − 𝑥௠௜௡

𝑥௠௔௫ − 𝑥௠௜௡
 

 

(1) 

𝑥௜
∗는 𝑥௜의 정규화 된 값을, 𝑥௠௜௡과 𝑥௠௔௫는 변수 𝑥 중 최소값과 

최대값을 일컫는다. 

데이터는 80:20의 비율로 훈련 데이터 세트와 평가 데이터 
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세트로 나누어졌다. 이후 훈련 데이터 세트에 대해 five-fold 

교차검증을 진행하여 최적의 하이퍼 파라미터 

(Hyperparameter)를 선정하였다. Five-fold 교차검증에서는 훈련 

데이터 세트를 같은 크기의 다섯 데이터 세트로 다시 나눈 뒤 네 

데이터 세트는 모델 훈련에 사용하고 나머지 한 데이터 세트는 

성능을 검증하기 위한 데이터 세트로 사용한다. 이 과정을 다섯 번 

반복하여 다섯 개의 데이터 세트가 모두 검증 데이터로 활용되며, 

이를 통해 모델의 성능을 최적화하는 하이퍼 파라미터를 구할 수 

있다. Five-fold 검정을 통해 하이퍼 파라미터가 선정되 이를 

모델에 적용한 후 평가 데이터 세트를 통해 모델의 예측 정확도를 

평가한다. 

모델의 성능을 평가하기 위한 지표로는 결정 계수( 𝑅ଶ , 

coefficient of determination)와 평균 제곱근 편차 (RMSE, Root 

mean squared error)가 사용되었다. 결정계수는 실제 결과값 중 

입력 변수를 이용하여 예측한 값으로 설명할 수 있는 비율을 

나타내는 계수이다. 𝑅ଶ 가 1에 가까울 수록 예측을 이용해 설명할 

수 있는 비율이 높다는 뜻이므로 모델의 예측 정확도가 높다고 할 

수 있다. 반면 평균 제곱근 편차는 입력 변수를 통해 예측한 값과 

실제 결과값 사이의 차이를 평균적으로 나타낸 수치이므로, 값이 

작을 수록 예측 정확도가 높다고 할 수 있다. 두 지표를 계산한 

식은 아래와 같다.  
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Rଶ = 1 −
𝛴௜ୀଵ

ே (𝑦పෝ − 𝑦௜)ଶ

𝛴௜ୀଵ
ே (𝑦௜ − 𝑦ത)ଶ

 (2) 

RMSE =  ඨ
1

𝑁
Σ௜ୀଵ

ே (𝑦పෝ − 𝑦ത)ଶ (3) 

 

𝑦పෝ 는 실제 결과값 𝑦௜ 에 대한 모델의 예측 값을, 𝑦ത 는 𝑦௜ 값들의 

평균을 일컫는다.  

모델의 성능을 정확하게 보고하기 위해 각기 다른 평가 데이터 

세트에 대해 평가를 최소 100번 이상 반복한 후 결정 계수의 

평균값과 표준편차 값, 그리고 제곱근 편차의 평균값을 보고하였다. 

이 지표들을 통해 모델의 예측 성능을 표현하여 모델의 신뢰성을 

전반적으로 평가할 수 있다. 

 

제 3 절 변수 선정 

 

예측 모델의 정확성과 효율성을 향상시키기 위하여 전체 입력 

변수들 중 결과 값 예측에 불필요한 변수를 제거하는 변수 선정 

과정을 진행하였다. 입력 변수의 총 개수가 여덟 개이므로 만들 수 

있는 조합의 가짓수가 많지 않기 때문에, 세 가지 이상의 변수를 

포함하는 가능한 모든 변수 조합을 모델 학습에 사용하여 가장 

높은 성능을 보이는 변수 조합을 최종 모델에 적용하였다. 최적의 

변수 조합 선정 이후에는 앞서 언급한 five-fold 교차 검증을 

이용하여 하이퍼 파라미터를 적용하여 최종 모델을 결정하였다. 
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제 4 절 변수 분석 

 

변수 선정과 하이퍼 파라미터를 선정하여 최종 모델을 결정한 

후, 각 변수들이 결과값인 분배 계수에 미치는 영향을 분석하기 

위해 세 가지 지표를 이용하였다.  

첫 번째 지표는 피어슨 상관계수 (Pearson correlation 

coefficient)이다. 피어슨 상관계수는 두 변수의 선형적 관계성을 

정량화 하는 지표이다. 상관계수가 1 (혹은 -1)에 가까울 경우, 두 

변수가 강한 양의 (음의) 상관관계를 가진다는 것을 나타낸다. 

 

r୶୷ =
Σ௜ୀଵ

௡ (𝑥௜ − �̅�)Σ௜ୀଵ
௡ (𝑦௜ − 𝑦ത)

ඥΣ௜ୀଵ
௡ (𝑥௜ − �̅�)ଶඥΣ௜ୀଵ

௡ (𝑦௜ − 𝑦ത)ଶ
 (4) 

 

�̅�과 𝑦ത는 각각 𝑥, 𝑦 값의 평균값을 일컫는다 

피어슨 상관계수는 예측 모델의 성능에 상관없이 두 변수의 

값을 직접 계산에 적용하여 변수들 간의 관계를 계산한다. 반면 

이후 다룰 지표인 부분 의존도 (Partial dependence)와 순열 특성 

중요도 (Permutation feature importance)는 모델 기반 지표이다. 

이는 해당 지표들이 훈련된 모델을 기반으로 계산되기 때문에 어떤 

예측 모델을 사용했는지에 따라 값이 달라진다는 것을 의미한다. 

부분 의존도는 아래와 같은 식을 통해 계산한다.  

 

𝑓௫ೡ
෢ (𝑥௩) = න 𝑓መ (𝑥௩, 𝑥஼)𝑑𝑷(𝑥஼) (4) 
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𝑓௫ೡ
෢ 는 부분 의존도 함수를, 𝑓መ 는 예측 모델을 나타내며, 𝑥௩ 는 

관심 변수를, 𝑥஼ 는 관심 변수를 제외한 모든 변수를 일컫는다 ⑬ . 

부분 의존도는 보통 그래프로 표현이 되는데, 그래프는 관심 변수를 

제외한 모든 변수를 고정한 후, 관심 변수를 전체 구간에 대해 

변화시키면서 나타나는 결과값의 변화를 그래프 상에 나타내는 

방식으로 작성된다. 이를 통해 특정 변수의 변화가 모델의 결과 

값에 어떤 영향을 주는지 나타낼 수 있다. 

순열 특성 중요도는 기존 변수 구성에서 보이는 모델의 성능에 

대비하여 특정 변수를 무작위로 섞었을 때 모델의 성능이 얼마나 

감소하는지를 측정함으로써 계산할 수 있다. 이를 통해 모델이 특정 

변수가 제공하는 정보에 얼마나 많이 의존하고 있는지를 평가할 수 

있다⑭.  

 

                                            
⑬ Gusenbauer et al., 2020 
⑭ Breiman, 2001 
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제 3 장 실험 결과 
 

 

제 1 절 모델 예측 결과 

 

우선, SVR, RFR, 그리고 MLR 총 세 가지의 알고리즘을 모든 

입력변수와 각각의 하이퍼 파라미터를 이용하여 모델을 훈련시켰다. 

예측 결과는 표 1과 같다. 
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표 1 변수 선정 전 모델 예측 결과 

 Regression model 
Rଶ average 
(standard 
deviation) 

RMSE 
average 

Model 1 
 

log 𝐾஺஼,௖௟௘௔௡ 

SVR 0.88 ± 0.08 0.45 

RFR 0.90 ± 0.06 0.42 

MLP Invalid 1.73 

log 𝐾஺஼,௔௣௣௔௥௘௡௧ 

SVR 0.82 ± 0.11 0.46 

RFR 0.82 ± 0.14 0.45 

MLP Invalid 1.69 

Model 2 

log 𝐾஺஼,௖௟௘௔௡ 

SVR 0.91 ± 0.05 0.40 

RFR 0.89 ± 0.06 0.45 

MLP 0.60 ± 0.22 0.83 

log 𝐾஺஼,௔௣௣௔௥௘௡௧ 

SVR 0.84 ± 0.10 0.44 

RFR 0.86 ± 0.11 0.43 

MLP Invalid 1.34 

Model 3 
 

log 𝐾஺஼,௔௣௣௔௥௘௡௧ 

SVR 0.83 ± 0.10 0.45 

RFR 0.82 ± 0.14 0.46 

MLP Invalid 1.20 

 

MLR 알고리즘을 이용해 학습시킨 다섯 개의 모델들 중 네 

모델이 Rଶ  평균 값에서 Invalid, 즉 음수 값을 나타냈다. Rଶ 는 식 

(2)로 계산되는데, 이를 계산할 때 식 (6)과 같이 전체 제곱합이 

잔차 제곱합과 회귀 제곱합의 합으로 표현이 될 수 있다는 전제를 
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내포하고 있다. 

 

𝑇𝑜𝑡𝑎𝑙 𝑠𝑢𝑚 𝑜𝑓 𝑠𝑞𝑢𝑎𝑟𝑒𝑠 =   𝐸𝑥𝑝𝑙𝑎𝑖𝑛𝑒𝑑 𝑠𝑢𝑚 𝑜𝑓 𝑠𝑞𝑢𝑎𝑟𝑒𝑠 +

 𝑅𝑒𝑠𝑖𝑑𝑢𝑎𝑙 𝑠𝑢𝑚 𝑜𝑓 𝑠𝑞𝑢𝑎𝑟𝑒𝑠  

𝛴௜ୀଵ
ே (𝑦ത − 𝑦௜)

ଶ =  𝛴௜ୀଵ
ே (𝑦పෝ − 𝑦ത)ଶ + 𝛴௜ୀଵ

ே (𝑦పෝ − 𝑦௜)ଶ  

(6) 

 

그러나 예측 모델이 항상 결과값의 평균( 𝑦ത )을 예측 값으로 

제시하는 상수함수보다 부정확할 경우, 잔차 제곱합이 전체 

제곱합을 능가하면서 Rଶ 의 기본 전제인 식 (6)을 만족하지 못하게 

된다. 이로 인해 Rଶ 값이 음수가 될 수 있으며, 이는 모델이 변수 

간의 상관 관계를 파악하여 예측 모델을 만드는 데에 실패하였다는 

것을 의미한다. 이 결과를 통해 활성탄의 흡착능을 예측하는 데에 

있어 전통적인 선형회귀식을 적용하기 힘들며, 따라서 다른 기계 

학습 알고리즘처럼 다양한 형태를 가진 데이터를 유연하게 학습할 

수 있는 알고리즘을 적용해야 한다는 것을 알 수 있다. 

SVR, RFR 이 적용된 모델은 항상 MLR이 적용된 모델보다 

우수한 성능을 보인다. 이는 SVR과 RFR이 MLR보다 데이터 

변수가 가진 비선형성이나 변수 간의 복잡한 관계를 파악하는데 

유리하며, 결과적으로 두 기계학습 모델이 분배 계수 예측에 더욱 

효과적임을 나타낸다. 

Model 1,2,3 중 Model 2가 순수 분배 계수와 겉보기 분배 

계수 모두에 대해 가장 좋은 성능을 보였다. 두 분배 계수에 대해 

같은 입력 변수를 사용한 Model 1과는 달리, Model 2_clean과 

Model 2_apparent는 순수 분배 계수와 겉보기 분배 계수에 대해 
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각기 다른 입력 변수를 이용하여 분리되어 훈련되었기 때문에 입력 

변수와 분배 계수 결과값 간의 서로 다른 관계성을 모델이 

학습하였을 수 있다. Model 3_apparent는 Model 2_apparent와 

달리 첫 번째 과정에서 예측된 순수 분배 계수 값을 입력 변수로 

활용하였으나 이것이 예측 정확도 향상에 기여하지 못했다. 이는 

별개의 모델로 예측된 순수 분배 계수 값이 가지는 불확실성 

때문인 것일 수 있다. 

다음으로, SVR, RFR을 알고리즘으로써 적용하고 변수 선정을 

진행하여 변수 조합 중 최고의 예측성능을 보이는 모델을 

선별하였다. Model 1,2,3에 대한 변수 선정 결과는 표 2에 

첨부하였다. 부록의 부표 2에 표 1, 2에 포함된 모든 모델의 하이퍼 

파라미터와 선정 변수를 첨부하였다.  
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표 2 변수 선정 후 모델 예측 결과 

 

Regression 

model 
𝑹𝟐 average  RMSE Selected features Excluded features 

Model 1 

log K୅େ,ୡ୪ୣୟ୬ 

SVR 0.90 0.40 
log K୭୵, AC size, AC SSA, TOC, and 

Duration 
MW and BC 

RFR 0.90 0.40 MW, log 𝐾௢௪, AC SSA, TOC, and BC AC size and Duration 

log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.82 0.46 
MW, log K୭୵, AC SSA, AC size, TOC, 

BC, and Duration 
- 

RFR 0.83 0.43 MW, log K୭୵, AC SSA, TOC, and BC AC size and Duration 

Model 2 log K୅େ,ୡ୪ୣୟ୬ SVR 0.91 0.38 MW, log K୭୵, and AC SSA AC size and Duration 



 

18 

 

 

RFR 0.89 0.43 log K୭୵, AC size, AC SSA, and Duration MW 

log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.86 0.40 MW, AC size, TOC, BC, and Duration 
log K୭୵, AC SSA, 

and AC dose 

RFR 0.86 0.43 
MW, log K୭୵, AC SSA, AC size, TOC, 

BC, Duration, and AC dose  
-  

Model 3 log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.86 0.42 
Predicted log K୅େ,ୡ୪ୣୟ୬, MW, AC size, 

TOC, BC, and Duration 

log K୭୵, AC SSA, 

and AC dose 

RFR 0.83 0.44 
Predicted log K୅େ,ୡ୪ୣୟ୬, MW, AC size, AC 

SSA, TOC, Duration, and AC dose 
log K୭୵ and BC 
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모든 모델 구조 및 기계학습 알고리즘에 대하여, 순수 분배 

계수를 예측하는 모델이 겉보기 분배 계수를 예측하는 모델보다 더 

높은 정확도를 보였다. 이는 순수 분배 계수를 얻기 위해 진행된 

물-활성탄 실험에 수반된 흡착 과정이 겉보기 분배 계수를 얻기 

위해 진행된 퇴적물-물-활성탄 실험에 수반된 흡착 과정에 비해 

덜 복잡하고 예측하기 쉽다는 것을 나타낸다. 이러한 정확도의 

차이는 퇴적물의 존재로 인해 입자 간의 상호작용이 더 복잡 

해졌기 때문인 것으로 추측되며, 이로 인해 겉보기 분배 계수를 

예측하는 데에 필요한 인자의 수가 증가하고 모델의 예측 성능이 

감소하였다. 

변수 선정의 결과로 1-3개의 입력 변수들이 제외되었다 (표 

2). 이는 특정 입력 변수들은 예측 모델의 성능에 부정적인 영향을 

미치거나 혹은 큰 영향을 주지 않는 다는 것을 나타낸다. 각 입력 

변수들의 영향에 대한 논의는 다음 부분에서 다루었다. 변수 선정 

이후에는 10 개의 모델 중 8 개의 모델에서 평균 결정 계수 값이 

증가한 것을 관찰할 수 있었으며, 이를 통해 모델의 예측 성능이 

향상되었다는 것을 확인할 수 있다. 두 모델(Model 1_apparent 

with SVR algorithm and Model 2_apparent with RFR algorithm)에 

대해서는 변수 선정 이후 평균 결정 계수 값이 감소하였기 때문에 

모든 변수를 최종 변수 조합으로 선정하였다. 

흥미롭게도 표 2에서 순수 분배 계수와 겉보기 분배 계수를 

예측하는데 사용된 최적의 변수가 서로 다르다는 것을 알 수 있다. 

뿐만 아니라 두 분배 계수를 동시에 학습한 Model 1의 경우에도, 

두 분배 계수를 가장 잘 예측하는 변수들의 조합은 서로 다르다는 
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것을 알 수 있다. 이는 두 분배 계수를 다른 입력 변수를 사용하여 

각각 학습시키는 Model 2가 더 좋은 성능을 보이는 것과 맥락을 

같이한다. 이러한 결과를 통해 순수 분배 계수와 겉보기 분배 

계수를 결정하는 데에 관여하는 인자들이 다르다는 것을 알 수 

있다.  

Model 2가 순수 분배 계수와 겉보기 분배 계수 모두에 대해 

가장 좋은 예측 결과를 보여주었기 때문에 Model 2를 최종 모델로 

선정하였다. 그림 2에서는 최종 모델을 사용하여 log 𝐾஺஼,௔௣௣௔௥௘௡௧ 와  

log 𝐾஺஼,௖௟௘௔௡ 에 대한 실제 값 대비 예측 값의 그래프를 제시하였다. 

 

   

그림 2 최종 모델의 순수 분배 계수(Clean)와 겉보기 분배 계수 

(Apparent)에 대한 실제 값 대비 예측 값 그래프. 점선은 실제 값과 예측 

값이 같은 선임. 
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제 2 절 변수 중요도 분석 

 

최종 모델인 Model 2_clean과 Model 2_apparent에 대해 

변수들을 (1) 흡착질 특성, (2) 흡착제 특성, (3) 퇴적물 특성, (4) 

실험 조건, 총 네 가지 기준으로 나누어 변수의 중요도 및 결과값에 

대한 영향을 분석하였다. 최종 모델 결과 (표 2), 입력 변수 간 

피어슨 상관 계수 (표 3), 최종 모델 변수 조합 변경 결과 (표 4), 

부분 의존도 그래프 (그림 3), 순열 특성 중요도 (그림 4)를 

이용하여 전반적인 변수의 영향을 분석하였다.  최종 모델 결과에서 

나아가, 최종 모델의 변수 조합을 변경하여 그 결과를 표 4에 

제시하였다. 부분 의존도 그래프에서는 활성탄의 비표면적과 

흡착질의 옥탄올-물 분배계수, 분자량이 분배 계수와 긍정적 상관 

관계를 가지며 BC, TOC, 실험 기간, 활성탄 입자 크기와는 부정적 

상관 관계를 가지는 것을 확인하였다. 나아가, 각 입력 변수들의 

순열 특성 중요도를 비교하였고, Model 2_clean에서는 활성탄의 

비표면적이, Model 2_apparent에서는 흡착질의 분자량이 가장 큰 

중중요도를 가지는 것을 확인하였다. 
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표 3. 여섯 개의 입력 변수들 간의 피어슨 상관계수. 약어는 

다음과 같음 BC: Black carbon, TOC: Total organic carbon, SSA: 

specific surface area, 𝒍𝒐𝒈 𝑲𝒐𝒘 : logarithmic octanol-water 

partitioning coefficient, MW: molecular weight. 

Input features 
Pearson correlation 

coefficient 

Adsorbate characteristics 

(MW and log 𝐾_𝑜𝑤) 
0.92 

Sediment characteristics 

(TOC and BC) 
0.84 

Adsorbent characteristics 

(Particle size and AC SSA) 
0.23 
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표 4. 최종 모델의 변수 조합 변화에 따른 예측 결과

  

Input features 
Rଶ  RMSE  

BC TOC log 𝐾௢௪ MW 
AC 

SSA 
Particle 
size 

Duratio
n 

AC 
dose 

Model 
2_clean 

  O* O O    0.91 0.38 

  O  O    0.90 0.39 

   O O    0.88 0.45 

Model 
2_apparent 

O O  O  O O  0.86 0.40 

 O  O  O O  0.86 0.41 

O O O O  O O  0.86 0.41 

 O O O  O O  0.85 0.42 

O O O   O O  0.82 0.47 

 O O   O O  0.82 0.47 

O   O  O O  0.80 0.49 

O  O O  O O  0.79 0.50 

O  O   O O  0.76 0.54 
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그림 3 최종 모델의 부분 의존도 그래프  (a) Model 2_clean 

(b) Model 2_apparent. 약어의 뜻은 다음과 같음 BC: Black 

carbon, MW: molecular weight, TOC: total organic carbon, AC 

SSA: AC specific surface area, 𝒍𝒐𝒈 𝑲𝒐𝒘 : logarithmic octanol-

water partitioning coefficient. 
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그림 4. 최종 모델의 순열 특성 중요도 (a) Model 2_clean (b) 

Model 2_apparent. 약어의 뜻은 다음과 같음 BC: Black carbon, 

MW: molecular weight, TOC: total organic carbon, AC SSA: AC 

specific surface area, 𝒍𝒐𝒈 𝑲𝒐𝒘 : logarithmic octanol-water 

partitioning coefficient 
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1. 흡착질 특성의 영향 

 

그림 3을 보면, Model 2_apparent와 Model 2_clean 두 모델 

모두에서 분자량과 옥탄올-물 분배 계수가 증가함에 따라 분배 

계수가 증가하는 양상을 볼 수 있다. 이는 흡착질이 가진 

소수성으로 인해 가지는 활성탄 표면에 대한 친화도로 설명될 수 

있다. 비극성이고 물에 잘 녹지 않는 소수성 물질은 소수성을 띤 

표면을 가지고 있는 활성탄에 높은 친화도를 보인다. 결과적으로, 

높은 소수성을 지닌 물질들이 활성탄에 더 많이 흡착되는 경향을 

보인다. 이와 같은 유기 물질의 소수성과 흡착 분배 계수 간의 양의 

관계는 Nam 외 (2014)에 의해서도 보고된 바 있다. 

또한, 표 3의 Model 2_apparent에서 분자량이 다섯 변수들 중 

가장 높은 중요도를 가진 것과 Model 2_clean에 사용된 세 변수들 

중 두 가지가 물질의 소수성을 나타내는 지표인 분자량과 옥탄올-

물 분배계수임을 통해 물질의 소수성이 분배 계수 예측에 있어 

중요한 역할을 한다는 것을 알 수 있다. 

입력 변수들의 관계와 각 변수들의 모델에 대한 영향을 

분석하기 위하여 피어슨 상관 계수를 계산하였으며 (표 3), 이를 

활용하여 최종 모델의 변수 구성을 변경한 후 모델의 성능 변화를 

관찰하였다 (표 4). 

표 3에 따르면, 흡착질 특성은 0.92의 높은 상관관계를 가진다. 

따라서 Model 2_clean과 Model 2_apparent에 대해 두 가지 

흡착질 특성 중 입력 변수로써 1) 분자량만 적용, 2) 옥탄올-물 
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분배계수만 적용, 3) 두 가지 모두 적용하여 모델의 성능을 

비교하였다 

흡착질 특성 간의 높은 상관관계에도 불구하고, 피어슨 상관 

계수와 모델의 성능은 연관성이 없는 것을 확인하였다. Model 

2_clean에서는 옥탄올-물 분배계수와 분자량 모두를 흡착질 

특성으로 적용한 경우 최고의 정확도를 보였으나 Model 

2_apparent에서는 분자량만 적용하였을 때 최고의 정확도를 보였다. 

기계 학습 알고리즘은 복잡한 데이터를 처리할 수 있는 뛰어난 

유연성을 제공하지만, 개별 입력 변수들의 상호작용과 각 변수들의 

영향에 대해서는 충분한 정보를 제공하지 못한다. 따라서 특정 입력 

변수가 제외되고 다른 변수가 포함된 이유를 정확하게 판단할 수는 

없지만, 피어슨 상관 계수와 모델 예측 결과가 직접적으로 연관되어 

있지 않은 것을 확인하였다. 피어슨 상관 계수는 두 변수 간의 

선형적 상관 관계를 나타내는 지표이며, 높은 상관 계수를 가진 

특성들을 합치거나 하나의 변수로 대체할 수 있음을 의미하는 것은 

아니다. 

 

2. 퇴적물 특성의 영향 

 

퇴적물의 흡착 저해 효과는 기존 문헌들에서 많이 

보고되었으며, 이러한 저해 효과에 기여하는 기작은 여러가지가 

있다. 첫번째로, 퇴적물 내의 용존 유기 물질들이 흡착제의 공극을 

막아 오염물질 같은 흡착질이 내부 공극으로 접근하는 것을 

방해하는 공극 막힘 현상이 있다. 두번째로, 퇴적물 내 

유기물질들이 흡착제에 존재하는 흡착 공간을 두고 오염물질과 
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경쟁하여 먼저 흡착됨으로써 오염물질이 흡착될 수 있는 면적을 

감소시키는 직접적 흡착 경쟁이 있다. 

그림 3 (b)에서는 TOC가 증가할수록 겉보기 분배계수가 

감소하는 경향을 확인할 수 있다. TOC`는 퇴적물 내 

총유기탄소량을 나타내는 지표로써, 용존유기탄소와 

입자성유기탄소를 포함하는 개념이다. 이 중 용존 유기탄소는 공극 

막힘과 직접적 흡착 경쟁을 일으켜 흡착 저해 현상을 일으키는 

주된 원인으로 지목되어왔다 ⑮ . 그러나 퇴적물 내 총유기탄소 중 

용존 유기 탄소의 비율은 퇴적물마다 달라진다. 따라서 

총유기탄소만으로는 퇴적물에 의한 흡착 저해 현상에 대한 정보를 

충분히 제공하지 못하며, 이는 예측 모델 내 오차의 원인으로 

작용할 수 있다. 그럼에도 불구하고 예측 모델은 겉보기 분배 

계수와 TOC 값 간의 음의 상관관계를 포착하였으며, TOC값을 

반영하여 겉보기 분배 계수를 예측하였다. 향후 연구에서는 

퇴적물의 구성과 관련된 정보나 용존 유기물질에 대한 정보를 

추가하여 퇴적물의 흡착 저해 현상에 대해 보다 심도 깊게 이해할 

필요가 있다. 

그림 3 (b)에서 BC가 증가할수록 겉보기 분배계수가 감소하는 

경향도 확인할 수 있다. Black carbon은 TOC의 1-15 %를 

차지하는 구성요소이기 때문에 TOC와 BC는 강한 상관관계를 

가지며, 그림 4에서 나타난 피어슨 상관 계수 0.84를 통해 본 

연구에서 사용된 데이터에서도 두 변수가 양의 상관관계를 가지는 

것을 확인할 수 있다16. 이를 통해 TOC와 BC가 그림 3 (b)의 부분 

                                            
⑮ Yu et al., 2011 
16 Middelburg et al., 1999 
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의존도 그래프에서 비슷한 양상을 보이는 것을 이해할 수 있다.  

퇴적물 특성의 피어슨 상관계수가 0.84로 높기 때문에 흡착질 

특성과 마찬가지로 변수 구성 변화에 따른 모델 성능 변화를 

관찰하였다. 흡착질 특성의 경우와 마찬가지로, 피어슨 상관계수와 

모델 예측 성능 간의 관계를 발견하지 못하였다. 그러나 상위 6개 

모델에 대해서는 항상 TOC가 입력 변수에 포함되어 있으며, 이는 

입력 변수 중 TOC의 중요도를 알 수 있는 결과이다. 

본 연구에서 개발한 겉보기 분배 계수 예측 모델은 입력 

데이터에 TOC와 DOC가 가지는 차이를 반영하지 못했음에도 

불구하고 퇴적물의 흡착 저해 효과를 포착하였다는 점에서 의의를 

가진다. 또한 활성탄을 이용한 원위치 안정화 기술의 정화 효율 

예측 및 평가에 있어 퇴적물의 특징을 고려하는 것이 중요하다는 

것을 강조하며, 나아가 퇴적물의 구성을 입력 변수에 추가한다면 

안정화 기술의 효율과 관련한 보다 심도 깊은 이해가 가능할 

것이다. 

 

 

3. 흡착제 특성의 영향 

 

Brunauer-Emmett-Teller (BET) 분석으로 측정되는 

활성탄의 비표면적은 활성탄 내에서 오염물질이 흡착될 수 있는 

표면의 면적을 정량화해주기 때문에 흡착능과 밀접하게 연관 

되어있는 요소이다. 다양한 연구들이 활성탄의 비표면적과 흡착능 
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간의 양의 상관관계를 보고하였다 17 . 그림 3도 이러한 결과를 

뒷받침하는데, 활성탄의 비표면적이 증가함에 따라 순수 분배 

계수가 증가하는 양상을 관찰할 수 있다. 이는 비표면적 값이 높을 

수록, 즉 활성탄 내 표면적이 넓을 수록 오염물질이 흡착할 수 있는 

공간이 더 많아져 흡착능이 증가함을 나타낸다. 

반면, Model 2_apparent의 경우 활성탄의 비표면적을 변수에서 

제외하였다. 이는 활성탄의 비표면적이 불순물이 없는 상태에서 

측정되기 때문에, BET 분석을 통해 측정한 비표면적과 활성탄이 

퇴적물로 주입되었을 때 오염물질이 실제 흡착할 수 있는 면적 

간에 차이가 생겼기 때문일 수 있다. McDonough 외 (2008)는 

용존 유기물질이 존재할 경우 활성탄의 비표면적이 감소하고, 그에 

따라 활성탄의 흡착능이 감소함을 보고한 바 있다. 이로 인해 BET 

분석을 통해 제시된 활성탄의 비표면적은 퇴적물 주입 활성탄 내의 

실제 흡착 면적을 실질적으로 반영하지 못했기 때문에 Model 2_ 

apparent에서 입력 변수로 제외되었을 수 있다. 

반면, 활성탄의 입자 크기는 Model 2_apparent에서 입력변수로 

포함되었다. 기존의 연구들에서 활성탄이 평형 상태에 도달하지 

않았을 경우 활성탄의 입자 크기가 흡착능에 영향을 준다는 결과가 

보도된 바 있다18. 작은 활성탄 입자는 더 짧은 확산 경로를 가지기 

때문에 흡착이 더욱 빠르게 일어난다 19 . 본 연구에서 사용된 순수 

분배 계수와 겉보기 분배 계수 모두 평형 상태에서의 분배 계수 

값이 아니기 때문에, 활성탄 입자 크기가 커질수록 흡착 속도가 

                                            
17 Qu et al, 2019; Teng et al, 1998. 
18 Weber and Morris, 1964; Randtke and Snoeyink, 1983. 
19 Weber et al., 1983 
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감소하여 실험 종료 시에 측정된 겉보기 분배 계수가 줄어들었을 

수도 있다. 또한, 활성탄 입자가 클 경우 용존 유기 물질에 의한 

공극 막힘에 더욱 취약한 경향을 나타낸다. Corwin과 Summers 

(2010)는 활성탄 크기가 클수록 용존 유기물질에 의해 막힌 공극 

뒤에 있는 미세 공극의 표면적 또한 커지기 때문에 겉보기 

분배계수가 더 큰 폭으로 감소한다는 결과를 보고한 바 있다. 

이러한 이유들로 인해 활성탄의 비표면적보다 입자 크기가 겉보기 

분배 계수에 더 큰 영향을 미치므로 최종적인 입력 변수로써 

선정되었을 수 있다. 

 

4. 실험 조건의 영향 

 

그림 3 (b)에서 실험 기간이 증가할 수록 겉보기 분배 계수가 

감소함을 확인할 수 있다. 본 연구에서 참고한 문헌들에서는 겉보기 

분배 계수를 결정하는 퇴적물-물-활성탄 실험 동안 반응 용기가 

계속해서 교반 되었는데, 이러한 물리적 환경이 오염물질의 탈착에 

취약한 환경을 조성하여 시간이 지날수록 겉보기 분배 계수가 

감소하였을 수 있다.  

그러나 실제 원위치 안정화 기술에서는 퇴적물이 계속해서 

교반 되지 않고 주로 확산을 통해 오염물질이 이동하기 때문에, 

실험 기간 내내 교반을 진행한 실험과 비교하였을 때 물리적 

교란이 확연히 적다. 이러한 물리적 차이로 인해 원위치 안정화 

기술에서도 겉보기 분배 계수가 시간에 따라 감소할 것이라고 

결론을 내릴 수는 없지만, 비슷한 실험 조건에서는 교반과 같은 

물리적 변화가 겉보기 분배 계수에 영향을 끼친다는 것을 알 수 
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있다. 
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제 4 장 결론 및 제언 

 

 

제 1 절 한계 및 향후 발전 방향  

 

본 연구에서는 활성탄의 흡착능에 대한 선행 연구에서 보고된 

값을 사용하여 예측 모델을 개발하였지만, 활성탄의 흡착능을 

보고한 문헌들 중에서도 일부 변수 데이터가 보고되지 않아 많은 

데이터들이 입력 변수에서 제외되었다. 흡착질에 대한 정보는 

검색을 통해 쉽게 얻을 수 있는 반면, 실험에 사용된 퇴적물의 

총유기탄소나 black carbon 같은 측정값, 그리고 흡착제의 비표면적 

등은 저자의 분석과 보고를 통해서만 얻을 수 있다. 연구 결과가 

더욱 활발하게 활용되기 위해서는 흡착능과 유관한 변수들을 문헌 

내에 모두 보고하여 데이터의 향후 활용과 논의를 용이하게 할 

필요가 있다. 

흡착제의 공극 크기 분포 (pore size distribution)는 흡착질의 

흡착제 내부 공극에 대한 접근성과 흡착제 표면과 흡착질 간의 

접촉을 결정하기 때문에 흡착능에 큰 영향을 주는 인자이다20. 또한 

여러 흡착질 간의 흡착 경쟁에도 영향을 주기 때문에 이는 용존 

유기오염물질의 흡착 저해 효과와 긴밀하게 연관 되어있다 21 . 

그러나, 활성탄의 공극 크기 분포를 측정하여 보고한 연구의 수가 

많지 않았기 때문에 해당 정보를 예측 모델 개발에 활용할 수 

                                            
20 Lorenc-Grabowsk., 2016.; Pelekani & Vernon., 2000 
21 (Pelekani & Vernon., 2000 
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없었다. 공극 크기 분포가 앞서 언급한 이유로 인해 흡착에 큰 

영향을 끼치는 것을 감안하면 흡착에 대한 연구들을 진행할 때 

이에 관한 데이터를 포함하는 것이 필수적이다22. 

퇴적물 내의 용존 유기물질은 흡착 저해 효과에 큰 영향을 

준다. 용존 유기물질은 공극 막힘이나 직접 흡착 경쟁을 통해 

흡착질의 흡착을 방해한다23. 그러나 퇴적물의 용존유기물질에 관한 

정보를 보고한 연구의 수가 충분하지 않아 이 역시 예측 모델 

개발을 위한 인자로써 사용하지 못했다. 3장 2절의 퇴적물 특성의 

영향에 대한 논의에서 언급하였듯이, 흡착 저해 효과를 반영하여 

예측 모델의 정확도를 더욱 높이기 위해서는 퇴적물의 

용존유기물질에 대한 정보를 모델에 반영하는 것이 필수적이다. 

본 연구에서 사용된 겉보기 분배 계수는 교반기를 이용하여 

반응용기를 계속해서 교반 하는 slurry phase 실험을 통해 

얻어졌다. 그러나 실제 현장 조건에서는 퇴적물 내 오염물질의 

이동은 인위적인 기계적 혼합 없이 확산을 통해서만 진행된다. 

Slurry phase 실험을 통해 얻은 분배계수는 활성탄의 흡착능을 

결정하는 인자들에 대한 중요한 정보를 제공하지만, 오염물질의 

확산 영향이나 정화 기간 동안 퇴적물, 공극수, 안정화제 상의 농도 

변화에 대한 정보는 제공하지 못한다. 퇴적물 내에서 일어나는 흡착 

과정을 총체적으로 이해하기 위해서는 현장 조건에서 진행한 실험 

결과와 흡착 속도 실험 결과를 활용하여 모델에 활용하는 것이 

필수적이다. 

흡착능 예측모델을 발전시키기 위해서는 퇴적물 혹은 흡착제에 

                                            
22 Dubinin. 1989 
23 Pignatello et al., 2006; Cornelissen and Gustafsson, 2006 
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대한 추가적인 데이터 확보가 필수적이다. 또한, 현장 규모의 

실험에서 도출한 결과값과 흡착 속도에 대한 정보를 반영함으로써 

흡착 저해 현상과 기술 적용 기간 동안의 농도 변화 과정을 더욱 

폭넓게 이해할 수 있다. 

 

제 2 절 결과 및 의의 

 

본 연구에서는 물-활성탄 시스템에서 활성탄의 흡착능인 순수 

분배 계수와 퇴적물-물-활성탄 시스템에서 활성탄의 흡착능인 

겉보기 분배 계수에 대한 기계 학습 기반 예측 모델을 개발하였다. 

후자의 경우 퇴적물이 존재할 때의 활성탄 흡착능을 나타내 주기 

때문에 오염 퇴적물 원위치 안정화 기술의 효율을 보다 직접적으로 

나타내 줄 수 있다. 최종 모델은 흡착능 지표인 순수 분배 계수와 

겉보기 분배 계수 모두에 대해 높은 정확도를 보였다. 순수 분배 

계수를 예측하는 Model 2_clean의 경우 결정 계수 0.91과 평균 

제곱근 오차 0.38을 보였고, 겉보기 분배 계수를 예측하는 Model 

2_apparent의 경우 결정 계수 0.86과 평균 제곱근 오차 0.40을 

보였다. 

각 모델에 사용된 변수에 대한 분석을 진행함으로써 변수들의 

중요도와 각 변수들이 결과값에 미치는 영향을 파악하였다. 순수 

분배 계수에 대해서는 흡착질의 특성인 분자량과 옥탄올-물 

분배계수, 그리고 활성탄의 비표면적이 예측에 큰 영향을 주는 것을 

확인하였다. 반면, 겉보기 분배 계수에 대해서는 흡착질 특성, 

흡착제 특성, 퇴적물 특성, 실험 조건 모두가 분배 계수 예측에 

관여하였다. 특히 퇴적물 내 총유기탄소와 black carbon이 
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증가할수록 겉보기 분배 상수가 감소하는 흡착 저해 현상을 관찰할 

수 있었다. 이를 통해 순수 분배 계수와 겉보기 분배 계수 예측에는 

서로 다른 입력 인자들이 관여하며, 특히 원위치 안정화 기술에 

직접적인 영향을 주는 겉보기 분배 계수에 대해서는 퇴적물 특성을 

반영하여야 더욱 정확한 값을 예측할 수 있다는 것을 알 수 있다.  

향후 연구는 활성탄의 흡착능과 연관된 데이터인 퇴적물의 

용존유기물질이나 흡착제의 공극 분포에 대한 데이터를 더 

확보하여 모델의 정확도를 향상시키고, 현장 규모의 실험 결과와 

흡착 속도를 측정한 실험의 결과를 확보하여 모델이 실제 현장 

조건에서도 적용될 수 있도록 해야 한다. 

종합적으로, 본 연구는 기계 학습을 사용하여 퇴적물 주입 

활성탄의 겉보기 분배 계수를 효과적으로 예측하였으며, 이를 통해 

활성탄을 이용한 원위치 안정화 기술의 효율적이고 안정적인 

관리에 기여하였다. 
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부록 

부표 1. 표 2 내 모델들의 하이퍼 파라미터 및 사용 변수 

Model 

framework 
Output value 

Regression 

model 

Prediction score 

Selected features Hyperparameter 
Rଶ RMSE 

Model 1 

log K୅େ,ୡ୪ୣୟ୬ 

SVR 0.90 0.40 
AC SSA, log 𝐾௢௪, TOC, 

Duration, Particle size 

C= 10, gamma= 1, kernel= 

'rbf' 

RFR 0.90 0.40 
BC, AC SSA, log 𝐾௢௪, 

MW, TOC 

max_depth= 10, 

min_samples_split= 2, 

n_estimators= 26 

log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.82 0.46 

MW, log K୭୵, AC SSA, 

AC size, TOC, BC, and 

Duration 

C= 10, gamma= 1, kernel= 

'rbf' 

RFR 0.83 0.43 
BC, AC SSA, log 𝐾௢௪, 

MW, TOC 

max_depth= 10, 

min_samples_split= 2, 

n_estimators= 26 

Model 2 log K୅େ,ୡ୪ୣୟ୬ 

SVR 0.91 0.38 AC SSA, log 𝐾௢௪, MW 
C= 10, gamma= 1, kernel= 

'rbf' 

RFR 0.89 0.43 
AC SSA, log 𝐾௢௪, 

Duration, Particle size 

max_depth= 5, 

min_samples_split= 4, 

n_estimators= 26 
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log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.86 0.40 
BC, MW, TOC, Duration, 

Particle size 

C= 10, gamma= 1, kernel= 

'rbf' 

RFR 0.86 0.43 
BC, log 𝐾௢௪, MW, TOC, 

Particle size 

max_depth= 7, 

min_samples_split= 2, 

n_estimators= 29 

Model 3 log K୅େ,ୟ୮୮ୟ୰ୣ୬୲ 

SVR 0.86 0.42 

Predicted log K୅େ,ୡ୪ୣୟ୬,BC, 

MW, TOC, Duration, 

Particle size 

C= 10, gamma= 1, kernel= 

'rbf' 

RFR 0.83 0.44 

Predicted log K୅େ,ୡ୪ୣୟ୬,AC, 

AC SSA, MW, TOC, 

Duration, Particle size 

max_depth= 12, 

min_samples_split= 2, 

n_estimators= 20 
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부표 2. 모델 학습에 사용된 전체 데이터 

Pollutant name MW   

𝑙𝑜𝑔 𝐾௢௪ 
 
 

particle 

size 

BET TOC BC duration reference log Kac 구분 

Ant 178 4.45 0.0075 938 0 0 365 (1) 6.3 Clean 

NAPH 127.1 5.35 0.0075 938 0 0 365 (1) 7.6 Clean 

BaA 228 5.75 0.0075 938 0 0 365 (1) 8.4 Clean 

PCB101 326 6.38 0.0075 938 0 0 365 (1) 9.1 Clean 

PCB153 361 6.92 0.0075 938 0 0 365 (1) 8.9 Clean 

PCB180  395 7.35 0.0075 938 0 0 365 (1) 9.2 Clean 

PCB19 188.66 5.19 0.0045 875 0 0 183 (2) 7.39 Clean 

PCB18 257 5.24 0.0045 875 0 0 183 (2) 8.21 Clean 

PCB45 292 5.53 0.0045 875 0 0 183 (2) 8.7 Clean 

PCB22 257 5.58 0.0045 875 0 0 183 (2) 8.22 Clean 

PCB51 292 5.63 0.0045 875 0 0 183 (2) 8.06 Clean 

PCB26 257 5.66 0.0045 875 0 0 183 (2) 8.4 Clean 

PCB40 292 5.66 0.0045 875 0 0 183 (2) 8.77 Clean 

PCB25 257 5.67 0.0045 875 0 0 183 (2) 8.42 Clean 

PCB28 257 5.67 0.0045 875 0 0 183 (2) 8.47 Clean 

PCB31 257 5.67 0.0045 875 0 0 183 (2) 8.41 Clean 
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PCB44 292 5.75 0.0045 875 0 0 183 (2) 8.54 Clean 

PCB42 292 5.76 0.0045 875 0 0 183 (2) 8.99 Clean 

PCB47 292 5.85 0.0045 875 0 0 183 (2) 8.91 Clean 

PCB64 292 5.95 0.0045 875 0 0 183 (2) 8.61 Clean 

PCB91 326.4 6.13 0.0045 875 0 0 183 (2) 8.08 Clean 

PCB74 292 6.2 0.0045 875 0 0 183 (2) 8.87 Clean 

PCB118 326.4 6.26 0.0045 875 0 0 183 (2) 9.01 Clean 

PCB83 326 6.26 0.0045 875 0 0 183 (2) 8.64 Clean 

PCB97 326 6.29 0.0045 875 0 0 183 (2) 8.58 Clean 

PCB101 326 6.38 0.0045 875 0 0 183 (2) 9.05 Clean 

PCB99 326 6.39 0.0045 875 0 0 183 (2) 9.59 Clean 

Di 222 5.1 0.0075 938 0 0 30 (3) 8.12 Clean 

Tri 256 5.5 0.0075 938 0 0 30 (3) 8.3 Clean 

Tetra 289 5.9 0.0075 938 0 0 30 (3) 9.17 Clean 

Penta 323 6.3 0.0075 938 0 0 30 (3) 9.5 Clean 

Hexa 357 6.7 0.0075 938 0 0 30 (3) 9.67 Clean 

Hepta 391 7.1 0.0075 938 0 0 30 (3) 9.79 Clean 

PCB18 257 5.24 0.0044 695.8 0 0 90 (4) 5.24 Clean 

PCB45 292 5.53 0.0044 695.8 0 0 90 (4) 5.07 Clean 

PCB46 292 5.53 0.0044 695.8 0 0 90 (4) 4.88 Clean 
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PCB22 257 5.58 0.0044 695.8 0 0 90 (4) 5.6 Clean 

PCB51 292 5.63 0.0044 695.8 0 0 90 (4) 5.58 Clean 

PCB26 257 5.66 0.0044 695.8 0 0 90 (4) 5.33 Clean 

PCB40 292 5.66 0.0044 695.8 0 0 90 (4) 5.19 Clean 

PCB25 257 5.67 0.0044 695.8 0 0 90 (4) 5.47 Clean 

PCB28 257 5.67 0.0044 695.8 0 0 90 (4) 5.89 Clean 

PCB31 257 5.67 0.0044 695.8 0 0 90 (4) 5.82 Clean 

PCB44 292 5.75 0.0044 695.8 0 0 90 (4) 5.58 Clean 

PCB42 292 5.76 0.0044 695.8 0 0 90 (4) 5.6 Clean 

PCB48 292 5.78 0.0044 695.8 0 0 90 (4) 5.17 Clean 

PCB37 257 5.83 0.0044 695.8 0 0 90 (4) 5.53 Clean 

PCB47 292 5.85 0.0044 695.8 0 0 90 (4) 5.22 Clean 

PCB49 292 5.85 0.0044 695.8 0 0 90 (4) 5.59 Clean 

PCB64 292 5.95 0.0044 695.8 0 0 90 (4) 5.6 Clean 

PCB74 292 6.2 0.0044 695.8 0 0 90 (4) 5.84 Clean 

PCB136 361 6.22 0.0044 695.8 0 0 90 (4) 6.66 Clean 

PCB97 326 6.29 0.0044 695.8 0 0 90 (4) 6.93 Clean 

PCB85 326 6.3 0.0044 695.8 0 0 90 (4) 6.39 Clean 

PCB101 326 6.38 0.0044 695.8 0 0 90 (4) 5.6 Clean 

PCB99 326 6.39 0.0044 695.8 0 0 90 (4) 6.43 Clean 
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PCB134 361 6.55 0.0044 695.8 0 0 90 (4) 7.01 Clean 

PCB132 361 6.58 0.0044 695.8 0 0 90 (4) 7.06 Clean 

PCB128 361 6.74 0.0044 695.8 0 0 90 (4) 6.9 Clean 

PCB141 361 6.82 0.0044 695.8 0 0 90 (4) 7.52 Clean 

PCB146 361 6.89 0.0044 695.8 0 0 90 (4) 7.2 Clean 

PCB153 361 6.92 0.0044 695.8 0 0 90 (4) 7.57 Clean 

PCB177 395 7.08 0.0044 695.8 0 0 90 (4) 7.63 Clean 

PCB174 395 7.11 0.0044 695.8 0 0 90 (4) 7.68 Clean 

PCB185 395 7.11 0.0044 695.8 0 0 90 (4) 7.58 Clean 

PCB175 395 7.17 0.0044 695.8 0 0 90 (4) 7.84 Clean 

PCB183 395 7.2 0.0044 695.8 0 0 90 (4) 7.7 Clean 

PCB199 430 7.2 0.0044 695.8 0 0 90 (4) 6.74 Clean 

PCB193 395 7.52 0.0044 695.8 0 0 90 (4) 7.76 Clean 

PCB191 395 7.55 0.0044 695.8 0 0 90 (4) 7.3 Clean 

PCB198 430 7.62 0.0044 695.8 0 0 90 (4) 7.71 Clean 

PCB201 430 7.62 0.0044 695.8 0 0 90 (4) 8.26 Clean 

PCB207 464 7.74 0.0044 695.8 0 0 90 (4) 7.89 Clean 

PCB194 430 7.8 0.0044 695.8 0 0 90 (4) 7.75 Clean 

PCB205 430 8 0.0044 695.8 0 0 90 (4) 8.04 Clean 

PCB206 464 8.09 0.0044 695.8 0 0 90 (4) 7.99 Clean 
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PCB29 257 5.6 0.0075 938 0.7 0.17 90 (5) 6.3 Apparent 

PCB(52+49) 292 5.9 0.0075 938 0.7 0.17 90 (5) 6.05 Apparent 

PCB69 292 6 0.0075 938 0.7 0.17 90 (5) 6.1 Apparent 

PCB103 326 6.2 0.0075 938 0.7 0.17 90 (5) 5.8 Apparent 

PCB136  361 6.22 0.0075 938 0.7 0.17 90 (5) 6.45 Apparent 

PCB101  326 6.38 0.0075 938 0.7 0.17 90 (5) 6.7 Apparent 

PCB153  361 6.92 0.0075 938 0.7 0.17 90 (5) 6.75 Apparent 

PCB180  395 7.4 0.0075 938 0.7 0.17 90 (5) 7.1 Apparent 

di-CB 222 5.1 0.0075 938 0.83 0.258 30 (6) 7 Apparent 

tri-CB 256 5.5 0.0075 938 0.83 0.258 30 (6) 6.6 Apparent 

tetra-CB 289 5.9 0.0075 938 0.83 0.258 30 (6) 7 Apparent 

penta-CB 323 6.3 0.0075 938 0.83 0.258 30 (6) 7.3 Apparent 

tri-CB 323 6.3 0.0075 938 1.5 0.2 180 (7) 6.9 Apparent 

tri-CB 323 6.3 0.0075 938 1.5 0.2 180 (7) 6.9 Apparent 

hexa-CB 357 6.7 0.0075 938 1.5 0.2 180 (7) 7.6 Apparent 

hexa-CB 357 6.7 0.0075 938 1.5 0.2 180 (7) 7.9 Apparent 

tetra-CB 357 6.7 0.0075 938 1.5 0.2 180 (7) 7.5 Apparent 

tetra-CB 357 6.7 0.0075 938 1.5 0.2 180 (7) 7.5 Apparent 

hepta-CB 391 7.1 0.0075 938 1.5 0.2 180 (7) 7.7 Apparent 

hepta-CB 391 7.1 0.0075 938 1.5 0.2 180 (7) 7.8 Apparent 
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penta-CB 391 7.1 0.0075 938 1.5 0.2 180 (7) 7.6 Apparent 

penta-CB 391 7.1 0.0075 938 1.5 0.2 180 (7) 7.6 Apparent 

octa-CB 430 7.5 0.0075 938 1.5 0.2 180 (7) 7.7 Apparent 

octa-CB 430 7.5 0.0075 938 1.5 0.2 180 (7) 7.8 Apparent 

tri-CB 323 6.3 0.0075 938 1.5 0.2 30 (8) 6.7 Apparent 

tri-CB 323 6.3 0.0075 938 1.5 0.2 30 (8) 7.2 Apparent 

tri-CB 323 6.3 0.0075 938 1.5 0.2 30 (8) 6.9 Apparent 

hexa-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 7.8 Apparent 

hexa-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 8 Apparent 

hexa-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 7.7 Apparent 

tetra-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 7.1 Apparent 

tetra-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 7.8 Apparent 

tetra-CB 357 6.7 0.0075 938 1.5 0.2 30 (8) 7.5 Apparent 

hepta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.9 Apparent 

hepta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.8 Apparent 

hepta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.6 Apparent 

penta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.3 Apparent 

penta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.7 Apparent 

penta-CB 391 7.1 0.0075 938 1.5 0.2 30 (8) 7.4 Apparent 

octa-CB 430 7.5 0.0075 938 1.5 0.2 30 (8) 7.7 Apparent 
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octa-CB 430 7.5 0.0075 938 1.5 0.2 30 (8) 7.7 Apparent 

octa-CB 430 7.5 0.0075 938 1.5 0.2 30 (8) 7.1 Apparent 

PHEN  178 4.07 0.002 1100 2.5 0.51 30 (5) 8.4 Apparent 

PYR  202.25 4.54 0.002 1100 2.5 0.51 30 (5) 8.5 Apparent 

ANT-d10 188 4.57 0.002 1100 2.5 0.51 30 (5) 7.8 Apparent 

FLUO  166.2 4.97 0.002 1100 2.5 0.51 30 (5) 8.7 Apparent 

FLUO-d10 166.2 4.97 0.002 1100 2.5 0.51 30 (5) 8.15 Apparent 

PCB32 257 5.4 0.002 1100 2.5 0.51 30 (5) 9.8 Apparent 

CHRS-d12 240 5.67 0.002 1100 2.5 0.51 30 (5) 7.85 Apparent 

B(a)PYR  252.3 6.05 0.002 1100 2.5 0.51 30 (5) 9.5 Apparent 

di-CB 222 5.1 0.0075 938 3.22 0.64 30 (6) 6.6 Apparent 

tri-CB 256 5.5 0.0075 938 3.22 0.64 30 (6) 7.6 Apparent 

tetra-CB 289 5.9 0.0075 938 3.22 0.64 30 (6) 7.3 Apparent 

penta-CB 323 6.3 0.0075 938 3.22 0.64 30 (6) 7.1 Apparent 

di-CB 222 5.1 0.0075 938 3.7 0.616 30 (6) 7.2 Apparent 

tri-CB 256 5.5 0.0075 938 3.7 0.616 30 (6) 7.6 Apparent 

tetra-CB 289 5.9 0.0075 938 3.7 0.616 30 (6) 7.2 Apparent 

penta-CB 323 6.3 0.0075 938 3.7 0.616 30 (6) 7.1 Apparent 

phenanthrene 178 4.07 0.0075 938 4 0.73 365 (9) 4.5 Apparent 
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phenanthrene 178 4.07 0.0032 938 4 0.73 365 (9) 4.5 Apparent 

anthracene 178.2 4.45 0.0075 938 4 0.73 365 (9) 4.3 Apparent 

anthracene 178.2 4.45 0.0032 938 4 0.73 365 (9) 4.4 Apparent 

pyrene 202.25 4.54 0.0075 938 4 0.73 365 (9) 5 Apparent 

pyrene 202.25 4.54 0.0032 938 4 0.73 365 (9) 5 Apparent 

fluorene 166.2 4.97 0.0075 938 4 0.73 365 (9) 4 Apparent 

fluorene 166.2 4.97 0.0032 938 4 0.73 365 (9) 4 Apparent 

fluoranthene 166.2 5.16 0.0075 938 4 0.73 365 (9) 4.9 Apparent 

fluoranthene 166.2 5.16 0.0032 938 4 0.73 365 (9) 4.9 Apparent 

benz[a]anthracene 228 5.76 0.0075 938 4 0.73 365 (9) 5.7 Apparent 

benz[a]anthracene 228 5.76 0.0032 938 4 0.73 365 (9) 5.7 Apparent 

benzo[b]fluoranthene 252.3 5.78 0.0075 938 4 0.73 365 (9) 6.3 Apparent 

benzo[b]fluoranthene 252.3 5.78 0.0032 938 4 0.73 365 (9) 6.3 Apparent 

chrysene 228.3 5.81 0.0075 938 4 0.73 365 (9) 5.7 Apparent 

chrysene 228.3 5.81 0.0032 938 4 0.73 365 (9) 5.7 Apparent 

benzo[k]fluoranthene 252.3 6.11 0.0075 938 4 0.73 365 (9) 6.4 Apparent 

benzo[k]fluoranthene 252.3 6.11 0.0032 938 4 0.73 365 (9) 6.4 Apparent 

benzo[a]pyrene 252.3 6.13 0.0075 938 4 0.73 365 (9) 6.4 Apparent 

benzo[a]pyrene 252.3 6.13 0.0032 938 4 0.73 365 (9) 6.4 Apparent 

perylene 252 6.25 0.0075 938 4 0.73 365 (9) 6.3 Apparent 
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perylene 252 6.25 0.0032 938 4 0.73 365 (9) 6.4 Apparent 

benzo[e]pyrene 252.3 6.44 0.0075 938 4 0.73 365 (9) 6.2 Apparent 

benzo[e]pyrene 252.3 6.44 0.0032 938 4 0.73 365 (9) 6.2 Apparent 

benzo[ghi]perylene 276.3 6.7 0.0075 938 4 0.73 365 (9) 6.7 Apparent 

benzo[ghi]perylene 276.3 6.7 0.0032 938 4 0.73 365 (9) 6.8 Apparent 

indeno[1,2,3-

cd]pyrene 

276.3 6.7 0.0075 938 4 0.73 365 (9) 6.8 Apparent 

indeno[1,2,3-

cd]pyrene 

276.3 6.7 0.0032 938 4 0.73 365 (9) 6.8 Apparent 

dibenz[ah]anthracene 278 6.8 0.0075 938 4 0.73 365 (9) 6.7 Apparent 

dibenz[ah]anthracene 278 6.8 0.0032 938 4 0.73 365 (9) 6.8 Apparent 

NAPH 127.1 3.28 0.004444 1012 5.17 0.365 30 (10) 5.5 Apparent 

FLU 166.2 3.84 0.004444 1012 5.17 0.365 30 (10) 8.2 Apparent 

PHEN 178 4.07 0.004444 1012 5.17 0.365 30 (10) 7.8 Apparent 

ANTH 178.2 4.19 0.004444 1012 5.17 0.365 30 (10) 8.2 Apparent 

FLUA 202.3 4.5 0.004444 1012 5.17 0.365 30 (10) 8.7 Apparent 

PYR 202.25 4.54 0.004444 1012 5.17 0.365 30 (10) 8.5 Apparent 

CHRY 228.3 5.14 0.004444 1012 5.17 0.365 30 (10) 8.7 Apparent 

BaA 228 5.26 0.004444 1012 5.17 0.365 30 (10) 8.7 Apparent 

BaP 252.3 5.83 0.004444 1012 5.17 0.365 30 (10) 8.6 Apparent 

BkF 252.3 5.91 0.004444 1012 5.17 0.365 30 (10) 8.7 Apparent 
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BbF 252.3 5.94 0.004444 1012 5.17 0.365 30 (10) 8.9 Apparent 

I(1,2,3-cd)P 276.3 6.55 0.004444 1012 5.17 0.365 30 (10) 9.2 Apparent 

di-CB 222 5.1 0.0075 938 5.17 0.365 30 (6) 7.2 Apparent 

tri-CB 256 5.5 0.0075 938 5.17 0.365 30 (6) 7.4 Apparent 

tetra-CB 289 5.9 0.0075 938 5.17 0.365 30 (6) 7.1 Apparent 

penta-CB 323 6.3 0.0075 938 5.17 0.365 30 (6) 6.7 Apparent 

Di 222 5.1 0.0075 938 5.2 0.365 30 (3) 7.06 Apparent 

Tri 256 5.5 0.0075 938 5.2 0.365 30 (3) 6.92 Apparent 

Tetra 289 5.9 0.0075 938 5.2 0.365 30 (3) 6.6 Apparent 

Penta 323 6.3 0.0075 938 5.2 0.365 30 (3) 6.15 Apparent 

Hexa 357 6.7 0.0075 938 5.2 0.365 30 (3) 5.5 Apparent 

Hepta 391 7.1 0.0075 938 5.2 0.365 30 (3) 5.14 Apparent 
 

1 (Choi et al, 2014), 2 (Hale et al, 2010b), 3(Sun et al, 2007), 4(Zhou et al, 2022), 5(Oen et al, 2012), 6(Sun and Ghosh, 

2008), 7 (Zimmerman et al., 2004),8(Zimmerman et al., 2005), 9 (Choi et al, 2014), 10 (Hale et al, 2010a).
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   Contamination of sediments by hydrophobic organic 

compounds (HOCs), such as polychlorinated biphenyls and 

polycyclic aromatic hydrocarbons, poses significant risks to 

human health and the environment. In-situ stabilization using 

activated carbon (AC) has emerged as a promising remediation 
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method due to its high efficiency and less impact on surrounding 

ecosystem. However, due to the complexity sediments possess, 

accurately predicting the adsorption capacity of sediment-

amended AC remains challenging, with no existing prediction 

model available. In this study, we developed machine learning 

models that can accurately predict two types of adsorption 

capacity: the clean adsorption capacity of AC ( log 𝐾஺஼,௖௟௘௔௡) , 

which is determined in a water-AC system, and the apparent 

adsorption capacity (log 𝐾஺஼,௔௣௣௔௥௘௡௧), which is determined in a 

sediment-water-AC system. The models were trained using a 

dataset of 186 experimental data sets which are obtained from 

previous studies. Through feature selection and evaluation, we 

identified the most informative features for predicting AC's 

adsorption capacity. The models, trained separately for 

log 𝐾஺஼,௖௟௘௔௡  and log 𝐾஺஼,௔௣௣௔௥௘௡௧ , performed the best. The 

influencing factors for log 𝐾஺஼,௖௟௘௔௡ were the specific surface area 

of AC, molecular weight, and log 𝐾௢௪ of the adsorbate. On the 

other hand, log 𝐾஺஼,௔௣௣௔௥௘௡௧ utilized five input variables, which are 

the sediment's total organic carbon content and black carbon 

content, the size of the activated carbon, the molecular weight of 

the compound, and the duration of the experiment. Our prediction 

models, employing support vector regression as the selected 

algorithm, demonstrated excellent performance, achieving a 

coefficient of determination of 0.91 and a root-mean-square 

error of 0.38 for log 𝐾஺஼,௖௟௘௔௡ and a coefficient of determination of 
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0.86 and a root-mean-square error of 0.40 for log 𝐾஺஼,௔௣௣௔௥௘௡௧. 

This study shows the potential of machine learning in accurately 

predicting adsorption capacity and provides valuable insights into 

the impact of various factors on the adsorption process. The 

findings contribute to the design of effective in-situ remediation 

strategies and enhance our understanding of the adsorption 

process. 

Keywords : sediment contamination, activated carbon, adsorption 

capacity, machine learning, hydrophobic organic compounds, prediction 

model. 
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