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요약

본 논문의 목표는 물리 시뮬레이션 상에서 캐릭터가 여러 가지 액션을 수행할

능력을갖춘뒤유저의지시에맞게동작을하는것이다.유저는캐릭터에게명령을

내리면 캐릭터는 현재 자세에서 해당 동작을 수행하기 위해 계획적으로 동작한다.

우리는별개의모션클립데이터들을통해캐릭터가학습할수있는모션의가짓수

를최대한다양화하고각모션들을높은퀄리티로학습시킬수있는프레임워크를

소개한다. 물리 기반 캐릭터를 컨트롤하기 위한 전체적인 네트워크는 캐릭터의 행

동을생성하는심층강화학습(Deep-RL)기반컨트롤러와컨트롤러가알맞은동작을

생성할 수 있도록 유도하는 Discriminator로 이루어져 있다. Discriminator는 Deep-

RL컨트롤러에서나온결과를가지고학습하고 Deep-RL컨트롤러는 Discriminator

에서 나온 결과를 가지고 학습함으로써 두 네트워크가 서로 적대적으로 학습한다.

본 논문은 이러한 접근방식이 효과적임을 입증하기 위해 하나의 캐릭터가 확연히

다른역동적인움직임들을유저의입력에맞게순차적으로행할수있는유저상호

작용이가능한예시를보여준다.

주요어:컴퓨터그래픽스,캐릭터애니메이션,물리시뮬레이션,강화학습

학번: 2020-22001
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제 1장서론

물리시뮬레이션속에서의캐릭터컨트롤은컴퓨터그래픽스분야에서오랫동안연

구되어온 주제이다. 물리 시뮬레이션의 캐릭터는 주변 환경과 상호작용을 할 수도

있고 물리적으로 자연스러운 모션이 나타나는 장점이 있다. 그러나 물리적인 조건

들을만족하면서캐릭터가넘어지지않고사람처럼움직이게제어하는것은컴퓨터

그래픽스와 로보틱스 두 분야 모두에서 해결하기 어려운 주제였다. 시뮬레이션 속

캐릭터를사람처럼걷게하기위해서많은연구자들이사람의모션캡쳐데이터를사

용한 data-driven방식으로캐릭터가넘어지지않고이족보행을할수있도록시도했

다.사람의모션을그대로따라하도록제어한뒤캐릭터의밸런스를피드백제어를

통해보정했다.

최근에는 심층 강화학습의 발전으로 이족보행을 넘어 캐릭터가 더욱 역동적인 모

션을수행할수있게되었다.모션캡쳐데이터가주어지면해당모션을최대한유사

하게따라할수있도록강화학습이진행됐다.하지만이방식은캐릭터가따라해야

할모션시퀀스가정해져야했다.따라서유저가캐릭터모션에개입하기어려웠고,

유저가 캐릭터를 제어하려면 별도의 모션 컨트롤러가 필요했다. 별도의 모션 컨트

롤러가 유저의 명령에 맞게 캐릭터가 따라할 모션을 생성하면 캐릭터가 그 모션을

따라가는방식으로연구가진행되었다.

본논문은별도의모션컨트롤러를만들지않고캐릭터가유저의명령에따라다

양한동작을수행할수있는시스템을제시한다.따라해야할별도의모션시퀀스를

만들지않고캐릭터가유저의명령을듣고스스로적절한모션을생성한다.따라해

야할 모션 시퀀스가 없기 때문에, 캐릭터는 같은 포즈에서도 유저 명령에 따라 다

양한동작들을수행할수있다.캐릭터는우리의 control policy에의해제어되는데,

control policy는여러가지동작들을포함한모션캡쳐데이터를학습하고캐릭터의
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현재상태와유저의명령에맞는적절한모션들을생성한다.

우리 시스템은 control policy가 모션캡쳐 데이터로부터 여러가지 동작을 학습하는

데 있어 적대적 학습을 사용했다. 따라서 강화학습에 필요한 reward 함수들을 dis-

criminator에서나온값을가지고정의한다.이전의적대적학습기반캐릭터컨트롤

과 우리 시스템의 차별점은 적대적 학습을 하는 과정에서 conditional discriminator

를 사용한다는 점이다. 우리의 conditional discriminator는 캐릭터의 모션과 모션캡

쳐데이터를구분할수있을뿐만아니라주어진모션이어떤유형의동작인지분류

할수있다.이를통해 discriminator의분류성능을향상시켰다.

우리는적대적학습방식에컨디션을부여함으로써다양한이점들을얻을수있었다.

먼저우리의시스템은적대적학습을사용한이전연구들보다더욱다양한동작들을

캐릭터에게 학습시킬 수 있었다. discriminator의 성능을 향상되어 학습할 수 있는

모션의폭이넓어졌다.두번째로캐릭터컨트롤러를강화학습의 reward함수를기

반으로만들수있다.우리는이 reward함수를 control reward라고정의했고유저의

명령이 새로 주어지면 캐릭터는 control reward를 통해 유저의 명령대로 움직이도

록 학습한다. 마지막으로 우리는 유저가 명령을 바꿔 캐릭터가 동작을 전환할 때

전환동작이 모션캡쳐 데이터로 존재하지 않더라도 스스로 적절한 동작을 생성할

수있다.두동작사이의모션을취하도록 control reward를적절히조절하면유저가

전환동작을직접만들지않아도캐릭터가자연스러운모션을스스로탐색한다.
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제 2장관련연구

2.1 물리시뮬레이션기반캐릭터제어

컴퓨터속캐릭터가사람같은동작을하도록제어하는것은컴퓨터그래픽스분야에

서오랫동안연구되어온주제이다. Hodgins는 Finite state machine과신체밸런스를

유지하기위한별도의알고리즘으로가상의캐릭터가역동적인동작,예를들어달

리기,점프,자전거타기등을할수있는컨트롤러를제안했다 [1]. Hodgins와 Pollard

는이전에발표한컨트롤러가크기가다양한여러가지캐릭터들도컨트롤이가능하

도록최적화하기도했다 [2].키네마틱제어를넘어물리적인환경속에서캐릭터를

제어하는건기존의캐릭터제어보다어려운주제이다.그러나물리시뮬레이션기

반 캐릭터 제어는 물리적으로 가능한 움직임을 만드는 점에 있어 키네마틱 제어에

비해 이점이 있다. 다양한 동작을 재현하기 전에 두 발로 물리 환경 상에서 중심을

잡을 수 있다는 것 자체가 힘든 일이기 때문이다. 이족 보행을 성공적으로 제어하

기 위한 연구는 컴퓨터 그래픽스와 로보틱스가 함께 연구해온 주제이다. 이후에도

다양한 물리 시뮬레이션 상 캐릭터 컨트롤러가 제안되었으나, 그 중에서도 Yin의

SIMBICON이 robust하면서 주어진 레퍼런스를 잘 따라갈 수 있는 피드백 기반 보

행 컨트롤러로 인정받고 있다 [3]. SIMBICON은 기존의 애니메이터들이 사용했던

Finite state machine을 기반으로 캐릭터가 움직일 포즈를 정해준 뒤 움직이면서도

균형이나그외물리적인조건들을위해피드백컨트롤시스템을별도로만들었다.

그외에도균형잡힌이족보행을위해 Inverted pendulum모델의아이디어를적용하

기도했다[4].

균형잡힌 캐릭터의 안정적인 움직임을 위해 optimization을 활용한 연구도 많이 제

안되어왔다. Wang et al.은생체역학적인측면을고려해 SIMBICON이더사람처럼

걷도록최적화를했다 [5].많은연구들은캐릭터가움직이는데있어에너지소비를
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최소화하는방향으로 trajectory optimization을해컨트롤러를제안했다 [6, 7, 8, 9].

모션 캡쳐 데이터를 활용한 데이터 기반 캐릭터 제어는 캐릭터의 움직임을 좀

더사람에가깝게만들었다.하지만모션캡쳐데이터를시뮬레이션상에복원하면

물리적으로 부정확한 경우가 많다. 따라서 데이터 기반으로 캐릭터를 제어하면 밸

런스를 유지하기 어렵기 때문에 일부 연구는 상체만 모션캡처 데이터를 사용하고

하체는 기존의 컨트롤러를 사용하기도 했다 [10, 11]. [12]은 모션캡처 데이터의

물리적인 오차를 spacetime optimization을 통해 교정하고 이차원상의 이족 보행을

데이터기반으로제어했다. [13]은 short-horizon tracking과 quadratic programming

을 추가해 이족보행의 밸런스를 향상시켜 3차원 상에서 단순화된 3-link 캐릭터의

제어를보였다. [14]은 3차원에서사람전체의 DOF를컨트롤하는것을 Non-linear

Quadratic Regulator를가지고시도했다. [15]은별도의 optimization없이모션캡처

데이터에밸런스를위한피드백을추가하여사람의모든 DOF를활용해 3차원상에

서캐릭터의보행제어를했다.

2.2 심층강화학습을통한물리기반캐릭터제어

심층 강화학습을 기반으로 물리 시뮬레이션에서 캐릭터를 제어하면 기존의 최적

화기법들보다 짧은 시간에 더 나은 퀄리티로 캐릭터를 제어할 수 있다. 특히 모션

데이터를 레퍼런스로 사용해 캐릭터가 매 순간 모션캡쳐 데이터와 유사하도록 학

습하는 Imitation learning은 캐릭터의 동작이 이전 방식보다 사실적으로 개선됨과

동시에시뮬레이션상에서밸런스를유지할수있었다 [16, 17]. Imitation learning은

단일모션클립을학습할때는매순간타겟포즈가정해져있지만여러개의다른모

션들을포함한데이터셋을학습할때는해당순간에따라해야할타겟포즈를정하기

어렵다. 최근 방법들은 다양한 모션들로 확장하기 위해 별도의 컨트롤러를 만들어
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컨트롤러가데이터셋을학습했다.모션컨트롤러가유저의명령에맞는최적의타겟

포즈를정해주고캐릭터가타겟포즈를따라하도록학습해다양한모션들을수행할

수 있었다 [18, 19, 20, 21]. 따라서 다양한 모션 데이터셋을 학습하는 별도의 High-

level 키네마틱 컨트롤러를 필요로 한다 [18, 20, 22]. 그러나 적합한 타겟 포즈를

찾아주는효과적인키네마틱컨트롤러를설계하는일은강화학습과별개로많은수

작업과섬세한환경설정이필요하다.이번연구에서우리는별도의컨트롤러없이

유저의 입력에 따라 다양한 동작을 구사하는 캐릭터 컨트롤러를 구현하는 것이 목

적이다.이를목적으로우리는Generative Adversarial Imitation Learning(GAIL) [23]

을메인알고리즘으로한시스템을제안한다.

2.3 적대적모방학습

Generative Adversarial Imitation Learning(GAIL)은 Generative Adversarial Network

(GAN) [24]의 근본적인 아이디어를 Imitation learning에 적용한 모델이다. GAN과

마찬가지로 GAIL은 2개의 네트워크가 서로 적대적으로 대립하며 min-max 게임

을 하지만 강화학습의 policy가 생성자역할을 한다는 면에서 GAN과 다르다. Dis-

criminator는 Agent의행동을 Expert의행동으로부터구분하도록학습하고 Policy는

Expert를 모방해 Discriminator를 속일 수 있도록 학습한다. Discriminator는 Policy

의 학습을 위한 일종의 Objective function의 역할을 한다. Ho et al. [23]의 연구에

따르면 에피소드가 진행될 동안 Agent의 상태와 Policy의 액션을 쌍으로 (st, at)를

수집한다. 그들의 연구에 따르면 Discriminator가 속을 수 있는 (st, at)을 만들었을

때높은보상을받는다.한편적대적학습방식들의근본적인문제점은내쉬균형을

찾는것이어려운문제이기때문에학습이불안정하다. Merel et al. [25]은 discrimi-

nator의학습을위한 Observation으로 (st, at)대신 (st, st+1)를사용해 Agent의상태

정보만을 가지고 imitation learning을 시도했다. Peng et al. [26]은 least square loss
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와 gradient penalty를활용해 GAIL의안정성을개선시켰다.그들의연구에서 policy

는 Goal-conditioned reinforcement learning을 통해 분류되지 않은 데이터셋로부터

Motion prior를배웠고특정임무를수행하기위한동작들을스스로만들어냈다.캐

릭터 컨트롤러의 관점에서 Peng et al. [26]의 Goal-conditioned reinforcement learn-

ing은 User가 원하는 동작이 아니라 Goal을 달성하기 쉬운 모션만 나타나는 Mode

collapse가 나타날 수 있다. Xu and Karamouzas [27]는 Mode collapse에 빠질 확률

을 줄이고자 다수의 Discriminator를 사용했고 다수의 동작 각각의 퀄리티를 위해

다수의 Policy들을 학습한 뒤 번갈아가며 사용했다. 우리는 모션의 종류별 특성 및

데이터비율과관계없이Mode collapse를예방하고다수의 Discriminator쓰지않고

단일 Discriminator만으로 더 다양한 모션을 고르게 학습하기 위해 GAIL에 추가적

인조건을부여한 conditional GAIL을시스템에적용했다.

2.4 조건부적대적생성모델

조건부 적대적 생성모델(Conditional Generative Adversarial Learning, cGAN)은 데

이터를 생성하는 시스템에 추가적인 클래스 정보가 주어졌을 때 클래스에 맞는 결

과를 생성하도록 유도하는 모델이다. cGAN은 이미지 생성 분야에서 활발하게 연

구된다. Mirza et al. [28]은기존 GAN에클래스정보를추가함으로써 cGAN을처음

제안했다. Odena et al. [29]은 Discriminator에 Auxiliary classifier를 추가함으로써

클래스수를더늘려도퀄리티를유지할수있었다.그이후에도 Discriminator의확

장성을향상하기위한많은테크닉들이제안되어왔다 [30, 31, 32]. cGAN은종류에

따른 데이터양이 불균형적일 때도 모든 유형을 균형적으로 학습할 수 있는 장점

이 있다. 우리는 이런 cGAN의 장점을 활용한 조건부 적대적 모방학습(Conditional

Generative Adversarial Imitation Learning)으로광범위한동작들을수행하는캐릭터

컨트롤러를제안한다.우리는 [29]의네트워크모델을따라 Discriminator가캐릭터

가만든동작을레퍼런스로부터구분할뿐만아니라동작의클래스도분류함으로써
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단일 Discriminator의확장성을개선시켰다.클래스예측결과를 Policy의 Objective

function에 포함시켰을 때 Policy는 클래스에 해당하는 동작을 취하고 있을 때 더

많은보상을받을수있다.따라서 Policy가다양한모션들을균형적으로학습할수

있도록유도함으로써모션의다양성을늘릴수있다.
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제 3장개요

우리가만든시스템의목적은물리시뮬레이션속캐릭터가유저의명령에맞게다

양한모션들을수행하는것이다.학습한결과물의목표는그림 3.1처럼시뮬레이션

속 캐릭터에게 유저가 원하는 액션을 명령하면 해당 액션을 수행하는 컨트롤러를

만드는 것이다. 또한 캐릭터가 수행할 수 있는 액션의 종류를 원하는 만큼 종류의

갯수를 N개로 늘릴 수 있어야 한다. 이를 구현하기 위한 우리 시스템의 전반적인

개념도는그림 3.2과같다.시뮬레이션속캐릭터는 control policy π가만들어주는

모션을 따라간다. 시뮬레이션을 진행하면서 얻은 캐릭터의 모션들은 discriminator

의학습을위한데이터로저장된다. discriminator는시뮬레이션캐릭터의모션데이

터와 레퍼런스로 제공되는 모션캡처 데이터를 동시에 입력받고, 임의의 데이터를

받았을 때 그 데이터가 모션캡처 데이터인지 시뮬레이션 데이터인지 구분한다. 또

한 discriminator는 해당 모션 데이터가 어떤 모션 클래스에 속하는지 분류를 한다.

Discriminator는 임의의 데이터에 대해 시뮬레이션 데이터인지 모션캡처 데이터인

지잘구분하도록학습함과동시에해당모션이어떤유저의명령의의해만들어진

건지 예측하도록 학습한다. 한편 캐릭터의 모션을 만들어주는 Control policy π는

Discriminator를 속여 모션캡처 데이터로 인식하도록 학습함과 동시에 유저의 명

령이 주어졌을 때 명령에 맞는 모션을 취하도록 학습한다. 이러한 학습의 형태는

Policy π와 Discriminator가 적대적으로 학습하는 형태로, 적대적 모방학습(GAIL)

알고리즘을 기반으로 하고 있다. 특히 우리는 조건부 적대적 모방학습(conditional

GAIL, cGAIL)을활용했고이에대한내용을이번챕터에다룰예정이다.더불어이

번 챕터는 본 논문이 수행하는 물리 시뮬레이션에서의 캐릭터 제어를 위한 이론적

배경들을소개한다.
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그림 3.1:구현한시스템의결과물예상도

그림 3.2:시스템의전반적인개념도

14



3.1 이론적배경

3.1.1 물리기반캐릭터제어

물리시뮬레이션속에서의캐릭터제어는캐릭터의모션이물리적으로자연스러운

결과를 만드는데 이점이 있다. 물리적인 제약조건 속에서 캐릭터를 자유롭게 제어

하는 연구는 다양한 방식이 제안되어 왔지만 본 논문은 모션 데이터를 기반으로

캐릭터가매순간주어지는타겟모션을따라하는접근법에기반을두고있다 [33].

타겟모션이주어졌을때캐릭터가이를빠르게따라가기위한방법은 Proportional

Derivative(PD)제어로캐릭터의각조인트가타겟위치로잘따라가도록토크를가

하는방식을사용한다 [34].일반적인 PD제어도타겟모션을따라가면서캐릭터가

안정적으로 균형을 잡을 수 있게 하지만 Stable PD 제어는 내연적 적분법(Implicit

Integration)을통해기존 PD제어보다더욱안정적인제어를보여주었다 [35].본논

문은 다관절의 강체로 이루어진 캐릭터를 제어하기 위해 Stable PD 제어를 사용해

매순간마다주어진타겟포즈를따라하도록설계했다.타겟포즈가주어져각조인

트마다가할토크는다음과같이계산된다.

τn = −kp(q
n +∆t− q̄n+1)− kd(q̇

n +∆tq̈n) (3.1)

τn은 n번째프레임에서가할토크의크기이고, qn, q̇n, q̈n은캐릭터각조인트의현재

위치, 속력, 가속력을 나타낸다. q̄n+1은 캐릭터가 따라할 조인트의 타겟 위치이다.

kp, kd는각각 stiffness계수와 damping계수이다.

3.1.2 심층강화학습

우리의캐릭터는심층강화학습을기반으로매순간최적의모션을만들어내는 con-

trol policy π에 의해 움직인다. 유저의 입장에서 캐릭터는 매 프레임 특정 모션을

수행하라는 control vector c̄t를받는다.매프레임 t마다캐릭터는현재상태및여러
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가지정보를수집한 state st를만들고 st와 c̄t를 policy π에게보내면 π는그에맞는

action at π(at|st, c̄t)를 생성한다. 본 논문에서 at는 캐릭터가 따라할 다음 프레임

의타겟포즈를의미한다.캐릭터는 at를참고해움직여다음상태 st+1를생성하고

그에 따른 reward rt = r(st, at, st+1, c̄t)을 받는다. 캐릭터의 목표는 매 프레임마다

rt를 받아 최종적으로 가장 높은 Expected discounted return J(π)를 받는 policy를

학습하는것이다. J(π)는다음과같다.

J(π) = Ep(c)Ep(τ |π,c̄)[
T−1∑
t=0

γtrt], (3.2)

이 수식에서 p(τ |π, c̄) = p(s0)
∏T−1

t=0 p(st+1|st, at)π(at|st, c̄)는 control policy π가

control vector c̄에따라모션의경로 τ = (st, at, rt)
T−1
t=0 , sT가만들어진가능성(Like-

lihood)을뜻한다. p(s0)은초기 state에대한확률분포이고 T는모션경로가지속되

는총시간, γ ∈ [0, 1)은 discount factor이다.

3.1.3 적대적모방학습

적대적 모방 학습(GAIL)은 기존의 모방학습보다 (Behavioral cloning)보다 많은 양

의 데이터(Demonstrations)를 다룰 수 있다는 점에서 장점이 있고, policy와 주어진

데이터에 유사도를 측정해 목적 함수를 설계한다. Ho and Ermon [23]은 GAIL의

Discriminator 학습을 위해 Expert의 상태와 액션을 필요로 했다. 그런데 모션 캡처

데이터가 Expert의역할을하면 Expert의액션은알수없고상태만데이터에존재한

다. Torabi et al. [36]은 GAIL을 Expert의상태값만가지고학습하고자 Discriminator

에게상태-액션D(s, a)대신상태변화D(s, s′)를입력으로주었다.본논문은 Torabi

et al.의 방법을 따라 Discriminator D(st, st+1)이 사용되는데, D(st, st+1)는 주어진

(st, st+1)이제공된모션캡처데이터에서생성된건지 policy π에의해생성된건지
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를예측하도록학습한다.이에대한목적함수는아래와같다.

min
D

−EdM(s,s′)[log(D(s, s′))]− Edπ(s,s′)[log(1−D(s, s′))]. (3.3)

dM(s, s′)와 dπ(s, s′)는각각 Expert역할을할모션캡처데이터셋M에서와 Policy

π에서 s에서 s′으로캐릭터상태가변할때확률분포이다.

한편 policy π는 Discriminator를 속일 수 있을 정도로 모션캡처 데이터처럼 사

실적인캐릭터의모션을만들기위해아래와같은방식의 reward function을설계해

학습할 수 있다. rt = − log (1−D(st, at) 이러한 적대적 학습 방식은 목적함수가

dM(s, s′)와 dπ(s, s′)간의 Jensen-Shannon divergence를 줄이는 방향으로 최적화되

어가는과정이라고해석할수있다 [37].
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제 4장 cGAIL기반캐릭터컨트롤러

먼저우리는캐릭터의모션을생성하는 control policy π가다양한모션들을학습할

수있는알고리즘을제안한다.그뒤유저가명령한모션을수행하는알고리즘은다

음 챕터에서 후술할 예정이다. 우리는 policy π가 다양한 모션을 학습했을 때 높은

reward를받을수있도록아래와같이 reward함수를설계했다.

rt(st, at, st+1, c̄t, gt) = wSrS(st, st+1)+wCrC(st, st+1, c̄t)+wGrG(st, at, st+1, gt)

(4.1)

st, st+1은각각시간 t, t + 1일때캐릭터의상태를뜻하고, at는 Policy의결과로캐

릭터가취한액션을뜻한다. c̄t은 Control Vector이고유저가원하는타겟모션타입

이 뭔지 나타낸다. gt는 유저가 원하는 임무에 대한 Goal이다. 위의 세 보상함수는

선형적으로 각각 wS , wC , wG가 곱해져 최종 보상함수 rt가 계산된다. 위의 reward

함수가 의미하는 바는 policy π가 1) 캐릭터가 사실적인 모션을 수행하는 지(rS),

2) 유저가 원하는 종류의 모션을 수행하고 있는지(rC), 3) 유저의 부가적인 과제를

잘 수행하고 있는지(rG)를 의미하고 policy π는 이 3가지 임무를 잘 수행할 수있는

방향으로학습해나간다.

우리는 rS와 rC , 그리고 rG의 계산식을 만듬에 있어 GAIL을 활용하려고 한

다.더불어우리는기존의GAIL의Discriminator부분에 condition을더한 conditional

GAIL을활용해 reward term들을설계했다. conditional GAIL을구성하는 Discrimi-

nator와 Policy가각각어떻게학습하는지,그결과캐릭터가어떻게다양한모션들을

수행할수있는지에대해설명한다.
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4.1 다양한종류의모션학습

Conditional GAN은모델에추가적인정보를제공함으로써유저가원하는데이터를

만들어내도록유도할수있다.또한Discriminator가데이터의출처를구분할뿐만아

니라모션의타입까지분류해야하기때문에더많은학습을요구하고높은성능을

기대할수있다.우리는유저가원하는모션을캐릭터가수행하기위해 Discrimina-

tor에 Condition을부여했다. Discriminator의학습을위한목적함수는아래와같다.

argmin
D

Lstyle + Lclass + Lgp (4.2)

Lstyle과 Lclass, Lgp는 각각 style loss와 classification loss, 그리고 gradient penalty

loss이다. 이번 챕터는 Discriminator의 학습을 위한 목적함수 설계에 각 요소들이

포함된배경에대해설명한다.

4.1.1 적대적학습기반모션학습

Torabi et al. [36]는 GAIL을 구현할 때 Agent의 State 정보들만 Discriminator에게

제공해학습시켰다.

argmin
D

−EdM(s,s′)[log (D(s, s′))]− Edπ(o,o′)[log (1−D(s, s′)] (4.3)

dM(s, s′)과 dπ(s, s′)는 state가 s에서 s′으로 전환되는 경우가 각각 모션캡쳐 데이

터셋M와 Policy π 에서 생성된 모션들에서 나타날 확률이다. D(s, s′)은 Discrim-

inator가 주어진 모션에 대해서 진위를 구분한 값으로 [0, 1)의 값을 가진다. 위와

같은 목적함수를 가지고 Discriminator를 학습시키면 학습 수렴 결과 Discriminator

가임의의모션에대해출처가모션캡쳐데이터셋인지 Policy π인지구분할수있게

된다.

Peng et al. [26]은 least-squares GAN(LSGAN)을사용해적대적학습의불안정성
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을해결했고그결과캐릭터가높은품질의모션을표현할수있었다 [38]. LSGAN은

D(s, s′)의범위가 -1과 1사이로나타나고데이터셋에있던데이터는 1로,그리고생

성된데이터는 -1로구분하도록학습한다.우리는 LSGAN의학습안정성이뛰어난

점을참고해 Discriminator를학습할때아래와같은목적함수 Lstyle를포함시켰다.

Lstyle = EdM(s,s′)[(D(o, o′)− 1)2] + Edπ(o,o′)[(D(o, o′) + 1)2] (4.4)

또한 Discriminator의 입력을 (s, s′)대신 State의 일부만을 포함한 Observation pair

(o, o′)으로대체했다. Discriminator observation에대해서는챕터5.2에서후술한다.

4.1.2 모션분류기

Odena et al. [29]은 GAN을 만들 때 condition을 부여해 이미지를 생성하기 위해

Discriminator에 auxiliary classifier를 추가한 ACGAN을 제시했다. 그 결과 더욱 다

양한종류의이미지를생성할수있을뿐더러Discriminator의분류성능도향상되었

다. 우리의 Discriminator는 ACGAN의 Discriminator 구조를 참고해 임의의 모션의

출처를 구분할 뿐만 아니라 모션의 유형도 구분한다. 이는 Discriminator가 모션에

대해더구체적으로분석해판단을내려더좋은성능을갖추기위한목적이다.또한

Discriminator가모션을분류한결과도적대적학습에이용할수있고이는챕터 4.2

에 언급되어있다. 따라서 우리는 Discriminator를 학습할 때 아래와 같은 목적함수

Lclass를포함시켰다.

Lclass = EdM(s,s′)[logP (C = c̄|(o, o′))] + Edπ(o,o′)[logP (C = c̄|(o, o′))] (4.5)

P (C = c̄|(o, o′))는 주어진 Observation (o, o′)에 대해 Discriminator가 유저 명령

c̄대로 인식할 확률이다. c̄가 유저의 명령을 표현한 1D 벡터이기 때문에 P (C =

c̄|(o, o′)) 또한 각각의 모션에 대한 확률을 표현한 1D 벡터이다. Lclass는 P (C =

c̄|(o, o′))에로그함수를씌운크로스엔트로피함수로만들어져있다.
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4.1.3 적대적학습의안정성

Discriminator와 Policy가서로적대적으로학습하는 GAIL은학습이수렴하지않고

불안정한결과가발생하기쉽다는점이단점으로지적되어왔다.불안정한이유중

하나로는 Discriminator가레퍼런스가되는모션캡쳐데이터셋에대해서도쉽게수

렴하지않고큰 radient로학습을하는현상이있다.그결과 Policy입장에서도모션

캡쳐 데이터셋과 유사한 방향으로 수렴되지 못하고 혼동하여 낮은 품질의 모션의

결과가나올수있다.따라서이런문제를해결하기위해모션캡쳐데이터셋를가지

고학습할때 Discriminator에서발생하는 Gradient의크기에페널티를주었다 [39].

다라서우리는 Discriminator를학습할때아래와같은 Gradient penalty를위한목적

함수 Lgp를포함시켰다.

Lgp =
wgp

2
EdM(s,s′)[∥∇ϕD(ϕ)|ϕ=(o,o′)∥2] (4.6)

wgp는 학습 이전에 정하는 하이퍼파라미터로, 모션의 다양성이 적을 때는 높게 설

정했고다양한모션이포함되었거나역동적인모션들이많이포함되었을수록낮은

값을설정했다.특별히언급이없을경우 wgp는 0.5로설정하고학습을수행했다.

4.2 캐릭터컨트롤러

우리의 캐릭터는 Control policy π가 현재 상황에 맞는 생성한 모션을 따라 움직인

다. 따라서 캐릭터의 모션의 품질은 Control policy π가 얼마나 사실적인 모션을 만

드는지에 따라 결정된다. 또한 Control policy π는 유저가 원하는 액션 종류에 따라

적절한 모션을 생성해야 한다. 이를 우리는 Reward 함수를 수식 4.1과 같이 설계

했다. 이번 챕터는 수식 4.1에 쓰여 있는 Reward 요소 rS , rC , 그리고 rG가 어떻게

구성되어있는지를설명한다.
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4.2.1 Style Reward설계

캐릭터가얼마나사실적으로행동하는지평가하는것은기준이추상적이기때문에

정의하기 어렵다. 기존의 모방학습 기반 방식들은 매 프레임마다 모션캡쳐 데이터

셋으로부터 타겟포즈를 참고해 현재 캐릭터 포즈와 타겟포즈의 차이를 계산했지

만, GAIL을 사용할 경우 매 프레임마다 따라해야할 타겟포즈가 정해져 있지 않다.

우리는 Peng et al. [26]의 Adversarial Motion Prior(AMP)의 개념을 참고하여 기존

의 모방학습의 Tracking 보상함수와 달리 Discriminator에서 나온 결과물을 가지고

reward함수를디자인했다.따라서캐릭터는단일모션클립만학습하고매프레임

수행해야할타겟포즈가정해져있던기존모방학습과달리다양한모션데이터셋을

학습할수있다.아래수식은 Discriminator를기반으로학습하기위한 Style reward

rS를정의한식이다.

rS(st, st+1) = 1− 1

4
(1− (D(ot, ot+1)))

2 (4.7)

모션 정보 ot는 Discriminator observation으로 캐릭터의 상태 st의 일부이고 챕터

5.2에 자세히 다룰예정이다. D(ot, ot+1)은 Discriminator가 입력으로 주어진 모션

정보 (ot, ot+1)이 데이터에서 주어진 정보인지 Policy π가 만들어낸 정보인지 구분

한결과로,캐릭터가만들어낸결과면 -1에가깝게,주어진데이터로인한정보면 1

에가까운수치를출력하도록설계되어있다.따라서 rS는 [0,1]의값을가지게되고

캐릭터가 Discriminator를 속여 데이터로부터 만들어진 정보로 착각하게 만들수록

높은 rS를받게된다.또한모션종류에따라 reward함수구조가다르지않기때문에

모션의종류에따라별도로섬세한변수수정이필요하지않다.

4.2.2 Control Reward설계

Motion planner가 없이 유저의 입력에 맞게 캐릭터를 컨트롤하려면 캐릭터가 유저

의의도를파악할수있어야한다.따라서우리는 Policy에유저의타겟모션이뭔지

22



나타내는 Control Vector c̄를입력으로추가했다.따라서 Policy는이를반영한액션

at = π(at|st, c̄t)를출력해캐릭터를움직인다.유저의명령대로행동하려면 Policy

π가유저에의도에맞는행동을했을때더높은 Reward을받아야한다.유저의명령

c̄t에대해 Control reward함수 rC는다음과같이정의했다.

rC(st, st+1, c̄t) = 1−min(1, ∥(C(ot, ot+1)− c̄t)∥1) (4.8)

C(ot, ot+1)은 Discriminator의 Auxiliary classifier를 통과한 결과 값으로 Discrimi-

nator가 유저의 명령 c̄t를 예측한 값이다. rC는 (0,1]의 범위의 값이고 C(ot, ot+1)

가 c̄t에가까울수록높은값을갖는다. Discriminator가주어진모션에대한유저의

명령을잘판단한다고가정했을때 C(ot, ot+1)가 c̄t에가깝다는것은현재캐릭터의

행동이유저의명령에부합했다고볼수있다.

4.2.3 Goal Reward설계

Goal reward 함수 rG는 유저의 명령과 별개로 유저가 부가적인 임무를 주었을 때

추가되는함수이다.캐릭터가주어진임무에대해유저가원하는 Goal에근접한행

동을 하고 있는 지 알려주는 값이다. 예를 들어 유저가 캐릭터를 원하는 방향으로

이동시키고 싶다면 유저의 명령은 걷기 혹은 뛰기지만 유저가 부여하는 임무는 해

당 방향이 된다. 이 연구에서 우리는 Goal reward 함수로 캐릭터가 바라보는 방향

액션을 취하는 방향을 기본적으로 주었고 방향에 대한 reward를 정의한 수식은 아

래와같다.

rG(st, st+1, d̄t) = 1−min(0, (∥(dt · d̄t)∥1)2) (4.9)

dt와 d̄t는각각현재캐릭터의이동방향과유저가원하는캐릭터의이동방향으로 3

차원벡터지만본논문에서는XZ평면상에서의방향만바꿀수있도록정의했다.또

한 부가적인 임무가 없는 모션 유형에 대해서는 Goal reward를 1로 고정했다. Goal
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reward 함수를 모션의 유형에 따라 다른 임무가 주어질 수 있고 그에 따라서 다른

형태의함수가정의될수있다.

4.3 모션전환

때로는유저가캐릭터에게다른모션명령을내려 c̄t가바뀔수있다. Control reward

rC를이용해캐릭터가유저명령을인식하는것과별개로자세가확연히다른두종

류의액션을순차적으로수행하기위해두액션사이의중간모션이필요하다.단일

frame만에 c̄t이 갑자기 바뀌면 Policy가 캐릭터의 현재 포즈를 고려하지 않고 다음

액션을 위해 캐릭터의 모션이 급격하게 변할 수 있고 이는 부자연스러운 모션으로

연결된다. 캐릭터가 현재 자세에서 유저 명령에 맞는 모션으로 자연스럽게 전환해

야 하기 위해 우리는 Policy가 이를 고려하여 at를 출력하도록 유도했다. Policy가

모션이 전환되고 있는 상황을 인식해야하기 때문에 모션이 전환되는 순간에 대해

서 c̄t를새롭게설계했다.모션타입 A에서모션타입 B로전환된다고가정했을때

최종적인 c̄t와 rC의형태는다음과같다.

c̄t, transition = (1− wtrans)c̄A + wtransc̄B (4.10)

rC(ot, ot+1, c̄A, c̄B, ) = (1− wtrans)r
C(ot, ot+1, c̄A) + wtransr

C(ot, ot+1, c̄B)

(4.11)

wtrans는모션이전환될때 Transition phase로사용자의입력에의해변환될때 [0,1]

의 범위 안에서 천천히 증가한다. 완벽히 전환된 시점에서 wtrans는 1로 유지된다.

wtrans가증가하는속도에따라모션이변하는정도가다르기때문에다양한속도의

Transition phase로실험을시행했다.이와같이보상함수를설계했을때 Policy는모

션 타입 A와 모션 타입 B의 중간 모션이 데이터셋에 없더라도 스스로 중간 모션을

적절하게만들어내어Motion In-betweening을할수있다.
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제 5장캐릭터모델및학습네트워크

우리시스템의효과를평가하기위해,우리는 Adversarial Character Controller를가

지고 31개의 자유도를 가진 3D 휴머노이드 캐릭터에게 여러 가지 스킬을 학습시

켰다. 캐릭터의 모습과 Configuration은 그림 5.1과 같다. 캐릭터는 총 15개의 신체

부위로 이루어져 있고 각각 조인트를 가지고 있다. 그림 5.1의 캐릭터의 모델에서

파란색은 물리적인 공간을 차지하는 캐릭터의 신체부위를 나타내고 흰색 부분은

각부위의조인트를나타낸다.루트조인트를제외한모든조인트는볼조인트이고

루트조인트는자유롭게움직여야하기때문에 6자유도의자유조인트로설정했다.

이번챕터에서는시스템의여러구성요소들에대한구현사항을설명한다.먼저

강화학습의 구성 요소인 캐릭터의 State와 Action의 정의들을 설명하고, Discrimi-

nator에 입력될 Observation을 어떻게 정의했는지를 설명한다. 그리고 학습을 하는

Policy network와 Discriminator network에대해설명한다.

5.1 State및 Action

캐릭터의 상태 st는 캐릭터 신체 구조를 묘사하는 특성들로 구성되어있다. 모든 특

성들은캐릭터의로컬좌표계를기준으로변환된값들이다.루트의위치는캐릭터의

골반으로 지정했다. 모든 특성들은 캐릭터의 로컬 좌표계를 기준으로 변환된 값들

로, 캐릭터의 로컬 좌표계는 z축을 루트가 앞을 향하는 방향으로, y축을 월드 좌표

계의 y축으로지정한뒤 x축을 y축과 z축의외적한결과로설정한좌표계이다.특성

들에대한정보는아래와같다.각조인트의회전각도는 Revolute조인트일경우 1

자유도, Spherical조인트일경우 3자유도를가지고값을주었다.

• 지면으로부터캐릭터의루트높이

• 각조인트의오프셋
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그림 5.1:사용한캐릭터모델

• 각조인트의회전각도

• 각조인트의선속도

• 각조인트의각속도

• 캐릭터의무게중심의 3D위치및속도

• 캐릭터말단부위의 3D위치

루트의위치는캐릭터의골반으로지정했다.각조인트의회전각도는조인트의좌

표계의 x축과 y축 벡터의 값을 state에 포함시켰다. 이 모든 특성을 다 고려했을 때

캐릭터의상태는총 243차원의공간에서정의된다.

캐릭터의 액션 at는 캐릭터가 취해야할 포즈를 의미하고 각 조인트의 각도들로 이

루어져있다.각조인트들의각도는 3D Exponential Map q ∈ R3의형태로표현된다.

액션값은총 36차원의공간에서나타난다.
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5.2 Discriminator Observations

Discriminator는 Policy가 모션을 잘 학습하는데 필요한 보상 신호를 주는 역할을

해야 하기 때문에, 현재 캐릭터의 모션을 잘 평가할 수 있는 특성들이 입력으로 들

어가야한다. Discriminator에입력으로들어가는 Observation ot는캐릭터의특성을

포함하고있고아래와같다.

• 지면으로부터캐릭터의루트높이

• 루트의선속도,각속도

• 각조인트의회전각도

• 각조인트의선속도

• 캐릭터말단부위의 3D위치

루트의 위치는 캐릭터의 골반으로 지정했다. 캐릭터의 로컬 좌표계는 State의 기준

과같다.우리는Discriminator에게Observation ot와액션 at가가해져캐릭터상태가

변한 이후 ot+1를 묶어 2프레임 의 정보인 (ot, ot+1)를 제공한다. 따라서 캐릭터의

상태변화를통해전반적인캐릭터모션의정보를인식하고 at을직접명시하지않

아도 Policy가성공적으로수행했는지평가할수있다.또한 ot에유저의입력과관련

된 정보를 넣지 않음으로써 캐릭터의 임의의 포즈가 특정 모션 종류에만 국한되지

않고여러모션들에속해있을수있는가능성을고려했다.

5.3 Network Architecture

이 논문에서 사용한 Policy π와 Discriminator의 대략적인 네트워크의 구조는 그림

5.2에 나타나 있다. Policy 네트워크 π와 Value function 네트워크 V (st, c̄t)는 둘다

fully-connected 네트워크로 설계되었다. Policy π는 캐릭터의 상태 st와 유저 입력
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그림 5.2: Policy network(좌)와 Discriminator network(우)의구성

c̄t를 받은 뒤 액션 π(at|st, c̄t) = N (µ(st, c̄t),Σ)를 정규 분포 형태로 매핑한다.

µ(st, c̄t)는 정규분포의 평균이고 [1024,512,512]개의 유닛으로 구성된 3개의 레이

어을가진 fully-connected네트워크의결과로나오는값이다. Σ는정규분포의표준

편차로모든값이 0.01로고정된대각공분산행렬이다. Discriminator D(st, st+1)는

[1024,512,512]개의유닛으로구성된 3개의레이어을가진 fully-connected네트워크

로설계되었다. Discriminator는 Observation을입력으로받아진위를구분하는확률

P (st = real|st, st+1)와캐릭터모션을분류하는확률분포 P (ct|st, st+1)를출력한

다. 모든 네트워크는 활성화 함수로 Rectified Linear Activation Unit(ReLU)함수를

사용했다.추가적으로,모든레이어의파라미터들에대해서 Spectral Normalization

을시행했다 [31].
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제 6장실험결과

우리는그림 6.1.처럼캐릭터가유저의명령에맞게다양한시나리오속의모션을수

행하는 컨트롤러를 만들었다. 우리는 우리의 캐릭터 컨트롤러가 유저 명령에 맞게

캐릭터가 다앙한 액션을 수행할 수 있음을 입증하기 위해 여러가지 실험을 구성

했다. 먼저 우리는 학습해야할 모션의 갯수가 늘어나도 control policy π가 학습을

안정적으로할수있음을보여캐릭터가다양한액션을수행할수있음을보일것이

다.그다음은학습해야할모션의갯수가늘어나도 discriminator가캐릭터의모션을

모션캡쳐 데이터와 잘 구분해내고 모션 유형도 잘 구분해낼 수 있음을 보인다. 이

로써학습된 discriminator를기반으로캐릭터가유저명령에따라액션을다양하게

수행할 수 있는지를 증명한다. 추가적으로 모션 유형을 전환하는 과정에서 액션과

액션 중간의 포즈가 모션캡쳐 데이터에 없어도 자연스럽게 수행하기 위해 적용한

control reward rC(ot, ot+1, c̄A, c̄B, )가의미가있는지도실험을통해입증한다.

6.1 캐릭터의모션학습

캐릭터가 모션캡쳐 데이터 속의 모션을 성공적으로 학습했는지 평가하기 위해서

는 캐릭터의 모션과 모션캡쳐 데이터의 모션의 차이를 구해야 한다. 하지만 GAIL

기반의 모션 학습은 특정 프레임에 수행해야하는 포즈가 정해져 있지 않기 때문에

동일 모션을 수행했을 때 소요되는 프레임이나 타이밍이 모션캡쳐 데이터와 다를

수있다.따라서우리는 Dynamics Time Warping(DTW)를사용하여단일모션클립

에대해서데이터와캐릭터의모션의포즈차이를계산했다 [40]. DTW를활용해서

캐릭터의현재모션과해당타이밍에서모션클립에서의포즈를짝지었을때두모
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그림 6.1: 유저의 명령에 따라 모션을 수행하는 여러 시나리오들: Walker(위),
Fighter(중간), Dancer(아래)
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션의포즈차이를계산한수식은아래와같다.

eposet = min
M

∥(q̂−1q)∥2, (6.1)

q는 3차원 상에서의 모든 조인트의 각도들을 각각 쿼터니언으로 표현한 것이고 q̂j

는모션캡처데이터에서의조인트각도들이다.즉 eposet 는시뮬레이션프레임 t에서

캐릭터의각조인트각도들을모션클립데이터와비교한차이의 l2-norm이다.

6.1.1 모션클립학습결과

우리는하나의 Control policy를가지고 10개의모션들을학습했다. 10개의모션들의

대한 정보는 그림 6.2에 있다. 학습 결과를 평가하기 위해 우리는 GAIL 기반의 모

션학습중에서 Peng et al [26]의 Adversarial Motion Prior과학습성능을비교했다.

동일하게 10가지의 모션을 1.5억개의 샘플을 가지고 학습한 뒤에 모션캡쳐 데이터

와의 포즈 차이를 계산했다. 표 6.1은 각 모션별로 각 프레임 별 평균 pose error를

계산한결과이다.

학습해야할모션의수가한가지를넘어다양한모션을학습하지만모션캡쳐데

이터와의모션차이가대조군인 Adversarial Motion Prior [26]보다작은것을알수

있다. Punch 동작은 Adversrial Motion Prior가 더 오차가 작지만 실제로 캐릭터의

모션을 확인해보면 punch를 수행하면 포즈 오차가 커져 punch를 학습하지 못하고

준비동작에서 멈춰있다. 따라서 우리의 시스템이 다양한 동작을 학습할 때에도 캐

릭터의수행능력이떨어지지않음을볼수있다.

6.1.2 모션의수에따른 Policy학습결과

캐릭터에게학습시킬모션의수가늘어날수록 control policy가학습해야하는모션

의범위가넓어지므로학습이어려워진다.그림 6.3는학습할모션의수를각각 1개,

3개, 6개, 10개로주고 control policy를학습시켰을때학습량에따른 reward의양상
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표 6.1: 캐릭터가 10개의 모션을 학습한 뒤 수행했을 때 각 모션별 프레임 당 평균
포즈오차

Motion type AMP Ours
Walk 2.462 1.456
Run 2.162 0.808
Jump 2.984 1.781
Breakdance 2.984 2.233
Spindance 1.397 1.051
Uppercut 1.307 0.659
Left punch 1.125 1.412
Right punch 0.881 1.145
Right kick 1.942 1.367
Left kick 2.301 1.672

그림 6.2:학습에사용되는레퍼런스모션들.왼쪽위부터순서대로Walk, Sidekick,
Jump, Backflip, Breakdance, Right punch, Upper cut, Spindance, Right kick, Left jab
이다.
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그림 6.3:학습모션의갯수에따른 policy의 reward그래프

을보여준다.각각총 1억개의샘플을모은뒤비교했다.초반 policy의 reward양상은

매우 높은 reward를 받다가 점차 낮아진다. 이 양상은 학습 초반에 Discriminator가

캐릭터의모션을모션캡쳐데이터로부터잘구분하지못함을의미한다.학습초반을

넘어 Discriminator가주어진모션들을잘구분하기시작하면 reward는점차특정한

범위 내에서 수렴하게 된다. reward가 특정 값에 수렴하면 discriminator의 분류 성

능과 policy의사실적인모션을만드는성능이서로균형점을이루면서대립하면서

학습하고 있음을 의미한다. 그림 6.3을 봤을 때 모션 1개를 학습할 때 가장 빠른 속

도로수렴하게되고모션의갯수가늘어날수록수렴에필요한시간이오래걸린다.

우리의 control policy는모션의갯수를 10개로늘렸을때도 reward를봤을때수렴에

이르는 학습량이 많아질뿐 모션의 갯수가 적을 떄와 비슷한 수치로 reward로 점차

수렴해나감을알수있다.결론적으로우리의 control policy는적대적으로학습함에

도불구하고모션의갯수에상관없이안정적으로학습할수있다.
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6.1.3 Discriminator학습결과

Discriminator도마찬가지로모션의수가늘어날수록캐릭터의모션과모션캡쳐데

이터를구분하는학습이어려워진다.우리는기존의GAIL의학습방식에서 discrim-

inator에 condition을추가했다.따라서 conditional을부여한학습방식이이전방식과

어떻게다른결과가나타나는지비교했다.그림 6.4는 discriminator에 condition을부

여하지않는기존의 GAIL의 discriminator [26]와우리의 conditional discriminator의

성능을 2억개의 샘플을 수집한 후 비교했다. 그 결과 모션의 수가 많을 때 우리의

discriminator가모션캡쳐데이터와캐릭터의모션에대해모두분류성능이좋은것

을볼수있다.그림 6.5는모션캡쳐데이터와캐릭터의모션을구분하기위한 style

loss값을비교한결과로우리의 discriminator의 style loss가더낮은값으로수렴하고

있는것을볼수있다.

그 다음 classification loss Lclass도 우리가 사용한 loss term과 대조군인 least

square loss term과비교했다. least square loss term은아래와같다.

Lclass,LS =
T∑
t=0

∥c̄t − C(ot, ot+1)∥2 (6.2)

그림 6.6과 그림 6.7는 본 논문에서 classification loss로 사용한 cross entropy loss와

수식 6.2의 least square loss를 비교한 결과이다. 그림 6.6을 보면 cross entropy loss

가 가파르게 낮아지며 더 낮은 loss 값으로 수렴함을 알 수 있고 그림 6.7를 보면

discriminator가 모션캡쳐 데이터와 캐릭터 모션을 더 잘 구분해내 높은 정확도를

보인다.

6.2 모션분류기를이용한캐릭터컨트롤

캐릭터의 모션을 생성하는 policy π는 사실적인 모션을 만들수록 높은 Reward를

받지만 유저의 의도대로 행동했을 때도 높은 Reward를 받는다. Policy π가 생성한
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그림 6.4: Discriminator에 condition을부여함에따른 discriminator의분류성능전후
비교

그림 6.5: Discriminator에 condition을부여함에따른 discriminator의 loss전후비교
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그림 6.6: Classification Loss형태에따른 discriminator의 loss양상

그림 6.7: Classification Loss 형태에 따른 모션캡쳐 데이터와 캐릭터 모션에 대한
discriminator의분류정확도
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모션이유저가명령한모션인지평가하기위해서는먼저 Discriminator의모션분류

기가성공적으로모션을분류한다는전제가있어야한다.따라서이번섹션은모션

분류기의 성능을 입증하고 모션 분류기를 통해 캐릭터가 유저 명령에 맞게 모션을

바꿀수있음을보인다.

6.2.1 모션분류기의성능

먼저 모션 분류기의 성능을 검증하려면 다양한 종류의 모션을 올바르게 분류할 수

있는지증명해야한다.그림 6.8은캐릭터가 10개의모션을각각수행했을때학습된

discriminator가각모션별로모션의유형을추측한결과이다.해당결과를얻기위

그림 6.8: 10개의모션별모션분류기의분류정확도
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그림 6.9: 캐릭터의 모션(좌)과 모션캡쳐 데이터(우)에 대한 Discriminator에 모션
분류정확도

해 Discriminator는 총 3 억개의 샘플을 수집했다. 표 안의 수치는 모션 분류기가 y

행의 모션을 x열의 모션으로 추측한 확률로 모두 [0,1]사이의 값을 갖고 각 행마다

모든열의값을합하면 1이된다.결과를보면 run과 breakdance를제외한모든모션

들에대해 0.9이상의확률로올바르게분류하는것을알수있다.모션분류기가 run

모션을 walk 모션으로 혼동할 확률이 0.4정도 있는데, 이는 데이터 수집과정에서

run 데이터가 뛰는 것뿐만아니라 걷는 속도로 움직이는 모션들도 같이 수집되면서

생긴 현상으로 보인다. breakdance의 경우 walk로 혼동할 확률이 0.06정도 되지만

분류성능에문제가생길정도의큰수치는아니고 control policy가모션을학습하는

과정에서생긴현상으로볼수있다.

학습량에따라모션분류정확도가얼마나개선되는지는그림 6.9를통해알수

있다.그림 6.9는모션분류기가캐릭터의모션(왼쪽그래프)과모션캡쳐데이터(오

른쪽 그래프)의 모션에 대해서 각각 모션 유형을 얼마나 잘 분류하는지 학습량에

따라 나타낸 것이다. 학습은 샘플 1.5억개가 모일때까지 진행하고 결과를 보았다.

모션캡쳐 데이터에 대해서 모션 분류기는 비교적 빠르게 분류 정확도가 증가하는

것을 볼 수 있고 100%의 정확도로 수렴해가는 것을 볼 수 있다. 반면 캐릭터의 모
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그림 6.10:캐릭터가 right kick도중 left kick명령을받았을때 Discriminator의모션
분류결과및 style reward

션에 대해서는 비교적 천천히 증가해나가는 양상을 볼 수 있다. 이를 토대로 봤을

때 모션 분류기는 모션캡쳐 데이터를 통해 먼저 모션 유형들을 학습하며 구분한다

고볼수있다.모션캡쳐데이터를잘구분하기전까지는캐릭터의모션을분류하기

어렵고 모션캡쳐 데이터를 잘 구분하기 시작했을 때 캐릭터의 모션들을 점차 정확

하게 분류하기 시작한다. 학습 초기에는 캐릭터의 모션이 부정확하기 때문에 모션

분류기가제대로분류를하지못하다가 control policy가점차사실적인모션을생성

하면서모션분류기의정확도가높아진다.결과적으로학습량을더늘리면그림 6.8

처럼모션분류기가높은정확도를가지고모션들을분류할수있다.

6.2.2 캐릭터제어성능

모션분류기를통해 Discriminator의성능을향상시키는것도있지만 control reward

rC를통해캐릭터가유저명령에맞는동작을수행하는것이모션분류기의주목적

이다. 그림 6.10는 캐릭터가 right kick 이후 left kick을 수행했을 때 discriminator가

캐릭터의모션을 right kick으로분류하는지와 left kick으로분류하는지에대해확률
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그림 6.11: Transition phase가 없을 때(좌)와 있을 때(우) 모션 전환 상황에서의 각
모션에대한 control reward

로표현한것이다.유저가명령을바꾸는순간 right kick으로분류할확률이서서히

낮아지면서 left kick으로분류할확률이점차증가하는것을볼수있다.추가적으로

모션을 전환하는 과정에서 style reward rS와 total reward r이 어떻게 나타나는지도

볼수있는데,전반적으로값이일정치않아일반화할수는없지만유저명령이바뀌

었을 때 reward가 낮아졌다가 전환이 끝나면서 점차 reward가 높아지는 것을 볼 수

있다.모션전환과정에서모션캡쳐데이터에없는동작을수행하지만점차유저의

명령에맞는자연스러운모션을실시한다.

6.3 모션전환성능

본논문은유저가명령하는액션이변했을때캐릭터에게 transition phase wtrans를

주어천천히모션을전환하도록했다. wtrans는 60프레임동안 0에서 1로일정하게

변함으로써두액션사이의중간동작을자연스럽게유도한다.이를입증하기위해

wtrans가없는경우와 wtrans가없지만순차적으로이전액션과현재액션을블렌딩

하는경우,그리고우리의알고리즘을비교했다.

그림 6.11은 유저의 명령이 바뀌어 캐릭터가 Right kick에서 Left kick으로 동작을

전환할때 control reward양상을나타낸다. Transition phase없이동작을전환할때는
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약 5프레임 안에 급격하게 동작을 전환하는 것을 볼 수 있다. 이런 경우 모션이 부

자연스러운 결과가 나타난다. Transition phase를 사용해 두 액션 사이를 linear하게

전환한경우전환하는과정이상대적으로길어지는것을볼수있다.따라서갑작스

럽지않게천천히동작을전환할수있다.
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제 7장고찰및결론

우리는물리시뮬레이션상에서유저의명령에따라실시간으로다양한행동을수행

할수있는캐릭터컨트롤러를고안했다.우리접근방식의핵심은유저컨트롤러와

캐릭터의 모션 학습을 별도로 두지 않고 함께 학습할 수 있다는 점이다. 따라서 두

가지 시스템을 별도로 만드는 수고로움과 유저 컨트롤러를 만들 때 필요한 전처리

과정을요구하지않는다.

또한유저의명령에맞게캐릭터가움직이기위해 control policy를학습하는과

정에서 reward 설계가 복잡하지 않다. 우리의 reward 설계는 최종 reward를 이루는

두 개의 reward 모두 discriminator에서 나온 결과값을 가지고 만들어진다. 따라서

기존의 모방학습 기반의 복잡한 reward 설계보다 단순하고 모션에 따라 reward 구

성이나변수설정이달라지지않는다.

우리의알고리즘은캐릭터가배워야할모션들중역동적인모션들이많을수록

이점이 있다. 역동적인 모션들의 모션캡쳐 데이터들은 보통 단일 모션 클립들로는

존재하지만 역동적인 모션들이 서로 연계되어 이어지는 모션들은 많지 않다. 우리

시스템은다양한모션유형들을한번에수행할때모션유형간전환동작들이모션

캡쳐데이터에없더라도캐릭터가스스로생성할수있다.

우리의 물리 기반 캐릭터 컨트롤러는 단일 동작을 너머 다양한 동작들을 캐릭

터에게 명령할 수 있다. 향후 연구는 다양한 동작의 범위를 더 넓혀 10가지 동작을

넘어 30, 40, N가지 동작을 실시간으로 캐릭터에게 명령을 내릴 수 있는 시스템을

구축하는것이다.이를위해가장먼저해결해야할점은학습효율성이다.현재 10가

지동작을학습하기위해서는동작의유사도와관계없이 1가지동작을배울때보다

10배의 시간이 필요하다. 동작의 가짓수가 늘어나면 이 또한 기하급수적으로 늘어

날텐데이를효율적으로해결해빠르게학습할수있는알고리즘이필요하다.또한

모션이 좀더 모션캡쳐데이터에 가까운 사실적인 모션을 수행할 수 있도록 개선된
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필요가 있다. 동작의 가짓수가 늘어날수록 캐릭터가 학습해야할 동작의 범위가 늘

어나기 때문에 모션의 정확도가 전반적으로 떨어진다. 이를 해결하기 위한 별도의

알고리즘도추후연구주제가될수있을것이라고기대한다.따라서 control policy

를학습을개선하기위해학습의효율을개선할수있는 pre-trained teacher policy에

대한 개념을 구상하고 있다. 만약 모션의 가짓수가 100개가 되어도 필요한 학습량

이효율적으로줄어든다면우리의캐릭터컨트롤러가좀더확장성있는시스템이될

것이다.

Curriculum learning도효율적인학습의예가될수있다.꼭다양한모션을학습

하는과정과유저의명령에맞게모션을취하는과정을한번에학습할필요는없다.

먼저 단일 모션들을 수행하는 방법들을 각각 학습한 뒤 유저에 명령에 맞게 모션

을 전환하는 과정을 이후에 학습하면서 학습가능 한 모션의 범위를 확장해나갈 수

있다.
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ABSTRACT
Physics-based Character Controller

with Diverse Motor Skills

Yongwoo Lee

Department of Computer Science and Engineering

The Graduate School

Seoul National University

The goal of this research is to control a physics-based character which learns sev-

eral dynamic motor skills. When a user commands a specific motion to the character,

the character can design a motion plan to perform the given motion from current pose.

We present a network-based learning algorithm that learns various motor skills and

transitioning motions between the motor skills from disparate motion clip datasets.

The overall framework for our controller is composed of a DeepRL-based controller

which generates a character’s behavior, and a discriminator which induces the con-

troller to produce proper motions from a user’s commands. The discriminator and

the controller take outputs from each other as input and improve each performance

through adversarial training process. This paper demonstrates the effectiveness of this

approach through examples with an interactive character that learns various dynamics

motor skills and follow a user command in physics simulation.

Keywords: Computer Graphics, Character Animation, Physics Simulation, Deep

Reinforcement Learning, Adversarial Learning
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