
 

 

저 시-비 리- 경 지 2.0 한민  

는 아래  조건  르는 경 에 한하여 게 

l  저 물  복제, 포, 전송, 전시, 공연  송할 수 습니다.  

다 과 같  조건  라야 합니다: 

l 하는,  저 물  나 포  경 ,  저 물에 적 된 허락조건
 명확하게 나타내어야 합니다.  

l 저 터  허가를 면 러한 조건들  적 되지 않습니다.  

저 에 른  리는  내 에 하여 향  지 않습니다. 

것  허락규약(Legal Code)  해하  쉽게 약한 것 니다.  

Disclaimer  

  

  

저 시. 하는 원저 를 시하여야 합니다. 

비 리. 하는  저 물  리 목적  할 수 없습니다. 

경 지. 하는  저 물  개 , 형 또는 가공할 수 없습니다. 

http://creativecommons.org/licenses/by-nc-nd/2.0/kr/legalcode
http://creativecommons.org/licenses/by-nc-nd/2.0/kr/


공학석사 학위논문 

 

회분식 공정의 품질 변수 추정에 

대한 기계 학습 기반 접근법 

Machine Learning Based Approaches to 

Estimation of Quality Variables in Batch 

Processes 

 

 

 2023년 2월  

 서울대학교

 

대학원

 화학생물공학부

 박

  

준

  

수

 

 



회분식 공정의 품질 변수 추정에 

대한 기계 학습 기반 접근법 

 

 

지도교수  이  종  민 

 

이 논문을 공학석사 학위논문으로 제출함 

2022년 12월 

 

서울대학교 대학원 

화학생물공학부 

박  준  수 

 

박준수의 공학석사 학위논문을 인준함 

 2022년 12월 

 

위 원 장                       (인) 

부위원장                       (인) 

위    원                       (인) 



초    록 

안전하고 경제적인 배치 공정의 운전 방향을 제시하기 위해서 제품 

품질 예측 모델의 개발이 필요하다. 하지만 배치 공정은 비정상상태에서 

운전되어 강한 비선형성을 보이기 때문에 물리 법칙 기반 모델의 구축이 

어렵다. 또한 각 배치 별로 서로 다른 운전 시간을 가지고 운전 조건에 

따라 여러 개의 phase로 구성되는 배치 공정의 특성은 품질 예측 

모델의 개발을 더욱 어렵게 만든다. 따라서 본 연구에서는 서로 다른 

운전 시간을 갖는 배치 공정에 대해서 공정 운전의 phase를 고려한 

데이터 기반 품질 예측 모델을 개발하였다. 공정 데이터의 시계열성을 

고려한 phase 분할을 위해서 warped K-means clustering (WKM) 

알고리즘을 적용하여 phase를 분할하였다. 분리된 각각의 phase에 

대하여 별도의 Recurrent neural network (RNN) 셀을 학습시키는 

형태의 품질 예측 모델을 개발하였다. 개발된 품질 예측 모델은 기존의 

대표적인 방법론인 Dynamic time warping (DTW)과 Multiway partial 

least squares (MPLS)를 사용한 경우보다 좋은 성능을 보였다. 또한 

phase를 구분하지 않고 하나의 RNN 셀을 사용한 경우보다 phase 별로 

서로 다른 RNN 셀을 사용하는 경우에 더 좋은 성능을 보이는 것을 

확인하였다. 추가적으로 해당 품질 예측 모델을 온라인으로 활용 가능한 

형태로 발전시킴으로써 공정 운전 중 발생하는 이상 진단 및 최적 운전 

조건의 탐색에 활용할 수 있을 것이다. 

 

주 요 어 : 배치 공정, 품질 예측 모델, Warped K-means clustering, 

Recurrent neural network 

학    번 : 2021-25124 
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제 1 장 서   론 
 

배치 공정은 고분자, 반도체, 의약품 등 다양한 산업 분야에서 

고부가 가치를 가지는 제품을 생산하기 위해서 널리 사용되고 있다 [1]. 

배치 공정의 제품 품질은 운전이 종료된 이후에 측정되는데, 공정의 

복잡도, 장비의 이상, 원료 품질의 변화, 운전 조건의 변화 등의 이유로 

인해서 레시피에서 주어진 제품 품질과 큰 차이를 보일 수 있다 [2]. 

배치 공정의 제품 품질을 추정하는 모델을 개발한다면 제품 품질을 

저하시키는 잘못된 운전 조건 혹은 이상 원인을 파악하여 안전하고 

경제적인 공정 운전의 방향성을 제시하는 데에 적용될 수 있다. 따라서 

배치 공정의 제품 품질 추정 모델은 제품의 품질 향상과 더불어 안전한 

공정 운전과 경제성 향상에 도움을 줄 수 있다 [3,4]. 하지만 배치 

공정은 비정상상태에서 운전되어 시간에 따른 운전 상태의 변화가 크고 

공정의 동특성이 강한 비선형성을 보이기 때문에 배치 공정의 분석은 

많은 어려움을 겪는다. 또한 배치 운전 별로 운전 시간이 다르고 운전 

조건에 따라서 여러 개의 phase로 구성된다는 특성으로 인해 배치 

공정의 모니터링 및 품질 추정은 도전적인 과제이다. 

품질 추정 모델은 물리 법칙을 기반으로 하는 화이트 박스 모델 

(white box model)과 데이터를 기반으로 하는 블랙 박스 모델 (black 

box model)로 구분할 수 있다. 배치 공정은 비정상상태에서 운전되어 

복잡한 동특성을 보이기 때문에 공정의 물리 법칙을 기반으로 하는 

화이트 박스 모델로부터 제품 품질을 정밀하게 추정하는 방법론을 

구축하는 것은 어려운 일이다. 반면에 데이터 기반의 블랙 박스 모델은 

공정 메커니즘에 대해서 완벽하게 이해하지 못하더라도 측정된 공정 

데이터를 활용하여 품질을 추정하는 방법론을 구축할 수 있기 때문에 

데이터 기반의 모델링과 모니터링 기법은 최근 많은 관심을 받고 있다 
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[5~7]. 배치 공정의 공정 데이터는 연속 공정의 공정 데이터와는 

다르게 배치, 변수, 시간으로 구성된 3차원 형태를 가지는데, 이를 

고려하여 공정 정보를 분석하기 위해서 multivariate statistical process 

monitoring (MSPM) 혹은 multivariate statistical process control 

(MSPC)이라고 불리는 통계적 기법을 사용하여 배치 공정의 특성을 

고려한 소프트 센서가 연구되었다 [8~10]. 특히 초기 연구로써 제안된 

multiway principal component analysis (MPCA)와 multiway partial 

least squares (MPLS)는 이후에 다양한 후속 연구가 진행되면서 배치 

공정 분석의 de-facto standard로써 자리 잡았다 [11~16]. 

배치 공정을 분석하는 많은 연구에서 각각의 배치 운전이 동일한 

운전 시간을 가진다고 가정하지만, 실제 배치 공정에서 각 배치 별 공정 

운전 시간은 동일하지 않다. 공정 운전 중에 나타나는 외란, 초기 운전 

조건의 차이, 그리고 공정 운전 중에 발생하는 운전 조건의 변화 등의 

다양한 요인으로 인해서 각각의 배치는 서로 다른 운전 시간을 가진다. 

각 배치 공정마다 운전 시간이 다르게 나타나는 문제를 다루기 위해서 

trajectory alignment 혹은 synchronization 기법을 적용하여 배치 

공정의 시간 축을 정렬하는 방법이 연구되었다 [17~24]. 

[17,18]에서는 시간의 흐름에 따른 변화의 경향성이 일정한 공정 

변수를 시간 축 대신 사용하여 공정 변수를 정렬하는 indicator variable 

technique (IVT)을 적용했다. 하지만 정렬을 위한 기준으로 사용할 

indicator variable을 선정하기 위해 공정에 대한 전문적인 지식이 

필요하고, indicator variable로 사용할 수 있는 변수가 존재하지 않는 

경우에는 사용할 수 없다는 단점이 존재한다. 또한 크로마토그래피에서 

나타나는 피크를 정렬하기 위해 고안된 방법인 correlation optimization 

warping (COW) [19]과 음성 인식 분야에서 데이터 정렬을 위해 
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고안된 dynamic time warping (DTW) [22]과 같은 time warping 

기법을 배치 공정에 적용하여 기준이 되는 운전 경로에 대해서 서로 

다른 길이의 공정 데이터의 시간 축을 정렬하는 방법이 연구되었다 

[19~24]. 하지만 이와 같은 time warping 기법을 사용하면 공정 

운전의 궤적이 늘어나거나 줄어들면서 공정에 대한 정보 혹은 공정 변수 

사이의 관계가 왜곡될 수 있고, 실시간으로 주어지는 공정 정보에 

대해서는 사용하기 어렵다는 한계를 가지고 있다 [25,26]. 

배치 공정은 공정 운전 조건의 변화에 따라서 여러 개의 phase로 

분리할 수 있다. 이때 여러 개의 phase로 구성된 공정은 phase에 

따라서 공정 데이터의 상관 관계가 크게 변화하기 때문에 각각의 배치 

운전이 하나의 phase로 구성되어 있다고 가정하는 기존의 배치 공정 

분석 방법을 적용할 경우 낮은 성능을 보인다 [25]. 특히 [27]과 

[28]의 연구에서는 공정의 phase를 분할하여 모니터링하는 경우에 

그렇지 않은 경우보다 더 좋은 성능을 보이는 것을 확인했다. 배치 

공정의 공정 데이터를 phase 별로 분할하기 위해서 전문가의 지식을 

활용하거나 공정 데이터로부터 indicator variable을 선정하여 phase를 

나누는 방법을 고려할 수 있다 [29]. 하지만 이와 같이 공정에 대한 

전문적인 지식을 기반으로 하는 phase 분할 방법은 배치 공정의 

phase를 분할하기 위해 필요한 정보가 충분히 주어지지 않은 경우 혹은 

공정의 특성을 완벽하게 알고 있지 않은 경우에는 적용할 수 없다는 

한계를 가진다. 최근에는 공정 운전 중에 측정할 수 있는 데이터를 

기반으로 한 phase 분할 방법이 활발하게 연구되고 있다 [30~32]. 

데이터를 기반으로 phase를 분할하는 방법은 시간 별로 측정되는 공정 

데이터에서 공정 변수의 상관관계가 phase 마다 다르게 나타난다는 

특성을 이용하여 각 phase를 분할한다. [30]에서 제시된 sub-PCA는 
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각 시간에 대해서 주어지는 2차원의 공정 데이터에 principal 

component analysis (PCA)를 적용하고 K-means clustering 기법을 

사용하여 높은 상관관계를 가지는 시점 별로 phase를 분할했다. [31]은 

PCA를 적용하여 top-down 단계에서 각 phase를 분할하고 bottom-

up 단계에서 phase의 개수를 줄여 최종적으로 분할된 phase를 구하는 

방법을 제안했다. 또한 [32]에서는 Gaussian mixture model (GMM)을 

3차원의 배치 공정 데이터에 대한 hybrid unfolding 기법과 결합하여 

phase를 분할하는 방법을 제안했다. 하지만 이와 같은 기존 연구들은 

배치 공정의 전체 운전 시간과 각 phase 별 지속 시간이 모두 

동일하다고 가정하기 때문에 전체 운전 시간과 phase의 지속 시간이 

일정하지 않은 배치 공정에 대해서는 적용할 수 없다는 한계를 가진다. 

공정 운전 시간이 동일하지 않고 여러 개의 phase로 구분된 배치 

공정의 공정 데이터 분석을 위해서 다양한 연구가 수행되었다 [33~37]. 

[33]에서는 공정 운전 시간이 동일하다고 가정한 기존의 sub-PCA 

모델을 수정하여 반복적으로 sub-PCA 기법을 적용함으로써 phase를 

분할하는 모델을 제안했고, [34]에서는 inner-phase analysis를 

기반으로 한 phase 분할 모델을 제안했다. 하지만 이와 같은 

방법론들은 일반적인 K-means clustering 기법을 적용한 phase 분류 

방법으로써, 배치 공정의 공정 데이터가 가지고 있는 시계열성을 

고려하지 못하기 때문에 각 phase에 서로 연결되지 않은 시간대의 

데이터가 포함될 수 있다. [35,36]에서는 각각 support vector data 

description (SVDD) 기법과 stepwise sequential phase partition 

(SSPP) 기법을 활용하여 배치 공정의 운전 시간에 상관없이 공정 

데이터로부터 phase를 구분하는 방법론을 제시했다. 또한 [37]에서는 

시계열 데이터의 순차성을 고려한 warped K-means (WKM) 
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clustering 기법을 활용하여 배치 공정 데이터의 3차원 형태를 

유지하면서 공정 운전 시간에 관계없이 phase를 분할하는 방법을 

제안했다. 

연속 공정은 장기간에 걸친 정상상태를 기반으로 하여 운전되지만, 

배치 공정은 운전되는 기간 동안 끊임없이 물리적, 화학적인 변화를 

겪기 때문에 배치 공정을 모델링하기 위해서는 정상상태가 아닌 동적 

변화를 고려해야 한다. 특히 배치 공정은 운전 조건에 따라서 phase의 

변화가 자주 나타나기 때문에 배치 공정의 동특성은 강한 비선형성을 

보이게 된다. 또한 배치 공정의 공정 데이터는 다변수로 구성되어 있고, 

각각의 변수가 강한 상관관계를 가지고 있기 때문에 공정 변수 분석에 

어려움을 더한다. 따라서 선형성을 가정하는 MPCA, MPLS 기반의 초기 

연구들은 배치 공정의 동특성으로 인한 공정 데이터의 비선형성을 

다루지 못한다는 한계점을 가진다. [38~41]에서는 배치 공정의 

비선형성을 다루기 위해서 kernel을 활용한 kernel principal 

component analysis (KPCA), kernel partial least squares (KPLS) 

기법을 활용한 배치 공정의 모니터링 및 품질 예측 모델을 제안했다. 

이외에도 산업계에 존재하는 다양한 배치 공정의 비선형성을 다루기 

위해서 artificial neural networks (ANN) [42,43], least absolute 

shrinkage and selection operator regression (LASSO regression) 

[44], support vector machine (SVM) [45,46], relevance vector 

machine (RVM) [47,48], 그리고 Gaussian process regression (GPR) 

[49~51] 등의 방법론을 사용한 배치 공정의 모니터링에 관한 연구가 

진행되었다. 하지만 이와 같은 방법론은 공정 데이터가 가지는 

시계열성을 고려하지 못한다는 한계를 가진다. 

각 배치의 운전 시간이 균일하지 않은 배치 공정에 대해서 공정 
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데이터가 가지는 비선형성과 시계열성을 고려한 모니터링을 위해서 

recurrent neural network (RNN)의 활용을 고려할 수 있다. RNN은 

시간의 흐름에 따라 변화하는 데이터를 분석하기 위해 고안된 

인공신경망의 일종으로, 필기 인식 (handwriting recognition) [52], 

음성 인식 (speech recognition) [53], 자연어 처리 (natural language 

process) [54] 등의 분야에서 시계열 데이터의 분석을 위해서 주로 

사용된다. RNN은 인공 신경망의 일종이기 때문에 비선형성을 보이는 

시스템을 다룰 수 있고, 입력되는 시퀀스의 길이가 일정하지 않아도 

사용할 수 있기 때문에 운전 시간이 일정하지 않은 배치 공정의 

모니터링을 위한 모델에 사용할 수 있다. [55]에서는 배치 공정의 운전 

과정을 모사하는 모델을 위해 RNN을 활용하는 방법을 제안했고, 

[56]에서는 이전 배치 데이터에서 발생한 모델의 오차를 활용하여 현재 

배치 데이터에 대한 RNN 모델의 오차를 보정하는 방법을 제안했다. 

또한 [57]에서는 배치 공정의 system identification을 위해서 RNN의 

일종인 LSTM을 활용하는 방법을 제안했다. 

배치 공정의 품질 추정에 사용되는 입력 데이터는 배치 운전 기간 

동안 누적된 공정 정보이지만, 출력 데이터로 사용되는 제품의 품질 

데이터는 한번의 배치 공정이 끝났을 때에 얻을 수 있는 값이기 때문에 

입력 데이터와 출력 데이터 사이에서 차원의 불균형이 나타난다. 따라서 

배치 공정의 제품 품질을 추정하는 모델을 개발하기 위해서 공정 

데이터의 차원을 축소하여 제품 품질과 관련된 공정 정보를 담고 있는 

hidden feature를 찾아내는 방법이 필요하다. 이때 RNN을 활용하여 

공정 데이터의 시계열성을 고려하면서 입력 데이터의 차원을 축소하여 

hidden feature를 추출하는 방법을 고려할 수 있고, [58~61]에서 

RNN의 일종인 LSTM을 활용하여 배치 공정의 hidden feature를 
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추출하는 방법을 제안했다. 특히 [58]에서는 LSTM을 stacked 

autoencoder (SAE)와 결합하여 배치 공정의 multi-phase를 고려한 

품질 예측 모델을 개발했고, [59]에서는 LSTM 기반의 just-in-time-

learning (JITL)을 활용한 품질 예측 모델을 개발했다. 

본 연구에서는 생물 반응기의 배치 공정에 대해서 운전 시간이 

동일하지 않은 공정 데이터를 활용하여 여러 개의 phase를 고려한 기계 

학습 기반의 품질 변수 추정을 탐구해보았다. 데이터를 phase 별로 

분할하기 위해서 데이터의 순차성을 고려한 WKM 알고리즘을 적용하여 

배치 공정의 데이터를 여러 개의 phase로 분할하였다. 이후에 Vanilla 

RNN, LSTM, 그리고 GRU를 활용하여 여러 개의 phase에 대해서 

적용할 수 있는 형태의 RNN 모델을 구성하여 제품 품질 변수를 

추정하는 모델을 개발했다. 특히 배치 공정을 구성하는 여러 개의 

phase를 다루기 위해서 각 phase 별로 구분된 RNN 셀을 활용하여 

공정의 phase를 고려하지 않는 경우와 비교하고 결과를 분석해보았다. 

본 논문의 구성은 다음과 같다. 2장에서는 배치 공정에서 주어지는 

3차원 데이터를 전처리 하는 방법, 배치 공정의 공정 데이터를 정렬하고 

분석하는 기존의 방법론, 그리고 phase를 분할하는 방법과 multi-

phase를 고려한 RNN 기반 품질 예측 모델의 구조에 대해서 설명한다. 

3장에서는 대상 시스템으로 사용한 페니실린 생산 공정에 대해 

소개한다. 마지막으로 4장에서 대상 공정에 대한 phase 분할 결과를 

보이고, RNN의 종류와 구성에 따른 품질 변수 추정 방법론의 성능을 

비교 및 분석한다. 
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제 2 장 방 법 론 
 

제 1 절 배치 공정 데이터의 전처리 
 

배치 공정의 공정 데이터는 배치(𝐼), 변수(𝐽), 시간(𝐾)으로 구성된 

삼차원 행렬 형태  𝑿(𝐼 × 𝐽 × 𝐾) 로 구성되어 있기 때문에 기존의 연속 

공정의 공정 데이터를 분석하는 방법을 동일하게 적용할 수 없다. 

따라서 삼차원의 행렬을 이차원 형태로 unfolding하는 과정이 필요하다. 

배치 공정의 데이터를 unfolding 하는 방법으로는 batch-wise 

unfolding과 variable-wise unfolding의 두가지 방법이 존재한다 [25]. 

각각의 unfolding 방법은 그림 1과 같이 표현할 수 있다. 
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그림 1. 3차원 형태의 배치 공정 데이터에 대한 variable-wise 

unfolding과 batch-wise unfolding의 시각화. 
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Batch-wise unfolding은 배치 방향의 차원을 유지하고 변수와 시간 

방향의 공정 정보를 통합하여 𝑿(𝐼 × 𝐽𝐾)  형태로 unfolding 하는 

방법이다. Batch-wise unfolding은 배치와 배치 사이에서 나타나는 

공정 변수와 시간의 관계를 분석할 때 사용할 수 있기 때문에 MPCA, 

MPLS와 같은 기존의 데이터 분석 방법론에 주로 적용되었다. 하지만 

한 배치 안에서 나타나는 공정 변수의 경로에 대한 분석이 불가능하고, 

반응 중에 나타나는 여러 phase를 고려할 수 없다는 단점이 있다. 또한 

batch-wise unfolding은 각 배치의 운전 시간이 일정하지 않은 

경우에는 적용할 수 없고, 상대적으로 많은 배치에 대한 공정 데이터가 

필요하다. 

반면에 variable-wise unfolding은 변수 방향의 차원을 유지하고 

배치와 시간 방향의 공정 정보를 통합하여 𝑿(𝐽 × 𝐼𝐾)  형태로 unfolding 

하는 방법이다. Variable-wise unfolding은 각 시점 마다 주어지는 공정 

정보를 하나의 객체로 설정하여 삼차원 행렬을 unfolding 한다. 이때 

variable-wise unfolding은 배치와 배치 사이에서 나타나는 공정 

운전의 차이를 고려할 수 없다는 문제를 가지고 있다. 또한 variable-

wise unfolding은 지연된 측정값에 대해 고려하지 않기 때문에 auto-

correlation 혹은 lagged cross-correlation 문제를 다룰 수 없다는 

단점이 있다. 하지만 batch-wise unfolding과는 다르게 variable-wise 

unfolding은 여러 배치의 운전 시간이 다른 경우에도 적용할 수 있고, 

상대적으로 배치 데이터가 적어도 사용할 수 있다는 장점을 가지고 있다. 

특히 variable-wise unfolding은 각 공정 변수의 경로에 대한 정보가 

손실되지 않기 때문에 phase를 구분하는 방법론에 주로 사용된다. 

다변수로 구성된 공정 데이터를 분석하기 위해서는 각 공정 

데이터의 단위와 크기에 의한 영향을 제거하기 위해서 데이터를 정규화 
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해주어야 한다. 먼저 공정 데이터를 centering 해주는데, 배치 공정은 

비정상상태에서 운전하기 때문에 연속 공정과 같이 정상상태에서의 값을 

사용하여 centering 해줄 수 없다. 따라서 전체 공정 기간 동안의 

평균값을 사용하는 mean value centering과 각 공정 운전 시점의 

평균값을 사용하는 mean trajectory centering을 사용할 수 있다. Mean 

value centering은 공정 운전의 경로를 왜곡하지 않고, 운전 시간이 

균일하지 않은 배치 공정에도 사용할 수 있다는 특징이 있다. 식 (1)과 

같이 전체 공정 데이터에 대해서 𝑗 번째 변수의 평균값을 사용하여 

centering 할 수 있다. 

 
�̅�𝑖,𝑗,𝑘 = 𝑥𝑖,𝑗,𝑘 −

1

𝐼𝐾
∑ ∑ 𝑥𝑖,𝑗,𝑘

𝐾

𝑘=1

𝐼

𝑖=1

 
(1) 

이때 𝑖, 𝑗, 𝑘는 각각 배치, 공정 변수, 시간의 인덱스를 의미하고, 𝑥𝑖,𝑗,𝑘 , 

�̅�𝑖,𝑗,𝑘 는 각각 centering 전, 후의 공정 변수를 의미한다. 한편 mean 

trajectory centering은 평균적인 운전 경로에서 떨어진 정도를 

고려하는 방법이기 때문에 공정 변수가 가지는 비선형성을 다룰 수 있다. 

하지만 mean trajectory centering은 운전 경로를 하나의 객체로 

고려하기 때문에 공정 운전 시간이 균일하지 않거나 multiphase를 

고려하는 경우에는 사용할 수 없다는 단점이 있다. Mean trajectory 

centering에서 𝑗 번째 변수의 평균값을 사용한 centering은 식 (2)와 

같이 표현할 수 있다. 

 
�̅�𝑖,𝑗,𝑘 = 𝑥𝑖,𝑗,𝑘 −

1

𝐼
∑ 𝑥𝑖,𝑗,𝑘

𝐼

𝑖=1

 
(2) 

평균값을 사용하여 centering을 마친 공정 데이터에 대해서 표준 

편차를 나누어 줌으로써 각 공정 데이터의 분산이 동일하도록 

만들어준다. 이때 unfolding 한 데이터의 2차원 행렬에서 열 방향에 
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대해서 표준 편차를 계산한다. 2차원 행렬에서 계산한 열 방향의 표준 

편차를 𝜎 라고 했을 때, 공정 데이터의 정규화를 식으로 표현하면 식 

(3)과 같다. 

 
𝑥𝑖,𝑗,𝑘 =

�̅�𝑖,𝑗,𝑘

𝜎
 

(3) 

하지만 전체 데이터를 unfolding 한 2차원 행렬의 표준 편차로 

정규화를 하게 되면 multiphase 특성을 가지는 배치 공정의 데이터에서 

각 phase의 데이터가 가지는 분산을 다루지 못한다는 문제점이 있다. 

이와 같은 문제를 해결하기 위해서는 phase를 분리한 뒤에 각 phase의 

데이터에 대해서 데이터를 unfolding 하고 phase 별 2차원 행렬에 

대해서 표준 편차를 구하고 나누어 주는 방식으로 정규화를 해주어야 

한다. 

본 연구에서는 phase 분리와 품질 추정 모델의 학습 과정에 대해서 

서로 다른 방식의 unfolding과 정규화 방법을 적용했다. 배치 별로 다른 

운전 시간을 가지는 공정 데이터에 대해서 phase를 분리하기 위해서 각 

배치 공정의 운전 시간과 상관없이 적용할 수 있는 variable-wise 

unfolding을 적용하여 3차원 데이터를 unfolding 했고, 마찬가지로 

균일하지 않은 운전 시간에 대해서 사용할 수 있는 mean value 

centering 기법을 사용하여 데이터를 정규화 했다. 정규화 된 데이터에 

대해서 각 배치 공정의 phase를 분리한 뒤에, 품질 추정 모델을 

학습시키기에 앞서서, 각각의 phase에 대해서 따로 variable-wise 

unfolding을 적용하여 phase의 개수만큼의 2차원 행렬을 구성하고 각 

phase의 데이터 대해서 mean value centering을 적용하여 데이터의 

전처리를 진행했다. 또한 DTW와 MPLS를 활용한 품질 예측 모델을 

구성하였는데, DTW 기법을 사용하여 시간 축을 정렬하기 이전에는 

variable-wise unfolding을 사용하여 정규화를 사용했고, 정렬된 
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데이터에 대해서 MPLS 모델을 구성할 때는 batch-wise unfolding 및 

정규화를 사용했다. 
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제 2 절 Dynamic Time Warping 
 

시계열 데이터 분석 방법의 일종인 dynamic time warping 

(DTW)은 두개의 시퀀스 정보에서 유사도를 측정하여 패턴을 연결하는 

방법이다. 음성 인식, 화자 구분 등의 분야에서 주로 활용되었으며, 화학 

공학 분야에서는 배치 별로 운전 시간이 서로 다른 배치 공정의 시간 

축을 정렬하기 위해서 사용되었다 [22~24, 62]. DTW 기법은 전체 

공정의 운전 경로를 알고 있을 때, 기준이 되는 운전 경로와 다른 

배치의 공정 운전 경로에서 시퀀스 사이의 유사도를 계산하여 시간 축을 

정렬한다. 

DTW 기법은 symmetric DTW와 asymmetric DTW로 구분할 수 

있다. Symmetric DTW는 두 시퀀스 데이터의 모든 데이터 포인트를 

포함하여 배치 공정의 운전 경로를 확장하는 방식으로 시간 축을 

정렬하며, 기존의 두 시퀀스 데이터보다 긴 시퀀스를 생성한다. 반면에 

asymmetric DTW는 원래 데이터에서 일부 데이터 포인트를 

생략함으로써 기준이 되는 운전 경로의 길이와 동일하게 다른 시퀀스의 

길이를 정렬한다. [22]의 연구에서는 운전 시간이 서로 다른 배치 

공정의 공정 데이터를 정렬하기 위해서 기준이 되는 운전 경로를 

선정하고, 각 배치의 공정 데이터를 symmetric DTW로 정렬하여 공정 

데이터를 최대한 보존한 뒤에 asymmetric DTW를 적용하여 시간 축을 

정렬하는 방법을 제안하였다. 

DTW를 사용하여 두 경로 𝑇 = (𝑥1
𝑇 , ⋯ , 𝑥𝑡

𝑇)와 𝑅 = (𝑥1
𝑅 , ⋯ , 𝑥𝑟

𝑅) 사이의 

거리를 최소화하도록 정렬하는 방법은 다음과 같다. 먼저 두 경로의 

인덱스를 𝐾개의 포인트로 연결하는 맵핑 𝐹를 식 (4)와 같이 정의한다. 

 𝐹 = [𝑐(1), 𝑐(2), ⋯ , 𝑐(𝐾)] (4) 



19 

 

𝑐(𝑘) = [𝑖(𝑘), 𝑗(𝑘)], 1 ≤ 𝑘 ≤ 𝐾 

처음에 주어지는 경로 𝑇 와 𝑅 의 길이는 다를 수 있지만, 시간 축이 

정렬된 𝑇(𝑖(𝑘)), 𝑅(𝑗(𝑘))는 동일한 길이 𝐾 를 가지게 된다. Symmetric 

DTW는 𝐾가 𝑡, 𝑟보다 큰 값을 가지고, asymmetric DTW에서는 𝐾를 

reference trajectory의 길이 𝑟 과 동일하도록 설정한다. 𝑖(𝑘), 𝑗(𝑘) 

인덱스를 가지는 두 지점의 거리를 𝑑(𝑖, 𝑗)라고 할 때, 유클리드 거리를 

사용하여 두 경로 𝑇와 𝑅 사이의 거리를 정의하면 식 (5)와 같이 표현할 

수 있다. 

 𝑑(𝑖, 𝑗) = ‖𝑅(𝑖) − 𝑇(𝑗)‖2 

𝐷(𝑇, 𝑅) =
∑ 𝑑(𝑖(𝑘), 𝑗(𝑘))𝑤(𝑘)𝐾

𝑘=1

∑ 𝑤(𝑘)𝐾
𝑘=1

 

(5) 

이때 𝑤(𝑘)는 두 지점 사이의 거리의 중요도를 나타내는 가중치이며, 본 

연구에서는 1의 값을 사용했다. 맨해튼 거리, 마할라노비스 거리 등의 

다른 거리 지표를 활용하여 변형된 형태의 DTW를 적용할 수도 있다. 

 𝐹∗ = 𝑎𝑟𝑔 𝑚𝑖𝑛
𝐹

𝐷(𝑇, 𝑅) (6) 

최종적으로 식 (6)과 같이 두 경로의 거리를 최소화하는 맵핑 𝐹∗ 를 

구하여 시간 축을 정렬한다. 이때 최적 맵핑 𝐹∗ 는 제약 조건이 있는 

동적 최적화 문제를 풀어서 계산할 수 있다. 
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제 3 절 Multiway Partial Least Squares 

 

부분 최소 제곱법 (partial least squares, PLS)은 차원 축소 기법의 

일종으로, 입력 데이터 𝑋 와 출력 데이터 𝑌 에 대해서 𝑋 와 𝑌  사이의 

상관관계가 가장 커지는 잠재 공간으로 투영하는 선형 회귀 모델이다 

[63]. PLS는 관측된 데이터보다 변수의 개수가 더 많고 변수 사이의 

다중공선성 (multicollinearity)이 강하게 나타날 때 사용되는 방법이다. 

PLS를 적용했을 때 𝑋, 𝑌는 각각 score matrix 𝑇, 𝑈와 loading matrix 

𝑃, 𝑄로 분해되며, 식 (7), (8)과 같이 나타낼 수 있다. 

 
𝑋 = 𝑇𝑃𝑇 + 𝐸 = ∑ 𝑡𝑖𝑝𝑖

𝑇 + 𝐸

𝑛𝑝𝑐

𝑖=1

 

(7) 

 
𝑌 = 𝑈𝑄𝑇 + 𝐹 = ∑ 𝑢𝑖𝑞𝑖

𝑇

𝑛𝑝𝑐

𝑖=1

+ 𝐹 
(8) 

이때 𝑋 ∈  𝑅𝑁×𝑛𝑃 , 𝑌 ∈  𝑅𝑁×𝑛𝑄 이고 𝑁은 샘플의 개수, 𝑛𝑃 와 𝑛𝑄 는 각각 

𝑋, 𝑌를 이루는 변수의 개수, 𝑛𝑝𝑐 는 주성분의 개수, 그리고 𝐸, 𝐹는 각각 

𝑋, 𝑌에 대한 오차항을 의미한다. 

Multiway PLS (MPLS)는 [10]에서 제안한 방법론으로, 기존의 

PLS를 확장하여 3차원 구조를 가지는 배치 공정의 공정 데이터를 

다루기 위해 고안되었다. MPLS는 각 배치의 운전 시간이 모두 

동일하다고 가정한다. MPLS를 적용하기 위해서는 먼저 batch-wise 

unfolding 및 정규화를 통해 공정 데이터를 전 처리하여 2차원 형태의 

데이터를 구성해야 한다. 이후에 2차원 형태의 공정 데이터 𝑿(𝐼 × 𝐽𝐾)와 

품질 변수 데이터 𝑌 에 대해서 PLS를 적용하여 품질 예측 모델을 

구성할 수 있다. 
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제 4 절 Phase Partition 
 

제 1 항 Sub-PCA 알고리즘 

 

sub-PCA는 [30]의 연구에서 제시된 알고리즘으로, 3차원 형태의 

배치 공정 데이터에 대해서 공정 변수 사이의 상관관계를 분석하여 

phase를 분리하는 방법이다. 각 배치의 운전 시간이 동일할 때, 각 시점 

𝑘마다 주어지는 2차원의 배치 데이터 𝑋𝑘(𝐼 × 𝐽)에 대해서 주성분 분석 

(principal component analysis, PCA)을 사용하여 공정 변수 간 

상관관계를 표현하는 loading matrix를 구한다. 이후에 각 주성분의 

고유값 (eigenvalue)으로 가중치를 계산한 변형된 형태의 loading 

matrix를 구하고, 해당 행렬에 대해서 K-means clustering 알고리즘을 

사용하여 상관관계가 비슷한 시점끼리 군집화 하여 phase를 분할한다. 

하지만 이 방법은 각 배치의 운전 시간과 각 phase의 지속 시간이 

동일한 경우에만 사용할 수 있기 때문에 각 배치 별로 운전 시간이 

동일하지 않은 일반적인 배치 공정에 대해서 적용할 수 없다는 문제점을 

가지고 있다. 

이후 [33]에서 기존의 sub-PCA 기법을 변형하여 운전 시간이 

균일하지 않은 배치 공정에 대해서 적용할 수 있는 알고리즘을 제안했다. 

가장 짧은 배치 공정의 운전 시간이 𝐾𝑠일 때, 𝐾𝑠개의 2차원 행렬 �̃�𝑘(𝐼 ×

 𝐽)를 구할 수 있다. 이때 기존 sub-PCA 알고리즘과 마찬가지로 각 

시점마다 PCA를 적용하면 식 (9)와 같이 각 시점에 대한 loading 

matrix, �̃�𝑘를 계산할 수 있다. 

 �̃�𝑘 = �̃�𝑘(�̃�𝑘)
𝑇

 (𝑘 = 1, 2, ⋯ , 𝐾𝑠) (9) 

또한 식 (10)과 같이 주성분의 고유값을 이용하여 가중치를 계산한 

loading matrix, �̌�𝑘를 구할 수 있다. 
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�̌�𝑘 = [𝑝1

𝑘 ⋅ 𝑔1
𝑘 , 𝑝2

𝑘 ⋅ 𝑔2
𝑘 , ⋯ , 𝑝𝐽

𝑘 ⋅ 𝑔𝐽
𝑘], 𝑔𝑗

𝑘 =
𝜆𝑗

𝑘

∑ 𝜆𝑗
𝑘𝐽

𝑗=1

 
(10) 

이때 𝜆𝑗
𝑘 는 𝑘 시점의 time slice가 보이는 상관관계 행렬의 𝑗 번째 

고유값이고, 𝑝𝑗
𝑘 는 가중치를 고려하지 않은 loading matrix �̃�𝑘 의 열 

벡터를 의미한다. 𝐾𝑠개의 �̌�𝑘에 대해서 K-means clustering 알고리즘을 

적용하여 사용자가 설정한 phase 개수만큼의 클러스터로 군집화 한다. 

첫번째 phase의 데이터를 분류하기 위해서 첫번째 클러스터에 속한 

�̌�𝑘의 평균값을 식 (11)과 같이 계산한다. 

 
𝑃∗ =

1

𝑁
∑ �̌�𝑘

𝑁

𝑘=1

 
(11) 

이때 𝑃∗ 는 cumulative explained variance가 0.9를 넘기는 principal 

component subspace와 residual subspace로 나눌 수 있다. Principal 

component subspace를 �̅�∗ 라고 할 때, 공정 데이터 x에 대해서 

squared prediction error (SPE)는 식 (12), (13)과 같이 계산할 수 

있다. 

 𝑒 = 𝑥 − 𝑥�̅�∗(�̅�∗)𝑇 (12) 

 𝑆𝑃𝐸 = 𝑒𝑇𝑒 (13) 

데이터 𝑥가 현재 탐색 중인 phase에 속한다면 SPE가 낮게 나타나지만, 

데이터가 다음 phase에 속한다면 PCA를 통해 변수 사이의 관계를 

설명할 수 없기 때문에 높은 SPE가 나타난다. 따라서 사용자가 지정한 

기준치인 𝑆𝑃𝐸∗ 에 대해서 더 큰 오차가 나타나는 시점까지 phase를 

분할할 수 있다. 분할된 phase의 데이터를 제거한 이후에 모든 phase를 

분리할 때까지 동일한 과정을 반복하여 수행함으로써 공정 데이터의 

phase를 분할한다. 
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제 2 항 Warped K-Means Clustering 알고리즘 

 

Warped K-means clustering (WKM) 알고리즘은 데이터의 순서를 

고려하지 않는 기존의 K-means clustering 알고리즘에 시계열성과 

관련된 hard constraint 조건을 추가하여 시계열 데이터의 군집화를 할 

수 있도록 고안된 알고리즘이다 [64]. WKM 알고리즘은 𝑛개의 𝑑차원 

시계열 데이터 𝒙𝑖 ∈ 𝑅𝑑  (𝑖 = 1, ⋯ , 𝑛) 로 구성된 데이터셋 𝑋 =

{𝒙1, 𝒙2, ⋯ , 𝒙𝑛} 에 대해서 기존의 K-means clustering 알고리즘의 

목적함수와 동일한 sum of quadratic error (SQE)를 최소화하도록 하는 

𝐶개의 순차적인 클러스터로 군집화 한다. 이때 목적함수 J는 식 (14), 

(15)와 같다. 

 

𝐽 = ∑ 𝐽𝑐

𝐶

𝑐=1

= ∑ ∑ ‖𝒙𝑖 − 𝝁𝑐‖2

𝑏𝑐+1−1

𝑖=𝑏𝑐

𝐶

𝑐=1

, 
(14) 

 

𝝁𝑐 =
1

𝑛𝑐
∑ 𝒙𝑖

𝑏𝑐+1−1

𝑖=𝑏𝑐

 

(15) 

𝜇𝑐 는 𝑐 번째 클러스터의 평균값을 의미하고, 𝑛𝑐 와 𝑏𝑐 는 각각 𝑐 번째 

클러스터의 원소의 개수와 클러스터 시작 시점의 인덱스를 의미한다. 

WKM 알고리즘은 목적함수를 최소화하는 최적의 데이터 군집화를 

위해서 각각의 데이터에 대해서 클러스터를 옮기는 작업을 수행한다. 

이때 데이터 𝒙 가 𝑗 번째 클러스터에서 𝑖 번째 클러스터로 이동할 때 

목적함수의 변화량 𝛥𝐽(𝒙, 𝑗, 𝑖)와 새로운 목적함수 𝐽은 식 (16), (17)과 

같이 정의할 수 있다. 

 𝛥𝐽(𝒙, 𝑗, 𝑖) =
𝑛𝑖

𝑛𝑖 + 1
‖𝒙 − 𝝁𝑖‖2 −

𝑛𝑗

𝑛𝑗 − 1
‖𝒙 − 𝝁𝑗‖

2
 (16) 

 𝐽 = 𝐽 + 𝛥𝐽(𝒙, 𝑗, 𝑖) (17) 

이때 𝑖번째 클러스터와 𝑗번째 클러스터의 새로운 평균값 �̂�𝒊와 �̂�𝒋은 식 
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(18), (19)와 같이 계산할 수 있다. 

 �̂�𝑗 = 𝝁𝑗 −
𝒙 − 𝝁𝑗

𝑛𝑗 − 1
 (18) 

 �̂�𝑖 = 𝝁𝑖 +
𝒙 − 𝝁𝑖

𝑛𝑖 + 1
 (19) 

이때 𝛥𝐽(𝒙, 𝑗, 𝑖) 가 음수라면 데이터 𝒙 는 𝑗 번째 클러스터에서 𝑖 번째 

클러스터로 이동하고, 양수라면 이동하지 않는다. 

WKM 알고리즘에서는 시계열 데이터의 순차성을 고려하여 

군집화를 진행하기 위해서 각 데이터를 새로운 클러스터로 옮길 때 

hard constraint를 적용한다. 𝑖번째 클러스터의 초기 절반 데이터는 𝑖 −

1번째 클러스터로의 움직임만 허용되고, 𝑖 번째 클러스터의 후기 절반 

데이터는 𝑖 + 1번째 클러스터로의 움직임만 허용된다. 이와 같은 hard 

constraint를 적용하여 각 클러스터의 경계선에 있는 데이터만 

움직임으로써 전체 시계열 데이터가 가지는 순차성을 잃지 않고 

군집화를 진행할 수 있다. 더 이상 데이터의 움직임이 없을 때까지 

반복적으로 알고리즘을 수행한다. 이때 클러스터의 개수 𝐶는 사용자의 

임의로 설정해주어야 하며, 클러스터의 초기화를 위해서는 trace 

segmentation (TS) 기법을 적용한다 [65]. 보다 자세한 WKM 

알고리즘은 [64]에서 확인할 수 있다. 

일반적인 배치 공정은 전체 운전 시간과 각 phase의 지속 시간이 

배치마다 다르게 나타나기 때문에, 운전 시간이 동일한 배치 공정에 

대해서 적용되는 phase 분할 방법을 사용하는 것이 불가능하다. 이때 

WKM 알고리즘을 적용한다면 운전 시간과 phase의 기간에 상관없이 

각각의 배치에 대해서 따로 phase를 분리할 수 있다 [37]. 하지만 

WKM 알고리즘을 적용하기 위해서는 클러스터의 개수를 먼저 

설정해주어야 하는데, phase를 분리하기 이전에 미리 phase의 개수를 
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알기 어렵다는 문제가 있다. WKM 알고리즘을 적용할 때 임의로 

클러스터의 개수를 늘리면 SQE는 점차 줄어들지만 계산의 복잡도가 

증가하고 phase를 구분하는 의미가 없어진다. 반대로 클러스터의 

개수를 줄이면 계산의 복잡도는 줄어들지만 각 phase가 가지는 공정의 

특성을 충분히 반영하지 못한다는 문제가 발생한다. 따라서 [37]에서 

phase의 개수에 따른 trade-off 관계를 표현하기 위해서 식 (20), 

(21), (22)와 같은 phase performance combination index (PPCI) 값을 

제안하였다. 

 𝑃𝑃𝐶𝐼𝑝 = 𝛾𝐽𝑝 + (1 − 𝛾)�̃� (20) 

 
𝐽𝑝 = 𝑙𝑜𝑔 (∑ 𝐽𝑝

𝑖 )

𝐼

𝑖=1

, 𝑝 = 1, ⋯ , 𝑝∗ 
(21) 

 
𝐽𝑝 =

𝐽𝑝 − 𝑚𝑒𝑎𝑛(𝐽𝑝)

𝑠𝑡𝑑(𝐽𝑝)
, �̃� =

𝑝 − 𝑚𝑒𝑎𝑛(𝑝)

𝑠𝑡𝑑(𝑝)
 

(22) 

J̃p 는 phase의 개수를 p로 했을 때 각 배치가 가지는 SQE 값의 로그 

총합을 정규화 한 값이고, p̃는 정규화 된 phase의 개수 p를 의미한다. 

이때 𝛾 ∈ (0,1)은 phase 분할 성능과 복잡도 사이의 trade-off를 고려한 

계수이다. 따라서 PPCI 값을 최소화하여 분할 성능과 복잡도의 trade-

off에 대해서 최적의 phase 개수를 선택할 수 있다. 
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제 5 절 Recurrent Neural Network 

 

제 1 항 Vanilla RNN, LSTM, GRU 

 

Recurrent neural network (RNN)는 순환 구조를 가지는 인공 

신경망의 일종으로, 음성, 문자와 같은 시계열 데이터를 처리하는 데에 

적합한 모델로 알려져 있으며, RNN의 구조는 그림 2와 같다. RNN은 

시퀀스의 길이에 상관없이 입력과 출력을 처리할 수 있기 때문에 

다양하고 유연한 구조를 형성할 수 있다는 장점을 가지고 있다 [66, 

67]. 하지만 가장 기본적인 형태의 RNN인 Vanilla RNN의 경우 

시퀀스의 길이가 늘어나면 역전파를 하는 과정 중에 기울기 

(gradient)가 점차 줄어들어 학습 능력이 저하되는 기울기 소실 

(gradient vanishing) 문제를 가진다 [68]. 이는 시퀀스 길이가 

늘어남에 따라 시퀀스 초반의 데이터가 시퀀스 후반의 데이터에 주는 

영향을 고려하지 못하는 장기 의존성 문제 (long-term dependency)를 

일으킨다. 이와 같은 Vanilla RNN의 단점을 보완하기 위해서 LSTM이 

제안되었다. 
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(a) 

 

(b) 

 

(c) 

 

그림 2. (a) Vanilla RNN, (b) LSTM, (c) GRU의 구조. 
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Long short-term memory (LSTM)는 Vanilla RNN과 동일하게 

순환 구조를 가지는 인공 신경망으로, 입력된 시퀀스 중에서 어떤 

정보를 기억하고 어떤 정보를 잊을 것인지 선택해서 중요한 정보를 오래 

기억하도록 하여 장기 의존성 문제를 해결한다 [69]. LSTM은 Vanilla 

RNN과는 다르게 hidden state 뿐만 아니라 cell state를 활용하는데, 

cell state 𝑐𝑡 는 과거부터 𝑡  시점까지의 모든 정보를 저장하고 있다고 

가정한다. 따라서 이전 시점의 정보인 ℎ𝑡−1 , 𝑐𝑡−1 과 𝑡  시점에 제공된 

시퀀스 정보인 𝑥𝑡 을 기반으로 하여 LSTM 내부에서 일어나는 연산을 

통해서 현재 시점의 cell state인 𝑐𝑡 을 계산한다. 이때 LSTM의 

내부에서는 망각 게이트 (forget gate), 입력 게이트 (input gate), 출력 

게이트 (output gate)로 구성된 3개의 게이트를 활용하여 장기 의존성 

문제를 다룬다. 망각 게이트는 과거 정보를 얼마나 기억하고 잊을지를 

결정하는 게이트이며, 현재 시점의 입력 벡터 𝑥𝑡와 이전 시점의 hidden 

state 벡터 ℎ𝑡−1 에 대해서 sigmoid 함수를 적용하여 식 (23)과 같이 

표현할 수 있다. 

 𝑓𝑡 = 𝜎(𝑊𝑥𝑓𝑥𝑡 + 𝑊ℎ𝑓ℎ𝑡−1 + 𝑏𝑓) (23) 

입력 게이트는 현재 정보를 얼마나 반영할지를 결정하는 게이트이며, 

망각 게이트와 마찬가지로 현재 시점의 입력 벡터 𝑥𝑡 와 이전 시점의 

hidden state 벡터 ℎ𝑡−1에 대해서 sigmoid 함수를 적용하여 식 (24)와 

같이 표현할 수 있다. 

 𝑖𝑡 = 𝜎(𝑊𝑥𝑖𝑥𝑡 + 𝑊ℎ𝑖ℎ𝑡−1 + 𝑏𝑖) (24) 

이때 cell state에 새롭게 추가할 정보를 담은 벡터는 𝑡𝑎𝑛ℎ  함수를 

사용하여 식 (25)와 같이 계산한다. 

 𝑔𝑡 = 𝑡𝑎𝑛ℎ(𝑊𝑥𝑔𝑥𝑡 + 𝑊ℎ𝑔ℎ𝑡−1 + 𝑏𝑔) (25) 

망각 게이트와 입력 게이트를 활용하여 이전 시점의 cell state 중에서 



29 

 

잊을 정보를 제거하고 현재 시점의 입력 중에서 기억할 정보를 추가하여 

식 (26)과 같이 cell state를 업데이트한다. 

 𝑐𝑡 = 𝑓𝑡 ⊙ 𝑐𝑡−1 + 𝑖𝑡 ⊙ 𝑔𝑡 (26) 

출력 게이트는 업데이트 된 cell state에서 다음 LSTM 계층으로 

전달하고 출력할 정보를 결정하는 게이트이며, 현재 시점의 입력 벡터 

𝑥𝑡 와 이전 시점의 hidden state 벡터 ℎ𝑡−1 에 대해서 sigmoid 함수를 

적용하여 식 (27)과 같이 표현할 수 있다. 

 𝑜𝑡 = 𝜎(𝑊𝑥𝑜𝑥𝑡 + 𝑊ℎ𝑜ℎ𝑡−1 + 𝑏𝑜) (27) 

최종적으로 𝑡𝑎𝑛ℎ 함수를 사용하여 식 (28)과 같이 현재 시점의 hidden 

state를 계산한다. 

 ℎ𝑡 = 𝑜𝑡 ⊙ 𝑡𝑎𝑛ℎ (𝑐𝑡) (28) 

이와 같은 LSTM의 구조는 역전파 과정에서 기울기의 흐름이 덧셈 

노드를 통과하고, 행렬 곱 연산이 아닌 곱셈 연산의 역전파를 사용하기 

때문에 기울기 소실이 발생할 가능성이 낮아진다. 하지만 LSTM은 

학습할 파라미터가 많기 때문에 계산량이 많다는 단점을 가지고 있다. 

이를 보완하기 위해서 GRU가 제안되었다. 

Gated recurrent unit (GRU)는 LSTM의 구조를 간소화하여 개선한 

RNN 모델로, LSTM에서 사용된 hidden state와 cell state를 하나의 

hidden state로 표현한다 [70]. GRU는 리셋 게이트와 업데이트 

게이트의 두 게이트로 구성된 구조로 형태를 변경하여 기존의 LSTM과 

비슷한 성능을 유지하면서 적은 파라미터를 사용하도록 한다. 리셋 

게이트는 이전 시점의 hidden state의 정보를 얼마나 제거할지 결정하며, 

식 (29)와 같이 LSTM의 게이트와 유사한 방법으로 계산한다. 

 𝑟𝑡 = 𝜎(𝑊𝑥𝑟𝑥𝑡 + 𝑊ℎ𝑟ℎ𝑡−1 + 𝑏𝑟) (29) 
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GRU의 업데이트 게이트는 LSTM의 입력 게이트와 망각 게이트의 

역할을 통합하여 이전 시점의 hidden state와 현재 시점의 입력 

벡터에서 필요한 정보만을 선택하도록 한다. 업데이트 게이트는 식 

(30)과 같이 계산한다. 

 𝑧𝑡 = 𝜎(𝑊𝑥𝑧𝑥𝑡 + 𝑊ℎ𝑧ℎ𝑡−1 + 𝑏𝑧) (30) 

이후에 리셋 게이트를 활용하여 이전 시점의 hidden state에서 얼마나 

많은 정보를 유지하고 무시할지 결정한다. Hidden state의 업데이트에 

사용할 임시적인 hidden state ℎ̃𝑡는 식 (31)과 같이 계산한다. 

 ℎ̃𝑡 = 𝑡𝑎𝑛ℎ (𝑊𝑥ℎ̃𝑥𝑡 + 𝑊ℎℎ̃(𝑟𝑡 ⊙ ℎ𝑡−1) + 𝑏𝑔) (31) 

마지막으로 업데이트 게이트를 가중치로 사용하여 ℎ𝑡−1 과 ℎ̃𝑡 의 가중 

평균을 계산하여 식 (32)와 같이 현재 시점의 hidden state를 결정한다.  

 ℎ𝑡 = 𝑧𝑡 ⊙ ℎ𝑡−1 + (1 − 𝑧𝑡) ⊙ ℎ̃𝑡 (32) 
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제 2 항 Multi RNN 모델 

 

배치 공정에서 생산되는 제품의 품질은 공정의 운전 내용에 따라 

변화한다. 운전 시간 동안 누적된 고차원의 정보로부터 제품의 품질을 

예측하는 모델을 만들기 위해서는 고차원의 데이터에 대해서 차원 

축소를 통해 제품 품질을 추정하는 데에 필요한 낮은 차원의 feature를 

추출해야 한다. 또한 비정상상태에서 운전되는 배치 공정이 보이는 

비선형성과 공정 데이터가 가지는 시계열성을 고려하기 위해서 RNN을 

활용하는 방안을 고려할 수 있다. 본 연구에서는 RNN을 사용하여 각 

배치 공정의 hidden state를 추출해내어 품질 변수를 추정하는 모델을 

구성했다. 

배치 공정이 가지는 multi-phase 특성을 고려하여 각 phase의 

데이터에 대해서 각각 RNN 셀을 학습시키는 구조로 제품 품질 변수를 

추정하는 모델을 구성했다. [58]의 연구에서 제시된 RNN 모델의 

구조를 활용했으며, 해당 RNN 모델의 구조는 그림 3와 같다. 해당 

모델은 이전 phase의 RNN 셀에서 계산되어 출력된 hidden state를 

다음 셀에 입력되는 hidden state로 설정하였다. 이를 통해 여러 개의 

RNN 셀을 유기적으로 연결하였으며, 각 phase의 공정 정보가 

연속적으로 다음 phase의 RNN 셀에 전달되는 형태를 구성했다. 각각의 

RNN 셀은 입력 값으로 주어지는 각 phase의 공정 데이터를 활용하여 

각 phase의 공정 정보를 담고 있는 낮은 차원의 hidden state를 

계산한다. 각 RNN 셀에서 계산된 hidden state를 순차적으로 연결한 

벡터를 입력 값으로 가지는 affine function을 통해 제품의 품질을 

예측하도록 하였다. 최종적으로 모델로부터 예측된 제품 품질 변수와 

실제 제품 품질 변수의 차이에 대해서 평균 제곱 오차 (mean squared 

error, MSE) 값을 손실 함수로 설정하여 RNN 모델의 학습을 진행했다. 
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그림 3. Multi RNN의 구조. 
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제 3 장 페니실린 생산 공정 
 

페니실린 (Penicillium chrysogenum)을 생산하는 fed-batch 

fermentation bioreactor는 공정 모니터링 및 제어를 위한 벤치마크 

공정으로써 많은 연구에서 사용되고 있다 [71~73]. 특히 [74,75]의 

연구에서는 산업용 생물반응기의 벤치마크 모델이 연구되었고, 

100,000L 크기의 페니실린 생산 공정에 대해서 실제 반응기의 공정 

운전 정보로 검증된 반응기 모델이 개발되었다. 해당 반응기의 개략적인 

모식도는 그림 4와 같다. 해당 배치 공정의 시뮬레이터 IndPenSim과 

시뮬레이터로 생성된 공정 데이터는 오픈 소스로 공개되어 있으며, 

www.industrialpenicillinsimulation.com에서 찾아볼 수 있다. 본 

연구에서는 IndPenSim으로부터 생성된 100개의 배치에 대한 공정 

데이터를 활용했다. 해당 데이터셋은 공정 레시피에 따라서 운전된 

30개의 배치, 오퍼레이터의 제어에 따른 30개의 배치, advanced 

process control (APC)에 따라서 제어된 30개의 배치, 그리고 공정 

이상을 포함하고 있는 마지막 10개의 배치에 관한 공정 데이터로 

구성되어 있다. 전체 100개의 배치 데이터 중에서 80개의 배치 

데이터는 모델의 학습에 사용되었고, 20개의 배치 데이터는 모델의 

테스트를 위해 사용되었다. 학습 데이터와 테스트 데이터는 무작위로 

선별되었다. 해당 데이터셋은 각 배치 마다 공정 운전 시간이 동일하지 

않으며, 공정 운전 시간의 분포는 그림 5의 히스토그램과 같다. 공정 

운전 시간은 평균 228시간이며, 최소 167시간에서 최대 290시간까지 

분포되어 있다. 각 공정 변수는 0.2시간 단위로 측정되었다. 공정 

분석에 사용된 공정 변수는 총 19개이고, 18개의 공정 변수와 1개의 

품질 변수로 구성되어 있다. 전체 공정 변수는 표 1과 같다. 100개의 

배치 공정에 대해서 공정 변수가 오프라인에서 모두 측정되어 활용할 수 

http://www.industrialpenicillinsimulation.com/
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있음을 가정했다. 또한 공정의 생산품인 페니실린의 농도를 제품 품질 

변수로 설정했고, 페니실린의 농도는 배치 공정이 마무리된 이후에 측정 

가능하다고 가정했다. 
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그림 4. 페니실린 생산 bioreactor 모식도. 
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그림 5. 공정 운전 시간 분포. 
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표 1. 페니실린 생산 bioreactor의 공정 변수. 

번호 변수 단위 분류 

1 폭기 속도 L/h 공정 변수 

2 기질 유량 L/h 공정 변수 

3 산 유량 L/h 공정 변수 

4 염기 유량 L/h 공정 변수 

5 냉각 용수 유량 L/h 공정 변수 

6 가열 용수 유량 L/h 공정 변수 

7 반응기 희석 용수 유량 L/h 공정 변수 

8 반응기 내부 압력 bar 공정 변수 

9 배출 유량 L/h 공정 변수 

10 PAA 유량 L/h 공정 변수 

11 오일 유량 L/h 공정 변수 

12 기질 농도 g/L 공정 변수 

13 용존 산소량 mg/L 공정 변수 

14 반응물 부피 L 공정 변수 

15 pH pH 공정 변수 

16 반응기 내부 온도 K 공정 변수 

17 배출 가스의 이산화탄소 비율 % 공정 변수 

18 배출 가스의 산소 비율 % 공정 변수 

19 페니실린 농도 g/L 품질 변수 
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제 4 장 결과 및 분석 
 

품질 예측 모델의 예측 성능 비교를 위한 metric으로는 root mean 

squared error (RMSE), mean absolute percentage error (MAPE), 

그리고 coefficient of determination (R2 score)을 사용했다. RMSE와 

MAPE는 각각 에러의 제곱과 절댓값을 활용한 지표이며 회귀 모델의 

오차를 표현하고, R2 score는 독립변수가 종속변수를 얼마나 잘 

설명하는지 나타내는 지표로써 회귀 모델의 설명력을 나타낸다. RMSE, 

MAPE, 그리고 R2 score는 각각 식 (33), (34), (35)와 같이 정의된다. 

 

𝑅𝑀𝑆𝐸 = √
1

𝐼
∑(𝑦𝑖 − �̂�𝑖)2

𝐼

𝑖=1

 

(33) 

 
𝑀𝐴𝑃𝐸 = 100 ×

1

𝐼
∑ |

𝑦𝑖 − �̂�𝑖

𝑦𝑖
|

𝐼

𝑖=1

 
(34) 

 
𝑅2 = 1 −

∑ (𝑦𝑖 − �̂�𝑖)2𝐼
𝑖=1

∑ (𝑦𝑖 − �̅�)2𝐼
𝑖=1

 
(35) 

이때 𝑦𝑖는 𝑖번째 배치의 실제 품질 변수, �̂�𝑖는 모델로부터 추정된 𝑖번째 

배치의 품질 변수, 그리고 �̅� 는 실제 품질 변수의 평균값을 의미한다. 

RMSE와 MAPE는 0에 가까울수록 모델의 예측 정확도가 높다는 것을 

나타내며, R2 score는 1에 가까울수록 모델의 설명력이 좋다는 것을 

나타낸다. 
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제 1 절 DTW-MPLS 모델 
 

운전 시간이 일정하지 않은 배치 공정의 공정 데이터에 대해서 

MPLS 기법을 적용한 품질 예측 모델을 구성하기 위해서 DTW 기법을 

적용하여 공정 데이터의 시간 축을 정렬했다. 공정 운전 시간의 

평균값인 228시간의 운전 시간을 가지는 배치를 시간 축의 기준이 될 

운전 경로로써 사용했다. 배치 공정의 정렬은 [22]에서 제안된 방법과 

같이 symmetric DTW와 asymmetric DTW의 두 단계를 거쳐 

진행되었다. 먼저 symmetric DTW 알고리즘을 활용하여 모든 배치 

공정의 반응 경로를 기준이 되는 운전 경로와 비교하여 DTW를 

적용함으로써 시간 축을 정렬했다. 이때 symmetric DTW를 적용하여 

서로 다른 길이로 정렬된 공정 데이터에 대해서 asymmetric DTW 

알고리즘을 적용하여 모든 배치 데이터의 길이가 기준이 되는 운전 

경로의 길이와 동일하도록 정렬해주었다. 정렬되기 전의 공정 데이터와 

정렬된 이후의 공정 데이터는 그림 6과 같이 표현할 수 있다. 
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(a) 

 

(b) 

 

그림 6. DTW 기법을 통한 정렬 (a)전, (b)후의 반응기 내부 부피 변화. 
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운전 시간이 동일하도록 정렬된 공정 데이터에 대해서 [10]에서 

제안한 MPLS 기법을 적용하여 제품 품질 변수를 추정하는 모델을 

구성했다. 먼저 MPLS 모델의 주성분 개수를 결정하기 위해서 주성분의 

개수를 증가시키며 validation을 진행했다. 주성분 개수의 변화에 따라서 

그림 7과 같이 R2score와 MSE 값이 변화하는 것을 확인할 수 있었다. 

초기에 주성분의 개수가 적을 때는 주성분의 개수가 늘어남에 따라서 

오차가 빠르게 줄어들지만, 주성분의 개수가 일정 값을 넘어서면 오차가 

줄어들지 않고 점차 증가하는 것을 확인할 수 있다. 따라서 오차가 

최소가 되며 이후로 오차가 줄어들지 않는 주성분 개수인 13개의 

주성분을 활용하여 MPLS 모델을 구성했다. 테스트 데이터에 대해서 

MPLS 모델을 활용하여 품질 변수를 추정한 결과는 그림 8과 같다. 각 

모델에 대해서 실제 페니실린 농도와 예측된 페니실린 농도를 

2차원으로 표현한 parity plot에서 표기된 점들이 𝑦 = 𝑥  선에 가깝게 

분포할수록 예측 모델의 정확하다고 할 수 있다. DTW-MPLS 모델의 

품질 예측 과정에서 발생한 오차는 RMSE가 3.5419, MAPE가 

13.3698%였고, R2 score는 0.7257이었다. 

DTW 및 MPLS 기법을 활용한 품질 변수 추정은 좋은 성능을 

보였지만 몇 가지 한계점을 가지고 있다. 공정 데이터에 대해서 DTW를 

사용하여 시간 축을 정렬하면 기준으로 선정한 배치에 맞추어 공정 

데이터를 늘리거나 줄이면서 공정 정보의 왜곡이 일어나고 이로 인해서 

공정 정보의 손실이 있을 수 있다. 또한 DTW를 사용하기 위해서는 

배치 공정이 종료될 때까지의 모든 공정 데이터를 측정해야 하므로 

공정이 진행되는 동안 온라인으로 활용할 수 없기 때문에 확장성이 

떨어진다. 한편 MPLS는 DTW와 같이 시간 축을 정렬하는 기법이 

선행되지 않으면 운전 시간이 동일하지 않은 배치 공정의 공정 데이터에 
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사용할 수 없다는 한계가 있다. 또한 MPLS는 선형 모델이기 때문에 

비정상상태에서 운전되어 강한 비선형성을 보이는 배치 공정에 

활용하기에는 한계가 있다. 따라서 공정 변수의 왜곡 없이 서로 다른 

길이를 가지는 배치 공정의 데이터를 입력 값으로 사용할 수 있고, 

공정의 동특성이 보이는 비선형성을 다룰 수 있는 RNN을 활용한 제품 

품질 예측 모델을 개발해보았다. 
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(a) 

 

(b) 

 

그림 7. MPLS 모델의 주성분 개수에 따른 (a) 𝑹𝟐 score, (b) MSE 

값의 변화. 
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(a) 

 

(b) 

 

그림 8. 테스트 데이터셋에 대한 DTW-MPLS 모델의 (a)품질 예측 

결과, (b)예측 결과에 따른 parity plot. 
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제 2 절 Single RNN 모델 
 

RNN은 hidden state를 다음 시점으로 전달하는 순차적인 형태로 

구성되어 있기 때문에 입력 값으로 사용되는 시계열 데이터의 시퀀스 

길이가 모두 동일하지 않아도 사용할 수 있다. 또한 RNN은 인공 

신경망의 일종으로, 비선형성을 가지는 고차원의 입력 데이터를 

저차원의 hidden state의 형태로 축소할 수 있다. 따라서 본 연구에서는 

대상 공정의 공정 데이터를 활용하여 대표적인 RNN 종류인 Vanilla 

RNN, LSTM, 그리고 GRU로 구성된 품질 예측 모델의 학습을 

진행하였다. 

RNN 모델의 학습을 위해 사용한 hyperparameter의 설정은 다음과 

같다. 2층으로 구성된 RNN을 사용했고, hidden state의 차원은 

16차원으로 구성했다. 최적화 모델로는 Adam optimizer를 사용했으며, 

모델의 학습 속도는 0.0003으로 설정했다. RNN의 기울기 소실을 

방지하여 학습의 안정성을 향상시키기 위해서 gradient의 L2 norm 

최대값을 3으로 설정한 gradient clipping을 사용했다. 미니 배치의 

크기는 8로 설정했으며, 1000 epoch까지 학습을 진행했다. 

RNN 모델의 학습이 완료된 이후에 DTW-MPLS의 결과와 동일한 

테스트 데이터에 대해서 Vanilla RNN, LSTM, 그리고 GRU 기반의 품질 

예측 모델의 성능을 측정했다. 각각의 결과는 그림 9, 10, 11와 같고, 

이때 발생한 오차는 표 2와 같다. 각 모델의 품질 예측 과정에서 발생한 

오차와 DTW-MPLS 모델에서 발생한 오차는 그림 12로부터 비교할 

수 있다. Vanilla RNN, LSTM, GRU 중에서 MAPE 지표에서는 Vanilla 

RNN이 좋은 성능을 보였지만, 이외의 지표에서는 GRU가 가장 좋은 

성능을 보였다. 하지만 예상과는 다르게 RNN을 활용한 모델이 
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대부분의 지표에서 DTW-MPLS보다 더 낮은 성능을 보이는 것을 

확인할 수 있었다. 이때 RNN 모델의 학습을 위해 주어진 배치 공정의 

데이터는 평균 1,140개의 데이터 포인트로 구성되어 있기 때문에 배치 

데이터에서 입력 값으로 주어지는 시퀀스의 길이가 지나치게 길어서 

RNN의 기울기 소실 현상이 나타났을 가능성이 존재한다. 또한 RNN 

모델은 각 배치의 공정 데이터가 내포하고 있는 품질 변수와 관련된 

특성을 하나의 hidden state 형태로 차원을 축소하는데, 하나의 RNN 

셀로는 배치 공정이 가지는 여러 phase의 다양한 동특성을 반영하지 

못하기 때문에 낮은 성능을 보였을 가능성이 있다. 따라서 배치 공정의 

공정 데이터를 phase 별로 분할하여 각 phase의 데이터에 대해서 

개별적으로 RNN의 셀을 학습시키는 형태의 모델을 적용해보았다. 
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(a) 

 

(b) 

 

그림 9. 테스트 데이터에 대한 single RNN 모델의 (a)품질 예측 결

과, (b)예측 결과에 따른 parity plot. 
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(a) 

 

(b) 

 

그림 10. 테스트 데이터에 대한 single LSTM 모델의 (a)품질 예측 

결과, (b) 예측 결과에 따른 parity plot. 
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(a) 

 

(b) 

 

그림 11. 테스트 데이터에 대한 single GRU 모델의 (a)품질 예측 결

과, (b)예측 결과에 따른 parity plot. 
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표 2. Single RNN 모델의 예측 오차. 

RNN 종류 RMSE MAPE [%] 𝑅2 score 

Vanilla RNN 4.0334 11.8335 0.6443 

LSTM 3.9303 13.4326 0.6623 

GRU 3.5894 13.0920 0.7183 
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(a) 

 

(b) 

 

(c) 

 

그림 12. Single RNN 모델의 예측 결과에 따른 (a)RMSE, (b) 

MAPE, (c) 𝑹𝟐 score 값의 비교. 
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제 3 절 Multi RNN 모델 
 

제 1 항 Phase Partition 

 

각각의 phase 별로 RNN 셀을 학습시키기에 앞서서, 각 배치의 

공정 데이터를 phase 별로 분할해주었다. [33]에서 제안한 각 배치 별 

공정 데이터의 상관관계를 활용한 수정된 형태의 sub-PCA 모델을 

사용하여 K-means clustering 기법을 적용하면 그림 13과 같은 

결과를 얻을 수 있다. K-means clustering 알고리즘은 시계열 데이터의 

순차성을 고려하지 않기 때문에 클러스터의 개수와는 상관없이 각 

클러스터에 포함된 데이터가 시간과 무관하게 군집화 되어 있는 것을 

확인할 수 있다. 따라서 sub-PCA 기법을 사용하기 위해서는 각각의 

클러스터에 대해서 임의로 후처리를 적용하여 phase를 분리해야 한다. 

또한 그림 13에 도시된 결과는 2장 4절 1항에 언급된 바와 같이 가장 

짧은 운전 시간을 가지는 배치 공정을 기준으로 하여 3차원 형태의 

배치 데이터에 적용한 것이다. 따라서 phase를 분리하기 위해서는 

사용자가 설정한 임의의 SPE 기준 값을 사용하여 각각의 배치 

데이터에서 첫번째 phase 데이터를 분리해주고, 같은 과정을 반복해야 

한다. 하지만 각각의 배치 데이터가 가지는 SPE 값의 크기가 큰 차이를 

보이고 phase마다 SPE 값의 변화가 크게 변화하기 때문에 설정한 기준 

값에 대해서 phase가 분리되지 않는 경우가 발생했다. 

운전 시간이 균일하지 않은 배치 공정의 phase 분리를 위해 변형된 

sub-PCA 기법을 사용할 때 다음과 같은 문제를 확인할 수 있다. 해당 

방법론은 시계열 데이터가 가지는 순차성을 고려하지 않기 때문에 

인위적인 후처리가 필요하다는 문제가 나타난다. 또한 모든 공정 변수를 

활용하여 sub-PCA 기법을 적용할 경우, 𝑛2 차원의 고차원 데이터에 
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대한 K-means clustering을 적용해야 하는데, K-means clustering을 

통한 분류가 잘 되었는지 평가할 수 있는 기준이 없고, 고차원의 

loading matrix에서 나타나는 높은 비대칭도로 인해 유클리드 거리 

기반의 K-means clustering은 유의미한 결과를 내기 어렵다. 

마지막으로 군집의 개수 P, 기준이 되는 SPE 값과 같이 사용자 임의로 

설정하는 값에 따라서 phase 분리 결과가 크게 달라질 수 있다는 

문제가 나타난다. 
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(a) 

 

(b) 

 

(c) 

 

그림 13. Sub-PCA 기법을 사용하여 클러스터의 개수를 (a)3개, (b)4

개, (c)5개로 설정했을 때 군집화 결과. 
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따라서 공정 데이터가 가지는 시계열성을 고려하여 phase를 

분리하기 위해서 주어진 공정 데이터에 대해서 WKM 알고리즘을 

적용하여 phase를 분리하였다. 이때 SQE 값은 군집화의 성능을 

표현하며, phase의 개수에 따른 SQE 값의 변화는 그림 14와 같다. 

그림으로부터 phase의 개수가 늘어날수록 SQE 값이 점점 낮아지는 

경향성을 확인할 수 있다. 하지만 앞서 언급한 바와 같이 WKM 

알고리즘의 군집화 성능과 계산의 복잡도는 trade-off 관계에 

놓여있으므로, 높은 성능을 보이면서 낮은 복잡도를 가지는 최적의 

phase 개수를 탐색해야 한다. 따라서 1에서 10까지의 phase 개수에 

대해서 WKM 알고리즘을 적용하여 phase를 분할하고, 각각의 경우에 

대해서 2장 4절 2항에서 정의한 PPCI 값을 계산하여 최적의 phase 

개수를 탐색해보았다. γ = 0.6 일 때 phase 개수에 따른 PPCI 값은 

그림 15와 같다. 그림으로부터 PPCI를 최소화하는 최적의 phase 

개수는 4개인 것을 확인할 수 있다. 따라서 WKM 알고리즘을 적용하여 

배치 공정의 phase를 4개로 분리했고, 일부 배치의 경우에 phase를 

분리한 결과는 그림 16과 같이 나타낼 수 있다. 첫번째 phase는 대체로 

비슷한 시점에 종료되지만, 이후 3개의 phase의 시점과 기간은 

배치별로 크게 차이를 보이는 것을 확인할 수 있다. 
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그림 14. 분할하는 phase의 개수에 따른 log(SQE) 값의 변화. 
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그림 15. 분할하는 phase의 개수에 따른 PPCI 값의 변화. 

 

 

 

 

 



58 

 

 

 

 

 

 

 

그림 16. WKM 알고리즘을 적용하여 phase를 분할한 결과. 
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제 2 항 Multi RNN 모델 

 

그림 3과 같이 각 phase에 대해서 서로 다른 RNN 셀을 활용하는 

형태의 multi RNN 구조를 적용하여 모델의 학습을 진행했다. 하나의 

RNN 셀을 활용한 모델과 동일하게 16차원의 hidden state를 가지는 

2층으로 구성된 RNN 모델을 구성했다. 최적화 모델로는 Adam 

optimizer를 사용했으며, 모델의 학습 속도, gradient clipping의 정도, 

미니 배치의 크기, 그리고 학습 epoch는 모두 하나의 RNN 셀로 구성된 

이전의 모델과 동일하게 설정했다. 

학습을 완료한 모델에 대해서 앞선 경우와 동일한 테스트 데이터를 

활용하여 제품의 품질 변수를 추정해보았다. 그림 17, 18, 19에서 

Vanilla RNN, LSTM, 그리고 GRU 기반의 multi RNN 모델의 품질 변수 

추정 결과를 DTW-MPLS 모델과 single RNN 모델의 품질 변수 추정 

결과와 비교하여 표기하였고, 각 multi RNN 모델의 추정 결과로부터 

parity plot을 도시하였다. 그림으로부터 multi RNN 모델이 single RNN 

모델보다 대체로 좋은 품질 변수 추정 성능을 보이는 것을 확인할 수 

있다. 
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(a) 

 

(b) 

 

그림 17. 테스트 데이터에 대한 multi RNN 모델의 (a)품질 예측 결

과, (b)예측 결과에 따른 parity plot. 
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(a) 

 

(b) 

 

그림 18. 테스트 데이터에 대한 multi LSTM 모델의 (a)품질 예측 결

과, (b)예측 결과에 따른 parity plot. 
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(a) 

 

(b) 

 

그림 19. 테스트 데이터에 대한 multi GRU 모델의 (a)품질 예측 결과, 

(b)예측 결과에 따른 parity plot. 
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테스트 데이터에 대해서 DTW-MPLS 모델, single RNN 모델, 

그리고 multi RNN 모델의 품질 추정에서 발생한 오차는 표 3과 그림 

20에서 비교할 수 있다. Vanilla RNN, LSTM, 그리고 GRU를 사용한 

경우 모두에 대해서 phase 별로 다른 RNN 셀을 사용하여 학습한 

multi RNN 모델이 DTW-MPLS 모델과 하나의 RNN 셀을 사용한 

single RNN 모델보다 낮은 오차와 좋은 추정 성능을 보이는 것을 

확인할 수 있다. Vanilla RNN을 사용한 multi RNN 모델의 품질 추정 

오차는 DTW-MPLS 모델과 single RNN 모델 대비 RMSE는 각각 

9.38%, 20.42%, MAPE는 각각 2.51%, 0.97% 감소하였고, 𝑅2 score는 

6.76%, 20.24% 증가하였다. LSTM을 활용한 multi LSTM 모델의 품질 

추정 오차는 DTW-MPLS 모델과 single LSTM 모델 대비 RMSE는 

각각 47.28%, 52.49%, MAPE는 각각 7.07%, 7.13% 감소하였고, 𝑅2 

score는 27.29%, 39.48% 증가하였다. 또한 GRU를 활용한 multi GRU 

모델의 품질 추정 오차는 DTW-MPLS 모델과 single GRU 모델 대비 

RMSE는 각각 24.65%, 25.65%, MAPE는 각각 4.41%, 4.14% 

감소하였고, 𝑅2 score는 16.34%, 17.53% 증가하였다. 

전체 모델의 품질 변수 추정 성능을 비교했을 때, phase를 분할하여 

phase 별 공정 데이터를 별도로 고려했을 때 상대적으로 더 좋은 

성능을 가지는 것을 확인하였다. 특히 Vanilla RNN은 single RNN 

모델과 multi RNN 모델에 적용한 경우 모두 LSTM, GRU 기반의 모델 

대비 낮은 성능을 보였다. 이는 Vanilla RNN이 LSTM과 GRU보다 장기 

기억 의존성 문제에 취약하기 때문에 나타나는 차이인 것으로 생각된다. 

또한 single RNN 모델에서는 GRU가 LSTM보다 좋은 성능을 보였지만, 

multi RNN 모델에서는 LSTM이 GRU보다 좋은 성능을 보인다. 

LSTM과 GRU는 매우 비슷한 구조를 가지고 있으며, 다양한 분야에서 
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비슷한 성능을 보이는 것이 보고되었다 [76,77]. 따라서 상황에 따라서 

LSTM과 GRU의 성능을 비교해보고 사용할 필요가 있을 것으로 

생각된다. 
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표 3. 각 모델의 품질 예측 과정에서 발생한 오차 비교. 

모델 RMSE MAPE [%] R2 score 

DTW-MPLS 3.5419 13.3698 0.7257 

Single RNN 4.0334 11.8335 0.6443 

Single LSTM 3.9303 13.4326 0.6623 

Single GRU 3.5894 13.0920 0.7183 

Multi RNN 3.2097 10.8607 0.7748 

Multi LSTM 1.8672 6.3045 0.9238 

Multi GRU 2.6688 8.9568 0.8443 
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(a) 

 

(b) 

 

(c) 

 

그림 20. 모델 별 (a)RMSE, (b)MAPE, (c) 𝐑𝟐 score의 비교 
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해당 모델은 hidden state로부터 품질 변수를 추정하므로 hidden 

state의 크기를 통해 품질 변수에 대한 각 phase의 영향력을 확인할 수 

있다. 따라서 가장 좋은 추정 성능을 보인 multi LSTM 모델로부터 

20개의 테스트 데이터에 대해서 hidden state를 추출해보았다. 각각의 

hidden state는 식 (36)과 같은 16차원의 벡터로 표현될 수 있고, 그림 

21은 각 phase에서 16차원의 hidden state의 값을 표현한 그래프이다. 

또한 식 (37)과 같이 각 hidden state 벡터의 L2 norm을 계산할 수 

있으며, 그림 22는 각 phase의 hidden state가 가지는 L2 norm의 

평균값을 나타낸 그래프이다.  

 hp = (ℎ𝑝,1, ⋯ , ℎ𝑝,16) (366) 

 

‖ℎ𝑝‖
2

= (∑ ℎ𝑝,𝑖
2

16

𝑖=1
)

1
2

 

 
(377) 

그림 21, 22에서 다른 phase와 비교했을 때 phase1의 hidden state 

벡터의 각 성분과 L2 norm 값이 0에 가까운 것을 확인할 수 있다. 

따라서 페니실린 생산 공정의 품질 변수는 phase1 이후의 공정 변수의 

변화에 영향을 많이 받는다고 생각할 수 있다. phase1은 공정 운전이 

시작된 이후로 평균 57.8시간까지의 기간이며, 이 기간은 생물 반응기의 

기질이 레시피에 따라 주입되는 기간이기 때문에 대부분의 배치의 공정 

변수의 변화가 비슷한 경향성을 보인다. 이로 인해서 phase1의 공정 

데이터가 상대적으로 품질 변수의 변화에 대해서 적은 영향력을 가지게 

된 것으로 생각된다. 
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그림 21. 전체 배치 데이터에 대해서 multi LSTM 모델로부터 구한 각 

phase 별 hidden state의 값. 
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그림 22. 전체 배치 데이터에 대해서 multi LSTM 모델로 구한 phase 

별 hidden state의 L2 norm의 평균값 
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제 5 장 결   론 
 

본 연구에서는 운전 시간이 동일하지 않은 배치 공정의 공정 

데이터에 대해서 시계열을 고려한 WKM 알고리즘을 적용하여 phase를 

분할하고, phase 별로 다른 RNN 셀을 적용하여 최종적으로 생산되는 

제품의 품질을 추정하는 기계 학습 기반 모델을 개발했다. 개발된 품질 

변수 추정 방법론은 공정 데이터에 변형을 가하지 않음으로써, 시간 

축을 정렬하여 선형 모델을 활용했던 기존의 DTW-MPLS 모델보다 

좋은 추정 성능을 보였다. 또한 각 phase에서 나타나는 동특성을 

개별적으로 고려함으로써, 하나의 RNN 셀을 사용하는 경우보다 좋은 

성능을 보이는 것을 확인했다. 특히 Vanilla RNN, GRU에 비해서 

LSTM을 활용한 경우에 가장 높은 성능을 보였으며, 학습된 LSTM에서 

추출된 hidden state로부터 각 phase가 품질 변수에 미치는 영향이 

다른 것을 확인했다. 

본 연구에서 제안된 방법을 실제 배치 공정의 공정 데이터에 

적용하여 품질 변수 추정 모델을 활용하기 위해서는 몇 가지 추가적인 

연구가 필요하다. 먼저, 본 연구에서는 오프라인으로 주어진 공정 

데이터만을 활용하여 학습 및 검증을 진행했지만, 실제 공정에 적용하기 

위해서 온라인으로 주어지는 공정 데이터를 활용하는 방법을 고려해야 

한다. 특히 온라인으로 주어지는 공정 데이터의 phase를 구분할 수 

있는 방법을 고안해야 한다. 또한 대부분의 배치 공정은 주어진 

레시피에 따라서 운전되기 때문에 사용할 수 있는 데이터의 양이 

한정적이다. 따라서 적은 데이터로 과적합 없이 학습할 수 있는 모델의 

개발이 필수적이다. 마지막으로, 개발된 모델을 기반으로 하여 공정 

운전 과정에서 나타나는 이상 진단 및 최적 운전 조건을 찾아내는 

연구를 수행해야 한다. 
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It is necessary to develop a product quality estimation model 

to operate batch processes in a safe and economical way. However, 

since the batch processes are operated in an unsteady state and show 

strong nonlinearity, it is difficult to build a first principle model. In 

addition, the batch processes show uneven operating duration for 

each batch and consist of several phases according to operating 

conditions, which makes the development of a quality estimation 

model more difficult. In this study, a machine learning based approach 

to estimation of quality variables considering the uneven duration and 

the multi-phase of batch processes was developed. The phases were 

divided by applying the warped K-means clustering (WKM) 

algorithm considering the sequentiality of process data. The quality 
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estimation model in the form of a separate Recurrent Neural Network 

(RNN) cell for each phase was used. The developed quality 

estimation model showed better performance than the model using 

dynamic time warping (DTW) and multiway partial least squares 

(MPLS). In addition, using different RNN cells for each phase shows 

better performance than using one RNN cell without distinguishing 

the phases. By developing the quality estimation model into a form 

that can be used online, it will be possible to use the developed model 

for diagnosing abnormalities and searching for optimal operating 

conditions. 

 

Keywords: Batch process, Quality estimation, Warped K-means 

clustering, Recurrent neural network 
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