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초록

기술의 발전과 최근 스마트팩토리의 구축과 함께 제조 산업 전반에

자동화가이루어졌다.기업은자동화를통해생산성향상,인건비감소의

효과를 얻었으며 딥러닝 기술의 발전으로 그 분야가 더욱 확대되어 가고

있다. 특히 합성곱 신경망을 이용한 영상 인식 분야의 딥러닝 기술의 발

전에따라딥러닝기반의다양한검사방법이적용되고있는추세이다.하

지만여전히제품형상,표면과결함상태,자동검사신뢰성미확보등의

이유로여전히전문인력의육안검사가시행되고있는분야도남아있다.

딥러닝을통한자동검사를하기위해서는측정가능한이미지를얻을수

있는 비전 시스템이 구축되어 있어야 하며 원하는 성능을 낼 수 있도록

학습에충분한양의데이터가필요하다.

본연구보고서에서는고광택표면의제품상에미세하며비정형결

함에 대한 이미지 취득 방법, 부족한 데이터 문제에 대한 해결 방법과 딥

러닝 기반 검출 정확도 향상 방안에 대해 제안한다. 이미지 취득은 가변

조명과 표면 기울기를 측정하여 고광택 표면의 빛 반사에 의한 문제를

해결하였으며 데이터 부족에 대한 문제는 포아송 이미지 편집과 데이터

증량(Data augmentation)을 통해 학습에 충분한 데이터셋을 확보하였다.

또한산업현장에적용할수있는성능신뢰성확보를위하여정확도(Ac-

curacy),정밀도(Precision),재현율(Recall)의수치를최대화하는것을목

적으로 하였다. 목적의 달성을 위하여 전이 학습(Transfer learning)을 적

용하여 데이터 부족의 보완, 정확도 향상을 이루었다. 또한 원본 이미지

대비 결함의 크기가 작아 특징 추출 및 인식이 저하되는 것을 방지하기

위하여 이미지를 학습에 유효한 크기로 분리하여 학습하였으며 사전 학
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습된 모델 별로 비교하여 가장 성능이 좋은 모델을 선정하였으며 DOE

를 통한 매개변수 변경으로 최적 조건을 도출하여 정확도 99.3% 달성을

확인하였다.

주요어 : 조명,비전센서,데이터증량,딥러닝,합성곱신경망,전이학습

학번 : 2021-20491
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제 1장

서론

1.1 연구배경

산업이발전함에따라생산하는제품,형태,소재가다양해지고있다.

이에 따라 종래의 소품종 대량생산에서 소비자 각각의 취향에 맞춘 다품

종 소량생산의 형태를 띄고 있으며 이러한 추세에 발맞추어 대량생산의

토대가 되는 금형과 자동화 기술도 함께 발전해왔다. 금형을 이용한 생

산은 그 대상 소재와 방식에 따라 사출 금형, 프레스 금형, 세라믹 금형

등으로분류되며생산공정은크게재료의투입,생산,검사로이루어지며

대부분의공정은자동화시스템이구축되어있다.하지만재료와제품특

성에 따라 자동화가 되지 않은 경우가 있으며 이 중 검사 공정은 여전히

사람의육안검사가수행되는제품이있다.자동화가어려운이유로대형

가전과 같이 크기가 큰 제품의 경우 검사 시스템을 구축하기 위한 비용

과 현장의 조명 혹은 공간 부족 등의 환경적 문제, 비정형 형태와 측정이

불가능한불량유형등다양한이유로육안검사를시행하고있다.사람이

육안으로검사를할경우기계가놓칠수있는미세한결함이나빛반사에

의해놓칠수있는결함도검출할수있는반면인력의투입,생산성저하

의단점이있다.따라서기업은계속되는인건비의상승과원가를줄이기

위해 자동화를 위한 노력을 끊임없이 하고 있으며 기술이 발전함에 따라

기존의육안검사에서기계에의한검사가가능해지고인건비절감,생산

시간확대,생산성향상의효과를얻을수있게된다.자동화검사가가능
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할수있도록하는데에다양한기술이발전,적용되어왔으며이중비전

센서와 딥러닝 기술의 발전이 큰 비중을 차지하고 있다고 할 수 있다. 인

력이아닌기계를통한자동화검사를크게인식과판정으로나누었을때

인식에비전센서,합불판정을위하여딥러닝기술이적용될수있다.

제품표면결함의경우머신비전카메라를사용한비전센서를많이

사용하고 있다. 머신 비전 카메라는 CCD, CMOS 등의 센서로 들어온 대

상물의반사되는빛의양과종류를분석하여원하는정보를얻는다.비전

센서를사용하여데이터를얻을시비접촉,자동화검사가가능하며최근

에는광학기술의발전에따라고속,고해상도의데이터를얻는것이가능

해졌다.기존의머신비전을이용한검사는카메라혹은비전센서로부터

얻은정보를룰베이스(Rule-based)로검사를하는것이보통이었다.통상

정형적이며 측정이 가능한 불량의 경우 룰베이스를 통한 머신 비전 방

식을 통해 자동화 검사가 가능하다. 하지만 비정형적이며 미세한 결함의

경우는룰베이스의머신비전으로는감지하기가어려우며최근에는딥러

닝을 통한 불량 검출을 시도하고 있는 추세이다. 딥러닝은 인공신경망을

기반으로 여러 개의 레이어를 사용하여 이미지 데이터의 특징을 추출하

고 이를 학습하여 새로운 데이터가 입력 시 학습된 정보를 바탕으로 추

론하는 기술이다. 딥러닝 기술의 발전은 이미지 처리 분야에서 비약적인

발전을 이루었으며 특히 CNN 모델의 발전으로 인하여 이미지 데이터는

경우에 따라 사람이 인지하는 수준보다 더 높은 정확도를 보인다. 이와

같은 기술의 발전으로 자동화가 이루어지고는 있지만 제품의 특징, 요구

되는수준,현장의환경등여러제약사항들이있으며여전히육안검사를

시행하는경우가있다.특히표면광택도가높으며불량의형태가정형적

이지 않은 부품 검사가 대표적인 예이다. 비전센서와 딥러닝을 사용하여

검사를 하기 위해서는 제품 표면 이미지 취득, 학습을 위한 충분한 데이
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터가 필요한데 광택이 높을 경우 조명과 채광 등에 의한 빛 반사가 심해

원하는 표면 이미지를 얻기 힘들며 미세한 결함의 경우 빛 반사에 의해

불량이보이지않게된다.또한보통양품보다는불량의수가현저히적어

데이터부족이발생할수밖에없으며이에따라충분한학습이이루어지

지못해높은성능을내기어렵다.

이러한문제들을해결하기위해본연구에서는빛반사가심한고광

택제품의표면결함이미지취득방안,부족한데이터의증량방법,딥러

닝을 통한 양품과 차이가 미세한 결함을 높은 정확도로 분류할 수 있는

모델제안을목적으로한다.

1.2 연구내용

본연구의목표는고광택제품의비정형미세결함의최적검출방법

을 제시함에 있어 빛 반사가 심한 제품에 대해 비전 센서를 통한 이미지

취득방법,데이터부족문제해결,효율적인특성추출방법및결함검출

정확도향상방법을제시하는것이다.연구에적용한제품으로는 [그림 1]

과같은가전의스테인리스부품이며 Front, Back으로나뉘어져있다.

그림 1:연구대상인스테인리스소재제품

3



불량의 형태는 찍힘, 긁힘 등 다양한 형태로 나타나나 이 중 한 개

라도 있을 경우 불량으로 처리되기 때문에 결함의 종류를 구분하지 않고

전체적으로불량으로판단한다.해당제품은광택도가높고결함의형태,

위치가 정해져 있지 않아 머신 비전으로 검사가 불가하여 전문가의 육

안 검사가 이루어 지고 있다. 이에 본 연구를 통해 자동화 검사가 가능한

방법을제안하고자하였으며이에따라다음네가지에대한연구를진행

하였다.

첫번째로고광택제품의미세결함이미지취득에대한연구로비전

센서를 통한 이미지 수집 방안이다. 비전 센서를 통해 들어오는 정보는

물체로부터반사된빛을정보로받는데표면의상태,반사의종류에따라

복합적인 형태를 보이며 통상적인 비전 센서의 경우 전체적인 반사율에

대한정보를얻게된다.하지만고광택표면을가진제품은빛이과도하게

반사되어조명의위치,제품의형상에따라표면의정보를제대로얻지못

하게되는문제가발생한다.본연구에서는이를해결하기위한방법으로

전체적인 반사율이 아닌 표면 기울기, 표면 거칠기, 반사율 등의 정보를

개별적으로분리하여원하는표면상태만이미지로얻을수있는비전센

서를적용하였다.

두번째로는 산업 현장에서 흔히 발생하는 결함 데이터 부족에 따른

학습과검출성능저하의대책이다.비전센서로원하는이미지를얻을수

있다고하여도불량이과도하게발생하지않는이상결함데이터수는부

족할수밖에없어학습에충분한데이터를얻기는어렵다.이러한데이터

부족을 해결하기 위하여 데이터 증량을 진행하였다. [그림 1]의 Back의

경우불량의빈도가 Front대비높지만양쪽모두절대적인불량데이터의

수가부족하여합성,회전,반전을통해증량하였다.

세번째로는 불량의 크기가 전체 이미지 대비 미세한 크기이며 비정
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형적이다. 불량 데이터가 충분히 많을 경우 특성 추출이 비교적 용이할

수는 있으나 현실적으로는 데이터 증량을 하여도 충분히 많은 데이터를

얻기에는한계가있다.이에크기가큰이미지내미세한결함을탐지하는

방식이 아닌 이미지 분할을 통해 불량의 영역이 전체 이미지에서 차지하

는비율이커질수있도록하여특성추출이용이하도록하였다.

네번째,전이학습을통한양품과불량의분류정확도를향상하였다.

딥러닝 기술, 특히 합성곱 신경망 기술의 발전으로 이미지의 분류에 있

어 높은 성능을 낼 수 있게 되었다. 충분한 학습 데이터와 적절한 모델을

적용하면 인간의 분류 능력보다 더 나은 성능을 보이기도 한다. 합성곱

신경망을 통해 깊은 은닉층과 충분한 데이터를 바탕으로 이미지가 가진

특성을 추출하여 학습하면 분류 정확도를 높일 수 있으나 산업 현장에서

현실적으로 많은 양의 데이터를 얻기란 어려우며 깊은 레이어를 학습 할

경우 학습 시간이 매우 오래 걸리게 된다. 이를 해결하기 위한 방법으로

본 연구에서는 사전 학습된 딥러닝 모델의 특성치를 적용하는 전이 학습

을적용하였으며이를통해불량과양품을높은정확도로구별할수있는

것을확인하였다.

본연구에서는고광택표면의이미지데이터취득이가능하도록하는

비전센서,부족한데이터의증량과특성추출효율성향상,양품과불량의

분류정확도를높일수있는학습방법에대해검증하였으며이를통해고

광택 스테인리스 제품의 미세 결함에 대한 검사 자동화를 위한 가능성을

확인하였다.
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1.3 연구보고서구성

본연구보고서의구성은다음과같다.

제 2장에서는 표면 결함, 표면 반사와 딥러닝 등 본 연구를 위한 배경 지

식에 대해 소개하고 제 3장은 문제와 해결 방안에 대한 내용이다. 제 4

장에서는 실제 실험을 위한 데이터셋과 실험 설정, 그리고 실험 결과에

대해기술하였고마지막제 5장에서는결론및향후적용방안에대해정

리하였다.
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제 2장

배경지식및관련연구

2.1 표면결함

프레스성형은금속판재제품의가공방법중가장많이쓰이는공법

중하나이다.프레스성형이란프레스기계를사용하여소재를금형안에

투입시켜 압력을 가한 후 원하는 형상을 얻는 성형 방법이며 이때의 금

형을프레스금형이라한다.프레스성형제품의경우 1개의공정이아닌

다수의 공정으로 제품 성형이 완료되는 것이 일반적이며 성형법으로는

[그림 2]와같이크게전단,굽힘,드로잉성형으로나뉘어진다.

그림 2:프레스가공종류

프레스성형시주름,파단,찍힘,스크래치등다양한외관불량이나

타나는데 외장품으로 쓰이는 제품일수록 양품 조건이 까다롭다. 주름과

파단의 경우는 발생 공정이 어느 정도는 특정되어 있으며 눈으로 식별이
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가능하기 때문에 검사가 까다롭지 않은 반면 찍힘, 스크래치와 같은 미

세한결함은불량발생위치도특정하기어려우며검출하기도쉽지않다.

특히제품크기대비결함크기가작고형상이복잡한경우비전검사로는

찾기어려워전문인력이육안검사를해야하는실정이다.

표면 결함은 [그림 3]과 같은 형태로 주로 나타나며 그 발생 원인은

다양하지만주로이물에의한결함인경우가많다.외장품에쓰이는소재

중 이송 및 취급 시 발생되는 찍힘과 스크래치를 방지하기 위해 [그림 4]

와 같이 보호 비닐을 입히는 경우가 있다. 보호 비닐을 사용하면 외관의

표면을 보호하는 역할도 하면서 금형과 소재 간의 마찰계수를 낮춰주는

효과가있어드로잉성형에유리하다.하지만역설적으로이보호비닐에

의한찍힘이많이발생하게된다.

그림 3:금속판재프레스성형시표면결함유형

앞서언급한바와같이프레스성형에의한제품은프레스금형의가

압에의해성형되며드로잉성형과벤딩성형시 [그림 5]와같이소재가

펀치에밀려다이속으로들어가게되면서금형과소재간마찰과소재의
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그림 4:박판소재의보호비닐부착

연신이 일어나게 된다. 금형과 소재는 금속이지만 보호 비닐은 PVC, PE

등의 폴리머로 통상 30∼80㎛ 의 필름형 태로 소재에 접착 되어져 있다.

보호 비닐의 경우 연신율 자체는 400∼500% 수준으로 매우 높지만 충격

과마찰에취약하여성형시보호비닐이찢어지는경우가많이발생한다.

찢어지면서발생되는보호비닐찌꺼기가금형내에남아이후투입되는

소재에 찍힘을 유발하거나 손상 된 보호 비닐이 붙은 채 다음 공정으로

넘어간 소재에 의해 이 후 공정의 금형에도 이물 형태로 남게 되어 찍힘

불량의원인이된다.

그림 5:프레스금형을통한드로잉성형공정
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VCM(Vinyl Coated Metal)이라불리는 PET층을외관으로사용하는

소재의경우에도드로잉과벤딩성형시 PET층이박리및손상되는불량

이 많이 발생한다. 이에 성형 시 금속판재에 코팅된 필름의 거동에 대해

분석하여 VCM소재의성형한계에대한연구와 [1],소재성형시필름과

금속간접착거동에대해실험적,해석적으로규명 [2],[3]하는등다양한

방식으로원인분석과개선방안을위한연구가진행되었다.

하지만 소재의 종류, 제품의 형상, 금형의 상태에 따라 조건이 달라

지므로궁극적인해결방안은되지못하며여전히보호비닐에의한찍힘

불량은 빈번하게 나타나고 있다. 외관 불량을 유발하는 다른 원인으로는

칩에의한찍힘혹은스크래치이다.칩이란금속부스러기를말하며이는

전단 성형 시 주로 발생하며 금속과 소재 간 마찰에 의해서도 발생된다.

전단 성형이란 금형을 이용하여 소재를 잘라내거나 구멍을 뚫는 등 절단

하는성형을말한다.금형을이용하여소재를전단하는과정에서가공되

는 소재와 금형의 마모 상태, 금형의 구조 등에 의하여 칩이 발생하며 이

칩은 보호 비닐의 찌꺼기와 같이 금형 혹은 소재 위에 남아 찍힘과 스크

래치불량을유발한다 [그림 6].이외에도피가공소재와금형간마찰에

의해 긁힘이 발생하거나 여기에서 발생한 이물이 남아 불량을 야기시키

기도한다.

그림 6:금형내이물에의한표면찍힘발생과정

10



프레스성형은여러개의공정이연속적으로이루어진다.생산성향

상을위해공정과공정간소요시간을줄이기위해소재가연속으로투입

되는데 이물이 금형에 남아있을 경우 뒤이어 투입된 소재에까지 영향을

미치게되어연속불량을초래한다.생산속도가검사속도보다빠를경우

성형이완료된제품을적재후검사를하게되면불량원인제거가늦어져

다량의불량이발생되게된다.이에생산완료와동시에검사를수행하여

연속불량을억제해야할필요가있다.

2.2 머신비전

머신비전은고성능카메라와디지털화된데이터의처리정치로구

성된영상장치를말하며측정된이미지의영상처리를통해객체의유무

혹은이상감지,패턴,문자분석등다양한분야에적용되고있다.생산성

향상을 위한 자동화 검사를 위해서는 전문 검사원의 육안 검사를 대신하

는고속,고해상도의정밀검사가가능해야한다.

머신 비전은 인간의 시각을 기계가 대신 하도록 하여 제품 생산 시

결함분석,형상,표면품질검사등에사용되고있으며머신비전기술의

발전으로반도체,전자부품,의료,자동차등다양한산업분야에서활용

되고있다. [4]

머신비전시스템은표면의결함,이물질,문자,위치등다양한분야

에서활용되며 [그림 7]과같이일반적으로카메라,렌즈,조명등의광학

계와 영상처리 장치, 프로그램 및 시스템 제어 장치로 구성된다. 조명으

로부터 발생된 빛이 물체로부터 반사되어 렌즈를 통해 카메라로 전달 후

영상처리장치를통해디지털신호로변환된신호가소프트웨어의알고리

즘을통해결과가출력되는시스템이다.대상물체의보다정확한정보를
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그림 7:머신비전시스템구성[5]

얻기위해카메라의구성,수량,위치변화등카메라의변화에따라오차

를 줄이는 방법 [6], 알고리즘의 개선을 통해 대상물의 인식 정확도 향상

[7],조명의밝기,수량,위치의변화를 [8]통해더욱정확한검사가가능한

방안들에대한연구가진행되어왔다.

이중특히조명은대상물체의상태를알아내는데에매우중요한요

소이다. 주변 환경과 피측정물에 적합한 조명을 구성함으로써 데이터의

신뢰도와 정확도 향상, 검사 시간을 단축시킬 수 있다. 불량인지 양품인

지,어떤문자가있는지,혹은어떤표면을가지는지등머신비전시스템

에서의 시작인 이미지 획득 부분에서 조명이 적합하지 않을 경우 원하는

결과를얻기어렵게된다. [9]

2.2.1 조명

머신비전에서조명은검사대상인물체의그림자및빛의반사를최

소화하여물체가가진특성을영상화하기위한요소로머신비전시스템,

특히 이미지를 통한 실시간 자동화 검사 환경을 구축할 시 매우 중요한

요소이며조명의종류,밝기,형태등다양한고려사항들이있다.

조명은조사하는방식에따라서후면광(Back light unit),확산광(Dif-
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fuse light unit), 명시야(Bright field unit), 암시야(Dark field unit) 등으로

분류된다. [그림 8]과 같이 후면광은 대상 물체의 후면에서 조명을 비춰

검사하는 방식이며 보통 물체의 위치, 방향, 높이 등을 검출하는데 사용

된다.확산광은반사율이높으며반구형의돔형태또는동축으로조명이

설치된다. 돔 형태의 조명은 반사율이 높은 물체, 동축으로 사용 시 평면

형태의물체에적합하다.

그림 8:후면광과확산광의조명조사방식

그림 9:투명유리와거울면에서의빛의반응

[그림 9]는투명한유리와거울면에서의빛의상태를나타낸다.투명
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한유리의경우빛은투과,반사,흡수,발산으로나뉘며전체조사광과의

총합이 같다. 거울의 경우는 평면에서의 빛의 입사각과 반사각의 크기가

항상같다.투명한유리,거울면과같이조사된빛이그대로반사된빛을직

접광이라하며, [그림 10]과같이전방위로산란된빛을산란광이라한다.

조명의 방법에는 이러한 빛의 반사를 통해 반사율과 투과율의 명암 차이

를이용하여밝은이미지를얻는직접광조명방법,산란율의명암차이를

이용하여어두운이미지를얻는산란광조명법이있다.직접광은밝은이

미지를얻을수있기때문에명시야조명,산란광은암시야조명이라고도

불린다. [그림 11]은 조명의 위치에 따른 암시야와 명시야의 구분을 나타

낸다.

그림 10:산란광[10]

조명은 광원에 따라 LED, 할로겐, 형광, 제논 등으로 구분하며 일

반적으로 깜박임이 없고, 단색광, 장수명, 안전성 등 사용이 용이한 LED

조명이 많이 사용되고 있으며 이 외에도 적외선, 자외선 조명, 레이져 등

물체의 재질, 형상 및 주변 환경에 적합한 조명이 활용되고 있다. 물체의

표면 상태와 조명의 형태에 따라 빛을 조사하는 방식과 얻어지는 이미지

가 달라지는데 그 차이들과 이를 어떻게 처리하여 검사에 활용하는지는

추후언급하고자한다.
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그림 11:조명의위치에따른암시야와명시야

이와 같이 조명의 종류, 반사 방법, 형태 등에 따라 얻게 되는 이미

지는 크게 달라질 수 있으며 대상 물체의 특성, 형상, 표면 상태, 반사의

형태와 정도, 주변 환경 등을 고려하여 최적화 된 조명을 선정해야 한다.

특히본연구의대상물체인반사특성이높은부품의경우에는더욱주의

해야한다.

2.3 딥러닝과합성곱신경망

2.3.1 딥러닝

기계로 인간의 지능, 특히 학습, 추론, 지각의 능력을 인간과 유사하

게구현하고자하는것이인공지능(AI:Artificial Intelligence)기술이며인

공지능을 구체화하기 위한 방법으로 인공지능의 하위 개념인 머신러닝,
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딥러닝 기술이 발전되어 왔다. 인공지능, 머신러닝과 딥러닝은 [그림 12]

과같은범주로구분된다.

그림 12:인공지능,기계학습,딥러닝의벤다이어그램

머신러닝은기계가일일이명시하지않은기능을데이터를분석하고

학습하여판단,예측등의실행을할수있도록하는알고리즘을개발하는

분야이다. 딥러닝은 머신러닝의 한 분야로서 인공신경망을 기반으로 대

량의 데이터의 패턴, 규칙등을 스스로 추출하여 학습하여 뛰어난 성능을

이끌어내는연구분야이며최근많은양의데이터(Big data),머신러닝알

고리즘과 GPU성능의향상으로빠른발전을이루고있다.

딥러닝은인공신경망기반의모델로인간의뇌신경뉴런의시냅스간

결합 강도에 따른 관계를 수학적으로 모델링한 Flank Rosenblatt 의 퍼셉

트론 [11]을 기반으로 발전된 기술이다. 인공 신경망은 [그림 13]와 같이

데이터를 받는 입력층, 다수의 노드와 레이어를 통해 특징 추출을 위한

은닉층, 결과를 출력하는 출력층으로 구성되며 딥러닝은 이러한 인공 신

경망을깊게쌓아학습하는모델이다 [12].
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그림 13:인공신경망

딥러닝 모델은 실제값과 예측값의 오차를 최소화하는 인자를 찾는

알고리즘이다.학습과정을설명하면순전파(Feedforward)를통해입력된

데이터를각층에서가중치와활성화함수(Activation)연산을반복하여예

상 결과값을 출력한다. 순전파 과정에서 데이터의 특성이 n개일 때 다음

식 (2.1)으로정의되며 w는가중치(Weight), b는편향(Bias)를의미한다.

y =
∑

(b+w1x1+w2x2+ ...+wnxn) (2.1)

이후출력층에서예측된출력값과입력된데이터의차이를손실함

수(Loss function)를통해계산한다.손실함수란입력데이터가순전파를

거쳐 출력층을 통해 출력된 값과 입력데이터와의 차이를 계산하는 과정

이며 손실 함수의 값이 높을수록 성능이 낮다는 것을 의미하므로 신경

망은 이 손실 함수가 최소화 되도록 가중치를 갱신하는 것이다. 손실함

수로는 평균제곱오차(Mean Squared Error), 이진 교차 엔트로피(Binary
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Cross-Entropy),범주형교차엔트로피(Categorical Cross Entropy)가주로

쓰인다.교차엔트로피손실은분류문제에많이사용되는손실함수이며

식 (2.2)로 표현된다. 여기서 i는 데이터셋의 i번째 데이터, yi는 i번째 데

이터의실제값, ŷ은 i번째의데이터에대한예측값이며예측확률이실제

값에서 멀리 떨어질수록 증가하는 형태를 보인다. 교차 엔트로피는 분류

해야 할 클래스가 2보다 클 때 사용하며 이진 교차 엔트로피 손실함수는

클래스가 0과 1인이진분류일때사용하며식 (2.3)과같이표현된다.

CrossEntropyLoss =−(yilog(ŷi)+(1− yi)(log(1− ŷi)) (2.2)

BinaryCrossEntropyLoss =− 1
N

N∑
i=1

(yi ∗ lnŷi +(1− yi)∗ ln(1− ŷi)) (2.3)

본연구는양품과불량을분류하는이진분류문제로이진교차엔트

로피를손실함수로써사용하였다.가중치의갱신은경사하강법(Gradient

descent)과 역전파(Backpropagation)를 통해 이루어진다. 역전파란 순전

파와 반대 방향인 출력층에서 입력층으로 각 가중치를 얼마나 갱신해야

하는지 구하는 알고리즘으로 딥러닝에 있어 핵심적인 역할을 한다 [13].

역전파는경사하강법 [14]을통해오차가최소화되는방향을계산하여진

행하는데 이를 최적화라 하며 이와 같은 일련의 과정을 반복하여 최종

출력값과입력데이터의오차를최소화하는방향으로모델을학습시킨다.
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딥러닝의대표적인모델인다층퍼셉트론의경우데이터를 1차원형

태로 사용하기 때문에 이미지와 같은 2차원 데이터가 입력 시 1차원의

열벡터로 변환한다. 이 경우 이미지 데이터의 정보와 특징, 특히 공간 정

보가 무시되며 전체 픽셀에 대한 가중치 계산으로 인해 많은 학습시간이

필요하고 과적합(Overfitting)의 우려가 있다. 이를 해결하기 위한 방안으

로데이터의공간적특징을포함하며효율적으로데이터의특성을추출할

수있도록하는합성곱신경망(CNN)이고안되었다.

2.3.2 합성곱신경망

합성곱 신경망(CNN:Convolution Neural Network)은 영상과 이미지

등 컴퓨터 비전 분야의 대표적인 인공신경망 모델 중 하나로 1989년 Le-

Cun이필기체의우편번호를인식하여분석하는연구로부터처음시작되

었다[15]. 이 후 2003년 Behnke에 의해 일반화 [16], Simard에 의해 단순

화[17] 되면서 합성곱 신경망이 발전해오게 되었다. 합성곱 신경망은 데

이터를 1차원 평면화 시켜 공간 정보를 잃게 되는 DNN과 달리 이미지

데이터의공간적,지역적정보를유지한채특성추출이가능하여컴퓨터

비전분야에서좋은성능을보인다.

합성곱 신경망의 대표적인 구조는 [그림 14]와 같으며 데이터 입력

후크게영상의특성을추출하는부분과분류하는부분,두가지로구분될

수있다.특징을추출하는부분에서는합성곱층(Convolutional layer),풀링

층(Pooling layer)이 있으며 분류하는 부분에는 전연결층(Fully connected

layer)과 출력층(Output)이 있다. 입력층을 통해 이미지 데이터가 입력되

면 합성곱층에서 각각의 가중치를 가진 필터로 합성곱 연산을 수행하여

이미지의 특징을 추출한 후 특징맵(Feature map)을 생성하며 그 과정은

[그림 15]와 같다. 합성곱층은 Filter 크기, 이동 간격(Stride), Padding 크
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그림 14:합성곱신경망의구조

기에 따라 출력 데이터의 Shape이 달라진다. 합성곱층 다음에 위치하는

풀링층은서브샘플링(Sub-sampling)이라표현되기도하며선택적인층이

다.입력된이미지가합성곱을거치면서크기를유지한채다음층으로가

게되면연산량이기하급수적으로많아지게되므로연산속도가증가되고

과적합(Overfitting)이 발생할 우려가 있다. 이를 방지하기 위하여 풀링층

에서파라미터(Parameter)를줄여처리속도를향상시키고특징을강조시

키는역할을한다. [그림 16]과같이풀링은최대값(Max pooling),평균값

(Average pooling), 최소값(Min pooling)이있으며 주로 각각의 패치내 가

장큰값을선택하는최대값을사용한다.

정리하면특징을추출하는부분에는합성곱층과풀링층이있으며합

성곱층은 이미지의 특성 추출, 풀링층은 이미지의 크기를 줄이는 역할을

하며 [18] 두 층을 반복적으로 사용하여 특징을 찾아 전연결층으로 보낸

다.전연결층은앞서설명한인공신경망과같이전노드가완전연결(Fully

connected)된층으로서합성곱층으로부터추출된특징맵을입력받아 3

차원의이미지벡터를 1차원의열벡터로변환하여소프트맥스(Softmax),
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시그모이드(Sigmoid)와같은분류기를통해분류하는역할을한다.

그림 15:합성곱신경망의특징맵추출과정[19]

그림 16:풀링의종류별예시
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2.4 합성곱신경망아키텍처

합성곱 신경망의 연구는 2012년 딥러닝 기반 이미지 분류에서 우승

한AlexNet을시작으로더욱좋은결과를내기위하여다양한연구들이진

행되어 왔으며 높은 성능을 내는 아키텍처들이 개발되었다. 본 절에서는

본 연구보고서에 사용되는 VGGNet, ResNet, Inception, Xception에 대해

간략히설명한다.

2.4.1 VGGNet

VGGNet[20]은 옥스포드의 Karen Simonyan과 Andrew Zisserman이

개발하여 2014년 ILSVRC대회에서 2위를차지한모델이다.당시 1위인

GoogLeNet [21] 보다 성능은 낮았지만 구조가 간단하고 단일 네트워크

에서 좋은 성능을 보여 최근에는 이미지의 특징추출에 이용되는 등 기본

네크워크모델로활발히활용되고있다. VGGNet의기본구조는 [그림 17]

과같다.

그림 17: VGGNet구조

VGGNet의 가장 큰 특징 중 하나는 이전 다른 네트워크들이 7x7,

11x11등 비교적 큰 필터들을 사용한 것과 달리 3x3 필터를 여러 개 사

용하는 것이다. Stride를 1로 했을 경우 풀링 없이 3x3을 두 번 사용하는
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것과 5x5를 한번 사용하는 것이 같고, 7x7의 경우 3x3 필터를 세번 사용

하는 효과와 같다. 세번의 비선형 함수가 적용됨에 따라 모델의 식별성

증가의효과가있으며 C개의채널을가진 7x7필터를한번사용시파라

미터 수는 다음과 같이 72 C2=49C2, C개의 채널을 가진 3x3 필터를 세번

사용 시 파라미터수는 3(32 C2)=27C2로 파라미터의 수가 81% 감소하는

효과가있다.

VGGNet 논문의 정확한 이름은 Very Deep Convolutional Networks

For Large-scale Image Recognition으로층을깊게쌓아높은성능을낼수

있음을보여주었지만단순한구조와좋은성능에도불구하고마지막단의

전연결층으로인해파라미터의개수가너무많아지며기울기소실과폭주,

과적합등의문제가발생할수있다는단점이있다.

2.4.2 ResNet

VGGNet 논문을 통해 층이 깊어질수록 성능이 더 좋다는 것을 확인

할 수 있었지만 층이 너무 깊어지면 기울기 소실, 폭주와 같은 성능 저하

문제(Degradation problem)의우려가있다.기울기관련문제를해결하는

방안으로 층 중간에 배치정규화(Batch normalization) 적용 [22], 네트워

크의 가중치 값의 적절한 초기화 등의 테크닉 등이 제안되었다 [23]. 성

능 저하 문제란 층이 깊으면 무조건 정확도가 높아지는 것이 아닌 너무

깊을 경우 정확도가 오히려 감소하는 문제로 에러가 높아지는 현상이다.

이를해결하기위한방안으로 2015년 Kaiming이 Deep Residual Learning

Framework,줄여서 ResNet을제안하였다 [24].

기존 인공신경망의 학습 목적은 인풋(x)를 타겟(y)로 맵핑하는 함수

H(x)를찾는것이므로 H(x)− y를최소화하는방향으로학습을진행하는

것이었다면 ResNet은 H(x)− x를 새로운 함수 F(x)로 정의하여 F(x)=0이
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될수있도록하는,즉H(x)−x를최소화하는함수F(x)를찾는것을목적으

로한다. ResNet에서잔차(Residual)는예측값과실제값의차이인잔차를

뜻하며 F(x) = H(x)−x라고표현되고이잔차를학습하는것을 Residual

Learning이라한다.

그림 18: Residual Block[24]

[그림 18]의좌측과같이네트워크의아웃풋이 x가되도록맵핑하는

것이아닌우측의잔여블럭(Residual block)과같이네트워크의아웃풋은

0이 되도록 학습시키고 마지막에 x를 더해서 H(x)가 x가 되도록 학습한

다. x가 F(x)를 통과한 후, 자기 자신인 x를 층을 스킵해서 더해주는 것을

Skip Connection이라 부른다. 잔여블럭을 통과하고 난 후의 최종 아웃풋

은 F(x) + x가 된다. 이 경우 미분을 해도 x 자체의 미분값 1을 가질 수

있기 때문에 각 층마다 그래디언트를 최소 1은 갖도록 하여 기울기 소실

의문제를해결할수있게된다.각각의잔여블럭은 2개의 3x3합성곱층을

사용하며네트워크의층이깊어질수록시간과파라미터수가증가하는문

24



제를 해결하기 위해 일부 층의 합성곱층을 변경하여 차원을 감소시키는

병목 구조를 적용하였다. ResNet은 기본 구조인 VGGNet에 잔여블럭과

병목 구조를 구성하여 깊은 네트워크에도 기울기 소실 문제의 해결과 빠

른속도로좋은성능을보였다.

2.4.3 Inception(GoogLeNet)

2014년 Szegedgy가 Inception이라는개념을제안하였으며 [21]이를

바탕으로 구현된 GoogLeNet은 2014년 IRSVRC에서 1등을 차지하였다.

앞서 VGGNet의 경우와 같이 네트워크가 깊어질수록 성능이 좋아질 수

있다는 것은 확인하였으나 마찬가지로 많은 층을 쌓을수록 그만큼 파라

미터의 수가 많아지고 이에 따른 연산량 증가, 기울기소실, 과적합의 문

제가 발생할 수 있다는 우려가 있다. 이를 해결하기 위해 GoogLeNet은

Inception Module을 통해 연산량을 최소화 하면서 모델의 크기를 키우는

방안을 제시하였다. Inception Module은 [그림 19]와 같은 구조로 되어있

다.

그림 19: Inception Module[21]
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인풋에 대해 1x1, 3x3, 5x5의 합성곱층을 병렬로 연결하며 파라미

터를 줄이기 위한 방법으로 각 층에 1x1 합성곱층인 병목층을 추가하여

차원축소와전연결층의사용을최소화하였다.또한기울기소실문제해

결을위해중간층에서분류손실(Classification loss)계산을통한역전파를

수행하여 가중치 갱신을 할 수 있도록 하였다. 2014년 2번째로 좋은 성

능을보였던 VGGNet은 GoogLeNet대비파라미터수와연산량이많지만

단순한 구조가 장점으로 이 후 많이 사용되었다면 GoogLeNet은 구조가

복잡하여네트워크의변경이어려운단점이있었다.이에성능향상과연

산량감소를위해 2015년 Inception v2와 Inception v3가제안되었다 [25].

Inception v2는 연산량을 줄이면서 층을 깊게 쌓기 위하여 기존의 5x5 필

터를 3x3 필터 2개로 대체하였으며 이 3x3 필터를 비대칭적인 1x3 혹은

3x1필터 2개로한번더분해하여파라미터개수를줄였다.또한특성맵이

가진 정보의 손실을 최소화하면서 효율적으로 이미지 사이즈를 줄이기

위하여 [그림 20]과같이 Inception Module내에서풀링과필터에 Stride 2

를사용해서크기와계산량을함께줄였다.

그림 20: Inception V2[25]
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Inception v2는총 42개의층으로구성되며기존 GoogLeNet대비파

라미터가 2.5배 늘어났지만 VGGNet 대비 효율적인 계산량을 보여주었

다. Inception V3는모델구조는 Inception v2와동일하며여기에Optimizer

를 SGD에서 RMSprop으로, 7x7 필터를 3x3 필터 3개로 변환, 마지막 전

연결층에서 Batch Normalization을적용하는 BN-auxiliary가추가되어성

능을개선하였다.

2.4.4 Xception

Xception [26]은 구글이 2017년 발표한 모델로 Inception v3보다 좋

은 결과를 냈다. Inception 모델들은 Inception Module을 쌓아 올려 적은

파라미터로 좋은 성능을 낼 수 있도록 고안된 Module로, 앞서 설명한 바

와같이 1x1, 3x3, 5x5로구성되어있으며 1x1합성곱층은 Cross Channel

Correlation을, 3x3과 5x5는 Spatial Correlation을담당한다.이로써 Chan-

nel과 Spatial Correlation을 분리하므로 적은 파라미터로 높은 성능을 낼

수있게되었다. Inception Module을 Channel Correlation과 Spatial Corre-

lation을 분리하면 성능이 더 좋다는 가정하에 Inception Module을 [그림

21]과같이단순화된구조로볼수있게되며이를더단순화하여 1x1합성

곱층을 두고 이 층으로부터 출력된 아웃풋에 대해 겹치지 않게 사용되는

Spatial 합성곱층을 사용한다고 했을 때 [그림 22]와 같은 구조를 생각할

수있게된다.

Inception모델에서 Channel Correlation과 Spatial Correlation를잘분

리하여 좋은 성능을 내는 것을 확인하였다면 Xception 모델은 이를 완벽

히 분리하여 독립적으로 계산하고 맵핑하기 위해 고안된 모델이다. 이를

Extreme Version of Inception Module로 Xception이라부르며 Inception v3

대비더좋은성능을낼수있게되었다.
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그림 21:단순화한구조의 Inception Module[26]

그림 22: Xception[26]

2.4.5 EfficientNet

EfficientNet [27]은 2019년Mingxing Tan이제안한모델로제한된리

소스(Resource)범위에서기존합성곱네트워크보다 8.4배적으면서 6.1배

빠르고 더 높은 정확도를 보였다. 그동안 모델의 크기를 키워 성능을 높

이는 Scaling up에 대한 연구가 많이 이루어 졌으며 [그림 23]와 같이 그

방법으로세가지가있다.첫번째는채널의넓이를늘리는것,두번째는채
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널의깊이를깊게만드는것,그리고마지막으로인풋이미지의해상도를

높이는것이다.

그림 23: Scaling Up세가지방법[27]

네트워크의깊이를깊게만들면좀더복잡한특징을추출할수있으

나기울기소실발생의우려가있으며채널의폭을증가시킬수록세밀한

특징을 찾아내기 용이하나 복잡한 특징은 파악하기가 힘들다. 마지막으

로 고해상도의 이미지를 사용할 경우 세밀한 특징을 잡아내어 정확도를

높일 수 있지만 해상도가 증가할수록 성능 증가폭은 감소되는 단점이 있

다.

EfficientNet은AutoML을통해이세가지 Scaling방법에대한최적의

조합을 찾았으며 효율적으로 조절 가능한 Compounding Scaling 방법을

제안하였다. Compounding Scaling의 기본 개념은 깊이, 넓이, 해상도 등

세가지의 변수는 밀접하게 연관되어 있으므로 단일 차원의 Scaling이 아

닌복합적인차원의균형과조정이될수있도록하는것이다. Compound
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Scaling은아래식 (2.4)와같이구성된다.여기서 ø는자원이추가될경우

Model Scaling을비례하여증가시킬계수이며연산량인 FLOPs(FLoating

point Operations Per second)는 깊이에 비례하며 나머지 두 변수에 대해

서는 제곱에 비례한다. 논문에서는 FLOPs를 ø에 따라 2배씩 증가하도록

설정하기위해 (α · β2 · γ2) = 2로 제한하였다. 깊이와 해상도에 제곱항이

있는이유는깊이가 2배증가하면 FLOPs는 2배가되지만다른두개의변

수는그렇지않기때문이다.

depth : d = α
φ

width : w = β
φ

resolution : r = γ
φ

s.t.α ·β2 · γ2

α ≥ 1,β ≥ 1,γ ≥ 1 (2.4)

EfficientNet은 한정된 자원으로 Compound Scailing을 통해 깊이, 넓

이, 해상도를 효율적으로 조정하여 크기와 연산량을 줄이면서 빠른 속도

와높은정확도를보였다.

2.5 전이학습

학습 성능을 높이는 방법에는 여러 종류가 있으며 그 중 가장 중요

한 것 중 하나는 충분한 데이터의 양 일 것이다. 보유한 데이터의 수량이

충분히많지않은경우학습을진행하더라도좋은결과를얻을수없다.산
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업현장에서 양품과 불량을 구분하기 위한 데이터를 모은다고 가정할 때

양품과불량의데이터중양품의수가압도적으로차이가많다.불량에대

한데이터가충분히모인다라는것은이미대량생산으로서이점이없기

때문에 양품과 불량을 구분할 필요가 없다는 것을 의미한다. 일반적으로

많이사용하는개나고양이의분류문제와같이쉽게얻을수있는이미지

와 달리 산업현장에서 데이터의 수집, 특히 학습하기 충분한 불량데이터

를얻기에는많은비용과시간이필요하다.이에대한방안으로전이학습

[28]이사용된다.

그림 24:데이터규모에따른전이학습방법및구조

전이학습이란 사전 학습된 모델의 가중치를 바탕으로 새로운 모델

을 만들어 학습을 빠르게 하는 방식이다. 보유한 데이터의 양과 특성에

따라사전학습된모델의가중치를어느단계에서적용할지결정한다.데

이터의수량이많은경우사전학습된전체모델에대해매개변수의세부

조정을 하는 방법과 데이터 수량이 적을 경우 특징 추출은 사전 학습된
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모델의 매개변수를 사용하고 최종 분류기만 학습시키는 방법 등 데이터

에 따라 성능의 향상과 학습시간 단축을 위한 다양한 방법들이 적용 될

수 있다. 전이 학습을 사용할 경우 특징 추출을 위한 별도의 학습이 필요

하지 않게 되므로 기존 모든 네트워크를 학습하는 딥러닝 기반의 합성곱

신경망대비연산량감소에따른학습시간단축,적은데이터로도높은성

능을얻을수있다. [그림 24]는데이터의규모에따른전이학습의방법과

구조를나타낸다.

2.6 포아송이미지편집

2003년 Patrick Pérez가제안한포아송이미지편집방법(Poisson im-

age editing) [29]은 목표 이미지의 관심 영역으로 소스이미지를 합성 경

계가 없는 새로운 이미지를 만드는 방법이다. 포아송 이미지 편집은 이

차 편미분 방정식인 포아송 방정식을 사용하는 기울기(Gradient) 기반의

영상처리 방법으로 목표 이미지와 소스 이미지의 기울기가 최소화되고

경계인 ∂Ω에서목표이미지와소스이미지의픽셀값을동일하게만드는

방법이다. [그림 25]에서 v는소스이미지의기울기, g는소스이미지에서

선택된 영역, f* 는 목표 이미지의 색상, f는 합성 이미지를 의미하며, Ω

는 g의배경이되는목표이미지를, ∂Ω는목표이미지와합성이미지의

경계를나타낸다.

포아송 이미지 편집은 목표 이미지의 한 영역 Ω에서 소스이미지를

보간(Interpolation)하는 함수 f(x,y)를 찾는 것이라고 말할 수 있으며 f는

보간영역의경계인 ∂Ω에서는목표이미지와같은색상 f*를가져야한다.

Ω를경계조건으로 v = ▽ f 를최적화하면식 (2.5)와같고 f ′ = f − v라고

정의하면 v = ▽ f는 기울기 이므로 식 (2.6)과 같으며 라플라스 방정식으
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그림 25:포아송이미지편집기법

로표현하면식 (2.7)과같다.식 (2.7)과같이합성이미지의경계값과목표

이미지의경계값이같다는조건과소스이미지의한화소를 4배한후주변

4개의화소값의합의차인라플라시안(Laplacian)을이용하여 2차미분값

이일정한값이되도록하는방정식을포아송방정식이라한다.

min
f

∫∫
Ω

|▽ f −v|2 with f |∂Ω = f ∗|
∂Ω

(2.5)

min
f

∫∫
p∈Ω0

∣∣▽ f ′
∣∣2 d p with f ′

∣∣
∂Ω0 = ( ft − fs)

∣∣
∂Ω0

(2.6)

△ f ′ = 0 with f ′
∣∣
∂Ω0 = ( ft − fs)

∣∣
∂Ω0

(2.7)

포아송이미지편집은합성경계가없는편집에우수한성능을보이

지만합성하려는배경이미지의색상이복잡하거나목표와소스의색상차

이가크면부자연스러운편집이발생할수있는단점이있다.
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제 3장

문제정의및해결방안

본장에서는본연구의목표와해결해야할문제를명확하게정의하

고연구범위및문제의해결방안에대해설명한다. 1장에서언급한바와

같이본연구의목표는고광택제품의비정형미세결함의최적검출방법

을 제시함에 있어 빛 반사가 심한 제품에 대해 비전 센서를 통한 이미지

취득방법,데이터부족문제해결,효율적인특성추출방법및결함검출

정확도 향상 방법을 제시하는 것이다. 1절에서는 본 연구에서 해결해야

할문제에대해설명하고 2절에서는해결방안에대해설명한다.

3.1 문제설명

산업이 발전함에 따라 제조, 이송, 검사 등 많은 분야에서 자동화가

이루어져 왔으며 이에 따른 생산성 향상, 인건비 절약 등의 효과를 얻을

수있게되었다.최근에는딥러닝기술의발전에따라자동화가능범위가

더욱넓어지고있다.하지만모든공정이나제품이자동화가가능한것은

아니며여전히수작업이행해지는현장도존재한다.본연구는여러가지

제약조건으로인하여자동화가이루어지지못하는여러분야중제품특

성에 따라 자동화 검사가 이루어지지 못하는 제품에 대해 검사가 가능할

수있도록하는방안에대해제시하고자한다.

본 연구의 목표인 딥러닝을 통한 고광택 제품의 미세 결함 탐지를

위해 해결해야 할 문제로 첫번째는 데이터의 수집이다. 딥러닝의 적용을
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위해서도 필요하지만 우선 검사 자동화를 위해서는 불량이 인식 되어야

한다.자동화검사에많이사용되는비전센서를이용한검사는빛의반사

를이용하여물체를인식한다.제품표면의광택도가낮거나불량의형태

와크기가일정하고크다면물체즉제품의합불인식이용이하다.그러나

고광택표면에결함마저잘보이지않는다면비전센서로인식할수없기

때문에 검사가 어려울 뿐만 아니라 데이터 기반 딥러닝을 적용하고자 할

때에도 의미있는 데이터를 얻을 수 없다. 따라서 고광택 제품 표면의 비

정형미세결함을인식할수있는방법이필요하다.두번째로는데이터의

양이다.딥러닝적용을통해원하는성능을얻기위해서는충분한데이터

수가필요하다.하지만산업현장에서양품데이터는쉽게얻을수있으나

불량의 경우 발생 빈도가 낮고 그 수가 많지 않아 학습에 필요한 데이터

의 수집이 어렵다. 세번째로는 딥러닝 모델의 검출 성능이다. 본 연구에

적용하는 제품의 불량률은 약 5%이다. 딥러닝 모델의 양품과 불량 분류

성능이 낮은 경우 자동화 검사로서의 역할을 하지 못하게 되고 역효과가

발생할수있다.따라서본연구에서제안하는방법이실효성을가지기위

해서는 다음에서 설명 될 평가지표에서 의미 있는 수치를 나타낼 필요가

있다.

본 연구는 양품과 불량을 인식하는 이진 분류(Binary classification)

문제이다.이진분류문제에서혼동행렬(Confusion matrix)은 [표 1] [30]

과 같고 정확도(Accuracy), 재현율(Recall), 정밀도(Precision)는 식 (3.1),

식 (3.2), 식 (3.3)으로 표현된다. 앞서 설명한 바와 같이 현장에서 사용할

수 있는 수준이 될 수 있도록 본 연구에서는 상기 지표에서 97% 이상의

결과를얻는것을목표로하였다.

35



표 1:혼동행렬(Confusion matrix)[30]

예측
구분

Positive Negative

Positive True Positive False Negative
실제

Negative False Positive True Negative

Accuracy=
TruePositivie+TrueNegative

TruePositive+FalsePositive+FalseNegative+TrueNegative
(3.1)

Recall =
TruePositive

TruePositive+FalseNegative
(3.2)

Precision =
TruePositive

TruePositive+FalsePositive
(3.3)

3.2 해결방안

3.1 절에서 정의한 문제를 정리하면 빛 반사에 의한 고광택 표면의

미세 결함 인식 난해, 부족한 데이터 수, 현장 사용이 가능한 검출 성능

확보이다.본절에서는해당문제에대한해결방안을다음과같이제시한

다.

첫번째는 비전 센서의 조명 최적화이다. 앞서 설명한 바와 같이 머
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신 비전은 조명으로부터 발생된 빛이 물체로부터 반사되어 렌즈를 통해

카메라로 전달 후 영상처리장치를 통해 디지털 신호로 변환된 신호가 소

프트웨어의 알고리즘을 통해 결과가 출력되는 시스템이다. 물체는 빛을

받으면반사를하며표면의상태,반사의종류에따라복합적인형태를보

인다. [31]

그림 26:반사의종류

빛 반사는 [그림 26]과 같이 크게 주변광, 난반사, 정반사의 형태를

가지게 되는데 통상적으로 비전 센서를 사용한 이미지를 취득하게 되면

전체반사율에대한정보를얻게되므로표면상태,조명형태에따라원하

는정보를얻지못하게되는경우가발생한다.이에본연구에서는조명의

배열과반사의형태중원하는정보만추출하여표면상태만따로얻을수

있는방법을적용한다.

두번째는 데이터 증량이다. 앞의 머신 비전으로부터 이미지 취득이

가능하지만 여전히 데이터의 수량, 특히 결함 이미지는 부족하다. 적은

양의 데이터를 학습에 충분한 양으로 늘리기 위하여 결함 이미지로부터

결함 부분만 추출하여 양품 이미지에 무작위로 합성하여 결함 이미지를

늘린다.이후회전,반전등의데이터증량을통해학습가능한데이터확

보가필요하다.
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마지막으로검출성능향상을위하여사전학습된모델의매개변수를

사용하는전이학습을적용하고추가적으로특징추출이더욱용이하도록

이미지를분할하여학습시키는방법을고려한다.
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제 4장

실험및결과

4.1 이미지취득

앞서설명한바와비전센서는대상물체의반사된빛을이용하므로

이미지 취득 시 조명 조건에 따라 결과가 크게 달라진다. 물체가 빛을 받

으면반사가되고이때의반사구성요소,방향과전체반사광은 [그림 27]

과같다[32].

그림 27:반사의형태및방향과전체반사광[32]

이를 수학적으로 모델링 한 것이 Phong 모델[31]이며 식 (4.1)과 같

다. 비전 센서를 통해 들어오는 물체에 대한 빛의 반사는 전체 반사광의

세기인 Phong 모델에서의 I 의 정보이다. 여기에서 Ka는 주변광 계수, Ia

는광원에서물체면에입사되는입사광의세기, N̂은표면법선벡터, L̂은

광원벡터, Kd는 확산광 계수, Ks는 경면광 계수, Is는 광원에서 물체면에

입사되는입사광의세기이며 n은광택계수이다.
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I = AmbientRe f lection+Di f f useRe f lection+SpecularRe f lection

= KaIa +KdId(N̂ · L̂)+KsIs(R̂ ·V̂ )n (4.1)

전체반사광은복합적인정보이며입사각에따라,조명의형태에따

라 달라진다. 따라서 원하는 정보, 본 연구에서는 [그림 27]의 돌출된 영

역인표면정보만을얻어야한다.하지만이를위해서는전방향에서의반

사 정보를 취합하여 후처리 및 분석하는 방법이 있을 수 있으나 시간과

비용적으로 현실성이 떨어진다. 또한 조명의 형태는 대상물, 주변 환경,

보고자 하는 목적에 따라 종류가 다양하므로 조명에 따라 얻을 수 있는

정보가달라진다.대부분의조명시스템과현장상황은조명외주변의빛

을 완벽하게 차단하기 어려우며 평면 형태이므로 차단되지 않은 부분의

광학데이터의정확도가떨어질수있다.또한낮은각도로조사하는조명

을확보하기난해하여암시야(Dark field)반사광을제대로획득할수없게

되므로표면상태의파악이어렵게된다.

본 연구에서는 이러한 문제점들을 해결하기 위해 하나의 조명 시스

템에서다양한형태의조사광을생성하여다양한이미지정보들을획득한

후이를처리하여표면상태의정보만을얻을수있는비전센서를사용하

였으며 [그림 28] 과 같이 시스템이 구성된다[33]. 비전 센서는 [그림 29]

와 같이 돔(Dome)조명과 동축(Coaxial) 조명이 동시에 적용될 수 있으며

개별조절가능한 690개의 LED가존재한다 [34].이다수의광원들은물

체를 둘러싸도록 배치되어 있어 다수의 방향에서 조사가 가능하다. 센서

내 위치한 수광부에서 조사된 입사광들에 따른 물체의 반사광을 획득하
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며 개별 제어 가능한 LED 광원은 미리 설정한 링(Ring Type), 플랫(Flat

Type)등의패턴에따라점등되어수광부에서획득한반사광들로부터방

향별강도분포(Intensity Distribution)를획득하고이강도분포로부터표

면의 기울기, 거칠기, 반사율을 측정하여 10ms 내 7개의 이미지를 출력

한다[33]. [그림 30] 은 비전 센서로부터 얻은 7개의 이미지이며 반사율

데이터는 변색 등의 불량 검출, 거칠기의 경우 스크래치에 적합하며 기

울기는 찍힘과 돌출 등의 변화를 검출할 수 있다. 본 연구에서는 표면의

기울기이미지를데이터로서활용하였다.

그림 28:비전센서시스템구성

본연구의대상제품의이미지취득실험조건은 [그림 31]과같이측

정거리(Working distance)는 150mm이며 FOV(Field of View)는 90x90mm

이다.외부조명은형광등이켜져있는상태에서실험하였으며앞서배경

에서 설명한 바와 같이 제품과 불량의 형태, 그리고 비전 센서의 FOV가

제품사이즈인 374.4x112.8mm보다작음을고려하여 Front와 Back을나

누어서 측정하였으며 카메라는 CCD카메라로 4M화소의 카메라를 사용

하였다.실험결과 [그림 32]와같이다양한형태와미세한결함의이미지
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그림 29:비전센서내부단면도및 LED배열[34]

그림 30:비전센서로부터얻은 7가지데이터

도측정이가능한것을확인하였다.다양한종류의단일조명을적용하여

촬영시 [그림 33]과같이조명에따라결함이정확히표현되지않는경우

가발생하나가변조명과원하는형태로의이미지변환시주변조명환경

과무관하게광택표면의미세한결함의측정이가능한것을확인하였다.

이 실험 결과를 바탕으로 현장에 비전 센서를 설치하였으며 나누어서 측

정 시 검사 속도에 문제가 발생하므로 현장에는 [그림 34] 와 같이 Front
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와 Back을동시에검사할수있도록 2대의비전센서를설치하였다.이를

통해실제이미지취득을하였으며 Front의양품이미지 1,352장,불량이

미지 153장, Back의양품이미지 2,497장,불량이미지 1,374장을얻었다.

그림 31:실험조건세팅
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그림 32: Front, Back표면찍힘검출테스트
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그림 33:조명의종류별취득이미지

그림 34:비전센서현장설치
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4.2 데이터셋구성및전처리

앞서설명하였듯이대상제품의형상,크기와불량유형에따라 Front

와 Back두가지종류의이미지데이터를취득하였다.하지만이미지취득

시 제품의 위치가 일정하지 않으며 불량은 평면부에 발생하므로 굴곡부

와측면이미지는불필요하다.이에동일한데이터셋구성을위하여 [그림

35]와같이마스킹(Masking)을하였으며마스킹후필요하지않은검은색

영역은제거하였다.

그림 35:이미지마스킹전후비교

제거 방식은 OpenCV의 Canny Edge Detecting[35] 방식으로 잘라

(Crop)내었다. Canny Edge Detection은 가우시안(Gaussian) 필터를 통해

이미지 상에서 노이즈를 제거하여 부드러운 이미지를 얻은 후 픽셀들의

기울기의크기를구한다.이후경계선검출기에서최대값만을취하고나

머지는무시한후두개의임계값(Double Threshold)를통해실제엣지와

노이즈를구별한뒤엣지의연결성을파악하여검출하는방식이다. [그림

36]은엣지검출을통해자른최종이미지데이터이다.앞절에서얻은총

5,376장의이미지를위의방식으로전처리하였다.
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그림 36:엣지검출을통한이미지전처리

4.3 이미지합성및데이터증량

비전센서를통해 Front의양품이미지 1,352장,불량이미지 153장,

Back의 양품 이미지 2,497장, 불량 이미지 1,374장을 얻었으나 학습하기

에는충분하지않은수량이며특히 Front의불량이미지의수가현저하게

부족하다. 실제 합성곱 신경망을 설계하여 실험한 결과 Back의 경우 정

확도가 57.7% 수준이었으며 Front는 학습이 되지 않았다. 이 때의 실험

조건은다음과같이설계하였다.데이터셋은학습과검증을 8:2의비율로

나누었고데이터전처리는정규화(Normalization)를하였다.

그림 37:초기실험합성곱신경망구조

47



네트워크 구조는 [그림 37]과 같이 4번의 컨볼루션과 최대값 풀링,

두 번의 전연결층으로 구성하였다. 활성화 함수는 ReLu(Rectified Linear

Unit)를사용하였으며손실함수로는이진교차엔트로피(Binary Crossen-

tropy), 최적화는 RMSprop, 학습률은 0.0005를 적용하였다. 해당 모델의

성능은 [그림 38]과같으며학습은 50 Epoch까지진행한결과이다. Front

와 Back 모두 Loss와 Accuracy가 불안정하며 제대로 된 학습과 성능이

보이지 않은 것을 알 수 있었다. 이에 대한 가장 큰 원인은 데이터의 부

족이라고 추정된다. 이에 데이터 증량을 진행하였으며 한정된 데이터 수

량를 효율적으로 늘리기 위해 이미지 합성과 데이터 증량 분야에서 많이

활용하는회전및대칭을적용하였다.

그림 38:초기실험합성곱신경망성능그래프
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[그림 39]는 포아송 이미지 편집 기법을 적용하는 과정이다. 포아송

이미지편집을위해서는소스이미지(Source image),마스킹(Masking),타

겟이미지(Target image)의세가지이미지가필요하다.소스이미지는불량

이미지로부터 추출한 결함 이미지, 마스킹은 소스 이미지의 배경이 합성

되지 않도록 하는 이미지, 타겟 이미지는 추출한 결함 이미지를 합성할

이미지이다. 포아송 이미지 편집은 영역의 외곽선의 색상과 타겟 이미지

가일치되도록픽셀간의그래디언트가최소화하는최적값을찾는것이며

[그림 39]의)(d)와같이합성하여나온결과물을데이터셋에추가하였다.

그림 39:포아송이미지편집을통한합성과정
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이미지합성을통해 Front의불량이미지를기존 153장에서 1,011장

으로늘렸으며 Back의불량이미지를기존 1,374장에서 2,470장으로늘렸

다.이미지합성을통해추가로확보된데이터셋으로앞에서와같은조건

으로학습및검증하였을때 Front는 70.6%의정확도를, Back은 63.9%의

정확도를보이며데이터를늘리기전보다개선된결과를얻을수있었다.

하지만 여전히 낮은 성능을 보이므로 데이터 증량법을 통하여 추가 증량

하였다. 데이터 증량법은 이미지 처리 분야에서 많이 사용하는 방법으로

회전, 대칭, 확대, 축소, 노이즈 등 다양한 방법을 통해 데이터를 늘리는

방법이다. 본 연구에서는 결함의 크기가 작아 데이터의 특성이 왜곡되는

것을 막기 위하여 확대, 축소 및 노이즈 추가는 적용하지 않고 [그림 40]

과같이회전과대칭을통해데이터를증량하였다.데이터증량을통해최

종 데이터셋은 Front의 양품 이미지 5,387장, Front 불량 이미지 1,839장,

Back 양품이미지 7,995장, Back 불량 이미지 3,465장으로 구성되었으며

이를정리하면 [표 2]와같다.
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그림 40:회전과대칭을통한데이터증량

표 2:데이터증량전,후수량비교

Front Back
구분

양품 불량 양품 불량

증량전(ea) 1,352 153 2,497 1,374

증량후(ea) 5,387 1,893 7,995 3,465
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4.4 실험환경설정

미세 결함 검출 성능 실험은 [표 3] 과 같은 환경에서 검증하였다.

Ubuntu 18.04.4 OS환경하에서CPU는 Intel사의 i7-9700K, GPU는NVIDIA

사의 GeForce RTX 2080Ti를 사용하였다. 사용 언어는 파이썬(Python)

3.9.7을 기반으로 텐서플로우(Tensorflow) 2.4.1 라이브러리 등을 적용하

여 딥러닝 기반 이미지 분류 성능을 검증하였다. 본 연구에서는 앞서 설

명한 바와 같이 기본적으로 Front와 Back 을 나누어 [표 2]의 데이터셋을

사용하여 고광택 표면의 미세 결함 탐지 분류의 성능을 검증하기 위해

다음의 실험을 진행하였다. 첫번째 실험은 전이학습을 통한 아키텍처 별

성능 비교, 두번째 실험은 학습률, 배치 크기(Batch Size), 반복(Epoch)수

에 따른 과적합 개선 및 정확도 향상에 대한 검증, 마지막으로 성능이 가

장 좋았던 아키텍처 2개를 선정하여 추가 성능 향상을 위한 방안에 대해

검증하였다.

표 3:실험환경설정

항목 사양

OS Ubuntu 18.04.4

GPU NVIDIA社 GeForce RTX 2080Ti

CPU Intel社 Core i7-9700K

Memory 64GB

Language Python 3.9.7

Framework Tensorflow 2.4.1
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4.5 실험결과및평가

4.5.1 아키텍처별전이학습성능비교

초기소량의데이터셋으로합성곱신경망을통한분류성능확인시

Front는 제대로 학습이 되지 않았으며 상대적으로 데이터의 수가 많은

Back은정확도가 57.5%수준이었다.이에이미지합성을통해데이터수

를늘렸으며이때의정확도는 Front 70.6%, Back은 64.9%를나타내었다.

추가로회전과대칭을통한데이터증량후평가결과 Front의경우 78.8%

의정확도를, Back은 82.3%의정확도를보여데이터증량에따른성능향

상을 확인할 수 있었다. 하지만 여전히 낮은 정확도를 보여 실제 사용하

기에는 어려운 수준이며 데이터 증량에는 한계가 있어 데이터 수량이 충

분하지 않을 경우 대량의 데이터로부터 사전 학습된 가중치를 적용하여

성능을향상시키는방법인전이학습을통해분류성능을향상시키고자

하였다.

전이학습은 크게 세가지 단계로 진행된다. 첫번째는 사전학습 모델

의선정이다.딥러닝모델로써성능이뛰어나며문제에적합한모델을선

정하는것이다.본연구에서는 Top-1정확도가높으며사전학습모델로써

많이 사용되는 5가지 모델인 ResNet, VGGNet, Inception V3, Xception,

EfficientNet을선정및비교하였다.

본연구에서의전이학습실험은파이썬으로작성된오픈소스신경망

라이브러리인케라스(Keras)를사용하여수행하였으며사전모델은케라

스 어플리케이션에서 지원하는 모델 중 앞서 말한 바와 같이 5가지를 선

정하였다.해당모델들의요약은 [표 4]와같다.[36]
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표 4:전이학습을위한사전학습모델비교표

Model Top-1 Accuracy Top-5 Accuracy Parameters Depth
Time (ms) per

inference step (CPU)

Time (ms) per

inference step (GPU)

Xception 79.0% 94.5% 2290만 81 109.4 8.1

VGG16 71.3% 90.1% 1억 3840만 16 69.5 4.2

ResNet 50 74.9% 92.1% 2560만 107 58.2 4.6

Inception V3 77.9% 93.7% 2390만 189 42.2 6.9

EfficientNet B7 84.3% 97.0% 6670만 438 1578.9 61.6

그림 41:사전훈련모델결정맵[37]

다음은학습방법의결정이다.현재보유하고있는데이터의수와문

제에따라전체모델을학습시킬것인지,분류기만학습시킬것인지,일부

레이어까지 포함하여 학습시킬 것인지 결정해야 하며 이는 [그림 41]과

같이 데이터의 수와 문제와의 유사성에 따라 달라진다.[37] 본 연구에서

는 데이터수량이 충분하지 않으나 복잡하지 않은 분류 모델이므로 사전

모델이 특징 추출을 하도록 하고 분류기를 학습하는 방식을 적용하였다.
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마지막은학습결과에따른미세조정이다.앞선과정에서기본모델을구

축한후학습결과에따라기본모델혹은일부를동결해제하거나학습률

조정을통해성능향상과과적합을방지하는과정을진행한다.

Front와 Back의실험설정은동일하게하였다.데이터전처리는정규

화(Normalization)를 진행하였으며 활성화 함수는 ReLu(Rectified Linear

Unit)를사용하였다.그래디언트폭발혹은소실의방지를위하여합성곱

층과 ReLu 사이에 Batch Normalize를 적용하였으며 [22] Loss는 Binary

Crossentropy를, 최적화는 Adam(Adaptive Moment Estimation)을 사용하

였다. Batch Size는 16,학습률은 0.00002를적용, Epoch는 50으로설정하

였으며정리하면 [표 5]와같다.

표 5:전이학습조건요약

항목 적용

데이터전처리 정규화

활성화함수 ReLu

안정화 Batch Normalization

Loss Binary Crossentropy

Optimizer Adam

Batch Size 16

학습률 0.00002

Epochs 50

이때의성능을 Front와 Back,그리고앞서설정한초기합성곱신경

망과 5개의 사전학습모델을 활용한 전이학습의 결과를 정리하면 [표 6]

과 같다. 전반적으로 초기의 합성곱신경망 모델 대비 정확도가 눈에 띄

게높아졌으며특히 Back의경우 Inception V3와 Xception모델에서좋은

성능을 보이는 것을 확인하였다. 하지만 [그림 42]와 같이 Loss가 안정적
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으로 수렴하지 못하며 학습과 검증의 정확도 그래프의 차이가 벌어지는

과적합(Overfitting)이 발생하였다. 또한 Front의 경우 Xception 사전학습

모델 적용 시 89.9%의 정확도를 보였으나 이는 목표로 설정한 정확도에

미치지못한결과이다.

표 6:전이학습정확도비교

전이학습
구분

초기

합성곱신경망 VGG16 Inception V3 Xception ResNet 50 EfficientNet B7

Front 78.8% 81.3% 86.9% 89.9% 78.4% 75.6%

Back 82.3% 83.8% 96.9% 97.4% 75.0% 59.1%

그림 42: Back의 Inception V3와 Xception전이학습성능그래프
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전이학습의경우모델의크기대비데이터의수가적은경우가많으

므로 학습률이 낮을수록 과적합을 방지하면서 새로운 데이터셋에 대한

모델의성능이향상될가능성이있다[38].따라서앞의실험조건에서학

습률을 기존 0.00002에서 0.00001로 변경하고 Batch Size는 기존 16에서

32로 변경하여 실험을 진행하였다. 그 결과는 [표 7]과 [그림 43]과 같다.

앞의실험결과대비로스가더욱안정적으로감소하며정확도는 Back의

경우 소폭 상승하였으며 Front는 최대 3.8% 향상된 결과를 나타내었다.

또한 과적합의 경향도 개선되는 것을 확인할 수 있었다. 이러한 결과를

바탕으로 학습률과 Batch Size에 따라 성능이 달라질 수 있을 것이라는

가정을세우고추가실험을진행하였다.

표 7:학습률과 Batch Size변경후전이학습정확도비교

전이학습
구분

초기

합성곱신경망 VGG16 Inception V3 Xception ResNet 50 EfficientNet B7

Front 78.8% 81.1% 90.7% 90.5% 78.8% 73.6%

Back 82.3% 84.3% 97.5% 97.7% 75.5% 66.8%
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그림 43: Back영역의실험설정변경후전이학습성능그래프

4.5.2 학습률, Batch Size별성능분석 - Front

4.5.1의 실험을 바탕으로 5개의 사전학습모델 중 성능이 가장 좋았

던 Inception V3와 Xception에대해학습률, Batch Size, Epochs의변화에

따른 전이학습 성능을 비교하였다. 실험 조건은 앞선 실험과 같이 Front

와 Back을나누었으며학습률은 0.001, 0.0001, 0.00002, 0.00001의 4조건,

Batch Size는 4, 8, 6의 3조건, Epochs는 50, 100 2가지의 조건을 미니탭

(Minitab)을 통한 실험계획법(DOE)[39]으로 수립하였다. 실험계획은 완

전요인배치법(Full Factorial Design)으로설정하였으며 [표 8]과같이총

24가지의조건이도출되었다.
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표 8:학습률, Batch Size, Epoch조건별실험계획

Condition Learning Rate Epoch Batch Size
Condition1 1.E-05 50 4
Condition2 1.E-05 100 4
Condition3 1.E-05 50 8
Condition4 1.E-05 100 8
Condition5 1.E-05 50 16
Condition6 1.E-05 100 16
Condition7 2.E-05 50 4
Condition8 2.E-05 100 4
Condition9 2.E-05 50 8
Condition10 2.E-05 100 8
Condition11 2.E-05 50 16
Condition12 2.E-05 100 16
Condition13 1.E-04 50 4
Condition14 1.E-04 100 4
Condition15 1.E-04 50 8
Condition16 1.E-04 100 8
Condition17 1.E-04 50 16
Condition18 1.E-04 100 16
Condition19 1.E-03 50 4
Condition20 1.E-03 100 4
Condition21 1.E-03 50 8
Condition22 1.E-03 100 8
Condition23 1.E-03 50 16
Condition24 1.E-03 100 16

학습률, Batch Size, Epoch 가 변수이며 이 외의 실험 조건은 [표 5]

와동일하게설정하였다.해당실험에서의정량적인성능지표는정확도,

재현율,정밀도이며정성적으로는과적합여부로성능을판단하였다. [표

9]는 Front의 Inception V3사전학습모델을사용한전이학습성능이며 [표

10]은 Front의 Xception의성능결과이다. Inception V3와 Xcpetion을사

전학습모델로사용하여전이학습을한결과정확도측면에서는학습률이

낮을수록 높은 정확도를 보였으나 Loss가 수렴하지 못하고 다시 상승하

는과적합이발생하였다. [그림 44]는 Front영역 Inception V3의정확도가

가장 높았던 Condition 12인 학습률 0.00002, Batch Size 16, Epochs 100
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일때의결과와 Xception의 Condition 11인학습률 0.00002, Batch Size 16,

Epochs 50조건에서의 Loss와정확도그래프이다.또한과적합이발생하

지않은 0.001의학습률에서 Inception V3의경우 Batch Size에따른정확

도, 재현율과 정밀도에는 유의차가 없었으나 Xception의 경우에는 0.001

의학습률에서 Batch Size와 Epoch이클수록좋은성능을보였다.결과적

으로 Front 데이터셋의 경우 과적합과 성능 측면에서는 학습률과 Batch

Size가클수록좋은성능을보인다고할수있겠다. [그림 45]는과적합이

없는조건에서정확도가가장높은 Inception V3의 Condition 24과 Xcep-

tion의 Condition 16의 그래프이다. 과적합이 발생하지 않은 조건하에서

Front영역의 전이학습을 통한 검증 결과 정확도는 최대 96.3%로 본 연구

의목표인정확도 97%이상달성에는미치지못하였다.이에추가개선을

위한실험을진행하였으며이에대한내용은 4.5.4에서기술하고자한다.
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표 9: Front실험조건별 Inception V3전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 4 94.7 97.3 95.6 O

Condition2 1.E-05 100 4 95.8 97.5 96.8 O

Condition3 1.E-05 50 8 95.9 97.2 97.3 O

Condition4 1.E-05 100 8 96.2 97.7 97.2 O

Condition5 1.E-05 50 16 95.5 97 97 O

Condition6 1.E-05 100 16 95 97.2 96.1 O

Condition7 2.E-05 50 4 95.5 96.4 97.5 O

Condition8 2.E-05 100 4 94.7 97 95.9 O

Condition9 2.E-05 50 8 94 96.4 95.5 O

Condition10 2.E-05 100 8 95.8 97.3 97 O

Condition11 2.E-05 50 16 95.8 97.3 97 O

Condition12 2.E-05 100 16 96.2 97.5 97.4 O

Condition13 1.E-04 50 4 92.3 95.3 94.4 O

Condition14 1.E-04 100 4 94 94.7 97.1 O

Condition15 1.E-04 50 8 94 95.5 96.4 O

Condition16 1.E-04 100 8 94.5 97.2 95.6 O

Condition17 1.E-04 50 16 95.2 97.5 96.1 O

Condition18 1.E-04 100 16 94.1 95.5 96.6 O

Condition19 1.E-03 50 4 93.7 95.5 96 X

Condition20 1.E-03 100 4 94 97.3 94.7 X

Condition21 1.E-03 50 8 90.7 94 93.5 X

Condition22 1.E-03 100 8 94 96 95.9 X

Condition23 1.E-03 50 16 91.8 97 92.3 X

Condition24 1.E-03 100 16 94.7 97.2 95.7 X
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표 10: Front실험조건별 Xception전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 4 95.5 96 97.9 O

Condition2 1.E-05 100 4 93.3 97 94.2 O

Condition3 1.E-05 50 8 93.7 97 94.7 O

Condition4 1.E-05 100 8 95.4 96.1 97.7 O

Condition5 1.E-05 50 16 95 97.9 95.4 O

Condition6 1.E-05 100 16 95.8 97.7 96.6 O

Condition7 2.E-05 50 4 91.6 96 92.9 O

Condition8 2.E-05 100 4 95.2 96.6 97 O

Condition9 2.E-05 50 8 94.4 96.2 96.2 O

Condition10 2.E-05 100 8 95.7 97.3 96.8 O

Condition11 2.E-05 50 16 95 98.3 95.1 O

Condition12 2.E-05 100 16 95.7 97 97.2 O

Condition13 1.E-04 50 4 94.5 95.3 97.3 X

Condition14 1.E-04 100 4 94.8 96.2 96.8 X

Condition15 1.E-04 50 8 93.8 94.7 96.9 X

Condition16 1.E-04 100 8 96.3 97.7 97.4 X

Condition17 1.E-04 50 16 93.6 94.9 96.4 X

Condition18 1.E-04 100 16 94.8 95.3 97.7 X

Condition19 1.E-03 50 4 91.8 96.4 92.8 X

Condition20 1.E-03 100 4 94.5 96.4 96.2 X

Condition21 1.E-03 50 8 91.2 97.2 91.5 X

Condition22 1.E-03 100 8 94.4 97.5 95.1 X

Condition23 1.E-03 50 16 92.9 97.7 93 X

Condition24 1.E-03 100 16 94.3 96.6 95.7 X
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그림 44: Front Inception V3, Xception의과적합조건

그림 45: Front Inception V3, Xception의정상성능조건
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4.5.3 학습률, Batch Size별성능분석 – Back

앞의 Front 영역과 같이 Back 영역에 대해서 동일한 실험을 진행하

였다. 전이학습을 사용하였으며 5가지 사전학습모델 중 성능이 가장 좋

았던 Inception V3, Xception 2모델에 대해 실험계획수립을 통해 조건을

설정하였다.학습률과 Epoch는 Front와동일하지만 [표 2]와같이 Back의

데이터셋 크기가 Front 보다 크므로 Batch Size는 8,16,32로 설정하였다.

성능지표 또한 마찬가지로 정확도, 재현율, 정밀도이며 정성적으로 과적

합여부로성능을판단하였다.

[표 11]은 Back의 Inception V3 사전학습모델을 사용한 전이학습 성

능이며 [표 12]는 Back의 Xception의성능결과이다. Front와마찬가지로

Inception V3와 Xception을 사전학습모델로 하여 전이학습 한 결과 학습

률이 작을수록 과적합이 발생하였다. 하지만 Front와 다른 점은 Back의

경우 학습률이 커도 정확도가 낮아지지 않았으며 오히려 더 높은 정확도

를보였다.과적합이발생하지않은학습률 0.001에서 Batch Size와 Epoch

에 따른 성능 평가에는 유의차가 없었다. [그림 46]은 과적합이 없는 조

건에서 정확도가 가장 높은 Inception V3의 Condition 20과 Xception의

Condition 18의그래프이다.과적합이발생하지않은조건하에서 Back영

역의전이학습을통한검증결과정확도는 Inception V3와 Xception모두

99%의 정확도를 보여 본 연구의 목표인 정확도 97%이상의 성능을 확인

하였다.
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그림 46: Back Inception V3, Xception의정상성능조건
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표 11: Back실험조건별 Inception V3전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 8 98.5 99.2 98.7 O

Condition2 1.E-05 100 8 99 99.8 98.7 O

Condition3 1.E-05 50 16 98.5 99.7 98.2 O

Condition4 1.E-05 100 16 98.4 99.3 98.5 O

Condition5 1.E-05 50 32 98.8 99.4 98.8 O

Condition6 1.E-05 100 32 98.5 99.7 98.2 O

Condition7 2.E-05 50 8 98.9 99.7 98.7 O

Condition8 2.E-05 100 8 98.4 99.3 98.5 O

Condition9 2.E-05 50 16 98.9 99.7 98.7 O

Condition10 2.E-05 100 16 98.7 99.6 98.6 O

Condition11 2.E-05 50 32 98.8 99.7 98.6 O

Condition12 2.E-05 100 32 98.5 99.6 98.3 O

Condition13 1.E-04 50 8 98.9 99.4 99 △

Condition14 1.E-04 100 8 98.3 99.7 98 O

Condition15 1.E-04 50 16 98.8 99.7 98.6 O

Condition16 1.E-04 100 16 98.6 99.3 98.7 O

Condition17 1.E-04 50 32 98.2 99.8 97.7 O

Condition18 1.E-04 100 32 98.7 99.7 95.5 O

Condition19 1.E-03 50 8 98.6 99.2 98.8 X

Condition20 1.E-03 100 8 99 99.7 98.8 X

Condition21 1.E-03 50 16 98.1 99.3 98.1 X

Condition22 1.E-03 100 16 98.4 99.7 98.1 X

Condition23 1.E-03 50 32 98.4 98.9 98.8 X

Condition24 1.E-03 100 32 98.2 99.1 98.5 X
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표 12: Back실험조건별 Xception전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 8 98.7 99.6 98.6 O

Condition2 1.E-05 100 8 98.1 99.8 97.6 O

Condition3 1.E-05 50 16 98.4 99.6 98.2 O

Condition4 1.E-05 100 16 98.1 99.7 97.7 O

Condition5 1.E-05 50 32 98.3 99.6 98.1 O

Condition6 1.E-05 100 32 98.4 99.8 98 O

Condition7 2.E-05 50 8 98.8 99.7 98.6 O

Condition8 2.E-05 100 8 98.3 99.8 97.9 O

Condition9 2.E-05 50 16 98.2 99.4 98.1 O

Condition10 2.E-05 100 16 98.8 99.7 98.6 O

Condition11 2.E-05 50 32 98.1 99.1 98.2 O

Condition12 2.E-05 100 32 98.6 99.7 98.3 O

Condition13 1.E-04 50 8 98.6 99.7 98.3 △

Condition14 1.E-04 100 8 98.6 99.7 98.3 △

Condition15 1.E-04 50 16 98.1 99.1 98.3 △

Condition16 1.E-04 100 16 98.8 99.6 98.7 △

Condition17 1.E-04 50 32 98.4 99.8 98 X

Condition18 1.E-04 100 32 99 99.8 98.8 X

Condition19 1.E-03 50 8 98.6 99.7 98.3 X

Condition20 1.E-03 100 8 99 99.6 99 X

Condition21 1.E-03 50 16 98.5 99.8 98.1 X

Condition22 1.E-03 100 16 98.8 99.7 98.6 X

Condition23 1.E-03 50 32 98.8 99.4 98.8 X

Condition24 1.E-03 100 32 98.9 99.7 98.7 X
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4.5.4 이미지분할학습을통한성능향상검증

Back 영역은 Inception V3와 Xception을 사전학습모델로 전이학습

을 통한 성능 검증 시 99%의 정확도를 보여 양품과 불량의 분류 성능이

뛰어나다는 것을 확인하였으나 Front 영역의 분류 정확도는 최대 96.3%

로실제현장에적용하기에는부족한성능을보였다.그원인으로는데이

터수의부족,전체이미지내과소한결함의크기,이미지내불필요한영

역존재로판단되었다.이에이미지의분할과추가합성을통하여부족한

데이터셋의보완,용이한특징맵추출,불필요한학습이미지를제거하는

방안을강구하였다.이를위한순서는다음과같다.

첫번째로현보유중인불량이미지를 [그림 47]과같이분할한다.

그림 47: Front불량이미지분할

두번째는이미지의전처리이다. [그림 47]의분할된영역에서제품이

아닌검은색영역은불필요한부분이다.해당영역은학습과합불분류와

관련없는영역이므로삭제할필요가있다.불필요영역제거는우선육안

으로검은색영역이전체이미지의 2/3이상차지하고있는이미지를선정
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후그레이스케일(Gray Scale)로변환하여화소강도(Pixel Intensity)를히

스토그램으로확인하였다.히스토그램을확인시검은색영역이 2/3이상

차지하고있는이미지의경우 0부터 255중검은색인 0에해당하는픽셀의

수가 160,000이상인것을확인하였다.이후전체분할된이미지에대해서

0부터 255중 0에해당하는픽셀수가 160,000이넘어가는이미지는일괄

삭제하였으며과정은 [그림 48]과같다.

그림 48: Front불필요영역삭제

세번째는 이미지의 증량이다. 앞서 데이터셋의 수량을 늘린 방법으

로포와송이미지편집기법을통한이미지합성,그리고회전과대칭을통

하여전체데이터셋의크기를키웠다.증량된이미지의수는양품 37,651

장,불량이미지 2,291장으로 4.5.2의실험대비양품이미지의수량이크

게 증가하였다. 위의 과정으로 구성된 데이터셋을 사용하여 앞선 실험과

동일한조건인 Inception V3, Xception을사전학습모델로전이학습을진

행하였다. 또한 학습률, Batch Size, Epoch와 같은 실험 설정도 동일하게

진행하였다. [표 13]과 [표 14]는 이미지 분할을 통한 전이학습 시 Incep-

tion V3와 Xception의 결과이다. 정확도의 경우 모든 조건에서 99% 이상
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의 성능을 보였으나 앞선 실험과 같이 작은 학습률에서는 과적합이 발생

하였다. 과적합이 발생하지 않은 학습률 0.001에서 Batch Size와 Epoch

과성능에는유의차가없었다. [그림 49]는 Inception V3의 Condition 19와

Xception의 Condition 23의성능그래프이다.이미지분할을통한전이학

습을통한검증결과정확도는 Inception V3와 Xception모두 99%이상의

정확도를보여본연구의목표인정확도 97%이상의성능을달성하였으며

이미지분할학습을통해기존성능대비향상된것을확인할수있었다.

그림 49: Front이미지분할 Inception V3, Xception의성능
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표 13: Front이미지분할실험조건별 Inception V3전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 4 99.2 99.8 99.3 O

Condition2 1.E-05 100 4 99.2 99.8 99.3 O

Condition3 1.E-05 50 8 99.2 99.9 99.3 O

Condition4 1.E-05 100 8 99.2 99.9 99.3 O

Condition5 1.E-05 50 16 99.2 99.8 99.3 O

Condition6 1.E-05 100 16 99.3 99.9 99.4 O

Condition7 2.E-05 50 4 99.1 99.7 99.4 O

Condition8 2.E-05 100 4 99.2 99.9 99.2 O

Condition9 2.E-05 50 8 99.2 99.8 99.3 O

Condition10 2.E-05 100 8 99.3 99.9 99.3 O

Condition11 2.E-05 50 16 99.1 99.7 99.3 O

Condition12 2.E-05 100 16 99.2 99.8 99.3 O

Condition13 1.E-04 50 4 99.3 99.8 99.5 O

Condition14 1.E-04 100 4 99.3 99.8 99.4 O

Condition15 1.E-04 50 8 99.1 99.8 99.3 O

Condition16 1.E-04 100 8 99.2 99.6 99.5 O

Condition17 1.E-04 50 16 99.2 99.8 99.3 O

Condition18 1.E-04 100 16 99.2 99.9 99.2 O

Condition19 1.E-03 50 4 99.2 99.8 99.3 X

Condition20 1.E-03 100 4 99.1 99.7 99.3 X

Condition21 1.E-03 50 8 99 99.7 99.1 X

Condition22 1.E-03 100 8 99.1 99.8 99.3 X

Condition23 1.E-03 50 16 99 99.8 99.1 X

Condition24 1.E-03 100 16 99 99.7 99.3 X
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표 14: Front이미지분할실험조건별 Xception전이학습성능

Condition Learning Rate Epoch Batch Size 정확도(%) 재현율(%) 정밀도(%) 과적합여부

Condition1 1.E-05 50 4 99.1 99.8 99.3 O

Condition2 1.E-05 100 4 99.1 99.8 99.3 O

Condition3 1.E-05 50 8 99.2 99.8 99.4 O

Condition4 1.E-05 100 8 99.2 99.8 99.4 O

Condition5 1.E-05 50 16 99.2 99.8 99.3 O

Condition6 1.E-05 100 16 99.3 99.9 99.3 O

Condition7 2.E-05 50 4 99.3 99.7 99.4 O

Condition8 2.E-05 100 4 99.1 99.8 99.3 O

Condition9 2.E-05 50 8 99.1 99.8 99.2 O

Condition10 2.E-05 100 8 99.2 99.8 99.4 O

Condition11 2.E-05 50 16 99.2 99.9 99.3 O

Condition12 2.E-05 100 16 99.2 99.8 99.3 O

Condition13 1.E-04 50 4 99.1 99.8 99.2 X

Condition14 1.E-04 100 4 99.3 99.9 99.3 X

Condition15 1.E-04 50 8 99.3 99.8 99.4 X

Condition16 1.E-04 100 8 95.6 100 95.6 X

Condition17 1.E-04 50 16 99.1 99.6 99.3 X

Condition18 1.E-04 100 16 99.2 99.8 99.4 X

Condition19 1.E-03 50 4 99.1 99.6 99.5 X

Condition20 1.E-03 100 4 99.2 99.6 99.5 X

Condition21 1.E-03 50 8 99.2 99.8 99.3 X

Condition22 1.E-03 100 8 99 99.3 99.6 X

Condition23 1.E-03 50 16 99.3 99.8 99.4 X

Condition24 1.E-03 100 16 99.2 99.6 99.5 X
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제 5장

결론

본연구보고서는고광택표면을가진제품표면의미세한결함을검

출하기위한방안을제시하였다.빛이물체에닿을때난반사,정반사,주

변광등복합적인반사형태를보임에따라원하는표면정보만을얻기가

어렵다.특히고광택의표면은단일조명사용시과도한빛의반사에따라

광학데이터의 정확도가 낮다. 이를 극복하고자 복합적인 반사정보 내에

서 원하는 표면의 상태만을 얻기 위하여 하나의 조명 시스템에서 다양한

형태의 조사광을 생성할 수 있도록 비전센서 내 개별 조절 가능한 가변

조명을 적용하였다. 다수의 방향에서 미리 설정한 패턴에 따라 점등되어

수광부에서획득한반사광들로부터원하는표면을추출하는방식이다.이

를 통해 고광택 표면을 가진 제품의 미세한 결함을 광학데이터로써 얻을

수있었다.제품의특성상 Front와 Back으로나누어데이터를획득하였으

며 Front의양품이미지 1,352장,불량이미지 153장, Back의양품이미지

2,497장, 불량 이미지 1,374장을 얻어 이를 학습을 위한 데이터셋으로 사

용하였다.

산업현장에서발생하는데이터부족문제를해결하기위하여포아송

이미지 편집을 이용한 이미지 합성과 회전, 반전의 데이터 증량 방식을

통해 Front의양품이미지 5,387장, Front불량이미지 1,839장, Back양품

이미지 7,995장, Back불량이미지 3,465장으로증량하였다.
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해당 데이터셋을 통해 기본적인 합성곱 신경망을 활용하여 학습을

진행하였으나 여전히 데이터의 수가 충분하지 않아 목표 성능에는 도달

하지 못했다. 이를 해결하기 위하여 낮은 데이터셋으로 높은 성능을 보

일 수 있는 전이학습을 사용하였다. 전이학습을 위한 사전학습모델로는

ResNet, VGGNet, Inception V3, Xception, EfficientNet의 5가지를비교하

였으며 이 중 Inception V3와 Xception의 성능이 가장 높았다. 또한 학습

률과 Batch Size에 따른 정확도의 관계를 확인하고자 실험계획법을 통해

각각의 조건 별로 실험을 진행하였다. 이를 통해 본 연구에서 사용한 데

이터셋의경우학습률이작을수록정확도는향상되나과적합이발생하며

학습률이 클수록 과적합의 개선과 성능의 향상이 이루어짐을 확인하였

다. 적합한 사전학습모델의 선정과 적절한 전이학습의 미세조정을 통해

Front의분류정확도 96.3%, Back의분류정확도 99%의성능을나타내었

다. Back의경우현장에적용가능한수준이지만 Front는정확도가목표에

미치지않아추가성능향상을위한실험을진행하였다.

Front의추가성능향상을위하여이미지의분할과추가합성을통하

여 부족한 데이터셋의 보완, 용이한 특징맵 추출, 불필요한 학습 이미지

를제거하는방법을적용하였다.불량이미지를분할한후불필요영역은

화소강도확인을통해삭제하는이미지전처리를수행하였고분할된이

미지를 앞선 실험과 마찬가지로 포아송 이미지 편집 기법을 통한 합성과

회전,반전의이미지증량을하였다.이를통해양품 37,651장,불량이미지

2,291장으로증량하였으며앞의실험과같이 Inception V3, Xception의사

전학습모델을 적용하여 전이학습을 시행하였다. 학습률과 Batch Size 별

정확도 차이를 비교하였으며 앞선 실험과 동일한 관계를 확인하였다. 이
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미지분할을통한전이학습시 Inception V3, Xception사전학습모델에서

성능이향상됨을확인하였고정확도 99.3%,재현율 99.8%,정밀도 99.4%

를달성하였다.

본연구는고광택제품의미세결함탐지의정확도를높이기위해가

변 조명의 비전 센서를 통해 높은 정확도의 광학데이터와 이를 바탕으로

딥러닝 기반 검출 모델의 성능을 향상시키는 방안을 제시하였다. 데이터

가 부족한 현장, 제품의 특성과 주변 환경으로 인해 아직 자동화 검사를

적용하지 못하고 전문 검사원이 육안검사를 하는 현장에 도움이 될 것으

로판단한다.하지만실제현장에서사용가능한실시간검출속도에대한

검증이 아직 이루어지지 않았다. 향 후 추가적인 데이터 확보, 이미지 분

할과학습모델의단순화와실시간검출속도검증을통해현장에서실제

사용되어자동화검사를시행할수있도록하고자한다.
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Abstract

Improvement of Micro-Defect
Detection Accuracy on

High-Glossy Surface Based on
Deep Learning

KO Sang Jin

Graduate School of Practical Engineering

Seoul National University

With the development of technology and the recent establishment of

smart factories, various automation cases have been shown in diverse man-

ufacturing industries. They have improved productivity and reduced labor

costs through automation and are further advancing performances through

deep learning technologies. In particular, with the help of deep-learning-

based image recognition methods, various inspection systems are getting

improved in their accuracy and efficiency. However, there are still areas

where visual inspection by a professional human inspector is still required

for reasons such as diverse product shapes, surface properties, and defect

states, where automatic inspection reliability is not secured. In order to per-

form automated inspection through deep learning, a vision system that can

obtain a measurable image must be built, and a sufficient amount of data is
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required for learning to achieve the desired performance.

In this research report, we propose an image acquisition method and

deep-learning-based vision inspection system for detecting small and atyp-

ical defects on a product with a high gloss surface. A typical problem in

learning-based visual inspection is the lack of anomaly data for the training,

and thus we also propose a new data augmentation method. Specifically, we

employ the Poisson image editing method to augment the dataset. To alle-

viate the difficult light-reflection problem due to the glossy surface, we also

introduce new lighting structures and image acquisition processes.

We also attempt to find the balances between the metrics, such as Accu-

racy, Precision, and Recall, such that our method can be effectively applied

to industrial applications. To achieve this goal, transfer learning was applied

to compensate for the lack of data and improve accuracy. In addition, in or-

der to reduce the failures in feature extraction and recognition due to the

small size of the defect compared to the original image, the input image was

separated into an effective size for learning, and the model with the best

performance was selected by comparing each pre-trained model. The exten-

sive experiments confirmed that our method achieves an accuracy of 99.3%

by deriving the optimal conditions by changing the parameters through the

DOE.

Keywords : Lighting, Vision Sensor, Data Augmentation, Deep Learning,

Convolutional Neural Network, Transfer Learning

Student Number : 2021-20491
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