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국문초록

단일 약물 사용에 비하여 약물의 부작용을 최소화하고, 치료효

과를 증진시키는데 목표를 지닌 항암 약물 조합 연구는 중요성이

점차 증가하고 있다. 약물 조합의 수는 새로운 약이 발견되거나,

약물 농도의 변화에 따라 기하급수적으로 증가하여 시너지가 있는

약물 조합 발견에 많은 시간과 비용이 소모된다. 이러한 문제를

해결하기 위하여 대용량의 의생명 데이터를 분석하는 in-silico 기

반의 항암 약물 조합 시너지 예측 연구가 증가하고 있다. In-silico

기반 항암 약물 조합의 시너지 예측 모델은 새로운 항암 약물 조

합의 시너지를 예측하는데 있어 활용 될 수 있으나, 기존 연구들

에서 구축한 예측 모델을 활용하여 미확인된 항암 약물 조합의 잠

재적 시너지를 예측한 데이터베이스는 거의 없다. 또한, 대부분의

in-silico 기반 항암 약물 조합 시너지 예측 연구에서는 정형데이

터를 기반으로 약물과 세포주 특질을 추출하여 예측 모델을 구축

하였다. 그러나 정형데이터는 최신의 데이터를 이용하는데 제한이

있으며 데이터 확장 측면에 어려움이 있다.

본 연구에서는 의생명 문헌과 같은 비정형데이터를 기반으로

약물과 세포주 특질을 추출하여 항암 약물 조합의 시너지 예측 모

델을 구축하는 방법을 개발하였다. 본 연구에서 개발한 특질 추출

방법을 이용하여 구축한 예측 모델의 성능은 기존 연구들에 비하

여 우수한 성능을 보여주었다. 이러한 결과를 바탕으로 미확인된
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항암 약물 조합의 잠재적 시너지를 예측하여 DPS(Database of

Potential Synergy)를 구축하였으며 DPS를 검색할 수 있는 웹 어

플리케이션 FPS(Finder of Potential Synergy)를 구축하였다. FPS

는 http://bike-fps.snu.ac.kr에서 이용 가능하다.

본 연구의 과정과 결과물을 통해 정형데이터를 주로 사용하던

기존의 항암 약물 조합 시너지 예측 연구 방향을 비정형데이터를

이용한 연구 방향으로 확장 시킬 수 있을 것으로 기대한다. 또한,

약물과 세포주 키워드만을 이용하여 항암 약물 조합의 잠재적 시

너지를 검색 할 수 있는 FPS는 도구 사용에 대한 허들이 낮고 직

관적이므로 다양한 분야의 연구자들이 접근하기 용이하여 항암 약

물 조합 발견에 있어 다양한 관점 및 방향을 줄 수 있을 것으로

기대한다. 이를 통해 in-vivo 또는 in-vitro 실험 전 연구자들이 새

로운 항암 약물 조합의 후보를 선정하는데 있어 기여 할 수 있을

것으로 기대한다.

주요어 : 의생명 문헌 기반 특질 추출, 항암 약물 조합 시너지 예측,

항암 약물 조합 데이터베이스 확장

학 번 : 2015-22084
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Ⅰ. 서 론

1. 연구 배경

암은 사망률이 높은 질병으로, 전 세계 과학자들은 암을 극복하기 위

하여 새로운 항암 약물을 발견하고자 많은 노력을 하고 있다 [1]. 새로운

항암 약물 개발 방법에는 크게 두 가지 접근법이 있다. 첫 번째는 이전

에 없던 새로운 화학 물질을 개발하거나, 발견하는 약물 발견(drug

discovery) 측면이다 [2]. 두 번째는 다른 질병에서 사용하던 약물이 항

암효과가 있는 것을 발견하여 약물의 용도를 확장하는 약물 재배치(drug

repositioning) 측면이다 [3]. 약물 재배치는 미국 FDA에서 승인된 약을

대상으로 용도를 확장하는 방법이기 때문에 약물 발견 측면에 비하여 약

물의 부작용이나 위험성을 예측할 수 있는 장점이 있다.

약물 재배치 방법 가운데 두 개 이상의 약물을 조합하여 질병을 치료

하는 약물 조합 연구의 중요성은 점차 증가하고 있다 [4]. 그림 1은 의생

명 문헌 저장소인 PubMed에서 drug repositioning, drug repurposing,

drug combination 키워드로 검색하여 추출된 출판물의 개수이다. 시간이

지남에 따라 약물 조합 관련 연구가 점차 증가하고 있는 것을 확인 할

수 있다.
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그림 1. 약물 조합 관련 연구의 연도별 출판물 수
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약물 조합은 단일 약물 사용에 비하여 투여하는 약물의 용량을 줄여

약물로 인한 부작용을 최소화하는 동시에 치료효과를 증가시키는데 목적

을 두고 있다 [5]. 약물 조합 연구에서 시너지(synergy)란 두 개 이상의

약물을 조합하여 치료효과가 발현되는 것을 의미 한다 [6]. 예를 들어,

약물 AZD-3355와 Crizotinib 조합은 in-vivo 및 in-vitro 실험에서 항암

효과가 있는 것이 증명되었다 [7]. 또한, 약물 Metformin과

Temozolomide 조합을 교모세포종(glioblastoma)에 적용한 결과, in-vivo

및 in-vitro 실험에서 효능이 입증되어 PhaseⅠ, PhaseⅡ 실험까지 진행

되었다 [8].

최적의 약물 조합을 발견하기 위해서는 약물 간의 부작용과 약물 용

량과 같은 다양한 조건을 고려하여야 한다. 약물 조합의 수는 새로운 약

물이 발견이 되거나, 약물의 개수가 증가하거나, 약물 농도가 변경될 때

마다 기하급수적으로 증가한다. 약물 조합은 일반적으로 in-vivo 및

in-vitro 실험에서 발견된다. 최근 고처리량 스크리닝(high-throughput

screening)을 통해 약물 조합 발견 실험이 진행되고 있으나, 잠재적인 약

물 조합을 발견하고 최적화하는데 시간과 비용이 많이 소요된다. 이러한

문제를 해결하기 위하여, in-silico 방법을 기반에 둔 연구가 증가하고

있다 [9]. In-silico 방법은 컴퓨터를 이용하여 대용량의 의생명 데이터

분석을 통해 이전에 발견되지 못한 패턴이나, 숨겨진 의미를 발견하는

분석법으로, 중요성이 점차 증가하고 있다. 이러한 in-silico 방법을 통해

연구자들은 의생명 데이터를 분석하여 시너지 효과가 있는 약물 조합을

발견하고자 노력하고 있다. 그림 2는 PubMed 데이터베이스에서 drug

repositioning, drug repurposing, drug combination, in-silico 키워드로

검색하여 추출된 출판물의 개수이다. 시간이 지남에 따라 in-silico 기반

의 약물 조합 연구가 점차 증가하고 있는 것을 확인 할 수 있다.
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In-silico 기반 항암 약물 조합의 시너지 예측 모델은 새로운 항암 약

물 조합의 시너지를 예측하는데 있어 활용 될 수 있다. 이를 통해 항암

약물 조합 연구 실험을 수행하는 연구자들이 실험 후보군을 결정하는데

있어 참고할 수 있다. 그러므로 항암 약물 조합 관련 연구자들이 참고하

여 사용할 수 있도록 밝혀지지 않은 항암 약물 조합의 잠재적 시너지 예

측 결과를 참조할 수 있는 데이터베이스의 존재는 중요하다. 그러나 이

러한 기존 연구들에서 구축한 예측 모델을 활용하여 미확인된 항암 약물

조합의 잠재적 시너지를 예측한 데이터베이스는 거의 없다.
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그림 2. I n-silico 기반 약물 조합 관련 연구의 연도별 출판물 수



- 6 -

대부분의 연구들은 정형데이터를 기반으로 약물과 세포주의 특질을

추출하였다. 정형데이터는 정해진 필드를 기반으로 생성된 데이터로, 대

부분 관계형 데이터베이스나 엑셀과 같은 스프레드시트 형태로 존재한

다. 정형데이터는 대부분 수작업으로 구축되기 때문에, 새롭게 출간된 연

구의 결과가 공개된 데이터베이스에 구조화되기까지 오랜 시간이 소요된

다. 약물 관련 데이터베이스인 DrugBank1)는 2022년 1월 이후로 업데이

트가 되지 않고 있으며, 직전의 업데이트는 2021년 1월로 약 1년의 차이

가 있다. 그리고 약물과 유전자 간의 상호작용 관련 데이터베이스인

DGIdb2)는 2022년 2월 이후로 업데이트가 되지 않고 있으며, 직전의 업

데이트는 2021년 5월로 약 9개월의 차이가 있다. 이처럼 정형데이터 기

반의 데이터베이스는 데이터를 최신의 상태로 유지하는데 많은 시간이

소요되어 데이터 확장의 측면에 있어 어려움이 있다.

비정형데이터는 정형데이터와 달리 고정된 필드가 없어, 자유롭게 데

이터를 생성할 수 있다. 비정형데이터에는 텍스트, 이미지, 동영상 등의

종류가 있다. 비정형데이터는 구조 변경 및 데이터 생성에 있어 정형데

이터에 비하여 자유롭다. 이에 따라 비정형데이터가 정형데이터에 비하

여 데이터의 양이 급격하게 증가하고 있다 [10]. 그림 3은 정형데이터와

비정형데이터의 증가폭을 보여준다. 이를 통해, 비정형데이터의 증가 폭

이 점차 커지고 있으며, 비정형데이터의 증가 속도가 정형데이터의 증가

속도에 비하여 압도적인 것을 볼 수 있다.

1) https://go.drugbank.com/releases/latest

2) https://www.dgidb.org/downloads
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그림 3. 정형/비정형데이터의 증가 비교
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의생명 문헌에는 실험 방법, 결과 등 실험에 대한 정보뿐만 아니라 의

생명 개체 간의 상호작용 등 다양한 정보가 포함되어 있다. 이와 같은

정보들을 활용하여 각 약물과 세포주가 지닌 고유의 특성을 추출할 수

있고, 약물과 세포주 간의 새로운 관련성을 발견할 수 있다. 그럼에도 불

구하고, 의생명 문헌으로부터 특질을 추출하여 항암 약물 조합의 시너지

를 예측하는 연구는 거의 없다. 그러므로 의생명 문헌으로부터 약물과

세포주의 특질을 추출하여 항암 약물 조합의 시너지를 예측하는 것은 공

개된 의생명 데이터베이스의 의존도를 줄일 수 있고, 대용량의 비정형데

이터를 이용할 수 있는 장점이 있다.
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2. 관련 연구

In-silico 기반의 항암 약물 조합의 시너지를 예측하는 연구는 공통적

인 프로세스가 존재 한다 [11]. 그림 4는 in-silico 기반 항암 약물 조합

시너지 예측 연구의 공통 프로세스를 보여준다.

첫 번째 단계인 ‘Data collection’에서는 약물 조합 데이터베이스 및

의생명 데이터베이스에서 필요한 데이터를 추출한다. 일반적으로 약물

조합 데이터베이스에는 ‘약물1+약물2+세포주’로 구성된 조합이 있으며,

약물의 농도에 따른 약물 농도-반응성 매트릭스 형태로 구성되어 있으

며, 각 조합의 반응성 수치를 계산 모델에 기반 하여 추출된 조합 스코

어가 있다. 또한, 약물과 세포주의 특질 추출을 위하여 의생명 관련 데이

터베이스에서 필요한 데이터를 추출한다. 의생명 관련 데이터베이스는

연구의 방향성과 연구자의 경험에 따라 달라질 수 있다.

두 번째 단계인 ‘Data representation’에서는 약물과 세포주 데이터를

기반으로 벡터화(vectorization)하여 각 약물과 세포주의 특질을 추출한

다. 이후, 약물 조합 데이터베이스를 기반으로 약물과 세포주 특질을 조

합하여 조합 벡터를 구축하고, 조합 스코어를 기반으로 시너지와 비시너

지 조합을 분리하여 학습데이터를 구축한다.

세 번째 단계인 ‘Model fittng’ 단계에서는 학습데이터를 학습 시킬

수 있는 다양한 알고리즘 기반의 예측 모델을 구축하고, 예측 모델의 성

능을 평가한다. 예측 모델은 머신러닝 및 딥러닝 기반의 알고리즘을 사

용하고, 각 알고리즘은 데이터의 양, 데이터의 특성, 연구자의 경험에 따

라 결정되며, 하이퍼파라메터 설정 값에 따라 성능 차이가 발생한다.

대부분의 연구들은 이러한 공통 프로세스를 거치며, 각 연구에서 사

용하는 데이터나 알고리즘에 따라 예측 모델의 성능 차이를 보여준다.
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그림 4. I n-silico 기반 항암 약물 조합 시너지 예측 연구의 공통 프로세스
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대부분의 연구들은 머신러닝 및 딥러닝 기반의 알고리즘을 사용하여

예측모델을 구축한다. 다음에서 머신러닝 및 딥러닝 기반의 알고리즘과

이를 활용하여 항암 약물 조합의 시너지를 예측한 연구들을 소개한다.

Feed Forward Neural Network(FFNN)는 여러 층의 퍼셉트론을 순차

적으로 붙여 넣고 입력 레이어(input layer), 은닉 레이어(hidden layer),

출력 레이어(output layer)로 구성되어 정방향으로 연결한 네트워크 모델

로 딥러닝에서 가장 기본이 되는 모델이다 [12]. 입력 레이어는 데이터를

입력받는 단계로, 다음 레이어로 전달하는 역할을 하고, 레이어의 크기는

입력 벡터의 길이로 정해진다. 은닉 레이어는 입력 레이어와 연결된 전

결합 단계로 은닉 레이어의 함수에 따라 모델의 성능이 결정되기 때문에

FFNN 모델에서 가장 핵심적인 부분이라 할 수 있다. 출력 레이어는 은

닉 레이어의 값을 받아 출력해 주는 단계로 출력 값은 출력 레이어의 활

성 함수에 의하여 결정된다. 그림 5는 FFNN의 대표적인 프로세스를 보

여 준다3). Preuer 연구진은 화학적(chemical) 및 유전체(genomic) 정보

를 정규화하여 입력 데이터의 이질성(heterogeneity)을 식별하고, 원추형

레이어(conical layers)를 사용한 딥러닝 기반의 약물 시너지 모델인

‘DeepSynergy’를 발표하였다 [13]. Xia 연구진은 분자적 특질(gene

expression, microRNA, proteome)을 인코딩하고, 약물 조합에 대한 세포

주의 반응을 예측하기 위하여 딥러닝 기반의 계산 모델을 발표하였다

[14].

3)

https://mukulrathi.com/demystifying-deep-learning/feed-forward-neural-netwo

rk/
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그림 5. Feed Forward Neural Network 프로세스 요약도

Autoencoder(AE)는 입력 데이터를 압축 및 축소한 후 다시 확장하여

출력 데이터를 입력 데이터와 최대한 동일하게 만드는 심층 신경망 모델

이다 [15]. 입력 데이터를 차원 축소 한 후 다시 확장함으로써 AE는 입

ㆍ출력 데이터를 그대로 복사하지 않고, 불필요한 특질은 제거 및 변경

하면서 데이터를 효율적으로 표현하는 방법을 학습하도록 제어한다. AE

는 크게 인코더(encoder)와 디코더(decoder)로 구성되어 있다. 인코더는

인지 네트워크(recognition network)라고도 하며, 입력 데이터를 차원 축

소하여 함축된 데이터를 구축한다. 디코더는 생성 네트워크(generative

network)라고도 하며, 함축된 데이터를 확장하여 입력 데이터와 유사한

데이터를 구축한다. 이를 통해, 입력 데이터에 있는 특질 가운데 데이터

를 표현하는데 있어 중요한 특질을 표현할 수 있다. 그림 6은 AE의 대

표적인 프로세스를 보여 준다4). Kim 연구진은 약물의 분자적(molecular)

및 유전체(genomic) 특질과 세포주의 type 및 유전체(genomic) 특질을

4) https://gaussian37.github.io/dl-concept-autoencoder2/
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사용하는 멀티태스킹 심층 신경망 기반 약물 조합의 시너지 예측 모델을

발표하였다 [16]. Zhang 연구진은 AE를 사용하여 인코딩된 multi-omics

데이터(gene expression, mutation, copy number 등)를 이용하여 딥러닝

기반 약물 조합 예측 모델인 ‘AuDNNsynergy’를 발표하였다 [17].

그림 6. Autoencoder 프로세스 요약도

XGBoost(XGB)는 여러 의사 결정 트리(decision tree)를 결합하여 트

리 부스팅 알고리즘에서 현 시점 최고 성능을 보여주는 앙상블 알고리즘

이다 [18]. Janizek 연구진은 약물의 화학적(chemical) 및 물리적

(physical) 특질과 세포주의 유전자 발현 레벨(gene expression level)을

사용하여 XGBoost 기반의 약물 조합 예측 모델인 ‘TreeCombo’를 발표

하였다 [19]. Celebi 연구진은 XGBoost를 사용하여 생물학적으로 관련된

약물 조합 및 세포주 특질을 기반으로 시너지를 예측하는 모델을 발표하

였다 [20].
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Extremely Randomized Trees(ERT)는 각 포레스트 트리의 후보 속

성(candidate attribution)을 무작위로 나누어 랜덤성을 증가시킨 랜덤 포

레스트 모델의 변형된 형태이다 [21]. Jeon 연구진은 유전체(genomic)

정보, 약물의 타겟 정보, 약리학적(pharmacological) 정보를 사용하여

ERT를 기반으로 개인 맞춤 약물 조합 예측 모델을 발표하였다 [22].

Logistic Regression(LR)은 종속 변수와 독립 변수 간 관계 기반의

함수를 구축하여 클래스를 분류하는 모델이다 [23]. Li 연구진은 약물의

타겟 정보를 기반으로 구축한 특질과 gene expression, essentiality 기반

의 세포주 특질을 사용하여 LR 기반 약물 조합 예측 모델을 발표하였다

[24].

표 1은 관련 연구들에서 사용한 약물 조합 데이터베이스와 약물과 세

포주 특질을 구축하기 위하여 사용된 데이터 타입 및 예측 모델을 구축

하기 위한 알고리즘을 보여준다.



- 15 -

Ref.
약물 조합

데이터베이스
약물 데이터 세포주 데이터 알고리즘

[13] O’Neil

• Molecular fingerprints

• Physicochemical properties

• Binary toxicophore features

• Gene expression

Feed-Forward

Neural

Network

[14]
NCI-

ALMANAC

• Molecular fingerprints

• Molecular descriptors

• Gene expression

• MicroRNA expression

• Protein abundance

Feed-Forward

Neural

Network

[16] DrugComb

• Molecular fingerprints

• SMILES representation

• Drug-target information

• Gene expression

• Tissue/cancer type
Autoencoder

[17] O’Neil
• Molecular fingerprints

• Physicochemical properties

• Gene expression

• Somatic mutation

• CNV

Autoencoder

표 1. I n-silico 기반 항암 약물 조합 시너지 예측 연구에서 사용한 데이터 종류 및 타입
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[19] O’Neil
• Molecular fingerprints

• Binary toxicophore features
• Gene expression XGBoost

[20] DREAM

• Molecular fingerprints

• Drug-target information

• Target protein domains

• Targeted pathways

• Monotherapy information

• Gene expression

• Gene mutation

• CNV

XGBoost

[22] O’Neil
• Drug-target information

• Monotherapy information

• Gene expression

• Gene mutation

• CNV

• Synthetic lethality

Extremely

Randomized

Trees

[24]
NCI-

ALMANAC
• Drug-target information

• Gene expression

• Gene essentiality

• Pathway information

Linear

Regression
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3. 연구 목적

본 연구에서는 의생명 문헌에 있는 정보를 기반으로 약물과 세포주의

특질을 추출하였다. 본 연구의 특질 추출 방법을 통해 문헌에 있는 정보

를 모두 활용함으로써 각 약물과 세포주가 지닌 고유의 특성을 추출할

수 있고, 숨겨진 연관성을 발견할 수 있다. 본 연구에서 개발한 특질 추

출 방법은 약물이나 세포주의 정보가 추가되거나 변경됨에 따라 관련 문

헌을 추가하여 약물 및 세포주 특질에 반영 할 수 있다. 그러므로 정형

데이터 기반의 특질 추출 방법에 비하여 데이터 확장성에 유연하다. 또

한, 특질 추출에 있어 정형데이터의 의존도를 감소시킬 수 있다.

본 연구에서는 의생명 문헌을 기반으로 추출된 특질을 이용하여 항암

약물 조합의 시너지 효과를 예측할 수 있는 예측 모델을 구축하였다. 예

측 모델은 이전 연구들에서 사용된 다양한 딥러닝, 머신러닝 알고리즘을

이용하여 구축하고, 이전 연구들과 결과를 비교하였다. 본 연구의 소스

코드 및 약물과 세포주의 특질은 GitHub에 공개하였고,

https://github.com/YongsunShim/anticancer-drug-combination-predictio

n-using-documents-based-features.git에서 이용 가능하다.

본 연구에서 개발한 방법을 기반으로 공개된 항암 약물 조합 데이터

베이스에 포함되어 있지 않은 조합의 시너지를 예측한 잠재적 항암 약물

조합 데이터베이스인 DPS(Database of Potential Synergy)를 구축하였

다. 또한, 새로운 항암 약물 조합의 잠재적 시너지를 검색할 수 있는 유

저 친화적인 웹 어플리케이션인 FPS(Finder of Potential Synergy)를 구

축하였다. FPS는 약물과 세포주 키워드만을 이용하여 항암 약물 조합의

잠재적 시너지를 검색 할 수 있어, 도구 사용에 대한 진입장벽을 낮추었

다. 이를 통해 항암 약물 조합 연구와 관련성이 떨어진 연구자들 또한
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쉽게 이용 가능하여 다양한 분야의 연구자들이 접근하기 용이하다. FPS

는 http://bike-fps.snu.ac.kr/에서 이용 가능하다.
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4. 논문 구성

본 논문은 다음과 같이 구성되어 있다. ‘Ⅱ. 연구방법’ 장에서는 본 연

구의 의생명 문헌 기반 특질 추출을 이용한 항암 약물 조합의 시너지 효

과를 예측하는 방법이 기술되어 있다. 연구 방법은 크게 두 부분으로 나

뉘어져 있다. 첫 번째는 약물과 세포주 관련 의생명 문헌을 추출하고 처

리하는 의생명 문헌 전처리 단계이고, 두 번째는 전처리된 문헌 기반 추

출된 약물과 세포주의 특질을 이용하여 항암 약물 조합의 시너지 예측

모델을 구축하는 단계이다. ‘Ⅲ. 연구 결과’ 장에서는 본 연구에서 구축한

예측 모델의 성능과 기존 연구들에서 구축한 예측 모델의 성능을 비교하

였다. ‘Ⅳ. 연구 활용’ 장에서는 본 연구에서 개발한 방법을 기반으로 미

확인된 항암 약물 조합의 시너지를 예측한 데이터베이스 DPS를 소개하

고, DPS의 내용을 검색 할 수 있는 유저 친화적인 웹 어플리케이션

FPS를 소개한다. ‘Ⅴ. 결론’ 장에서는 본 연구의 요약과 기대효과가 기술

되어 있고, ‘Ⅵ. 연구의 제한점 및 제언’ 장에서는 본 연구의 제한점과 제

언이 기술되어 있다.
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Ⅱ. 연구 방법

1. 개요

본 연구에서 개발한 의생명 문헌 기반 추출된 특질을 이용한 항암 약

물 조합의 시너지 예측 방법은 두 가지 단계로 이루어져 있다.

첫 번째는 의생명 문헌 전처리 단계이다. 공개된 항암 약물 조합 데이

터베이스에는 약물과 세포주의 단어가 있다. 각 단어에 대한 동의어를

약물 및 세포주 관련 공개 데이터베이스에서 추출하여 말뭉치를 구축하

였다. 말뭉치에 있는 단어를 기반으로 해당 단어가 포함되어 있는 의생

명 문헌을 추출하였다. 또한, 말뭉치를 이용하여 약물과 세포주의 동의어

를 대표단어로 변환하고, 토큰화(tokenization), 표제어 추출

(lemmatization), 불용어(stopwords)를 제거하여 추출된 의생명 문헌의

전처리를 수행하였다.

두 번째는 예측 모델 구축 단계로, 전처리된 문헌으로부터 약물과 세

포주 특질을 추출하고, 항암 약물 조합 데이터베이스를 기반으로 특질을

조합하여 학습데이터를 구축하였다. 이후, 학습데이터를 이용하여 5-fold

교차 검증으로 딥러닝 및 머신러닝 알고리즘 기반의 예측 모델을 구축하

였다.

그림 7은 본 연구에서 개발한 방법에 대한 워크플로우를 보여준다. 각

단계에 대한 자세한 내용은 다음에 기술되어 있다.
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그림 7. 의생명 문헌 기반 특질 추출을 이용한 항암 약물 조합 시너지 효과 예측 방법의 워크플로우
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2. 의생명 문헌 전처리

NCI-ALMANAC(A large matrix of anti-neoplastic agent

combinations)은 대부분의 항암 약물 조합 연구에서 기준으로 사용되는

데이터베이스로, 미국 국립 암 센터(National Cancer Institute, NCI)에서

발표하였다 [25]. NCI-ALMANAC 데이터베이스는 FDA에서 승인된 약

5,000개 이상의 약물 조합을 60개의 인간 종양 세포주에 투여하여 각 약

물 조합의 약물 농도-반응성 매트릭스로 구성되어 있다. 또한, 각 약물

조합의 약물 농도-반응성 결과를 기반으로 조합의 결과를 계산한

ComboScore가 있다. NCI-ALMANAC 데이터베이스에는 총 304,549개의

항암 약물 조합과 각 조합의 ComboScore가 포함되어 있다.

PubMed 데이터베이스는 의생명 관련 문헌을 통합한 전 세계에서 가

장 큰 저장소이다. 본 연구에서는 PubChem[26]을 이용하여

NCI-ALMANAC 데이터베이스에서 추출한 약물에 대한 약물 말뭉치를

구축하였고, Cellosaurus[27]를 이용하여 세포주에 대한 세포주 말뭉치를

구축하였다. 이러한 말뭉치에 있는 키워드를 기반으로 해당 키워드가 포

함되어 있는 의생명 문헌을 PubMed에서 추출하였다. 의생명 문헌에는

정해진 포맷이 없기 때문에, 동일한 약물과 세포주가 문헌이나 문맥에

따라 다르게 표기되어 있다. 예를 들어, 약물 ‘Fluorouracil’은 PubMed

ID ‘10026447’에서 ‘Fluorouracil’로 표기되어 있으나, ‘10026446’에서는

‘5-FU’로 표기되어 있다. 의생명 문헌의 전처리 과정 없이 특질 추출을

한다면 특질 추출 시 동일한 약물이나 세포주의 정보가 분산된다. 이는

약물과 세포주 주변의 다양한 정보를 활용하기 어렵게 만들어, 약물과

세포주가 지닌 고유한 특질을 추출하는데 방해가 된다. 이러한 문제를

해결하기 위하여, 문헌에 있는 약물 및 세포주의 동의어를 대표단어로
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변환하는 것이 필요하다. 본 논문에서는 말뭉치를 이용하여 동의어를 대

표단어로 변환함으로써 동의어에 분산되는 정보를 대표단어로 집중시켜

특질을 추출하였다. 이후, 추출된 문헌에서 토큰화를 통해 단어를 추출하

였다. 추출된 단어는 표제어 추출을 통해 각 단어의 기본형으로 변경하

여 분산될 수 있는 정보를 단어의 기본형에 집중시켰다. 또한, 불용어를

제거하여 전처리된 의생명 문헌 데이터 셋을 구축하였다.



- 24 -

3. 항암 약물 조합 시너지 예측 모델 구축

다양한 단어 임베딩 알고리즘들의 가장 큰 목적은 텍스트 기반의 데

이터를 숫자로 변형하여 머신러닝과 같은 다양한 모델에 적용하기 위함

이다. Word2Vec 알고리즘은 구글에서 발표한 단어 임베딩 알고리즘 가

운데 하나로, 주변 단어를 이용하여 타겟 단어를 임베딩한다 [28].

Word2Vec 알고리즘은 타겟 단어의 인덱스 값만 1이고, 나머지 인덱스는

모두 0으로 표현하는 원-핫 벡터를 기반으로 각 단어를 희소 표현

(sparse representation) 한다. 이후, 주변 단어를 학습하여 분산 표현

(distributed representation)을 통해 각 단어를 임베딩한다. 그러므로

Word2Vec 알고리즘을 이용하여 약물과 세포주 단어를 임베딩하는 것은

의생명 문헌에 있는 모든 정보를 활용하여 약물과 세포주의 특질을 표현

할 수 있게 해준다.

본 연구에서는 전처리된 의생명 문헌을 기반으로 Word2Vec 알고리즘

을 사용하여 약물과 세포주 특질을 추출하였다. 표 2는 본 연구에서 사

용된 Word2Vec 알고리즘의 하이퍼파라메터 셋팅 값을 보여준다.

‘vector size’는 벡터를 구성하기 위한 차원의 수를 의미한다. 본 연구에

서는 각 단어를 256차원의 벡터로 구축하였다, ‘window’는 Word2Vec

모델이 단어를 학습할 때, 사용하는 앞뒤 단어의 수이다. 본 연구에서는

5개의 앞뒤 단어를 사용하였다. ‘min count’는 전체 문헌에서 해당 단어

가 등장한 수를 의미한다. 본 연구에서는 자주 등장하지 않은 단어 또한

포함 될 것으로 가정하여 1번 이상 포함된 모든 단어에 대하여 학습을

진행하였다. ‘sg’는 Word2Vec 모델을 학습하는데 있어 사용할 알고리즘

을 선택하는 옵션이다. 1은 타겟 단어를 이용하여 주변 단어를 학습하는

skip-gram 알고리즘을 의미하고 0은 주변 단어를 이용하여 타겟 단어를
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학습하는 cbow 알고리즘을 의미한다. 본 연구에서는 약물과 세포주 단

어의 주변 정보를 활용하는 것이 목적이므로 cbow 알고리즘을 사용하였

다. ‘epochs’은 Word2Vec 모델을 학습하는 횟수를 의미하고, 본 연구에

서는 200회를 사용하였다.

표 2. Word2Vec 하이퍼파라메터 셋팅 값

Hyperparameter name Value Type

Vector Size 256 Numeric

Window 5 Numeric

Min Count 1 Numeric

sg 0 boolean

Epochs 200 Numeric

NCI-ALMANAC 데이터베이스에서 ComboScore는 각 약물 조합의

약물 농도-반응성 데이터를 기반으로 계산된 점수이다. 동일한 ‘약물1+

약물2+세포주’ 조합일지라도, 약물의 농도에 따라 1개 이상의

ComboScore가 있다. 그러므로 본 연구에서는 각 조합 ComboScore의

평균을 사용하여 데이터 셋을 변환하였다. 표 3은 평균을 적용한

NCI-ALMANAC 데이터베이스의 예시이다.
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Drug 1 Drug 2 Cell line
Drug1

concentration

Drug2

concentration
ComboScore Average

Methotrexate Hydroxyurea SF-295

1.00E-09 2.00E-07 5

14.22

1.00E-09 2.00E-06 0

1.00E-09 2.00E-05 -4

1.00E-08 2.00E-07 28

1.00E-08 2.00E-06 73

1.00E-08 2.00E-05 39

1.00E-07 2.00E-07 -4

1.00E-07 2.00E-06 0

1.00E-07 2.00E-05 -9

Busulfan 2-Fluoro Ara-A CAKI-1

5.00E-07 6.00E-08 -1

14.33

5.00E-07 6.00E-07 4

5.00E-07 6.00E-06 12

5.00E-06 6.00E-08 -5

5.00E-06 6.00E-07 -23

5.00E-06 6.00E-06 36

5.00E-05 6.00E-08 23

5.00E-05 6.00E-07 17

5.00E-05 6.00E-06 66

표 3. NCI-ALMANAC 데이터베이스 예시
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Azacitidine Thiotepa NCI-H460

3.00E-08 1.00E-07 -7

20.44

3.00E-08 1.00E-06 -4

3.00E-08 1.00E-05 4

3.00E-07 1.00E-07 -2

3.00E-07 1.00E-06 33

3.00E-07 1.00E-05 39

3.00E-06 1.00E-07 16

3.00E-06 1.00E-06 38

3.00E-06 1.00E-05 67

Methotrexate Dactinomycin 786-0

1.00E-09 1.00E-09 -4

-7.22

1.00E-09 1.00E-08 0

1.00E-09 1.00E-07 3

1.00E-08 1.00E-09 -10

1.00E-08 1.00E-08 -8

1.00E-08 1.00E-07 7

1.00E-07 1.00E-09 3

1.00E-07 1.00E-08 -7

1.00E-07 1.00E-07 -49

Busulfan Mercaptopurine A498

5.00E-07 2.00E-08 -11

-6.11

5.00E-07 2.00E-07 -6

5.00E-07 2.00E-06 -6

5.00E-06 2.00E-08 -8
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5.00E-06 2.00E-07 -9

5.00E-06 2.00E-06 -5

5.00E-05 2.00E-08 -8

5.00E-05 2.00E-07 -11

5.00E-05 2.00E-06 9

Azacitidine Thiotepa CAKI-1

3.00E-08 1.00E-07 1

-16.33

3.00E-08 1.00E-06 0

3.00E-08 1.00E-05 -18

3.00E-07 1.00E-07 -3

3.00E-07 1.00E-06 1

3.00E-07 1.00E-05 -2

3.00E-06 1.00E-07 -55

3.00E-06 1.00E-06 -41

3.00E-06 1.00E-05 -30
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예측 모델을 구축하기 위해서는 예측 모델을 학습시킬 학습데이터가

필요하다. 학습데이터는 데이터의 특성에 따라 세 가지 형태로 구축할

수 있다. 학습데이터의 정답이 있는 데이터를 기반으로 학습하는 지도

학습(supervised learning), 학습데이터의 정답이 없는 데이터를 기반으로

학습하는 비지도학습(unsupervised learning), 학습데이터의 정답과 정답

이 없는 데이터를 혼합하여 학습하는 준지도학습(semi-supervised

learning)이 있다.

본 연구에서는 앞서 구축한 Word2Vec 모델을 통해 NCI-ALMANAC

데이터베이스에 있는 약물과 세포주의 임베딩 벡터를 추출하고, ‘약물1+

약물2+세포주’ 조합에 근거하여 학습데이터를 구축하였다. 또한, 평균

ComboScore를 기반으로 각 조합의 정답을 구축하였고, 이를 시너지 조

합과 비시너지 조합으로 나누어 지도학습 형태의 학습데이터를 구축하였

다. 구축된 학습데이터를 이용하여 각 항암 약물 조합의 시너지/비시너

지를 분류할 수 있는 딥러닝 및 머신러닝 알고리즘 기반의 예측 모델을

구축하였다. 딥러닝 기반의 모델은 FFNN과 AE 알고리즘을 사용하였고,

머신러닝 기반의 모델은 XGB, ERT, LR 알고리즘을 사용하였다.

Kunjie 연구진은 기존의 in-silico 기반 약물 조합 예측 연구들에서

소개된 계산모델이나 구조를 단일화된 프레임워크로 구축하였다 [29]. 일

반적으로, 각 연구들에서 사용된 데이터와 알고리즘은 다르기 때문에 각

연구들에서 구축한 예측 모델의 성능을 직접적으로 비교하는 것은 어렵

다. 표 1에서처럼 각 연구에 따라 사용한 항암 약물 조합 데이터베이스

도 다르고, 특질 추출을 위한 데이터 타입 및 알고리즘도 모두 상이하기

때문에 각 연구에 있는 성능 수치를 직접적으로 비교하는 것은 적합하지

않았다. 그러므로 본 연구에서는 Kunjie 연구진의 프레임워크를 이용하

여 동일한 항암 약물 조합 데이터베이스 및 특질 데이터를 기반으로 구



- 30 -

축된 각각의 예측 모델의 성능을 직접 비교하였다. 또한, 프레임워크에서

는 이전 연구들에서 사용된 하이퍼파라메터를 제공하기 때문에, 본 연구

에서는 동일한 하이퍼파라메터 셋팅 값을 사용하여 항암 약물 조합의 시

너지를 분류할 수 있는 예측 모델을 구축하였다.
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Ⅲ. 연구 결과

1. 의생명 문헌 전처리 결과

NCI-ALMANAC 데이터베이스에는 약물 101개와 세포주 60개 데이

터가 있다. 의생명 문헌은 포맷이 정해져있지 않아 저자에 따라 동일 단

어가 다양한 동의어로 표현될 수 있다. 그러므로 본 연구에서는 동의어

를 풍부하게 만들기 위하여 약물과 세포주에 대한 말뭉치를 구축하였다.

NCI-ALMANAC 데이터베이스는 약물과 세포주 단어의 동의어를 제공

하고 있으나, 공개된 약물 및 세포주 데이터베이스에 있는 동의어에 비

하여 부족하였다. 그러므로 본 연구에서는 말뭉치 데이터를 구축하기 위

하여 약물 관련 동의어는 PubChem에서 추출하였고, 세포주 관련 동의

어는 Cellosaurus에서 추출하였다. 그 결과, NCI-ALMANAC 데이터베

이스에 있는 단어 1,644개보다 약 8배 증가한 13,962개의 단어를 추출하

여 말뭉치를 구축하였다.

본 연구에서는 말뭉치를 이용하여 PubMed에서 각 단어가 포함되어

있는 1,693,709개의 의생명 문헌을 추출하였고, 동의어를 대표단어로 변

환, 토큰화, 표제어 추출, 불용어 제거를 통해 936,734개의 전처리 문헌을

구축하였다. 이후, 전처리된 문헌을 이용하여 Word2Vec 모델을 학습시

킨 후, 101개의 약물과 60개의 세포주 단어의 임베딩 벡터를 추출하였다.
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2. 항암 약물 조합 시너지 예측 모델 구축 결과

NCI-ALMANAC 데이터베이스에서 60개의 세포주와 적어도 1개 이

상의 유전자를 타겟하는 68개의 약물을 조합한 130,182개의 조합을 추출

하였다 [29]. 이 가운데 시너지 조합 3,548개, 비시너지 조합 126,634개를

추출하여 학습데이터를 구축하고 다양한 딥러닝 및 머신러닝 알고리즘을

적용하였다.

본 연구에서는 Kunjie 연구진의 프레임워크를 사용하여 예측 모델의

성능을 평가하였다. Kunjie 연구진의 결과를 베이스라인으로 하여 본 연

구에서 구축한 예측 모델의 결과와 비교하였다. 베이스라인에서 사용된

세포주 특질(expression, mutation 등)은 CellMinerCDB에서 추출되었고,

약물 특질(drug-target, molecular 등)은 Python의 RDKit 패키지를 사용

하여 DrugBank[30]로부터 추출되었다 [29].

예측 모델은 5-fold 교차검증(cross validation)으로 각각 5번씩 수행

하여 구축되었다. 예측 모델 성능을 검증하기 위한 지표로

ROC-AUC(area under the receiver operating characteristic curve),

AUPR(area under the precision-recall curve), F1-score를 사용하였다.

ROC-AUC는 True Positive Rate(TPR)과 False Positive Rate(FPR) 비

율을 기반으로 평가한다. TPR은 실제 시너지 조합 중 시너지로 예측한

조합의 비율을 의미하고, FPR은 실제 비시너지 조합 중 시너지로 잘못

예측한 조합의 비율을 의미한다. 그러므로 TPR 값이 높고, FPR 값이

낮을수록 예측 모델의 성능이 우수한 것을 의미한다. AUPR은 정밀도

(precision)과 재현율(recall)의 비율을 기반으로 평가한다. 정밀도는 시너

지로 예측한 조합 중 실제 시너지 조합의 비율을 의미하고, 재현율은 실

제 시너지 조합 중 시너지로 예측한 조합의 비율을 의미한다. 그러므로
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정밀도와 재현율이 모두 높을수록 예측 모델의 성능이 우수한 것을 의미

한다. F1-score는 정밀도와 재현율의 조화 평균을 기반으로 평가하므로

정밀도와 재현율이 모두 높을수록 예측 모델의 성능이 우수한 것을 의미

한다.

예측 모델 구축 시, 학습데이터의 학습 셋과 테스트 셋이 랜덤으로 추

출되고 5번 반복 수행하였기 때문에, 예측 모델마다 성능의 차이가 생긴

다. 그러므로 본 연구에서는 성능 평가 지표의 평균과 표준편차를 사용

하여 평가하였다. 표 4~6에는 각각의 성능 평가 지표에 따른 예측 모델

의 성능 결과가 있다.
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표 4. ROC-AUC 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline
0.912

±0.004

0.91

±0.005

0.914

±0.004

0.895

±0.007

0.885

±0.01

0.895

±0.005

0.843

±0.007

0.847

±0.006

Proposed
0.924

±0.001

0.915

±0.006

0.923

±0.003

0.92

±0.004

0.889

±0.003

0.892

±0.004

0.881

±0.004

0.854

±0.007
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표 5. AUPR 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline
0.402

±0.017

0.417

±0.032

0.408

±0.025

0.339

±0.026

0.349

±0.016

0.381

±0.026

0.24

±0.015

0.192

±0.011

Proposed
0.434

±0.014

0.427

±0.025

0.438

±0.008

0.424

±0.011

0.371

±0.013

0.381

±0.016

0.326

±0.012

0.196

±0.004
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표 6. F1-score 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline
0.359

±0.027

0.262

±0.045

0.325

±0.039

0.224

±0.05

0.227

±0.01

0.24

±0.019

0.272

±0.018

0.059

±0.01

Proposed
0.392

±0.017

0.313

±0.052

0.296

±0.021

0.428

±0.028

0.271

±0.016

0.259

±0.02

0.263

±0.015

0.064

±0.013
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본 연구에서 개발한 특질 추출 방법으로 구축한 예측 모델의 성능이

베이스라인에 비하여 대부분 우수하였다. 예측 모델의 성능은 물론이고,

예측 모델 간의 성능 격차 또한 차이가 적은 것을 확인 할 수 있다. 이

에 따라, 본 연구에서 개발한 특질 추출 방법을 기반으로 구축한 예측

모델이 베이스라인에 비하여 안정적이고, 우수한 것을 확인 할 수 있다.

또한, 본 연구에서 개발한 약물과 세포주의 특질 추출 방법이 이전 연구

들에서 사용한 특질 추출 방법에 비하여 약물과 세포주의 고유한 특성을

더 반영한 것으로 추론 할 수 있다.

그림 8은 성능이 가장 우수한 FFNN 기반 예측 모델의 혼동행렬

(confusion matrix) 결과이다. 혼동행렬을 통하여 실제 시너지 조합 중

시너지로 예측한 조합의 비율(TPR)은 낮으나, 실제 비시너지 조합 중

시너지로 잘못 예측한 조합의 비율(FPR)이 더 낮으므로 ROC-AUC 지

표에서 우수한 것으로 나타났다. 그림 9는 FFNN 기반 예측 모델의

ROC 커브 결과이다. ROC-AUC 결과에 비하여 AUPR과 F1-score 지표

에서 낮은 성능 결과를 보였다. 이는 시너지로 예측한 조합 중 실제 시

너지 조합의 비율(정밀도)에 비하여, 실제 시너지 조합 중 시너지로 예측

한 조합의 비율(재현율)이 낮은 이유로 분석할 수 있다.
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그림 8. FFNN 기반 예측 모델의 혼동행렬

그림 9. FFNN 기반 예측 모델의 ROC 커브



- 39 -

Ⅳ. 연구 활용

1. 개요

본 연구에서는 의생명 문헌으로부터 추출한 특질을 기반으로 항암 약

물 조합의 시너지를 예측하는 방법을 개발하였다. 본 방법을 통하여 추

출된 예측 모델은 잠재적인 약물 조합의 시너지를 예측하는 연구에 있어

활용 될 수 있다. 그러나 대부분의 기존 연구들은 예측 모델을 구축한

후, 이를 활용하여 미확인된 항암 약물 조합의 잠재적인 시너지를 예측

한 연구는 찾아보기 어렵다. 이러한 문제를 해결하기 위하여, 본 연구에

서 개발한 방법을 기반으로 대규모 항암 약물 조합 데이터베이스를 이용

하여 항암 약물 조합을 확장하고, 각 조합의 잠재적인 시너지를 추출한

데이터베이스 DPS(Database of Potential Synergy)를 구축하였다. 또한,

DPS의 내용을 검색할 수 있는 유저 친화적인 웹 어플리케이션

FPS(Finder of Potential Synergy)를 구축하였다. FPS는 약물과 세포주

의 키워드만을 이용하여 항암 약물 조합의 잠재적 시너지를 검색이 가능

하다. 이를 통해, 항암 약물 조합 연구와 관련성이 낮은 연구자들 또한

쉽게 도구를 사용할 수 있어 다양한 분야에서 진입이 용이하다. FPS는

http://bike-fps.snu.ac.kr/에서 이용 가능하다.

DPS를 구축하기 위한 데이터리소스, 과정 및 결과에 대한 자세한 내

용은 다음에 기술되어 있다.
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그림 10. DPS 구축의 워크플로우
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2. 데이터 리소스

DrugComb는 NCI-ALMANAC, O`NEIL dataset 등 공개된 항암 약물

조합 관련 데이터베이스들을 통합하고 분석한 항암 약물 조합 관련 포털

이다 [31]. DrugComb를 통해 사용자는 복합 스크리닝 데이터를 분석하

고 시각화할 수 있다. DrugComb 데이터베이스는 항암 약물 조합의 농

도-반응성 매트릭스로 구성되어 있고, 각 약물 조합의 반응성 결과를 5

개의 계산 모델을 기반으로 계산된 결과가 포함되어 있다.

S 모델은 하나의 약물을 IC50 농도로 고정한 후, 약물 조합의 농도-

반응성에 대한 AUC(average area under cover)의 면적인 약물 조합 민

감도 점수(drug combination sensitivity score)와 단일 약물 농도-반응성

곡선의 AUC 합계의 차이로 약물 조합의 시너지 효과 스코어를 계산 한

다 [31]. ZIP(the zero interaction potency) 모델은 단일 약물이 독립적으

로 작용하여 약물 조합 시 서로를 강화하지 않는다는 가정 하에 단일 약

물과 그 조합 간의 용량-반응 곡선의 효능(특정 용량 수준에서의 효과)

변화를 비교하여 약물 조합의 시너지 효과 스코어를 계산 한다 [32].

Bliss 모델은 단일 약물 사용 시 발생하는 효과의 확률과 약물을 조합하

여 사용 시 발생하는 효과의 확률을 기반으로 약물 조합의 시너지 효과

스코어를 계산 한다 [33]. HSA(highest single agent) 모델은 단일 약물

사용 시 발생하는 효과 가운데 가장 높은 스코어의 약물 농도를 기준으

로 약물 조합의 시너지 효과 스코어를 계산 한다 [34]. Loewe additivity

모델은 단일 약물의 농도-반응성 곡선을 기반으로 조합된 약물의 농도

가 단일 약물의 농도를 초과하지 않는 다는 것을 가정하여 약물 조합의

시너지 효과 스코어를 계산 한다 [35].

DrugComb 데이터베이스에는 약물 4,268개, 세포주 288개가 있고, 이
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들을 조합한 약물 조합 739,652개의 약물 농도-반응성 매트릭스와 계산

값이 있다. 각 항암 약물 조합의 반응성 결과는 S 모델을 기반으로 계산

된 ‘S’, ZIP 모델을 기반으로 계산된 ‘Z’, Bliss 모델을 기반으로 계산된

‘B’, HSA 모델을 기반으로 계산된 ‘H’, Loewe additivity 모델을 기반으

로 계산된 ‘L’로 이루어져있다. 5가지 계산 값은 각 약물 조합의 약물 농

도-반응성 데이터를 기반으로 계산되었다. NCI-ALMANAC 데이터베이

스와 마판가지로, 동일한 ‘약물1+약물2+세포주’ 조합임에도 불구하고 약

물의 농도에 따라 계산 값이 다른 데이터들이 존재한다. 그러므로 농도

별 5가지 계산 값의 평균을 적용한 후, 조합에 따라 평균을 사용하였다.

표 7은 각 조합에 대하여 5가지 계산 값과 평균 스코어 예시이다.
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표 7. DrugComb 데이터베이스 예시

Drug 1 Drug 2
Cell

line

Drug1

CONC

Drug2

CONC
S Z B H L Average

Pralatrexate methotrexate SF-268 6.77E-05 4.43E-02 27.39 3.53 8.86 6.45 7.14 10.67

AT7519 PF-3758309 EW-8

6.30E-01 5.00E+00 27.14 13.86 13.27 16.79 13.87

19.498.51E-01 1.45E+00 34.07 17.15 15.27 18.78 16.83

7.56E-01 2.31E+00 42.31 16.51 15.38 16.62 14.51

AT7519 PF-3758309 TC-71

4.05E-01 5.00E+00 28.78 14.75 14.32 15.7 13.81

16.443.64E-01 5.00E+00 5.61 7.74 7.25 13.73 11.72

4.29E-01 5.00E+00 40.21 17.97 17.03 20.39 17.63

Alisertib Trametinib TC-32 5.00E+00 2.60E-02 -3.67 -0.53 -8.03 -13.47 -37.42 -12.62

Alisertib ZINC34894448 TC-32 5.00E+00 5.69E-02 0.28 4.16 2.39 -3.37 -26.24 -4.55

Antibiotic

AY 22989
Romidepsin SF-268 9.33E-03 1.00E-02 17.74 -1.95 -8.19 -5.25 -29.07 -5.34
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DrugComb 데이터베이스는 PubChem, ChEMBL[36] 등 약물 관련 공

개된 데이터베이스들을 기반으로 약물 말뭉치를 구축하였다. 또한,

Cellosaurus를 기반으로 세포주 말뭉치를 구축하였다. 말뭉치 데이터는

API 형태로 제공되고 있고, http://api.drugcomb.org에서 이용 가능하다.

본 연구에서는 DrugComb 데이터베이스에서 제공하는 약물 및 세포주

말뭉치를 이용하였다. 이러한 말뭉치에 있는 단어를 기반으로 PubMed에

서 해당 단어가 포함되어 있는 의생명 문헌을 추출하였다. 또한, 추출한

의생명 문헌에 있는 약물 및 세포주 동의어를 말뭉치에 있는 대표 단어

로 변환하였다. 이후, 토큰화를 통해 단어를 추출하고, 표제어 추출을 통

해 각 단어를 단어의 기본형으로 변환하여 전처리된 의생명 문헌 데이터

셋을 구축하였다.
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3. 항암 약물 조합 시너지 예측 모델 구축

본 연구에서는 앞서 개발한 방법을 기반으로 항암 약물 조합 데이터

베이스를 확장하고, 잠재적인 항암 약물 조합의 시너지를 예측하였다. 그

러므로 전처리된 의생명 문헌을 기반으로 Word2Vec 모델을 학습하여

약물과 세포주 특질을 추출하였다. 이때, 표 2에서 사용된 하이퍼마라메

터 셋팅 값을 동일하게 사용하였다.

학습된 Word2Vec 모델을 통해 DrugComb 데이터베이스에 있는 약물

과 세포주의 임베딩 벡터를 추출하고, ‘약물1+약물2+세포주’ 조합에 근거

하여 학습데이터를 구축하였다. 또한, 학습데이터를 각 조합의 평균스코

어를 기반으로 시너지 조합과 비시너지 조합으로 분리하여 학습데이터를

구축하였다. 예측 모델 구축 시, NCI-ALMANAC 데이터베이스 기반 예

측 모델의 성능 결과와 DrugComb 데이터베이스 기반 예측 모델의 성능

결과를 비교하기 위하여 베이스라인에서 사용한 딥러닝(FFNN, AE) 및

머신러닝(XGB, ERT, LR) 알고리즘과 하이퍼파라메터 셋팅 값을 동일하

게 사용하였다.
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4. 항암 약물 조합 시너지 예측 모델 성능 비교

본 연구에서는 약물과 세포주 말뭉치를 이용하여 PubMed에서 각 단

어가 포함되어 있는 11,683,382개의 의생명 문헌을 추출하였다. 또한, 약

물 말뭉치를 이용하여 문헌에 있는 약물 동의어를 대표단어로 변환하였

고, 세포주 말뭉치를 이용하여 세포주 동의어를 대표단어로 변환하였다.

이후, 토큰화, 표제어 추출을 통해 8,891,419개의 전처리 문헌을 구축하였

다. 전처리 문헌을 이용하여 Word2vec 모델 기반 약물과 세포주 단어의

임베딩 벡터를 추출하였다.

PubMed에 의생명 문헌이 없는 약물과 세포주를 제외한 결과, 약물은

3,627개, 세포주는 222개를 추출하고, 해당 약물과 세포주가 포함되어 있

는 479,056개의 조합을 추출하였다. 이 가운데 시너지 조합 52,094개, 비

시너지 조합 426,962개를 추출하여 학습데이터를 구축하고 딥러닝 및 머

신러닝 알고리즘을 적용하였다.

표 8에서는 본 연구에서 사용된 NCI-ALMANAC 데이터베이스와

DrugComb 데이터베이스 기반으로 추출된 약물, 세포주 등의 데이터 수

를 비교하였다. DrugComb 데이터베이스가 공개된 항암 약물 조합 데이

터베이스들을 통합하였기 때문에 NCI-ALMANAC 데이터베이스에 비하

여 약물의 수, 세포주의 수, 조합의 수 등 정량적 데이터 수가 많은 것을

확인 할 수 있다.
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표 8. NCI-ALMANAC 데이터베이스와 DrugComb 데이터베이스의

데이터 수 비교

NCI-ALMANAC DrugComb

약물

(개수)
101 3,627

세포주

(개수)
60 222

말뭉치

데이터

(개수)

13,962 293,346

의생명 문헌

(개수)
936,734 8,891,419

학습데이터

(개수)

시너지 셋 비시너지 셋 시너지 셋 비시너지 셋

3,548 126,634 52,094 426,962

130,182 479,056

예측 모델은 5-fold 교차검증을 각각 5번 수행하여 예측 모델의 성능

을 평가하였다. 예측 모델의 성능을 평가하기 위한 지표로 앞서 사용한

ROC-AUC, AUPR, F1-score를 사용하였다. Kunjie 연구진의 결과를 베

이스라인으로 하고, NCI-ALMANAC 데이터베이스를 기반으로 구축한

예측 모델의 성능과 DrugComb 데이터베이스를 기반으로 구축한 예측

모델의 성능을 비교하였다. 표 9~11에는 각각의 성능 평가 지표에 따른

예측 모델의 성능 결과가 있다.
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표 9. ROC-AUC 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline

(NCI-

ALMANAC)

0.912

±0.004

0.91

±0.005

0.914

±0.004

0.895

±0.007

0.885

±0.01

0.895

±0.005

0.843

±0.007

0.847

±0.006

Proposed

(NCI-

ALMANAC)

0.924

±0.001

0.915

±0.006

0.923

±0.003

0.92

±0.004

0.889

±0.003

0.892

±0.004

0.881

±0.004

0.854

±0.007

Proposed

(DrugComb)

0.939

±0.001

0.933

±0.002

0.931

±0.001

0.93

±0.001

0.822

±0.001

0.823

±0.002

0.896

±0.003

0.82

±0.001
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표 10. AUPR 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline

(NCI-

ALMANAC)

0.402

±0.017

0.417

±0.032

0.408

±0.025

0.339

±0.026

0.349

±0.016

0.381

±0.026

0.24

±0.015

0.192

±0.011

Proposed

(NCI-

ALMANAC)

0.434

±0.014

0.427

±0.025

0.438

±0.008

0.424

±0.011

0.371

±0.013

0.381

±0.016

0.326

±0.012

0.196

±0.004

Proposed

(DrugComb)

0.763

±0.003

0.742

±0.006

0.737

±0.002

0.752

±0.004

0.382

±0.008

0.376

±0.005

0.589

±0.005

0.352

±0.003
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표 11. F1-score 기반 예측 모델 성능 비교

Algorithms FFNN AE XGB ERT LR

Ref. [13] [14] [16] [17] [19] [20] [22] [24]

Baseline

(NCI-

ALMANAC)

0.359

±0.027

0.262

±0.045

0.325

±0.039

0.224

±0.05

0.227

±0.01

0.24

±0.019

0.272

±0.018

0.059

±0.01

Proposed

(NCI-

ALMANAC)

0.392

±0.017

0.313

±0.052

0.296

±0.021

0.428

±0.028

0.271

±0.016

0.259

±0.02

0.263

±0.015

0.064

±0.013

Proposed

(DrugComb)

0.67

±0.006

0.614

±0.011

0.587

±0.006

0.655

±0.009

0.061

±0.003

0.054

±0.003

0.392

±0.003

0.111

±0.002
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예측 모델을 구축하기 위하여 사용된 데이터베이스가 다르기 때문에

예측 모델 간의 직접적인 비교는 적절하지 않으나, DrugComb 데이터베

이스를 기반으로 구축한 예측 모델의 성능이 베이스라인과

NCI-ALMANAC 데이터베이스 기반의 예측 모델에 비하여 절대적인 수

치에서 가장 우수하고, 각 모델 간의 성능 편차도 크지 않았다. 이를 통

해, DrugComb 데이터베이스를 기반으로 구축한 예측 모델의 성능이 가

장 안정적이며 성능이 우수한 것을 확인 할 수 있다.

그림 11은 성능이 가장 우수한 DrugComb+FFNN 기반 예측 모델의

혼동행렬 결과이다. NCI-ALMANAC 데이터베이스를 기반으로 구축한

모델의 결과인 그림 8과 그림 11을 비교한 결과, DrugComb 데이터베이

스 기반으로 구축된 예측 모델의 성능이 NCI-ALMANAC 데이터베이스

기반으로 구축된 예측 모델의 성능에 비하여 실제 시너지 조합 중 시너

지로 예측한 조합의 비율(TPR)이 약 2배 상승한 것을 확인 할 수 있다.

그러므로 DrugComb 데이터베이스를 기반으로 구축한 예측 모델의 시너

지 예측률이 더 우수한 것을 확인 할 수 있다. 이러한 결과를 바탕으로

ROC-AUC 지표가 상승한 것을 확인할 수 있다. 또한, 시너지로 예측한

조합 중 실제 시너지 조합의 비율(정밀도)과 실제 시너지 조합 중 시너

지로 예측한 조합의 비율(재현율)이 모두 상승하여 AUPR과 F1-score

지표가 큰 폭으로 상승하였다. 이를 통해, 학습데이터의 증가가 예측 모

델의 성능 향상 요인으로 작용한 것을 확인 할 수 있다.
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그림 11. DrugComb+FFNN 기반 예측 모델의 혼동행렬
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5. Database of Potential Synergy (DPS)

각 연구들에서 구축한 예측 모델은 잠재적인 약물 조합의 시너지를

예측하는 연구에 있어 활용 될 수 있다. 그러나 in-silico 기반 항암 약

물 조합의 시너지 예측 모델을 활용하여 밝혀지지 않은 항암 약물 조합

의 시너지를 예측한 데이터베이스는 찾아보기 어렵다.

본 연구에서는 공개된 항암 약물 조합 데이터베이스에 포함되어 있지

않은 조합의 잠재적인 시너지를 예측한 데이터베이스인 DPS를 구축하

였다. DPS를 구축하기 위하여 예측 모델 중 성능이 가장 우수한

DrugComb+FFNN 기반의 예측 모델을 활용하였다. 예측 모델에서 항암

약물 조합의 시너지 효과를 예측하는데 있어 시너지 효과가 있는지 없는

지 분류 할 수 있고, 분류 결과에 대한 확률을 보여줄 수 있다.

본 연구에서는 앞서 추출한 약물과 세포주를 조합하여 646,749,492개

의 조합을 추출하였다. DrugComb+FFNN 기반의 예측 모델을 활용하여

각 조합에 대하여 잠재적 시너지를 분류하고, 분류 결과에 대한 확률을

구축하였다.
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6. Finder of Potential Synergy (FPS)

본 연구에서는 DPS의 데이터를 검색 할 수 있는 유저 친화적인 웹

어플리케이션 FPS를 구축하였다. FPS는 약물과 세포주 키워드만을 이

용하여 항암 약물 조합의 잠재적 시너지를 검색 할 수 있어, 도구 사용

에 대한 진입장벽을 낮추었다.

메인 페이지에는 약물 조합과 타겟 세포주 조합의 결과를 검색할 수

있는 ‘Combination’ 섹션, 약물을 기준으로 잠재적인 약물 조합의 시너지

를 검색 할 수 있는 ‘Drug’ 섹션과 세포주를 기준으로 잠재적인 약물 조

합의 시너지를 검색 할 수 있는 ‘Cell line’ 섹션이 있다. ‘Combination’

섹션에서 사용자는 확인하고자 하는 약물 조합과 세포주 키워드를 입력

한다. ‘Drug’ 섹션과 ‘Cell line’ 섹션에서는 각각 약물과 세포주 키워드를

입력한다. 그림 12(a)는 FPS의 인터페이스 중 메인 페이지를 보여준다.

결과 페이지에는 사용자가 메인 페이지에서 선택한 약물과 세포주 조

합의 잠재적인 시너지 예측 결과가 있다. ‘Combination’ 섹션을 통해 검

색한 경우 선택된 조합에 대한 결과를 보여주고, ‘Drug’ 섹션과 ‘Cell

line’ 섹션을 통해 검색한 경우 선택된 키워드가 포함되어 있는 조합에

대한 결과를 보여준다. 결과 테이블에서는 약물과 세포주가 있고, 해당

조합의 예측 결과가 있다. 또한, 예측 결과를 통해 출력된 약물 조합의

시너지 예측 결과와 확률을 확인 할 수 있다. 그림 12(b)는 FPS의 인터

페이스 중 결과 페이지를 보여준다.

FPS는 도메인 전문가뿐만 아닌 비도메인 전문가를 모두 포함한 사용

자를 대상으로 구축되었다. 그러므로 약물 및 세포주에 관한 간략한 정

보와 자세하게 참고할 수 있는 정보 페이지를 구축하였다. 약물 및 세포

주 정보 페이지에 사용자는 데이터베이스에 있는 약물과 세포주에 대한
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정보를 볼 수 있다. 해당 페이지를 통해 약물 및 세포주 관련 도메인 전

문가뿐만 아닌 비도메인 전문가 사용자의 편의성을 증가시키고 약물 및

세포주 정보에 대하여 참고할 수 있다. 약물 정보 페이지에서는 약물의

이름, 간략한 설명, 약물의 SMILES, 동의어 및 기타 참고할 수 있는 페

이지를 맵핑하였다. 세포주 정보 페이지에서는 세포주의 이름, 동의어 및

기타 참고할 수 있는 페이지를 맵핑하였다. FPS의 인터페이스 중 약물

과 세포주 정보 페이지는 그림 12(c)와 (d)에서 확인 할 수 있다.
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그림 12. FPS의 인터페이스
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그림 12(a)의 예시에서는 약물 ‘(+)-BICUCULLINE’,

‘ACAMPROSATE’와 세포주 ‘SK-MEL-5’ 조합을 사용하였다. 그림

12(b)의 예시에서는 약물 ‘(+)-BICUCULLINE’, ‘ACAMPROSATE’와 세

포주 ‘SK-MEL-5’ 조합의 결과를 보여준다. ‘(+)-BICUCULLINE’,

‘ACAMPROSATE’, ‘SK-MEL-5’ 조합은 시너지 효과가 있는 것으로 예

측되었고, 예측 결과에 대한 확률은 84.3% 인 것을 확인 할 수 있다.

BEE(Biomedical Entity Explorer)는 유전자를 기준으로 의생명 개체

간의 관계를 통합하여 각 개체들 간의 관계를 복합적으로 질의할 수 있

는 시스템이다 [37]. BEE에서는 각 의생명 개체와 관련 있는 유전자를

검색할 수 있으며, 이종 의생명 개체들 사이의 관련 있는 유전자 또한

검색 할 수 있다. BEE에서는 세포주 데이터의 뿌리 개념인 질병 데이터

를 기반으로 관련 있는 유전자를 검색할 수 있다. 세포주 ‘SK-MEL-5’

는 흑색종(cutaneous melanoma)으로부터 추출되었으므로 SK-MEL-5

대신 cutaneous melanoma 키워드를 이용하여 ‘(+)-BICUCULLINE’,

‘ACAMPROSATE’, ‘cutaneous melanoma’ 조합과 관련된 유전자를 검색

하였다. 그 결과 ‘(+)-BICUCULLINE’, ‘ACAMPROSATE’, ‘cutaneous

melanoma’ 조합이 GABRA3(Gamma-Aminobutyric Acid Type A

Receptor Subunit Alpha3) 유전자와 공통적으로 관련 있는 것을 확인

할 수 있었다. 그림 13은 BEE에서 ‘(+)-BICUCULLINE’,

‘ACAMPROSATE’, ‘cutaneous melanoma’ 조합과 관련된 유전자 검색

결과에 대한 예시이다.

이처럼 FPS를 통해 발견되지 않은 항암 약물 조합의 시너지 가능성

을 보여줌으로써, 항암 약물 조합 실험 전, 후보군을 선별하는데 있어 활

용 될 수 있다. 또한, 기존 도구들과 함께 사용함으로써 후보군 선별의

근거를 마련하는데 활용될 수 있다.
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그림 13. BEE 검색 결과 예시
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Ⅴ. 결 론

본 연구에서는 의생명 문헌에서 약물 및 세포주 특질을 추출하여 항

암 약물 조합의 시너지 효과를 예측하였다. 본 연구에서 구축한 예측 모

델은 기존의 연구들에 비하여 대부분 우수한 성능을 보여주었다. 이러한

결과를 바탕으로 본 연구의 특질 추출 방법이 기존 연구들에서 사용된

특질 추출 방법에 비하여 약물과 세포주 정보를 보다 풍부하게 반영할

수 있는 가능성을 보여주었다. 또한, 본 연구에서 개발한 방법을 활용하

여 대규모 항암 약물 조합 데이터베이스 기반의 미확인된 항암 약물 조

합의 잠재적 시너지를 예측하여 DPS를 구축하였으며, DPS의 데이터를

검색할 수 있는 유저 친화적인 웹 어플리케이션 FPS를 구축하였다. 본

연구의 과정과 결론을 통해 다음과 같은 학술적 기여를 기대한다.

첫째, in-silico 기반의 연구에서 특질 추출 방법 측면에 대한 기여를

기대한다. 정형데이터는 비정형데이터에 비하여 데이터를 파악하거나, 사

용함에 있어 직관적이지만, 데이터를 추가하거나 확장하는데 있어 어려

움이 있다. 새롭게 발표된 연구 내용을 구조화하는 것은 도메인 전문가

없이 수행하기 어려움이 있다. 그러므로 새로운 연구가 공개된 데이터베

이스에 업데이트가 되기까지 오랜 시간이 소요된다. 본 연구에서는 비정

형데이터를 사용함으로써 약물과 세포주 관련 새로운 연구 출판 시 문헌

을 추가하여 약물 및 세포주 특질 추출에 반영 할 수 있어 데이터 확장

성에 유연하다. 또한, 본 연구를 통해 추출된 특질은 기존 연구에서 추출

한 정형데이터 기반의 특질과도 함께 사용 할 수 있기 때문에 기존 연구

에서 추출한 특질 정보를 이용할 수 있다. 그러므로 본 연구에서 개발한

특질 추출 방법을 기반으로 약물의 타겟을 치주질환, 만성질환 등 다른

질병으로 확장한다면 다양한 의생명 연구 분야에 활용 가능할 것으로 기
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대한다.

둘째, 새로운 연구 방향성을 제시할 수 있을 것으로 기대한다. 기존의

연구들은 정형데이터로부터 특질을 추출한 반면, 본 연구에서는 비정형

데이터로부터 특질을 추출하여 in-silico 기반 항암 약물 조합 시너지 예

측 연구를 진행하였다. 본 연구를 통해 구축된 예측 모델의 성능은 기존

연구들에 비하여 대부분 우수한 성능 지표를 보여주었다. 이를 통해,

in-silico 기반의 항암 약물 조합 시너지 예측 연구에서 비정형데이터를

기반으로 추출한 특질을 활용하는 것에 대한 근거를 줄 수 있다. 이러한

결과를 바탕으로 in-silico 기반 항암 약물 조합 시너지 예측 연구에서

새로운 방향성을 제시할 수 있을 것으로 기대한다.

셋째, 약물 조합의 시너지 예측 도구 측면에 대한 기여를 기대한다.

항암 약물 조합 시너지 예측 모델은 실제 약물 조합 실험 전, 연구자들

이 잠재적 시너지를 예측하는데 있어 중요한 역할을 할 수 있다. 그러나

예측 모델을 활용하여 발견되지 않은 항암 약물 조합의 잠재적 시너지를

예측한 데이터베이스들은 거의 없다. 본 연구에서는 예측모델을 기반으

로 밝혀지지 않은 항암 약물 조합의 잠재적 시너지를 예측하여 DPS를

구축하였다. 또한, DPS에 있는 데이터를 검색할 수 있는 웹 기반의 도구

FPS를 구축하였다. FPS는 약물과 세포주 키워드만을 이용하여 항암 약

물 조합의 잠재적 시너지를 검색 할 수 있어, 도구 사용에 대한 허들이

낮고 직관적이다. 그러므로 다양한 분야의 연구자들이 접근하기 용이하

여 항암 약물 조합 발견에 있어 다양한 관점 및 방향을 줄 수 있을 것으

로 기대한다.

넷째, 신약 개발 측면에 대한 기여를 기대한다. 새로운 약물이 발견되

거나, 약물의 개수가 증가됨에 따라 약물 조합의 수는 급격하게 증가한

다. 현실적으로 모든 약물 조합의 사례를 테스트하는 것은 수많은 시간
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과 비용이 소요된다. 본 연구에서 개발한 방법을 통해 새로운 항암 약물

조합의 시너지 효과 가능성을 추출함으로써 항암 약물 조합 실험에 있어

시간과 비용을 줄일 수 있다. 이를 통해 in-vivo 또는 in-vitro 실험 전

연구자들이 새로운 항암 약물 조합의 후보를 선정하는데 있어 기여 할

수 있을 것으로 기대한다.

다섯째, 본 연구의 결과물을 웹에 공개함으로써 의생명 연구 분야 발

전에 대한 기여를 기대한다. 본 연구의 소스 코드 및 약물과 세포주 특

질 은

https://github.com/YongsunShim/anticancer-drug-combination-predictio

n-using-documents-based-features.git에서 확인 가능하며, FPS는

http://bike-fps.snu.ac.kr에서 이용 가능하다. 본 연구의 방향과 결과물이

국내ㆍ외 연구자들의 학술적 목적과 발전에 기여할 수 있기를 기대한다.
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Ⅵ. 연구의 제한점 및 제언

본 연구의 과정과 결론을 통해 다음과 같이 제한점과 새로운 연구 방

향을 제안하고자 한다.

첫째, 본 연구에서는 PubMed에서 제공하는 의생명 문헌의 초록을 사

용하여 약물과 세포주 특질을 추출하였다. 초록에는 의생명 문헌의 핵심

정보가 포함되어 있으나, 문헌 전체의 정보가 포함되어 있지는 않다. 특

질 추출에 있어 문헌에 있는 전체적인 내용을 사용하면 더 좋은 특질을

추출할 수 있을 것으로 기대할 수 있으나, 출판사나 저자에 따라 문헌의

구조가 다르고 형식이 달라 전체 문헌을 처리하는데 있어 기술적 한계가

존재한다. 또한, 의생명 문헌의 전체 내용을 제공하는 데이터베이스는

PubMed Central5), bioRxiv6) 등이 있으나, PubMed에 비하여 수가 현저

히 부족한 한계가 있다. 문헌 전체를 사용할 수 있는 기술적 한계 문제

와 데이터 수의 부족 문제가 극복된다면 특질 추출에 있어 더 많은 정보

를 포함 할 수 있을 것이라 판단된다.

둘째, 본 연구에서는 NCI-ALMANAC 데이터베이스와 DrugComb 데

이터베이스를 기반으로 예측 모델을 구축하고 비교하였다. 그 결과, 데이

터의 수가 약 4배 많은 DrugComb 데이터베이스를 기반으로 구축한 예

측 모델의 성능이 더 우수하였다. 이를 통해, 약물 조합 관련 데이터의

수가 증가한다면 예측 모델의 성능이 증가할 것이고, 이를 통해

in-silico 기반 항암 약물 조합 시너지 예측 모델의 역할이 더욱 증대될

수 있을 것이라 판단된다.

셋째, 본 연구에서는 2가지 약물의 조합으로 이루어진 데이터를 기반

5) https://www.ncbi.nlm.nih.gov/pmc/

6) https://www.biorxiv.org/
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으로 예측 모델을 구축하였다. 현재 공개된 항암 약물 조합 관련 데이터

베이스는 2가지 약물의 조합으로 이루어져있다. 추후 항암 약물 조합 연

구가 발전하고, 데이터가 증대된다면 3가지 이상의 약물 조합의 시너지

를 예측하는 연구로 발전 할 수 있을 것으로 판단된다.
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Abstract

A study on the development of a method

for predicting the synergistic effects of

anti-cancer drug combinations using

biomedical literature-based feature

extraction

Yongsun Shim

Department of Dental Science

The Graduate School

Seoul National University

To reduce drug side effects and enhance their therapeutic effect

compared with single drugs, drug combination research, combining

two or more drugs, is highly important. Conducting in-vivo and

in-vitro experiments on a vast number of drug combinations incurs

astronomical time and cost. To reduce the number of combinations,

researchers classify whether drug combinations are synergistic

through in-silico methods. Since unstructured data, such as

biomedical documents, include experimental types, methods, and

results, it can be beneficial extracting features from documents to
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predict anti-cancer drug combination synergy. However, few studies

predict anti-cancer drug combination synergy using

document-extracted features. In addition, there are few databases that

predict the potential synergy of undiscovered anti-cancer drug

combinations by using the anti-cancer drug combination synergy

prediction model.

This study presents a novel approach for anti-cancer drug

combination synergy prediction using document-based feature

extraction. The use of proposed features yielded higher results

compared to the majority of published studies. Based on these results,

a DPS (Database of Potential Synergy) was constructed by predicting

the potential synergy of an undiscovered anti-cancer drug

combination, and a web application FPS (Finder of Potential Synergy)

that can search the DPS was created. FPS is available at

http://bike-fps.snu.ac.kr.

Using the process and results in this study, researchers can save

time and cost on new anti-cancer drug combination discoveries.

Additionally, since the proposed feature extraction method does not

require structuring of unstructured data, new data can be immediately

applied without any data scalability issues.

keywords : Biomedical literature based feature extraction,

Anti-cancer drug combination synergy prediction, Anti-cancer

drug combination database expansion
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