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초    록 

 

파노라마방사선영상에서 

딥러닝에 기반한 치근단 병변의 

세그먼테이션 

 

송 일 석 

서울대학교 대학원 

치의과학과 영상치의학 전공 

(지도교수 허 민 석) 

 

1. 목  적 

심층 신경망(deep neural network)은 의학 및 치의학 연구 분야에서 

가장 유망한 인공지능 중 하나로 급부상하였으며, 이를 통해 질병을 조

기에 발견할 수 있는 효과적인 진단 방법을 제공할 수 있다. 본 연구의 

목적은 CNN 알고리즘을 이용하여 파노라마방사선영상에서 치근단 병변
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을 세그먼테이션 하는 능력을 평가하는 것이다. 

 

2. 방  법 

  치근단 병변을 가진 총 1000장의 파노라마방사선영상을 학습(n=800, 

80%), 검증(n=100, 10%), 테스트(n=100, 10%) 데이터 세트로 각각 

분류하였다. 파노라마방사선영상은 ResNet50 모델을 이용하여 일정한 

크기로 절단된 영상을 학습에 사용하였으며, 학습은 시맨틱 세그먼테이

션 방법의 대표적인 모델인 U-Net 모델을 이용하여 진행되었다. 치근

단 병변을 확인하는 성능은 IoU 임계값에 따른 precision, recall, F1-

score 값을 계산하여 평가하였다. 

 

3. 결  과 

IoU 임계값 0.3에서 180개의 병변 중 147개의 병변이 검출되었다. 

F1-score는 IoU 임계값 0.3, 0.4, 0.5에서 각각 0.828, 0.815, 0.742

으로 확인되었다. 

 

4. 결  론 

이번 연구에서 치근단 병변의 감지 및 진단을 위한 딥러닝의 잠재적 

유용성이 확인되었다. U-Net 알고리즘은 파노라마방사선영상에서 치근

단 병변을 감지하는 데 상당히 좋은 성능을 제공하였다. 
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주요어 : 치근단 병변, 파노라마방사선영상, 딥러닝, 인공지능  

학  번 : 2016-33728 
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1. 서 론 

 

치근단 병변은 치수가 괴사되어 근관이 감염되었을 때 방사선 영상을 

통해 확인할 수 있으며, 치근단방사선영상, 파노라마방사선영상, 

콘빔전산화단층영상에서 근단부에 방사선투과상으로 나타난다. 

콘빔전산화단층영상이 일반적인 방사선영상에 비해 3차원적인 정보를 

제공하여 상당히 높은 정확도의 진단을 가능하게 하지만[1], 촬영비용과 

일반적인 방사선영상에 비해 상대적으로 높은 피폭량 때문에 일상적으로 

촬영하기에는 제한이 있다. 그래서 치근단 병변을 진단하는 데 있어서 

일반적으로 이용하는 방사선영상은 치근단방사선영상과 

파노라마방사선영상이다. 특히, 파노라마방사선영상은 치아 우식, 치근단 

병변, 치주 상태, 골내 결손과 이외 다른 치과 질환을 검출하기 위해 

일상적으로 촬영하게 된다[2].  

방사선검사는 다양한 개체를 구별할 수 있는 능력이 있음에도 

불구하고 판독하는 사람에 따라 신뢰도에 차이가 발생할 수 

있으며[3,4], 이러한 신뢰도는 검사자의 경험에 따라 영향을 받는다[5]. 

따라서 치과질환의 예측 및 분석을 위한 경험적 접근 방식은 치과 

임상가의 경험과 주관적인 평가기준에 상당히 의존하게 된다. 또한, 

이러한 임상적 접근과 방법들은 치과질환을 조기에 검출하고 진단하는 

과정에서 많은 시간과 노력이 요구되며, 신뢰할 수 있는 표준적인 임상 

평가를 제공하는 것이 어렵다. 측방두부규격방사선영상에서 계측점 진단, 

상악동염의 진단, 치아우식증과 치주염의 조기 진단 등은 많은 시간이 
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필요한 과정이며, 사람의 노동이 수반되는 과정이다. 

최근에 등장한 머신러닝의 한 분야인 딥러닝에 의한 병변의 검출은 

의료 및 치과 분야에서 상당히 높은 성능을 보이는 것으로 확인되었다 

(Figure 1)[6,7]. 이와 같은 인공지능에 대한 연구가 활발히 진행되고, 

학습에 의해 성능이 향상되면서 의료분야에서 딥러닝에 의한 학습모델의 

진단능력이 점점 더 발전하고 있다. 

 

 

 

Figure 1. Venn diagram of artificial intelligence 
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인공지능은 인간의 인지·추론·판단 등의 능력을 고안된 알고리즘을 

이용하여 컴퓨터로 구현하기 위한 기술을 포괄하는 의미의 용어로 

사용된다[8]. 컴퓨터는 연산 능력이 뛰어나지만, 인간 공유의 능력인 

인지·추론·판단 등의 능력은 가지고 있지 않다. 이러한 인간 고유의 

능력을 컴퓨터에서 구현해 보고자 시작된 것이 인공지능이다. 

1956년 Dartmouth 대학에서 열린 컨퍼런스에서 John McCarthy가 

'인공지능(artificial intelligence)'이라는 용어를 처음 사용하기 

시작했다[9]. 하지만 그 당시 연산처리 속도의 한계와 함께 최초의 

인공신경망 알고리즘인 퍼셉트론(perceptron)의 근원적인 한계였던 

XOR 선형분리 문제로 인해 연구가 빠르게 진행되지 못했다[10]. 

XOR 선형분리 문제란 0과 1의 XOR 진리표에 대한 선형분리가 

불가능하다는 것을 의미하는데, 1980년대에 들어서 다층 

퍼셉트론(multi-layer perceptron)을 학습시킬 수 있는 오차 

역전파(error back-propagation) 기법이 도입되면서 이러한 문제가 

해결되었다[11]. 오차 역전파 기법은 다층 신경망 학습에 사용되는 

통계적 기법으로 출력층에서 발생한 결과를 입력층으로 전송하여 오차를 

수정하면서 가중치를 재설정하는 기법이다. 하지만 오차 역전파 기법이 

3층이 넘는 심층신경망에는 적용하기 어려운 문제를 가진 것으로 

간주되면서 다시 한번 인공지능 발전의 정체기를 맞았다. 그리고 이러한 

문제의 원인이 오차 역전파 기법에 있는 것이 아니고 퍼셉트론에서 

사용하는 활성함수(activation function)의 문제라는 것이 밝혀졌다[12]. 

2010년 정류 선형 유닛(rectified linear unit, ReLU)이라는 활성함수가 
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이용되면서 수백 수천 층의 심층신경망에서도 학습이 가능하게 되었고, 

이것이 딥러닝 알고리즘 발전의 시초가 되었다. 

딥러닝 분야에서는 여러 개의 단순 연산을 한 번에 처리할 수 있는 

병렬 연산이 핵심 기술이다. 복잡하고 순차적인 연산을 하는 

중앙처리장치(central processing unit: CPU)가 많은 수의 병렬 연산이 

필요한 인공신경망에 적합하지 않음을 확인하고, 이를 해결하기 위해 

다수의 병렬 연산을 한 번에 처리할 수 있는 그래픽처리장치(graphic 

processing unit: GPU)를 사용하고 있다[13]. 하지만 이것 역시 다중 

레이어를 가진 신경망을 활용하게 되면 처리속도의 한계에 부딪히게 

되기 때문에 CPU나 GPU가 아닌 신경망을 처리하는 인공지능 전용 

하드웨어가 요구되고 있다. 

머신러닝(machine learning)은 인공지능의 한 분야이며, 1959년 

Samuel[14]은 머신러닝을 “기계가 일일이 코드로 명시하지 않은 

동작을 데이터로부터 학습하여 실행할 수 있도록 하는 알고리즘을 

개발하는 연구 분야”라고 정의하였다. 즉 사람이 학습하듯이 

컴퓨터에도 데이터들을 입력하면 스스로 학습하게 함으로써 새로운 

지식을 얻게 하는 분야이다[15].  

딥러닝은 인공신경망에 기반을 둔 머신러닝 기술의 한 종류이다. 다층 

구조로 설계하여 깊어진 인공신경망이 학습이 잘 이루어지지 않는 

문제를, 학습을 위한 데이터들을 비지도 학습(Unsupervised 

Learning)을 통해 전처리하면 신경망이 깊어져도 학습이 잘 

이루어진다는 것을 알아내고 이를 이용하였다[16]. 컴퓨터가 인간의 
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뇌에 있는 뉴런과 비슷한 입출력 계층을 활용하여 데이터를 학습하면 

학습된 데이터를 사용하여 스스로 학습하여 인공지능 모델을 생성하고, 

이렇게 학습된 특정 패턴과 정보는 계속적인 빅데이터의 학습을 통해 

더욱 정교한 분류가 가능하게 된다. 신경망의 층이 많고 각 층마다 여러 

개의 변수를 고려한다는 것이 딥러닝의 특징이다[17]. 

딥러닝을 활용한 컴퓨터 비전 분야에서 가장 많이 활용되는 것이 

객체검출과 시맨틱 세그먼테이션(semantic segmentation)이다[17]. 

객체검출 알고리즘에서는 주요 객체를 탐지하고 해당 객체를 중심으로 

경계 박스를 표시하여 구분하며, 활용 분야로는 차량 감지와 추적, 감시 

시스템 등이 있다[18]. 최근에는 안면인식, 영상 분류, 동영상 및 음성 

인식 등과 같은 여러 다양한 분야에서도 많이 활용되고 있다[19-21]. 

시맨틱 세그먼테이션은 디지털 영상을 여러 개의 화소 집합으로 나누는 

과정으로, 영상 분할을 하여 영상의 표현을 해석하기 쉬운 것으로 

단순화하여 변환하는 것이다. 이를 통해 영상 내 모든 화소에 대한 분류 

결과를 보여주고, 영상의 각 부분이 어떤 의미를 가지고 있는지 구분할 

수 있게 된다. 

이러한 딥러닝 접근법을 이용하여 구강 및 악안면 영역의 

방사선영상에서 경험에 기반한 진단의 문제를 효율적으로 극복할 수 

있다[22]. 하지만 딥러닝 접근법을 이용하는 치과영역에서의 진단은 

아직 연구단계에 머무르고 있으며, 그 성능에 대한 불확실성으로 인해 

실제 진료에서 아직 널리 활용되지는 않고 있다. 

본 연구에서는 파노라마방사선영상에서 치근단 병변을 스크리닝 하기 
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위해 CNN에 기반한 치근단 병변의 영상 분할을 수행하였다. 과거 

연구에서는 학습 데이터 세트로 각각의 치아를 수작업으로 절단한 

분할된 영상을 이용했던 반면[23], 이번 연구에서는 전체 

파노라마방사선영상을 학습 데이터 세트로 사용하여 초기 단계의 치근단 

병변을 효과적으로 검출할 수 있도록 하였다. 

이전 연구들에서는 치과 질환의 검출을 위해 YOLO 신경망 모델을 

사용했던 반면[24,25], 본 연구에서는 치근단 병변의 세그먼테이션을 

위하여 U-Net 신경망 모델을 사용하였다. U-Net은 시맨틱 

세그먼테이션의 대표적인 모델이며, 시맨틱 세그먼테이션은 화소 수준의 

예측을 하는 딥러닝 방법이다. 그래서 적은 수의 화소를 가진 치근단 

병변을 확인하는 연구에 U-Net이 더욱 적절할 것으로 판단하였다. 

이번 연구의 목적은 U-Net 모델을 이용하여 파노라마방사선영상에서 

치근단 병변을 분할하는 성능을 평가하는 것이다. 
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2. 문헌 고찰 

 

치과 영역의 방사선영상에서 딥러닝을 활용한 진단에 관한 연구는 

매우 활발하게 진행되고 있다. 구강악안면 영역에 발생하는 낭종과 

종양의 검출[25], 치아 변화의 인식을 통한 개인 식별의 데이터베이스 

자동화[26], 치아의 근단부에 발생하는 병변의 검출[23], 치아 우식의 

탐지[27,28], 교정 진단[29], 치주치료[30] 등에서 많은 연구의 진전이 

있었다. 

Kwon 등[25]은 YOLOv3을 이용하여 1,282장의 

파노라마방사선영상에서 구강악안면에 자주 나타나는 4가지 

질환(함치성낭, 치근단당, 치성각화낭, 법랑모세포종)을 자동으로 

검출하고 진단하는 딥러닝 알고리즘을 개발하고 그 정확성을 평가하였다. 

데이터 증강을 통해 학습 데이터를 12배로 증가시켜 학습시켰으며, 

88.9% 민감도, 97.2% 특이도, 95.6% 정확도 및 0.94 AUC의 성능을 

확인하였다. 함치성낭은 91.4% 민감도, 99.2% 특이도, 97.8% 정확도 

및 0.96 AUC 값을 보였다. 치근단낭은 82.8% 민감도, 99.2% 특이도, 

96.2% 정확도 및 0.92 AUC 값을 나타냈다. 치성각화낭은 98.4% 

민감도, 92.3% 특이도, 94.0% 정확도 및 0.97 AUC 결과를 보였다. 

법랑모세포종은 71.7% 민감도, 100% 특이도, 94.3% 정확도 및 0.86 

AUC의 결과를 보였다. 

Choi 등[26]은 파노라마방사선영상을 이용하여 딥러닝으로 사전 
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훈련된 객체인식 모델을 이용하여 치아의 변화를 인식 후 개인의 치열에 

대한 데이터베이스를 자동으로 구축하고, 개인식별을 자동화하였다. 

상위 20.0% 후보군을 추출하였을 때 84.0%의 성공률을 나타내었으며, 

상위 10.0%, 5.0% 후보군을 추출하였을 경우에는 각각 72.7%, 

59.4%의 성공률을 보였다. 남성의 경우 상위 20.0%, 10.0%, 5.0% 

후보군 추출시 71.3%, 63.6%, 51.8%의 성공률을 보였고, 여성의 경우 

같은 경우에 97.8%, 81.8%, 66.9%의 성공률을 보였다. 

Ekert 등[23]은 85장의 파노라마방사선영상에서 절단한 249개의 

각각의 치아 사진을 학습 데이터로 사용하여 치근단 병변을 검출하였다. 

학습 데이터를 7배로 데이터 증강시켜 학습시켰으며, 0.85 AUC(area 

under the curve), 0.65 민감도, 0.87 특이도, 0.49 PPV(positive 

predictive value), 0.93 NPV(negative predictive value)의 성능을 

확인하였다. 

Lee 등[27]은 GoogLeNet Inception v3을 이용하여 3000장의 

치근단 방사선 사진에서 치아우식을 검출하고 그 정확성을 평가하였다. 

학습 데이터를 10배로 데이터 증강시켜 학습시켰으며, 소구치에서는 

89.0% 정확도, 84.0% 민감도, 94.0% 특이도, 93.3% PPV, 85.5% 

NPV의 성능을 확인하였다. 대구치에서는 88.0% 정확도, 92.3% 민감도, 

84.0% 특이도, 85.2% PPV, 91.3% NPV의 성능을 확인하였다.  

Khan 등[28]은 U-Net, Xnet, SegNet, U-Net+Densenet121를 

이용하여 206장의 파노라마방사선영상에서 치아우식, 치조골흡수, 

치근간방사선투과상을 검출하고 정확성을 평가하였다. 학습 데이터를 
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다양한 변형을 적용하여 데이터 증강시켜 학습을 시행하고 성능을 

확인하였다. U-Net, Xnet, SegNet, U-Net+Densenet121의 다이스 

계수값은 각각 0.453, 0.405, 0.381, 0.434였다. 

Setzer 등[29]은 U-Net을 이용하여 61개의 치근을 포함하는 

20개의 콘빔전산화단층영상에서 치근단 병변을 검출하였다. 영상에서 

각각의 복셀을 치근단 병변, 치아구조, 뼈, 수복재료, 배경으로 분할하는 

성능을 평가하였다. 그래서 딥러닝에 의한 치근단 병변의 분할 성능은 

0.93의 정확도, 0.88의 특이도, 0.87의 PPV, 0.93의 NPV로 나타났고, 

다이스 계수값은 치근단 병변이 0.52, 치아구조가 0.74, 뼈가 0.78, 

수복재료가 0.58, 배경이 0.95로 나타났다. 

Bayrakdar 등[30]은 U-Net을 이용하여 470장의 

파노라마방사선영상을 학습 데이터로 사용하여 치근단 병변을 검출하고 

그 정확성을 평가하였다. 학습 데이터를 3배로 데이터 증강시켜 

학습시켰으며, 70%의 IoU 임계값에서 0,92의 민감도, 0.84의 precision, 

0.88의 F1-score 성능을 확인하였다. 

Devito 등[31]은 인공지능을 이용하여 교익 방사선 사진에서  인접면 

우식을  진단하는  연구를 하였다.  치아를 발치하여  광학현미경  

사진을 촬영하고 이를 gold  standard로  하여 전문가 집단과 인공지능 

진단 모델의 성능을 비교하였을 때 인공지능 진단 모델이 더 높은 

성능을 보여 진단 능력이 더 우수함을 보고하였다. 

Park 등[32]은 YOLOv3 모델을 사용하여 1311장의 측방두부규격 

방사선영상에서 자동으로 계측점을 측정하는 모델의 성능을 평가하였다. 
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학습 데이터를 통해 얻어진 모델을 이용하여 테스트 한 결과 

80.4%~96.2%의 정확도를 나타내었다. 

Lee 등[33]은 CNN을 기반으로 한 알고리즘을 사용하여 651명의 

환자를 촬영한 1740장의 치근단 방사선 사진에서 치주적으로 손상된 

치아를 검출하고 그 성능을 평가하였다. 소구치에서는 학습 모델이 

82.8% 정확도, 82.6% AUC를 보였고, 치주과 의사는 79.7% 정확도, 

79.3% AUC를 보였다. 대구치에서는 학습 모델이 73.4% 정확도, 

73.4% AUC를 보였고, 치주과 의사는 76.6% 정확도, 76.4% AUC를 

보였다.  

이러한 구강악안면 영역에서 딥러닝을 활용한 진단에 관한 연구는 

많이 진전되어 있는 단계이다. 더욱 흥미있는 사실은 데이터가 축적되고, 

이러한 빅 데이터에 의해 학습된 모델은 더 정확하고 정교한 결과를 

만들어 낼 수 있다는 사실이다. 연산 처리 장치의 발전은 이러한 속도를 

더욱 가속화할 수 있다. 지금까지도 딥러닝에 의한 진단 능력이 상당한 

수준에 이르렀음을 많은 연구들을 통해 확인할 수 있었고, 향후 

연구에서의 결과가 더욱 기대된다. 
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3. 연구재료 및 방법 

 

3.1. 데이터 준비 

데이터 세트는 2018년부터 2019년까지 서울대 치과병원에 내원한 

환자들의 1000장의 파노라마방사선영상으로 구성하였다. 

파노라마방사선영상은 OP100 (Instrumentarium Imaging Inc., 

Tuusula, Finland)과 Rayscan alpha (Ray Co., Ltd., Hwaseong-si, 

Korea)를 사용하여 촬영되었으며, 모든 영상은 표준화된 절차와 

방법으로 숙련된 방사선사가 촬영을 시행하였다. 연구에 사용된 

1000장의 파노라마방사선영상에는 영상치의학전문의가 진단한 

1691개의 치근단 병변들이 포함되어 있었다. 환자 1인당 1매의 

파노라마방사선영상만을 사용하였으며, 혼합치열기의 영상은 제외하였다. 

또한, 심한 노이즈나 흐림이 있는 방사선 영상들은 제외하였다. 이 

연구는 서울대학교치과병원의 기관생명윤리위원회(IRB)에서 심의면제 

승인(ERI19010)을 받고 진행되었으며, 모든 실험은 관련 지침과 

규정에 따라 수행되었다. 
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3.2. 학습 데이터 영상의 절단 관련 영상 처리 

파노라마방사선영상은 학습에 용이하도록 일정한 크기로 절단을 

시행하였다. 이는 인공지능 모델을 이용하여 이루어졌으며, 사용한 

신경망은 ResNet50을 이용한 모델이다[34]. 마지막 레이어에서는 

GlobalAveragePooling2D를 이용하여 원하는 영상 크기의 좌측상단과 

우측하단에 붉은 점의 X, Y 좌표를 얻게 된다 (Figure 2). 

 

 

Figure 2. Architecture of neural network for cropping images using 

ResNet50. The network composed of three layers was used for 

cropping images. Panoramic images for training were automatically 

cropped by this model. 
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파노라마방사선영상의 좌측 상단과 우측하단의 점을 표시하여 

인공지능 신경망에 학습시켜 구강의 크기나 영상의 치우침, 환자의 

위치에 따른 영상의 왜곡 등에 관계없이 여러 상태의 

파노라마방사선영상에서도 전체 치열을 포함하는 박스의 2개 점이 

도출되도록 하였다. 그렇게 얻은 2개의 점을 기준으로 영상을 절단하여 

최종적으로 학습하게 할 영상을 얻었다 (Figure 3). 

 

 

Figure 3. Cropped panoramic images for training. The model using 

ResNet50 marked two points. Based on these two points, panoramic 

images for training were cropped automatically. 
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3.3. 병변 영상의 잡음 제거 과정 

영상 잡음을 제거하기 위해서 비국부 평균 잡음 제거 방식(non-local 

means denoising algorithm)을 사용하였다[35,36]. 국부 평균 잡음 

제거 방식(local means denoising algorithm)은 주변의 화소 값을 

평균값으로 변경하여 잡음을 제거하기 때문에 학습을 위한 병변 영상의 

특이점 또한 사라지는 문제가 있다. 이에 반해 비국부 평균 잡음 제거 

방식은 영상의 모든 화소의 평균값을 구하고, 특정 화소와 얼마나 

유사한지 가중치가 부여되어 필터링 되는 방식이다. 국부 평균 잡음 

제거 방식에 비해 선명도가 향상되고, 세부정보 손실이 줄어들게 된다. 
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3.4. 치근단 병변의 표기 

치근단 병변들은 10년 이상의 경력을 가진 3명의 영상치의학전문의에 

의해 진단되었으며, 2명 이상이 동의하는 것을 병변으로 인정하였다. 

학습용 소프트웨어에 있는 폴리곤 표기 도구를 이용하여 

파노라마방사선영상에서 수작업으로 병변을 표기하였으며, 병변의 

외곽선을 빨간색 선으로 표기하였다 (Figure 4). 

 

 

Figure 4. Training software called “Deep Stack.” The lesions were 

labeled by outlining with polygon labeling tools. 
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3.5. 파노라마방사선영상의 전처리 및 증강 

1976 x 976 화소의 해상도를 가진 총 1000장의 

파노라마방사선영상을 960 x 480 화소의 해상도로 줄여서 PNG 파일 

포맷으로 변환하였다.  데이터 세트는 데이터 증강을 하기 전에 

훈련(800장[80%]), 검증(100장[10%]), 테스트(100장[10%])로 

임의로 나누었다. 1511개의 치근단 병변이 학습을 위해 사용되었고, 

180개의 치근단 병변이 테스트를 위해 사용되었다.  

파노라마방사선영상의 수가 제한적이었기 때문에 학습 데이터를 

늘리기 위해 데이터 증강이 시행되었다. 학습 데이터 세트는 온라인 

증강 기법을 사용하여 각 단계에서 임의로 수평뒤집기, 흐림, 위치이동, 

크기변화, 회전, 선예도, 양각처리, 대조도, 밝기, 그리드왜곡, 탄성변환 

방법을 적용하여 증강되었다. 온라인 증강 기법은 최적화된 학습을 위해 

각 단계에서 특정 증강 방법을 사용한다. 이 방법은 제한된 훈련 데이터 

세트에서 전송 가능한, 더욱 효과적인 방법이다[37]. 

훈련 모델은 파이썬 오픈소스 프로그램 언어(v 3.6.12 ; Python 

Software Foundation, Wilmington, DE, USA; retrieved on August 17, 

2020, from https://www.python.org/) 상에서 Pytorch (v 1.7.1) with 

CUDA (v 11.0)를 사용하여 최적화되었다. 학습은 4개의 V100 GPU 

core, Intel Xeon E5-2698 v4 CPU (Intel Corporation, Chandler, AZ, 

USA), 256 GB DDR4 RAM을 가진 NVIDIA DGX Station (Nvidia 

Corporation, Santa Clara, CA, USA)에서 진행되었다. 
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3.6. 심층 신경망 알고리즘의 구조 

이 연구에서 미리 학습된 U-Net 심층 신경망이 전처리와 전이 

학습을 위해 사용되었다. U-Net은 Olaf Ronneberger, Philipp Fishcer, 

Thomas Brox에 의해 2015년에 발표된 시맨틱 세그먼테이션 알고리즘 

중 하나이며, 적은 데이터를 가지고 정확한 세그먼테이션을 할 수 

있도록 Fully Convolutional Network (FCN)을 기반으로 고안된 

알고리즘이다 (Figure 5)[38]. 

 

 

Figure 5. U-Net model architecture for the detection of apical 

lesions. Each blue box represents a multi-channel feature map. The 

number of channels is labeled on top of the box. The x-y-size is 

offered at the bottom of the box. White boxes represent duplicated 

feature maps. The arrows indicate the different operations. 
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U-Net 모델은 수축 경로(좌)와 확장 경로(우)의 두 가지 경로로 

구성되어 있다[39]. 수축 경로에서 원본 방사선 영상들은 여러 

레이어의 콘볼루션(3x3), 정류된 선형 유닛(ReLU) 활성화, 최대 풀링 

연산(2x2) 및 잠재 공간으로의 압축을 하는 인코딩을 위한 입력으로 

사용된다. 그리고 각 수축 과정의 단계에서 feature channel의 수는 

2배가 된다. 확장 과정은 수축 과정이 역으로 진행되는 과정이다. 

CNN은 feature channel 수가 절반으로 감소한 feature map의 

업콘볼루션 연산(2x2)을 통해 영상의 분할 마스크를 생성하고, 잠재 

공간으로부터 압축된 정보를 해석하려고 시도하게 된다. 디코딩 연산의 

나머지는 인코딩 과정(수축 경로에서 잘려진 feature map, 3x3 

콘볼루션, ReLU)의 반대이다. 중요한 점은, 콘볼루션 과정 중에서 

경계부 화소와 관련된 정보의 복원을 위해 잘려진 영상들이 반드시 

필요하는 점이다. 64개 요소의 특징 벡터를 원하는 클래스 수에 

매핑하기 위해 1x1 콘볼루션의 마지막 레이어가 최종적으로 사용된다. 

그래서 네트워크는 23개의 콘볼루션 레이어를 가지게 된다. 
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3.7. 심층 신경망 모델의 검출과 분류 능력의 평가 

개발된 CNN 모델의 성능은 모델을 학습할 때 사용하지 않은 테스트 

데이터 세트만을 사용하여 평가되었다. 아래의 공식을 통해 IoU 

(intersection over union) 임계값에 따른 precision, recall, F1-score 

값을 계산하였다. IoU는 영상 내에 있는 특정대상을 검출할 때 사용하는 

평가지표로서 실제영역에 대해 인공지능 모델이 예측한 면적의 비율을 

의미한다. 이 매개변수들은 CNN 모델의 성능을 평가하기 위해 

일반적으로 사용된다. 

 

 

 

 

 

TP는 진양성, FP는 위양성, FN은 위음성을 나타낸다. 
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3.8. 히스토그램 분석 

영상을 처리하는 과정에서 회색조수치를 기준으로 0~255까지의 값을 

가진 화소 분포를 통해 히스토그램이 생성된다[40]. 낮은 값은 어두운 

영상을 나타내고, 높은 값은 밝은 영상을 나타낸다. 이 히스토그램에서 

치근단 병변은 81~91 사이의 회색조수치를 갖는 화소가 가장 많았다 

(Figure 6). 

 

 

Figure 6. Intensity histogram. Overall consistency was identified 

without jagged edges for a specific labeled lesion. 
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4. 결 과 

 

 

4.1. 딥러닝 세그먼테이션의 성능 평가 

IoU (intersection over union) 임계값을 0.3으로 놓고 분석했을 때, 

미리 학습된 CNN 모델은 180개 병변을 가진 테스트 그룹에서 

147개의 병변을 검출하였다(진양성). 31개의 병변은 검출되지 

못했고(위음성), 수동으로 표기되지 않았던 30개의 병변들이 

검출되었다(위양성). IoU 임계값을 0.4으로 놓고 분석했을 때, 미리 

학습된 CNN 모델은 180개 병변을 가진 테스트 그룹에서 143개의 

병변을 검출하였다(진양성). 34개의 병변은 검출되지 못했고(위음성), 

수동으로 표기되지 않았던 31개의 병변들이 검출되었다(위양성). IoU 

임계값을 0.5으로 놓고 분석했을 때, 미리 학습된 CNN 모델은 180개 

병변을 가진 테스트 그룹에서 125개의 병변을 검출하였다(진양성). 

44개의 병변은 검출되지 못했고(위음성), 수동으로 표기되지 않았던 

43개의 병변들이 검출되었다(위양성) (Table 1).  
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Table 1. The number of segmented periapical lesions by U-

Net. 

IoU 임계값 진양성 위음성 위양성 

0.3 147 31 30 

0.4 143 34 31 

0.5 125 44 43 

IoU:  Intersection over Union 

 

IoU 임계값을 0.3~0.5로 조정하면서 분석했을 때, IoU 임계값이 

증가할수록 precision, recall, F1-score는 0.825-0.831 (IoU 

임계값 ; 0.3)에서 0.740-0.744 (IoU 임계값 ; 0.5)로 점점 감소하였다. 

Precision과 recall 매개변수를 모두 반영하여 계산된 F1-score를 

살펴보면, 더 낮은 IoU 값에서 더 높은 F1-score를 보였으며 이는 

검출 능력의 향상을 의미한다(Table 2). 

IoU 임계값을 0.3으로 설정했을 때, precision과 recall, F1-score는 

0.831, 0.826, 0.828이었다. IoU 임계값을 0.4로 설정했을 때, 

precision과 recall, F1-score는 0.822, 0.808, 0.815이었고, IoU 

임계값을 0.5로 설정했을 때, precision과 recall, F1-score는 0.744, 

0.740, 0.742이었다(Table 2). 
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Table 2. Measurements of precision (positive predictive value), 

recall (sensitivity), and F1-score for periapical lesion segmentation 

by U-Net. 

IoU 임계값 Precision Recall F1-score 

0.3 0.831 0.826 0.828 

0.4 0.822 0.808 0.815 

0.5 0.744 0.740 0.742 

IoU:  Intersection over Union 

 

Precision과 recall 값을 이용하여 precision-recall curve를 그릴 수 

있으며, 학습시에 데이터 불균형이 있는 경우 이 precision-recall 

curve를 이용하여 모델의 성능 평가를 하게 된다 (Figure 7). 그래프 

아래의 면적은 average precision을 의미하며, 그 수치는 0.746으로 

측정되었다. 
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Figure 7. Precision-recall curve. The area under the curve means 

average precision. 
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4.2. 학습 epoch 증가에 따른 손실율 평가 

학습과 검증 데이터 세트는 0~450 epoch 과정에서 평가되었고, 각 

epoch는 전체 학습 데이터 세트를 통한 한번의 패스를 나타낸다 

(Figure 8). 450 epoch를 반복하는 과정에서 학습과 검증 데이터 

세트의 손실율은 감소하였다. 마지막 지점에서의 검증 데이터 세트의 

손실율은 0.30, 학습 데이터 세트의 손실율은 0.18이었다. 학습과 검증 

데이터 세트의 손실율은 400 epoch가 넘어가면서 값의 변화가 거의 

없었으며, 이는 더 이상의 향상이 없음을 나타낸다. 
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Figure 8. Training and validation curves for the pre-trained 

augmented model. Training and validation are performed for 450 

epochs with each epoch representing 1 pass through the entire 

training and validation datasets. Overfitting is minimized under 400 

epochs. 
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4.3. 학습된 딥러닝 모델의 치근단 병변 검출 

U-Net을 이용해 미리 학습된 CNN 모델을 통해 치근단 병변이 

검출되었다. 원본 영상이 테스트 데이터 세트로 준비되었다 (Figure 9a). 

하얀색 선은 수동으로 표기한 것이고, 이것이 미리 학습된 CNN에 의해 

검출되는 영역과 비교하기 위한 ground truth를 의미한다 (Figure 9b). 

그리고 하얀색 영역은 CNN 모델이 치근단 병변의 영역을 표기한 것을 

나타낸다 (Figure 9c). U-Net에 의해 검출된 영역은 수동으로 표기한 

것과 유의미한 차이가 나지 않았다. 
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Figure 9. An example of apical lesion segmentation from panoramic 

radiographs using U-Net. Original panoramic radiograph is 

prepared for testing (a). White outlines denote the manual labeling 

(b) and white areas denote the CNN-generated areas by U-Net 

(c). 
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4.4. 다른 딥러닝 모델과의 성능 비교 

시맨틱 세그먼테이션의 대표적인 모델은 U-Net과 FPN이다[41]. 

FPN 신경망 모델은 U-Net 구조와 유사하게 bottom-up 경로와 top-

down 경로의 2가지 프로세스로 구성되어 있는 피라미드 네트워크가 

특징이다 (Figure 10)[42].  

 

 

Figure 10. Feature pyramid network with ResNet50 encoder. In the 

left part of the architecture, the number of channels increases 

stepwise and the feature map decreases stepwise. In the last step, 

it is upsampled to the original image through feature mapping. 
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본 연구에서는 U-Net과 FPN 모델을 모두 활용하여 테스트를 

진행하였다, IoU 임계값 0.3~0.5에서 precision과 recall, F1-score를 

확인했을 때 근소한 차이로 U-Net에서 더 우수한 성능을 

보여주었다(Table 3). 

 

Table 3. Precision, recall, and F1-score for periapical lesion 

segmentation by U-Net and FPN. 

IoU 

Threshold 

U-Net FPN 

Precision Recall 

F1-

score 

Precision Recall 

F1-

score 

0.3 0.846 0.880 0.863 0.836 0.858 0.847 

0.4 0.833 0.859 0.846 0.817 0.825 0.821 

0.5 0.771 0.797 0.784 0.716 0.719 0.718 



 

 ３１ 

5. 총괄 및 고찰 

 

치근단 병변을 진단하는 데 있어서 일반적으로 이용하는 방사선 

영상은 치근단방사선영상과 파노라마방사선영상이다[43]. 특히 

파노라마방사선영상은 환자의 초진 검사시에 일반적으로 촬영하게 되며, 

한번의 촬영으로 치아와 악골 전체를 검사할 수 있기 때문에 진단이 

어려운 초기 단계의 치근단 병변도 촬영 부위에 포함할 수 있다[44]. 

하지만 이러한 방사선 검사는 영상을 판독하는 검사자의 경험에 따라 

신뢰도에 차이가 발생할 수 있다. 

딥러닝 기술의 발전을 통해 검사자의 능력에 영향을 받지 않고 

인공지능 모델에 의해 치근단 병변을 진단하는 연구들이 있었다. 이러한 

연구들에서는 주로 객체검출 알고리즘 모델인 YOLO 신경망을 사용하여 

병변을 사각형 박스의 형태로 검출하는 방법을 사용하였다[45-47]. 

U-Net 신경망을 이용한 이전 연구가 있지만 신경망 학습을 위해 

사용된 영상의 수가 적었다[30]. 

본 연구에서는 치근단 병변의 크기 자체가 작기 때문에 화소 단위의 

접근이 필요하다고 판단하여 U-Net 신경망을 활용한 시맨틱 

세그먼테이션 알고리즘 모델을 활용하였으며, IoU 임계값 0.3에서 F1-

score가 0.828을 보여 높은 성능을 확인하였다. 

딥러닝 기반의 치근단 병변의 검출은 검사자의 능력에 대한 의존도를 

최소화하면서 치근단 병변의 자동 검출을 효과적이고 효율적으로 

가능하게 하였다. 이번 연구에서는 치근단 병변을 검출하기 위해서 
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파노라마방사선영상을 사용하여 학습을 진행하였고, 인공지능을 이용한 

초기 단계의 치근단 병변의 진단 가능성을 확인하였다. 

데이터 증강은 CNN 모델을 학습하는데 일반적으로 

사용된다[25,27,33]. 영상 분류, 객체검출 및 세그먼테이션을 위한 

딥러닝 과정에서 데이터 증강은 꼭 필요한 과정이다[48]. 심층 

신경망에는 제한된 학습데이터에 과적합되는 많은 매개변수가 있으며, 

데이터 증강은 학습 데이터의 양과 다양성을 모두 증가시켜 과적합을 

방지하고 일반화를 개선하는 데 사용된다[49]. 

이 연구는 효율적인 학습을 위해 적대적 훈련과 메타 학습을 모두 

통합하는 온라인 데이터 증강을 채택하였으며, 온라인 방식으로 데이터 

증강 및 대상 신경망의 학습을 최적화하였다. 온라인 증강의 장점은 

오프라인 증강의 반대되는 특성을 가지고 있다. 온라인 증강 네트워크는 

사전 학습이나 학습의 조기 중단 문제를 배제하면서 처음부터 끝까지 

온라인 학습을 통해 대상 네트워크에 적용된다. 그리고 오프라인 학습 

방법은 병렬 최적화 처리과정이 많이 때문에 일반적으로 분산 학습에 

의존하지만 온라인 데이터 증강은 간단하고 학습하기 쉽다[50]. 

IoU는 두 가지 물체의 위치가 얼마나 일치하는지를 나타내는 수학적 

지표이다[51]. 인공지능을 이용한 진단에서 실제 병변의 위치와 예측된 

병변의 위치를 평가하는 방법으로 사용될 수 있다. IoU 임계값이 1에 

가까울수록 실제 병변과 예측된 병변의 면적이 많이 일치해야 참으로 

인식하고, 0에 가까울수록 실제 병변과 예측된 병변이 조금만 일치해도 

참으로 인식하게 된다. 본 연구에서는 IoU 임계값을 0.3, 0.4, 0.5로 
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각각 설정하여 인공지능 모델의 성능을 평가하였다. 이 IoU 임계값은 

치근단 병변이 아닌 다른 질환의 진단 연구에서 활용된 값보다는 다소 

완화된 수치로 진단 기준을 설정한 점이 있다. 하지만 화소 단위의 

학습을 하는 시맨틱 세그먼테이션 알고리즘을 활용한 치근단 병변의 

검출에서는 작은 범위만 일치하더라도 치근단 병변의 예상 영역을 

표시하는 것이라고 인정할 수 있으며, 유효한 결과를 나타낸다고 볼 수 

있다. 

모든 파노라마방사선영상은 학습 시간, 연산 장치의 비용과 저장 

공간을 고려하여, 영상을 전체 치열을 포함하도록 자르고 960 x 480 

화소의 해상도로 줄였다. 더 높은 해상도의 영상을 데이터 세트로 

이용한다면 정확도와 구별 능력을 향상시킬 수 있을 것이며, 이는 이번 

연구의 한계점으로 볼 수 있다[52,53]. 더 높은 성능의 연산 장치는 

고해상도의 영상을 학습 과정에 사용할 수 있게 할 것이다. 

이번 연구에서는 영구치를 가진 파노라마방사선영상만 사용되었고, 

혼합치열기의 파노라마방사선영상은 제외하였다. 그 이유는 유치 아래에 

영구치배가 중첩되어 보이기 때문에 학습이 어려울 것으로 판단하였고, 

혼합치열기에 있는 영구치배의 근단부에 존재하는 치낭은 치근단 

병변으로 인식될 가능성이 있기 때문이다. 혼합치열기의 

파노라마방사선영상을 학습 데이터로 사용하기 위해서는 더 연구가 

필요해 보인다. 

인공지능 모델이 검출한 치근단 병변의 정확도를 평가하기 위해 10년 

이상의 경력을 가진 3명의 영상치의학전문의가 진단하여 2명 이상이 
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동의하는 것을 ground truth로 설정하였다. 영상치의학전문의가 병변을 

검출하고 직접 병변의 경계선을 표시하였기 때문에 이러한 과정에서 

주관적인 관점이 들어갈 수밖에 없다[54]. 객관적인 ground truth를 

설정할 수 있다면 더욱 정확한 학습이 가능할 수 있기 때문에 이에 대한 

고민이 필요할 것으로 보인다. 

이번 연구에서 사용된 파노라마방사선영상은 한 의료기관에서 촬영된 

파노라마방사선영상만을 이용하여 학습 및 테스트가 진행되었다. 따라서 

촬영장비가 달라지고 파노라마방사선영상의 질이나 영상의 특징이 

바뀐다면 학습된 모델의 성능이 달라질 수 있다. 그래서 본 연구에서 

개발된 인공지능 모델을 범용성 있게 사용하는 것은 추가적인 연구가 

필요할 것으로 보인다. 다른 촬영장비를 이용하여 촬영한 

파노라마방사선영상을 학습 데이터에 포함시킨다면 좀 더 일반적인 

치근단 병변의 진단 도구로서 인공지능 모델을 활용할 수 있을 것이다. 
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6. 결 론 

 

이번 연구에서 치근단 병변의 감지 및 진단을 위한 딥러닝의 잠재적 

유용성이 확인되었다. U-Net 알고리즘은 파노라마방사선영상에서 

치근단 병변을 감지하는 데 상당히 좋은 성능을 제공하였다. CNN에 

기반한 병변의 검출은 치과 및 의료 질환을 조기에 발견할 수 있는 

유능한 조력자가 될 수 있을 것이다. 
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Objectives 

 Convolutional neural networks (CNNs) have rapidly emerged as 

one of the most promising artificial intelligence (AI) in the field of 

medical and dental researches, which can provide an effective 

diagnostic methodology allowing for detection of diseases at early 
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age. This study was, thus, aimed to evaluate performances for 

periapical lesion segmentation from panoramic radiographs using a 

deep CNN algorithm.  

 

Material and Methods 

 A total of 1000 panoramic images showing periapical lesions were 

separated into training (n=800, 80%), validation (n=100, 10%), and 

test (n=100, 10%) dataset, respectively. All panoramic images 

were cropped using ResNet50 network. U-Net, representative 

network of semantic segmentation, was adopted for this study.  

The performance of identifying periapical lesions was evaluated 

after calculating precision, recall, and F1-score under specific IoU 

threshold. 

 

Results 

 In the test group of 180 periapical lesions, 147 lesions were 

segmented from panoramic radiographs under IoU threshold of 0.3. 

The performance value of F1-score were 0.828, 0.815, and 0.742, 

respectively, under IoU threshold of 0.3, 0.4, and 0.5. 
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Conclusion 

This study showed the potential utility of deep learning-guided 

approach for the segmentation of periapical lesions. The deep CNN 

algorithm using U-Net allows for a considerably high performance 

in detecting periapical lesions. 

 

Keyword: Artificial Intelligence; Deep Learning; Periapical 

Periodontitis; Radiography, Panoramic 
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