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초    록 

 

이종언어 임상기록 내  

흡연 음주 정보 추출 및 분류를 위한 

자연어처리 알고리즘 개발 

 

서울대학교 의과대학 의학과  

협동과정 의료정보학 전공 

배예슬 

 

흡연과 음주는 중요한 질병 위험 인자이자, 의학 연구에 필수적인 

중요변수이다. 따라서 환자의 현재 흡연과 음주 상태에 대한 정보를 

확보하는 것이 중요하나, 우리나라는 전자의무기록 작성 시 한국어와 

영어가 혼용되어 사용되므로 자유진술문으로 구성된 임상기록에서 이를 

자동으로 확보하는 연구는 드물다. 또한 의료 영역에서 한국어가 포함된 

대규모 corpus가 부재하므로 self-supervised learning인 transformer 

방법론을 적용하여 fine-tuning하기 어렵다. 이에 본 논문에서는 

Shifted Positive Pointwise Mutual Information (SPPMI)와 

transformer 기반의 서로 다른 두 방법론으로 구조화 되어있지 않은 

한영 혼용 임상기록에서 키워드를 추출하고 문서를 분류하는 연구를 
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진행하였다.  

흡연 연구에서는 총 4,711개의 임상기록이 활용되었으며 python 

package인 Soynlp를 사용하여 두문자어를 치환하고, 임상기록을 

일반화하였다. SPPMI를 사용하여 기록 내 각 단어를 벡터화 하였고, 

cosine similarity를 계산하여 흡연 상태를 분류하였다. word co-

occurrence, pointwise mutual information (PMI), normalized 

pointwise mutual information (NPMI)와 같은 다른 방법과 비교하여, 

본 연구는 키워드 추출 정확도(macro F1-score)를 20% 이상 

향상시켰다. 또한 문서 내 흡연 관련 키워드를 추출하는데 제안한 

SPPMI 방법이 가장 높은 precision을 보였으며 흡연 상태를 

분류하는데 91.49%의 높은 정확도를 보였다.  

음주 관련 정보를 추출하고 문서를 분류하기 위하여 총 4,996개의 

임상기록이 활용되었으며 multilingual transformer를 fine-tuning 

하였다. 제안한 cross-lingual language model - robustly optimized 

BERT pretraining approach (XLM-RoBERTa) 모델은 다른 방법과 

비교하여 높은 키워드 추출 정확도(macro F1-score 84.7%)를 

보였으며, 78.23%의 precision과 95.33%의 recall을 보여 우수한 

성능을 보였다. 또한 술의 종류와 알코올 소비패턴의 보조정보를 추가로 

학습한 경우, 음주 정보에 대해 문서를 분류하는 성능이 multilingual 

BERT는 9.87%, XLM-RoBERTa는 11.7%의 향상되었다.  

본 연구는 한영 혼용으로 작성된 자유진술문 구조의 임상 기록에서 

유의미한 정보를 추출하고 문서를 분류한 최초의 연구이다. 또한 현재 

활발히 사용되고 있는 transformer에 한영 혼용 임상 기록을 적용하여 

유의미한 정보를 확보하는 최초의 연구이기도 하다. 향후 흡연 음주 
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정보뿐 아니라 임상기록 내 다양한 정보를 확보하는 데 본 연구에서 

제안하는 방법을 활용할 수 있을 것이다. 향후 다양한 진료과와 

의료기관에서 생성된 임상기록을 대상으로 유효성 검증 연구가 필요할 

것이다. 

 

주요어 : 자연어처리, 흡연, 음주, 전자건강기록, 이종언어처리, 

트랜스포머  
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제 1 장 서론 

 

제 1 절 연구 배경 

 

생활습관이 사망이나 질병에 미치는 영향에 대한 연구는 1960년 대 

Doll 과 Hill1의 흡연에 대한 연구를 시작으로 현재까지 꾸준히 이어지고 

있다. 통계청에 따르면 2021년 우리나라 19세 이상 성인의 흡연율①은 

18.2%2로 2016년 22.6% 이후 지속적인 감소 추세를 보이고 있다. 

음주의 경우, 고위험음주율 ② 이 12.4%3에 그치는데 반해, 월간 

폭음률③은 32.4%4로 19세 이상 성인 3명 중 1명은 폭음을 하고 있다.  

직접 담배 사용은 기대 수명을 감소시키고 사망 위험을 증가시키며, 

모든 암 중 약 30%가 직접 담배 사용과 관련이 있고, 흡연량이 많고 

흡연 기간이 길수록 질병 발생 및 사망 위험이 높다5,6. 질병관리청에 

따르면, 우리나라에서 2019년 흡연으로 인한 사망자수는 만 30세 이상 

남성 약 5만 1천명, 여성 약 7천명으로 총 6만명에 달한다6.  

음주는 질병부담의 중요 기여요인으로, 소량의 음주라도 고혈압7, 

암8을 유발할 수 있다. 특히, 과도한 음주는 신경정신장애9, 

심뇌혈관질환10, 간경변11, 암12 등의 중요 위험요인이며 영양 결핍13과 

수면장애14를 유발하고, 우울감15 및 자살률 증가16와도 관련이 있다. 

 
① 현재흡연율: 평생 일반담배 5갑(100개비) 이상 피웠고, 현재 일반담배(궐련)

를 피우는 분율 (국민건강영양조사, 질병관리청) 
② 고위험음주율: 1회 평균 음주량이 남자의 경우 7잔 이상, 여자의 경우 5잔이

상이며, 주 2회 이상 음주하는 분율 (국민건강영양조사, 질병관리청) 
③ 최근 1년 동안 월 1회 이상 한번의 술자리에서 남자의 경우 7잔(또는 맥주 

5캔 이상), 여자의 경우 5잔(또는 맥주 3캔 이상) 음주한 분율 (국민건강영양

조사, 질병관리청) 
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또한 교통사고, 폭력, 자살 등의 치명적 사고를 유발할 수 있다17. 또한 

음주 문제는 고위험군 또는 취약집단에 더욱 큰 영향을 미친다18. 

 다행히 흡연과 음주는 교정가능한 위험인자 (modifiable risk 

factors)19이다. 현재 흡연자이거나 고위험 음주자일지라도 주치의의 

적절한 중재를 통해 건강한 생활습관을 함양하여 일차 및 이차 예방을 

이룩할 수 있다. 이에 진료 현장에서 환자의 흡연과 음주 정보를 

확보하는 것이 매우 중요하다. 

흡연, 과도한 음주가 개인뿐 아니라 사회에 미치는 부담은 매우 

크지만, 동시에 개선이 가능한 건강위험행동이기 때문에 의료진이 

적극적으로 개입하여야 할 필요가 있는 건강요인으로 볼 수 있다. 이를 

위해서는 정확한 정보 확보가 필수적이나 현재는 대부분 전자의무기록 

(Electronic Medical Record, EMR)으로부터 수동으로 추출하거나, 

설문지를 통해 획득하는 등 많은 비용과 인력을 사용해서 정보를 

획득하고 있는 실정이다. 이러한 방식은 많은 비용과 인력이 소모된다는 

단점이 있다. 

 임상의가 임상소견을 전자의무기록에 기록할 때, 통제 어휘 또는 

자유진술문 (free text)을 이용하게 된다. 자유진술문이란 특별한 규정 

없이 일상적 언어를 사용하여 표현한 문장을 말하는데20, 생활습관 

행태는 임상의에 의하여 주로 자유진술문 형태로 기록된다. 

자유진술문으로 기록된 문건에서 의미 있는 정보를 확보하는 대표적 

방법으로 자연어처리 (natural language processing, NLP)21 기법을 들 

수 있다. 자연어처리란 자연어의 의미를 분석하여 컴퓨터가 처리할 수 

있도록 하는 일련의 과정21으로, 현재 자연어처리를 이용하여 

자유진술문 형태의 임상기록에서 약 처방, 문제 목록, 종합적인 
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임상정보를 추출하는 시도가 진행되고 있다22. 텍스트 처리 기술은 

단어를 벡터 공간에 표현하는 단어 임베딩 (word embedding)23-25 

방법이 등장한 이후 급격히 발전하였으며, 딥러닝 모델이 자연어처리에 

이용되는 결정적인 계기가 되었다. 신경망 언어 모형은 단어의 의미를 

주변 단어와의 관계를 통해 벡터로 표현하는 기술을 적용해 의료 

용어들의 의미론적 유사성 구조 표현에 활용한다.  

임상기록 (clinical note)은 대부분 의사가 환자를 진료하는 동시에 

생성되기 때문에, 비구조적 (unstructured)인 경우가 많고 다양한 임상 

정보를 포함하게 된다. 임상기록에서 특정 정보를 추출하거나 문서를 

분류 할 때, 기존에는 UMLS (unified medical language system)26과 

같은 개념 정규화 (concept normalization) 기반 리소스나 

cTAKES27와 같은 자연어처리 toolkit이 종종 활용되었다28-30.  

Jonnagaddala 등31은 영문 임상기록에서 흡연 정보를 추출하여 

구조화된 형식으로 변환하였다. Shoenbill 등32은 오픈 소스 자연어처리 

도구인 cTAKES를 사용하여 생활습관에 대한 평가 및 조언에 대한 

정보를 추출하였다. Wang 등33은 자연어처리를 기반으로 알코올, 약물, 

니코틴 사용과 같은 물질 사용 (substance use) 정보를 추출하였다. 

추출 시 언어 모델 (language model)과 의료 특화 정보 (domain 

knowledge)을 함께 적용하였을 때 가장 좋은 성능을 보여주었다. Lix 

등34은 Canadian Primary Care Sentinel Surveillance Network에서 

환자의 알코올 사용을 자동으로 분류하는 지원 벡터 머신 분류기를 

제안하였다. Alzoubi 등35은 미리 정의된 알코올 관련 키워드셋을 

사용하여 알코올 관련 문장을 탐지하였는데, unigram과 bigram을 

포함한 다양한 머신러닝 분류기를 사용하여 현재 알코올을 섭취하는 
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사람을 분류하였다. 이와 유사하게, Afshar 등36은 term-frequency, 

inverse document-frequency (TF-IDF)를 사용하여 트라우마 센터에 

내원한 환자들 중 알코올을 남용하는 경우를 식별하였다. To 등37은 

자연어처리 기반 분류기를 비외상 환자를 대상으로 적용하고 일반화 

가능성을 살펴보았다. Fraile-Navarro 등38은 알코올 사용 패턴을 

5가지로 분류하기 위해, 수동 주석 (manual annotation)을 사용하였다.  

그러나 대부분의 선행연구는 영어로 기록된 임상기록을 기반으로 

모델을 구축하였다. 따라서 선행 연구의 방법론은 비영어권 국가의 임상 

기록을 활용한 실험에서는 제약이 있을 수 있다. 또한, 임상기록 내 

흡연 또는 음주 관련 문장이 이미 전처리된 데이터 리소스로 제공되거나 

추출할 수 있도록 한 경우가 대부분이므로, 한국어 기반의 의료 기록 

데이터 리소스가 부재한 우리나라의 연구에는 적용하기 어려운 한계가 

있다.  

 

제 2 절 연구 목적 

선행연구를 살펴보면, 대부분의 기존 자연어처리 모델이 영어 또는 

단일언어를 기반으로, 의료 특화 데이터 셋이 아닌 일반목적의 데이터 

셋을 사용하여 구축되었음을 알 수 있다. 우리나라의 경우 임상기록의 

자연어처리가 어려운데, 몇 가지 요인이 있다. 먼저, 한국어와 영어가 

혼용되어 데이터 전처리와 학습에 어려움이 있다. 또한 미국의 경우와 

같이 문장 (sentence)으로 기록하기 보다는 구 (phrase)로 간략히 

표현하여 기록한 경우가 많으며, 작성자 편의에 맞는 약어를 사용하는 

빈도가 높다. 다음으로, 흡연, 음주 정보는 비정형 자유형식 텍스트로 
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기록되는 경우가 많아 표준화 및 규격화된 데이터 관리가 어렵다. 

더불어 임상기록 내 방대한 텍스트 중, 흡연과 음주와 관련된 텍스트는 

일부분일 뿐이다. 이에 용어 표준화가 이루어지지 않은 실정에서 규칙 

기반의 자연어처리 기술이 적용되기 어렵다. 더불어 의학 분야에서는 

한영 혼용 임상기록 기반의 트레이닝을 위한 대규모 데이터셋의 부재로 

자연어처리 연구가 거의 이루어지지 않은 실정이다.  

즉, 의료 영역에서 한국어가 포함된 대규모 corpus가 부재하므로 

self-supervised learning을 적용한 transformer 방법론을 사용하기 

어려우며 이에 본 논문에서는 shifted positive pointwise mutual 

information (SPPMI)와 transformer 기반의 서로 다른 두 방법론으로 

구조화 되어있지 않은 한영 혼용 임상기록에서 키워드를 추출하고 

문서를 분류하는 연구를 진행하고자 한다. 

제 2장에서는 unsupervised learning 방법 중 하나인 SPPMI를 

활용해, 방대한 데이터 기반의 선행 훈련 과정 없이 임상기록 내 흡연 

관련 키워드를 추출하고 문서를 분류할 수 있는 방법을 제안하고자 한다. 

제 3장에서는 bidirectional encoder representations from 

transformer (BERT)와 같은 transformer 기반 방법론을 활용하여 

음주 관련 키워드를 추출하고 문서 분류를 진행하고자 한다. 선행 훈련 

과정을 위하여 음주 관련 키워드를 수동으로 임상기록 내에서 추출하고 

문서에 주석 (annotation)을 붙이는 단계를 거쳤다.  

 본 연구는 연구윤리지침을 준수하였다. 또한 익명화된 의무기록 

정보를 후향적으로 분석하는 것으로 설계되었기 때문에 서울대학교병원 

연구윤리검토위원회는 연구 대상자의 서면 동의에 대한 면제와 함께 

연구를 승인하였다. (IRB No. H-1906-076-1040, H-2207-084-
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1340) 
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제 2 장 SPPMI를 이용한 흡연 키워드 추출 및 

상태분류 

 

본 장에서는 한국어와 영어가 혼용된 비구조적인 임상기록에서 흡연 

관련 키워드를 추출하고 문서를 분류하고자 한다. 전자의무기록 내 임상

기록은 대부분 방대한 임상 정보를 담고 있기 때문에 원하는 정보의 양

은 문서 내 아주 일부일 뿐이다. 본 장에서 제안하는 방법은, 흡연 상태

와 관련 있는 키워드를 추리고 식별하며, 이를 기반으로 문서 분류까지 

진행한다. 또한 제안하는 모델은 unsupervised method인 SPPMI를 활

용하였으므로 의료 분야에 특화된 대규모 트레이닝 데이터셋을 필요로 

하지 않는다. 따라서 이는 비영어권 국가의 전자의무기록을 활용하는 하

나의 실용적인 방법일 수 있다.  

 
 

제 1 절 연구 방법 

1) 데이터 확보 

2017년 1월 1일부터 12월 31일까지 서울대학교병원 가정의학과 및 

호흡기내과에 내원한 당뇨병 또는 만성폐쇄성폐질환 환자의 외래초진 

또는 외래경과 기록을 추출하여 실험에 활용하였다. 데이터 추출에는 

서울대학교병원 clinical data warehouse 인 SUPREME (Seoul 

National University Hospital Patients Research EnvironMEnt)을 

사용하였다. 중복되는 기록을 제거하고, 최종 연구에는 가정의학과 
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의무기록은 총 3,512개, 호흡기내과 의무기록은 총 1,199개가 

사용되었다.  

각 임상기록에는 의사가 기록한 환자의 전반적인 병력 (주호소, 

내원사유, 통증유무, 주관적 소견, 신체검진 소견, 사회력, 과거력, 

추정진단, 치료방침 등)과 진찰소견이 포함되어 있었다. 평균 

157.04개의 token이 있었으며 token 길이의 범위는 1에서 589까지 

다양하였다. 임상기록은 자유진술문로 작성되었기 때문에 동일한 용어나 

개념이라도 의사마다 표현하는 방식이 다양하였다. 또한 영어와 한국어 

단어가 모두 포함되어 있어 일반적인 키워드 추출이 복잡한 특성이 

있었다.  

 

2) 흡연 상태의 정의 및 데이터 전처리  

환자의 흡연 상태에 따라, 각 임상기록을 ‘현재 흡연자 (current 

smoker)’, ‘과거 흡연자 (past smoker)’, ‘비흡연자 (never smoker)’, 

‘정보 없음 (absence of information)’의 네 카테고리로 분류하였다. 

현재 흡연자는 현재 흡연을 하고 있는 경우, 과거 흡연자는 흡연을 

하였으나 현재 끊은 경우, 비흡연자는 평생 흡연을 한 적이 없는 경우, 

알 수 없음은 임상기록 내 흡연 관련 정보가 없는 경우이다.  

흡연 상태에 대한 주석 작업은 3단계로 진행하였다. 먼저, 3명의 

annotator가 1차 labeling을 하고, 그 다음 간호사 경력이 있는 1명의 

annotator가 문서 전수를 2차 검수한 후 마지막으로 1인의 가정의학과 

전문의가 문서 전수를 3차 검수하였다. 본 과정에서는 흡연 상태에 대한 

annotation만 진행하였으며, 문서 내 흡연 관련 키워드를 수동 주석 

(manual annotation)처리하지는 않았다.  Table 1에서 흡연 상태에 
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따른 임상기록의 분포를 알 수 있다.  

 

Table 1. Overall summary of clinical notes data.  

 Family medicine 

Pulmonary and 

critical care 

medicine 

Total 

Current smokers 1,046 84 1,130 

Past smokers 547 431 978 

Never smokers 399 144 543 

Absence of 

information 
1,520 540 2,060 

Total 3,512 1,199 4,711 

 

3) Shifted Positive Pointwise Mutual Information (SPPMI)-

based keyword extraction 

본 실험은 SPPMI을 사용하였다. SPPMI는 종단간 비지도학습 방법 

(end to end unsupervised method)으로, 주석이 달린 데이터나 model 

training이 필요치 않다. 이에 의학 영역에서, 많은 시간과 비용이 

소요되는 수동 주석작업 없이 적용가능한 방법 중 하나이다.   
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Figure 1. Overall summary of our SPPMI-based keyword expansion method 

SPPMI shifted positive pointwise mutual information 

 

Figure 1은 전체 실험의 개요를 보여준다. 실험은 text preprocessing, 

seed word preparation, keyword extraction의 총 3단계로 진행하였다.  

Text preprocessing 단계에서, 170개의 흔히 사용되는 의학 약어들을 

발견하였고, 원어로 변경하였다. 영어와는 달리, 한국어는 모든 단어를 

공백으로 구별하지 않는다. 한국어는 교착어이므로, Python의 soynlp④ 

패키지를 활용하여 어절 단위의 토큰화 작업을 수행하였다. Soynlp는 

미리 정의된 dictionary에 의존하지 않고 한국어 단어 사이의 경계가 

발생할 확률을 문자 수준에서 추정하여 경계를 찾는다. 

Text preprocessing 후, 흡연 상태 관련 seed keyword의 목록을 

준비하였다. Seed keyword는 다른 흡연 상태 관련 키워드를 찾기 위한 

기초 역할을 하였다.  데이터셋에서 다빈도로 관찰되는 단어를 분석하여, 

두 명의 전문의가 흡연 상태 관련 키워드 총 50개를 정의하였다. 

생성된 seed keyword는 비흡연자 11개, 과거 흡연자 16개, 현재 

 
④ https://github.com/lovit/soynlp 
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흡연자 23개였다. seed keyword는 실험의 정확성과 계산의 효율성을 

위하여 unigram, bigram으로 제한하였다. 한국어 키워드의 경우, 

unigram과 bigram을 soynlp에서 식별된 단어로 정의하였다. Table 2는 

흡연 상태에 따라 정의된 seed keyword의 예시이다. 

 

Table 2. Examples of seed keywords.  

Never smoker Past smoker Current smoker 

s negative 

Never 

흡연 negative 

smoking negative 

smk never 

비흡연 

원래 하지 

smk negative 

negative 

하지 않음 

never smoker 

ex 

quit 

smk ex 

금연 

ya quit 

금연 유지 

금연 중 

s ex 

ex smoker 

ex quit 

yo yr 

negative quit 

quit p 

quit ya 

quit 음주 

smoker ya 

흡연 positive 

ppd 

s positive 

담배 

갑 

smoking 

current smoker 

smk yr 

흡연 

smk 

smk positive 

smoker 

smk ppd 

흡연 p 

개비 

한갑 

반갑 

하루 갑 

positive ppd 

갑 년 

피운다 

smoking positive 

current 

 

Keyword extraction 단계에서는 seed keyword와 의미상 유사한 

단어를 식별하였다. 의미상 유사도 (semantic similarity)를 계산하기 

위하여, SPPMI를 이용하여 seed keyword와 임상 기록 내 모든 단어를 

numerical vector로 사용하였다. 이후 각 seed keyword vector와 다른 

단어 vector 간의 pairwise cosine similarity를 계산하여 순위를 
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매겼다. Seed keyword와 가장 높은 cosine similarity를 가진 단어를 

추출할 키워드로 식별하였다. SPPMI에서 각 단어는 초기에 pointwise 

mutual information (PMI) score의 vector로 표시된다39. PMI는 아래와 

같이 정의한다.  

 

 

 

PMI는 함께 발생할 확률과 개별 확률을 비교하여 두 단어 간의 

연관성에 대한 확률론적 측정을 제공한다39. 단어 유사성을 효과적으로 

계산할 수 있기 때문에, PMI 또는 normalized PMI는 자연어처리에 

자주 사용된다.  

SPPMI는 아래와 같이 정의한다.  

 

  

 

 SPPMI는 global constant (log k)에 따라 각 단어의 PMI 값들을 이동 

(shift)시킨다40. 저차원 단어 벡터의 경우, singular value 

decomposition (SVD)와 같은 행렬 분해 (matrix factorization)가 

추가적으로 적용된다. k값 또는 SVD에 사용된 단일 값의 수에 따라서 

SPPMI는 다른 neural network 기반의 word representation method 

보다 단어 유사도를 더 잘 찾아낸다. 

 

기존 연구에 따르면 Word2Vec과 SPPMI의 기본 메커니즘은 
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동일하며41 SPPMI는 실험적으로 Word2Vec과 유사한 수준의 성능을 

보인다. 본 연구에서 SPPMI를 제안하는 이유는 기존 자연어처리 

연구에서 많이 사용되었던 Word2Vec과 이론적으로 동일한 메커니즘을 

가지며, Word2Vec을 직접 학습하기에는 데이터가 적을 때 비슷한 

방식으로 학습을 가능하게 해준다는 장점이 있기 때문이다40,42. 

데이터셋이 작은 경우, 두 단어가 동시 발생할 확률이 아주 드물거나, 

아예 등장하지 않는 단어인 경우 -∞로 계산될 수 있어 양의 점별 상호 

정보량 (positive PMI)으로 변환한 후, Word2Vec 공간을 최대한 

근사하기 위해 parameter 값으로 log k를 사용하여 PMI 공간을 

이동시켜 성능을 향상시킨다. 본 연구에서는, 동일한 값의 k (1,5,15)를 

두고, singular value의 수는 (100,500,1000) 세 가지로 두고 실험을 

하였다. 

 

4) 실험 설계 

SPPMI 기반 키워드 추출의 성능을 객관적으로 측정하기 위하여, 본 

연구에서는 word co-occurrence, PMI vector, NPMI vector, PMI 

score, NPMI score, Word2Vec 총 6개의 서로 다른 모델들과 

비교하였다. Text preprocessing, seed word preparation 단계는 

동일하게 진행하고, keyword extraction 단계에서 각 6개의 모델을 

사용하였다.  

Word co-occurrence, PMI vector, NPMI vector 모델은 각 단어를 

dataset의 다른 모든 단어와 함께 각각의 동시 발생 횟수 (co-

occurrence counts), PMI score 및 NPMI score의 vector로 나타낸다. 

이 모델들은 vector 표현을 기반으로, baseline model은 seed 



 

- 14 - 

 

keyword와 동일한 흡연 상태에 속하는 키워드를 추출하기 위해 

pairwise cosine similarity 순위를 매긴다.  

PMI score, NPMI score 기반 키워드 추출 모델의 경우 word 

vector를 생성하지 않는 대신에, 각 seed keyword와 다른 모든 단어 

사이의 pairwise PMI와 NPMI score를 계산하였다. 점수의 순위를 매겨, 

PMI와 NPMI score 모델은 유사하게 각 seed keyword에 대한 관련 

키워드를 추출한다.  

Word2Vec model은 각 word vector는 주변 단어가 주어진 단어를 

예측하도록 훈련된 neural network의 가중치로 표현된다. Word2Vec은 

가장 기본적인 단어 임베딩 방법 중의 하나로, 다양한 단어 수준의 NLP 

작업을 수행하는데 널리 사용되고 있다43. 본 실험에서는 서로 다른 

hyperparameter의 9개 모델을 실험하였다. Word vector의 

dimension으로는 100, 200, 300을 두고, context size는 2,4,6으로 

지정하였다. Word2Vec으로 관련 키워드를 추출하기 위해 pairwise 

cosine similarity를 사용하였다.  

 

제 2 절 결과  

1) Keyword Extraction Precision 

앞서 기술한 unsupervised keyword extraction model을 사용하여 

총 50개의 seed keyword와 비교를 진행한 후 문서 내에서 유사도가 

높은 상위 1, 5, 10, 20개의 keyword를 추출하였다. 데이터셋 내의 

흡연 관련 키워드에 대한 정확한 정보는 알 수가 없으므로, 정밀도 

(precision)를 사용하여 키워드 추출의 성능을 측정하였다. Precision을 
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비교하기 위해 2명의 전문의가 독립적으로 추출한 키워드가 seed 

keyword와 동일한 흡연상태를 설명하는지를 평가하였다. 두 전문의 

모두가 동일한 흡연 상태를 설명한다고 동의한 경우에만, 키워드 추출 

결과가 정확한 것으로 간주하였다. Table 3을 보면, SPPMI 기반 

keyword expansion 방법이 가장 우수한 precision을 보여줌을 알 수 

있다. 문서 내 흡연과 관련된 키워드가 한정되어 있기 때문에 추출한 

키워드의 수가 증가함에 따라 precision은 감소하는 양상을 보였다.  

 

Table 3. Comparison of precision between SPPMI-based keyword expansion 

and six baseline models (word co-occurrence, PMI vector, NPMI vector, PMI 

score, NPMI score, Word2Vec).  

        Number of keywords 

 

Methods 

Top 1 Top 5 Top 10 Top 20 

Word co-occurrence 38.00% 35.60% 30.40% 29.50% 

PMI vector 42.00% 36.40% 31.20% 27.40% 

NPMI vector 40.00% 35.60% 32.00% 27.70% 

PMI score 38.00% 36.80% 37.00% 34.50% 

NPMI score 36.00% 38.40% 37.40% 34.20% 

SPPMI (  42.00% 36.40% 31.20% 27.40% 

SPPMI (  38.00% 34.80% 31.80% 27.40% 

SPPMI (  36.00% 30.40% 27.00% 27.20% 

SPPMI-SVD (  46.00% 40.80% 38.40% 31.50% 

SPPMI-SVD (  46.00% 41.20% 35.40% 29.80% 

SPPMI SVD (  50.00% 38.80% 31.20% 29.50% 

SPPMI-SVD (  56.00% 37.60% 32.00% 29.30% 

SPPMI-SVD (  42.00% 36.00% 32.80% 30.00% 

SPPMI- SVD 

(  

42.00% 34.40% 32.80% 30.10% 

SPPMI SVD (  56.00% 40.40% 33.40% 30.60% 

SPPMI- SVD 

(  

44.00% 32.40% 29.80% 29.30% 
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SPPMI-SVD 

(  

44.00% 33.20% 31.00% 28.50% 

Word2Vec (c = 2, d = 100) 10.00% 6.80% 7.60% 7.20% 

Word2Vec (c = 4, d = 100) 11.11% 8.00% 6.20% 5.20% 

Word2Vec (c = 6, d = 100) 8.82% 5.20% 4.60% 4.00% 

Word2Vec (c = 2, d = 200) 10.00% 9.60% 8.40% 7.20% 

Word2Vec (c = 4, d = 200) 9.09% 7.20% 6.40% 4.90% 

Word2Vec (c = 6, d = 200) 8.00% 4.80% 4.60% 4.20% 

Word2Vec (c = 2, d = 300) 16.00% 9.60% 7.40% 5.90% 

Word2Vec (c = 4, d = 300) 8.00% 6.80% 5.20% 3.80% 

Word2Vec (c = 6, d = 300) 8.00% 5.20% 4.60% 4.60% 

The values of  represent the number of singular values used in the SVD or the 

dimension of word vectors in Word2Vec. The values of c indicate the context size used in 

training Word2Vec. 

PMI pointwise mutual information; NPMI normalized pointwise mutual information; 

SPPMI shifted positive pointwise mutual information; SVD singular value decomposition 

 

Word2Vec이 낮은 정밀도를 보이는 것이 흥미로운데 한국어와 영어가 

혼용된 임상기록 기반의 데이터셋에서는 단어 임베딩 기반 방법론이 잘 

작동하지 않을 수 있다. 가장 중요한 이유는 데이터 크기에 비해 많은 

고유단어 (unique word)를 갖고 있기 때문이다. 의사가 진료 시 

전자의무기록에 노트를 기록할 때, 대부분 환자를 진료하는 동시에 

작성을 하게 된다. 이러한 실시간적 특성 때문에, 대부분의 노트는 

길이가 짧고, 주로 구나 절의 형태로 구성되며, 많은 약어를 포함하고 

있다. 또한 기록하는 의사마다 자주 사용하는 표현이나 기록 방식이 

다른 경우가 많다. 이로 인해 의미론적으로는 유사하지만 구조적으로는 

다른 용어가 데이터셋 전체에 널리 퍼져 있게 된다. 이러한 용어를 

정규화하는 작업을 거치지 않으면 단어 임베딩을 일반화하여 적용하기가 

어렵다. 이종언어 (bilingual) 정규화는 또 다른 중요한 향후 연구 
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주제일 것이다. Table 4는 SPPMI를 사용하여 추출된 키워드 예시이다. 

한국어와 영어 키워드가 동시에 추출된 것을 살펴볼 수 있다.  

 

Table 4. Examples of extracted keywords.  

Never Smoker Past Smoker Current Smoker 

흡연 negative1 

s negative 

never smoker 

년전 ppd 2 

smoking ya 

quit since 

아직 담배3 

못 끊었어요4 

still smoking 

 

2)  Smoking status classification  

SPPMI 키워드 추출 방법으로 임상기록의 흡연 상태를 분류할 수 있다. 

선행 연구44-49를 살펴보면, 임상기록에서 흡연 상태를 분류하기 위한 

방법으로 주로 머신러닝 알고리즘이나 통계 분석을 활용하였다. 이러한 

연구들에서, unigram 및 bigram bag of word로 트레이닝한 linear 

support vector machine (SVM)은 지속적으로 가장 높은 분류 

정확도를 보여주었다31,50-52. SPPMI에서 추출한 키워드로 unigram, 

bigram bag of words를 전처리함으로써 흡연상태 분류 정확도를 더욱 

향상시킬 수 있다. 각 임상기록 내 모든 단어들의 빈도를 살펴보는 대신, 

bag of keyword를 제안하였으며 문서 내 모든 비키워드 (non-

keywords)는 동일한 단어로 취급하였다. 예를 들어, SPPMI에서 추출한 

5개의 키워드로 각 문서를 나타내기로 결정하면, 각 기록은 

6차원(키워드용 5개, 비키워드용 1개)의 벡터가 된다. 

SPPMI 기반 추출 키워드가 흡연 상태 분류에 미치는 영향을 

살펴보기 위해 분류기 (classifier)를 linear SVM으로 고정하였다. 그 

후, 서로 다른 임상기록을 벡터 표현으로 변환하였고, 분류의 정확도를 
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비교하였다.  총 4,711개의 note 중 80%는 training dataset, 나머지 

20%는 test dataset으로 활용하였다. 각 임상기록에 대해 흡연 상태가 

수동 주석처리 되어있으므로, classifier의 성능에 대한 다양한 벡터 

표현의 영향을 비교하기 위해 macro F1-score, precision, recall을 

측정하였다. Table 5-1, 5-2, 5-3 에서는 각 방법에 따른 accuracy, 

precision, recall을 보여준다. Accuracy, precision, recall은 모두 

macro-average로 계산되었다.  
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Table 5-1. Comparison of overall smoking status classification accuracy. (All 

accuracies are reported in F1-scores) 

Number of extracted  

keyword 

Methods   

1 5 10 20 

 

Bag of Words 88.55% 88.55% 88.55% 88.55%  

LSA 35.52% 38.54% 43.56% 50.64%  

LDA 15.20% 15.20% 15.20% 15.20%  

SPPMI (k = 1) 88.57% 88.79% 89.39% 89.15%  

SPPMI (k = 5) 89.73% 87.39% 89.87% 90.31%  

SPPMI (k = 15) 88.91% 89.45% 89.10% 89.80%  

SPPMI-SVD  

(k = 1, d = 100) 
88.78% 88.13% 88.38% 89.30%  

SPPMI-SVD  

(k = 1, d = 500) 
89.24% 89.25% 89.21% 90.38%  

SPPMI SVD  

(k = 1, d = 1000) 
88.70% 89.53% 90.66% 91.49%  

SPPMI-SVD  

(k = 5, d = 100) 
88.73% 89.84% 88.02% 89.50%  

SPPMI-SVD  

(k = 5, d = 500) 
88.89% 89.41% 89.62% 90.25%  

SPPMI- SVD  

(k = 5, d = 1000) 
88.75% 89.11% 90.47% 89.80%  

SPPMI SVD  

(k = 15, d = 100) 
89.40% 88.53% 88.12% 89.85%  

SPPMI- SVD  

(k = 15, d = 500) 
88.35% 88.65% 89.37% 89.01%  

SPPMI-SVD  

(k = 15, d = 1000) 
89.10% 88.99% 89.56% 89.31%  

LSA latent semantic analysis; LDA latent Dirichlet allocation; SPPMI shifted positive 

pointwise mutual information; SVD singular value decomposition 
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Table 5-2. Comparison of overall smoking status classification precision.  

Number of extracted  

keyword 

Methods   

1 5 10 20 

 

Bag of Words 90.07% 90.07% 90.07% 90.07%  

LSA 34.65% 37.68% 41.37% 52.54%  

LDA 10.92% 10.92% 10.92% 10.92%  

SPPMI (k = 1) 88.37% 89.53% 89.94% 89.48%  

SPPMI (k = 5) 89.87% 87.82% 90.20% 90.63%  

SPPMI (k = 15) 88.61% 89.56% 89.24% 90.01%  

SPPMI-SVD  

(k = 1, d = 100) 
88.42% 88.62% 88.45% 89.48%  

SPPMI-SVD  

(k = 1, d = 500) 
88.86% 89.39% 89.46% 90.65%  

SPPMI SVD  

(k = 1, d = 1000) 
88.51% 89.57% 90.74% 91.52%  

SPPMI-SVD  

(k = 5, d = 100) 
88.37% 90.00% 88.32% 90.01%  

SPPMI-SVD  

(k = 5, d = 500) 
88.53% 89.53% 89.75% 90.67%  

SPPMI- SVD  

(k = 5, d = 1000) 
88.53% 89.17% 90.87% 90.07%  

SPPMI SVD  

(k = 15, d = 100) 
89.53% 88.69% 88.59% 90.47%  

SPPMI- SVD  

(k = 15, d = 500) 
87.96% 88.92% 89.58% 89.40%  

SPPMI-SVD  

(k = 15, d = 1000) 
88.82% 89.83% 89.79% 89.54%  

LSA latent semantic analysis; LDA latent Dirichlet allocation; SPPMI shifted positive 

pointwise mutual information; SVD singular value decomposition  
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Table 5-3. Comparison of overall smoking status classification recall.  

Number of extracted  

keyword 

Methods   

1 5 10 20 

 

Bag of Words 87.46% 87.46% 87.46% 87.46%  

LSA 38.62% 41.41% 46.12% 51.01%  

LDA 25.00% 25.00% 25.00% 25.00%  

SPPMI (k = 1) 88.88% 88.47% 89.14% 88.97%  

SPPMI (k = 5) 89.72% 87.26% 89.83% 90.23%  

SPPMI (k = 15) 89.35% 89.54% 89.21% 89.82%  

SPPMI-SVD  

(k = 1, d = 100) 
89.32% 87.99% 88.53% 89.36%  

SPPMI-SVD  

(k = 1, d = 500) 
89.79% 89.35% 89.22% 90.26%  

SPPMI SVD  

(k = 1, d = 1000) 
89.03% 89.66% 90.73% 91.59%  

SPPMI-SVD  

(k = 5, d = 100) 
89.22% 89.91% 87.93% 89.28%  

SPPMI-SVD  

(k = 5, d = 500) 
89.43% 89.49% 89.71% 90.13%  

SPPMI- SVD  

(k = 5, d = 1000) 
89.10% 89.22% 90.38% 89.76%  

SPPMI SVD  

(k = 15, d = 100) 
89.43% 88.51% 87.99% 89.53%  

SPPMI- SVD  

(k = 15, d = 500) 
88.94% 88.58% 89.39% 88.95%  

SPPMI-SVD  

(k = 15, d = 1000) 
89.55% 88.52% 89.54% 89.31%  

LSA latent semantic analysis; LDA latent Dirichlet allocation; SPPMI shifted positive 

pointwise mutual information; SVD singular value decomposition  

 

기존 연구에서 사용되었던 unigram 및 bigram 기반의 bag of words 

방법과 비교해 SPPMI 방법을 활용하면 accuracy (F1-score)가 최대 

2.94% 향상되는 것을 알 수 있다 (Table 5-1). Precision과 recall 

역시 SPPMI 방법을 사용하였을 때 각각 최대 91.52%, 최대 91.59%로 

가장 높은 결과를 보여준다 (Table 5-2, Table 5-3). 또한 
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accuracy의 향상은 각 흡연 상태의 분류 정확도에서 더욱 분명해진다. 

Never smoker 분류 시, bag of words 대비 accuracy가 1.68% 

향상되었으며 (Table 6-1), past smoker 분류 시에는 0.98% (Table 

6-2), current smoker 분류 시에는 9.04%가 향상 (Table 6-3) 

되었다. 또한 향상된 성능의 분류 결과는, 본 연구의 방법론이 seed 

keyword에서 의미 있는 다른 keyword 로의 확장이 가능함을 시사한다.  

 본 연구에서 사용한 방법은 latent semantic analysis (LSA)53,54 및 

latent dirichlet allocation (LDA)55와 같은 기존의 다른 차원 축소 방법 

보다 성능이 뛰어났다. 본 연구의 우수한 흡연 분류 결과를 통해 흡연 

상태와 실제로 관련된 키워드를 확장하여 추출하는 우리의 접근 방식의 

높은 성능을 다시 한 번 확인할 수 있다. 
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Table 6-1. Comparison of never smoker classification accuracy. (All accuracies 

are reported in F1-scores) 

Number of extracted                     

keyword 

Methods 

1 5 10 20 

Bag of Words 91.57% 

SPPMI(k=1) 92.37% 91.63% 91.86% 92.37% 

SPPMI(k=5) 91.33% 90.61% 91.29% 92.21% 

SPPMI(k=15) 91.14% 90.61% 91.51% 91.89% 

SPPMI-SVD 

(k=1, d = 100) 
92.47% 91.10% 92.08% 90.64% 

SPPMI-SVD  

(k=1, d = 500) 
91.37% 90.87% 91.29% 92.60% 

SPPMI SVD 

(k=1, d = 1000) 
91.14% 91.40% 92.63% 93.25% 

SPPMI-SVD 

(k=5, d = 100) 
91.33% 91.48% 91.82% 91.63% 

SPPMI-SVD  

(k=5, d = 500) 
91.14% 91.63% 92.05% 91.82% 

SPPMI-SVD 

(k=5, d = 1000) 
91.56% 91.56% 92.50% 91.21% 

SPPMI SVD 

(k=15, d = 100) 
90.95% 91.79% 91.29% 92.80% 

SPPMI-SVD 

(k=15, d = 500) 
90.95% 91.60% 91.82% 90.83% 

SPPMl-SVD 

(k=15, d = 1000) 
91.60% 90.99% 91.40% 91.79% 

SPPMI shifted positive pointwise mutual information; SVD singular value decomposition  
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Table 6-2. Comparison of past smoker classification accuracy. (All accuracies 

are reported in F1-scores) 

Number of extracted                     

keyword 

Methods 

1 5 10 20 

Bag of Words 89.74% 

SPPMI(k=1) 87.92% 87.66% 88.72% 88.66% 

SPPMI(k=5) 88.72% 86.01% 89.46% 90.13% 

SPPMI(k=15) 88.66% 88.43% 87.14% 88.48% 

SPPMI-SVD 

(k=1, d = 100) 
88.14% 86.67% 86.53% 89.12% 

SPPMI-SVD  

(k=1, d = 500) 
89.06% 87.96% 88.14% 90.21% 

SPPMI SVD 

(k=1, d = 1000) 
88.02% 89.46% 90.54% 90.72% 

SPPMI-SVD 

(k=5, d = 100) 
88.60% 89.06% 86.38% 89.29% 

SPPMI-SVD  

(k=5, d = 500) 
88.48% 89.00% 88.49% 90.18% 

SPPMI-SVD 

(k=5, d = 1000) 
88.37% 88.61% 90.08% 90.31% 

SPPMI SVD 

(k=15, d = 100) 
88.89% 87.34% 86.45% 88.44% 

SPPMI-SVD 

(k=15, d = 500) 
87.66% 87.40% 88.83% 88.89% 

SPPMl-SVD 

(k=15, d = 1000) 
88.54% 88.49% 88.49% 89.17% 

SPPMI shifted positive pointwise mutual information; SVD singular value decomposition  
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Table 6-3. Comparison of current smoker classification accuracy. (All 

accuracies are reported in F1-scores) 

Number of extracted                     

keyword 

Methods 

1 5 10 20 

Bag of Words 77.88% 

SPPMI(k=1) 80.18% 81.19% 82.52% 80.95% 

SPPMI(k=5) 84.91% 78.64% 84.21% 84.62% 

SPPMI(k=15) 82.19% 83.96% 83.18% 84.51% 

SPPMI-SVD 

(k=1, d = 100) 
80.37% 80.58% 80.75% 83.02% 

SPPMI-SVD  

(k=1, d = 500) 
82.88% 84.11% 82.86% 84.36% 

SPPMI SVD 

(k=1, d = 1000) 
82.19% 83.57% 84.91% 86.92% 

SPPMI-SVD 

(k=5, d = 100) 
81.45% 84.51% 79.43% 82.52% 

SPPMI-SVD  

(k=5, d = 500) 
82.51% 82.46% 83.41% 84.47% 

SPPMI-SVD 

(k=5, d = 1000) 
81.65% 82.46% 85.02% 83.25% 

SPPMI SVD 

(k=15, d = 100) 
83.57% 81.13% 80.58% 83.33% 

SPPMI-SVD 

(k=15, d = 500) 
81.25% 81.90% 82.30% 81.55% 

SPPMl-SVD 

(k=15, d = 1000) 
82.73% 82.76% 83.81% 81.73% 

SPPMI shifted positive pointwise mutual information; SVD singular value decomposition  
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3)  Frequency distribution of the expanded keywords  

본 연구에서 사용한 방법은 오로지 벡터 유사성에만 의존하기 때문에 

자주 등장하지 않는 키워드도 추출이 가능하다. Figure 2를 보면 추출된 

키워드의 약 60%가 전체 데이터에서 5회 미만으로 발생한다. 통계적 

측정법56이나 feature importance를 활용하는 classifier57의 경우 

드물게 발생하는 키워드를 추출하는데 효과적이지 않을 수 있다. 

데이터의 양이 제한된 경우나 표준화나 일반화가 어려운 임상기록의 

경우 드물게 발생하는 키워드를 추출하여 문서 분류에 활용하는 것이 

핵심이며, 흡연 상태를 표현하는 다양한 방법을 포착하는데 효과적일 수 

있다.  

 

 

Figure 2. A number of extracted keywords with respect to their frequencies  
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제 3 장 Transformer를 이용한 음주 키워드 추출 및 

상태분류 

 

본 장에서는 구조화되어 있지 않은 임상기록에서 음주 관련 정보를 

추출하기 위해 transformer 기반 방법론을 사용하고자 한다. 

Transformer 기반 언어 모델은 Wikipedia, BooksCorpus58, 

CommonCrawl59과 같은 대규모의 텍스트 데이터셋으로 선행학습 

(pre-train)된다. 그 결과, 주석이 지정되어 있는 데이터셋으로 특정한 

다운스트림 (downstream) 태스크 (task)를 통해 일반적인 언어패턴을 

활용할 수 있으며60, 질문 및 답변61, 문서 분류62, 기계 번역63과 같은 

다양한 작업을 수행할 수 있다.  

의료 분야에서 transformer 기반 언어 모델은 병원 재입원 예측64-66, 

질병 예측67, 개념 정규화68-70와 같은 다양한 다운스트림 응용 모델에 

활용되고 있다. 그러나 비영어권 국가 또는 2개 이상의 언어로 구성된 

임상기록에서 이러한 언어 모델을 작업한 경우는 소수에 불과하다. 또한 

임상기록에서 환자의 음주 관련 정보를 식별하는 기능에 대한 선행 

연구는 없었다.  

본 장에서는, 구조화되지 않은, 한국어와 영어가 혼용된 임상기록에서 

transformer 기반 방법론으로 음주 관련 정보를 식별하여 추출하고, 

음주 상태를 분류하는 연구를 하고자 한다.  

 

제 1 절 연구 방법  

1) 데이터 확보 
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 2017년 1월 1일~ 2018년 12월 31일, 2021년 1월 1일~ 2021년 

12월 31일까지 서울대학교병원 가정의학과 외래에 당뇨병 상병으로 

내원한 환자의 외래초진 또는 외래경과 기록을 추출하여 사용하였다. 

데이터 추출에는 2장과 동일하게 서울대학교병원 clinical data 

warehouse 인 SUPREME을 사용하였다. Table 7은 연도별로 연구에 

활용한 임상기록의 수와 환자의 수를 나타낸 것이다. 한 환자가 여러 번 

외래 진료에 방문하게 되므로, 최종 연구에는 1,982명의 4,996개의 

임상기록을 활용하였다. 

 

Table 7. Summary of basic patient statistics. 

Year 

Number of 

unique 

patients 

Number of 

clinical notes 

Average 

patient age 

Number 

of males 

Number 

of females 

2017 1,122 2,000 64.48 619 503 

2018 1,051 1,996 64.85 577 474 

2021 589 1,000 66.46 319 270 

Total 1,982 4,996 65.01 1068 914 

 

시간 의존적인 연관성을 제거하기 위해, 2017, 2018년의 데이터셋은 

training set으로, 2021년은 validation set으로 활용하였다.  

 

2) 음주 상태의 정의 및 주석 (annotation) 작업 

음주 상태 분류에 transformer 기반 방법을 사용하기 위해서는 pre-

train을 위한 음주 관련 정보 주석 처리가 선행되어야 한다. 이에 

환자의 현재 음주 상태 (current drinker, past drinker, never drinker), 

음주 정도 (light drinker, heavy drinker), 폭음 유무 (binge 
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drinking)를 레이블링 하였다.  환자의 음주 상태에 따라, 각 

임상기록을 ‘현재 음주자 (current drinker)’, ‘과거 음주자 (past 

drinker’), ‘비음주자 (never drinker)’, ‘정보 없음 (absence of 

information’)의 네 카테고리로 분류하였다. 현재 음주자의 경우, 적정 

음주자 (light drinker, 남성의 경우 매일 4잔 미만, 여성의 경우 매일 

2잔 미만 음주하는 경우), 과음주자 (heavy drinker, 남성의 경우 매일 

4잔 이상, 여성의 경우 매일 2잔 이상 음주하는 경우) 두 가지로 

분류하였다. 과음주자 (heavy drinker)와 폭음주자 (binge drinker)의 

기준은 National Institute on Alcohol Abuse and Alcoholism 

(NIAAA)71의 가이드라인을 참조하였다. 

임상 경력이 있는 5명의 연구원이 annotator의 역할을 하였다. 음주 

상태에 대해 수기 주석 작업을 진행하였으며, 주석 작업 첫 단계에서는 

100개의 동일한 데이터셋을 레이블링 하게 하여, 일치도를 파악하였다. 

레이블링 일치도는 Fleiss’ kappa(κ)72로 측정하였으며, κ =0.9285로 

높은 일치도를 보였다. 수동 주석 작업 시, 음주 상태를 분류할 뿐 

아니라 각 임상기록에서 음주와 관련된 문장이나 단어, 어구도 함께 

추출하여 fine-tuning에 활용할 수 있도록 하였다.  

 

3) 텍스트 전처리 

두 명의 전문의가 임상기록 내의 170개의 약어를 식별하고, 임상기록 

내 자주 쓰는 기호와 두문자어를 단어 또는 완전한 표현으로 대체하였다.  

간단한 문자열 교체만으로 전처리가 가능하기 때문에 대규모 외부 

데이터 리소스를 사용하는 것 보다 계산 속도가 더 빠르다. 몇 가지 

기호 및 두문자어의 예시를 figure 3에서 확인할 수 있다.  
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Figure 3. A few examples symbols and acronyms preprocessed during the 

symbol replacement and acronym expansion.  

 

4) 음주 정보 추출 실험 방법 

실험은 크게 두 단계로 나누어 진행하였다. 첫 번째 단계에서는, 

임상기록 내 음주 관련 문장을 추출하여, 음주 관련 정보가 있는 문서를 

찾아내었다. 두 번째 단계로는 음주 관련 문장 또는 키워드가 있는 

문서를 대상으로, 음주 행태에 대한 상세 분류 (light drinker, heavy 

drinker, past drinker, binge drinker)를 진행하였다.  

 임상기록 내 음주 관련 정보 추출에는 XLM-RoBERTa (cross-

lingual language model - robustly optimized BERT pretraining 

approach)73를 사용하였다. Figure 4는 음주 정보 추출을 위한 방법론에 

대한 모식도이다. XLM-RoBERTa는 대규모 transformer 기반 언어 

모델74로서, XLM-RoBERTa는 문맥화된 단어 임베딩을 학습하기 위해 

RoBERTa와 동일한 transformer 구조를 사용한다. RoBERTa는 

Byte-Pair Encoding75,76을 사용하여 입력 문장 내의 단어를 하위 

단어로 토큰화하여 모델이 어휘 외 단어와 희귀 단어를 보다 효과적으로 

처리할 수 있도록 한다. 그 후 입력 문장의 하위 단어는 12개의 양방향 
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(bidirectional) transformer 레이어를 통해 처리되며, 각 레이어는 

attention mechanism을 적용한다. Attention mechanism을 기반으로 

입력 문장의 다른 하위 단어에 대한 각 단어의 영향이 다르게 평가되어, 

각 하위 단어를 encoding하고 삽입하여 입력 문장 내에서 문맥적으로 

의미있는 다른 하위 단어를 통합할 수 있다. XLM-RoBERTa는 

RoBERTa와 동일한 모델 구조를 가지고 있으며, pre-train 시 

multilingual model objective73,77를 사용한다. 단일언어 데이터셋의 

input으로부터 마스킹된 단어를 예측하는 대신, XLM-RoBERTa는 

다국어 데이터셋으로부터 input 문장을 받아 마스킹된 단어를 예측한다.  

 XLM-RoBERTa는 Wikipedia corpus의 104개 언어로 사전 학습되며, 

한국어와 영어 모두를 지원하여 한영 혼용 이종언어 임상기록에 대한 

실험에 적절하다. RoBERTa에 비해 다중 언어로 구성된 임상기록을 

fine-tuning하는데 더 강점이 있다. 본 연구의 데이터셋의 임상기록은 

한국어와 영어만 포함되어 있기 때문에 본 실험은 이종언어 환경에서 

XLM-RoBERTa의 추출 성능을 검증하는 것이 그 목적이다. XLM-

RoBERTa는 임상기록의 음주 관련 정보와 다른 정보를 구별하는 분류 

기능이 없기 때문에, 출력 레이어 (output layer) 위에 768개의 hidden 

node가 있는 추가적인 선형 레이어를 쌓는다. 본 연구에서는 XLM-

RoBERTa의 output layer에 사전 기술한 음주 정보를 annotation한 

데이터셋을 사용하였으며, XLM-RoBERTa와 분류 레이어를 5 epoch의 

학습과 early stopping을 진행했다. 학습 속도 (learning rate)가 1 X 

10-5이고 가중치 감쇄 (weight decay)가 0.01인 AdamW 

optimizer78를 training에 사용하였다. 이에 training 동안, linear layer 

optimization 뿐 아니라 cross-entropy loss function까지 최소화하기 
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위해 사전학습된 transformer layer도 업데이트된다. 본 연구의 모든 

실험은 HuggingFace ⑤ 에서 다운로드한 사전훈련된 XLM-RoBERTa 

가중치와 함께 PyTorch⑥를 사용하였다.  

 

 

Figure 4. An overview of the transformer-based language model for extracting 

patients’ alcohol-related information from their free-text clinical notes.  

XLM-RoBERTa cross-lingual language model - robustly optimized BERT pretraining 

approach 

 

5) 음주 상태 분류 실험 방법 

기존 연구들은 대부분 임상기록 중 음주 상태를 자동 분류하기 위해 

Bag of Words (BoW) 기반 모델을 채택하여 임상기록 내 모든 단어를 

사용하는 경우가 대부분이었다34-37. 반면, 본 연구에서는 대규모 

attention 기반 언어 모델을 채택하여 모델 성능을 향상시켰고, 기록 내 

중요한 음주 관련 정보를 자연어처리 모델에 직접 주입하는 방법을 

사용하였다 (Figure 5). 본 모델에서 환자의 임상기록은 초기에 사전 

 
⑤ https://huggingface.co/xlm-roberta-large 
⑥ https://pytorch.org/ 

https://huggingface.co/xlm-roberta-large
https://pytorch.org/
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훈련된 attention 기반 언어 모델의 input으로 사용된다. 전체 

임상기록에서 의미론적 정보를 수집하면서 CLS token (special 

classification token) vector에 특이적인 환자 수준의 음주 관련 정보를 

확장한다. 환자 수준의 음주 정보로는, 주종과 음주 소비량이라는 두 

가지 정보를 추가로 포함하였다. 데이터셋에서 환자가 소비하는 주종을 

추출하기 위해 환자의 음주 소비 패턴 정보가 담긴 임상기록 내에서 

자주 발생하는 단어를 나열했다. 전체 데이터셋을 리뷰하여 환자들이 

자주 마시는 주종을 12가지로 좁혔다 (Figure 5). 12가지 주종의 

목록에 해당하는 문자열 매칭을 적용하면 음주 패턴 예측이 가능하다. 

이 문자열 매칭 결과를 바탕으로 one-hot encoding을 사용하여 음주 

소비 유형을 나타낼 수 있다. 음주 소비량은 수동 annotation을 퉁해 

정보를 추출했다. 5명의 annotator가 각 임상기록의 음주량과 폭음 

상태를 레이블링 할 때 일일이 소비량에 대한 기록 내 단어나 어구도 

추가로 레이블링 하였다. CLS token이 환자의 보조적인 음주 관련 정보 

(additional information)와 연결되며 추가 정규화 및 비선형 레이어를 

통해 음주 상태 분류를 진행하였다.  

 

 

 



 

- 34 - 

 

Figure 5. A summary of classification model; Multilingual + additional 

information 

CLS token special classification token; ReLu rectified linear unit 
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제 2 절 결과 

1) 음주 정보 추출  

Table 8은 주석 작업을 완료한 dataset의 문장 개수를 정리한 것이다. 

총 문장수는 139,397개였으며, 한국어와 영어가 혼용되어 있었고, 그 

중 음주 관련 문장은 총 3,299개였다.  

 

Table 8. Overview of the annotated dataset 

Year 

Total 

number of 

sentences 

Number of 

English 

sentences 

Number of 

Korean 

sentences 

Number of 

bilingual 

sentences 

Number of 

alcohol-

related 

sentences 

2017 49,044 10,684 11,857 26,503 1,318 

2018 55,139 12,066 16,482 26,591 1,435 

2021 35,214 7,153 11,587 16,474 546 

Total 139,397 29,903 39,926 69,568 3,299 

 

 

앞 절에서 제안한 XLM-RoBERTa 기반 음주 정보 추출 방법의 성능 

검증을 위해 다른 자연어처리 알고리즘과 성능을 비교하였다. 

임상기록에서 음주 관련 정보 추출에 대한 선행 연구34-37,79에서 다룬 

바와 같이, 본 연구에서도 BoW를 기준으로 사용하였다. 중요도와 

상관없이 발생하는 다빈도 단어를 설명하기 위해 TD-IDF를 사용하여 

단어 빈도를 조정하였다. BoW를 기반으로 SVM80, XGBoost81 와 

Random Forest82 세 가지 유형의 분류기를 테스트하였으며 모두 10-

fold cross-validation의 hyperparameter를 사용하였다. 또한 

transformer 기반의 multilingual BERT와 multilingual distilled 

version of BERT (DistilBERT) 도 fine-tuning 하였다.  
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 Table 9에서 각 알고리즘 별 추출 성능을 살펴볼 수 있다. Accuracy, 

precision, recall은 모두 macro-average로 계산되었다. 모든 

transformer 기반 모델은 임상기록에서 음주 관련 문장을 추출하는데 

좋은 성능을 보인다. Gururangan 등60이 지적한 바와 같이 transformer 

기반 언어 모델은 fine-tuning을 통해 대규모 pre-train 과정을 

기반으로 대규모 데이터셋에 빠르게 적용할 수 있다. 한편, BoW + 

Random Forest의 경우 모든 문장을 환자의 음주 소비와 관련이 없는 

것으로 분류하여 모델의 레이블 불균형 문제를 극복하지 못했다. BoW 

+ SVM 모델은 적절한 추출 성능을 제공하나, BoW 기반 모델은 차원이 

높고 out-of-vocabulary (OOV) 문제가 있다. 문장과 단어의 수가 

증가함에 따라 문장 벡터의 차원도 증가하여, 메모리 이슈가 발생할 수 

있다. 더욱이 학습한 적이 없는 새로운 단어가 추가되면 새로운 단어를 

통합하기 위한 재훈련이 필요하다. 즉, 의료기관 내에서 생성되는 

대규모 임상기록을 분석할 때 BoW 기반 모델을 사용하는 것은 상당한 

계산 문제를 야기할 수 있다. 반면 transformer 기반 모델은 고정된 

차원을 사용하여 단어를 나타내므로, 새로운 단어가 도입될 때 벡터의 

차원이 확장되는 것을 방지할 수 있다. 또한 byte pair encoding75을 

사용하기 때문에 새로운 단어를 이전에 관찰되었거나 사전 훈련된 하위 

단어로 토큰화하고 처리하여 OOV 문제를 해결할 수 있다.  
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Table 9. Overall comparison of the extraction performance of different 

NLP models. 

Model 
Macro 

F1-score 
Precision Recall 

XLM-RoBERTa 84.70% 78.23% 95.33% 

Multilingual BERT 84.20% 77.61% 95.29% 

Multilingual 

DistilBERT 
83.00% 76.25% 94.86% 

BoW + SVM 83.37% 77.24% 93.38% 

BoW + XGBoost 60.60% 90.39% 56.30% 

BoW + Random Forest 49.61% 49.23% 50.00% 

XLM-RoBERTa cross-lingual language model - robustly optimized BERT pretraining 

approach; DistillBERT distilled version of BERT; BoW bag of words; SVM support vector 

machine; XGBoost extreme gradient boosting 

 

Table 10에서는 한국어 또는 영어 혹은 한영이 혼용된 모든 경우 각 

모델에 따라 비슷한 수준의 성능을 보임을 알 수 있으며, table 9의 

결과와 같은 양상을 보인다. 모든 한국어 또는 영어, 혹은 한영 혼용 

임상기록에서 XLM-RoBERTa 기반 추출 방법은 Multilingual BERT 

및 Multilingual DistilBERT를 포함한 다른 모든 방법보다 우수한 

성능을 보인다. 이는 Conneau등73이 발표한 결과와 일치한다. 흥미로운 

점은, 한국어 문장 추출 성능이 영어나, 한영 혼용 문장 추출 성능보다 

낮다는 것이다. 추출 성능이 떨어지는 이유는 토큰화 문제 때문일 수 

있다. 영어와 달리 한국어는 단어 사이의 경계가 공백 (space)으로 

정의되지 않는 교착어이다. 따라서 사전에 전처리 없이 공백을 기반으로 

한국어 문장을 토큰화 하는 것은 XLM-RoBERTa의 추출 성능이 

저하되는 원인 중 하나일 수 있다.  
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Table 10. The extraction performance with respect to different languages 

used in the dataset (measured in terms of macro F1-score) 

Model 

Macro 

F1-score 

(English) 

Macro 

F1-score 

(Korean) 

Macro 

F1-score 

(Bilingual) 

XLM-RoBERTa 94.25% 67.69% 91.01% 

Multilingual BERT 92.86% 67.06% 90.74% 

Multilingual 

DistilBERT 
93.43% 65.03% 90.02% 

BoW + SVM 93.62% 66.20% 89.37% 

BoW + XGBoost 49.41% 57.66% 66.58% 

BoW + Random Forest 49.42% 49.81% 49.54% 

 
XLM-RoBERTa cross-lingual language model - robustly optimized BERT pretraining 

approach; DistillBERT distilled version of BERT; BoW bag of words; SVM support vector 

machine; XGBoost extreme gradient boosting 

 

2) 음주 관련 key concept 생성  

본 연구에서 제안하는 방법은, 이종언어 임상기록에서 음주 관련 

문장을 자동으로 추출하는 것 외에도 다양한 사후 분석에 활용될 수 

있다. 잠재적인 사후 분석의 예로, 이종언어 임상기록에서 음주 관련 

key concept을 생성해 볼 수 있다. Key concept을 생성하기 위해 

XLM-RoBERTa 위의 추가 선형 계층의 출력 노드에 softmax 

operation을 적용하여, 각 입력 문장에 대한 예측의 모델의 신뢰 수준을 

계산할 수 있다. 이를 통해 90% 이상의 신뢰도로 올바르게 예측된 음주 

관련 문장을 예측할 수 있다. 이러한 음주 관련 가능성이 높은 문장 

내의 모든 unigram 및 bigram에 대해 lift를 계산하였다. Lift는 아래와 

같이 정의된다.  
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Lift 값이 클수록 특정 unigram 및 bigram이 음주 관련 문장의 특징이 

더 크다는 것을 나타내므로 음주 관련 key concept으로 lift 값이 

0.95보다 큰 unigram 또는 bigram을 추출하였다. Table 11에서 추출된 

key concept의 몇 가지 예를 제시하였다.                 

 

Table 11. Examples of the extracted alcohol-related keywords.  

Keywords Language Description 

1000 cc English Refers to the volume of beer (cubic centimeter) 

positive alc English 
Refers to positive “alcohol”, indicating that a patient 

is a drinker 

alcohol social English Indicates that a patient is a social drinker 

alc 안마심 Bilingual Indicates that a patient doesn’t consume alcohol 

생맥주 Korean A Korean word indicating “draft beer” 

한병이상 Korean A Korean phrase indicating “more than one bottle” 

포도주 Korean A Korean word indicating “wine” 

 

3) 음주 상태 분류 

전체 데이터셋의 현재 음주 상태, 과음 유무, 폭음 유무에 따른 음주 

소비 패턴에 대한 일반적 통계는 Table 12, 13, 14에 요약되어 있다. 

Table 12에서 알 수 있듯, 모든 연도에서 현재 음주자가 가장 많은 

비율을 차지하였고, 과거 음주자가 가장 적었다.  

 

 

 

 



 

- 40 - 

 

Table 12. General statistics of current status in the dataset. 

Year 
Current status 

patterns 

Number  

of patients 

Average  

age 

Number of  

males 

Number of  

females 
 

2017 

Non-drinkers 428 65.89 157 271  

Current drinkers 499 60.38 450 49  

Past drinkers 20 64.9 20 0  

2018 

Non-drinkers 441 66.95 165 276  

Current drinkers 508 61.87 453 55  

Past drinkers 29 67.69 24 5  

2021 

Non-drinkers 232 68.25 75 157  

Current drinkers 246 64.71 220 26  

Past drinkers 12 57.83 10 2  

 

Table 13. General statistics of amount status in the dataset 

Year 
Current status 

patterns 

Number  

of patients 

Average  

age 

Number of  

males 

Number of  

females 

2017 

Light drinkers 144 60.38 135 9 

Heavy drinkers 121 58.81 102 19 

No information 234 61.2 213 21 

2018 

Light drinkers 262 61.48 229 33 

Heavy drinkers 32 59.63 32 0 

No information 214 62.69 192 22 

2021 

Light drinkers 93 63.84 86 7 

Heavy drinkers 13 62.85 13 0 

No information 140 65.46 121 19 
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Table 14. General statistics of binge status in the dataset 

Year 
Current status 

patterns 

Number  

of patients 

Average  

age 

Number of  

males 

Number of  

females 

2017 

Binge drinkers 131 58.64 116 15 

Non-binge 

drinkers 
143 60.88 128 15 

No information 225 61.08 206 19 

2018 

Binge drinkers 157 59.04 144 13 

Non-binge 

drinkers 
264 63.38 223 41 

No information 87 62.4 86 1 

2021 

Binge drinkers 49 61.57 48 1 

Non-binge 

drinkers 
56 65.55 50 6 

No information 141 65.46 122 19 

 
 

 

임상기록에서 음주 소비 패턴을 자동으로 추출하기 위해 다음과 같은 

단계를 거쳤다. 먼저, 각 임상 노트에 있는 모든 문장을 attention 기반 

언어 모델의 input으로 사용하였다. 이후 음주 형태, 최대 음주량, 평균 

음주량에 대한 정보가 포함된 임상기록의 경우, 이 보조 정보를 

encoding 하여 attention 모델의 output vector에 추가하였다. 이후, 

수정된 vector를 각 임상 노트의 현재 음주 상태, 음주량, 폭음 상태를 

분류하는 linear layer로 활용하였다.  

본 연구에서 제안하는 모델 (Figure 5)의 성능을 검증하기 위해, 

vanilla attention 기반 언어 모델과 성능을 비교하였다. Macro F1- 

score를 사용하여 성능을 측정하였으며, 최근 제안된 attention 기반 

언어모델 중 다중 언어를 처리할 수 있는 multilingual BERT77와 

XLM-RoBERTa73를 사용하였다. 음주 상태 분류에 대한 성능은 table 

15에서, 음주 양 (amount status) 분류에 대한 성능은 table 16에서, 
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폭음 유무 (binge status) 분류에 대한 성능은 table 17에서 확인할 수 

있다. 본 연구에서 제안하는 모델은, 세가지 음주 소비 행태 모두에서 

우수한 분류 성능을 보였다. 또한 사용하는 기본 언어 모델의 유형과 

상관없이, 보조 음주 정보가 포함되면, 언어 모델의 추출 성능이 

향상된다. Table 15에서 현재 음주 상태에 대한 Macro F1-score를 

살펴보면, multilingual BERT의 성능은 4.0%, XLM-RoBERTa의 

성능은 각각 3.4% 증가하였다. Precision과 recall 모두 성능이 

향상됨을 확인할 수 있다. 적정 음주자와 과음주자를 구별하는 음주 

양에 대한 분류를 살펴보면 multilingual BERT + additional 

information 이 F1-score 80.5%, recall 82.2%, XLM-RoBERTa + 

additional information의 경우 precision 88.8%로 additional 

information을 함께 모델에 적용한 경우 성능의 향상을 보였다 (Table 

16). Table 17에서 확인할 수 있듯 폭음 상태를 살펴보는 경우에서도 

XLM-RoBERTa + Additional information에서 F1-score 73.0%, 

precision 76.7%, recall 77.0%로 가장 우수한 성능을 보였다. 즉 

세가지 음주 패턴에 대해 multilingual BERT는 평균 9.87%, XLM-

RoBERTa는 평균 11.7%의 성능 향상을 보였다.  
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Table 15. Pattern extraction performance in current status 

Models F1-score Precision Recall 

BoW + SVM 77.3% 82.0% 74.8% 

BoW + RF 62.7% 61.9% 63.5% 

BoW + XGBoost 81.9% 87.9% 78.6% 

Multilingual BERT 82.4% 91.3% 78.2% 

XLM-RoBERTa 79.0% 89.5% 74.9% 

Multilingual BERT + Add 

(Proposed) 
86.4% 92.0% 82.8% 

XLM-RoBERTa + Add 

(Proposed) 
82.4% 91.3% 78.2% 

BoW bag of words; SVM support vector machine; RF random foreset; XGBoost extreme 

gradient boosting; XLM-RoBERTa cross-lingual language model - robustly optimized 

BERT pretraining approach; Add, additional information 

 
Table 16. Pattern extraction performance in amount status 

Models F1-score Precision Recall 

BoW + SVM 67.6% 66.1% 75.3% 

BoW + RF 54.1% 53.3% 55.2% 

BoW + XGBoost 67.9% 66.8% 69.7% 

Multilingual BERT 55.4% 54.0% 57.7% 

XLM-RoBERTa 53.9% 53.8% 57.0% 

Multilingual BERT + Add 

(Proposed) 
80.5% 81.5% 82.2% 

XLM-RoBERTa + Add 

(Proposed) 
77.6% 88.8% 74.9% 

 

BoW bag of words; SVM support vector machine; RF random foreset; XGBoost extreme 

gradient boosting; XLM-RoBERTa cross-lingual language model - robustly optimized 

BERT pretraining approach; Add, additional information 

 

Table 17. Pattern extraction performance in binge status 

Models F1-score Precision Recall 

BoW + SVM 67.9% 78.8% 68.3% 

BoW + RF 26.7% 53.8% 34.0% 

BoW + XGBoost 66.2% 76.3% 65.3% 

Multilingual BERT 68.8% 69.0% 74.5% 

XLM-RoBERTa 65.0% 66.0% 67.3% 

Multilingual BERT + Add 

(Proposed) 
69.3% 69.3% 72.7% 

XLM-RoBERTa + Add 

(Proposed) 
73.0% 76.7% 77.0% 

 

BoW bag of words; SVM support vector machine; RF random foreset; XGBoost extreme 
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gradient boosting; XLM-RoBERTa cross-lingual language model - robustly optimized 

BERT pretraining approach; Add, additional information 
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제 4 장 종합 고찰  

 

1. 연구의 목적 

 

본 연구는 한국어와 영어가 혼용된, 구조화 되어있지 않은 

임상기록에서 흡연, 음주와 같은 유의미한 정보를 추출하고 문서를 

분류하기 위한 연구이다. 현재 의료 분야에서 다양한 자연어처리 연구가 

진행되고 있으나 대부분 구조화된 영상검사나 병리검사 판독문 또는 

구조화된 서식 기반이 대부분이며, 한국어와 영어가 혼용된 자유진술문 

기반 연구는 거의 이루어지지 않은 실정이다. 흡연과 음주는 거의 모든 

질병의 위험인자로 작용하고 있으며, 진료 현장에서 필수적으로 

청취하여야 하는 임상 정보이자, 의학 연구에 반드시 활용되는 중요한 

변수이다. 연구 목적으로 흡연과 음주 정보를 확보하기 위해서는, 

대부분 많은 비용과 인력을 들여 설문 조사를 실시하거나, 일일이 

수기로 해당 정보를 추출해야 한다. 그러나 많은 경우 흡연과 음주 

정보는 진료 시 시행되는 문진을 통해 확보되고 있어 임상기록을 

활용하는 경우 충분히 해당 정보를 알 수 있으나, 작성하는 의료인 

특이적이며 한국어와 영어가 혼용되어 있는 구조화 되어있지 않은 

임상기록에서 자동으로 추출하고 상태를 분류하는 시도는 거의 

이루어지지 않았다.  

본 연구에서는, 두 가지 방법으로 키워드 추출 및 문서 분류를 

진행하였다. 먼저, 제 2장에서는 SPPMI 기반 방법을 사용하여 흡연 

정보 추출 및 분류를 진행하였다. SPPMI 모델 학습을 위하여, seed 
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keyword 준비 단계가 필요하였다. 제 3장에서는, transformer 기반 

방법을 사용하여 음주 정보 추출 및 분류를 진행하였으며, 2장과는 달리 

데이터 전처리 시 음주 관련 단어 또는 문장을 함께 수기로 추출하여, 

실험의 fine-tuning 시 활용하였다.   

 

2. 연구의 주요 결과  

 

1) SPPMI를 이용한 흡연 키워드 추출 및 상태 분류  

2장의 연구에서는, unsupervised learning의 방법 중 하나인 

SPPMI를 사용하여 임상기록 내 흡연 관련 키워드 추출 및 문서 분류를 

진행하였다. SPPMI 실험을 위하여 seed keyword preparation 과정이 

필요하였는데, annotator가 사전에 수기로 annotation 한 흡연 상태에 

따라 다빈도로 관찰되는 단어 중 전문의의 판단 하에 각 흡연 상태와 

관련 있는 keyword를 확정하였다. SPPMI 실험 시 seed keyword 와 

의미론적으로 유사한 단어를 계산하여, 각 문서의 keyword를 

추출하였다. 이를 기반으로 문서의 흡연 상태를 분류하였을 때, SPPMI 

기반 방법론이 Word2Vec, BoW, LSA, LSD보다 우수한 성능을 보였다.         

2장에서는 BERT77나 GPT76 와 같은 pre-trained language 

model은 사용하지 않았는데, 그 이유는, 연구에서 사용한 dataset의 

특성이 BERT와 GPT모델에 적합하지 않기 때문이다. Pre-trained 

language model의 경우 영어 기반의 corpus를 기반으로 일반 목적의 

데이터셋의 연구에 효과적인 경우가 많으며, 2장의 경우와 같이 2개 

이상의 언어로 구성되어 의료 특화 적인 문서의 경우 pre-train을 

하기가 어렵다. 또한 본 연구에서 활용한 임상기록은, 의사가 환자를 
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진료하는 동시에 생성되므로 약어가 많고, 일반적으로 잘 쓰지 않는 

의료 특수 용어로 구성되며, 완전한 문장이 아닌 불완전한 구나 절의 

형태로 기록되는 경우가 많다. 비록 BioBERT83와 같은 의료 특화적인 

fine-tuned language model이 있긴 하나, 이 또한 임상기록에 특화된 

모델은 아니다. 무엇보다도 현재, 한국어와 영문이 혼용된 임상기록에 

대한 corpus가 부재하여, pre-training 이 필요한 언어 모델을 

사용하는 데에는 한계가 있으며, 이에 unsupervised learning 이 

가능한 SPPMI 방법을 채택하여 실험을 하였다.  

본 장의 실험에서 키워드를 추출할 때 Word2Vec이 낮은 추출 

정확도를 보였으며 (최대 precision 16%), 단어간 의미 유사도를 

찾아내는데 SPPMI 보다 성능이 떨어짐을 확인할 수 있었다. 더 길고 

방대한 임상기록으로 구성된 대규모 데이터가 있다면 Word2Vec의 

성능을 향상시킬 수 있겠지만, 대규모 데이터셋을 구성하는데 많은 

비용과 인력이 소모된다는 단점이 있다. 따라서 본 장에서 제안하는 

SPPMI 기반의 방법론이 적절한 대안이 될 수 있을 것이다. 

 

2) Transformer를 이용한 음주 키워드 추출 및 상태 분류  

3장의 연구에서는 transformer 기반의 언어 모델을 사용하여 음주 

관련 정보를 추출하고 문서를 분류하였다. 먼저 XLM-RoBERTa를 

이용하여 문서 내 음주 관련 키워드를 추출하는 실험을 진행하였다. 그 

다음 단계로는 transformer 기반 방법론에 주종과 음주 잔 수 및 횟수 

정보와 같은 additional information을 더하여 추가 학습을 통해 음주 

상태, 과음 유무, 폭음 유무에 대해 문서 분류를 진행하였다.  

본 장에서는 데이터를 전처리하는 과정에서, 음주 상태를 
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annotation할 뿐 아니라, 문서 내 음주 관련 정보도 함께 수기로 

추출하여, 실험 모델을 fine-tuning 하는데 사용하였다. 3장의 

연구에서는 transformer 기반의 자연어처리 과정에서 흔히 사용하는 

concept normalization 과정을 거치지 않았는데, 그 이유는 음주 관련 

정보를 나타내는 단어가 다양하고, 문서 내 적은 빈도로 관찰되기 

때문이다. 본 연구에서 제안하는 방법은, 한국어와 영어가 혼용된 

다양한 정보를 담고 있는 임상기록에서 특정 정보를 추출하고 문서를 

분류하는데 유용할 수 있다. 의료 데이터의 정규화 또는 표준화에 대한 

다양한 시도가 이루어지고 있으나, free text로 구성된 임상기록의 

표준화는 쉽지 않은 실정이다. XLM-RoBERTa 실험으로 증명된 key 

concept 추출은, 2개 이상의 언어가 혼용된 임상기록에서 의미있는 key 

concept을 추출하여 텍스트 리소스를 구축하거나, 확장하는 

transformer 기반 언어 모델로 발전 가능할 것이다.  

문서 내 음주 관련 키워드를 추출하는 실험 이후, 음주 관련 키워드가 

포함된 문서만을 추려 음주 상태, 과음 유무, 폭음 유무에 대해 문서를 

분류하였다. 문서 분류 시, 키워드 추출에 사용한 transformer기반의 

방법에, 음주 특화적인 키워드인 한국어로 이루어진 12개의 주종을 

표현하는 단어와, 소비하는 잔 수 또는 음주 횟수에 대한 숫자 정보를 

함께 문서 분류를 위한 학습에 사용하였다. 기존의 multilingual 

BERT만을 사용한 경우보다 additional information을 함께 학습한 경우 

성능이 더 향상됨을 알 수 있었다. 즉 transformer 기반 방법으로 2개 

이상 언어로 구성된 임상기록에서 pre-train 된 대규모 언어 모델을 

fine-tuning 하면 downstream NLP task에서 높은 성능을 보여준다는 

결론을 얻을 수 있다. 병원 재입원 예측65,66, 질병 예측68 및 개념 
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정규화68-70를 위한 자유진술문으로 구성된 임상기록을 활용한 연구는 

다수 진행된 바 있으나, 언어모델을 fine-tuning 하며 다국어 

임상기록에서의 성능을 살펴본 연구는 거의 없었다. 또한 기록 내 음주 

관련 추가 정보를 사용하여 도메인 특화적 정보를 언어 모델의 출력과 

결합하면 downstream NLP 모델의 성능을 더욱 향상시킬 수 있음을 

확인하였으며, 이전의 연구와 상응하는 결과를 보였다84-86.  

  

3. 연구의 종합적 강점  

 과거 연구에서는, 흡연과 음주 정보는 주로 구조화된 설문조사나 

수기로 임상기록을 리뷰하는 방법으로 확보되었다. 이는 많은 비용과 

인력이 소모되는 작업이며, 본 연구는 전자건강기록으로부터 흡연과 

음주 정보를 쉽게 획득할 수 있는 방법에 대해 제안한다. 

 본 연구는 한영 혼용으로 작성된, free text로 이루어진 임상기록에서 

유의미한 정보를 추출하고 문서를 분류한 최초의 연구이다. 또한, 기존 

연구가 대부분 흡연자/비흡연자 또는 음주자/비음주자의 2개의 

카테고리로 문서를 분류한 한 것에 반해, 본 연구는 흡연을 현재 흡연, 

과거 흡연, 비흡연 3가지 카테고리로 나누었으며, 음주의 경우 현재 

음주, 과거 음주, 비음주를 비롯 NIAAA 기준에 맞는 과음주자, 

폭음주자까지 분류해낼 수 있는 문서 분류 알고리즘을 제안한다. 흡연, 

음주와 같은 유해한 생활습관은 그 누적 행태와 사용량 등이 매우 

중요한 요소이므로, 다양한 카테고리로 문서를 분류할 수 있는 기능을 

제공하는 큰 강점을 지녔다 할 수 있겠다.  

본 연구에서 제안하는 SPPMI 기반 방법은 문서 분류 시 최대 

accuracy (macro F1-score 기준) 91.49%, multilingual BERT + 
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additional information 기반 방법은 86.4%를 보여 높은 수준의 

정확도를 보여주었다. 임상기록은 하나의 문서에 흡연 음주와 같은 

생활습관 정보는 물론, 주 호소, 주관적 건강상태, 객관적 건강상태, 

계통적 문진, 신체 진찰, 동반 질환, 알러지 유무, 현재 복용 중인 약물, 

과거 병력, 가족력, 통증 유무, 추정 진단, 향후 계획 등 다양하고 

방대한 정보를 포함하고 있다. 따라서 하나의 임상기록을 구성하는 총 

단어수가 방대하여도 실제로 흡연 또는 음주상태를 기술하는 단어는 1-

2개에 그치는 경우가 많다. 또한 흡연 관련 키워드 중 60% 이상이 

전체 데이터 중 5회 미만으로 출현하기 때문에 일관적인 concept 

normalization을 적용하기 어렵다. 이에 pre-train을 위한 corpus가 

부재한 상황에서는 unsupervised learning의 일환인 SPPMI 기반 

키워드 추출을 통해 상태 별 키워드를 확장하고, 문서 분류를 진행해볼 

수 있겠다. 한편 음주의 경우, 흡연 보다 임상 정보가 복잡한 경우가 

많은데, 음주량, 종류, 횟수, 빈도 등 문진으로 수집하는 데이터의 

종류가 흡연보다 다양하기 때문이다. 게다가 과음 및 폭음을 분류하는 

기준도 성별에 따라 상이하며, 표준 잔 기준으로 알코올 양(g)을 

계산해야 하는 번거로움이 있다. 이에 본 연구에서는 최근 대두되어 

높은 성능을 자랑하는 transformer 기반의 방법을 음주 정보 추출 및 

문서 분류에 적용하였으며, pre-train을 위한 사전에 마련된 corpus가 

부재하므로, annotation 과정에서 음주 관련 정보를 함께 수기로 

추출하여 모델 성능 향상에 활용하였다.  

마지막으로, 본 연구에서 제안하는 방법은 임상기록 내 흡연 또는 

음주 정보가 없는 문서를 선별할 수 있다는 장점이 있다. 환자의 

일차예방 및 이차예방을 위해 진료현장에서 흡연과 음주력을 필수로 
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문진하도록 권고되고 있다. 이전 임상 기록을 토대로, 해당 정보가 계속 

존재하지 않는 경우 적절한 알람을 임상의에게 제공하여, 환자에게 흡연 

음주력을 문진하고, 기록하여 적절한 조치를 할 수 있도록 유도할 수 

있다. 

 

4. 연구의 한계 

 본 연구는 몇 가지의 한계점이 있다. 우선, 의사가 환자를 진찰할 

때 흡연이나 음주력과 같은 생활습관을 문진하였으나, 기록하지 않았을 

수 있다. 이러한 경우, 실제로 정보는 획득되었으나 임상기록 내에는 

해당 정보가 부재하므로, 본 연구에서 분류한 ‘정보 없음’으로 분류될 

가능성이 있다. 또한, 본 연구는 서울대학교병원의 가정의학과와 내과 

일부의 임상기록만 활용하였기 때문에, 다른 진료과나 의료기관으로의 

확장이 어려울 수 있다. 향후 다양한 기관의 임상기록을 활용한 타당도 

검증이 필요할 것이다.  

한편, 수동 주석 과정에서의 오류나, SPPMI 사용시의 seed 

keyword 선정과 같은 수작업으로 이루어지는 전처리 과정에서의 

오류가 실험 성능에 영향을 줄 수 있다. 이를 위해서는 2명 이상의 

숙련된 전문가가 필요하고, 같은 데이터셋으로 수동 작업을 한 후 

얼마나 결과가 일치하는지 평가하는 단계가 중요할 것이다. 본 

연구에서는 수동 처리 과정에서의 오류를 최소화하고자 수동 주석 과정 

시 동일 데이터셋에 대해 작업 후 Fleiss’ kappa(κ)를 측정하는 단계를 

거쳤고, SPPMI 실험 시에는 숙련된 전문의의 의견이 합치하는 경우에만 

seed keyword로 선정하였다.  
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마지막으로, 제안하는 모델의 전처리 및 키워드 추출 단계에서 

한국어와 영어 모두 부정어 처리를 더욱 정교하게 하고, 온톨로지를 

고려한 외부 자연어처리 리소스를 사용하는 방법을 고려하면 성능 

향상을 꾀할 수 있을 것이다.  

 

5. 추후 연구에 대한 제언  

국내에서 생산된 임상기록을 활용하여 자연어처리 연구를 수행할 때 

가장 중요하게 고려할 것은, 한국어와 영어가 혼용되고 있다는 점이다. 

또한 임상기록이 의료진 별, 진료과 별, 기관 별로 다양할 수밖에 없고, 

오탈자 등 철자오류를 포함할 수 있으며, 다수의 두문자나 단어의 나열 

등으로 구성되어 있어 의미 있는 얼개를 추출하기 쉽지 않다. 실제로 본 

연구를 진행함에 있어서 가장 어려웠던 부분 또한 한영 혼용 

임상기록의 전처리였다. 흡연 및 음주 상태 뿐 아니라 문서 내 음주 

정보를 일일이 주석작업 하는 과정에 있어서 각 annotator 별로 합치된 

레이블 결과를 도출해내는 데까지 최소 3회 이상의 반복 작업을 

수행하였고 최소 3개월 이상의 시간과 의료 용어에 익숙한 5명 이상의 

annotator의 인력이 필요하였다.  

한국어 또는 영어로 구성된 의료 텍스트 데이터에 대한 대규모 

구축사업은 진행되고 있으나, 실제 임상 현장에서 생성되는 한국어와 

영어가 혼용된 텍스트의 대규모 구축이나 연구는 거의 진행되고 있지 

않다. 따라서 텍스트 전처리 과정에서 한국어와 영문을 따로 처리할 

수밖에 없어 정보의 손실을 유발할 수 있으며, 기존의 한글 형태소 

분석기는 의료영역에 특화되어 있는 것이 아니므로, 효과적인 처리가 

어려울 수 있다. KR BERT87나 최근 개발된 KM BERT88 등 한국어를 
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지원하는 자연어처리 모델이 있으나, pre-train 과정에서 한국어만을 

사용하기 때문에 한영 혼용 임상기록에서는 적극적 활용이 어려울 수 

있다. 임상기록에는 비단 흡연, 음주 정보뿐 아니라 방대하고 중요한 

임상 정보가 포함되어 있으므로 이를 활용하여 한영 혼재 텍스트를 

기반으로 한 새로운 corpus 개발이 필요할 것이다.  

본 연구에서 제안하는 방법은, 임상 진료 현장과 연구 현장에서 

다음과 같이 활용해볼 수 있다. 먼저, 임상 진료현장에서 이전에 

기록되어 저장 되어있는 문서를 자동으로 분류하여, 핵심 정보를 진료 

전에 미리 의료진에게 제공하여, 환자에게 필요한 처치를 수행하는데 

도움을 줄 수 있을 것이다. 본 연구에서 개발한 알고리즘을 

병원정보시스템에 적용하여, 환자 상태를 미리 알람을 주고 필요한 

처치를 하게 할 수 있다. 진료 시 반드시 문진이나 진찰을 하여야 하는 

경우나, 의료보험 급여 적용을 위한 필수 항목이 기입되어 있는지 

손쉽게 검토할 수 있다. 연구에서는, 원하는 정보를 수기로 추출하는 

대신 자동으로 추출하여 활용할 수 있을 것이다. 비단 흡연과 음주 

정보뿐 아니라 임상기록에는 현재병력, 과거력, 가족력, 신체검진, 

약물복용 등 다양한 정보가 존재하므로, 본 연구를 응용하여 선택적인 

정보 추출 및 분서 분류를 통해 손쉽게 정보를 획득할 수 있다. 더불어 

본 연구의 향후 확장을 위하여 제안하는 방법을 통한 정보 확보 시의 

인력, 시간 및 비용 절감과 같은 유용성 평가가 필요할 것이다.  
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제 5 장 결론  

 본 연구에서는 전자의무기록 내 한영 혼용 자유진술문으로 구성된 

임상기록에서 흡연 음주 정보를 추출하고 문서를 분류하는 알고리즘을 

제안하였다. 흡연 정보 추출 및 분류를 위하여 unsupervised 

learning의 한 방법인 SPPMI를 제안하였으며, 대규모 사전 

데이터셋이나 대규모의 자연어처리 플랫폼을 사용하지 않아도, 잠재적인 

성능을 보여주었다. 음주 정보 추출 및 분류에는 transformer 기반 

multilingual BERT를 활용하였으며 문서를 분류하기 위하여 음주 종류, 

잔 수와 같은 보조 정보를 추가하여 성능 고도화를 진행하였다.   

 본 연구는 이종언어로 구성된 비정형 임상기록에서 의미 있는 키워드를 

추출하고 문서를 분류할 수 있는 가능성을 확인한 거의 최초의 연구이다. 

영어가 모국어가 아닌 국가는 의학 온톨로지 가용성이 제한되어 

표준화가 쉽지 않은 것이 현실이다. 본 연구에서 제안하는 알고리즘은 

비영어권 국가의 온톨로지 가용성 한계 극복, 정보 획득에 소모되는 

인력과 비용 절감, 임상기록 내 유의미한 정보를 편리하게 확보하는데 

기여할 수 있을 것이다.
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Abstract 

 

Natural Language Processing Algorithm 

for Extraction and Classification of 

Smoking and Drinking Information from 

Bilingual Clinical Notes  

 

Ye Seul Bae 

Interdisciplinary Program in Medical Informatics 

The Graduate School 

Seoul National University College of Medicine 

 

Smoking and alcohol consumption are important variable for clinical 

research, but there are few studies regarding automatic obtainment 

of classification from unstructured bilingual clinical notes. The 

study aims to develop an algorithm to classify smoking and alcohol 

consumption status based on unstructured clinical notes using 

natural language processing (NLP).  

 A total of 4,711 clinical notes were used for smoking information 

extraction and classification. Acronyms were normalized using 

Soynlp, a Python package. Each group in the record was vectorized 
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using Shifted Positive Pointwise Mutual Information (SPPMI), and 

smoking status was classified by calculating cosine similarity. 

Compared to other methods such as word co-occurrence, pointwise 

mutual information (PMI), and normalized pointwise mutual 

information (NPMI), this study improved keyword extraction 

accuracy by more than 20%. Additionally, the proposed SPPMI 

method for extracting smoking-related keywords in documents 

showed the highest precision and achieved a high accuracy of 

91.49% in classifying smoking status. 

 For drinking-related information extraction and classification, a 

total of 4,996 clinical records were used. The Multilingual 

transformer was fine-tuned and learned. The proposed cross-

lingual language model - robustly optimized BERT pretraining 

approach (XLM-RoBERTa) model showed high keyword extraction 

accuracy (macro F1-score 84.7%) compared to other methods and 

demonstrated excellent performance with improvements in 

precision and recall, reaching 78.23% and 95.33%, respectively. 

Furthermore, when additional information about the type of alcohol 

and alcohol consumption pattern was included in the learning 

process, the ability to classify documents for drinking information 

improved by 9.87% in multilingual BERT and 11.7% in XLM-

RoBERTa. 

This study shows the potential of SPPMI and transformer in 

classifying smoking status and alcohol consumption from bilingual 
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clinical notes. Moreover, it is the first study to extract meaningful 

information and classify documents from clinical records consisting 

of free text written in both Korean and English. 

In the future, the proposed method can be used to capture various 

information in clinical notes as well as smoking and drinking 

information. Future validation studies with clinical notes generated 

by various departments and medical institutions will be necessary. 

 

Keywords : Natural language processing, Smoking, Drinking, 

Clinical notes, Bilingual language processing, Transformer 
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